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Resumen

En este trabajo se realiza un analisis de un modelo que facilita la evaluacién y prediccion de
indicadores financieros y de gestion de las pequefias y medianas empresas (Pymes). El
modelo se basa en el uso de Redes Neuronales Artificiales como herramienta de mineria de
datos que, con base en los estados financieros de una empresa, contribuye a la evaluacion y
prediccion de indicadores de su liquidez, deuda, rendimiento, eficiencia y rentabilidad. Asi
mismo, se incluye un andlisis Monte Carlo del comportamiento del modelo. Todo ello se
realiza en el marco del sistema DuPont.

Palabras Claves: Pymes; Estados financieros; Sistema DuPont; Redes neuronales
artificiales; Método Monte Carlo



Resum

En aquest treball es realitza una analisi d'un model que facilita I'avaluacié i prediccio
d'indicadors financers i de gestio de les petites i mitjanes empreses (Pymes). ElI model es
basa en I'lis de Xarxes Neuronals Artificials com a eina de mineria de dades que, amb base
en els estats financers d'una empresa, contribueix a I'avaluacio i prediccio d'indicadors de la
seua liquiditat, deute, rendiment, eficiencia i rendibilitat. Aixi mateix, s'inclou una analisi
Monte Carlo del comportament del model. Tot aix0 es realitza en el marc del sistema
DuPont.

Paraules Clau : Pymes; Estats financers; Sistema DuPont; Xarxes neuronals artificials;
Metode Monte Carlo



Abstract

In this work an analysis of a model that facilitates the evaluation and prediction of financial
and management indicators of Small and Medium Enterprises (SMESs) is carried out. The
model is based on the use of Artificial Neural Networks as a data mining tool that, based on
the financial statements of a company, contributes to the evaluation and prediction of
indicators of its liquidity, debt, performance, efficiency and profitability. Likewise, a Monte
Carlo analysis of the behavior of the model is included. All this is done within the framework
of the DuPont system.

Keywords: SMEs; Financial statements; DuPont system; Artificial neural networks; Monte
Carlo method
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Preliminares

El tema de estudio desarrollado es resultado de la experiencia investigativa del autor, en su
dualidad de docente universitario y consultor empresarial, que ha vinculado los contenidos
matematicos al servicio de la comunidad. En este trabajo, se enfoca en las Pymes del sector
palmicultor de la zona de Quinindé, provincia de Esmeraldas en el Ecuador. Este sector
histéricamente ha generado grandes réditos, impulsando socioeconémicamente los entornos
rurales donde se realiza esta actividad agroindustrial. En el primer lustro de la segunda década
del siglo XXI, tuvo un crecimiento significativo y muchas empresas tuvieron crecimiento de
mas del 30% entre los afios 2012 y 2013 [1]. Posteriormente, este sector se ha visto afectado por
enfermedades del fruto de la palma, unido a dificultades con los proveedores, entre otros
factores; lo que motivd que muchos empresarios se interesan por conocer la situacion financiera
de las empresas a futuro.

En el proceso de consultoria se intenta contribuir con la solucién a problemas especificos que
le surgen a los gerentes y propietarios de las empresas. Pronosticar la situacion financiera,
requiere aplicar conocimientos matematicos que sean didacticos para los directivos y puedan
tomar decisiones de forma adecuada. A partir de los datos proporcionados por una empresa* del
sector antes mencionado, se consider6 valorar un modelo matematico factible para realizar la
prediccion de indicadores financieros favorables para conocer el estado a futuro de la empresa.
Como indicador se seleccionoé el rendimiento del capital para generar utilidades, conocido como
Roe (Return on Equity) que identifica al sistema DuPont e informa sobre la rentabilidad de la
empresa. Por otra parte, se determind utilizar como herramienta matematica las Redes
Neuronales Artificiales por la experiencia previa del autor en el proceso de informacion para la
toma de decisiones.

De igual manera, con los conocimientos profundizados en el curso del Master de Investigacion
Matematica, se mejord el modelo predictivo, y se integraron nuevos elementos matematicos
para valorar criticamente los resultados del modelo. Los datos de la empresa se gestionaron con
la debida discrecion de proteccion de datos de la empresa y la interfaz del software desarrollado
permite observar sin complejidad el pronostico del indicador Roe, aspecto que se profundiza a
continuacion en el informe del trabajo.

* Por razones de confidencialidad se omite nombre de la empresa.



Introduccion

El presente trabajo aborda el uso de modelos matematicos aplicado al sector empresarial;
especificamente se utilizan las Redes Neuronales Artificiales (RNA) para pronosticar el
indicador de rentabilidad del sistema DuPont de una pequefia y mediana empresa (PYME)
del sector palmicultor de El Ecuador. El indicador se obtiene de la informacion de los
indices de liquidez, endeudamiento, desempefio, eficiencia y rentabilidad, registrados en
los estados financieros de la pyme, principalmente el estado de Balance General y el de
Pérdidas y Ganancias [2].

En el contexto actual, la toma de decisiones en el sector empresarial son claves para la
estabilidad comercial y la perdurabilidad de la empresa dentro del mercado. Estas
acciones se logran, principalmente, con una adecuada administraciéon y gestion de sus
recursos financieros [3]. Un factor esencial en este tipo de procesos es el analisis de
escenarios que faciliten informacion sobre las posibles tendencias y prondésticos de los
indicadores que reflejan los recursos.

En este sentido, la obtencion de valores e interpretacion de los datos tiene una tendencia
actual hacia el uso de Inteligencia Artificial (I1A) para su procesamiento. Dentro de la IA,
estan las RNA que forman parte del aprendizaje supervisado, donde se obtienen modelos
que tienen multiples aplicaciones en diversos campos [4]. Se suelen utilizar en
modelacién, andlisis de series temporales, identificacién de patrones, procesamiento y
aprendizaje de datos iniciales, entre otros usos [5].

Teniendo en cuenta estas circunstancias, se define como problema de estudio la siguiente
cuestion: ¢como contribuir al mejoramiento en la toma de decisiones en la gestion
financiera en las Pymes? Para ello, se considera como objetivo general del trabajo la
simulacion y pronostico del indicador rentabilidad Roe en las Pymes mediante el uso de
las Redes Neuronales Artificiales (RNA).

En definitiva, el objeto de este trabajo es la simulacion y prediccion de indicadores de
gestion financiera en Pymes con el uso de las RNA. Para su desarrollo, partimos de la
revision de los conceptos previos que sustentan la aplicacion de las RNA al sistema
DuPont; posteriormente, se profundiza en el algoritmo que fundamenta el modelo de
prediccién del indicador de rentabilidad y, después, se realiza un analisis Monte Carlo
para determinar la probabilidad de que el Roe tenga valores positivos, y se presentan los
resultados obtenidos. En las conclusiones, se muestra la viabilidad del uso de las
herramientas matematicas propuestas en el modelo.

La intencion del trabajo es predecir la situacion financiera de la pyme a futuro. La
investigacion se desarrolla en dos etapas; la estimacion y diagnostico, y la de prondstico.
Se seleccionan como herramientas informéticas, el software Matlab para el
procesamiento y visualizacion de los datos financieros, asi como su paquete de
aplicaciones para modelar la red neuronal; por otra parte, el software Oracle Crystal Ball,
asi como el lenguaje de programacién Python para el analisis Monte Carlo.



Capitulo 1

Conceptos previos

En este capitulo se enuncian algunos conceptos y definiciones matematicas y financieros
que, desde el punto de vista tedrico, facilitan el desarrollo del presente trabajo. Se parte
de la conceptualizacion del sistema DuPont, posteriormente se revisan los aspectos de la
IA y los modelos predictivos y por ultimo se hace referencia a los criterios necesarios
para un andlisis Monte Carlo de los datos de estudio [6].

1.1 El sistema DuPont

Algunos autores plantean que la insuficiencia de financiamiento y de inversionistas a
largo plazo en las Pymes es producto de la desconfianza de las entidades de crédito debido
a dificultades en la presentacion de las condiciones financieras de las empresas [7]. Estos
elementos son limitantes que afectan el crecimiento continuo de las Pymes, por lo tanto,
un andlisis financiero que genere una representacion adecuada de la situacion financiera
de la empresa, sobre todo los indicadores de rentabilidad, mitiga las dificultades antes
comentadas.

La aplicacion de un modelo que facilite la evaluacion y el prondstico de los indicadores
financieros proporciona la planificacién, organizacion, ejecuciéon y toma de decisiones
dentro de la Pyme, generando confianza y seguridad en la informacion de la empresa en
el mercado [8]. Se han realizado diversos estudios e investigaciones sobre evaluaciones
de la gestion financiera empresarial a partir de los analisis financieros, y la informacion
recopilada se limita al momento en que se realiza el calculo de los indicadores al final del
periodo, méas no se profundiza en las fluctuaciones de los indicadores permanentemente para
establecer andlisis de tendencias en cada uno de ellos [9], [10], [11].

El andlisis financiero se realiza a través de razones financieras con la informacion
obtenida de los estados financieros de la empresa, estado de balance general y estado de
pérdidas y ganancias. El andlisis por razones o indicadores establece las fortalezas y
debilidades de una empresa e indica probabilidades y tendencias. Se clasifican en
indicadores de liquidez, de actividad, de endeudamiento, rentabilidad y bursatiles [12].

El presente trabajo se centra en el sistema DuPont que es una integracion de los
indicadores de actividad y los de rentabilidad [12]. En este sistema se relaciona la
informacién del estado de pérdidas y ganancias que permite determinar la capacidad de
la empresa para generar beneficios y, a su vez, se utiliza la informacion del balance
general para medir como los activos invertidos en la empresa generan ingresos [13]. En
el afio 1914, Donaldson Brown, ingeniero de DuPont Corporation, empresa accionista de
la General Motors, desarrolld este sistema para medir el desempefio econémico y
operativo de una empresa. AplicO un modelo que, relacionando los principales
indicadores financieros, determina la eficiencia con la que la empresa esta utilizando sus
activos, capital de trabajo y apalancamiento financiero [8].

El sistema DuPont, conocido como Retorno sobre el capital (Roe), se define como el
producto del Retorno sobre los activos (ROA) por el apalancamiento financiero (FL).
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utilidad neta activo total
Roe = - X - 1)
activo total capital

En la expresion (1) el primer factor hace referencia al Roa y el segundo factor al
apalancamiento financiero FL. Los datos para obtener el valor del indicador se obtienen
de los estados financieros. EI Roe puede tomar valores reales positivos y negativos, su
interpretacion se realiza en conjunto, valorando el Roa y el Apalancamiento: cuando los
valores son superiores a 1, se considera que hay un sobreendeudamiento; para valores
entre 0 y 1, significa que la empresa estd generando ganancias en sus operaciones con
activos; los valores negativos, son indicios de pérdidas operacionales. De manera general,
la interpretacion del indicador es amplia.

Un esquema que muestra como se interrelacionan los estados financieros para obtener el
indicador Roe es:

» UTILIDADES NETAS —

dividido

ROA:

P&G VENTAS NETAS —
RETURNO SOBRE EL

> CAPITAL
UTILIDADES NETAS (ROE)
n VENTRRETAS » UTILIDADES NETA
TOTAL DEACTIVOS v S S
dividido
CAPITAL
» TOTAL DEACTIVOS
multiplicar
BG [ TOTAL DEPASIVOS APALANCAMIENTO:
T TOTAL DEACTIVOS
suma
»  PATRIMONIO CAPITAL

Fig. 1. Estructura del sistema DuPont [8].

Los datos que se procesaron son de una empresa del sector palmicultor de El Ecuador,
comentado previamente en preliminares; la informacion financiera se obtuvo del estado
de pérdidas y ganancias (P&G) de tres afios consecutivos, 2014, 2015 y 2016, y del
balance general de esos respectivos periodos, mostrado en el anexo I. Algunos autores,
como [13], [6] y [14], registran trabajos y aproximaciones al diagndstico y medicion de
la eficiencia financiera utilizando el modelo de DuPont, aunque ninguno de ellos utiliza
redes neuronales para determinar las variables del Roe, uno aplica aproximaciones
estocasticas y los otros utilizan las ecuaciones del sistema DuPont, aunque sin hacer
prondsticos del indicador.
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1.2 Inteligencia artificial y aprendizaje automatizado

En la actualidad existe una tendencia hacia el uso de los desarrollos tecnologicos para el
procesamiento de la informacion. Dado el alto volumen de datos en la red, producto de la
globalizacion de los mercados, se requiere utilizar softwares con alta capacidad de
procesamiento para la toma de decisiones. La simulacion de la inteligencia humana por
parte de los algoritmos de las maquinas se conoce como Inteligencia Artificial (1A) [15].
La IA abarca un amplio entorno de aplicaciones que se pueden resumir en dos grupos de
aproximaciones conceptuales: por una parte, la Inteligencia Artificial Simbdlica, méas
centrada en la parte abstracta del lenguaje simbdlico de la maquina, en el procesamiento
del lenguaje propio, entre otros elementos complejos y, por otra parte, la Inteligencia
Artificial centrada en modelos que simulan la biologia humana, menos abstractos. Es en
este espectro donde se ubican las Redes Neuronales Artificiales (RNA) y los Algoritmos
Geneéticos. Este trabajo se centra en las RNA 'y en el capitulo 2 se profundiza en este tema
[15].

Por otra parte, la 1A y el desarrollo tecnolégico han derivado en el Aprendizaje
Automatizado (AA), también conocido como Machine Learning, y su principal funcion
es disponer de forma inteligente de los altos volimenes de informacion. Las areas
principales de aplicacion son las de reconocimiento de patrones o clasificacion de datos,
aproximacion de funciones de variable continua o regresion y blsqueda de estructuras
ocultas en datos o clustering [16]. EI AA se divide en tres areas: el aprendizaje
supervisado, el no supervisado y el aprendizaje por refuerzo. El aprendizaje que se
considera en este trabajo es el supervisado, debido a que abarca los métodos tipos arbol
o las redes neuronales, entre otros, y, considerando que estos métodos son bastante
precisos en la identificacion de patrones a partir de sefiales de entrada, se han tenido en
cuenta en esta investigacion para tener mejores aproximaciones de la prediccion [17].

A continuacién, se muestra, en la figura 2, el diagrama estructural del aprendizaje
supervisado y la ubicacion de las redes neuronales en el mismo:

APRENDIZAJE AUTOMATIZADO

SUPERVISADO NO SUPERVISADO POR REFUERZO

e REGRESION Y CLASIFICACION e  RETROALIMENTACION

e  BUSQUEDA DE ESTRUCTURA

- (Maquinas de soporte vectorial, OCULTA EN'LOS DATOS - (Se analizan los inputs para

Métodos Tipos de Arbol, Redes mejorar el proceso, después de

Neuronales, etc...) - (Clustering por k-means,) conocer los outputs)

REDES NEURONALES ARTICIALES

Fig. 2. Estructura del Aprendizaje Automatizado.
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La implementacion de técnicas de aprendizaje supervisado es factible para el
procesamiento de datos de entrada y su relacion con los respectivos datos de salida o
resultados en funcion de los eventos observados.

Definicidon 1.1. El aprendizaje supervisado es la técnica que relaciona un conjunto de
patrones de entrenamiento para los que se conoce con precision la salida esperada de la
red.

Sus reglas de aprendizaje se basan en corregir y reducir el error cometido entre las salidas
de la red y la salida deseada, mediante minimos cuadrados, retropropagacion del error,
etc.

Esta caracteristica, de este tipo de aprendizaje, facilita la elaboracion de modelos
predictivos para predecir las salidas que se obtienen en funcion de cada evento generado;
todo este proceso se realiza a través de una red de entrenamiento supervisada por
condiciones externas que establece las respuestas de la red por cada entrada especifica
[18]. En caso de no existir una correspondencia esperada en la respuesta, se modifican
los pesos de la estructura reguladora con la intencién de retroalimentar el sistema y
obtener mejores aproximaciones. Este tipo de sistemas se sustentan en la repetitividad del
proceso hasta obtener los resultados esperados.

También existe el aprendizaje no supervisado, que se conoce como aprendizaje
competitivo, el cual definimos a continuacion:

Definicién 1.2. El aprendizaje no supervisado es la técnica que relaciona un conjunto de
patrones de entrenamiento para los cuales se desconoce la salida esperada de la red.

En este caso, la red por si sola determinara el comportamiento mas factible para encontrar,
sobre la base de un criterio especifico, las estructuras idoneas del conjunto de patrones de
entrenamiento.

En este sentido, suele aplicarse a problemas de agrupacién de patrones para definir
prototipos, como son los modelos de Kohonen [19].

Por otra parte, existe el aprendizaje por refuerzo, que se origina sobre la base de un
principio psicoldgico aplicado al aprendizaje de los animales donde, si una accion genera
mejora en el comportamiento, se refuerza la accion y en caso de no ser asi, se mitiga.

Definicién 1.3. El aprendizaje por refuerzo es un proceso gue se centra en implementar
la practica de ensayo y error, con la intencion de maximizar el valor esperado de una
funcion de decision conocida como sefial de refuerzo.

En este caso, suelen presentarse categorias evaluativas con umbrales de igual valor, pero
signos opuestos (-1 o +1), para el conjunto de patrones de entrenamiento y la sefial
evaluada informa a la unidad entrenada sobre el comportamiento de la sefial recibida para
adecuar la salida correspondiente a dicha entrada [20].

De estos tipos de modelos de aprendizaje, en nuestro trabajo se va a desarrollar el
aprendizaje supervisado aplicando redes neuronales.
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1.3 Método Monte Carlo

El método de simulacion de Monte Carlo (SMC) es una herramienta matematica factible
para el andlisis de sistemas complejos, su modelo permite realizar estimaciones y
aproximaciones de ciertos escenarios a la realidad. Su fundamento radica en dar
soluciones a determinados problemas matematicos, con la generacién de ndmeros
aleatorios para obtener estimaciones de las soluciones. Los numeros aleatorios cumplen
con una distribucion especifica y estdn limitados en intervalos de interés para el
investigador.

El nombre de este método de estimacién es debido al Principado de Montecarlo, pues en
un principio se consideré como numeros aleatorios a los que se obtienen de la méaquina
de ruleta en un casino de juego de dicha ciudad. Sin embargo, el muestreo de nimeros
aleatorios fue utilizado previamente por cientificos; se tiene referencia del siglo XVIII,
un botanico y matematico francés Georges-Louis Leclerc de Buffon en 1757, estimé la
probabilidad de que, al lanzar una aguja del tamafio de la separacién de lineas paralelas
trazadas en un plano, dicha aguja cruce algunas de las lineas, conocido como el problema
de las agujas de Buffon [21].

De igual manera, otros investigadores como William Thomson (Lord Kelvin), utiliz6
técnicas de SMC para la solucion de integrales en la teoria cinética de los gases [22]. En
este sentido, muchos otros cientificos continuaron aplicando estimaciones de soluciones
por muestreo de numeros aleatorios. A mediados del siglo XX, en la segunda guerra
mundial, la técnica de SMC tuvo un realce debido al proyecto Manhattan (1942-1946),
donde los cientificos que conformaban este proyecto utilizaron esta técnica para resolver
ecuaciones integrales de seis dimensiones utilizadas en el disefio del blindaje de los
dispositivos nucleares. Este resurgimiento, motivé el empleo de las técnicas de SMC en
soluciones de problemas multidimensionales complejos.

En la actualidad con el avance de la tecnologia, las computadoras contemporéaneas
permiten generalizar su uso y aplicacion practica. Los tiempos de ejecucidén son mas
reducidos, dado las nuevas memorias de las computadoras que facilitan la capacidad de
implementacién de la SMC en problemas de diversos campos de estudios.

El método Monte Carlo en finanzas se suele aplicar en las evaluaciones y céalculos de
cobertura de una opcion en el mercado de valores, dado que estos criterios son inexactos
y se trata de aproximar la esperanza por medio de la media de una muestra de variables
aleatorias independientes y de igual distribucion [23]. En la investigacion, consideramos
aplicar el método Monte Carlo como herramienta de analisis para la aproximacion de los
datos simulados a los reales, de forma tal que permita realizar predicciones. Es oportuno
recordar que, en este contexto, establecer criterios a través de modelos matematicos esta
acompariado de incertidumbre e indeterminacion, por lo que los calculos para los distintos
escenarios se formulan como hipétesis a contrastar [24].

La aplicacion del SMC en el trabajo consta inicialmente en determinar la probabilidad de
que el Roe sea positivo, modificando aleatoriamente las variables Utilidad Neta, Activos
Totales y Pasivos Totales; para lo cual se utiliza el software Oracle Crystal Ball, que
facilita establecer una distribucion de frecuencia para estimar y pronosticar cuando el Roe
tiene un valor satisfactorio. Posteriormente se aplica un procedimiento inverso, se utiliza
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la SMC para determinar diversos escenarios probabilisticos, donde a partir de
probabilidades aleatorias se estima los posibles valores del Roe que tome el indicador.

El procedimiento inverso comienza con un analisis y representacion de la distribucion de
probabilidad del indicador de Roe y, después, se utiliza la tabla de distribucién acumulada
F(x), donde F(x) es la probabilidad de que la variable aleatoria tome valores menores o
iguales a variable x.

Definicion 1.4. Sean x,y variables tal que (x,y) € R?, f(x) funcién de frecuencia
relativa 'y g(y) funcién de las medias aritméticas por intervalos de x; ademas, A, B son
conjuntos de puntos que cumplen:

A={(xy):-1<x<1,0<y<f(x)}
B={(xy):-1<x<g),0<y<1}

Siendo y; < ([0,1]), 1 <i < N, se procede con la generacion de probabilidades
aleatorias con N iteraciones. De forma tal que:

1w 1%
X zﬁzg(yi) ~ ;an R Xp
i= n=

donde n es el nimero de datos que se dispone y x es la media aritmética de los datos, por
otra parte, la desviacion estandar ¢ se calcula:

N n
1 _ 1 _
o ~ NZ(g(ya—xi)Zz ;Z(xn—xn)uan
i= n=

El error porcentual de aproximacion para la media aritmética se calcula:

fn_fi

* 100

Xn

En el capitulo 5 se muestra todo el procedimiento para el analisis Monte Carlo y se
expresan las funciones f(x) y g(y) con los datos correspondientes.
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Capitulo 2

Redes Neuronales Artificiales

En este capitulo, se hace referencia a los conceptos y definiciones que rigen la
implementacion de las técnicas de Redes Neuronales Artificiales (RNA) en la prediccién
de valores de salida a partir de valores de entrada, mediante una red de entrenamiento
supervisada [18].

2.1 Resefia sobre el origen de las Redes Neuronales Artificiales.

La intencidn de emular el comportamiento del cerebro humano por parte de los cientificos
tiene un recorrido histérico que data de 1882, cuando el cientifico espafiol Santiago
Ramon y Cajal introdujo el concepto de neurona y describié por primera vez sus
caracteristicas [25]. En ese mismo periodo, establecidé que el sistema nervioso estaba
constituido por neuronas individuales, que se comunicaban entre si a través de contactos
funcionales llamados sinapsis (teoria de la neurona) [26].

Posteriormente, los primeros modelos de redes neuronales se desarrollaron a mediados
del siglo XX, por McCulloch y Pitts, con un algoritmo binario de neuronas simples con
umbrales fijos. Justo en 1958, el cientifico Rosenblatt desarrolla el perceptron, una red
neuronal con un nivel de entrada y otro de procesamiento que funge como nivel de salida.
Este modelo tuvo sus criticas, dado que tiene limitaciones para solucionar problemas
complejos y no lineales, lo que requeria valorar la introduccién de multicapas [26].

Estos debates redujeron el interés por las redes neuronales y, a finales de los afios setenta,
se incorporaron métodos computacionales para reconocer y clasificar patrones basados
en redes neuronales, lo que produjo varios resultados satisfactorios en este campo de
estudio del aprendizaje computacional, destacando autores como Werbos en 1982 que
desarrollo el Backpropagation, modelo que se profundiza en el apartado 2.2.2. Con estos
resultados, resurge un nuevo interés en las investigaciones para el desarrollo de modelos
de RNA, hasta el punto de construir maquinas de aprendizaje para el procesamiento de
altos volimenes de datos [5].

2.2 Conceptualizacion

Las Redes Neuronales Artificiales (RNA) constituyen una tecnologia que forma parte del
Machine Learning (ML), que a su vez es una categoria de la Inteligencia Artificial. Sus
bases se sustentan en conceptos de matematicas, neurociencia, estadistica e informatica
para emular el procesamiento de informacién del cerebro humano a través de la
modelacion con técnicas informaticas [27].

Se pueden clasificar las RNA de dos formas segun su algoritmo de aprendizaje, que puede
ser supervisado 0 no supervisado y, segln su estructura, pueden ser monocapa 0
multicapas. Las RNA constituyen una herramienta eminentemente préactica, sobre todo
en su aplicacion ingenieril y los desafios actuales se centran en determinar el nimero de
neuronas optimo por capa y en el nimero optimo de capas. Para profundizar en la
conceptualizacion, revisamos la estructura de la neurona natural, en la figura 3.
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Fig. 3. Estructura de Neurona Natural [20].

La imagen anterior es un esquema de la estructura de la neurona natural; este tipo de
representacion es un modelo simplificado de la interconexion de las neuronas, que esta
compuesta por el cuerpo celular donde se ubica el nicleo de la neurona que procesa la
informacidn que es transmitida a través de axon, siendo modificada la informacion en la
sinapsis que es la conexion entre unas neuronas y otras mediante las dendritas que son los
terminales de conexion [28].

Segun este esquema, la neurona receptora convierte las sefiales de salida de las neuronas
precedentes en una sefial Gnica de entrada. De acuerdo con como haya sido estimulada la
neurona por la entrada, esta emite una respuesta a traves de un pulso [20]. Sobre la base
de este comportamiento, se realiza un esquema para ilustrar la similitud de neurona
artificial con la neurona natural.

Axoén Sinapsis
Xi Wi iﬁ Cuello del
Axén

X2 W k | Axén |
X; | Wy — \ eed /0
i Salida '}
Funcién de |

[w | Activacion

Xn W,
Entradas Pesos | Sumatorio y umbral |

! NEURONAS ARTIFICIALES !

Fig. 4. Modelo Neuronal con n entradas [28].

De la figura anterior, los elementos que la conforman en la parte superior hacen referencia
a la neurona natural y en la parte inferior a la neurona artificial, donde:
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X1, X2, X3, ....., Xn: son las n entradas

W1, Wa, X3, ....., Wha: son los pesos sindpticos respectivos a cada entrada
f es la funcion de activacion

Y': es la funcion de agregacion

Sobre la base de este criterio comparativo de ambas neuronas, se disefia el perceptron
simple de Rosenblatt [29], capaz de aprender a leer patrones y separarlos, ademas de
aprender funciones logicas matematicas.

< : — Unién
W Sumatoria
[1+]
o
o
£ o w -
[T
)
$ vl T\ 2 LS
lg .o Salida
) Funci()n de ”””””””””””””
- A ? Activacion

Pesos Sinapticos

Fig. 5. Modelo neuronal con n entradas

Definicion 2.1. Planteamos que un perceptron simple es una funcion u: R™ — A, donde
A = {0,1}, y cada vector de entradas x = (x4, x5, X3, ...., X, ) €std asociado con una tnica
salida binaria que se rige por la expresion:

O, W1x1 + szz + . +an1’l S 0
1, W1X1 + szz + . +ann > 9

u(x) = { 2

Identificando en la expresion anterior:

Pesos sinapticos: w = (wy, Wy, W3, ..., Wy,)

Potencial sinaptico: v = wix; + wyxy + -+ +wyx,
Umbral: 6

La funcion de activacion para el perceptron simple es la funcion de paso de Heaviside:

0, t<o0
fo={1 3o ®)
Por lo tanto, nos queda:
u(x) = fw - x) = f(Eo Wnn) @)
Disefiando un algoritmo de aprendizaje para el perceptron simple, se considerd la entrada
x = (xq1,%3,%3,....,%,) Y que el valor deseado es z; entonces, al fijar los pesos
(w1, wy,ws,....,wy), lasalida y se obtiene aplicando la expresion (2); si z = y los pesos

son adecuados y no hay que hacer modificaciones; en el caso en que z # y, es necesario
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modificar los pesos. Se puede definir una nueva familia de pesos aplicando el descenso
del gradiente a la funcion y, considerando varias variables, nos queda esta expresion para
la nueva familia de pesos:

w=w+n(z-yx ()
Donde,  es una constante mayor que cero conocida como tasa de aprendizaje.
La tasa de aprendizaje del algoritmo disefiado puede variar en funcion del tipo de ajuste
automatico de los pesos y el sesgo de la neurona artificial. A continuacion, se muestra

una tabla con las diferentes tasas de aprendizaje de acuerdo con las diferentes funciones
de activacion asociadas a los tipos de neuronas artificiales.

Tipo de Neurona Funcién de Activacion Tasa de aprendizaje
Perceptrén £(6) = {O, t<0 Iw = n(z - y)
“l1,  t>0 W=z = yx
Sigmoide 1 _
fO=1= dw =n(z—y)y(1 —y)x
Adaline f®)=t Aw =n(z —y)x
Tangente Hiperbdlica et — et
: P f(t)zm Aw =n(z - y)y(1-y*)x

Tabla 1 Tasas de aprendizajes para distintas funciones de activacion

En resumen, podemos plantear que las redes se pueden clasificar también segln el tipo
de aprendizaje, supervisado o no supervisado. En el caso de este estudio, nos vamos a
centrar en el aprendizaje supervisado con un elemento externo que controle la correccién
de error y el refuerzo.

2.2.1 Estructura de la Red Neuronal Artificial

Considerando la conceptualizacion y definicion previa de las redes neuronales, podemos
plantear que la estructura de la red estad conformada por el conjunto de datos de entrada,
una unidad operativa para el proceso de la informacion y el canal de salida de los datos.

Definicion 2.2. Segun [20], planteamos que una red neuronal artificial es un sistema
compuesto por tres elementos (N, V, W), que estan estrechamente relacionados, siendo:

N : son el conjunto de nodos que esta formado por las neuronas artificiales.
V : es el conjunto de aristas o conexiones dirigidas (i, j) que une la neuronai con la j.
W : es la matriz de pesos que relaciona los pesos entre neuronas.

Estas caracteristicas se evidencian en su arquitectura, dinamica de la computacion y el
algoritmo de aprendizaje. En su arquitectura, se parte de las sefiales de entrada con las
conexiones a la capa de entrada, las neuronas de las capas de entrada se conectan con las
neuronas de la capa oculta (que puede ser mas de una capa oculta) y, a su vez, se conecta
con la capa de salida que emite las sefiales de salida.
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Fig. 6. Esquema de la arquitectura de una red neuronal artificial

En la figura 6, se muestra un esquema general de la estructura de una red neuronal con
una sola capa oculta. Las redes pueden tener varias capas ocultas y, segin su arquitectura,
pueden ser monocapa 0 multicapa: las monocapa tiene una capa de entrada y otra de
salida.

La conexion y direccidn de la informacion en la red puede ser en una sola direccion (feed-
forward) o recurrente cuando la direccion de la informacion cambia. En la red que se
utiliza para la prediccion es del tipo feed-forward, estas son conocidas como redes de
avance y es el modelo més utilizado en muchas aplicaciones practicas. Su estructura se
compone de neuronas que estan conectadas en una direccion desde la capa de entrada
hacia la capa de salida, pasando por las capas intermedia [30]. Este tipo de red es muy
popular y es factible para cuando no hay altos volimenes de datos de entrada para
procesar.

2.2.2 Meétodo de Backpropagation

El backpropagation es un método matematico que se utiliza para realizar modificaciones
en los pesos y sesgos de las RNA, a través de algoritmos que ajustan y entrenan la red en
sentido inverso, para que genere salidas esperadas con el minimo error posible. Este
método se centra en el aprendizaje supervisado de un conjunto de datos preseleccionados
de pares de entradas y salidas. Es muy similar al proceso del cerebro humano, y cuanto
mas entrene la red, las neuronas de las capas ocultas se organizan mas eficientemente,
aprendiendo de las caracteristicas previas simuladas, para minimizar el error cuadréatico
medio. Este error se puede definir de la siguiente manera:

E=130, (GENnlym) - 9m)]?) (6)
donde:

E: Error de aprendizaje

N: NUmeros de patrones

Nr: Numero de neuronas de salida

y(n): Salida deseada

y(n): Salida estimada por la red
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Esta expresion es no lineal y, como se desea minimizar la funcion de error, se soluciona
aplicando herramientas de optimizacion no lineales. Usualmente se utiliza la direccion
negativa del gradiente de la funcion de aprendizaje, sin embargo, hay otras vias de
solucion como en el caso del algoritmo de Gauss-Newton y la integracion de ambos
métodos que es el algoritmo de Levenberg-Marquardt que utiliza el software Matlab para
entrenar la red.

2.2.2.1 Algoritmo de descenso del gradiente

El método de descenso de gradiente es bastante utilizado en Machine Learning [31]. Este
método actualiza los pesos y sesgos de la red para minimizar la funcién de pérdida en la
direccién del gradiente negativo de dicha funcién, aplicando la primera derivada a la
funcién de pérdidas para obtener la pendiente de la misma en cada punto en cada
iteracion:

dE(n)
w

Wpy1 =Wy, — para a >0 (7)

donde:

w: vector de variacion de la direccion del gradiente

n: numero iteraciones

a: tasa de aprendizaje de la red

E(n): error cuadratico medio del nimero de neuronas de salida:

1 ~
E(n) = (GZN4[y(m) - 9(n)]?) (®)
En definitiva, las derivadas de la funcion de pérdidas aparecen intrinsecamente dentro de
cada capa oculta [31].
2.2.2.2 Algoritmo de Gauss-Newton
Para el caso del algoritmo de Gauss-Newton partimos del método de Newton, donde se

utilizan los primeros términos de la serie de Taylor de la funcion de la que se desea hallar
la raiz (hasta el término cuadratico) y se plantea [32]:

f(w) = f(0™) +](0") (0 — ™) +%(w — ") H@")(w-o™)  (9)

donde:
J: es la matriz Jacobiana de f(w™)
H: es la matriz Hessiana que es la matriz de las segundas derivadas

Se derivamos la funcién cuadratica con respecto a w e igualamos a cero se obtiene:
J"+H" (0w — ™) =0 (10)

Despejando w
w=w"—J"(H")™! (11)
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Para minimizar la funcién E que esta definida en la ecuacion (6) de este apartado,
utilizamos la ecuacion (11) y nos queda la recurrencia expresada por:

o =0t = @) (HE)WY)  2)

donde:
Je)y H(E") son el Jacobiano y el Hessiano de E respectivamente.

2.2.2.3 Algoritmo de Levenberg-Marquardt

El método de Levenberg-Marquardt (LM) se utiliza para resolver el problema que hemos
tratado, que es la minimizacién de minimos cuadrados no lineales.

Definicion 2.3. Sea x € R™ y dada una funcion f: R™ — R™, para m = n , si existe un
valor de X tal que X que sea un minimo local, entonces se encuentra la solucién para un
problema de minimos cuadrados de la funcion:

E®) = (G lA@0?) (13)

Considerando lo antes planteado, podemos especificar que el algoritmo LM se centra en
ajustar un conjunto de datos para la minimizacion de un problema de minimos cuadrados,
lo que significa que reduce la suma de cuadrados de las distancias entre los puntos
deseados y los puntos estimados de la red [33].

Este algoritmo LM es la integracion de los métodos vistos previamente, el de descenso
de gradiente y el de Gauss-Newton. A continuacion, se demuestra su dinamica:

Partiendo la ecuacion (12) del método de Gauss-Newton, y sabiendo que determinar la
matriz Hessiana de forma exacta es complicado por el alto coste computacional [34], se
hace una estimacién de la misma y se incorpora un parametro de control que evite los

problemas con la actualizacion de los pesos en la red, por lo que se adecua la expresion
(12) con el factor Al, quedando:

W™t = 0™ — J gy (™) (H(E) (™) + /11)_1 (14)
w™l =" — (H+ D)"Y (15)

Siendo G la suma del Hessiano y el factor de control:

G=(H+AD (16)
Asumiendo que la matriz es invertible, se denotan los valores propios de la matriz por
(uq,uy, ug, ..., uy) Yy los vectores propios por (zy, z,, z3,...., Z,) Yy NOS queda:
Gz; = (H + ADz; a7
Gz; = (Hz; + 1z;) (18)
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GZi = U;z; + /‘{Zi (19)
GZi = (ui + A)Zi (20)

Como se observa en la ecuacion (19), las expresiones dependen de los valores que tome
A, por lo que se considera que 2 — 0 en la expresion (14), quedando:

~ -1 ~ -1
w1l = o —J® (w")(H(E)(a)n) + /H) =" — ] (") (H(E)(a)")) (21)
Siendo la expresion del algoritmo Gauss-Newton.

Por otra parte, cuando 1 — oo en la expresién (14), queda la expresion del algoritmo del
descenso del gradiente.

2.3 Aplicaciones de las RNA

Las RNA se aplican fundamentalmente a cuatro tipos de problemas, los de Prediccion,
Aproximacion, Clasificacion y Agrupamiento, que se conocen cominmente como la regla
de PACA, por sus iniciales. En este trabajo nos enfocamos en las aplicaciones predictivas.

Existen multiples investigaciones en el campo de la prediccion, en la salud, las
ingenierias, las ciencias exactas y el area empresarial; se revisaron los trabajos del area
financiera debido al objeto de estudio de la presente investigacion. Se analizé el Trabajo
de Fin de Master, “Prediccion del indice bursatil IBEX 35 mediante seleccion de inputs
con redes neuronales” [27], donde el autor utiliza una red tipo backpropagation para
modelar los precios del IBEX35. También se reviso el articulo cientifico “Prondstico de
ventas de las empresas del sector alimentos: una aplicacion de redes neuronales” [35],
donde los autores utilizan las redes neuronales para abordar los modelos no lineales de
forma tal que pueden seleccionar qué modelo se ajusta mas a los datos historicos.

Por otra parte, para profundizar en el método de LM, que se utiliza en este trabajo con la
ayuda del software Matlab, se estudi6 el articulo “Financial time series prediction using
artificial neural network based on Levenberg-Marquardt algorithm” [36]. En este articulo
se profundiza en las ventajas del método LM para la estimacion de las salidas y se muestra
coémo la red que entrenaron obtuvo un margen de error del 6.8%. En todos los trabajos
revisados, los resultados de los autores muestran la factibilidad del uso de las RNA.
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Capitulo 3

Modelo de Prediccion del Roe

En este capitulo, se explican las herramientas informaticas utilizadas, asi como la
metodologia utilizada; también se muestra cdmo se aplican los conceptos matematicos
previamente vistos. La metodologia realizada siguio el siguiente protocolo:

= Obtencion de la informacion de los estados financieros

= Identificacion de las variables de interés (Mes, Utilidad Neta y Activos Totales)
= Organizacion de los datos (ordenar variables)

= Aplicacién del modelo para seleccionar datos de entrada (Sistema DuPont)

= Adquisicion de los datos (relacion Mes/Roe)

= Eleccion de variable a predecir (Roe)

= Seleccion de herramienta informatica para la RNA (Matlab/nftool)

= Seleccion de sets de datos (conjunto de entradas)

= I|dentificacion del Target (conjuntos de datos de salida)

= Adecuacién dimensional de los datos (Matriz de procesamiento)

= Eleccion de los intervalos de entrenamiento, validacion y testeo (70%-15%-15%)
= Seleccion de la arquitectura de la red (Monocapa con 10 neuronas)

= Aplicacién de algoritmo de entrenamiento (Modelo Levenberg-Marquardt)

= Entrenamiento de la RNA

Para desarrollar los aspectos protocolares de la metodologia, comenzamos por las
herramientas informaticas que se utilizaron.

3.1 Herramientas informaticas

Se utilizd para el procesamiento y visualizacion de los datos financieros, el software
Matlab R2020b y su aplicacion Neural Fitting (nftool) para modelar la red neuronal,
después se utilizo para el analisis Monte Carlo, el software Crystal Ball y el Jupyter
Notebook con lenguaje de programacion Python Version 3.9.5.

a. Matlab R2020b - uso académico

Matlab es una de las herramientas por excelencia que se utiliza en los calculos numéricos
e ingenieriles. En Matlab se desarrollan algoritmos, analisis de datos y calculo numérico
a través de un entorno de programacion. Sus aplicaciones facilitan solucionar problemas
especificos de las ciencias.

Para el desarrollo del algoritmo propuesto, nos apoyamos en el mddulo de aplicaciones
de Matlab y en su entorno de desarrollo integrado (IDE) con su lenguaje de programacién
incorporado, que esta disponible para las siguientes plataformas: Unix, Windows, Mac
OS X, GNU/Linux.

Revisando las principales prestaciones del software, se observa: el desarrollo de matrices

(operaciones, relaciones, etc.), la representacion de datos y funciones matematicas, la
implementacién de algoritmos adaptandolos a su lenguaje incorporado, el disefio de
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interfaces graficas de usuario (GUI) y el enlace con otros dispositivos de hardware como
microprocesadores o tarjetas de adquisicion de datos [37].

La aplicacion que se utilizo fue Neural Fitting, debido a que esta red neuronal establece
relaciones entre un conjunto de datos de entrada con un conjunto numérico de salida
deseado. Ello permite establecer estimaciones y predicciones a partir de los datos de
entrada, su red neuronal sigue el modelo de backpropagation y, ademas, mediante esta
aplicacion se crea y entrena la red y se conoce su rendimiento a través de un andlisis de
regresion y evaluacion del error cuadratico medio. En ese sentido, el programa cuenta con
tres opciones de algoritmos para entrenar la red: Levenberg-Marquardt, Regulacion
Bayesiana y el descenso del gradiente. Nosotros utilizamos el de Levenberg-Marquardt
por su robustez para el entrenamiento de la red y que, ademas, contiene implicitamente,
bajo ciertas condiciones, el método del descenso del gradiente.

b. Oracle Crystal Ball

El software Oracle Crystal Ball es una aplicacion basada en hojas de célculo para la
medicién y generacion de informes de riesgos, simulacion Monte Carlo, prediccion y
optimizacion de series de tiempo. Se inserta en Microsoft Excel para operar con los datos
registrados en las hojas de calculo. Crystal Ball tiene su mayor uso en el area de las
ciencias econdmicas; sin embargo, otros campos lo estan utilizando con mayor frecuencia
para realizar prondsticos de variables de interés [38]. Este software es bastante sencillo
de operar y accesible para la modelacion de la incertidumbre.

El estudio presentado corrobora la viabilidad de pronosticar probabilidad de ocurrencia
de determinado evento utilizando el software Oracle Crystal Ball. Se demuestra como con
la aplicacion de Oracle Crystal Ball se predice la probabilidad de que el Roe tome valores
positivos o negativos para la Pyme; ademas nos proporciona una imagen sencilla y clara
de la distribucién de posibles resultados, de forma tal que al interactuar con el software
se pueden hacer selecciones de acuerdo con la necesidad informativa.

La presentacion de resultados se realiza por distribucién de frecuencias, por
distribuciones acumulativas o por acumulativas inversas, segun la demanda del
investigador. Ademas, cuenta con graficos de tendencia en los pronoésticos, estableciendo
limites superiores e inferiores que facilitan contextualizar y comparar los pronosticos de
acuerdo con una variedad de dimensiones de interés.

c. Jupyter Notebook
Jupyter Notebook es una aplicacion web de cddigo abierto que permite crear y compartir
documentos que contienen cddigo online, permite programar, simular numéricamente,

realizar modelados estadisticos y aprendizaje automatizado [39]. En el trabajo lo
utilizamos para el analisis Monte Carlo de los datos.
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3.2 Algoritmo predictivo del Roe con la RNA

Para establecer los procesos del algoritmo de prediccion del Roe, se parte de la
conceptualizacion del sistema DuPont, la variable de salida depende de las variables Mes,
Utilidad Neta y Activos Totales. Conociendo esta relacion se vincula el indicador Roe
con los meses del afio. Sobre la base de estos valores, se define un algoritmo que permite
la ejecucion jerarquica del proceso de prediccion.

Inicio

SimROE=0(Mes)
SimROE=1(Afi0)

Para m meses.
Entrada de

Si datos:
Utilidad Neta
Total de Activos

Para cada m meses,
Lista ROE(nulos)

Entrada de
datos:

Utilidad Neta N
Total de Activos

4
Nuevos ROE =
RNA(m, Utilidad
Neta, Total de
Activos)

si
(SIMROE=0)

A

Nuevos ROE = RNA(m,
Utilidad Neta, Total de
Activos)

A

Lista ROE adjuntar
(ListaROE y Nuevos
ROE)

A

Mostrar
» Lista ROE

Adjuntar
Lista ROE, Error, ROE
correcto

T

Fig. 7. Flujograma del Algoritmo Jerarquico del Modelo

El flujograma describe de forma visual toda la secuencia e interrelacion de cada etapa del
proceso, para una comprension adecuada del mismo. Ademas, en el flujograma se pueden
seleccionar los indicadores del proceso que permiten hacer evaluaciones del mismo.
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Para la ejecucion del algoritmo se introdujeron los datos, se validaron y se ejecuto la RNA
con los parametros de entrada para generar la prediccion de valores de Roe. Las
predicciones realizadas por la red se almacenan en una base de datos, de forma que
permita las comparaciones con los valores deseados para que la red entrene y vaya
ajustando los mismos para minimizar el error de prediccion.

3.3 Procesamiento de los Datos

Los datos utilizados fueron seleccionados de los Estados Financieros de una empresa del
sector palmicultor de EI Ecuador, de la provincia de Esmeraldas, cantén Quinindé. De
estos estados se calculé el indicador del Roe por cada mes, los afios 2014,2015 y 2016,
para la prediccion del 2018. En el anélisis de los datos se observé que el volumen de
informacién es pequefio, por eso se decidié analizar el Roe mensualmente y no
anualmente.

2014
Mes 1 2 3 4 5 6 7 8 9 10 11 12
Roe | 0.06568 | 0.03613 | -0.0010 | 0.01900 | -0.0063 | -0.0436 | -0.0430 | -0.0375 | -0.0301 | -0.0024 | 0.0432 | 0.00569

2015
Mes 1 2 3 4 5 6 7 8 9 10 11 12
Roe | 0.01801 | 0.03022 | -0.0474 | -0.0014 | -0.0143 | -0.0234 | 0.02649 | -0.0362 | 0.0166 | -0.0027 | 0.02030 | -0.0713

2016
Mes 1 2 3 4 5 6 7 8 9 10 11 12
Roe | 0.00868 | 0.00490 | 0.00123 | -0.0025 | 0.01633 | -0.0076 | -0.0032 | 0.00406 | 0.00447 | -0.0044 | -0.0146 | -0.0299

Tabla 2 Datos mensuales del Roe (2014-2015-2016)

Como se observa en la tabla, hay una prevalencia de valores negativos en el indicador
Roe mensual, 20 valores negativos versus 16 positivos. EI mes de julio tiene indicador
negativo en los tres afios y hay otros meses que fueron negativos en los primeros afos,
pero presentaron una mejoria, siendo positivos el tercer afio. Para una mejor comprension
de la informacién se muestran los datos en el siguiente grafico:
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Fig. 8. Grafica del indicador Roe mensual
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El grafico muestra como estan distribuidos los valores para los 36 meses y se presenta la
linea de tendencia. Existen dos valores extremos, el extremo negativo es -0.00713 (en
diciembre del 2016) y el maximo valor es 0.065 (en enero del 2015).

Se realiza un escalamiento para trabajar con cantidades mayores en el proceso de
implementacion de la red neuronal. De hecho, todos los valores de Roe se multiplicaron
por el factor numérico 1000 para trabajar con nimeros de cifras significativas factibles
para la operacion y, para el proceso de escalado, se definio la escala [0, 1] mediante la
siguiente expresion:

_ (Ls—Ly)*r+(LsxMax—Lixmin)
(Max—min)

Sr

(22)

donde:

S,: valor escalado obtenido

Ly valor maximo de la escala

L;: valor minimo de la escala

r: valor a escalar

Max: valor maximo de los datos a escalar
min: valor minimo de los datos a escalar

En las siguientes graficas se muestran los resultados del escalado de los datos para el
procesamiento de los mismos dentro de la RNA.
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Fig. 9. Gréfica del Roe mensual escalado

En la gréfica de la izquierda esta el Roe mensual ya multiplicado por mil y en la grafica
de la derecha el escalamiento de los datos para una mejor interpretacion de los mismos.
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3.4 Implementacién de la RNA

Se trabajo con Matlab debido a que sus aplicaciones son interactivas y facilitan ajustar
los modelos, unido a la facilidad de disefiar en GUI un entorno de usuario que pueda
interactuar segun las exigencias del usuario.

Los datos se organizaron por meses, es decir, por cada mes del afio se agruparon los tres

indicadores Roe correspondientes. Para la representacion de estos datos se utilizé el
software Gephi 0.9.2 para visualizar la reorganizacion de los datos en la red.
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Fig. 10. Representacion del agrupamiento Roe/Mes

Resulta perceptible que, al reagrupar los datos, quedan facilmente identificados los meses
con mayor y menor valor del indicador, como el mes de octubre que, en los tres afios
considerados, tiene un valor del indicador negativo. Esto significa que, en principio, en
este periodo los activos no tienen un buen rendimiento; de igual manera, se visualiza
donde esta el méximo de los indicadores (en el mes de enero) y el minimo (en el mes de
diciembre). Con esta informacion agrupada se organizan mejor los datos para realizar la
prediccion.

Posteriormente, se programa la red con la aplicacion Neural Fitting (nftool). Este tipo de
red nos va ayudar a resolver el problema de entrada-salida de tipo feed-forward:
utilizando el algoritmo de Levenberg-Marquardt se integra el modelo de backpropagation
que considera la interrelacion de los parametros y el error de estimacion.

Hidden Output

Fig. 11. Arquitectura de la RNA
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La red tiene tres variables de datos de entrada procesadas con una capa oculta y 10
neuronas dentro de la capa; la informacion se desplaza en una direccion. En la capa de
salida se aprecia una salida que identifica el valor estimado.

Algorithms

Data Division: Random  (dividerand)
Training: Levenberg-Marquardt (trainlm)
Performance: Mean Squared Error  (mise)
Calculations:  MEX

Progress

Epoch: 0 || 8 iterations | 1000
Time: | £:00:00 |
Performance: 0.00857 I:I 0.00
Gradient: 0.0181 | £.43e-09 | 1.00e-07
Mu: 0.00100 | 1.00e-11 | 1.00e+10
Validation Checks: 0| 0 | 6

Fig. 12. Resultado del entrenamiento de la RNA

Revisando los resultados del entrenamiento de la red, se realizaron 8 iteraciones, con un
tiempo de ejecucion de 3 segundos y un error del orden de 1077.
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Capitulo 4

Resultados del modelo predictivo

En este capitulo, se muestran los resultados obtenidos a través de la implementacion de
la red neuronal. De igual manera, se ilustran los aspectos mas relevantes del proceso de
programacion en un entorno de usuario para la prediccion del Roe.

= Evaluacién (andlisis de regresion y error cuadratico medio)
» Programacion de la prediccion (GUI de Matlab)
= Valoracion de los resultados

4.1 Evaluacion de la RNA

Una vez que se establecio la arquitectura de la red neuronal, se introdujeron los datos para
el aprendizaje, la validacion y las pruebas de red. Cada una de estas etapas evalué las
ecuaciones de dependencia, ponderaciones y el error medio cuadratico del proceso de
regresion correspondiente.
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Fig. 13. Regresion lineal por etapas de la red

Como se observa, en las gréaficas se representan los resultados del porcentaje de la
variacion entre la variable Roe de salida estimada y la variable Roe real, en torno a su
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media para un modelo lineal del entrenamiento, de la validacion y el testeo de la red. Para
todas las gréficas el valor de R es 99%, lo que indica que el modelo se ajusta muy bien a
los datos. La media del Roe del modelo es de -0.0028514, con una desviacion estandar
0.027965. Esto muestra un margen de error muy pequefio y, analizando el histograma del
error, se observa como en la barra donde el rango de errores es de orden de 107>, estan
contenidos 20 puntos de los datos analizados
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Fig. 14. Histograma de error de estimacion de la red
Esto sustenta el reporte de error de la red de 1077: el modelo es satisfactoriamente
preciso. Por otra parte, el error cuadratico medio de las tres etapas fue de 2.224 1075 para
8 iteraciones.

Best Validation Performance is 2.2243e-05 at epoch 8
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alidation
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Best

S
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Fig. 15. Error cuadratico medio de la red
Es notorio en la gréafica anterior que la validacion y el testeo mantienen el error en el

orden de 10°y, en el proceso de entrenamiento de la red, se alcanza el valor minimo del
error cuando se realizan 8 iteraciones.
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4.2 Interfaz de usuario par

a la prediccién

Después de la modelacion de la RNA, se desarrollé una interfaz de usuario mediante GUI

(Graphic User Interface) correspondiente a las variantes de prediccion que se ajustan al
problema de estudio. Con este programa, se genera una ventana de prediccion para un

mes que facilita de forma sencilla el ingreso de datos y permite analizar los valores de

prediccion de forma grafica y numérica para una mejor interpretacion y toma de

decisiones. La interfaz se muestra en la fig. 16.

|4 ROE-ANN
Input Data 2018 ROE W= ROE by ANN
Reference Month 20
April o
Net Profit (S) 10 F
-2527.53
Total Assets 0
931019.22
-10
Sim NET
ROE ANN ROE 2018 20 F
-0.002459 -0.0025504
A
Error -30
0.091022

1 2 3 4 5 6 7 8 89 10 11 12

Fig. 16. Interfaz de usuario para la prediccion mensual del Roe

Con esta interfaz, el usuario puede ingresar la utilidad neta y el total de activos para
determinar el valor del Roe con la RNA. Los datos los puede obtener de los estados

financieros de la pyme.
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Data
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Total Assets 2013e+05 1.1805e+06 1.1537e+06 1.1347e+05 1.1826e+06 11785
ROE Predicticn 0.0074 -0.0021 0.0138 -0.0076 -0.0054

SIM MET

Fig. 17. Interfaz de usuario para la prediccion mensual y anual del Roe
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En la grafica anterior se muestran los resultados comparativos del Roe mensual para el
afio 2018 y se compara con los valores predictivos del Roe de la red neuronal. Se tienen
en cuenta los meses, la utilidad neta y el total de activos respectivo por cada mes, y al
final el margen de error por cada prediccion, siendo el error inferior al 2%.

El disefio de la interfaz para la prediccion o estimacién del Roe para todo un afio utiliza
componentes UITABLET, que es una herramienta que permite crear interfaces de
usuarios transformando tablas de datos a figuras; en este caso, se toman los datos
recolectados y se visualizan las predicciones del Roe y sus errores.

Con este tipo de programas se facilita la maniobrabilidad y comprensién del modelo para

la administracion financiera de la pyme. La variabilidad de los datos esta en torno a la
media lo que valida la utilidad del modelo.
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Capitulo 5

Anadlisis de simulacion Monte Carlo

En este capitulo, se realiza un analisis de simulacion Monte Carlo para los indicadores
del Roe. EIl andlisis se divide en tres etapas, la primera consiste en pronosticar la
probabilidad de que el Roe sea positivo, es decir que el capital de la empresa genere
ganancias a partir de sus activos; la segunda etapa se plantea determinar el Roe asociado
aun valor aleatorio de probabilidad de ocurrencia, y en la tercera se realiza una prediccién
del Roe y se compara el error con la RNA. En la primera etapa nos apoyamos en software
Crystal Ball para pronosticar la probabilidad, en la segunda etapa seguimos el criterio
utilizado por [40] en su ejemplo préctico inicial y usamos como soporte de calculo el
lenguaje Python en Jupyter Notebook y, en la tercera etapa, utilizamos el mismo software
que en la primera para realizar la prediccion del Roe. A continuacion, se muestra la
estructura a seguir para el desarrollo de este capitulo:

Etapa |
- Seleccion de los datos (Estados Financiero/Anexo )
- Identificacién de las variables (Utilidad Neta, Activos Totales, Pasivos Totales)
- Determinacién parametros estadisticos de los datos (Media, Desviacion Estandar)
- Definicion de la expresion a utilizar (Roe = Utilidad Neta / Patrimonio)
- Definicion de los parametros de simulacion por variables (Maximo, Minimo,
Media, Desviacion Estandar).
- Simulacion con el software Crystal Ball
- Presentacion de los resultados de la simulacion
Etapa Il
- Representacion de la distribucion de probabilidad del Roe (Datos de la Tabla 2)
- Representacion de la distribucién de probabilidad acumulada del Roe
- Declaracion de la funcion de probabilidad acumulada del Roe
- Determinacién de la media por intervalos presentados del Roe y su relacién con
la probabilidad acumulada
- Declaracion de la funcién de la media del Roe a partir de los valores de
probabilidad acumulada
- Generacion y simulacion de valores aleatorios de probabilidad
- Presentacion de los resultados
Etapa Il

- Organizacion de la serie de datos (Mensual-Roe)

- Analisis de la estacionalidad de la Serie (autoregresion)

- Disefio de la prediccion (Media movil simple)

- Presentacién de Resultados

- Error de prediccion (RMSE)

- Comparacién de los errores de la RNA con la prediccion.

35



Continuamos en el préoximo apartado con la especificacion de las expresiones para
determinar el Roe a partir de las utilidades netas, los activos totales y los pasivos totales,
asi como su probabilidad.

5.1 Determinacion de la probabilidad del Roe

En este apartado procedemos a determinar la probabilidad de que el Roe sea positivo; es
importante aclarar que en el escenario de estudio se asume el patrimonio como positivo
para todos los casos, pues un déficit patrimonial en una empresa deja de ser atractivo para
los inversores [41] y el Roe pierde parte de su sentido dado que el nivel de endeudamiento
es superior a los activos totales de la empresa.

Presentamos una muestra de los datos que se utilizaron para desarrollar el analisis Monte
Carlo; en la tabla a continuacion, ilustramos los meses del afio 2014.

Mes Utilidad Neta Total de Activos | Total de Pasivos Roe

1 $ 29,596.22 $ 613,433.90 $162,800.47 0.065676929
2 $15,412.40 $ 591,662.62 $165,116.79 0.036133046
3 $ -44485 $ 605,650.57 $183,926.62 -0.001054837
4 $ 8,169.60 $ 623,451.96 $193,558.41 0.019003774
5 $ -2,694.39 $ 640,563.53 $213,364.37 -0.006307105
6 $-17,863.57 $ 616,074.15 $206,738.56 -0.043640403
7 $-16,876.52 $ 601,251.90 $208,792.83 -0.043001987
8 $-14,196.69 $ 586,269.38 $208,007.00 -0.037531329
9 $-11,147.24 $ 569,550.90 $199,938.52 -0.030159271
10 $ -917.68 $ 561,784.49 $193,089.79 -0.002488997
11 $16,681.78 $ 586,056.37 $200,679.89 0.04328697
12 $ 2,860.92 $ 671,466.63 $169,077.73 0.005694632

Tabla 3 Muestra de los Datos Financieros del afo 2014

Observando los datos, se percibe que las variables de entrada de datos son la utilidad neta,
los activos totales y los pasivos totales y se tuvieron en cuenta para los tres afios. Segin
vimos en el capitulo 1 el Roe se puede hallar realizando el producto del Roa por el
apalancamiento financiero y también por la razéon de la utilidad neta entre el
patrimonio(capital); esta ultima expresion es la que se tendra en cuenta en este analisis:

utilidad neta _ utilidad neta

Roe = (23)

patrimonio " ActivosT. — PasivosT.

Teniendo definida la expresion que relaciona las variables, se hallaron los parametros
estadisticos necesarios para la simulacion. Se determino el maximo, minimo, la media y
la desviacion estdndar de cada variable de entrada de datos.
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Parametros Utilidad Neta | Total de Activos | Total de Pasivos
Méaximo $ 29,596.22 $ 1,182,554.50 $ 350,664.24
Minimo -$70,160.38 $ 561,784.49 $ 40,339.74
Media -$ 2,465.89 $ 862,330.14 $130,348.17
Desviacion

Estandar. $ 18,956.95 $ 221,670.93 $ 80,424.94

Tabla 4 Parametros estadisticos de los datos (2014-2015-2016).

Con estos parametros, se procedié a generar valores aleatorios para cada una de las
variables de entrada de datos y ver qué valores de Roe se obtenian. Se considerd utilizar
una distribucién uniforme para los valores aleatorios que se generan por cada una de las
variables, limitados por los maximos y minimos antes expuestos. Para realizar el
pronostico nos apoyamos en el software Crystal Ball, este software tiene la capacidad de
pronosticar la distribucion de probabilidad del Roe a partir de los valores simulados de
las variables iniciales para una determinada cantidad de iteraciones, en la simulacion
realizada se hizo 1000 iteraciones. Los resultados obtenidos de la simulacion se visualizan
en la siguiente gréfica:
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Fig. 18. Pronostico de probabilidad de Roe

En el grafico, se pronostica que la probabilidad de tener un Roe positivo es del 42.75%,
lo que significa que es mas probable que el Roe sea negativo (57.25%). La variable que
incide de forma significativa en el pronostico es la Utilidad Neta, en la proxima figura, se
muestra un reporte de sensibilidad del Roe, para observar cual es la variable que mas
contribuye y vemos que la Utilidad Neta tiene 99.8% de contribucion.
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10,000 Trials Contribution to Varance View

Sensitivity: Roe
0.0% 200%  40.0%  60.0% 800%  100.0%
Utilidad Neta 99.8%
Total Activas |0.1%

Total Pasivos

Fig. 19. Sensibilidad en el pronostico de probabilidad de Roe
Con este procedimiento es notorio como, mediante la simulacién Monte Carlo, se puede
predecir la probabilidad de que el Roe tome valores satisfactorios. Este tipo de modelo
contribuye a la toma de decisiones financieras adecuadas en la Pyme.
5.2 Distribucién de la probabilidad del Roe

Para comenzar el anélisis se realiz6 un gréfico de distribucion de probabilidad de los datos
del Roe, con la informacién de la tabla 2, que son los datos mensuales del Roe.

Distribucion de Frecuencia
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Intervalos de ROE

Fig. 20. Distribucion de frecuencia por intervalos de Roe

A partir de los datos reflejados en la grafica anterior, se tiene un valor de probabilidad
asociado a cada intervalo de valores de Roe representado en el eje horizontal. Con estos
datos de probabilidad relativos se organizan los datos en una tabla de frecuencia
acumulada, como se muestra a continuacion:
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Frecuencia

Intervalos Roe | Frecuencia | Acumulada
(-0.05<-0.025) 0.22 0.22
(-0.025<0) 0.33 0.56
(0<0.025) 0.31 0.86
(0.025<0.05) 0.11 0.97
(0.05<0.1) 0.03 1.00

Tabla 5 Frecuencia Acumulada

Graficando la informacidn de la tabla anterior se obtiene una distribucion de frecuencias
por intervalos de Roe, representada en barras y la frecuencia acumulada representada por
la linea que uno los puntos de dispersion, quedando graficada la distribucion de
probabilidad de Roe segun los datos.
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Fig. 21. Distribucion de probabilidad acumulada por intervalos de Roe

Para comenzar con la estimacion de los valores de Roe se toma un valor de probabilidad
aleatorio y se busca segun los criterios de la grafica a qué intervalo pertenece. El
desarrollo de esta simulacion requirié declarar funciones f(x) y g(y) segun la definicion
14.

La funcién f(x) indica los valores de probabilidad de que el Roe se encuentre en un
intervalo especifico, a partir de los datos.

0.22 si —0.05<x<-0.025
0.33 si —0.025<x<0.00
f(x)=10.31 si 0.000 < x < 0.025
0.11 si 0.025 < x < 0.050
0.03 si 0.050 < x <£0.10

En el caso de g(y) se determina qué valor puede tomar el Roe a partir de valores de
probabilidad aleatorios. Para declarar esta funcion, inicialmente se calculan las medias de
los valores de Roe por cada intervalo. En la siguiente tabla se muestra la media de los
intervalos del Roe por frecuencia acumulada.
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F(x) Valores
0.222 -0.042411718
0.556 -0.007040741
0.861 0.010847148
0.972 0.034033855
1.000 0.065676929

Tabla 6 Frecuencia Acumulada

Posteriormente, con los valores de las medias conocidos se procede a representar la
funcién g(y) que depende de y (los valores de probabilidad a simular).

( —0.042411718 si y <0.22

—0.007040741 si 0.22 <y < 0.56

g(y) ={ 0010847148 si 0.56 <y < 0.86
0.034033855 si 0.86 <y < 0.97
0.065676929 si 0.97 <y < 1.00

Teniendo la funcion g(y) definida se utilizo Jupyter Notebook para programar en Python
las simulaciones que determinen los conjuntos de valores aleatorios de probabilidad y los
valores aproximados de la media de Roe. En anexos Ill se muestra el codigo utilizado
para la simulacion.

En la tabla siguiente se presenta una muestra de las simulaciones realizadas: se tomaron
valores aleatorios de probabilidad entre 0 y 1 con una distribucién uniforme y se
realizaron multiples iteraciones, con un valor maximo de n = 107, y se fueron estimando
los valores del Roe correspondiente con cada valor aleatorio, segin g(y).

No. Iteraciones Probabllu'jad Valores de Roe
Aleatoria

1 0.8828082 0.034033855
2 0.8866427 0.034033855
3 0.0818761 -0.042411718
4 0.7401248 0.010847148
5 0.3614118 -0.007040741
6 0.8605375 0.010847148
n 0.6171296 0.010847148

Tabla 7 Muestra de simulaciones realizadas

Al realizar las simulaciones se observa como el error porcentual disminuye a medida que
el numero de simulaciones se incrementa; vemos que el error minimo alcanzado es 1.02%,
un valor muy bueno de error, en 10 millones de iteraciones. En la siguiente tabla se
indican los valores de la media y la desviacion estandar por cada cantidad n de iteraciones
seleccionadas, empezando con 100.
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Desviacion
Iteraciones Media Estandar. | Error Media (%)
100| -0.02262057 0.02717957 6.93
1000 -0.02236066 0.02710676 6.84
10000 -0.02176765 0.0273495 6.63
1000000| -0.0027625 0.02712307 3.12
10000000 | -0.00288056 0.0273495 1.02

Tabla 8 Resultados de las simulaciones realizadas

En este apartado se muestra como se pueden estimar valores de Roe promedio a partir de
posibles valores de probabilidad de ocurrencia que se seleccionen de forma aleatoria. A
su vez, es notoria la buena aproximacion de la media de las simulaciones con el valor de
la media de los datos; de igual manera, la desviacion estdndar tiene un margen de error
pequefio que no se considerd incorporar en la tabla, lo que demuestra que este método es
favorable para realizar estimaciones de valores de Roe a partir de valores aleatorios de
probabilidad.

5.3 Pronostico del Roe con el Crystal Ball

Por otra parte, se considerd realizar un prondstico del Roe con el software Crystal Ball
para hacer una comparativa de precision con la RNA. Se tomaron los datos como una
serie de tiempo mensual y, a su vez, se analizd la estacionalidad con el software y reporto
que la serie es no estacionaria.

Roe

\A /\\/ N A~

2 4 8 8 10 12 14 18 18 20 22 24 26 23 30 32 34 38
Data is non-seasonal, all seasonal methods skipped (AutoDetect)

0.06000

0.04000

0.02000

0.00000

-0.02000

-0.04000

-0.06000

-0.08000

Fig. 22. Estacionalidad de la serie de datos

La falta de estacionalidad motiva a aplicar un método de calculo para series que sea
factible para este tipo de datos. El software tiene la capacidad de seleccionar el método
mas eficiente, y en el proceso de prediccion, el método mas factible fue el promedio movil
simple. Este método de promedio movil utiliza los valores del Roe por mes y hace un
prondstico a partir de los datos mas cercanos al mes a pronosticar, ponderando todos los
datos por igual, obteniéndose la media de los Roe proximos para pronosticar el siguiente
valor de Roe; se suele utilizar cuando no hay estacionalidad en los datos [42]. Se calcula
a través de la siguiente expresion:
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_ 1wn
Xms = ;Zi=1 Xi

donde:
n: numero de periodos cercanos a promediar
x;. valores de Roe en el periodo seleccionado (i).

(24)

Considerando este método se ejecutd el software para pronosticar los proximos valores
de Roe y medir el error de prediccion. El reporte completo de software se puede visualizar
en el anexo IV. En este apartado mostramos la grafica del prondstico y la tabla de

resultados obtenida.

Roe

0.06000

0.04000

W
0.00000 \/\ / N
-0.02000 \l\‘// f ,\/\

-0.04000
-0.06000

-0.03000
3 ] 9 12 15 18 21 24 27

30 33 I 3@ 42 45

48

| — Fitted ~ Historical - Faorecast

Lower: 2.5% Upper: 957.5%

Fig. 23. Pronostico del Roe por serie de datos

La grafica muestra la prediccion de los siguientes 12 valores de Roe; la linea verde
representa los datos conocidos para el prondstico, la linea azul a la parte izquierda del
mes 36 muestra el ajuste de datos y la linea azul a la derecha representa los valores
previstos del Roe. Ademas, se incluyen los limites superior e inferior de los valores
previstos es el intervalo de confianza, denotado por una linea de puntos rojos, con los
percentiles 2,5y 97,5 de los valores previstos (indicando que el intervalo de confianza es
del 95%). La prediccion tuvo un error medio cuadratico de 2.246%. A continuacion, se
presenta una tabla con el reporte estadistico del prondstico.

Estadistico Datos Historicos

No de Datos Evaluados 36
Minimo -0.07135
Media -0.00285
Maximo 0.06568
Desviacion Estandar 0.02797
Exactitud del Pronéstico Valor

Error Cuadratico Medio 0.02246

Tabla 9 Estadisticos del pronéstico del Roe
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Comparando los errores cuadraticos medios tenemos: para la RNA, un error de
2.224 x 107° y, para el de prondstico por serie de tiempo, un error de 2.246 1072; el
error de la RNA es 1073 veces el error por serie temporal, por lo tanto, la RNA tiene una
mayor precision. Sin embargo, ambos errores estan por debajo del 5%, lo que significa
que ambos modelos son suficientemente precisos.
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Conclusiones

En este trabajo se demostrd la factibilidad de aplicar modelos matematicos de prediccion
mediante Redes Neuronales Artificiales (RNA) a la gestion financiera de las Pymes. Es
perceptible en el contexto del mismo como se integran conceptos de aprendizaje
automatizado y de aproximaciones de funciones al sistema de andlisis financiero DuPont.

En el desarrollo de la investigacion se revisd los aspectos tedricos mas esenciales que
sustentan la utilizacion de las RNA con un modelo de red backpropagation a través de un
algoritmo de Levenberg-Marquardt para establecer relaciones entre los conjuntos de datos
de entrada con los de salida, con un indice de error minimo para un volumen pequefio de
datos.

La metodologia utilizada evidenci6é la importancia de procesar la informacion que se
obtiene de la empresa para poder aplicarle los modelos matematicos. La agrupacion de
los datos por sectores de interés facilitd la ejecucion de la herramienta informatica para
comparar la relacién inputs-target.

Se usé una red neuronal perceptron simple con una capa oculta con 10 neuronas que tuvo,
en el proceso de entrenamiento, un rendimiento satisfactorio con 8 iteraciones y un
margen de error del orden de 1.0e~7. Los resultados de la red de forma general, asi como
de las etapas de entrenamiento, validacion y test, tuvieron un valor de R superior al 99%
indicando la factibilidad del ajuste del modelo a datos.

Se demostrd como el disefio e implementacion de una interfaz de usuario permite una
mayor comprension de los resultados predictivos de la RNA. Se pronostico el valor del
Roe mensual y anual con margen de error inferior al 2%.

Por otra parte, se hizo un analisis simple de Montecarlo para pronosticar la probabilidad
de que el Roe tome valores positivos, a su vez se pronostico el Roe con Crystal Ball y se
realiz6 una comparacion de los errores de aproximacion, teniendo un menor error la RNA.

Como trabajo investigativo de fin de master, describe y aplica los conocimientos
profundizados en el periodo académico, teniendo en cuenta la mayoria de las asignaturas
recibidas.

De manera general, el trabajo se enfocd en la prediccion del indicador principal del
sistema DuPont para una pyme, y contribuir a la toma de decisiones financiera adecuadas
en la empresa. A linea futura se puede profundizar en la prediccion de otros indicadores
del analisis financiero; también una investigacion de interés es aleatorizar los elementos
de los estados financieros para generar escenarios de estudio que genere reportes
continuos de la situacion financiera de la empresa.
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ANnexos

Anexos | Base de Datos

ROA ~ Apalancamiento ROE :

Margen Neto Utilidades Rotacidon Activos Totales Rendimiento sobre Activos (ROA)] Apalancamiento Financiero Rendimiento sobre el capital
0.60856093469336 0.079223064 0.048246736 1.36127028 0.065676929
0.40097436427102 0.064965013 0.026049305 1.387102108 0.036133046
-0.01844572433210 0.039819495 -0.000734492 1.436130364 -0.001054837
0.31481765037706 0.041610295 0.013103816 1.4502473 0.019003774
-0.12334623683205 0.034101411 -0.004206281 1.499443414 -0.006307105
-1.06389224556110 0.027254463 -0.028995812 1.505058344 -0.043540403
-1.07858480350819 0.026014238 " -0.028068367 1.532011733 -0.043001987
-1.13187334883110 0.021297775" -0.024215302 1.549501367 -0.03753132%
-1.02426030555323 0.019108406 -0.019571382 1.54054108 -0.030159271
-0.04577226988920 0.035687742 " -0.00163350% 1523711868 -0.002438957
0.47042225480235 0.060508326 0.028464453 1.520737254 0.04323657
0.06242067650545 0.0s8257882 " 0.004260703 1.336547503 0.005694632
0.33507591922527 0.039741567 | 0.013475408 1.336534451 0.018011022
0.43860467195345 0.037297217 0.0166218%6 1.818246952 0.030222713
-1.08858864567663 0.024470434] -0.026638236 1.780296855 -0.047423562
-0.08334654291541 0.015978145 " -0.001331723 1.106883023 -0.001474062
-0.65750653724816 0.019908534 -0.013085931 1.09726568 -0.014383152
-1.20075538042858 0.017634005 -0.021234184 1.105214031 -0.023468256
1.17463796813161 0.020114574 0.023627342 1.121272612 0.026492652
-2.29570578032848 0.013650853 " -0.03136129% 1.155735775 -0.036245375
1.22503619025340 0.012123358" 0.014855515 1.115754085 0.016633002
-0.16245548185608 0.015422461 " -0.002516185 1091597916 -0.002746663
1.40113123150153 0.013423152" 0.018807538 1.07940774 0.020301067
-2.59110858665650 0.026123592 " -0.067714974 1.053626226 0.071248273
0.83311217028652 0.009935312 0.008277229 1.0458060571 0.008633315
0.74427629794639 0.006313362 0.004698886 1.042807584 0.004300033
0.12943219452411 0.009099432 0.001173214 1.040601753 0.001226052
-0.24018279332837 0.010107964 -0.002427759 1.050530463 -0.002550435
1.0%0462733538367 0.014184299 0.01546745 1.056018351 0.016333511
-0.47333607876578 0.015335436 -0.007258815 1056275553 -0.007667309
-0.219356359929025 0.012987171" -0.003068175 1.07254355% -0.003291979
0.19321002045369 0.0195175?5: 0.003790332 1.071057186 0.004059662

114-2015-2015 | Datos Andlisis Dupont | Roe Mensual | () 1

Link:

https://www.dropbox.com/scl/fi/a0s29275z8p037e7s28xb/Estados Financieros Py
me Palmicultor Esmeraldas Ecuador 2019.xlIsx?dl=0&rlkey=pg80s6lz5yt3a90e3
m6w5su7w
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Anexos Il Muestra de cddigos Matlab

(2)

EDITOR Search Documentation

'fujj & ﬁ [QIFindFiles < Inset (£ fix [ ~ D % 6}
- N c . % 2] Run Section
o G G TR Golo | Comment 95 %8 &1 | g hooints | Run  Funand B Advance  Runend
- v v St~ (U Find ~ Indent - ~  Advance Time
FILE NAVIGATE EDIT BREAKPOINTS RUN
PP EEE » b Users » pc » Documents b MATLAB » RN YVES
Current Folder @ | [ Editor - C:\Users\p\Documents\MATLAB\RN YVES\RNINTERFACE2 m
Name = [“sisthm | RNINTERFACEm | RNINTERFACEZm | + | - RNINTERFACEZ -
EE]WSRNW " ” 37 = end . UL ZU10 ¥ RUT AN .
ma g
) RNINTERFACEZ.m 38 40
%] RNINTERFACE2 fig 35 - | if nargout
) RNINTERFACE.m a0 - [varargout{linazgout}] = gui mainfen( 20 ROE ANN
%) RNINTERFACEfig - |else o ROE 201
002 Para el desamollo de la RNA.doc a2 - gqui_mainfen(gui_State, varargin{:}); 0
5| MonteCarlo_BB.mk 43 - | end
5] MonteCARLO_AAmix 24 % End initialization code - DO NOT EDIT 20
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[ ALLGG.dw v|| 50 % hObject handle to figure Data
natlabmet (MAT-flg) . 51 % eventdata reserved - to he defined in Jan Feb Mar Apr May }
Command Window Net Profit 86138e+03 48347603 12181e=03 -25275e=03  13965e+04 5|
Norkspace ) Line Total Assets 6.8380e+05 779226405 7.2013e=05  1.1805e+06  1.1537es06 1
Name ~ Value ROE Prediction 0.0164 00148 00074 -0.0021 0.0138
Hactots 112 double " Error 0.0078 0.00%9 00061 40573604 0.0025
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[ base2 121 double SIW NET
Eevror 1x36 double 2x]1 Line array:
Elinfo I struct -
Hinputs 303 double Line
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a output Tx36 double v
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| 3 APPS EDITOR
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FILE NAVIGATE EDIT BREAKPOINTS RUN
EpEEA P C: b Users ¥ pc » Documents » MATLAB » RN YVES
Zurrent Folder ® | | A Editor - CA\Users\pc\Documents\MATLAB\RM YVES\RNINTERFACE.m
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%) RNINTERFACE2fig G
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E MeonteCarlo_BB.mbx 70 % hObject handle
#| MonteCARLO_AA.mbx 7 % eventdata reserve | | NetProft(5) 10
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Command Window ROE ANN ROE2018 — 20
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Anexos |11 Muestra de Codigo en Python en Jupyter para simulacion MC

a Logout

Not Trusted | Python 3 (ipykemel) O

"~ Jupyter Analisis_Montecarlo_Roe Last Checkpoint: hace 21 horas (autosaved)

File Edit View Insert Cell Kernel Widgets Help

B+ % &0 4+ ¥ PR B C W Code v =

return lista

print("Ingrese cuanbos numeros aleatorios desea obtener”)
¥ = int(input())

aleatorios = listaAleatorios(N)

#print (aleatorios)
plt.plot (aleatorios)

Ingrese cuantos numeros aleatorios deses obtener

1000

out[153]: [<matplotlib.lines.Line2D at 0x14186add700>]

100
075
050
025
000
-0.25
-050
-0.75

Link:

https://www.dropbox.com/s/o4ynrgetmvpec93/Analisis Montecarlo Roe.pdf?dI=0

51


https://www.dropbox.com/s/o4ynrgetmvpec93/Analisis_Montecarlo_Roe.pdf?dl=0

Anexos 1V Reporte de Prediccion Crystal Ball

Crystal Ball
Report - Predictor
Created
14/8/2021 at
02:22
Summary:
Data attributes:
Number of series 1
Datais in periods
Run preferences:
Periods to forecast 12
Fill-in missing values Off
Adjust outliers Off
Non-seasonal
Methods used methods
ARIMA
methods
Standard
Forecasting technique forecasting
Error measure RMSE
Predictor Series
Series: Roe
Summary:
Single Moving
Best method Average
Error measure (RMSE) 0.02246
Roe
0.06000
0.04000
0.02000 A/
0.00000 Q\/X/}H,_.
-~ — N\ (T
-0.02000 \
-0.04000
-0.06000
-0.08000
3 8 9 12 15 18 21 24 27 30 33 35 30 42 45 43
— Fitted == Historical = Forecast Lower: 2.5% Upper: 97.5%




Forecast results:

Period Lower: 2.5%
37 -0.04912
38 -0.04915
39 -0.05000
40 -0.04787
41 -0.04887
42 -0.04515
43 -0.04592
44 -0.04839
45 -0.05102
46
47
48

Historical data:

Statistic

Data Values
Minimum

Mean

Maximum
Standard Deviation
Ljung-Box
Seasonality
Screened Values

Forecast accuracy:

Method

Single Moving Average
Double Moving Average
ARIMA(1,0,0)

Method

Single Moving Average
Double Moving Average
ARIMA(1,0,0)

Method parameters:

Method

Single Moving Average
Double Moving Average
ARIMA(1,0,0)

Forecast
-0.00511
-0.00511
-0.00511
-0.00511
-0.00511
-0.00511
-0.00511
-0.00511
-0.00511
-0.00511
-0.00511
-0.00511

Historical data
36

-0.07135
-0.00285
0.06568
0.02797
20.83
Non-seasonal
0

Rank
Best
2nd
3rd

Theil's U
0.9611
1.20
1.02

Parameter
Order
Order

(Detrended)
(AutoDetect)

Upper: 97.5%
0.03890
0.03893
0.03978
0.03765
0.03865
0.03493
0.03570
0.03816
0.04080

RMSE
0.02246
0.02475
0.02739

Durbin-Watson
2.66

1.32

1.88

* - Warning:
Theil'sU>1.0

Value
15
12
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