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Proleg

El camp del reconeixement de text manusgfitline (RTM) té una llarga historia i
continua tenint gran interes degut a la seva di cultat. Aethcia del reconeixement
on-ling, on l'escriptura és adquirida com una senyal en funcié daptemitjancant una
llapissera electronica o un ratoli, en el reconeixernérinel'adquisicio es fa escanejant
documents i obtenint com a resultat imatges, normalmenseala de grisos. Tradicio-
nalment s'ha vingut considerant el reconeixemeffline com un problema meés dificil
gue elon-line Hi ha que tindre en compte que a diferéncia del text no maituse cada
caracter s'escriu sempre igual i els caracters es troberaliegats entre ells, en el text
manuscrit podem trobar diferents estils d'escripturalimacions (tant a nivell de lletra
com de linia), grossors de trag, etc. Inicialment el RTM eseftrar en el reconeixe-
ment de caracters aillats [19], més tard el reconeixemeptdriles aillades [18, 2] va
comencar a captar l'atencid, i hui en dia el reconeixemetiiniles de text o paragrafs és
l'interés principal en RTM [21, 20, 29, 9].

Els models ocults de Markov (HMM) han jugat un paper predamiren I'ambit del
RTM en els ultims anys [14, 20, 6, 27]. Importats del recoesignt automatic de la parla
[15], s6n emprats per a modelar la probabilitat (densitat)aseqiéncia d'observacions,
donada la seua transcripcié o simplement una etiqueta dseclé&sequencia d'observa-
cions que s'ha obtingut extraguent caracteristiques i ta la imatge, mitjancant una
nestra de mostreig. Uns dels principals motius del seuéxit inclusié de la segmenta-
ci6 en el model, i la facilitat per a utilitzar-los conjuntant amb models basats en estats
nits. Tradicionalment en el reconeixement de text s'haidigit entre técniques de seg-
mentacio explicita i implicita. Les tecniques expliciteguereixen d'una segmentacio
previa de les imatges en caracters o parts de caractersstéguecniques han funcionant
bé en el reconeixement de text no manuscrit, pero al passat manuscrit, on €s molt
comu que les lletres s'ajunten unes amb altres, les tecaideesegmentacié implicita i
més concretament els HMM, han cobrat protagonisme.

Tipicament s'han vingut emprant dos tipus de HMMs: HMMs th¢g, que treballen
amb sequéncies de simbols, resultat de discretitzar pnéwicels vectors d'observacions,
i HMMs continus amb (mixtures de) gaussianes als estatse#tqa HMMs treballen amb
els vectors de caracteristiques, que solen ser vectoraldedeectament. No obstant, no
hi ha en la literatura un conjunt de caracteristiques quega'astablert com I'estandard.
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En el treball realitzat en el grup PRHLRt{p://prhlt.iti.es ), marc de treball en
el gue s'ha realitzat aquesta Tesi de Master, s'han ufilitaalicionalment vectors d&0
dimensions, cadascun compost2ievalors de gris 40 derivades [20]. En [6], sol8
caracteristiqgues son calculad@scapturant informacio global de la nestra de mostreig
i 6 amb informacié addicional sobre l'escriptura. Mentres gag27] caracteristiques
discretes i continues son combinades. En un treball prerdnaproposar la idea d'inter-
pretar les columnes, prévia binaritzacio, directament etswectors de caracteristiques
[4]. AcO ens permetia per una banda no perdre informaciotehese els vectors de ca-
racteristiques. | per una altra banda utilitzar models tastdn més directament amb els
objectes a reconeixer. Concretament proposarem subsgugaussianes per bernoullis
multidimensionals, ja que els vectors de caracteristigoesbinaris. En aquest treball
avancem en eixa direccio expandint el model a mixtures dedddli. A més hem passat
de treballar amb HMM simples, que modelaven paraules ses,cartHMM segmentats,
gue permeten abordar tasques més complexes. Aquest nolfpastenint en ment la
idea d'acabar emprant models que aprenguen transfornsagemmetriques, tal i com ja
vam demostrar amb caracters aillats emprant bernoullisraoakelat explicit de transfor-
macions [16].

Fins no fa molts anys, casi tots els sistemes de RTM que esiptydbar en la literatu-
ra estaven restringits a dominis molt concrets: reconegxgre Xifres en xecs bancaris,
d'adreces postals, etc. Actualment aco ha canviat, i stestallant amb corpus de text
manuscrit amb vocabularis grans i diversos estils d'esmap corpus d'escriptura espon-
tania, documents antics, etc. Un dels corpus que més retievaa obtingut en aquest
ambit és el corpus IAM. IAM és un corpus de text anglés maritugae, entre altres,
conté un subcorpus de paraules aillades i un de frases. Pealitaar aquest treball hem
seleccionat el subcorpus de paraules, fent per tant re@mnent de paraules manuscrites
aillades. Aquesta decisio s'ha pres amb I'objectiu d'estudmb deteniment el model
de bernoullis enfrontant-lo a un model ben conegut, com hel sie s'ha vingut gas-
tant al grup PRHLT. A¢o ens permet per una banda eliminaiinai@ncia del model de
llenguatge. | per una altra reduir el cost computacionalsyposa treballar a nivell de
frase o linia, permetent una experimentacio més amplia. &legajoria dels resultats
obtinguts a nivell de paraula sén exportables a nivell d& linfrase. Amb la intencio
de que aquest treball puga ser un marc per a provar futurslsioagats en HMMs, hem
tingut cura de que els experiments puguen ser reproduits.

El treball queda doncs estructura de la seglient manera: ssg@ént capitol s'in-
trodueixen els conceptes teorics en els que es fonamengatageball. En el capitol 2
s'explica I'estructura d'un sistema de reconeixement dagas basat en HMMs, i di-
ferents alternatives d'implementacio, tant per al sistel@laPRHLT com per a la nova
proposta. El capitol 3 presenta el corpus IAM en detall, btetpus de paraules i la par-
ticio creada per a l'experimentacié. Experimentacio gegica en detall en el capitol 4,
que en resum és una comparativa del sistema del PRHLT amingktlees de Bernou-
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Ili, provant diferents con guracions. Finalment en el dapb trobem les conclusionsii el
treball futur.






Capitol 1

Fonaments teorics

1.1 Introduccio6

En aquest capitol s'introdueixen els conceptes teoricésayue es basa aquest treball.
En particular es parla sobre models ocults de Markov i la dagid per a entrenar i
reconeixer. El capitol s'estructura de la seglent mananda seccié 1.2 s'explica el
concepte de model ocult de Markov. Aquest concepte es estéslel ocult de Markov
segmentat en la secci6 1.3, a més de la formulacio per a anfreatoneixer. Finalment
les seccions 1.4 1 1.5 parlen respectivament del cas plartide models ocults de Markov
amb mixtures de gaussianes i mixtures de Bernoulli.

1.2 Models ocults de Markov (HMMSs)

Un model ocult de Markov (HMM) modela la probabilitat o deaside probabilitat
d'una sequéncia nita d'observacions. Els HMMs es baseraeuposicié de que existeix
una maguina d'estats nits estocastica coneguda, dins dpiddh, cada vegada que es
transita a un estat, aguest genera una observacié amb @nmuhetda probabilitat. Per
tant sabem que la seqiiéncia d'observacions ha sigut genpesida maquina d'estats,
pero desconeguem la sequéncia d'estats concreta que Hesagia.

Més formalment un HMM queda de nit per:

1. Unconjunt nitd'estatQ = f1;:::; Qg.
2. Els estats especidiginicial) i F ( nal), que no emeten observacions.

3. Una funci6 de probabilitat (densitat de probabilifzty; ~© de nida en el domini
de les observacions.

. o~

4. Els parametres def ~%;:::; 7%g, on 7% son els parametres associats a I'egtat
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8 CAPITOL 1. FONAMENTS TEORICS

5. Un conjunt de parametrésqpj q; P2 Q[f I;F gg, on o és la probabilitat de

transitar de I'estat) a I'estatc’. Per de nicié8upop 1iFg g = Fq= Ir =0.
Aleshores la probabilitat d'observar la sequenciax,;:::;x,. be donada per I'ex-
pressio:
X
P(X1;Xz;::05%X) = 1 P(xg X syiinsyFil (1.1)
I;s1;82;:sL 3F I
X Y ' Y
= Is1 S| 1S s F p(X|; ~OS|): (12)
I;s1;82;:58L 5F 1<l L |

Es a dir, el sumatori per a tot possible seqliéncia d'estats, probabilitat d'eixa seqtién-
cia d'estats, per la probabilitat de que la sequéncia dimaseons siga emesa per eixa
sequéncia d'estats.

Tipicament els HMMs solen emprar-se amb classi cadors, etaot la probabilitat
d'una sequencia d'observacions donada una classe. Entagsess tindria un HMM per
cada classe. En la Figura 1.1 es pot veure un exemple grarcldMM.

F o
Figura 1.1: Exemple de HMM amb tres estats.
1.3 HMM segmentats
Son comuns el problemes on es modela una probabilitat dondidap(Xy;:::; X, ]
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alfabet donat. Quan el nombre de classes és molt gran, tindre un HMM gada
classe esdevé inviable. Es en aquestos casos on es solar et segmentats. En un
HMM segmentat es té un HMM per cada simbol de per a cada classe es construeix
un HMM virtual concatenant els HMMs dels simbols que formewrlasse. Un HMM
es concatena amb el segient HMM fusionant I'estat nal dehpr HMM, amb l|'estat
inicial del segon HMM.

Més formalment un HMM segmentat queda de nit per:

1. Unconjunt nitde simbols= f1;:::;Cg.

1 P(Xicys 225 X )5 Sicys -- 55 Sia)s St Hyo St 1)
S0;51;:5S] (1) 1S5S (t+1) 15SLST t

(1.3)

ons; és l'estat on s’ha emés liaésima observacidt) i j (t) son respectivament les
posicions de la primera i Ultima observacions emesesipe(i(1) =1 ij(T) = L), i $
és tant I'estat+; com l'estatF; (So = 14).

En la Figura 1.2 es pot veure un exemple de HMM virtual d'un H&égmentat.

1.3.1 Entrenament mitjangantBaum-Welch

Un dels algorismes més utilitzats per a I'entrenament de Higdgmentats i no seg-
mentats) és l'algorismBaum-WelcH1]. Aquest algorisme és un cas particular, per a
entrenament de HMM, de l'algorisntexpectation-Maximizatio(EM) [3]. L'algorisme
EM es sol emprar per a entrenar mitjangcant maxima verserékamb dades ocultes. En
els HMM les dades ocultes es corresponen amb les seqiiétesestsl Es un algorisme
iteratiu, on cada iteracio té dos passos. El pag&¥péctatiol), on es calcula el valor
esperat de les dades ocultes, i el pasM&xXimizatior), on es calculen per maxima ver-
semblanca, fent Us dels valors del pas E, els parametresodie nPer tant, lI'algorisme
Baum-Welckés iteratiu i cada iteracio té dos passos. En el primer pasesgorrespon
amb el pas E, es calculen les probabilifatsvard i backwardper a cada estat del HMM
virtual, i per a cada instant de la sequiéncia d'observacien®l segon pas, es correspon
amb el pas M, s'actualitzen els parametres del model fenededprobabilitatéorward
I backward

Més formalment, siguen un conjunt tiemostres, parelles d'observacions i simbols,

estats (les d'emissio no es mostren en aquest punt) es@alcoim:
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PO Taz)

.....................

alF

HOOL "

.........................................................

Figura 1.2: Exemple d'un HMM virtual de la sequenaibaper a un HMM segmentat
amb = fa;ho.
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Sig2 Q.
P, P P w 0 oy : ~49 ) ®
n (k) ttynn=c | nl 1(tq9 cqoqp nls  (ca)/ nl(tg)
(k+1) _ nL (TF ) n n (1 4)
¢ r 1 r r (k) (k) )
n SlkL)(TF ) ttym=c | nl 1(tq9 nl 1(tq9
Sig= F¢
p, P P w w
k . =
(k+1) _ r,]_‘ EL)(TF) t.;z/nt ‘ ln et edfe nlee) (1.5)
cqFec — - 1 r r (k) (k) )
n (k) ttynn=c | nl(tq9 nl(tq9

nL (TF)

On els valors de les's (forward) i les 's (backward s‘han calculat préviament.
nl(tq) €S la probabilitat d'emetre ns a l'observaciéésima de la mostra, i acabar en

I'estatq del simbolt-ésim, i es calcula com:

Sig2Qy,
() = X (k) (k) . ~d¥ 16
ni(tq) — nl 1(tq% ynt qoqp(Xm, (ynt ;Q)) ( : )
q02Q Ynt [f IYnt g
SI q = Fynt X
G (] — (k) (k) (1.7)
nl (tF ) nl(t+11) ni(tq) Ynt gFy )
qu Ynt
Casos base
0 - 08 (q2Qy,"1=1) _(q=1y,"1>1) (1.8)
nl 1(1q) 1 si g= |yn1/\ | =1 '

nl(tq) €S 1a probabilitat d'emetre les observacions de la mastraima, des de la posicio
| +1 nsl'Gltima, sabent que es parteix de I'estqtlel t-esim simbol, i es calcula com:

Siq2 Qyy [f 1y 9

r(‘r()tQ) - 3(’:t)qum r(lr()tF)+ ” f/l:t)qtfp(xn'*l; ~O§tit ) r(1||(3-1(tq0) (1.9)
q%2Q y
Sig= Fy,
AE) = i) (1.10)
Casos base .
r(1ll(()TF) = é :: : ;LL (1.11)
N (1.12)

8qZQynT [f Fyr 9 nL+1(Tq ~
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1.3.2 Reconeixement mitjancanviterbi

No es pot parlar d'un algorisme de reconeixement per a HMMmeatats, perque
el reconeixement ve dictat per el model que hagem de nit. H&Ms segmentats son
peces que s'empren en models més complexos per a real¥eases tasques de reconei-
xement. Perd pensant en el treball que ens ocupa i que eesitr@iel capitol de teoria,
pareix convenient veure com es realitzaria el reconeixéswgosant que el model €s un
classi cador basat en un HMM segmentat.

Calcular la probabilitat d'una sequéncia d'observacionseHMM segmentat resulta
costos degut al sumatori de tots els camins ocults, per aquasl el que es sol fer és
simpli car-ho calculant la probabilitat del cami més prbba Realment els dos casos es
poden resoldre amb programacié dinamica amb igual cogbéisirpero en el la practica
el cost del calcul del cami maxim és substancialment menorm&ment, per a una

= argmax p(y) 1 PMigriinXwsSio: 158w StiHyo Soa)
Y So;81;::5SL3ST v t
arg max p(y) __max . PXi@: i X0 Siws - 5SSt i Hy Stoa)
y So;S1::; SL,ST t

(1.13)

El calcul del cami maxim és pot realitzar e cientment ambgpamnacié dinamica
utilitzant I'algorisme déviterbi [25]. Per tant:

Y
max PXi; X Sis 5SS i Hya St 1) = waryy (1.14)
t

So0;S1;::5SL ;ST

on esde neix com:

Siq2Qy,
0 = a1 e yeataPX1; ") (1.15)
Siq= Fy,
) = i) T MEX )y, (1.16)
Casos base
0 si (@2Qu~1=1)_(q= 1,7 1> 1) w17

| 1(1g) = 1 si q=|y1/\|=1
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1.4 HMM segmentat amb mixtures de gaussianes

Les observacions en un HMM segmentat de mixtures de gaesstendimensi®
pertanyen al domirRP . Les funcions de densitat de probabilitat sén mixtures dssgja
anes de dimensiD . La densitat de probabilitat deen I'estatq del HMM c es de neix

com:
X

P(X; "%cq) = Pregi PG ~%eiqiiy)s (1.18)
i=1
onl és el nombre de components de la mixtura en I'estat indiggf; €s la probabilitat
a priori de la componentp(x; ~9c.q:)) €s la densitat de probabilitat d'emissié en eixa
component, que es de neix com:

1

i cqil fe 2 @) e, (1.19)

(N[S]

p(X; ~o(c;q;i)) = (2 )

oNn (cqi | (cqi SON respectivament, la mitja i matriu de covariances encargoonent.
Fent Us de l'algorisme dBaum-Welclveure 1.3.1) els coe cients de les mixtures al
nal de la iteracidk s'actualitzen de la segiient manera:

p, P P BRI
(k+1) _ N_ L (TF) tiy‘m =c - nl(tq) “nl (ta)i nl(tq)
Pegi = —P— P P o (1.20)
N wrey  Bym=c | ni(tg) nl(tq)

mentres que els parametres de les gaussianes ho fan aixi:

P, P P Lo
(k+1) _ N war)  tym=c 1 nl(ta)“nl(t)i "N ni(tg) 121
(ci = —F 1 r r (k) Z(k) (k) ’ (1.21)
N ol (TF) tiynt =C I nl(tg) “nl(tg)i nl(tq)
P P P t
1 (k) (k) (k) (k) (k)
k+1) _ N ey A¥m=c | rrll(tq)znl(t&?i(xn' ) Xnl (i) i)
(cai r 1 r r (k) (k) (k)
N o (TF) ttynt=c | nl(tg) “nl(tq)i nl(tq)
(1.22)
on lesz s’han calculat previament de la segient manera:
(k)  ~d®
w0 _ Pegi PO Sy i)
ol (ta)i = (1.23)

~AK)
P(Xni; ogym ;q))

1.5 HMM segmentat amb mixtures de Bernoulli

En un treball previ ja introduirem HMMs amb bernoullis alta¢s[4]. En aquesta sec-
cio ho estenem a HMMs segmentats amb mixtures de BernoullurBHMM segmentat
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de mixtures de Bernoulli de dimendi¥, les observacions pertanyen al donfifj 1g°, i
les funcions de probabilitat son mixtures de Bernoulli. kalgabilitat d'emetre I'obser-
vaciox en I'estatq del HMM c, es de neix de forma analoga a (1.18), pfx; ~%c.q:))
és:

\D
p(x; ~O(C;q;i)) = p)((gq)id (1 p(cq)id)l X, (1.24)

d=1
ON Pcgia €S la probabilitat de emetre en eixa component @n el bitd-esim. Aquesta
altima expressié es correspon amb la d'una bernoulli matghsional de dimensib .
Remarcar que una bernoulli multidimensional de dimeBsito es mes que el productori
de la probabilitat dé variables independents entre si, per tant no pot modelgunin
tipus de correlacio entre bits.

Fent Us de l'algorisme dBaum-Welchveure 1.3.1) els parametres de les bernoullis
al nal de la iteraciok s'actualitzen de la seglient manera:

P , P P w «
(k+1) _ N ol (TF) tynt =C I nl(tq)“nl(tq)i”*nld  ni(tq) .
Picgia = —P . P S0
N o (TF) ttynt =c | nl(tg)“nl(tq)i nl(tq)
on lesz i els coe cients de les mixtures s'han calculat com en |la €eanterior 1.4.

Degut a que les bernoullis treballen amb dades discretéscporer que la probabi-
litat d'un determinat bit de seéb sigal, o viceversa, apareixent el problema de dades no
vistes durant I'entrenament. Per aquest motiu una mostkaste sempre té probabilitat
0, cosa que és poc realista. Per aco al nal de cada iteradBaden-Welches probabili-
tats de les bernoullis i dels coe cients, son suavitzadegngant interpolacio lineal amb
la probabilitat uniforme:

Pegia = (1 )Pegia + 05 (1.26)
Pegi = (1 Pgi + (1.27)

Z(K) (k)

(1.25)

on és normalmentO 6.



Capitol 2

Reconeixement de paraules manuscrites

2.1 Introduccio

En aquest capitol s'aborda el desenvolupament d'un sistiernaconeixement de pa-
raules manuscrites. El sistema agafa com a entrada unaeigtigital en escala de grisos.
Es suposa que aquesta imatge conté una paraula manuseetpegsimpli car, es su-
posara d'un vocabulari tancat. Es pressuposa que les parsihian escrit d'esquerra a
dreta. El sistema que es desenvolupe ha d'estar preparatigdxallar amb tot tipus d'es-
tils d'escriptura (diferents escriptors, grossor traclimacions, grandaria text, etc.) i amb
vocabularis de gran tamany.

Els HMMs segmentats han sigut emprats amb éxit en el desgramlent de siste-
mes de reconeixement de paraules manuscrites, i en genexbteconeixement de text
manuscrit [6, 13, 24, 11, 21, 7]. Aquestos sistemes basakéMis assumeixen que
la imatge es pot interpretar o transformar en una sequefatiaatvacions, recorrent-la
d'esquerra a dreta. Aquesta sequiéncia és despreés clatsiazab un classi cador basat
en un HMM segmentat. L'0s d'un HMM segmentat, front a un dlasslor de HMMs,
s'explica per la grandaria del vocabulari. Amb un HMM segtaenoada simbol represen-
ta un caracter, tenint tants HMMs com caracters, amb unidadsr de HMMs es tenen
tants HMMs com paraules, amb el perill de no tindre prou nesgtier a tants parametres.
En general aquestos sistemes s6n molt sensibles a lesndifsséen I'estil d'escriptura,
per aquest motiu compten amb un modul de preprocés ambdtibj@e normalitzar el
maxim possible les imatges amb text. En la Figura 2.1 es pgeven esquema basic
del sistema, dividit en un modul de preprocés i un altre derreixement, que inclou
I'extraccié de caracteristiques i la classi cacio.

15



16 CAPITOL 2. RECONEIXEMENT DE PARAULES MANUSCRITES

Imatge Imatge Paraula
escala de grisos . normalitzada RECONEIXEMENT
—> PREPROCES > >

(extraccié+classificacio)

Figura 2.1: Esquema basic d'un sistema de reconeixemerdrdelps manuscrites.

Aquest capitol es divideix en dos seccions. En la primerei&@c2 s'explica en detall
el modul de preprocés. En la segona seccié 2.3 s'expliqusmpapostes per al modul
de reconeixement. La primera és ben coneguda [21], es baddbts amb mixtures
de gaussianes, mentres que la segon és una proposta ogigenes basa en HMMs amb
mixtures de Bernoulli.

2.2 Preproces

No existeix en la literatura una técnica, o conjunt de taoes que hagen sigut de-
mostrades com les més adients per a un sistema de reconeixéenparaules. En el
gue si que hi ha un cert consens és en el tipus de normalitzagiee hi ha que fer a les
imatges: correccié dalant normalitzacio de la grandaria, etc. El modul de preprocés
que utilitzem en aquest treball es basa en la seua totalifasdecniques presentades en
la tesis del Dr. Moisés Pator i Gadea [7], en particular erdeesormalitzacio a nivell
de text. EI modul consta de tres submoduls connectats faramancanonada. El primer
submodul és el de normalitzacio6 de I'escala de grisos, @rsebde correccio dedlant i
nalment el submodul de normalitzacio de la grandaria del.t&n la Figura 2.2 podem
veure un esquema del modul.

PREPROCES
Imatge ' ' Imatge
escala de grisos |} NORMALITZACIO .|  Ccorreccio .| NORMALITZACIO ; normalitzada
—_— > . >
: ESCALA GRISOS g SLANT d GRANDARIA :

Figura 2.2: Esquema del modul de preproceés.
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En les seglients subseccions s'explica en més detall quedaaan dels submoduls,
i les possibles técniques a emprar. Per descomptat un suibs@dpre pot ser eliminat
de la canonada.

2.2.1 Normalitzacié de I'escala de grisos

Idealment els tracos del text deurien de ser negres i el farch Al tractar amb
imatges en escala de grisos ens podem trobar amb dos fengmeps®den afectar ne-
gativament als segients moduls de preprocés i reconeixeR@muna banda pot ser que
degut a I'adquisicio de les imatges, o de com s'ha escritx) té hagen imatges on el
text és molt més negre que en altres. Per una altra bandageixa soroll en el fons,
o inclus, un fons que més que blanc és gris clar. Per aguesttigsnen aquest modul
busquem normalitzar I'escala de grisos, per a que els vdogisos per al fons i per al
text siguen semblants en totes les imatges. Estudiem detbpibats:

Normalitzaci6 del contrast: forca el pixel més clar a ser blanc, el més obscur a ser ne-
gre, i els intermedis son linealment escalats. Nom és fa fiadbar un pixel negre i
un altre blanc en la mateixa imatge per a que aquesta nozawfitno tinga efecte.
Per aquest motiu, es sol car empiricament un llindar minmaxim) per davall
(damunt) del qual es forca a ser negre (blanc).

Binaritzacié Otsu binaritza la imatge fent Us d'un llindar global. Tots els gi&xper
davall es forcen a ser negre, i per damunt a ser blanc. Peraroatge el llindar
es calcula mitjancant el métodeQtsy entenent el llindar de binaritzacié com la
divisio dels nivells de grisos en dos classes. Aquest mébtodea el llindar que
minimitza la varianca de grisos dins de la classe, i maxanidzvarianca de gri-
sos entre classes. Per tant sig&l nombre de nivells de grisoh, I'histograma
normalitzat d'una imatge, i siguen:

X X1
P(T) = hg; PA(T) = hg; (2.1)
g=0 g=T+1
M= L7 g M= -1 " gny (2.2)
1(T)= —= gnNg; o(T) = —= gng; .
(™) p(T) 1.
aleshores el llindar es calcula com:
T =arg max py(T)pe(T)( +(T) 2(T))? (2.3)

2.2.2 Correccio delslant

El slantés I'angle, en sentit horari, de les components verticdtsaracters respecte
al'eix vertical. La correccio dglantpretén que aquest angle siga cero, es a dir, que el text
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no estiga inclinat. El procés consta de dos fases, primealesla I'angle deslantde la
paraula. | després es corregeix aplicant una operacgtel® que consisteix en traslladar
un pixel sobre I'eixx depenent de la seua altura i anglestint En la Figura 2.3 es pot
veure un exemple de correccio cnt

Figura 2.3: A I'esquerra una imatge amb la paraula manadtit, a la dreta la mateixa
imatge amb e$lantcorregit.

El metode per a calcular slantconsisteix en suposar un conjunt de possibles angles
deslant Per a cadascun d'aquestos angles es corregeix la imatgeabri es calcula
la projeccio vertical de la imatge corregida, aco é€s, perda calumna el sumatori dels
valors de gris dels pixels que la composen. Una vegada fdlaagde deslantés aquell
que dels possibles angles la seua projeccio maximitza weantieada funcié objectiu.
Més formalment,

N =argmaxf (v ); (2.4)
2[45:135]
onv és la projeccio vertical de la imatge original corregidacagmt un angle dslant
. Aquest metode es basa en que la projeccio vertical d'untw@rsenseslant presenta
una major variabilitat entre pics i valls respecte al de laama imatge amislant Con-
templem tres possibles funcions objectiu: métode IDIARYItud del contorn i desviacio
tipica.

Metode IDIAP

Aquesta funcié premia lI'abundancia de tra¢ continu rectpeete a la vertical. Per
a poder-se calcular es necessita calcular préviament,rojecpié vertical normalitzada
(C ) per a cada projecciv , de la seglient manera:

v (m)

C (m)= Iy (m)’

(2.5)

on4y (m) és la distancia entre el primer i Ultim pixels negres, de larnoam de la
imatge corregida per a un slant Per tantC (m) denota, amb un valor en el raf@ 1],
la quantitat de tra¢ continu en la colunma
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A partir deC la funcio objectiu es calcula de la seglient manera:

X
f(v)= v (m)% (2.6)

fm:C (m)=1g

Longitud del contorn

Aquesta funcio es basa en la idea de que quant més llarg dmyagitud del contorn
de la projeccio vertical, més gran sera la variabilitat derégeccio.

c9(sl

f(v)= jv (m) v (m+1)j: (2.7)

m=1
Desviacio tipica

S'utilitza com a funcio objectiu la desviacio tipica

\A

4 X
f(v)= ¢ %; (2.8)

1 m cols

on es el valor mig dels valors de la projeccié vertical.

2.2.3 Normalitzacio de la grandaria

En escriptura es distingeixen tres zones (almenys ambteesdlatins): zona central
o cos del text, ascendents i descendents. La majoria deslis®scriuen dins de la zona
central. Algunes lletres com lab lat (lag o laq), tenen parts que sobreixen per dalt (per
baix) de la zona central, aquestes parts s'anomenen astsridescendents).

Amb aco en ment, aguesta normalitzacio té dos objectiusufebanda alinear les
zones verticalment, de tal manera que les linies base iisudet cos siguen efectivament
linies rectes, i estiguen en totes les imatges xades a ubaixagposicio relativa a l'altura
de la imatge. | també que els ascendents comencen en el gixetde la imatge i els
descendents acaben en I'Ultim pixel.

Per una altra banda, depenent de quin tipus d'extracci6 etesistiques fem des-
prés, es interessara donar-li més o menys pes a les difa@mts. Per aixo es busca
reescalar les grandaries de les tres zones en funcié detesogeressos. Normalment,
donat que la majoria de la informacio es troba en la zona aemique dels ascendents
i descendents casi importa més la seua presencia que noaldosma, el que es fa és
reduir les zones d'ascendents i de descendents.

La normalitzacié de la grandaria comenca amb la deterndrdeeies distintes zones
del text. Aco no es fa globalment siné que es divideix la iraay segments, i per a cada
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segment es determinen les tres zones. La segmentacié esrbsalea de que carac-
ters que s’hagen escrit molt junts tindran el mateix esabdtiptura, per aguest motiu la
imatge es segmenta pels espais en blanc grans. Aco es ftanaleLprojeccié vertical i
obtenint la grandaria mitja d'espai. Una vegada segmetcddg segment es binaritza i es
suavitza amb l'algorisme RLSA [26], primer s'aplica hodtzalment i després vertical-
ment. Per a cada columna del segment ens quedem amb el pittier pixels del tram
de pixels negres continu més llarg. Aquestos pixels detamam el contorn superior i
inferior del segment. Basant-se amb la mitja i la desvidpiga s'eliminen els punts del
contorn que siguen anomals. Per al contorn superior (orfegis calcula un histograma
horitzontal, la la amb més valor es considera el limit suqefinferior).

Una vegada determinades les tres zones cal escalar-lezohes ascendents i des-
cendents s'escalaran a una altura proporcional a la de lcamtral. Respecte a l'altura
de la zona central, hi han diverses alternatives per a eaital

Maxima: l'altura, de la zona central, maxima de tots els segmenta aedtge.
Segon maxim: la segona altura més gran.
Mitja: ['altura mitja de tots els segments de la imatge.

Mitja ponderada: la mitja de les altures de la zona central de cada segmertepaates
per les longituds dels seus respectius segments ASigtura mitja, A; l'altura de
la zona central del segmenitl; la seua longitud, aleshores:

X I
A= Py | A (2.9)

i i
Mitja ponderada+5: La mitja ponderada més

Moda amb context: la moda de les altures, es a dir, I'altura, de zona centra¢gment,
més frequient. Per a evitar salts abruptes la moda es cafgota an histograma
d'altures suavitzat que té en compte el context:

i K
H(i)= | H() (2.10)

j=i K

En la Figura 2.4 es pot veure un exemple de normalitzacio geatadaria.
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Figura 2.4: Dalt una imatge amb la paraula manusaofidals, baix la mateixa imatge
amb grandaria normalitzada.

2.3 Reconeixement: extraccio de caracteristiques i clas-
si cacio amb un HMM segmentat

Aquest modul es divideix en dos submoduls: extraccio decteniatiques i classi ca-
dor. Com ja s’ha comentat abans, I'extraccioé de caracitguiss consisteix en recorrer la
imatge d'esquerra a dreta extraient vectors de caradtgrést que composaran la sequén-
cia d'observacions. Mentres que el modul de classi cacidsisteix en un classi cador
amb un HMM segmentat, on cada simbol es un caracter del viacalia classi cacié
es realitza mitjancar¥titerbi, tal i com s'ha vist en (1.13). El motiu de que no s'haja
separat aquest modul en dos, es deu a l'alta interdeper=deémice els dos submoduls, ja
que el tipus de HMM emprat vindra determinat per la natueal@mensio dels vectors
de caracteristiques. En la Figura 2.5 es mostra un esqudémeddeal.

RECONEIXEMENT

Imatge H Sequéncia ' Paraula

normalitzada EXTRACCIO DE d'observacions H
: CLASSIFICADOR >

Y

CARACTERISTIQUES

................................................................................

Figura 2.5: Esquema del modul de reconeixement.

La topologia d'un HMM fa referencia al conjunt de possiblesisicions entre estats
permeses. Donat que I'escriptura s'escriu d'esquerra &dés habitual en tasques de
reconeixement d'escriptura, i aixi ho fem nosaltres, ttabamb HMMs amb topologies
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lineals. En una topologia lineal s'estableix un ordre ereskaitQ, de manera que cada
estat sols pot transitar a ell mateix o al seglent estattdt'@sicial sols pot transitar al
primer estat, i I'estat nal es considera I'estat que segadiultim estat. En la Figura 2.6
es pot veure un exemple de topologia lineal.

Figura 2.6: Exemple de topologia lineal en un HMM.

Considerarem dos alternatives per aquest modul. Per umialghigue anomenarem
com modul PRHLT, que és el modul que ha vingut utilitzant entéims temps el grup
PRHLT (http://prhlt.iti.es ). Aquest modul treballa amb vectors reals i mixtures
de gaussianes als estats. Es una proposta original del Bjartlro Toselli [21]. Per
una altra banda, una proposta original on es treballa amorgelbinaris i mixtures de
Bernoulli als estats, a la que ens referim com modul BernbivIM.

2.3.1 PRHLT

En aquesta aproximacio els vectors de caracteristiqueg eeixkn en el domini
R®. On les20 primeres caracteristiques son valors de gris i les aftlesdn derivades
horitzontals i verticals.

El procés d'extraccido comenca amb la divisié de la imatggioal en20 N celles de
mostreig, respectant les proporcions originals. Per acaldaina de celes s'extrauer20
valors de griso20 derivades horitzontals20 derivades verticals de valors de gris. Sobre
cada cela de la columna es xa un nestra de mostreigdleel les de la que s'extrauran
1 valor de gris,1 derivada horitzontal 1 vertical. El valor de gris s'obté aplicant un Itre
gaussia sobre la nestra i normalitzant el valor resultanglerang[0; 1]. Per a la derivada
horitzontal es calcula primer el promig de gris per a cadarnohl de pixels de la nestra
de mostreig. Després per regressio lineal es determinatiare + b, amb la distancia a
cadascun dels seus punts, que minimitza la funcié objéctiu

X
J= w(g (ax+ b)? (2.11)
i=1
onn és el nombre de columnes de pixeidsés la coordenada de la columgaés el valor
promig de gris en la columna w; és el valor de la funcié Itre gaussia en la posigi6

1(xi  n=2)?

5 (e (2.12)

Wi = exp



2.3. RECONEIXEMENT: EXTRACCIO DE CARACTERISTIQUES | CLASSCACIO AMB UN HMM

El coe cient a de la recta calculada és el valor de la derivada. La derivadical es
calcula de forma analoga. En la Figura 2.7 es pot veure uneese I'extraccio de ca-
racteristiques. Com visualment no es distingeixen be legadies hem afegit un exemple
amb vectors dé80dimensions.

CopZeclonaZe 4
jw(&donale /

Figura 2.7: Exemple d'extraccié de caracteristiques deduh®RHLT. Dalt la imatge
original a escala 0:5. En el mig el vector d'observacions de dimens&ba escala 0:5.
Baix el vector d'observacions de dimen§i0a escala 1.

En els HMMs s'empren mixtures de gaussianes de dimétsiés quals son funcions
de densitat de probabilitat. Degut al calcul computaciorelque no s'ha demostrat
una millora signi cativa, s'utilitzen gaussianes amb nadrde covarianca diagonals. El
nombre de components per a cada mixtura és objecte d'estedicapitol 4.

2.3.2 Bernoulli HMM

En aquesta proposta el vector d'observacions resultast iésatge original escalada
i binaritzada. Precisament un dels interessos principatsudsta proposta és treballar
directament sobre la imatge binaritzada.

La imatge s'escala a una altura 86 pixels, mantenint les proporcions originals.
El motiu d'una altura de30 pixels és purament empiric, basat en resultats de treballs
anteriors [4]. La posterior binaritzacio es realitza amimetode dOtsu ja explicat en
la seccid 2.2.3. La imatge binaria resultant s'interpretan aina seqiieéncia de vectors
d'observacions de nits en el domiri0; 1g°°. En la Figura 2.8 es pot veure un exemple
grac.
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derno wlrotaown

Figura 2.8: Exemple d'extraccio de caracteristiques deduhB8ernoulli HMM. Dalt la
imatge original a escala0:5. Baix el vector d'observacions de dimen8i@a escala 1.

En els HMMs s'empren mixtures de Bernoulli de dimer@i)les quals sén funcions
de probabilitat. EI nombre de components per estat s'esrel capitol 4.



Capitol 3

|IAM database

3.1 Introduccio

IAM databaseés un corpus de text anglés manuscrit no restringit [22, 2330Q].
Aquest corpus ha sigut desenvolupat pel grup FKIlIdstitut fir Informatik und an-
gewandte MathematitAM). La versio del corpus que hem utilitzat €s3#® que es pot
baixar en Kttp://www.iam.unibe.ch/fki/databases/iam-handwriti ng-database ).

El corpus esta composat per un total &89formularis amb text manuscrit. Cada
formulari té una capcalera amb un identi cador i el text i@ escriure, i després un
gran espai en blanc entre dos linies on es troba el text manusin total de657 de
escriptors van participar en l'adquisicié del corpus. Les dniques restriccions que van
tindre van ser: que empraren plantilles per a escriurenéssliectes, amb una separacié
aproximada entre linies de5cm, i que si una paraula no es cabia en l'actual linia que
canviaren de linia, abans que tindre que escriure-la atapidtra el marge. Per el demés
es va donar total llibertat a I'hora d'escriure tant d'esbim d'instrument emprat, de fet,
se'ls va demanar que escrigueren amb el seu estil d'esaiptbitual. Els formularis
van ser escanejats amb una resoluci@@e@lpi en imatges en escala de grisos. Respecte
als textos que apareixen en els formularis, tots tenen tamotle6 frases i almenys0
paraules. Aquests fragments de text van ser extrets delisbgmcaster - Oslo/Bergen
(LOB) [8]. El corpus LOB és una recopilacio de textos realsl®61, escrits en anglés
britanic. LOB té al voltant del milié de paraules, i es podabar ns al5tematiques
diferents: reportatge, religié, humor, etc. Per a cada@itemel corpus IAM proporciona
un identi cador d'escriptor i una referéncia al text originen el corpus LOB. En les
Figures 3.1 3.2 es poden veure alguns exemples de formmulari

A més dels formularis, el corpus IAM conté tres subcorpusnglts a partir dels
formularis mitjancant técniques de segmentacié automeésigAquestos subcorpus sén:
un subcorpus de linies, un de frases i un altre de parauleagisst treball hem utilitzat el
subcorpus de paraules, que s'explica en meés detall en lgdbse2c En I'Gltima secci6 3.3

25
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Sentence Database B06-097

This week of window dressing will not prevent most of the hopeful 15-year-olds leaving
school in six weeks time from ending up in blind alley jobs. It needs more than 10,000
church parades and open days at techs, more than descents into Brighton’s sewers or

balloon ascents over Wolverhampton for Britain’s technical training to catch up with
the space age.

This weele of window dieoaing Wil not prereab
wwst of tha tlopepud 15 - gars -olols laviny schovt
e oix weeks hine frove puolivg apo Gu Cliot allty
fols . W neeots maore Hrane 10’000 clurtr joarpoles
aucl gpev olays ab dechs, wore Hone lloctundo ko
BnWmn S gewens or balloon Qocds grer
Wotverhavaplon for Brtawn's twucal dacnong ko

ccvéaa,/c Wikl U space age .

Name:

/3

Figura 3.1: Exemple de formulari del corpus IAM. FormuBR€i6-097
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Figura 3.2: Exemple de formulari del corpus IAM. FormuR@6-137
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s'explica en detall com s'ha extret la particié, del subemrge paraules, amb la que s'han
obtingut els resultats del capitol 4.

3.2 Handwritten word dataset

El subcorpus de paraules és fruit de segmentar el subcoedisek, que a la vegada
és resultat de segmentar els formularis. Per a extrauranies an corregir etkewdels
formularis i van aillar la seccié de text manuscrit. Desgrésa segmentar en linies es
van basar en I'histograma de transicions blanc-negrezuoal, tallant pels minims. El
problema de decidir a quina linia pertanyen els tracos geesequen amb una linia de
tall, el van resoldre emprant el centre de gravetat de lepoaents connexes implicades.
La segmentacio en paraules es va dur a terme amb técniquielaeesia les citades en [17,
10]. El problema de les paraules segmentades ho resolant cregraf de components
connexes. Cada component esta connectada amb la segéesgyseiespectius centres de
gravetats. A cada aresta s'assigna la distancia entre $esahoponents. Finalment creen
dos classes: distancies entre paraules i distancies dipardeles. | amb Il'algorisme
d'Otsu calculen la distancia llindar. Una explicacio métatlada de la segmentacio en
paraules es pot trobar en [12].

El subcorpus de paraules resultant esta compost d'aprdameantl15000mostres, i
un vocabulari prop de les3500paraules. A més de la transcripcid, per a cada mostra es
proporciona una etiqueta gramatical i un indicador de salagpla esta ben segmentada
0 no, encara que hem pogut comprovar que a¢o no és sempreEoeld. Taula 3.1 es
mostren algunes dades del subcorpus, i en la Figura 3.3 egepm una mostra del
subcorpus.

No existeixen molts resultats publicats amb aquesta taSoacretament sols tenim
constancia dels treballs del Dr. Simon Gunter [6, 5]. En atpsetreballs aplica tam-
bé HMMs amb gaussianes, pero emprant vectors de caracpeesimolt diferents dels
emprats pel modul PRHLT 2.3.1. Aconsegueix reportar eabvsltant del20%

Taula 3.1: Algunes dades sobre el subcorpus de paraulesM®.0A De dalt a baix,
d'esquerra a dreta: nombre d'escriptors, de mostres, deresoben segmentades, de
paraules distintes, de caracters distints, amplaria patiara mitja,aspect ratiomig,
nombre de paraules amb almeryEmostres i amb almenysmostres.

N° Escriptors 657  Amplaria m. 156 116
N° Mostres 115320 Altura m. 70 33
N° Mostresok 96456 Aspect Ratio m. 0:72 071
N° Paraules 13542 N° Paraules ( 10 1289
N° Caracters 78 N° Paraules ( 5) 2573
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"\CG

Figura 3.3: Mostres del subcorpus de paraules IAM.

3.3 Particio per a I'experimentacio

Per a I'experimentacio realitzada en el capitol 4, hemtmétiuna particié d'un sub-
conjunt del subcorpus de paraules. No ha sigut possibledaprla particio utilitzada
en [6, 5], per aqueix motiu hem tingut que crear una partictpia. Per a facilitar una
possible reproducci6 dels experiments detallem a cortiau@m s'ha creat la particio.
Primer es seleccionaren totes les mostres etiquetades bem segmentades. Després
s'eliminaren totes les paraules amb menys de deu mostresmbstres06-022-03-05i
a01-117-05-02ambé foren eliminades per estar els txers d'imatge inectes. Aquest
subconjunt es dividi en un conjunt d'entrenament i de testdilisio es va fer per escrip-
tor, de manera que totes les mostres d'un escriptor apasrgue bé en entrenament, o
bé en test, pero no en els dos conjunts. La divisié va semaiaattentant que el conjunt
d'entrenament continguera 80% de les mostres. Els identi cadors dels escriptors de
test sGn:000, 003 006, 019, 028 040, 047, 048 060, 069, 071, 080, 081, 087, 088 092 096,
098 109 112 113 126, 129, 141, 147, 155, 156, 157, 158 163 166, 168 172 182 183 185
186 191, 193 202 207, 214 224, 230, 233 238 241, 243 245 249, 250, 251, 252, 254, 256,
257, 265 266 267, 268 273 279, 297, 302 308 319, 320 334, 342 363 370, 385 391, 400
411, 413 427, 428 431, 440 453 463 469 473 485 487, 488 492 497, 510 514 519 524,
526 531, 535 544, 553 554, 558 559, 563 564, 568 570, 571, 574, 575 576, 580, 588 590,
593 603 604, 607, 617, 618 619 622 633 636, 650 664

En la Taula 3.2 es poden veure algunes dades de la particio.
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Taula 3.2: Algunes dades sobre la particio per a I'experta@a. De dalt a baix, d'es-
querra a dreta: nombre d'escriptors, d'escriptorgrdm, de mostres, de mostrestlain,
de paraules distintes, de caracters distints, amplarja,raltura mitja iaspect ratiomig.

N° Escriptors 657 N° Caracters 71
N° Escriptors train 533  Amplaria m. 123 87
N° Mostres 73837 Altura m. 65 31

N° Mostres train 59157 Aspect Ratiom. 0:81 0:76
N° Paraules 1117




Capitol 4

Experimentacio

4.1 Introduccid

L'experimentacio que presentem en aquest capitol I'hetitzada amb tres objectius
en ment. Primer de tot obtenir resultats amb la tasca de lparamb els dos models
presentats en la secci6 2.3. Segon, fer una exploracié dmptnes, metodes de preprocés
i estratégies d'entrenament, que poden donar-mos una @eamportament per a altres
tasques, sobretot les relacionades amb el corpus IAM. Imealt, fer una comparacio
dels dos models presentats en 2.3.

L'experimentacio s'ha realitzat sobre la particio, delsoipus de paraules, presentada
en la seccié 3.3. Amb HMM lineals pot océrrer, tant en entnegat com en test, que ens
trobem amb sequencies d'observacions que son massa certaser generades per un
HMM. Aguest problema I'hem solucionat modi cant I'extracécde caracteristiques per
a qué s'exigisca una llargaria minima de seqiiéncia. En ledrasod'entrenament, la
llargaria minima per a cada sequéncia €s el nombre d'esthtaatiel virtual associat a
la paraula de la mostra. Per a les mostres de test, la llangénima és el nombre d'estats
del model virtual (associat a una paraula del vocabularh) aranys estats.

Respecte aoftwareemprat, per al preprocés, i per a l'extraccié de caracigquiss del
modul PRHLT (2.3.1), s'han emprat ferramentes internegdg) PRHLT. Per als HMM
amb mixtures de gaussianes als estats hem empaftelareHTK [28]. | nalment per
als HMMs amb mixtures de Bernoulli hem utilitzat saftwarepropi.

Hem organitzat I'experimentacio de la segiient manera. éyisobre un sistema base
sense preprocés, hem estudiat I'estrategia d'inicialitzd.2. Una vegada xada l'estra-
tegia d'inicialitzacio, hem fet una exploracié de posssbéen guracions del modul de
preprocés 4.3. Seguidament, sobre el millor sistema, hémdiasel nombre d'estats i
components per estat dels HMMs 4.4. Finalmer@elmmar Scale Factarun estudi del
nombre d'iteracions ha sigut realitzat en 4.5 i 4.6. Totsstgiestudis s'han fet de forma
parallela per als dos moduls de reconeixement presentats.

31
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4.2 Inicialitzacio

El sistema base amb el que comencem no té preproces, i tbtMdls tenend estats
i una Unica component per estat. Estudiem dos alternateres fa inicialitzacio.

La primera alternativa consisteix en inicialitzar tots ef¢ats amb els mateixos para-
metres. Estos parametres, mitges i matrius de covariangauwssianes o probabilitats
d'emissio en bernoullis, s'han calculat préviament a paleitotes les observacions de la
particio d'entrenament, per maxima versemblanca. Lesghiitats de transicio s'inici-
alitzen a0:4 les de transitar al seglient estat,(:@les de transitar al mateix estat.

La segona alternativa consisteix en utilitzar el modelesrdt @ iteracions) que hem
inicialitzat com abans, i realitzar segmentacio forcadaresdées mostres d'entrenament.
Com per a cada mostra d'entrenament es coneix el model Miptied'accepta, encara que
el model no siga massa bo es poden obtenir segmentacionsges. Una vegada tenim
les mostres segmentades en caracters, cada HMM s'ingeighiimer uniformement i
després s'entrena a Vaterbi. Cada HMM s'ha entrenat ns convergéncia 0 un maxim
de 20iteracions. Quan l'increment relatiu de la logversembéang supera €):0001es
considera que ha convergit.

En els dos casos l'entrenament ha consistiddteracions deBaum-Welch En la
Taula 4.1 es poden veure els resultats per a les dos ireaialiins. S'observa que la
segona alternativa obté millors resultats pero no hi ha varadjferéncia.

Taula 4.1: Error (en percentatge) de classi cacio, sensprpcésg estats il component
per estat amb les dos alternatives d'inicialitzacié preges. Tots els estats amb els
mateixos parametres (Al). Segmentacié de les mostresdieditzacio a laViterbi (A2).

PRHLT Bern. HMM
Al 8192 7399
A2 8191 73:56

4.3 Preprocés

En la seccio 2.2 proposavem un preproces que es dividia sutemoduls, i per a
cada submoduls es plantejaven diverses alternatives. l@stgseccio estudiem les di-
verses alternatives incloent I'abséencia de tots o partagismoduls. Idealment es deurien
de provar totes les possibles combinacions, perd com el red'dxperiments seria mas-
sa gran, hem relaxat I'experimentacio estudiant cada sdbhpeer separat. Primer hem
realitzat un estudi de la correccié dgant després del submodul de normalitzacio de
I'escala de grisos i nalment del de normalitzacio de la glama.
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4.3.1 Correccio delslant

Partint del sistema base de 4.2, i utilitzant la iniciakiidegper segmentacio i reinici-
alitzacié a laViterbi, hem provat a afegir el modul de correccio dintamb els tres
metodes vists en 2.2.2: IDIAP, longitud contorn i desviaduica. En la Taula 4.2 es
mostren els resultats per als tres metodes i sense modylreSia que la correccio del
slantté un impacte signi catiu en I'error, especialment amb lesnoullis. Entre els tres
meétodes de correccié la diferéncia és discreta perd pawavidnar millor la desviacio
tipica.

Taula 4.2: Error (en percentatge) de classi cacio, per albra sistemes de la Taula 4.1
amb quatre possibles metodes de correcciGldalt sense correccio, metode IDIAP, per
longitud del contorn i maxima desviacio tipica.

PRHLT Bern. HMM

- 8191 7356
IDIAP 79.87 6273
L. Contorn 7958 6230
D. Tipica  79:04 61:78

4.3.2 Normalitzacio de I'escala de grisos

En 2.2.1 proposavem dos alternatives per al submodul deatitzecio de I'escala
de grisos: normalitzacié del contrast i binaritza€itsu En aquest apartat estudiem les
dos alternatives, contrastant-les amb la no normalitz&igexperiments s'han realitzat
sobre el sistema de l'apartat anterior que millors ressihatobtingut, aco és, el submo-
dul de correccio deslant mitjangant desviacio tipica. La normalitzacio del cortttzes
consistit realment en dos normalitzacions concatenadefa firimera eb% dels pixels
més obscurs s'han fet negres, iF@%odels pixels més clars s'han fet blancs. En la segona
s'’han establert llindars inferior i superior, concretatiEs0per a negre 200per a blanc.
Tots aquestos valors s'han extret de forma empirica, i @hsahprar normalment sobre
tasques relacionades amb el corpus IAM. En la taula 4.3 espaelire els resultats. En
el cas del modul PRHLT hi ha una millora de cagiunts, i el millor resultat s'obté amb
normalitzacio del contrast. En el cas del modul BernoulliMN& millora no aplega al
punt, i s'obté amb binaritzacid, de fet amb normalitzaci@detrast el resultat empitjora.
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Taula 4.3: Error (en percentatge) de classi cacio, per albra sistemes de la Taula 4.2
amb tres possibles metodes de normalitzacio de I'escalaisiesg sense normalitzacio,
binaritzaciéOtsui normalitzacio del contrast.

PRHLT Bern. HMM

- 79:.04 6178
Bi. Otsu 76.38 60:90
N. Contrast 76:34 6243

4.3.3 Normalitzacio de la grandaria

Sobre els millors sistemes de l'apartat anterior, estu@iemodul de normalitzacié de
la grandaria. L'estudi s'ha dividit en dos parts, primerasitprovat els diferents meétodes
per al calcul de la grandaria de la zona central, citats eB.2.2s grandaries per ala zona
d'ascendents i descendents ha sigut la que tenia la fertarpendefecte, que &9%de
la zona central per a ascendeniSoper a descendents. En la Taula 4.4 es poden veure
els resultats.

Taula 4.4: Error (en percentatge) de classi cacié, per alorm sistemes de la Taula 4.3
amb 6 possibles métodes per al calcul de la grandaria de &acaoniral: altura maxima,
segon maxim, mitja, mitja ponderada, mitja ponderada més icmoda amb context.
Amb 30%grandaria ascendentd5%descendents.és sense normalitzar grandaria.

PRHLT Bern. HMM

- 76:34 6090

Max. 66:17 4764

2 Max. 66.16 4770
Mitja 66:14 4755

Mit. Ponderada 62:96 46:64
Mit. Pon. +5 66.12 4768
Moda Context  62:96 4710

Els resultats mostren una gran millora al normalitzar landéaia. Els dos metodes
que millor han resultat sén la mitja ponderada i la moda aniext, un poc millor
la mitja. Després s'ha fet un estudi sobre la grandaria detsralents i descendents,
provant per a diversos percentatges i xant l'altura iguat p descendents i ascendents.
El metode elegit per al calcul de I'altura central ha sigunifja ponderada. El resultats
estan recollits en la Taula 4.5.
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Taula 4.5: Error (en percentatge) de classi cacié, per alor sistemes de la Taula 4.4
i diverses grandaries (en percentatge de la grandaria d@déacentral) per a ascendents i
descendents. '-' é80%grandaria ascendent& 5%descendents.

PRHLT Bern. HMM
- 62:96 46:64

5% 67472 5255
10% 6515 4879
20% 6378 4686
30% 6335 4800
40% 6772 4954

Com era d'esperar els valors per defecte de la ferramentmebtels millors resultats,
s'entén que hi ha hagut un estudi previ per a seleccionarbastotes maneres podem
observar en els altres resultats, que al voltan@&bés com millor va, i que si augmenta
o disminueix la grandaria empitjoren poc a poc.

4.4 Nombre d'estats i nombre de components

Partint dels sistemes amb el millor preprocés i iniciatitéaestudiem el nombre d'es-
tats i de components per estat. Per al nombre de componenencarem amb models
d'una component per estat, i en cada experiment doblareonabre de components ns
aplegar &4 components per estat. La inicialitzacié dels models d'wramonent es re-
alitza com s'ha vist abans. Mentres que, elZtecomponents s'inicialitza a partir del
model entrenat d& components de la seglient manera: per a cada estat del model es
selecciona la component amb major probabilitat. La compbseleccionada s'elimina
i s'afegeixen dos noves components que son el resultat teglanar la component eli-
minada. La probabilitat d'aquestes noves components éstéd del de la component
eliminada. En el cas de gaussianes la distorsio és @@ de la desviacio tipica a les
mitges, en el cas de les bernoullis uf:05a les probabilitats d'emissio. Aquest procés
es repeteix ns obtenir el nombre de components desitjat.

Per al nombre d'estats estudiarem dos estrategies, queligieen en les seglients
seccions: nombre d'estats xe i variable. En els dos cadwasfet conjuntament els dos
estudis, enfrontant el nombre d'estats contra el nombredgonents per estat.

4.4.1 Nombre d'estats xe

Aquesta estrategia consisteix en que tots els HMMs tenematirmnombre d'estats.
Hem provat per d4; 6;8; 10; 12g estats. Els resultats per al modul del PRHLT i per al
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Bernoulli HMM, es poden veure respectivament en les Figdres$4.2.
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Figura 4.1: Error (en percentatge) de classi cacio fronbembre d'estats per HMM, per a

diferent nombre de components per ektéResultats amb el millor sistema amb el modul
PRHLT de la Taula 4.4.
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Figura 4.2: Error (en percentatge) de classi cacio fronbembre d'estats per HMM, per a
diferent nombre de components per ektdResultats amb el millor sistema amb el modul
Bernoulli HMM de la Taula 4.4.

El millor resultat per al modul PRHLT és W80:3% amb 8 estats i64 components.
Per al modul Bernoulli HMM el millor resultat és uB27% amb 8 estats i64 compo-
nents. Queda patent que I'error disminueix directamenp@r@onal amb el nombre de
components. Si bé és cert que amb el PRHLT hi ha un marge deajue el Bernoulli
HMM pareix no tindre ja. El nombre d'estats que millor funtéoesta al voltant d&-10.
El millor funcionament de Bernoulli HMM amb nombre d'estat®s elevats tal volta
siga degut a sequéncies mes llargues. Resulta curids comrmardmmponent Bernoulli
HMM obté errors per davall d&l0%i PRHLT no aplega ab5% i que al nal siga aquest
el que millor resultat obté.

4.4.2 Nombre d'estats variable

En aquesta estratégia no tots els HMMs tenen el mateix nod'éstats. El nombre
d'estats dels HMMs es calculen a partir de la longitud de éegia d'observacio mitja
associada a cada HMM, i d'un factor de carréggue xem per a tot el model. El factor
de carrega indica cada estat quants vectors emet en termpenigxkemple, un factor de
carrega dé = 0:5, vol dir que en terme mig cada estat emet dos vectors. Pepma
cada HMM el nombre d'estats es calcula com el factor de campeg la longitud mitja de
les observacions associades a aqueix HMM.
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Amb un HMM segmentat apareix un problema, i és que els HMMst@m&mbols
(caracters), mentres que les mostres son sequéncies das(pdraules). Resulta doncs
impossible calcular la llargaria de sequencia mitja d'utedainat caracter. Per resoldre
aquest problema el que fem és crear un model inicial on tetsiBIMs tenen8 estats,
menys els d'alguns signes de puntuacio que hem xdtestats. Amb aquest model
entrenat realitzem una segmentacio forcada sobre el dafigmtrenament, segmentant-
lo en caracters. Amb els segments calculem la llargaria gééseia mitja per a cada
HMM.

Hem provat diferents factors de carrega. Per al modul PRH4 Tesultats es poden
veure en la Figura 4.3, per al Bernoulli HMM es poden veureadfigura 4.4.
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Figura 4.3: Error (en percentatge) de classi cacio froracidr de carregh, per a diferent
nombre de components per edtaResultats amb el millor sistema amb el modul PRHLT
de la Taula 4.4.
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Figura 4.4: Error (en percentatge) de classi cacié fronaetdr de carregh, per a dife-
rent nombre de components per estatResultats amb el millor sistema amb el modul
Bernoulli HMM de la Taula 4.4.

El millor resultat per al modul PRHLT és W29:2% amb factor de carrega4 i 64
components. Amb el modul Bernoulli HMM el millor resultat Beyut un325% amb
factor de carreg@:4 i 64 components. Amb Bernoulli HMM el factd:.3 és comporta
practicament igual d&:4. El comportament és igual al vist amb nombre d'estats xes, p
tant les conclusions sén les mateixes. Es pot veure unaHaungillora respecte a nombre
d'estats xe, en el cas de les bernoullis aquesta millorarastgcament insigni cant.

4.5 Grammar Scale Factor

El Grammar Scale Factoés un parametre que modi ca I'expressio de reconeixe-
ment (1.13) de la seglent manera:

Y
y argmaxp(y) = max P(Xic); 2o 5% Sicys =255 Sia)s St Hy Seo1):
y So0;S1;::5SL ;ST ¢
(4.1)
Aquest factor s'utilitzava ja amb exit en el reconeixemenbenatic de la parla. No conei-
xem una explicacié formal de les bondats @ehmmar Scale FactorPero intuitivament,
degut a la llargaria de les sequéncies d'observacions, @daguobservacions son vectors
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multidimensionals, les probabilitats solen ser molt bsie comparacié amb les probabi-
litats a priori de cada paraula. A¢o provoca que durant @meixement les probabilitats
a priori siguen ignorades. El que fa ®@ammar Scale Factoés donar importancia a
aquestes probabilitats.

En la Figura 4.5 podem observar resultats per als millotsrsiss de la seccio anterior.
Tant en el modul PRHLT com el Bernoulli HMM s'aprecia una i, encara que amb
PRHLT un poc més pronunciada. Amb PRHLT s'aplega a26@% i amb Bernoulli
HMM a un29:9%. No obstant s'aprecia com els valors @Ggammar Scale Factaactuen
de manera molt diferent en cada sistema.
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Figura 4.5: Error (en percentatge) de classi cacio froir@mmar Scale Factor Re-
sultats del modul PRHLT amb el millor sistema de la Figura &@sultats del modul
Bernoulli HMM amb el millor sistema de la Figura 4.4.

4.6 Nombre d'iteracions

Sobres els millors sistemes de la secci6 anterior, hentzatiin estudi de I'error de
classi cacio en test front al nombre d'iteracions d'entaement (en inicialitzacié semp#e
iteracions). En la Figura 4.6 es poden veure els resultaig & modul Bernoulli HMM a
partir de la iteracid® comenca a sobreentrenar-se. El millor resultat obtinglnt aguest
modul continua sent ug9:9% amb 4 iteracions. En el cas del modul PRHLT I'error
continua baixant ns la iteraci8 on s'estabilitza. AqQuest modul aconsegueix baixar unes
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décimes l'error ns aplegar a uR5.0%. En qualsevol cas queda patent que fer mé4 de
iteracions no compensa.

31 T T T T T T

" Bernoulli HM
PRH

30-W-

29 | E

28 - E

Error %

27 | .

Ll a. .

25 T |- oo -

1 2 3 4 5 6 7 8 9 10
N° lteracions

Figura 4.6: Error (en percentatge) de classi cacié fronbanbre d'iteracions d'entrena-
ment. Resultats amb els millors sistemes de la Figura 4.5

Tractant-se de I'Gltim estudi incloem matrius de confusimdbales deu parelles de
paraules amb més errades. En la Taula 4.6 la matriu de cérgasial modul PRHLT, i
en la Taula 4.7 la matriu de confusio per al modul BernoulliMM

Podem observar com els dos sistemes tendeixen a fallar emalesxes parelles de
paraules, si bé és cert, en algunes parelles el modul PRHIdlIso més que el Bernoulli
HMM, i a l'inrevés. Aixi, per exemple, en la parella,[] el modul PRHLT come#0
errades i el Bernoulli HMM sol®. De forma analoga pero a l'inrevés ocorre amb la
parella fo,hg], i més exagerat amhd,is]. La parella amb la que més errades cometen
els dos moduls és,]], que per una altra banda és un error comprensible. Es petvars
com els signes de puntuacié es solen confondre prou. Enajdasrerrades son prou
raonables, son errades entre paraules semblaisfgn,an], [is,in], [Hethg, etc. Trobem
també algunes paralles que costa un poc d'entendre, peralapa®ys continuen tenint
més o menys la mateixa amplaria, com ho sdn;bjj], [to,ig], [to,l], i poques més. |
com no, hi han unes poques parelles que sorprén que es caefora destacag]'] i
[1,.]. Aixii tot, les errades en la parelld, ] son raonables si tenim en compte com es
proporcionen les mostres. Donat que les paraules en elsegtan aillades en una caixa
de minima inclusio, tota informacio de grandaria respeataes paraules es perd. A més,
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Taula 4.6: Matriu de confusié per al millor resultat del mbERHLT, amb les deu pare-
lles de paraules amb més errades. A I'esquerra parauleadexes, dalt paraules recone-

gudes.
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Taula 4.7: Matriu de confusio per al millor resultat del mbBarnoulli HMM, amb les
deu parelles de paraules amb més errades. A I'esquerrdgmvandaderes, dalt paraules

reconegudes.
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en una paraula d'una Unica lletra és molt complicat deteangnaquesta té ascendents i/o
descendents. Per tant, moltes vegades és impossiblendifareana coma aillada d'uria
De fet a¢od també explicaria I'elevada confusio entre |'apais la coma.
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Conclusions I treball futur

Hem presentat els HMMs segmentats amb mixtures de Berratsilistats, extensio
dels HMM amb bernoullis als estats, que ja vam presentar ereball anterior. Sobre el
subcorpus de paraules de I'|AM hem realitzat una experia@aiprou detallada amb els
HMMs amb mixtures de Bernoulli, comparant-los sempre amitMs amb mixtures
de gaussianes amb les caracteristiques que es venen eatgramt PRHLT. Malgrat que
actualment el corpus IAM és un corpus referencia en RTM, i@himolts resultats en la
literatura amb el subcorpus de paraules. En aqueix aspati&s dels resultats de la nova
proposta, hem presentat resultats detallats amb el sistehgaup. A més hem descrit
el protocol d'experimentacio emprat, per a que puga seinf@cit reproduit. Aco pot ser
molt util per a provar nous models basats en HMM, ja que leslasions son facilment
exportables al reconeixement de frases, sense els indent®de la in uencia del model
de llenguatge, i els costos excessius dels experimentsrasesf

El comportament de les bernoullis s'ha estudiat exploreant quantitat de parametres
I amb diferents con guracions del sistema. Hem partit d'istesma senzill amb HMMs
de8 estats i una component sense ningun tipus de preprocésiéddsgm anant millorant
el sistema provant el comportament amb diferents modulsefgqcés. | nalment hem
realitzat estudis de nombre de components, nombre d'e§€assnmar Scale Factor
nombre d'iteracions. Al principi de I'experimentacio elsa@s eren altissims, al voltant
del80% i al nal hem estat treballant en errors al voltant 88P4 Un error al voltant del
30%¢és un error alt, que denota la complexitat de la tasca que faetat La baixada de
50 punts s'ha degut principalment al preprocés i a I'augmehhdmbre de components.
Aquest error €40 punts superior al reportat en [6]. No obstant la comparaciésdel
tot justa, ja que tal i com s'explica en [5], el preproceés ligpen al corpus de linies i
després segmenten les linies en paraules. El principatagarde fer-ho aixi resideix a
I'hora de la normalitzacié de la grandaria. Per exemple, ambigne de puntuacio o una
a aillada, és molt més complex normalitzar la grandaria qoées disposa de la caixa
minima d'inclusié del caracter que quan el caracter en giesttroba inserit dins d'una
linia de text, on el context ens aporta informacio sobre ¢ssgons | grandaries relatives
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entre caracters. En qualsevol cas2086€és un error alt que torna a car en evidencia la
complexitat de la tasca.

Respecte a la comparativa de les bernoullis amb el sisteingrgle PRHLT, amb
el del grup s'ha aplegat a obtenir un error @&8l0%, i amb les bernoullis de29:9%.
AcO és una diferéncia depunts, que tenint en compte I'elevat error no suposa una gran
diferencia. Destacar com a dada curiosa, que amb una comtgamereestat amb bernoullis
s'obtenien errors d'aproximadamet punts menys que amb gaussianes. La diferencia
de sols5 punts i I'impacte del preprocés, convida a continuar en siguiénia de treball,
estenent les mixtures de Bernoulli a mixtures de Bernauliiiants a transformacions.
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