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RESUMEN

La segmentacién nuclear en imagenes histoldgicas puede permitir la extraccion de caracteristicas
de alta calidad para morfometria nuclear y demas andlisis en patologia computacional. Un algoritmo
que segmente con precisién los nucleos en bases de datos que abarquen una gran variedad de
pacientes, érganos y estados de cdncer puede contribuir significativamente al desarrollo de software
de investigacién clinica y médica. Esto es debido a que una vez segmentados de forma precisa los
nucleos, se pueden extraer caracteristicas morfométricas y de apariencia nucleares, como la densidad,
la relacién nucleo-citoplasma, el tamafio promedio y el pleomorfismo. Dichos rasgos pueden
emplearse tanto en la identificacién de los distintos grados de cancer como en la prediccion de la
efectividad de un determinado tratamiento.

Palabras clave: cancer, nucleos, imagen histoldgica, red neuronal, inteligencia artificial, deep
learning, convolucidn, UNet, ResNet, All
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RESUM

La segmentacié nuclear en imatges histologiques permet extreure caracteristiques d'alta qualitat
per morfometria nuclear i altres analisis en patologia computacional. Un algoritme que segmente amb
precisid els nuclis de les imatges de la nostra base de dades, feta a partir d'una gran varietat de
pacients, organs i estats de cancer, pot contribuir significativament al desenvolupament de programari
de recerca clinica i médica. Aixo és degut al fet que la segmentacié precisa dels nuclis permet extreure
caracteristiques morfomeétriques i d'aparenca nuclears, com la densitat, la relacié nucli-citoplasma, la
grandaria mitjana i el pleomorfisme. Aquests trets poden emprar-se tant en la identificacié dels
diferents graus de cancer com en la prediccioé de I'eficacia d'un determinat tractament.

Paraules clau: cancer, nuclis, imatge histologica, xarxa neuronal, intel-ligéncia artificial, deep
learning, convolucid, UNet, ResNet, All
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ABSTRACT

Nuclear segmentation in histological images can allow the extraction of high-quality characteristics
for nuclear morphometry and other analyses in computational pathology. An algorithm that precisely
segments the nuclei of the images in our database, made from a wide variety of patients, organs and
cancer states, can contribute significantly to the development of clinical and medical research
software. This is because once the nuclei are precisely segmented, nuclear morphometric and
appearance characteristics can be extracted, such as density, nucleus-cytoplasm ratio, average size
and pleomorphism. These traits can be used both in the identification of the different degrees of
cancer and in the effectiveness's prediction of a certain treatment.

Keywords: cancer, nuclei, histological image, neural network, artificial intelligence, deep learning,
convolution, UNet, ResNet, AJl
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CAPITULO 1

1. INTRODUCCION

El siguiente proyecto pretende abordar como la inteligencia artificial se puede aplicar a la histologia
y ver los alcances a los que se puede llegar en la ayuda al diagndstico histopatoldgico.

La histologia ha sido una herramienta importante en el diagndstico y prondstico del cancer durante
mas de un siglo. Los patdlogos anatdmicos evallan las caracteristicas histoldgicas, como la atipia
nuclear, la actividad mitdtica, la densidad celular y la arquitectura tisular, incorporando detalles
citoldgicos y patrones de orden superior para clasificar las lesiones. Aunque el prondstico se basa cada
vez mas en biomarcadores gendmicos que miden alteraciones genéticas, expresién genética y
modificaciones epigenéticas, la histologia sigue siendo una herramienta importante para predecir el
curso futuro de la enfermedad de un paciente.

Por su parte, los sensores fotograficos han ido avanzando hasta el punto de poder obtener
imagenes digitalizadas de muestras micrométricas con una magnifica resolucidn. Estas imagenes se
pueden tratar con el fin de extraer caracteristicas y patrones que los patélogos analizan en sus
laboratorios. Las muestras histologicas digitalizadas es el punto de inicio de este trabajo de fin de
grado.

A continuacién, se va a detallar a grandes rasgos, qué es el cancer, la histologia y las tinciones
histoldgicas, haciendo hincapié en la hematoxilina & eosina, dado que es la mas ampliamente usada y
con la que se ha tratado en el proyecto. Ademas de una breve introduccion a la inteligencia artificial.
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1.1. Elcancer

a) Definicion del cancer

La Organizacion Mundial de la Salud (OMS) define el cancer como “proceso de crecimiento y
diseminacion incontrolados de células” [1]. Es decir, es un crecimiento anormal de células que se
caracteriza por alterar la expresién de multiples genes. Esto conduce a la desregulacidn del programa
celular normal para su division y diferenciacidon. Un desequilibrio en la replicacion y la muerte celular
favorece el crecimiento de una poblacién de células tumorales. En Ultima instancia, esta poblacién de
células es capaz de invadir otros tejidos y hacer metastasis en localizaciones alejadas al foco de
crecimiento [2].

b) Descripcion del cancer

Las principales caracteristicas de un tumor maligno son su capacidad de propagarse a los ganglios
linfaticos y metastatizar a 6rganos distantes en el cuerpo, cosa que no ocurre en los tumores benignos

[1], [2].

Clinicamente, el cancer se asemeja a muchas enfermedades diferentes con diversas caracteristicas
fenotipicas. A medida que progresa el crecimiento cancerigeno, la deriva genética en la poblacion
celular produce heterogeneidad, es decir, el genoma va degenerando. Esto complica su reparacién y
da lugar a poblaciones cada vez mas diferentes a las progenitoras. Concretamente, estos cambios
afectan a caracteristicas como la antigenicidad celular, invasividad, potencial metastatico, tasa de
proliferacién celular, estado de diferenciacidn y respuesta a agentes quimioterapéuticos.

A nivel molecular, todos los canceres comparten algunos rasgos, lo que sugiere que las lesiones
bioquimicas definitivas que conducen a la transformacion y progresién malignas pueden producirse
mediante un patréon comun, pero no idéntico en las alteraciones de la lectura del gen [2].

En general, los tumores malignos causan una morbilidad significativa y seran letales para el
huésped si no se tratan. Las excepciones a esto parecen ser los canceres latentes e indolentes que
pueden permanecer clinicamente indetectables (o in situ), lo que permite al huésped tener una
esperanza de vida estandar [3].

c) Datos estadisticos

En 2017, se estima que 9.6 millones de personas murieron a causa de varias formas de cancer. El
Instituto de Métricas y Evaluacion de la Salud (IHME) establecié unos margenes de error relativamente
pequefios en torno a esta cifra global. Las estimaciones inferiores y superiores se extienden de 9.2 a
9.7 millones [4].

El cancer es una de las principales causas de morbilidad y mortalidad en el mundo. En general, la
prevalencia de cancer ha aumentado. En Europa se detectan mas de 3.7 millones de casos de cancer
nuevos y causa 1.9 millones de muertes cada afio, y aunque mas del 40% de las muertes por cancer se
pueden prevenir, el cdncer representa el 20% de las muertes en Europa.

En escala global, el cancer representd 8.2 millones de muertes (alrededor del 13% del total) en
2012. En Figura 1.1 se puede observar la cantidad de personas diagnosticadas con cancer en 2017 por
paises.
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Number of people with cancer, 2017
Total number of people suffering from any type of cancer at a given time. This is measured across both sexes, and
all ages

No data 0 10,000 50,000 100,000 500,000 1 million 1.5 million 2 million 4 million >8 million
" N |

Source: IHME, Global Burden of Disease CCBY

Figura 1.1. Numero de personas con cdncer [4]
d) Ocurrencia

A pesar de compartir algunos rasgos unos con otros tipos, el cancer es una enfermedad con gran
variedad a nivel tisular, lo que supone un gran desafio para su diagndstico especifico y la eficacia del
tratamiento. En los hombres, la mayor ocurrencia es el cancer de préstata, seguido del de los pulmones
y los bronquios, el colon y el recto y la vejiga urinaria. En las mujeres, la prevalencia de cancer es mas
alta en los senos, pulmones y bronquios, colon y recto, cuerpo uterino y tiroides. En la Figura 1.2 se
puede ver la cantidad de enfermos de cada tipo de cancer en el 2017.

Number of people with cancer by type, World, 2017
Total number of people suffering from cancer at any given time, differentiated by cancer type. This is measured
across both sexes and all ages.

Breast cancer 16.7 million
Fraie cuncs Y © > 1A
Colon & rectum cancer 9.35 miillion

Cervical cancer _ 3.66 million

Tracheal, bronchus, and lung cancer _ 3.34 million

Uterine cancer _ 3.08 million

Stomach cancer _ 2.82 million
Bladder cancer _ 2.63 million
Non-melanoma skin cancer _ 2.54 million

Kidney cancer - 2.18 million

Thyroid cancer 2.14 million
Brain & nervous system cancer O 1.71 million
Lip & oral cancer 1.63 million
Ovarian cancer 1.35 million
Larynx cancer 1.09 million

Esophageal cancer 806,327
Liver cancer 803,401
Testicular cancer 577,984
Nasopharynx cancer 508,694
Pancreatic cancer 380,582
Gallbladder & biliary tract cancer 235,886

0 2 million 6 million 10 million 16 million
Source: IHME, Global Burden of Disease CCBY

Figura 1.2. Numero de personas por tipo de cdncer en el mundo, 2017 [4]
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Estos datos indican que el cancer de prdstata y de mama constituyen una parte importante del
cancer en hombres y mujeres, respectivamente. En nifos, los tipos mas altos de enfermedad por
cancer son el cancer de la sangre y los canceres relacionados con el cerebro y los ganglios linfaticos.

En resumen, el cancer se produce por una serie de mutaciones sucesivas en los genes, las cuales
cambian las funciones celulares. Los compuestos quimicos tienen un papel importante en la formacién
de mutaciones genéticas y células cancerosas. Ademas, habitos como fumar involucran varios
compuestos quimicos cancerigenos que acaban en los pulmones y pueden ayudar a que se produzcan
estas mutaciones genéticas [4].

1.2. Histologia

La histologia es el estudio de la microanatomia de células, tejidos y organos a través de un
microscopio.

Hay muchas razones para examinar las células y tejidos humanos bajo el microscopio. La
investigacion médica y bioldgica se basa en el conocimiento de la estructura y funciones normales de
las células, tejidos, drganos y estructuras que componen el cuerpo humano. En un sujeto sano las
células y otros elementos del tejido estan dispuestos en patrones regulares reconocibles. Los cambios
inducidos por una amplia gama de influencias quimicas y fisicas se reflejan por alteraciones en la
estructura a nivel microscdpico. Muchas enfermedades se caracterizan por anormalidades
estructurales y quimicas tipicas que difieren del estado normal. Identificar estos cambios y vincularlos
con enfermedades particulares es la base de |a histopatologia y la citopatologia [5].

Por tanto, saber cémo se ve un tejido y cdmo funciona en condiciones normales es importante
para poder reconocer el cancer y nos puede ayudar a determinar cdmo tratarlo y si el tratamiento ha
funcionado.

1.2.1. Preparacion de la muestra histoldgica

En primer lugar, debemos tener en cuenta que existen muchas formas diferentes de microscopia.
La que se emplea con mayor frecuencia es la microscopia de "campo claro", donde la muestra se
ilumina con un haz de luz que la atraviesa (a diferencia de un haz de electrones como en la microscopia
electrénica). Los requisitos generales para que un espécimen sea examinado con éxito usando
microscopia de campo claro son:

e Llascélulasy el resto de los elementos que se encuentren en la muestra se deben conservar
en un estado realista, a este proceso se llama “fijacién”.

e La muestra no puede ser opaca, ya que la luz tiene que pasar a través de ella.

e El espécimen debe ser delgado y plano, de modo que solo esté presente una sola capa de
células.

e La mayoria de las células son incoloras, por lo que las secciones histolégicas deben tefiirse
de alguna manera para que las células sean visibles.

Debido a los requisitos de microscopia, las opciones para preparar muestras se limitan a:
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Monturas enteras, donde todo el organismo o estructura es lo suficientemente pequefo
o delgado como para colocarlo directamente en un portaobjetos de microscopio (por
ejemplo, un pequeiio organismo unicelular o multicelular o una membrana que se puede
estirar finamente sobre un portaobjetos).

Preparaciones de "aplastar", donde las células se aplastan intencionalmente en un
portaobjetos para revelar su contenido.

Frotis, donde el espécimen consiste en células suspendidas en un liquido (por ejemplo,
sangre, semen, liquido cefalorraquideo o un cultivo de microorganismos), o donde las
células individuales se han raspado, cepillado o aspirado (succionado) desde una superficie
o desde el interior de un érgano (citologia exfoliativa). Los frotis son la base de la conocida
"prueba de Papanicolaou" que se utiliza para detectar el cancer de cuello uterino en las
mujeres.

Secciones, donde las muestras son compatibles de alguna manera para que se puedan
cortar rodajas muy finas, montarlas en portaobjetos y tefirlas. Las secciones se preparan
usando un instrumento llamado "microtomo".

Los frotis proporcionan detalles sobre las células individuales y los niUmeros relativos de células,

pero se pierden las relaciones estructurales. Por su parte, las secciones conservan las relaciones

estructurales entre las células individuales y los componentes extracelulares. El examen microscdpico

de las secciones por un patélogo forma la piedra angular del diagnéstico de cancer.

Preparacion de la seccion

La mayor parte del tejido fresco es muy delicado, se distorsiona y dafia facilmente y, por lo tanto,

es imposible preparar secciones delgadas (rebanadas) a menos que se sostenga de alguna manera

mientras se corta.

En general, hay dos tipos de estrategias a seguir:

1.

Congelacion: El tejido puede congelarse y mantenerse congelado mientras las secciones
se cortan usando un microtomo de criostato (un microtomo en una cdmara de
congelaciéon). Estas muestras se llaman "secciones congeladas". Tienen la ventaja de
poderse preparar muy rdpidamente y, por lo tanto, se usan cuando se requiere un
diagndstico intraoperatorio para guiar un procedimiento quirurgico o cuando se debe
evitar cualquier tipo de interferencia con la composicién quimica de las células (como en
algunas investigaciones histoquimicas).

Formaldehido y parafina: Alternativamente, las muestras se pueden infiltrar con un
agente liquido que posteriormente se puede convertir en un sélido que tenga las
propiedades fisicas apropiadas y permita cortar secciones delgadas. Se pueden usar
varios agentes para infiltrar y soportar muestras que incluyen resinas epoxi y metacrilato,
aunque las muestras histoldgicas con base de cera de parafina son las mas populares
para la microscopia dptica. Con esto se consigue las llamadas "secciones de parafina"
que se preparan, generalmente, con un microtomo rotativo. En todos los laboratorios de
histopatologia, las secciones de parafina se preparan rutinariamente a partir de casi
todas las muestras y se utilizan en el diagndstico.
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Los siguientes parrafos describen los principales pasos en la preparacion de secciones de parafina.

Estos procesos dictan el disefio y el flujo de trabajo en laboratorios de histopatologia donde se manejan

cientos de muestras todos los dias.

i.

Recepcidn de muestras

Las muestras recibidas para el examen histoldgico pueden provenir de varias fuentes diferentes.

Van desde especimenes muy grandes u drganos completos hasta pequeiios fragmentos de tejido. Por

ejemplo,

Muestras de escisidon (biopsias quirdrgicas), donde se extraen drganos enteros o areas
afectadas durante la operacion.

Muestras de biopsia incisional, donde se extrae tejido para el diagndstico desde un area
afectada.

Biopsias por puncién, donde se utilizan punzones para extraer un pequefio trozo de tejido
sospechoso para su examen (a menudo de la piel).

Biopsias de afeitado, donde pequefios fragmentos de tejido se "afeitan" de una superficie
(generalmente piel).

Curetas, donde el tejido se extrae en pequefios trozos del revestimiento del Utero o el
cuello uterino.

Biopsias centrales, donde se extrae una pequefia muestra de tejido con una aguja especial
a veces a través de la piel (por via percutanea).

Las muestras generalmente se reciben fijadas (en un conservante), pero a veces llegan frescas y

deben repararse de inmediato, como se ve en la Figura 1.3. Antes de que un laboratorio acepte las

muestras, se verificara cuidadosamente la identificacion (etiquetado) y la documentacién adjunta, se

registraran todos los detalles y se iniciara el "seguimiento de muestras". Es vital que las muestras de

pacientes o de investigacion se identifiquen adecuadamente y se minimice el riesgo de inexactitudes.

Figura 1.3. Una muestra fresca no fijada después de la extraccion quirurgica [5].

10
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ji. Fijacion

La fijacidn es un paso crucial en la preparacién de muestras para examen microscopico. Su objetivo
es prevenir la descomposicién y preservar las células y los tejidos en un estado "realista". Lo hace
deteniendo la actividad enzimatica, matando microorganismos y endureciendo la muestra mientras
mantiene suficiente estructura molecular para permitir la aplicacion de métodos de tincion apropiados
(incluidos los que involucran reacciones antigeno-anticuerpo y aquellos que dependen de preservar el
ADN y el ARN). Cuanto antes se inicie la fijacion después de la separacion de una muestra de su
suministro de sangre, mejor sera el resultado. El agente de fijacién mas popular es el formaldehido,
generalmente en forma de una soluciéon tamponada con fosfato (a menudo denominada "formalina"),
que es la que se observa en la Figura 1.4. Idealmente, las muestras deben fijarse por inmersidn en
formalina durante seis a doce horas antes de ser procesadas.

d

Figura 1.4. Espécimen quirtrgico que se fija en formalina y estd listo para la extraccion [5]

jii. Seleccion del corte

La realizacion de los cortes, Figura 1.5, supone un examen cuidadoso y una descripcion del
espécimen que incluirad la apariencia, el nUmero de piezas y sus dimensiones. Los especimenes mas
grandes pueden requerir una diseccién adicional para producir piezas representativas de las areas
apropiadas. Por ejemplo, se pueden tomar multiples muestras de los margenes de escision de un
tumor para asegurar que el tumor se haya eliminado por completo. En el caso de muestras pequeiias,
se puede procesar toda la muestra. Los tejidos seleccionados para el procesamiento se colocaran en
casetes (pequefias cestas perforadas) y los batchs se cargaran en un procesador de tejidos para
procesarlos en cera.

Figura 1.5. espécimen quirurgico de estomago fijado en formalina [5]

11
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iv. Procesamiento

Cuando se procesan grandes batchs de muestras para la preparacion de la seccidn de parafina, se
utilizan instrumentos automatizados llamados "procesadores de tejidos" (Figura 1.6). Estos
instrumentos permiten que las muestras se infiltran con una secuencia de diferentes solventes que
terminan en parafina fundida. Para comenzar, las muestras se encuentran en un entorno acuoso (a
base de agua) y deben pasar a través de multiples cambios de solventes deshidratantes y limpiadores
(tipicamente etanol y xileno) antes de que puedan colocarse en cera fundida (que es hidréfoba e
inmiscible con agua). La duracidn y los detalles del paso del "programa de procesamiento" elegido para
un batch particular de muestras dependerdn de la naturaleza y el tamafio de las muestras. Los tiempos
pueden ser tan cortos como una hora para muestras pequefias o tan largos como doce horas o mas
para muestras grandes. En muchos laboratorios, la mayor parte del procesamiento se lleva a cabo
durante la noche. En la actualidad, existe una presién considerable sobre los laboratorios para que
utilicen procesadores capaces de procesar rapidamente en un esfuerzo por mejorar el flujo de trabajo
y reducir los tiempos de respuesta.

Figura 1.6. Procesador de tejidos que se carga con una canasta de casetes que contienen
muestras de tejidos para su procesamiento [5]

V. Ensamblado

Después del procesamiento, las muestras se colocan en un centro de inclusiéon donde se retiran de
sus casetes y se colocan en moldes rellenos de cera. En esta etapa, las muestras se orientan
cuidadosamente, como se puede ver en la Figura 1.7, esto determinara el plano a través del cual se
cortard la seccién y, en ultima instancia, puede decidir si un 4rea anormal serd visible bajo el
microscopio. El casete en el que se ha procesado el tejido lleva los detalles de identificacién de la
muestra y ahora se coloca en la parte superior del molde y se une mediante la adicién de cera adicional.
Ahora se permite que el "bloque" de la muestra se solidifique en una superficie fria y cuando se
establece el molde se retira. El casete, ahora lleno de cera y formando parte del bloque, Figura 1.8,
proporciona una base estable para sujetar el microtomo. El bloque que contiene la muestra ya esta
listo para cortar secciones.
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Figura 1.7. Colocacidn y orientacion en un molde Figura 1.8. Muestra procesada,
de inclusion en la placa caliente de un centro de incrustada y lista para la preparacion de la
inclusion [5] seccion utilizando un microtomo [5]
Vi. Seccionamiento

Las secciones se cortan en un instrumento de precisién llamado "microtomo" con cuchillas de
acero extremadamente finas, podemos ver el microtomo y los cortes de secciones que genera en la
Figura 1.9. Las secciones de parafina generalmente se cortan con un grosor de 3 a 5 um, asegurando
que solo una sola capa de células forme la seccién (un glébulo rojo tiene un diametro de
aproximadamente 7 um). Una de las ventajas de la cera de parafina como agente de inclusién es que
a medida que se cortan las secciones se pegaran de borde a borde, formando una "cinta" de secciones,
lo cual facilita el manejo.

Las secciones ahora se colocan en agua tibia, Figura 1.10, esto se conoce como un bafio de flotacién
que sirve para aplanarlas y luego se recogen en un portaobjetos de microscopio. Después de un secado
completo, estan listos para la tincidn.

d

Figura 1.10. Seccidn de
parafina flotando en agua tibia y
montaje en un portaobjetos de
microscopio [5]

Figura 1.9. Secciones cortadas de un bloque de
parafina utilizando un microtomo giratorio [5]
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vii. Tincidn
Los cortes de parafina son incoloros ya que muy pocas células tienen color, de modo que es
necesaria una tincion para poder ver las muestras bajo el microscopio dptico.

Las técnicas utilizadas pueden ser inespecificas, tefir una gran cantidad de las células de la misma
forma, o tefiir selectivamente grupos quimicos o moléculas quimicas particulares dentro de las células
o tejidos. La coloracion se hace, generalmente aplicando dos tintes, uno que tifie algunos de los
componentes de las células de un color brillante, junto con una contratincidn que tifie el resto de la
célula de un color diferente [6].

Se pueden distinguir dos componentes importantes en los colorantes: el cromdgeno, que aporta
color y el auxocromo, que posibilita la uniéon a elementos del tejido. El croméforo es la organizacidn
molecular del cromégeno y es la responsable de absorber un espectro determinado de longitudes de
onda. El auxocromo que se une al cromégeno puede influir en su coloracidon, muchos colorantes tienen
mas de un grupo auxocromico.

El auxocromo puede ser un grupo ionizable, es decir, un grupo que reacciona de manera covalente
con iones metalicos, o puede reaccionar covalentemente con el sustrato que en este caso es el tejido.
Los colorantes suelen ser hidrosolubles, aunque hay colorantes que carecen de grupos ionizables y
sirven para tefir sustancias grasas.

Segln la naturaleza quimica del cromdforo hay varios tipos de colorantes: nitrosos, ozoicos,
derivados de la antroquinona, derivados de la acridina, derivados de iminas quindnicas, derivados de
diferrilamento y triferrilmetano, derivados del xanteno y derivados de las talocianinas.

Segun la naturaleza quimica del radical auxocromo, los colorantes se clasifican en:

1. Badsicos: son sales en las que la base es, normalmente, una amina, que aporta el color,
mientras que la parte acida es incolora. Es decir, son colorantes catidnicos. Esta atraccién
por las sustancias 4cidas del tejido hace que tifian el ADN o ciertos componentes de la
matriz extracelular, como los glicosaminoglicanos. La unidn es por atraccion eléctrica. Asi
que son capaces de marcar el nucleo y el ARN, sobre todo el ARNr presente en los
ribosomas por ser muy abundante, asi como ciertas matrices extracelulares ricas en
componentes acidos. Algunos ejemplos de colorantes basicos son la tionina, safranina,
azul de toluidina, el azul de metileno o la hematoxilina.

2. Acidos: son sales con un anién coloreado y la base incolora. Son derivados de grupos
sulfénicos, carboxilos o hidroxilos fendlicos. Tienen atraccion por sustancias basicas, sobre
todo por estructuras proteicas localizadas en el citoplasma celular y también por el
colageno en la matriz extracelular. La unién es por atraccion eléctrica. Los ejemplos de
colorantes acidos son la fucsina acida, verde rapido, naranja G o la eosina.

14



Capitulo 1: Introduccién

1.2.2. Tincion Hematoxilina & Eosina

El sistema de tincion mas utilizado se llama hemotoxilina & eosina (H&E). Como su nombre indica
este colorante contiene los tintes de la hemotoxilina (basico) y la eosina (acido).

La hematoxilina es un colorante acidéfilo. Se trata de un tinte llamado hemateina y se usa en
combinacidn con los iones de aluminio (Al*}). Se emplea para tefir estructuras acidas, o baséfilas, de
un azul violaceo. En realidad, la hematoxilina no es estrictamente un tinte basico, pero se usa con un
"mordiente" que hace que esta tincidén actle como un tinte basico. Las sales de aluminio se unen al
tejido y la hematoxilina se une al mordiente (sales de aluminio).

La eosina es un colorante acido, esta cargado negativamente. Tifie las estructuras bdsicas, o
aciddfilas, de un color rosado o rojizo. También se conoce como colorante 'eosinéfilo'.

Esto significa que el nucleo y las partes del citoplasma que contienen ARN se tifien de color purpura
y el resto del citoplasma se tifie de color rosa [7].

En la siguiente imagen, Figura 1.11, se puede ver un ejemplo de la tincion H&E con la que se ha
trabajado en este proyecto.

Figura 1.11. Muestra H&E, paciente 16B0008066 HE
5 060220171540 59655 119188

1.2.3. Andlisis de las imdgenes

El patélogo observa a microscopio las muestras histoldgicas con el fin de encontrar patrones que
conduzcan a la determinacion de si la muestra observada tiene cédncer.

La morfologia y tamafio de los nucleos puede ser de ayuda en la identificacién del grado de cancer
que presenta el paciente. Escanear estas muestras histoldgicas y analizar de manera automatica las
imagenes con el fin de segmentar los nucleos puede significar un gran avance en la medicina. Estas
segmentaciones pueden ayudar al patélogo a buscar exactamente en las zonas de la muestra mas
dudosas sin perder tiempo observando toda la muestra.

La segmentacion de los nucleos no resulta sencilla, ya que tienen formas bastante diversas, puede
haber solapamiento de nucleos o pueden tener defectos de tincidn que haga que loa nucleos no sean
tan reconocibles.
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El presente trabajo pretende abordar este problema mediante la realizacién de una red neuronal
convolucional de tipo encoder-decoder. La solucidn que se propone es un modelo predictivo entrenado
con una base de datos dotada de una gran cantidad de imagenes con nlcleos segmentados. La red
neuronal serd capaz de obtener 3 etiquetas diferenciadas que seran interior de nucleo, borde de
nucleo y fondo. Este resultado facilitaria la labor del dia a dia del patdlogo.

1.3. Machine learning, Deep learning e Inteligencia Artificial

En los ultimos afios, han aparecido una serie de términos para describir las nuevas técnicas de
procesamiento de datos. Se trata de términos como aprendizaje automatico (machine learning),
aprendizaje profundo (deep learning) e inteligencia artificial.

Todos estos términos estdn relacionados y pueden superponerse unos a otros. No obstante,
existen diferencias importantes que deben entenderse para comprender cada una de las técnicas. La
forma mas facil de pensar en su relacién es visualizarlos como circulos concéntricos, Figura 1.12. La
idea de inteligencia artificial (IA) fue la primera en surgir, mas tarde aparecieron los conceptos de
aprendizaje automatico y finalmente el aprendizaje profundo, que esta impulsando la explosién de la
IA de hoy en dia.

INTELIGENCIA ARTIFICIAL

Modelos predictivos con la habilidad
de aprender y razonar como los humanos

MACHINE LEARNING

Algoritmos capaces de aprender sin haber
sido explicitamente programados

antidad de datos para
) bstracciones de alt

Figura 1.12. Inteligencia artificial, machine learning y deep learning

1.3.1. Inteligencia Artificial

Como se puede observar en la Figura 1.12, la inteligencia artificial engloba al machine learning (ML)
y al deep learning (DL).

John McCarthy, ampliamente reconocido como uno de los padrinos de la IA, la definié como "la
ciencia e ingenieria de hacer maquinas inteligentes" [8].
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Aungue también es posible encontrar otras definiciones de la inteligencia artificial:

e Rama de las ciencias de la computacion que trata de simular el comportamiento inteligente
en los ordenadores.

e Lacapacidad de una maquina para imitar el comportamiento inteligente del humano.

e Sistema informatico capaz de realizar tareas que normalmente requieren de la inteligencia
humana, tales como la percepcidn visual, el reconocimiento de voz, la toma de decisiones,
y la traduccion entre lenguas.

Hay una gran variedad de maneras de simular la inteligencia humana, y algunos de estos métodos
son mas inteligentes que otros. La IA puede entenderse como una infinidad de instrucciones if — then,
es decir, reglas explicitamente programadas por un humano. Esto podria ser el caso de los asistentes
virtuales que se encuentran en gran parte de las empresas al acceder al apartado de contacto, tanto
al llamar por teléfono, donde se debe especificar con un nimero o una frase al departamento con el
gue nos queremos comunicar, como en los chats virtuales (bots) que se encuentran en las paginas
webs. Por otro lado, se pueden encontrar otros ejemplos de IA, como los asistentes personales:
Cortana, Siri o el asistente de Google son algunos de ellos, y se puede encontrar en la inmensa mayoria
de mdéviles y ordenadores. Hoy en dia, la frase inteligencia artificial, se usa de manera amplia y, en
general, para referirse a cualquier tipo de modelo predictivo de aprendizaje automatico.

La inteligencia artificial se ha ido optimizando para intentar solventar el problema de tener que
programar explicitamente los algoritmos “inteligentes”. Concretamente el ML es un conjunto de
técnicas que permite resolver problemas basados en IA. Pero no se puede olvidar que, ademas del ML
existen otras técnicas como, por ejemplo, las heuristicas para resolver problemas de IA.

1.3.2.  Machine learning

El machine learning, aprendizaje automatico, en su nivel mas basico, se refiere a cualquier tipo de
programa de computacion que pueda ‘aprender’ por si mismo sin tener que ser explicitamente
programado por un humano. Su origen tiene lugar en el articulo seminal de Alan Turing "Computing
Machinery and Intelligence" de 1950, que incluia una seccidn de su famosa "Mdquina de aprendizaje"
que podria engafiar a un ser humano para que crea que es real [9].

Actualmente, el aprendizaje automatico es un término ampliamente utilizado que abarca muchos
tipos de programas. Se puede encontrar en el analisis de big data y la mineria de datos. Encontramos
algoritmos de aprendizaje automatico en los programas predictivos que utilizamos cada dia, incluidos
los filtros de spam, los recomendadores de productos y los detectores de fraude.

A su vez, existen diferencias entre el aprendizaje automatico supervisado y el aprendizaje
automatico no supervisado, asi como con el modelado en conjunto, que utiliza una combinacién de
técnicas de abordaje, y el aprendizaje semi-supervisado, que combina enfoques supervisados y no
supervisados.
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i. Aprendizaje supervisado

El aprendizaje supervisado es aquel en el usuario entrena el modelo predictivo para generar una
respuesta basada en un conjunto de datos conocido y etiquetado. Los algoritmos de clasificacién y
regresion, incluidos los random forest, los arboles de decision y los support vector machine (SVM), se
utilizan cominmente para tareas de aprendizaje supervisadas.

ii. Aprendizaje no supervisado

El aprendizaje automatico no supervisado es aquel en el que los algoritmos generan respuestas
en forma de datos desconocidos y sin etiquetar. Los cientificos de datos cominmente usan técnicas
no supervisadas para descubrir patrones en nuevos conjuntos de datos. Los algoritmos de agrupacion
en clusteres, como K-means, se utilizan a menudo en el aprendizaje automatico no supervisado.

Es posible programar algoritmos de aprendizaje automatico utilizando una variedad de tecnologias
y lenguajes, incluidos Java, MATLAB, Python, Scala y otros. También pueden usar marcos de
aprendizaje de maquina pre-construidos para acelerar el proceso.

1.3.3. Deep learning

El Deep learning, aprendizaje profundo, es una forma de aprendizaje automatico que puede utilizar
algoritmos supervisados, no supervisados, o ambos. Si bien, no es necesariamente nuevo, el
aprendizaje profundo se ha hecho popular en los Ultimos afios. Es capaz de acelerar la solucidn de
ciertos tipos de problemas informaticos dificiles, especialmente en los campos de la visidon por
computador y el procesamiento del lenguaje natural.

Las redes neuronales pueden tener muchas capas ocultas. El aprendizaje profundo se basa en la
rama de aprendizaje de representacion (o aprendizaje de caracteristicas) de la teoria del aprendizaje
automatico.

Al extraer abstracciones complejas de alto nivel como representaciones de datos a través de un
proceso de aprendizaje jerarquico, los modelos de aprendizaje profundo producen resultados mds
rapidamente que los enfoques estandar de aprendizaje automatico. En un lenguaje sencillo, un modelo
de aprendizaje profundo aprendera las caracteristicas que son importantes por si mismas, en lugar de
requerir que el cientifico de datos seleccione manualmente las caracteristicas que a su modo de ver
describen el problema bajo estudio de manera relevante.

Las red neuronales convolucionales (CNNs) surgen con el objetivo de analizar patrones a nivel local,
maximizando asi el rendimiento en problemas que incluyen la imagen como dato de entrada.

El Deep learning es tan popular hoy en dia debido a que las CNN funcionan mucho mas rapido y de
manera eficiente en las Graphic Processing Units (GPUs), la tecnologia en este sector ha avanzado
considerablemente en los Ultimos afios. Por otro lado, debido a esta expansidn, recientemente han
nacido diversas librerias de Deep learning. TensorFlow es un ejemplo de un marco de desarrollo de
software, creado por Google, que esta experimentando un gran interés; Keras, Caffe, Torch y Theano
son otros ejemplos.

El Deep learning es, sin duda, la piedra angular donde va a sustentarse el trabajo que estamos
desarrollando.
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1.4. Marco del proyecto

1.4.1. SICAP

SICAP es el acrénimo de “Sistema de interpretacion de imagenes histopatoldgicas para la deteccion
del cancer de préstata”. En este proyecto participan el grupo de investigacion CVBLab (Computer
Vision and Behavoir Analysis Lab) perteneciente a la Universidad Politécnica de Valencia e
investigadores del Hospital Clinico Universitario de Valencia. SICAP busca la creacién de una base de
datos privada con el fin de trabajar la segmentacidon automadtica y en la extraccion de rasgos basados
tanto en la estructura de los tejidos (ayudandose de la experiencia de los médicos) como en las
técnicas de filtrado (sin necesidad de apoyo médico). Estas caracteristicas extraidas seran utilizadas
como entrada de clasificadores que permita la deteccidén del cancer. Por otra parte, también se
implementan técnicas de aprendizaje profundo basadas en Deep Learning para la tarea de
clasificacion y segmentacién automatica. Cabe destacar que en este proyecto se tendra que lidiar con
ciertos problemas que presentan las dimensiones de las imagenes de muestras histoldgicas, ya que se
trabaja con unas dimensiones de tamafio considerablemente grandes y una alta resolucidn.

En conclusién, SICAP es un proyecto compuesto por un equipo coordinado y multidisciplinar en el
que colaboran médicos, ingenieros y cientificos, procedentes de distintas universidades y centros de
investigacion con la finalidad de proporcionar un software (con vistas a la integracion en la empresa)
para ayuda al diagnéstico del cancer.

1.4.2. Challenge MoNuSeg

El challenge MoNuSeg es un evento oficial de MICCAI 2018 (International Conference on Medical
Image Computing and Computer Assisted Intervention).

Este reto facilité un total de 30 imagenes multidrgano con sus respectivas etiquetas de nucleos a
la comunidad cientifica. En él se pretendia encontrar las mejores técnicas de segmentacion automatica
de nucleos de imagenes histoldgicas H&E obtenidas de diferentes hospitales que abarcan multiples
pacientes y 6rganos basadas en Deep learning.

El CVBLab se presentd a este concurso y consiguio el puesto nimero 26 de 32 participantes, siendo el
primer clasificado de los representantes espafioles.

1.5. Estado del arte

Una vez hecha esta introduccion tedrica acerca de la histologia, el cancer y la inteligencia artificial,
vamos a ver cdmo se unen estos campos.

La informacion fenotipica presente en la histologia refleja el efecto agregado de las alteraciones
moleculares en el comportamiento de las células cancerosas y proporciona una lectura visual
conveniente de la agresividad de la enfermedad. Sin embargo, las evaluaciones humanas de histologia
son altamente subjetivas y no son repetibles. Por lo tanto, el andlisis computacional de imdagenes de
histologia ha recibido una atencion significativa. Ayudados por los avances en microscopios de barrido
de diapositivas y computacion, se han desarrollado una serie de algoritmos de analisis de imagenes
para la clasificacion y la identificacion de metastasis de ganglios linfaticos en multiples tipos de cancer.
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Las aplicaciones de analisis de imagenes médicas se han basado, en gran medida, en los enfoques
de ingenieria de caracteristicas, donde se utilizan lineas de algoritmos para delinear explicitamente
estructuras de interés utilizando algoritmos de segmentacién para medir caracteristicas predefinidas
de estas estructuras, que se cree que son predictivas, y usar estas caracteristicas para entrenar
modelos capaces de predecir los resultados de un paciente. En Septiembre de 2008, Mahmood et al
[10], proponen que el uso de redes neuronales convolucionales han sido probadas como robustas y
personalizables.

El paradigma de aprendizaje de caracteristicas de las redes neuronales convolucionales, CNN,
aprende de forma adaptativa a transformar imagenes en caracteristicas altamente predictivas para un
objetivo de aprendizaje especifico. Las imagenes y las etiquetas de los pacientes se presentan a una
red compuesta de capas interconectadas de filtros convolucionales que resaltan patrones importantes
en las imdgenes, y los filtros y otros pardmetros de esta red se adaptan matemdticamente para
minimizar el error de prediccion.

El aprendizaje de caracteristicas evita una definicién de caracteristicas sesgada a priori y no
requiere el uso de algoritmos de segmentacidn que a menudo se confunden con artefactos y
variaciones naturales en el color y la intensidad de la imagen. Si bien el aprendizaje de caracteristicas
se ha convertido en el paradigma dominante en las tareas generales de analisis de imagenes, las
aplicaciones médicas presentan desafios Unicos. No obstante, se necesitan grandes cantidades de
datos etiquetados para capacitar a las CNN a predecir las estructuras, y las aplicaciones médicas a
menudo sufren déficits de datos que limitan el rendimiento. A pesar de estos desafios, las CNN se estan
utilizado con éxito para el andlisis de imagenes médicas [11].

Las redes neuronales convolucionales profundas (CNN) se han convertido en una importante
herramienta de analisis de imagenes. La capacidad de las CNN para aprender caracteristicas predictivas
a partir de datos de imagenes simbolizan un cambio de paradigma que presenta oportunidades
interesantes en la imagen médica [11].

Desde 2014, se han propuesto numerosos métodos de segmentaciéon de imagenes basados en
redes neuronales convolucionales. El articulo Fully Convolutional Networks for Semantic Segmentation
[12] fue el primero en introducir una red neuronal totalmente convolucional (FCN) para la
segmentacion semantica. En comparacién con los modelos anteriores, se demuestra que el algoritmo
FCN es mucho mas eficiente y preciso. La conversion de capas completamente conectadas en redes
neuronales convolucionales hace posible predecir el mapa de probabilidades de los objetos en la
imagen segmentada. En 2015 se propone una arquitectura de red basada en FCN, U-net [13], que gand
el gran desafio para la deteccidén automatizada por computador de caries en radiografias. Mas tarde,
en 2016, una arquitectura de red neuronal introduce, por primera vez, bloques residuales [14]
aplicdndolos para fusionar diferentes niveles de informaciéon semantica.

El presente trabajo propone una red neuronal convolucional basandose en la U-net [13] para el
problema de segmentacion de nucleos. Ademas, se pretende generar otra red U-net que incluya
bloques residuales (ResNet) [14] con el fin de estudiar las diferencias de la segmentacion entre ambas.
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CAPITULO 2

2. OBJETIVOS

El principal objetivo de este trabajo fin de grado es el de crear un modelo de segmentacion de

nucleos basado en aprendizaje profundo.

Conformar una base de datos compuesta por regiones de interés (ROI) provenientes de
una base de datos publica de imagen histoldgica multiérgano y una base de datos de
imagenes hitoldgicas de prostata adquiridas en el Hospital Clinico de Valencia. Todas las
imagenes tendran un tamafio de 1000 x 1000 pixeles.

Estudiar los efectos de preprocesado sobre el modelo de segmentacion de nucleos.
Disefiar y analizar arquitecturas secuenciales y residuales encoder — decoder para la
segmentacién de nucleos.

Disefiar y desarrollar un algoritmo de postprocesado capaz de diferenciar los diferentes
nucleos de una imagen histolégica a nivel de instancia.

Hacer una evaluacidon de los resultados obtenidos por las redes propuestas, extraer
conclusiones a todos los niveles del proceso. Comprobar si el objetivo principal del trabajo
se ha alcanzado con el éxito esperado y analizar el comportamiento del sistema
determinando sus fortalezas y debilidades, finalmente, en base a las conclusiones
extraidas, ver las posibles lineas futuras de trabajo que propicien una mejora de las
prestaciones del sistema y permitan abarcar nuevos ambitos mas alla de los perseguidos
en el presente trabajo.
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CAPITULO 3

3. MATERIAL Y METODOS

3.1. Material

A continuacidn, vamos a detallar los diferentes recursos que se han utilizado en este proyecto.

3.1.1. Base de datos

La base de datos con la que se ha trabajado es la unidn del dataset alojado en la web del challenge
MoNuSeg [15], que cuenta con 30 muestras de diversos érganos, junto con 16 nuevas imagenes que
se generaron a partir de muestras histoldgicas de biopsias de prdstata procedentes del departamento
de anatomia patoldgica del Hospital Clinico Universitario de Valencia. Este batch de imagenes
provenientes del hospital esta conformado por pacientes sanos y pacientes enfermos de cancer, por
lo que se encuentran nucleos mucho mas irregulares que en batch de MoNuSeg. En la subseccion 1.2.1
se ha explicado detalladamente los procesos por los que pasa una biopsia hasta convertirse en una
imagen histoldgica como las que se han empleado en el proyecto.

Por tanto, este trabajo se ha realizado a partir de 46 imagenes, todas ellas digitalizadas a 40x de
zoom 6ptico. Esta informacion queda desglosada en la Tabla 3.1.

Tabla 3.1. Base de datos

Base de datos

6 de pecho
6 de rifidn
6 de higado .
L, i 22 entrenamiento
MoNuSeg 30 imagenes 6 de prostata )
B 8 test 30 entrenamiento
2 de vejiga
2 de colon
2 de estdmago
16 test
Hospital
Clinico L i 8 entrenamiento
. o 16 imagenes 16 de prdstata
Universitario 8 test
de Valencia
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En la tabla podemos ver que las 46 imagenes se han dividido en dos grupos, concretamente 30 se
han destinado para entrenamiento y 16 para testeo. Cabe destacar que comunmente se destina el 80%
de la base de datos al entrenamiento, por lo que deberia entrenarse con unas 36-37 imagenes, pero
en este proyecto se ha pretendido emular las condiciones del challenge MoNuSeg [15], donde se tenian
30 imagenes de entrenamiento.

Con el fin de que la red neuronal convolucional no aprenda a segmentar mejor las imagenes
procedentes del sensor que escaned el dataset MoNuSeg y también se entrenase con imagenes que
tienen cancer, se han extraido 8 de las 30 imagenes y se han sustituido por 8 del Clinico. De este modo
la red entrena con imagenes del sensor que se tiene en el Hospital Clinico de Valencia y con formas
nucleares cancerigenas, a la vez que seguia manteniendo imagenes del resto de drganos, y no solo de
prostata. Este hecho posibilita la generacion de un modelo segmentador multiérgano e independiente
del dispositivo de adquisicion.

Las imagenes procedentes del departamento de patologia se han recortado en patches de regiones
de interés (ROI), dado que el tamafio original de las imagenes es del orden de [50000, 90000] x [90000,
190000] pixeles, ocupando desde 300 MB hasta 1.5 GB.

Por otro lado, la base de datos se ha complementado con las mdscaras (ternaria y de instancia)
gue contienen las etiquetas de todos los nucleos. En la Figura 3.1 se puede ver un esquema que ilustra
perfectamente como se conforma el dataset final. En el apartado de Metodologia explicaremos coémo
se logra la creacidén de patches, normalizacién de color, extraccion de los .xml y la creacidén de las
mascaras.

Normalizacién
de color

Creacion de la
mascara ternaria

MoNuSeg

30 imagenes:

* 6 de pecho

* 6 de rifion

* 6 de higado
* 6 de prostata
* 2 de vejiga xml
2 de colon

+ 2 de estomago

Creacién de la
mascara de instancia

Normalizacién
de color

Base de datos del proyecto

Hospital Clinico
Universitario de Valencia

16 muestras de prostata

Extraccién de ROIs

Etiquetado a mano

Figura 3.1. Conformacion de la base de datos
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3.1.2. Equipo y entorno de programacion

El presente proyecto se ha desarrollado en una maquina DELL XPS 15 9530 que monta un
procesador Intel® Core™ i7-4712HQ CPU @ 2.30GHz (8 CPUs), cuenta con 16 GB de memoria RAM?,
con una tarjeta grafica integrada Intel® HD Graphics 4600 y una tarjeta grafica dedicada NVIDIA
GeForce GT 750M con 2 GB de VRAM?. El sistema operativo es Windows 10 Home de 64 bits. El portatil
monta una pantalla tactil QHD con la que se segmentd a mano los nucleos.

Para poder implementar los algoritmos de deep learning se ha necesitado el lenguaje de
programacion Python en su versién 3.6 con la IDE JetBrains Pycharm 2019.1.3x64 y frameworks
numpy, keras (con bakend de TensorFlow), cv2, scipy.io y matplotlib.

Tanto la parte de pre-procesado como la de postprocesado y la evaluacién de los modelos de
segmentacion resultantes se han desarrollado y ejecutado en MATLABR v.R2018b, The MathWorks,
Inc. (Natick, Massachusetts, Estados Unidos). Este programa combina un entorno de escritorio
perfeccionado para el analisis iterativo y los procesos de disefio con un lenguaje de programacion que
expresa las matematicas de matrices y arrays directamente [16].

Para las etapas del aprendizaje profundo empleadas, se ha hecho uso de un servidor de
computacion de altas prestaciones compuestos por un procesador Intel i7 @4.20GHz, 32GB de RAM y
tarjetas graficas NVIDIA Titan V, que se encuentran disponibles en el CVBLab. Adicionalmente disponen
de un servidor (Synology DS416) en el que se almacenan los datos referentes al proyecto.

3.2. Metodologia

Este apartado abordaremos la metodologia empleada en el proyecto. En primer lugar, se va a
desarrollar detalladamente los procesos vistos en la Figura 3.1, es decir, el preprocesado necesario
para conformar la base de datos. Tras esto, se analizara en profundidad los fundamentos de las redes
neuronales para poder detallar, finalmente, la arquitectura que se ha creado en este trabajo. Por
ultimo se detallara el postprocesado necesario para la creacidn de las mascaras (ternaria y de instancia)
de nucleos.

3.2.1. Extraccion de regiones de interés y etiquetado

Como se ha comentado en la Seccién de la base de datos, el primer paso ha sido recortar las
imagenes ofrecidas por el departamento de patologia en regiones de interés (ROIl). Las imagenes
originales tienen un peso de 1 GB aproximadamente y estan en formato .tif con un tamario del orden
de [50000, 90000] x [90000, 190000] pixeles. Tras llevar a cabo el proceso de extraccidon de ROlIs, se
obtienen imagenes con un tamafio de 1000 x 1000 pixeles manteniendo los canales rojo, azul y verde
(RGB), este fendmeno se ilustra en la Figura 3.2.

El recorte se ha realizado con MATLAB y ha sido necesario MATLAB Support for MinGW-w64 C/C++
Compiler con la libreria Openslide. Esto es debido a que las imagenes de muestras histoldgicas son de
gran tamafio y de una alta resolucion. Leer estas imagenes usando las herramientas estandar no es

Y Random Access Memory (RAM): Memoria de acceso aleatorio
2 Video Random Access Memory (VRAM): Memoria de video de acceso aleatorio
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posible, dado que estan disefiadas para imagenes que se pueden descomprimir en la memoria RAM.
Openslide solventa este problema reduciendo el tamafio y comprimiendo la resolucién global cuando
se visualiza la imagen, permitiendo asi elegir la zona de recorte de las ROls.

Por tanto, tras instalar Openslide ha sido posible cargar y visualizar las imagenes provenientes del
Hospital Clinico de Valencia, tras eso, con la funcién ginput? se han generado las ROls. Ademas, con
esta funcion es posible almacenar las coordenadas de dénde se encuentra la region de interés en la
imagen original.

Hospital Clinico

Universitario de Valencia

16 muestras de prdstata

Extraccion de ROls

Figura 3.2. Extraccion de ROIs

Una vez conformada la base de datos del Hospital Clinico se ha procedido al etiquetado de las
imagenes. Cabe destacar que esta es una labor muy costosa, cada imagen cuenta con una media de
400 nucleos que se han tenido que segmentar a mano. La dificultad de delinear manualmente con
precision y fiabilidad estas imagenes es muy alta, ya que debe atenderse a la forma de cada nucleo.
Algunos ejemplos con los que puede encontrarse el experto que ejecuta esta labor son la existencia
de solapamiento con otros nucleos, en este caso deberan separarse consecuentemente en dos
etiquetas. Otro posible caso es que la célula se encuentra en algun proceso biolégico, como la mitosis*,
donde la capsula que delimita el material genético se disuelve para proceder a la conformacidn de las
dos células hijas, ante este fendmeno el profesional podria verse en la tesitura de considerar 1 o 2
nucleos. En la Figura 3.3 pueden verse una serie de ejemplos que ayudan a ilustrar mejor esta idea.
Por ultimo, los nucleos patoldgicos, es decir, aquellos en los que se pueden apreciar irregularidades
asociables al cancer, también suponen un gran reto para la persona que segmenta a mano, porque
suele ser muy dificil distinguir la forma que tienen dichos nucleos. Estos son, sin duda, de los mas

3 ginput permite identificar las coordenadas de n puntos. Para elegir el punto se mueve el cursor a la
ubicacion deseada y se pulsa un botdn del ratén o una tecla en el teclado.

4 Mitosis: Proceso de reproduccidn de una célula que consiste, fundamentalmente, en la divisién longitudinal
de los cromosomas y en la division del nucleo y del citoplasma; como resultado se constituyen dos células hijas
con el mismo nimero de cromosomas y la misma informacion genética que la célula madre.
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importantes para la base de datos, dado que se pretende que la red neuronal sea capaz de distinguir
todo tipo de ncleo, tanto sanos, solapados, en proceso de mitosis o cancerigenos.

Figura 3.3. Muestras histoldgicas en proceso de mitosis [17]

Para poder generar y almacenar esta gran cantidad de etiquetas ha sido necesaria una aplicacién
de anotacién desarrollada sobre una libreria de cédigo abierto y adaptada por los ingenieros del
CVBLab a las necesidades de los patélogos. Con ella es posible dibujar en las imagenes y anotar los
grados de patologia. En lo referente a este proyecto, se ha utilizado esta plataforma para delinear los
nucleos y guardar las anotaciones de cada uno de ellos por separado. La plataforma web, denominada
MicroDraw y un ejemplo de la segmentacidn manual de nucleos se puede ver en la Figura 3.4.

e . A tzsca

Bienvenid@ a la plataforma de anotacion de imagenes de CVBLab * 2 e

<€:VBLAB S@ @

........ =] ]

o egines
- | Untitied 1
[ Uniited 2
= Wl United s
b [ Untted s
b [ United 5
» [l Unived s
» W Uniied 7
b [l Uried s
b [l Uniied s
» [ unied 10
\ Unitled 11

St

Figura 3.4. Plataforma MicroDraw

3.2.2. Obtencion de las mdscaras ternarias y de instancias

El resultado de la segmentacién manual de las imagenes de la base de datos que se ha generado
mediante la plataforma MicroDraw se va a procesar para conformar el ground truth®. Con esto se tiene
lainformacién necesaria para realizar un proceso de aprendizaje supervisado y posteriormente evaluar
lo exactas que son las segmentaciones automaticas que se generan con el modelo predictivo
propuesto. El procesamiento de la segmentacidn manual se realiza a dos niveles.

En primer lugar, tiene que establecerse una conexién con la base de datos de MicroDraw y
descargar un .xml para cada imagen segmentada. Estos .xm/ contienen las coordenadas de los bordes
donde se encuentra cada nucleo de la imagen, segmentado previamente mediante la herramienta

> Ground truth hace referencia a la segmentacién manual de las imdgenes de estudio hecha por un experto.
Esta segmentacion es la que se va a utilizar para comparar con los resultados obtenidos del modelo predictivo
que se esta desarrollando.
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MicroDraw. El algoritmo que se implementa en MATLAB descarga y convierte el XML en una estructura
y guarda un archivo .mat que contiene tantas estructuras como imagenes segmentadas.

El siguiente algoritmo recorre cada una de las regiones donde se encuentra un nucleo. Durante
este proceso se reconstruyen los puntos que forman el borde del nucleo teniendo en cuenta si falta
algun pixel que forme parte del nucleo. De ser asi, se genera una union entre los pixeles mas cercanos
consiguiendo cerrar el borde del nicleo. Una vez con el nicleo cerrado se rellena su interior y se fijan
las siguientes intensidades: Borde a 2, interior a 1 y fondo a 0. Esto se hace para todos los nucleos que
conforman la imagen y se guarda la mascara, a la que denominaremos mascara ternaria, que servird
para entrenar la red. Por otro lado, se da una intensidad a cada uno de los nucleos (mismo valor para
interior y borde de nucleo) y con esto se genera una nueva mascara que tendra cada nucleo a una
intensidad distinta, a esta mascara la que denominaremos mascara de instancia, y es la que
utilizaremos como ground truth. En la siguiente Figura 3.5 podemos ver el resultado de la mascara
ternaria, donde se han normalizado las intensidades (borde a 255, interior a 128 y fondo a 0) y la
mascara de intensidades que en la que se ha coloreado cada valor de nucleos de un color distinto.

xml -

Figura 3.5. Creacion de mdscara ternaria y mdscara de instancia

3.2.3. Normalizacion de color

Uno de los desafios para la segmentacion de tejidos es la gran variabilidad en color existente en
las muestras debido a los reactivos H&E, tiempo de tincién y la forma en la que toma la imagen el
sensor.

Se ha demostrado que la normalizacion de color mejora la segmentacion de las imagenes [18], por
lo que este recurso es necesario cuando las imdagenes a segmentar proceden de distintos tejidos
bioldgicos, tiempos de tincion y sensores de captura.

Existen distintos algoritmos de normalizacion de colores capaces de conseguir que las variaciones
de color entre las distintas imagenes se reduzcan.

En este caso se ha empleado un algoritmo que preserva la estructura biolégica basandose en el
modelado de mezclas de colores en factorizacién de matriz no negativa dispersa (SNMF) [18]. Esta
técnica primero evalia un mapa de densidad de tinciones para una imagen dada de la siguiente
manera.
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Las imagenes tenidas absorben luz, esto hace que la relacidn entre la tincidn y su absorcidn siga la
Ley de Beer-Lambert. Sea Clos diferentes canales de color en el espacio RGB, es decir, { € R, G, B. Cada
Dy es el vector de densidad dptica (OD) correspondiente a los diferentes canales de color. De acuerdo
con la Ley de Beer-Lambert, D¢ de cada canal de color para el pixel p se expresa en términos de una

absorbancia que se define como

l:(p)
lo(p)

D;(p) =—ln< >=£x€xn (3.1)

donde &, ¢ y 1 representan respectivamente una capacidad de absorcion del atenuador de la
muestra, la distancia que recorre la luz a través de la muestra y la concentracidén de tincién en la
muestra. [, es la intensidad de la luz que ingresa a la muestra e I es la intensidad de la luz detectada

en el canal { después de la absorcién cuando I pasa la muestra.

De la ecuacion (3.1) se puede concluir que las intensidades Iy € {Ig,I;,Ig} no dependen
linealmente de la concentracién de tincidn 1. Por lo tanto, estos valores de intensidad de la imagen
RGB no se pueden usar directamente para la descomposicién de cada una de las tinciones. Sin
embargo, al aplicar la Ley de Beer-Lambert en (3.1), la densidad dptica correspondiente D para cada
canal es lineal con 7. Por lo tanto, antes de emplear SNMF para la descomposicién, la imagen de
intensidad RGB original se transforma en los vectores correspondientes Dy.

i. Deconvolucion de color para la mezcla de color y sus limitaciones asociadas

La relacion entre la cantidad de cada tincion [18] es

¢ () = [dr(p), p6(p), pB(P)IT
yOD

D(p) = [DR(p), DG(p), DB(p)IT

Para un pixel p puede expresarse como

D(p) = S¢(p) (3.2)
Donde

SR,1 5G,1 SB,1
S=1| SrR2 Sc2 SB2 (3.3)

SR,3 SG,3 SB,3

es la matriz de tincién que define la asociacién entre OD y la cantidad de cada tincion en el pixel
p. Cada fila en S corresponde a cada canal de tincion.

Para todos los pixeles podemos reescribir (3.2) como la matriz

D =S¢ (3.4)
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donde
Dr(1) Dg(2) Dr(n)
D=|Ds(1) Dg(2) Dg(n) (3.5)
Dp(1) Dg(2) Dg(n)
Yy
or(1) @r(2) pr(n)
¢=| (1) 9(2) @c(n) (3.6)
pp(1) @p(2) pp(n)

La cantidad de tinte ¢ se puede obtener resolviendo la solucidn de forma cerrada de (D = S¢
(3.4).

Este enfoque tiene limitaciones, dado que la matriz de tincidon estimada S sera particular para el
conjunto de datos en consideracién, S podria no ser éptimo para todas las imagenes en el conjunto de
datos.

ii. Sparse Non-negative Matrix Factorization (SNMF)

Se puede demostrar que la matriz de datos D en (3.5) es una matriz no negativa [18]. SNMF tiene
como objetivo descomponer una matriz no negativa en una matriz base y una matriz de coeficientes.
En general, PCA®, ICA” y NMF/SNMF pueden considerarse enfoques de factorizacién matricial, con
diferentes opciones de funcion objetivo y correspondientes restricciones. Dada una matriz no negativa
D € RY™ donde n es el nimero de puntos de datos (o pixeles en la imagen) y d es la dimensién de
cada punto de datos, es facil ver que el rango deseado de la matriz D es k < mind, n. El algoritmo
SNMF descompone D en dos matricias no negativas B € R%*** y X € R¥*™ para que

D =~ B X X(3.7).
La solucién de D puede obtenerse resolviendo el siguiente problema de optimizacion:
minl||D — BX|?
BX 2 F

(3.8)
s.t.B,X >0,

donde B y X representan la matriz base y la matriz de coeficientes, respectivamente. Para evitar
el problema de la varianza de escala y las soluciones no Unicas, el algoritmo NMF estandar (3.8) se
puede extender al algoritmo NMF disperso (SNMF) agregando un término de regularizacion y un
término de dispersion de la siguiente manera:

n
.1 (041 (0%) ,3 .
~|ID — BX|I2 + =L |IB|IZ + =2 1X|2 —E X(:, 1|12
rlral’lxrlzll IF + > 1Bl + > Il IIF+2 ‘]II DIy (3.9)
i=

s.t. B,X>0

6 PCA: Analisis de Componentes Principales
71CA: Anélisis de Componentes Independientes
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donde a4, @, y B son constantes positivas. El segundo y el tercer término representan la restriccion
de "suavidad" que tiene como objetivo penalizar grandes valores de los elementos en las matrices de
base y coeficientes. El cuarto término de (3.9) es la restriccidon de escasez que se impone en la matriz

de coeficientes utilizando la minimizacién de la norma L48. La restriccién de escasez en la ecuacién
(3.9) impuesta en la matriz de coeficientes tiene como objetivo utilizar la dimensién deseada del
espacio de color para representar mejor los diferentes componentes para una representacion mas
significativa. La restriccion de suavidad impuesta tanto en las matrices de base como en las de
coeficiente tiene como objetivo suavizar la imagen y eliminar los ruidos blancos.

El principio de SNMF se puede aplicar a una imagen tefida con H&E para mostrar la mezcla de
colores. En la Figura 3.6, cada canal de imagen RGB original se descompone en los componentes
constitutivos y se expresa como I = [IRT; IgT; IgT]. Al aplicar la Ley de Beer-Lambert en la ec. (3.1), la
imagen de intensidad I puede ser representada en OD donde D estd en el espacio RGB como D =
[DRT; DgT; DT]. Aqui usamos D y Dy para representar la matriz OD y un vector de fila de D,
respectivamente. D se descompone en d X k con base matriz B y unos coeficientes k X n de la
matriz X basada en las ecuaciones ((3.7)—(3.9)). Se debe tener en cuenta que para dos imagenes
tefiidas (H&E), k = 2.

D ~ B x X

B(,1) B(:,2)
R LD H
G X2, E
B
HE
Original H & E image ODimageD in RGB space  Basis matrixB Coefficient matrix X
in RGB space (size: 3xn) (size:3x2) (size: 2xn)

Figura 3.6. La ilustracion de SNMF para descomposicion de imagen tefida con H&E [18]

En resumen, lo que pasa en la figura es que la imagen original de H&E se transforma en un vector
de fila de los datos de densidad dptica (OD). Luego, los datos OD, D, se descomponen en los
componentes constitutivos: matriz base B y matriz coeficiente X . Permitiéndonos aplicar la
normalizacién de color en funcién a la SNMF, como vemos en la Figura 3.7.

Normalizacién de
color SNMF

Figura 3.7. Normalizacidn de color SNMF

8 Norma Li: ||x||; = X7, |x]
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3.2.4. Redes neuronales

Como se ha comentado en la introduccidn los dos paradigmas clave de aprendizaje son el
aprendizaje supervisado y no supervisado. El aprendizaje supervisado es aprender a través de entradas
pre-etiquetadas, que actlan como objetivos. Para cada muestra de entrenamiento se dispondrd de un
conjunto de valores de entrada (vectores) y uno o mas valores de salida asociados. El objetivo de esta
forma de entrenamiento es reducir el error de clasificacién general de los modelos, a través del célculo
correcto del valor de salida del ejemplo de entrenamiento.

El aprendizaje no supervisado difiere en que el conjunto de entrenamiento no incluye ninguna
etiqueta. El éxito generalmente se determina por si la red puede reducir o aumentar una funcién de
costo asociada. Sin embargo, es importante tener en cuenta que la mayoria de las tareas de
reconocimiento de patrones centradas en imagen (tarea asociada al presente trabajo) generalmente
dependen de la clasificacion mediante el aprendizaje supervisado.

i. Redes neuronales artificiales (ANNSs)

Las redes neuronales artificiales (ANNs) son sistemas de procesamiento computacional que estan
fuertemente inspiradas por la forma en que operan los sistemas nerviosos biolégicos (como el cerebro
humano). Las ANNs se componen principalmente de una gran cantidad de nodos computacionales
interconectados (denominados neuronas), de los cuales el trabajo se entrelaza de manera distribuida
para aprender colectivamente de la entrada a fin de optimizar su salida final.

La estructura bdsica de una ANN se puede modelar como se muestra en la Figura 3.8. La primera
de las capas es la capa de entrada y generalmente recibe los datos en forma de vector unidimensional,
dicha capa es la encargada de distribuir los datos de entrada, x, a la primera capa oculta
multiplicdndolos por ciertos pesos, que se suelen denotar por w 0 8, y finalmente se puede un bias,
b. Las operaciones que se llevan a cabo de forma sucesiva en cada neurona de las capas ocultas son
procesos estocasticos que haran que cada una de las neuronas perjudique o mejore el resultado final.
Esto es lo que se conoce como proceso de aprendizaje de la red. Tener varias capas ocultas apiladas
unas sobre otras se conocen cominmente como aprendizaje profundo [19].

2
al?
@
&
3
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al?

Layer L,
+1
Layer L,

Figura 3.8. Red neuronal simple [20]
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ii. Procesos matemadticos de la red neuronal

Para poder entender las ecuaciones matematicas que tienen lugar en una red neuronal, se va a
tomar como ejemplo un el modelo que se presenta en la Figura 3.8, en la que se tienen 4 nodos de
entrada (3 + 1 bias), una capa oculta con 4 nodos (3 + 1 bias) y un nodo de salida.

Los nodos bias se van a representar como x° y a® respectivamente para la capa de entrada y la
capa oculta. De este modo, los nodos de entrada pueden ser representarse como un vector x y los
nodos de la capa oculta en el vector a.

o
%o @
[ 3.10) a=|" 3.11)
X = X (3. , = agz) .
X3
o

Los pesos (representados como flechas en la Figura 3.8), se suelen denotar como 6 o w. En este
caso se va a denotar como 6. Los pesos entre la entrada y la capa oculta se representan una matriz de

3x4.Y los pesos entre la capa oculta y la capa de salida se representan con un vector de 1x4.

Si la red tiene a unidades en la capajy b unidades en la capa j+1, entonces 8; serd de dimension
b x (a+1).

6o 6011 O
o) = b Oa1 0o (3.12)
030 631 O3

Para calcular los nodos de activacion de la capa oculta, se multiplica el vector de entradaxy la
matriz de pesos 81 para la primera capa (X * 81) y luego se aplica la funcién de activacién g.
Obteniendo:

agz) = g(@%)mo + @gll):cl + 6(112)m2 + @gg)m;;)
of = g(0 20 + O 21 + 6f 2 + 63 (3.13)
a:(f) = g(@é%)wo + @gll)wl + @g;)wg + @:(3;)563)

Si se multiplica el vector de la capa oculta con la matriz de pesos 0, para la segunda capa (a * 8)
se obtiene la siguiente salida:

ho(x) = a¥ = g (0(7a? + 0Fa® + 07 al + 0 al?) (3.14)

Como se ha comentado, este ejemplo es sélo para una Unica capa oculta de 4 nodos. Si tratamos
de generalizarlo para una red neuronal con multiples capas ocultas y varios nodos en cada una de las
capas, se puede obtiene la siguiente férmula:

al =|o 29 e lo ZH,EJ- [J(ZGﬁxi+bj1>
j i

Donde tenemos L capas con n nodos y L — 1 capa con m nodos.

+bi ||| +ba (3.15)

m n
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jif. Funcidn de activacion

En una red neuronal, la funcidn de activacion es la que define si el nodo en estudio debe ser
activado o no. Algunas de las funciones de activacion mds importantes son la sigmoide, la tangente
hiperbdlica, la unidad lineal rectificada (ReLU) y la funcién Softmax.

Sigmoide

La funcién de activacidn sigmoide también se conoce como funcion logistica. La funcién de
activacion sigmoide es una funciéon no lineal utilizada principalmente en redes neuronales feed-
forward . Se trata de una funcidn real, diferenciable, acotada, definida para valores de entrada reales,
con derivadas positivas en todos los puntos[21]. La funcidn Sigmoide viene dada por la relacién:

ex

fe = ( (1 +1e-x) ) T et +1

(3.16)

La funcidn sigmoide puede aparecer en las capas de salida de las arquitecturas de DL, y se utiliza
para predecir resultados basados en probabilidades, como problemas de clasificacion binaria,
modelando tareas de regresion logistica y otros dominios de las redes neuronales.

Tangente hiperbdlica

La funcion de activacién tangente hiperbdlica es otro tipo de las utilizadas en DL. Se simplifica
escribiendo tanh, se trata de una funcién centrada en cero, cuyo rango se encuentra entre -1y 1, por
lo tanto, la salida de la funcién tanh esta dada por

eX —e~X
flx) = <—) (3.17)

e*+e*

La funcién tanh proporciona un mejor rendimiento de entrenamiento para redes neuronales de
multiples capas que la funcion sigmoide [21]. La principal ventaja que proporciona la funcion es que
produce una salida centrada en cero, lo que ayuda al proceso de backpropagation™®.

Una propiedad de la funcién tanh es que solo puede alcanzar un gradiente de 1, solo cuando el
valor de la entrada es 0, es decir, cuando x es cero. Esto hace que la funcion tanh produzca algunas
neuronas muertas durante el calculo, que es una condicidon donde el peso de activacién es de gradiente
cero. Esta limitacién de la funcién tanh se solventa con la funcién de activacion de la unidad lineal
rectificada (RelLU) [21].

Rectified Linear Unit (RelLU)

La funcidn de activacion de la unidad lineal rectificada (ReLU) fue propuesta por Nair y Hinton 2010,
y desde entonces, ha sido la funcidn de activacién mas utilizada para aplicaciones de aprendizaje
profundo con resultados de vanguardia hasta la fecha. Ofrece el mejor rendimiento y generalizacidon

° Redes neuronales feed-forward: ANN donde las conexiones entre los nodos no forman un ciclo. Cosa que
no ocurre en las redes neuronales recurrentes.

10 Backpropagation es un método de célculo del gradiente utilizado en algoritmos de aprendizaje
supervisado utilizados para entrenar redes neuronales artificiales y reducir el error de la salida.
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en el aprendizaje profundo en comparacidn con otras funciones de activacion como son la Sigmoide y
Tanh. La RelLU representa una funcién casi lineal y, por lo tanto, conserva las propiedades de los
modelos lineales [21].

La funcién de activacion ReLU viene dada por:

f(x) = max(0,x) = {)(C)‘ll}:;‘ 58 (3.18)

Como vemos, esta funcion rectifica los valores de las entradas inferiores a cero, forzandolos a cero
y eliminando el problema de gradiente de fuga existente en otros tipos funcion de activacion.

La principal ventaja de usar las unidades lineales rectificadas en la red neuronal es que garantiza
un computo mas rapido ya que no calcula exponenciales ni divisiones. Otra propiedad de RelLU es que
introduce la escasez en las unidades ocultas, ya que reduce los valores entre cero y maximo. Sin
embargo, la ReLU tiene la limitacidn de que se sobreajusta mas facilmente en comparacién con la
funcién sigmoide, aunque la técnica del dropout reduce el efecto de la sobreajuste de las RelLU vy las
redes rectificadas mejoraron el rendimiento de las redes neuronales profundas [21].

Softmax

La funcién Softmax es una de las funciones de activacién utilizadas en la computacién neuronal. Se
utiliza para calcular la distribucién de probabilidad de un vector de nimeros reales. La funcion Softmax
produce una salida que es un rango de valores entre 0 y 1, con una suma de probabilidades igual a 1.
La funcién Softmax se calcula utilizando la relacion:

e(x;)
fx) =—7F— (3.19)
je(x;)

La funcidon Softmax se usa en modelos de varias clases donde devuelve las probabilidades de cada
clase, con la clase objetivo con la mayor probabilidad. La funcidn Softmax aparece principalmente en
casi todas las capas de salida de las arquitecturas de aprendizaje profundo, donde se usan. Como es el
caso de las redes neuronales creadas en este trabajo [21].

iv. Nodo bias

El uso del nodo bias suele ser necesario para crear un modelo de aprendizaje exitoso. Si se suma
el valor de bias se consigue mover la funcion de activacidn a izquierda o derecha en el eje, y si se
multiplica se pude cambiar la inclinacién de dicha funcién, ayudando a conseguir un mejor ajuste para
los datos.

V. Funcidn de coste

La funcion general de coste representa la suma del error, diferencia entre el valor predicho y el valor
real (etiquetado).

1% o
J(8) = EE Cost(hg(x®),y®) (3.20)
i=1
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El resultado de un problema de clasificacién sélo puede tomar valores discretos {0,1}. Dicho de
otro modo, la salida sdlo puede pertenecer a un tipo de clase. En nuestro caso, si se pretende clasificar
las imagenes histoldgicas tendremos nucleo (clase 1), estroma (clase 2) y fondo (clase 3). Si la imagen
de entrada es un nucleo, las clases en la salida tomaran valor 1 para la clase nucleo y el valor 0 para las
otras clases. Esto significa que el valor de la clase, la hipdtesis a satisfacer debe tomar valores entre 0

y 1.
0<hg(x) <1 (3.21)

Por tanto, la hipétesis es:
he(x) = g(67x) (3.22)

Supongamos que g es una funcién de activacion que tiene valores en el rango [0,1].

El objetivo es optimizar la funcién de coste, por lo que se debe encontrar minj(6). No obstante,
puede que al aplicar la funcidn de activacion el resultado sea una funcién no convexa, lo que significa
que puede haber multiples minimos locales. Por tanto, no se puede garantizar converger al minimo
global. Se necesita, por tanto, una funcién convexa, sin minimos locales, para poder encontrar el
minimo global, es decir, es necesario minimizar J(6). Para hacer esto, se toman logaritmos en la
funcion de coste:

cost(ho(x), ) = {_ log_(iof(zzggﬁ ifz . (3.23)

En caso de que el valor etiquetado y sea igual a 1, la hipdtesis puede ser —log(h(x)) o, si estd
invertido, —log(l — h(x)).

Tomando como referencia la ecuacién (3.23), los valores donde y =1 se regiran por
—log(h(x)),esta funcién se ilustra en la Figura 3.9. (a). Cabe destacar que, de los valores que puede
tomar la funcién log, interesa Unicamente el rango [0,1], ya que la hipétesis (3.21) sélo puede tomar
valores en ese rango.

Ademds, observando la Figura 3.9. (a), donde y = 1,y h(x) se acerca al valor de 1 (eje x), el coste
se aproxima al valor 0 (h(x) — y serd 0). De lo contrario, si h (x) se aproxima a 0, la funcién de costo
va al infinito, lo que significa que tiene un coste muy grande.

0.8

06

04

0.2

1.25 1.5 05 -025 0.25 0.5 0.75 1

02 -0.2

(a)—log(h(x)) (b)—log(l — h(x))

Figura 3.9. Funciones logaritmicas
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Por otro lado, cuandoy = 0, la funcién de coste es —log(l - h(x)), qgue puede verse ilustrada
en la Figura 3.9. (b). Puede verse que, si h(x)se acerca al valor 0, el coste se acercaria a 0.

Dado que y (valor etiquetado) siempre es 0 0 1, la funcién de coste puede reescribirse como
Cost(hg(x),y) = —ylog(hg(x)) — (1 — y) log(1 — he(x)) (3.24)

Reescribiendo la ecuacion de costes completa (3.20) con (3.24) se tiene:

OE ——Z [y @ 10g (he(x®)) + (1 = y©) log (1 - hg(x®))| Lz (3.25)

2m
i=1

No obstante, esta funcidn de coste, (3.25), es para el caso en el que solo hay un nodo en la capa
de salida de la red neuronal. Si se generaliza para multiples nodos de salida (clasificacion multiclase),
lo que se obtiene es:

m K L—-1Sl+1
J(@) = —%ZZ P og ((he(x)) ) + (1= %) 10g (1= (he(x®)) )] ZZ(@(_’R © (3.26)
i=1 k=1 =1 i=1

Vi. Forward Propagation

Este proceso forward propagation es el encargado de que se pueda obtener un valor de salida de
la red neuronal al introducir una entrada. Este algoritmo se usa para calcular el valor del coste. Hace
es el mismo proceso matematico que el descrito anteriormente (Procesos matematicos de la red
neuronal). Efectuando las ecuaciones pertinentes se obtiene el valor de hipétesis (3.14).

Tras obtener el valor h(x) (hipdtesis), se emplea la ecuacidn de la funcién Coste (3.26)para calcular
el coste del conjunto de entradas dado y generar asi las predicciones. Los pasos a seguir son los

siguientes:
x =a® (3.27)
70+ = gD gD (3.28)
aU+D) = U(Z(J'+1)) (3.29)
ho(x) = aP) = g(z®) (3.30)
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Vii. Backpropagation

El objetivo del backpropagation es minimizar la funcion de coste J(8), esto se consigue utilizando
el conjunto dptimo de valores 8 (pesos). El método backpropagation calcula la derivada parcial de
J(8)y, posteriormente, este valor se utiliza en el algoritmo de descenso de gradiente (Algoritmo 1)
para calcular los valores de 0 de la red neuronal que minimizan la funcion de coste J(8).

Algoritmo 1. Descenso de Gradiente

1: Repetir {

a
2: 6= 6; = all 5] (0) }

3:hasta que i](9) -0
26,

El algoritmo backpropagation tiene 5 pasos:

Algoritmo 2. Backpropagation

1: Establecer a(1) = x; para los datos de entrenamiento

2: Realizar la forward propagation y calcular a(l) para las otras capas (I =2 ...L)

3: Tomar el valor y (etiquetado) y calcular el error como derivada parcial de la Ultima capa
4:6(L) =h(x)—y

5: Calcular los valores de (1) hacia atras para cada capa mediante el Algoritmo 1

6: Calcular los valores de derivada §(l + 1) para cada capa, que representan la derivada

7: del coste J(0) con respecto a 6(1) para la capa l

Por tanto, backpropagation, propaga el error hacia atrds en la red neuronal, para poder analizar,
en el camino de regreso cuanto contribuye cada peso en el error general. Los pesos que mas
contribuyen al error general tendran valores de derivacion mayores, lo que significa que modificaran
mas su valor (al calcular el descenso de Gradiente) [20].

Viil. Hiperpardmetros

Batch

El batch es un hiperpardmetro que define el nimero de muestras con las que se va a trabajar antes
de actualizar los parametros internos del modelo.

Este hiperparametro se encarga de ir iterando sobre una o mas muestras para hacer predicciones.
Al final del batch, las predicciones se comparan con las variables de salida esperadas y se calcula un
error. A partir de este error, el algoritmo de actualizacidn se usa para mejorar el modelo.

El conjunto de datos de entrenamiento se puede dividir en uno o mas batches.

11 & en esta ecuacion representa el learning rate, se trata de un hiperparametro
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Cuando todas las muestras de entrenamiento se utilizan para crear un batch, el algoritmo de
aprendizaje se denomina descenso de gradiente por batches. Cuando el batch es del tamaiio de una
muestra, el algoritmo de aprendizaje se denomina descenso de gradiente estocastico. Cuando el
tamafio del batch es mas de una muestra y menor que el tamano del conjunto de datos de
entrenamiento, el algoritmo de aprendizaje se denomina descenso de gradiente de mini — batches.

En el caso del descenso por gradiente de mini — batches, los tamafios de batches populares son de
32, 64 y 128 muestras [22].

Epocas

El nimero de épocas es un hiperpardmetro que define el numero de veces que el algoritmo de
aprendizaje se ejecutard con el conjunto de datos de entrenamiento.

Una época significa que cada muestra en el conjunto de datos de entrenamiento ha tenido la
oportunidad de actualizar los pardmetros internos del modelo. Por tanto, una época puede estar
compuesta de uno o mas batches.

El nimero de épocas suele ser grande, lo que permite que el algoritmo de aprendizaje ejecutarse
hasta que el error del modelo se haya minimizado lo suficiente.

En el caso concreto de este proyecto, la red neuronal se ha ejecutado a 30 épocas en la fase de
desarrollo de la misma red, y una vez se ha conseguido la arquitectura deseada se ha ejecutado
durante 80 épocas.

Es comun crear gréficos de lineas que muestren épocas a lo largo del eje x como el tiempo vy el
error o habilidad del modelo en el eje y. Estas graficas suelen conocerse como curvas de aprendizaje.
Gracias a ellas se puede diagnosticar si el modelo no ha funcionado, ha aprendido poco o si se ajusta
adecuadamente al conjunto de datos de capacitacidn. En el apartado de resultados se mostraran las
graficas generadas de las redes neuronales convolucionales propuestas en este trabajo [22].

Learning rate

El learning rate, a, es un hiperpardmetro que controla cuanto cambia el modelo con respecto al
error estimado cada vez que se actualizan los pesos mediante la funcién de descenso de gradiente
(Algoritmo 1). Elegir el valor éptimo de learning rate es complejo, ya que un valor demasiado pequefio
puede hacer que, a largo proceso, el entrenamiento se atascarse (al converger en un minimo local),
mientras que un valor demasiado grande puede hacer que el aprendizaje no sea correcto,
consiguiendo un conjunto de pesos que hacen que el resultado no se ajuste al deseado, o haciendo
que el proceso de entrenamiento sea inestable.

Low Learning Rate Decent learning Rate High Learning Rate
(@), loss \ (), loss J(©), loss \/‘
8, 6, 6,
parameter parameter parameter

Figura 3.10. Ejemplos de distintos valores de learning rate [23]
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El learning rate puede ser el hiperpardmetro mas importante a la hora de configurar la red
neuronal. Por lo tanto, es importante investigar los efectos del learning rate en el rendimiento del
modelo y tener una intuicién sobre la dinamica del learning rate en el comportamiento del modelo
[24].

iX. Overfitting

Es comun pensar que podria aumentarse la cantidad de capas ocultas en nuestra red y también
aumentar la cantidad de neuronas dentro de ellas con el fin de mejorar la respuesta de la red. No
obstante, no es tan sencillo. La principal razén es que no se tiene poder computacional ilimitado ni
tiempo infinito para entrenar estas enormes ANN.

Por otro lado, se pretende detener o reducir los efectos del sobreajuste. El sobreajuste es
basicamente cuando una red no puede aprender de manera efectiva debido a una serie de razones. Es
un concepto importante en la mayoria, si no en todos los algoritmos de aprendizaje automatico. Es
importante que se tomen todas las precauciones para reducir sus efectos. Si un modelo exhibiera
sighos de sobreajuste, podria verse una capacidad reducida para identificar caracteristicas
generalizadas no solo para el conjunto de datos de entrenamiento, sino también para los conjuntos de
validacién y test.

Esta es la razdn principal para reducir la complejidad de nuestros ANN. Cuantos menos parametros
se requieran para entrenar, es menos probable que la red se ajuste en exceso y, por supuesto, mejore
el rendimiento predictivo del modelo.

X. Dropout

El dropout es una forma de regularizacién que tiene como objetivo ayudar a prevenir el sobreajuste
aumentando la precisién en los conjuntos de validacidn y test, tal vez, a costa de una pérdida de
precisidn en el entrenamiento. Para cada mini-batch en nuestro conjunto de entrenamiento, las capas
de dropout, con probabilidad p, desconectan aleatoriamente las entradas de la capa anterior a la
siguiente capa en la arquitectura de red.

La Figura 3.11 se visualiza este concepto, en este caso se desconecta aleatoriamente con
probabilidad p = 0.5 las conexiones entre dos capas fully connected para un mini-batch dado.
Nuevamente, observe cdmo se corta la mitad de las conexiones para este mini batch.

No Dropout Dropout (50%)

SEED S FBL

Figura 3.11. Dropout [25]

La razon por la que se utiliza el dropout es para reducir el sobreajuste alterando explicitamente la
arquitectura de red en el tiempo de entrenamiento. La desconexién aleatoria de conexiones asegura
gue ningln nodo Unico en la red sea responsable de "activarse" cuando se le presente un patrén dado.
En cambio, el dropout asegura que haya multiples nodos redundantes que se activaran cuando se
presenten entradas similares; esto a su vez ayuda a nuestro modelo a generalizar [25].
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Xi. Redes neuronales convolucionales

Las redes neuronales convolucionales (CNN) son analogas a las ANN tradicionales en lo referente
a que estdn formadas por neuronas cuyos pesos se auto-optimizan a través del aprendizaje. Cada
neurona recibird una entrada y realizard una operacién (como un producto escalar seguido de una
funcién no lineal).

La Unica diferencia notable entre las CNN y las ANN tradicionales es que las CNN se utilizan
principalmente en el campo del reconocimiento de patrones dentro de las imagenes. Esto nos permite
codificar caracteristicas especificas de la imagen en la arquitectura, haciendo que la red sea mas
adecuada para tareas centradas en laimagen, al tiempo que reduce alin mas los pardmetros necesarios
para configurar el modelo.

Una de las mayores limitaciones de las formas tradicionales de ANN es que tienden a luchar con la
complejidad computacional requerida para calcular los datos de la imagen. Los conjuntos de datos de
evaluacidon comparativa de aprendizaje automatico comunes, como la base de datos MNIST de digitos
escritos a mano, son adecuados para la mayoria de las formas de ANN, debido a su dimensionalidad
de imagen relativamente pequena de solo 28 x 28. Con este conjunto de datos, una sola neurona en
la primera capa oculta contendra 784 pesos (28 x 28 x 1 donde 1 recuerda que MNIST esta normalizado
a valores en blanco y negro), lo cual es manejable para la mayoria de las formas de ANN.

Si se considera una entrada de imagen en color de un tamafo de 64 x 64 como es nuestro caso
(tamafio que van a tener los parches de las imagenes de histologia cuando entran en la red) el nimero
de pesos en una sola neurona de la primera capa aumenta sustancialmente a 12.288.

3.2.5. Arquitectura Red neuronal convolucional

Como se sefialé anteriormente, las CNN se centran, principalmente, en que la entrada a la misma
sera un conjunto de imagenes. Esto hace que la arquitectura se configure de una manera distinta, con
el fin de que se adapte mejor a la necesidad de tratar con el tipo especifico de datos.

Una de las diferencias clave es que las neuronas que forman las capas dentro de la CNN estan
formadas por neuronas organizadas en tres dimensiones, la dimensidn espacial de la entrada (alturay
ancho) y la profundidad. La profundidad no se refiere al nimero total de capas dentro del ANN, sino a
la tercera dimension de un volumen de activacion. A diferencia de las ANNs estandar, las neuronas
dentro de cualquier capa dada solo se conectaran a una pequefia regién de la capa que la precede.

En la practica, esto significard que, para nuestro proyecto, el volumen de entrada tendrd una
dimensionalidad de 64 X 64 X 3 (altura, ancho y profundidad), lo que conducird a una capa de
salida final compuesta por una dimensionalidad de 1 X 1 X n (donde n representa el nimero
posible de clases) ya que habriamos condensado la dimensionalidad de entrada completa en un
volumen mas pequefio de puntajes de clase a través de la dimension de profundidad.

i. Arquitectura general

Las CNN se componen de tres tipos de capas: capas convolucionales, capas de pooling y capas fully
— connected. Cuando estas capas se apilan, se forma una arquitectura CNN. En la Figura 3.12 se ilustra
una arquitectura CNN para la clasificacidon de una imagen de entrada como nucleo, estroma, y fondo.
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Figura 3.12. Red neuronal convolucional
(Diagrama generado con PlotNeuralNet-master [26])

La funcionalidad basica del ejemplo CNN anterior se puede dividir en cuatro dreas clave.

1.

En las CNNs, la capa de entrada contendra los valores de los pixeles de la imagen.

La capa convolucional determinara la salida de las neuronas que estan conectadas a regiones
locales de la entrada a través del calculo del producto escalar entre sus pesos y la region
conectada al volumen de entrada. La unidad lineal rectificada (cominmente acortada a Relu)
tiene como objetivo aplicar una funcién de activacién por elementos, como sigmoide, a la
salida de la activacion producida por la capa anterior.

La capa de pooling simplemente realizard un muestreo descendente a lo largo de la
dimensionalidad espacial de la entrada dada, reduciendo ain mas el nimero de pardmetros
dentro de esa activacion.

Las capas fully connected realizaran las mismas funciones que en las ANN estandar e intentaran
producir puntuaciones de clase a partir de las activaciones, para ser utilizados para la
clasificacién. También se sugiere que RelLu se pueda usar entre estas capas, para mejorar el
rendimiento.

A través de este sencillo método de transformacion, las CNN pueden transformar la entrada

original capa por capa utilizando técnicas convolucionales y de muestreo para producir probabilidades

de clase con fines de clasificacion y regresion [19].
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ii. Capa convolucional

Como su nombre indica, la capa convolucional juega un papel vital en el funcionamiento de las
CNN. Los parametros de las capas se centran en el uso de kernels.

Estos kernels son generalmente pequefios en dimensionalidad espacial, pero se extienden a lo
largo de toda la profundidad de la entrada. Cuando los datos llegan a una capa convolucional, la capa
hace que cada filtro atraviese la dimensionalidad espacial de la entrada para producir un mapa de
activacion 2D.

A medida que nos deslizamos a través de la entrada, el producto escalar se calcula para cada valor
en ese kernel, en la Figura 3.13 vemos como un kernel de 3 x 3 se desplaza a lo largo de la entrada
produciendo una salida que tiene unas dimensiones de 2 x 2. A partir de esto, la red aprendera kernels
que se activaran cuando vean una caracteristica especifica en una posicidn espacial dada de la entrada.
Estos se conocen comunmente como activaciones.

R

Figura 3.13. Representacion de una capa de convolucion [27]

Cada kernel dard lugar a un mapa de activacién, el cual se apilara a lo largo de la dimensién de
profundidad para formar el volumen de salida completo de la capa convolucional.

Como se ha mencionado anteriormente, el entrenamiento de ANNs donde las entradas son
imagenes conlleva modelos que son demasiado grandes para entrenar. Esto ocurre en las neuronas
ANN estandar por estar fully — connected. Por lo que para mitigar esto, cada neurona en una capa
convolucional solo estard conectada a una pequefia region del volumen de entrada. La
dimensionalidad de esta region se conoce cominmente como el tamafio de campo receptivo de la
neurona. La magnitud de la conectividad a través de la profundidad es casi siempre igual a la
profundidad de la entrada.

En nuestro caso, si la entrada a la red es una imagen de tamafio 64 x 64 x 3 (una imagen de color
RGB con una dimensionalidad de 64 x 64) y establecemos el tamafio del campo receptivo como 6 x 6,
tendriamos un total de 108 pesos en cada neurona dentro de la capa convolucional. (6 x 6 x 3 donde
3 es la magnitud de la conectividad en la profundidad del volumen). Para poner esto en perspectiva,
una neurona estandar vista en otras formas de ANN contendria 12.288 pesos cada una.

Las capas convolucionales también pueden reducir significativamente la complejidad del modelo
a través de la optimizacion de su salida. Estos se optimizan a través de tres hiperparametros, la
profundidad, el stride y el ajuste de zero-padding.

La profundidad del volumen de salida producido por las capas convolucionales se puede establecer
manualmente a través de la cantidad de neuronas dentro de la capa en la misma regién de la entrada.
Esto se puede ver con otras formas de ANN, donde todas las neuronas en la capa oculta estan
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conectadas directamente a cada neurona de antemano. La reduccién de este hiperparametro puede
minimizar significativamente el nimero total de neuronas de la red, pero también puede reducir
significativamente las capacidades de reconocimiento de patrones del modelo.

También es posible definir el stride, donde se establece la profundidad alrededor de Ia
dimensionalidad espacial de la entrada para ubicar el campo receptivo. Por ejemplo, si
estableciéramos un paso como 1, como en la Figura 3.14, se tiene un campo receptivo muy
superpuesto que produciria activaciones extremadamente grandes. Alternativamente, establecer
strides en un numero mayor reducird la cantidad de superposicién y producird una salida de
dimensiones espaciales mas bajas.

Figura 3.14. Convolucidn de kernel 3x3 con stride = 1 y zero padding [27]

El zero — padding es el proceso simple de rellenar el borde de la entrada, y es un método efectivo
para dar un mayor control en cuanto a la dimensionalidad de los volumenes de salida, ya que nos
permite no disminuir la dimensionalidad de la imagen de origen, ya que el kernel puede centrarse en
todos los pixeles, como se ve en la Figura 3.14.

Es importante entender que, mediante el uso de estas técnicas, es posible modificar la
dimensionalidad espacial de la salida de las capas convolucionales, por eso hay que parar mucha
atencién cuando se disefia e implementa la red neuronal [19].

jii. Convolucidn transpuesta (Upsampling)

La capa de deconvolucién o convolucion transpuesta es el camino contrario a la convolucidn, es
decir, mapear desde un espacio de menos dimensiones a un espacio con mayor nimero de
dimensiones, manteniendo el patrén de conectividad de la convolucién representada en la Figura 3.13.

Las convoluciones transpuestas intercambian los pasos hacia adelante y hacia atrds de una
convolucién. Una forma ilustrar este concepto es como se relaciona el kernel que define la convolucion.
Cuando se realiza la convolucidn directa el forward propagation y backpropagation se calculan a partir
de multiplicar el kernel por la matriz de convolucién C, en concreto, el forward se calcula multiplicando
por Cy el backpropagation multiplicando por CT. Atendiendo a estas operaciones, es posible definir
la convolucién transpuesta, cuyos forwards y backpropagation se calculen multiplicando con CT y

T
(CT) = C, respectivamente. Esta idea se ilustra en la Figura 3.15
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Figura 3.15. Deconvolucion con un kernel de 3x3, stride de 1 y obteniendo una salida de 4x4 [27]

iv. Capas de pooling

Las capas de pooling tienen como objetivo reducir gradualmente la dimensionalidad de la
representacién, como ocurre en la Figura 3.13. Eso se hace para reducir, ain mas, el nimero de
parametros y la complejidad computacional del modelo.

La capa de agrupaciéon opera sobre cada mapa de activacion en la entrada, y escala su
dimensionalidad. En la mayoria de las CNN, estos vienen en forma de capas de agrupacién maxima con
nucleos de una dimensionalidad de 2 x 2 aplicados con un stride de 2 a lo largo de las dimensiones
espaciales de la entrada. Esto reduce el mapa de activacién a un 25% del tamafio original, manteniendo
el volumen de profundidad a su tamafio estandar.

Debido a la naturaleza destructiva de la capa de pooling, solo hay dos métodos generalmente
observados de agrupacidon maxima. Por lo general, la stride y los filtros de las capas de agrupacion se
establecen en 2 x 2, lo que permitird que la capa se extienda a través de la totalidad de la
dimensionalidad espacial de la entrada. Ademas, se puede utilizar la agrupacion superpuesta, donde
el stride se establece en 2 con un tamafio de kernel establecido en 3. Debido a la naturaleza destructiva
del pooling, tener un tamano de kernel superior a 3 generalmente disminuird en gran medida el
rendimiento del modelo.

V. Batch normalization

Durante el entrenamiento de la red, la distribucidn de pardmetros ocultos en una capa puede
moverse gradualmente, esto se conoce como cambio covariable interno. De hecho, este es el punto
gue queremos que cambien los parametros para aprender patrones sobre los datos subyacentes. Pero
a medida que cambia la distribucion de los pesos en una capa, las entradas a la siguiente capa pueden
desviarse de una distribucién ideal. Con el batch normalization la norma de batch toma la salida de
activaciones de la capa anterior y resta la media del batch y la divide entre la desviacion estandar del
batch. Esto actua para volver a centrar la distribucidn de los valores a con una media de 0 y una
desviacion estandar de 1 (Figura 3.16).

45



Segmentacion nuclear en iméagenes histoldgicas multi-érgano mediante una red neuronal profunda encoder-decoder

Batch
normalization

>

Figura 3.16. Batch normalization

Por lo tanto, si hay valores extremos en la capa anterior, no causaran degradados que
desaparezcan en la siguiente capa. El batch normalization tiene las siguientes ventajas:

e Permite que las capas aprendan mas independientemente de entre si, ya que los valores
grandes en una capa no influiran negativamente en la siguiente capa.

e Permite la seleccién de una tasa de aprendizaje mas alta porque no hay valores extremos en
las activaciones normalizadas, lo que permite un aprendizaje mas rapido.

e Las salidas de capa se normalizan a la media del batch y la desviacidn estandar, lo que agrega
un elemento de ruido (especialmente con batchs mas pequefios) que, a su vez, contribuye a la
regularizacion.

3.2.6. Arquitectura autoencoder (encoder — decoder)

Un autoencoder de imagenes cldsico toma una imagen, la asigna a un espacio vectorial latente a
través de un médulo codificador y luego la decodifica a una salida con las mismas dimensiones que la
imagen original, a través de un modulo decodificador, Figura 3.17. Luego se entrena utilizando como
datos de destino las mismas imagenes que las imagenes de entrada, lo que significa que el codificador
automatico aprende a reconstruir las entradas originales. Al imponer varias restricciones en el cédigo
(la salida del codificador), puede hacer que el codificador automatico aprenda representaciones
latentes de los datos mds o menos interesantes. Con mayor frecuencia, restringira el cédigo para que
sea de baja dimensién y disperso (principalmente ceros), en cuyo caso el codificador actia como una
forma de comprimir los datos de entrada en menos bits de informacién.

Encoder Decoder |—— Z
Original Compressed Reconstructed
input x representation input x

Figura 3.17. Ejemplo autoencoder

Por tanto, el encoder aprende la representacion compacta de los datos de entrada y el decoder
descomprime para reconstruir los datos de entrada.

Esto es muy util en el proyecto que estamos desarrollando ya que podemos asociar una imagen de
entrada con su mascara segmentada del mismo tamafio. El tipo de encoder — decoder usado es una U-
Net.
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3.2.7. UNet

La red UNET fue desarrollada por Olaf Ronneberger con el fin de segmentar imagenes biomédicas.
Como se ha comentado, la arquitectura contiene dos partes claramente diferenciadas, el encoder que
se utiliza para capturar el contexto en la imagen. El codificador es solo una pila tradicional de capas
convolucionales y de agrupacion maxima. La segunda ruta es la ruta de expansidn simétrica, es decir,
el decoder, que se utiliza para permitir la localizacidn precisa mediante convoluciones transpuestas.
Por lo tanto, es una red totalmente convolucional de extremo a extremo (FCN), es decir, solo contiene
capas convolucionales y no contiene ninguna capa densa.

Vi. Skip connections y Bloques residuales

Cuanto mayor es la profundidad de una red, aumenta el riesgo de degradacion por lo que la
precision se satura. Dicha degradacién no es causada por el sobreajuste, pero la adicién de mas capas
a un modelo adecuadamente profundo conduce a un mayor error de entrenamiento.

La degradacion (de la precision del entrenamiento) indica que no todos los sistemas son
igualmente faciles de optimizar. En la literatura [14] encontramos que una arquitectura menos
profunda conseguia mejores resultados en comparacidn a una mas profunda.

Se puede abordar el problema de la degradacién mediante la introduccidn de un marco de
aprendizaje residual profundo. En lugar de esperar que pocas capas apiladas encajen directamente en
un mapeo subyacente deseado, se obliga a que estas capas se ajusten a un mapeo residual.
Formalmente, denotando el mapeo subyacente deseado como H(x), dejamos que las capas no lineales
apiladas se ajusten a otro mapeo de F(x) := H(x) — x. El mapeo original se vuelve a convertir en
F(x) + x. Se considera que es mas facil optimizar el mapeo residual que optimizar el mapeo original
sin referencia. En el extremo, si un mapeo de identidad fuera éptimo, seria mas facil llevar el residual
a cero que ajustar un mapeo de identidad mediante una pila de capas no lineales.

La formulacion de F(x) + x puede realizarse mediante redes neuronales de alimentacion hacia
adelante con "conexiones de acceso directo" (Figura 3.18). Las conexiones de acceso directo son
aquellas que omiten una o mas capas. En nuestro caso, las conexiones de acceso directo simplemente
realizan un mapeo de identidad, y sus salidas se agregan a las salidas de las capas apiladas (Figura
3.18). Las conexiones de acceso directo de identidad no agregan parametros adicionales ni
complejidad computacional.

identity

Figura 3.18. Bloque residual [14]

En nuestro caso, las skip connections presentes en la UNet funcionan como en la Figura 3.19 donde
las capas convolucionales van reduciendo la dimensionalidad de la imagen hasta llegar a la Ultima capa
de donde se obtiene una caracteristica y comienza la deconvolucion. Las skip connection son las
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operaciones de adicidn que se hacen a las distintas capas de la convolucién inversa mediante el uso de
los bloques convolucionales de la misma dimension del downshape (camino hacia abajo). De esta
forma se realimenta el upshape (camino hacia arriba) y se puede llegar a obtener un mejor resultado
en la prediccion.

Imagen de entrada ~—+ Conv1l -~ (Conv2 =~ Conv3 =+ Conv4 » Conv5

Salida <« Deconv 1 —\— Deconv 2 —I— Deconv 3 hl— Deconv 4 —I— Deconv 5

Figura 3.19. Skip connections
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3.2.8. Desarrollo de la red UNet

Una vez explicado cdmo funcionan las encoder — decoder, vamos a exponer la arquitectura que se
ha creado para la tarea de segmentacién automatica de nucleos. Para hacerlo mas visual se ha hecho
el siguiente diagrama, Figura 3.20.

La red neuronal convolucional UNet consta de 5 bloques convolucionales en el downsample
compuestos por 64, 128, 256, 512 y 1024 filtros respectivamente, todos ellos de kernel 3x3, activacion
relu y zero padding, seguido de batch normalization y un MaxPooling de 2x2. El proceso de
entrenamiento se ha llevado a cabo con las 30 imagenes reservadas para training durante 80 épocas y
validacién con 6 imagenes.

Softmax

’ / Capa convolucional
4l

128 128
1/2

Capa de pooling

256 256 Capa de upsampling

/4

512 512
1/8

Capa Softmax

1024 1024

\/16 512
/ /8

Figura 3.20. UNet del Proyecto
(Diagrama generado con PlotNeuralNet-master [26])

En los bloques convolucionales de 512 y de 1024 se afiade una capa de dropout de 0.5. Tras esto
empieza la parte del decoder donde se aumenta la dimensionalidad con un upsampling de 2x2 se hace
la convolucidn correspondiente mediante kernels de 3x3, batch normalization y se concatena la
informacién del mismo nivel de empaquetamiento de la etapa del encoder. Una vez concatenados se
hacen dos convoluciones mas y otro batch normalization, y asi sucesivamente hasta llegar al ultimo
nivel. Finalmente, mediante la funcién de activacion softmax, se obtiene el mapa de activacién con la
prediccién de los nucleos predichos.
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En la Figura 3.21 se puede observar la misma arquitectura de red, pero con la incorporacién de
bloques residuales. Estos bloques lo que hacen es transmitir la informacidon de la capa de partida antes
de pasar por cada bloque convolucional. Por tanto, se efectia una operacién MaxPooling para reducir
la dimensionalidad acorde a la reduccion que genera el bloque convolucional y se concatena a la salida
del bloque activandolo con la funcidn de activacion RelLu.

Del mismo modo que la UNet secuencial, el proceso de entrenamiento se ha entrenado durante
80 épocas y ha reservado 6 de las 30 imagenes para la validacion.

Softmax

Capa convolucional

128128
1/2

Capa de pooling

256 256 Capa de upsampling

1/4

Capa Softmax

AR J
512 512 -ﬁ? ]

/8

1024 1024
/16 512
/ /8

Figura 3.21. UNet con bloques residuales
(Diagrama generado con PlotNeuralNet-master [26])

3.2.9. Postprocesado

Una vez obtenidos los resultados de aplicar ambos modelos de segmentacién a las imagenes
reservadas para test se obtienen los mapas de probabilidad de pertenencia a clase. En ellos se
distinguen tres profundidades, correspondientes a interior de ntcleo, borde de nucleo y fondo.

Dichos mapas de probabilidad de clase son la entrada a un algoritmo desarrollado en Matlab
encargado de leer dicha imagen y obtener las mascaras de instancia segmentacién de nucleos. A dichos
mapas de probabilidad, se aplica el algoritmo de inundacién de regiones watershed para conseguir
separar cada uno de los nucleos y generar mascara de instancia de segmentacion.
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i. Watershed

La transformacion watershed permite la segmentacion de imagenes, dividiendo cada objeto por
separado. La forma de hacerlo es la siguiente:

Sea u(x,y) con (x,y) € R?, una funcién escalar que describa una imagen I,y el gradiente
morfoldgico de I definido como

pu=W®d®D)—- (ue D), (3.31)

donde (u @ D) y (u © D) son respectivamente la dilatacion elemental y la erosiéon de u por el
elemento estructurante D.

Por otro lado, el laplaciano morfolégico viene dado por
Apu=w@D)-2u+wsD) (3.32)

El Laplaciano morfoldgico nos permite distinguir las zonas de influencia de infimos y supremos: las
regiones con Apu < 0 se consideran zonas de influencia suprema, mientras que las regiones con
Apu > 0 son zonas de influencia infima. Por lo que Apu = 0 permite interpretar las ubicaciones de
los bordes y representara una propiedad esencial para la construccidon de filtros morfolégicos. La idea
basica es aplicar una dilataciéon o una erosion a la imagen I, dependiendo de si el pixel se encuentra
dentro de la zona de influencia de un minimo o un maximo.

La cuenca de captacién C(M) asociada a un minimo M es el conjunto de pixeles p de £2 de tal
manera que una gota de agua que cae en p fluye hacia abajo a lo largo del relieve, siguiendo un cierto
camino descendente, y finalmente llega a M. Las cuencas de captacion de la imagen I corresponden
entonces a las zonas de influencia de sus minimos, y la cuenca se definird por las lineas que separan
las cuencas adyacentes.

En la Figura 3.22 vemos se ilustra el funcionamiento del algoritmo watershed en las imagenes
estudiadas. La forma en que se realiza el watershed es tomando como marcador interno una
umbralizacién del canal que contiene la regién interior de nucleo proveniente del mapa de activaciones
que sale de la red neuronal. Mientras que el marcador externo es la umbralizacién del canal que
contiene fondo.

Watershed
Poner a negro
el fondo
Etiquetar por
colores

Figura 3.22. Watershed
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CAPITULO 4

4. RESULTADOS

En este capitulo se detallaran los resultados obtenidos en las distintas etapas descritas en la
Metodologia. En primer lugar, se mostrara el resultado de aplicar la red neuronal convolucional a las
imagenes de test. Tras eso, se compararan las puntuaciones obtenidas de las métricas AJl para cada
una de las redes

4.1. Resultados cualitativos sobre las imagenes de test

La segmentacién automatica sobre las 16 imagenes de test nos deja como resultado un mapa de
prediccién a pertenecer a una u otra clase. En la Figura 4.1 podemos ver cdmo se ha segmentado
automaticamente la imagen 16B0008066 HE 5 060220171540 59655 119188.tif, la cual pertenece al
dataset del Hospital Clinico de Valencia.

Imagen de entrada:
16B0008066 HE
5_060220171540_59655_119188.tif

clase interior de nucleo
Figura 4.1. Resultado del modelo de segmentacion sobre
una imagen representativa del conjunto de test
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Se obtiene una imagen de 3 canales donde en la primera profundidad del volumen predicho se
obtienen valores de probabilidad de pertenencia a la clase fondo de nucleo. Es por eso que vemos
practicamente todo el estroma pintado de blanco, dado que la red ha delimitado muy bien esta clase.

En segundo lugar, nos encontramos con el segundo canal, que contiene la probabilidad de
pertenecer a la clase interior de nucleo. En esta ocasién los pixeles que tienden a la unidad son los
relativos a los nucleos. Mientras que el fondo se va a mantener a 0, es decir, a negro.

Finalmente, el tercer canal hace referencia a la clase borde de nucleo. Los pixeles con alta
probabilidad en este canal seran los encargados de delimitar cada uno de los nucleos contenidos en la
imagen histoldgica.

Una vez obtenidos los mapas de probabilidad de pertenecer a una u otra clase se procede a separar
los nucleos uno a uno mediante la transformacién watershed. Esto permite generar la mascara de
instancia que se ilustra en la Figura 4.2.

Operaciones
Morfoldgicas

Watershed

}

Etiquetar por
Poner a negro
el fondo

Figura 4.2. Postprocesamiento y obtencion de la mdscara de instancia

En la Tabla 4.1 se exponen las segmentaciones automaticas realizadas con la red UNet secuencial
(sin bloques residuales) sobre las 16 imagenes que componen el dataset de test. En esta tabla podemos
ver en, primer lugar, la imagen a segmentar que, tras pasar por la red se convierte en la mapa de
probabilidades que contiene en cada canal las probabilidades de pertenecer a las tres posibles clases
(borde, interior o fondo de nucleo).
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4.2. Resultados cuantitativos y comparativa

La evaluacion de los modelos de segmentacién se llevara a cabo mediante la métrica Aggergated
Jaccard Index (AJl).

4.2.1. Aggergated Jaccard Index

La métrica que se ha utilizado para evaluar el rendimiento del método de segmentacién nuclear
sobre una imagen o un conjunto de datos de imagenes es el indice Jaccard agregado (AJl). Esta métrica
calcula un numerador de cardinalidad de interseccion agregada y un denominador de cardinalidad de
unién agregada para la mdscara de instancia etiquetada a mano y la mascara de instancia segmentada
mediante la red neuronal convolucional.

Para el ground truth de nucleos, G;, en una imagen, se le asocia un nucleo segmentado §;, y se
afaden las contribuciones al indice Jaccard agregado mediante el recuento de pixeles de G; N §; al
numerador All y el de G; U S; al denominador. De este modo se afiaden pixeles del ground truth de
nucleos que no se encuentran en la interseccidon de nucleos segmentados automaticamente al
denominador (deteccién de falsos negativos). También agregamos los recuentos de pixeles de todos
los nucleos segmentados no estudiados al denominador (deteccién de falsos positivos).

Debido a que esta métrica agrega los recuentos de pixeles de falsos positivos y falsos negativos al
denominador, ademas de los pixeles de no superposicion entre el ground truth y los nucleos
detectados (deteccion verdadera), penaliza estos cuatro tipos de errores:

1) Pérdida en la deteccién de objetos del ground truth

2) Falsa deteccién de objetos fantasmas

3) Segmentacion insuficiente de los objetos detectados correctamente
4) Segmentacidn excesiva de los objetos detectados correctamente.

Las métricas de segmentacion que solo se calculan sobre verdaderos positivos, y los pixeles en
falsos positivos y falsos los negativos ignoran por completo la calidad de la segmentacion. Cuando un
nucleo sub-segmentado corresponde a multiples nucleos de verdad fundamentales, la métrica
propuesta tiene el potencial de contar varios pixeles falsamente detectados varias veces en el
denominador. Esto es necesario, porque de lo contrario es posible obtener un indice Jaccard medio
bajo al sesgar un sistema de segmentacidn hacia una ligera sub-segmentacién. Por lo tanto, el indice
Jaccard agregado (All), en general, tiene un valor mas bajo que el puntaje F1y el indice Jaccard medio.

El criterio de deteccién y la métrica de evaluacién se describen en detalle en el Algoritmo 3. En
caso de que ningun nucleo segmentado se cruce con un nucleo de verdad fundamental, la cardinalidad
del pixel de interseccion es cero y la cardinalidad del pixel de unién es la misma que |Gi| en el paso 4
del algoritmo. AJl oscilarda entre 0O para el peor de los casos (sin intersecciéon entre la verdad
fundamental y los objetos segmentados) y 1 para el mejor de los casos (deteccidon y segmentacion
perfectas).
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Algoritmo 3. Computacion del Aggregated Jaccard Index (AJl)

Input: ConjuntodeimagenesquecombinaniicleosanotadosG;indexadospori, y un conjunto de nicleos
segmentadosSyindexadospork.

Output: Aggregated Jaccard Index A.

1: Inicializar recuentos de pixeles de union y correcta: C <« 0; U« 0
2: for cada nicleo del ground truth Gi do
3: j « argmaxk(|Gin Sk|/|Gi U Sk|)
4: Actualiza el recuento de pixeles:C « C + |GiN Sj|; U « U + |Gi U Sj|
5: Marcar la Sjusada
6:end for
7: for Cada nucleo segmentado Sj do
8: If Sy no esta anotada
9:U « U + |Sk|
10: end for
11:4 « C/U

4.2.2. Comparativa de las dos redes propuestas

En la Tabla 4.2 podemos ver el resultado AJl obtenido para cada una de las imagenes segmentadas
automaticamente.

Tabla 4.2. Resultados de la métrica AJl

Imagen UNet UNet + ResNet
16B 0024181 HE B_060220171401_58753 38961.tif 0.52710 0.52040
16B 0028813 HE B_060220171257_12240 111982.tif 0.56700 0.56600
16B 0028817 HE B_060220171416_42714 92070.tif 0.77890 0.77830
16B0008066 HE 5 060220171540 59655 119188.tif 0.60560 0.61540
16B0022615 HE 3_060220171438 31004 17485.tif 0.59490 0.59430
16B0022781 HE 4_060220171312_ 12859 117325.tif 0.53360 0.53420
16B0028914 HE 3_060220171505_65064 118316.tif 0.64410 0.64190
17B0016589G4_ 051220171417 _34706_23525.tif 0.62900 0.62250
TCGA-A7-A13E-01Z-00-DX1.tif 0.58240 0.56930
TCGA-A7-A13F-01Z-00-DX1.tif 0.59580 0.60570
TCGA-B0-5711-01Z-00-DX1.tif 0.61650 0.61840
TCGA-E2-A14V-01Z-00-DX1.tif 0.57390 0.56530
TCGA-HE-7128-01Z-00-DX1.tif 0.59890 0.58820
TCGA-HE-7129-01Z-00-DX1.tif 0.54790 0.54270
TCGA-NH-A8F7-01A-01-TS1.tif 0.53690 0.54070
TCGA-RD-A8N9-01A-01-TS1.tif 0.69630 0.69740
Media 0.60180 0.60004

Se puede apreciar que la red UNet sin bloques residuales ha dado un mejor resultado en 10 de las
16 imagenes. Con el fin de facilitar esta lectura se ha sombreado el mejor resultado en cada caso.
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Por tanto, la media de todas las métricas All de la red UNet es 0.60180. En el siguiente apartado
se va a hacer una comparativa con los resultados que obtuvieron los participantes de MoNuSeg. No

obstante, cabe destacar que el dataset usado en el challenge fue distinto y no incorporaba ninguna

imagen cancerigena. La presencia de estas imagenes en nuestro dataset lo hace mucho mas

representativo y escalable a cualquier muestra que se estudie en un fututo.

4.2.3. Comparativa de resultados con MoNuSeg

Vemos, en la Tabla 3.1 los resultados de los participantes que se presentaron al challenge de

segmentacion nuclear MoNuSeg [15].

Tabla 4.3. Resultados challenge MoNuSeg

Rank Team All Affiliation Country
1 CUHK&IMSIGHT 0.6907 'NeChinese University of Hong China
Kong; Imsight Technology
2 BUPT.J.LI 0.6868 Beijing University of Post and China
Telecommunication
3 pku.hzq 0.6852 Peking University China
4 Yunzhi 0.6788 University of Oklahoma USA
5 Navid Alemi 0.6779 University of Warwick UK
Shanghai Jiao Tong University,
6 xuhuaren 0.6642 Shant.gha|,.Ch|na; National China
University of Defense
Technology, Changsha, China
7 aetherAl 0.6632 aetherAl Taiwan
8 Shuang Yang 0.6624 Zhejiang University China
Bio-totem Pte Ltd, The
9  Bio-totem&SYSUCC 0.6619 University of Hong Kong, Sun China
Yat-sen University Cancer
Center
Medical University of Vienna,
. TissueGnostics GmbH, .
10 Amirreza Mahbod 0.6574 Loughborough University, KTH Austria
Royal Institute of Technology
Carnegie Mellon University;
11 CMU-UIUC 0.6557 University <.)fIII|n0{s at prbana— USA
Champaign; University of
Science, VNU-HCM
12 Graham&Vu 0.6532 University of Warwick, Sejong UK
University
13 Unblockabulls 0.6514 American Express, India India
University of California,
14 Tencent Al Lab 0.6459 Berkeley; The Hong Kong USA

University of Science and
Technology
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Science and Research Branch,

15 DeepMD 0.6333 Islamic Azad University, Tehran Iran
16 Canon Medical 0.6325 Canon Medical Research UK
Research Europe Europe
Institute of Imaging and
17 Johannes Stegmaier 0.6231 Computer Vision, RWTH Germany
Aachen University
. University of Science and .
18 Yanping 0.623 Technology of China China
. . University of Luebeck, Institute
19 Philipp Gruening 0.6211 for Neuro- and Bioinformatics Germany
. Agilent Labs, Agilent
20 Agilent Labs 0.618 Tehcnolegies Israel Ltd Israel
Konica Minolta Konica Minolta Laboratory
21 Laboratory Europe 0.6112 Europe, Munich, Germany Germany
. Shenzhen University, .
22 OnePiece 0.6061 Shenzhen, China China
Department of Mathematics,
23 Junma 0.5934 Nanjing University of Science China
and Technology
N Biosciences R&D, TCS Research,
24 Biosciences R&D, TCS 0.5783 TATA Consultancy Services Ltd., India
Research .
Pune, India
25 Azam Khan 0.5749 Korea University South Korea
26 CVBLab 0.5739 Universitat F\’olljcecnlca de Spain
Valéncia
Vision Lab, Electrical &
27 Linmin Pei 0.5623 Computer Engineering, Old USA
Dominion University
28 DB-KR-JU 0.4545 Jadavpur University India
Visilab Research Group,
29 VISILAB 0.4441 University of Castilla - La Spain
Mancha, Ciudad Real, Spain
30 Sabarinathan 0.4437 Cognlzath Technglogy India
Solutions, India
31 Silvers 0.278 Xiamen University, Xiamen, China
China
32 TJ 0.1301 Tongji University China

Teniendo en cuenta estos datos, la red propuesta quedaria en la posiciéon 23, mejorando por tanto

la red presentada por el propio CVBLab, que se encuentra en la posicidn 26. Como se ha comentado

en el apartado anterior, los resultados del challenge MonuSeg se obtienen de entrenar y testear con

imagenes sanas, donde los nucleos se presentan con formas mucho mas regulares, lo que hace el

aprendizaje de estos mas sencillo para la red que se proponga.
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CAPITULO 5

5. CONCLUSIONES Y LINEAS FUTURAS

5.1. Conclusiones

En este trabajo se ha desarrollado una introduccién al cancer, haciendo hincapié en la cantidad de
personas que lo padecen y el nimero de muertes que produce. Seguidamente se han detallado todos
los procedimientos que se deben llevar a cabo para poder obtener una imagen histoldgica un patélogo
puede analizar a microscopio. Se presenta entonces el problema a tratar, los nucleos de las imagenes
histoldgicas. Estos tienen gran diversidad de formas y en muchas ocasiones se solapan unos con otros.
A lo largo del trabajo se han propuesto dos redes neuronales capaces de abordar el problema de la
segmentacion nuclear. Los resultados de la red UNet son capaces de segmentar los nucleos,
obteniendo un AJl de 0,6018. Aunque los resultados no son ideales y quedan por debajo de los mejores
resultados del challenge MoNuSeg, se puede afirmar que si son capaces de ofrecer un resultado
prometedor. Cabe destacar que en el concurso MoNuSeg no se trabajé con pacientes con cancer, por
lo que las imagenes son mucho mas regulares y puede ser indicativo de obtener mejores resultados.

El primer paso ha sido conocer las imagenes desde un punto de vista histoldgico para poder
determinar qué formasy aspectos puede tener el tejido, asi como saber si los nucleos eran susceptibles
a cambio al padecer cancer. Estos datos son una informacion necesaria para la conformacién de la
base de datos. También en esta linea se ha realizado un analisis del estado del arte con el fin de conocer
las técnicas que han sido empleadas hasta el momento y qué calidad de resultados se han obtenido.
Esto nos permite, por un lado, abordar el problema mediante una aproximacién adecuaday, por otro
lado, proponer nuevas herramientas y evaluar qué pueden aportar a la resolucién del problema
principal.

En segundo lugar, se ha creado una base de datos que es combinacién de el dataset del challenge
MoNuSeg y otras imagenes propias cedidas por el Hospital Clinico Universitario de Valencia. Esta base
de datos contiene imagenes histoldgicas de 1000 x 1000 pixeles, a las que se ha normalizado el color
mediante SNMF. En la base también encontramos las mascaras con 3 intensidades distintas que
denotan interior de nucleo, borde de nucleo y fondo y por dltimo los mapas de nucleos para conformar
el ground truth.

Con esta base se han entrenado dos redes neuronales donde se han destinado 30 imagenes al
entrenamiento, con el 20% a la validacién, y otras 16 imagenes al test. La primera red neuronal es una
encoder — decoder tipo UNet con skip connections que ha sido capaz de sacar un resultado de métrica
All de 0,6018, superando a la otra red tipo UNet pero con bloques residuales. Se ha implementado un
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algoritmo de postprocesado basado en el método watershed utilizando el mapa de prediccidon que sale
de la red neuronal convolucional.

Como se ha comentado, los resultados obtenidos aun deben mejorarse para poder equipararlos a
la segmentacion hecha a mano. Esto puede deberse a diversos factores, entre ellos el parcheo de las
imagenes, es facil comprobar que en el mapa de prediccion aparecen errores en forma de lineas que
parecen coincidir con los bordes del parche, si estas lineas caen sobre un nucleo al hacer el watershed
se divide en dos cuencas y segmenta incorrectamente el nicleo. Por otro lado, también puede deberse
a la forma en la que se ha implementado el watershed, el umbral de decision se ha ido ajustando a
mano mediante el mapa de prediccidon, pero no existe un método que evalle cada mapa por separado
con el fin de hacer el watershed 6ptimo para esa imagen en concreto. Esto también puede estar
relacionado con el resultado de la UNet con bloques residuales, como se ha comentado en la literatura
encontramos referencias que indican que el uso de bloques residuales mejora la segmentacién. No
obstante, en nuestro caso no ha ocurrido. Esto podria deberse a la profundidad de la red, quiza si
generamos una red mds profunda esta segmente mejor hasta que llegue a la saturacion por
degeneracidn, y entonces si sea util el uso de bloques residuales. Pero como se comenta, es posible
que si implementamos un algoritmo que estudie individualmente de los mapas de prediccion y
encuentre el mejor umbral para comenzar a hacer el watershed, obtengamos mejores resultados en
la métrica AJl.

Por lo tanto, se ha determinado que, en este caso, la implementacion de bloques residuales no
aumenta el resultado y es conveniente no emplearlos ya que aumentaria, aun mas, el tiempo de
computo.

Como conclusion global del trabajo se puede afirmar que se ha logrado alcanzar el objetivo
principal planteado: crear un modelo de segmentacidn de nucleos basado en aprendizaje profundo.

5.2. Lineas futuras

En base a las conclusiones extraidas de todo el proceso del trabajo se van a proponer algunas
mejoras que partan de los puntos débiles de la red neuronal para mejorarlo y conseguir resultados de
mayor calidad.

Por un lado, seria interesante implementar data aumentation, con el fin de introducir mayor
cantidad de ejemplos de nucleos a la red. Asi como modificar el parcheo para evitar la aparicidn de las
aberraciones en el mapa de salida.

En cuanto a la etapa de la base de datos, seria conveniente conseguir mas muestras de todos los
organos, para poder generar una red capaz de identificarlos todos con la misma precision. Con esto se
aumenta también el tamafio del training y la red aprende todos los tipos de nucleo.

Otro enfoque que se podria seguir es la implementacion de una red neuronal generadora
adversaria (GAN), este tipo de redes se compone de una parte generadora y otra discriminatoria. De
modo que podria hacerse una red que a partir de una matriz de ruido aleatorio generase una imagen
histolégica con nucleos y otra red antagdnica entrenada para poder discriminar esta imagen como
realista o no. De este modo, sin necesidad de segmentar a mano nuevas imagenes, podriamos obtener
imagenes segmentadas que sirviesen para entrenar la red propuesta en este proyecto.
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Por ultimo, si se implementara la red neuronal en un sistema de ayuda al diagndstico completo,
podria hacerse telepatologia, con este sistema las imagenes donde la distribucidn y formas nucleares
sean atipicas se envien directamente al patélogo para que las estudie. Reduciendo asi el esfuerzo de
analizar todas las imagenes que no tienen ninguna anormalidad. Podria asi implementarse en los
quiréfanos un sistema de histologia por congelacion, como el que se ha descrito en la seccion 1.2.1, y
un instrumental que digitalizase la imagen, se analizara con la red neuronal convolucional y se enviara
al patélogo al instante. De este modo, las operaciones en las que se debe decidir si extirpar o no una
zona posiblemente afectada por cancer no tendria que esperar a que el patdlogo haga todo el
procedimiento y observe la muestra. No obstante, para este caso tendria que reentrenarse la red con
imagenes histoldgicas por congelacion.
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PRESUPUESTO

1. Presupuestos parciales

En este capitulo se va a hacer una valoracion econémica del trabajo realizado. Se van a ir detallando
cada una de las partes de las que consta el presupuesto y se va a realizar un breve estudio de la
viabilidad econdmica en funcién a los resultados que se han obtenido, con el fin de saber si es eficiente
realizar este tipo de método de segmentacién nuclear.

Primeramente, se desglosaran los precios de modo que se analicen por separado la mano de obra
y la maquinaria y los materiales empleados.

1.1. Coste de personal

Dentro de la mano de obra se recogen los recursos humanos que han sido requeridos para la
realizacion del trabajo en funcién del tiempo que ha sido necesario dedicar. Concretamente, las
contribuciones al trabajo han venido de la mano de: Dra. Valery Naranjo Ornedo (tutora del trabajo),
Adrian Colomer Granero (cotutor del trabajo) y Adridan Galiana (alumno y autor del proyecto).

Tabla 1.1. Cuadro de precios unitarios de la mano de obra

Denominacion . Cantidad Precio Unitario (£) Total (€)
Catedratica h. 15 42,00 630,00
Doctor h. 45 20,50 922,50
Alumno GIB h. 720 12,50 9.000,00
Total 10.552,50

1.2. Coste de los recursos

En lo referente a los recursos materiales necesarios en el trabajo se ha hecho la siguiente
distincidon: maquinaria y materiales.

La maquinaria se refiere a aquellos materiales que han sido necesarios para el desarrollo del
trabajo explicitamente, a las herramientas que han sido necesarias en todo el proceso. Se distingue
entre hardware y software.
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1.2.1. Coste de las herramientas hardware y software

En el caso de este proyecto, las herramientas software utilizadas han sido: MATLAB,
concretamente Image Processing Toolbox y Statistics and Machine learning Toolbox, y para la creacion
de la presente memoria se ha empleado Microsoft Office, un procesador de textos con la licencia
educativa.

Tabla 1.2. Cuadro de precios unitarios de maquinaria

. Periodo de Intervalo
N ; Precio — .
Denominacion Uds. Cantidad amortizaciéon amortizado Total (€)

(afios) (meses)

Unitario (€)

Office Hogar y

_ u 1 149,00 1 11 149,00
Estudiantes 2019
Licencia MATLAB u 1 800,00 1 11 800,00
Equipo
especializado
. u 1 4.000,00 5 11 4.000,00
equipado con
NVIDIA TITAN V
DELL XPS 15
u 1 1.300,00 5 11 1.300,00
9530
Total 6.249,00

1.2.2. Coste de los materiales

Siguiendo con los materiales utilizados en el trabajo, en este caso son las imagenes, que provienen
de pruebas de biopsia realizadas en el Hospital Clinico Universitario de Valencia. El precio de las
imagenes se divide en el precio relativo a la adquisicion de la muestra del paciente y en el coste
asociado a cada corte histoldgico que se digitaliza. Es importante destacar que este coste no se ha
asumido explicitamente en el presente trabajo.

Tabla 1.3. Cuadro de precios unitarios de los materiales

Denominacién . Cantidad Precio Unitario (£) Total (€)
Biopsia u 16 600,00 9.600,00
Muestras u 16 10,00 160,00
Total 9.760,00
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2. Presupuesto total

Finalmente, se va a calcular el presupuesto total del proyecto. Para ello, a los cuadros de
presupuestos parciales anteriores (Tabla 1.1, Tabla 1.2Tabla 1.3) hay que sumar el porcentaje de gastos
generales (13%), el beneficio industrial (6%) y el IVA (21%). Tras esto, se obtiene el presupuesto total
gue supone la realizacion del presente trabajo.

Tabla 2.1. Presupuesto total

CAPITULO IMPORTE (€)
Coste de la mano de obra 10.552,50
Coste de la maquinaria 6.249,00
Coste de los materiales 9.760,00
PRESUPUESTO DE EJECUCION DE MATERIAL 26.561,50
13 % de gastos generales 3.453,00
6% de beneficio industrial 1.593,69
PRESUPUESTO DE EJECUCION POR CONTRATA 31.608,19
21 % de IVA 6.637,72
PRESUPUESTO TOTAL 38.245,91




