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Resumen

La estimacion de estados, en procesos complejos como el proceso de molienda semiautogena (SAG) en la mineria del cobre, es una
tarea dificil debido a las dificultades para medir directamente ciertas variables relevantes en linea y tiempo real. En este trabajo se
amplia una comparacién, iniciada en trabajos anteriores de estos mismos autores, entre modelos dinamicos NARX y NARMAX
construidos con el uso de Redes Neuronales Artificiales (RNA) y Maquinas de Vectores de Soporte (SVM), cuando actian como
estimadores de una de las variables de estado mas importantes para la operaciéon de molienda SAG. Para lograr esta comparacion se
propone una metodologia simple y original para desarrollar modelos NARMAX confeccionados con SVM. Los resultados muestran la
potencia predictiva de los modelos NARMAX, que incorporan los errores de prediccion en tiempos anteriores para predecir la evolucion
futura del proceso y la ventaja de aquellos elaborados mediante SVM por sobre los confeccionados con RNA. NARMAX-SVM presenta
un MSE significativamente inferior al de todos los otros modelos. En términos del proceso de molienda, se proporciona una herramienta
util para la estimacion en linea y tiempo real de una variable que permite controlar y optimizar el proceso y que no puede ser medida
mediante instrumentos facilmente disponibles. Copyright © 2014 CEA. Publicado por Elsevier Esparia, S.L. Todos los derechos

reservados.
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1. Introduccion

Con la creciente complejidad de los procesos industriales se
hace en ocasiones muy dificil la elaboracion de modelos
dinamicos fenomenologicos o de primeros principios adecuados
para realizar prediccion, optimizacion y control, entre otras tareas
importantes. Para elaborar un buen modelo dinamico por lo
general es necesario un arduo trabajo de diferentes especialistas
con un conocimiento acabado del proceso. De hecho muy a
menudo los modelos de primeros principios obtenidos son muy
complejos y dificiles de identificar debido a problemas
estructurales.

Un enfoque alternativo y fructifero para abordar este problema
consiste en el disefio de modelos basados en datos. En este
sentido, en la ultima década, las redes neuronales artificiales
(RNA) han demostrado ser una poderosa herramienta para el
modelamiento de sistemas. Muchas aplicaciones interesantes en el
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campo de la identificacion de sistemas, control predictivo, disefio
de observadores y predictores se pueden encontrar en la literatura
(Chai et al., 2005, Woolley et al, 2010).

A pesar de los buenos resultados logrados con las redes
neuronales, todavia subsisten algunas dificultades para su disefio,
tales como la eleccion del numero de neuronas en las capas
ocultas, el problema del sobreajuste o sobreaprendizaje, la
existencia de minimos locales en la funcion objetivo y la baja
capacidad de generalizacion, entre otros.

Las Maquinas de Vectores Soporte (SVM) han demostrado su
utilidad, mejorando el rendimiento de los diferentes métodos de
aprendizaje supervisado, ya sea como modelos de clasificacion o
como modelos de regresion (SVR). Las SVM tienen muchas
ventajas, tales como una buena capacidad de generalizacion,
menor nimero de parametros libres a ser ajustados y un proceso
de optimizacion que se basa en una funcién convexa donde no
hay minimos locales (Scholkopf ez al., 2000).

A pesar de estas ventajas, existen dificultades, especialmente
relativas al uso de SVM en tareas de regresion en sistemas
dindmicos, que aun estan por resolver. De hecho las SVM han
sido concebidas principalmente para abordar problemas estaticos
de clasificacion y aproximacion de funciones. En el caso de
sistemas dinamicos, casi todo el trabajo que se ha realizado en
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regresion se centra en modelos de tipo NARX (no-lineales,
autorregresivos, con entrada exdgena) (Sapankevych and Sankar,
2009). Sin embargo, una estructura mas completa que NARX y
por ende con mejores capacidades predictivas -pues agrega
informacion acerca de errores de prediccion anteriores para
predecir mejor hacia el futuro- la constituyen los modelos tipo
NARMAX (no-lineales, autorregresivos, con entrada exogena y
media movil). Lamentablemente no ha habido reportes claros en
la literatura acerca del uso de SVM para desarrollar un modelo
dinamico NARMAX. En trabajos de Suykens (Suykens et al.,
2002) se establecen las ecuaciones necesarias para entrenar Least-
Square SVM (LS-SVM) —una herramienta similar a la SVM
tradicional pero con algunas caracteristicas que le afiaden mayor
simpleza de uso- de manera de elaborar modelos dindmicos de
tipo NOE (no-lineales, con error de salida) que tienen
caracteristicas similares a los NARMAX. Sin embargo en esos
trabajos también se establece la gran dificultad de manejar dichas
ecuaciones a la hora de realizar implementaciones practicas.
Homnstein and Parlitz (2004) proponen un método iterativo para
entrenar un modelo NAR con errores anteriores, utilizando la
autocorrelacion de los residuos como criterio de término del
entrenamiento. Otros autores mencionan aplicaciones de modelos
NARMAX implementados con SVM pero no aclaran
suficientemente como es que fue utilizado SVM en el desarrollo
de dichos modelos dinamicos (Martinez-Ramon et al., 2006, Guo
et al., 2008). La complejidad del uso de SVM para representar
modelos NARMAX hace que las RNA alGn constituyan la
herramienta preferida (Gao and Joo, 2005).

Desde el punto de vista de los procesos complejos a ser
modelados, un caso de relevancia en mineria lo constituye la
molienda semiautégena (SAG) (Wolmarans and Morgan, 2009).
En ella las condiciones dptimas de funcionamiento de los molinos
son fuertemente dependientes de la correcta determinacion de las
variables de estado relevantes del proceso. Desafortunadamente,
las condiciones que prevalecen en un molino SAG hacen dificil
medir estas variables en linea y en tiempo real, algo que es
especialmente complejo en el caso de la variable “Nivel de
Llenado™ del molino, tal vez la mas importante para efectos de
controlar y optimizar el proceso (Salazar ef al. 2009).

Por otra parte, a falta de sensores reales, los sensores virtuales
(software-sensors) han demostrado ser herramientas poderosas
para la determinacion de las variables de estado que no se pueden
medir directamente (Suarez and Gomez, 2011). Un sensor virtual
es un modelo, estatico o dinamico, mucho mas simple que el
modelo fenomenoldgico del proceso, pues soélo involucra una
relacion entre variables de salida posibles de ser medidas en linea
y en tiempo real y las variables de estado relevantes del proceso.
En consecuencia el sensor virtual puede elaborarse considerando
solo una parte del modelo fenomenologico o a partir de modelos
basados en datos utilizando herramientas de la inteligencia
computacional -como las RNA o los SVM- o a partir de
combinaciones de todos ellos (Yan et al., 2004, Gonzaga et al.,
2009).

En trabajos recientes aplicados al proceso de molienda SAG
(Acuiia and Curilem, 2009, Curilem ez al., 2011), se realizo la
comparacion de sensores virtuales implementados con modelos
dinamicos basados en SVM y RNA para estimar el nivel de
llenado del molino SAG. En estos trabajos, se compar¢ el
desempefio de modelos neuronales de tipo NARX y NARMAX y
un modelo NARX implementado con LS-SVM. Se mostré que el
desempefio del modelo de tipo NARX implementado mediante
LS-SVM fue significativamente superior al desempefio del mismo

modelo implementado mediante RNA. Ambos modelos fueron sin
embargo superados por el modelo de tipo NARMAX
implementado con RNA. Dado el éxito, por una parte, del modelo
tipo NARMAX y por otra de las SVM como herramienta de
modelamiento, quedod planteada la necesidad de implementar
modelos NARMAX con SVM. Este trabajo amplia la
comparacion anterior incorporando el desarrollo de modelos de
tipo NARMAX con SVM. Su objetivo es presentar claramente la
metodologia empleada para la elaboracion de dichos modelos
utilizando como aplicacion, el desarrollo de un sensor virtual
dindmico para la variable de estado “Nivel de Llenado” de un
molino SAG.

La organizacion de este trabajo contempla, después de esta
introduccion, una seccion dedicada al proceso de molienda SAG.
La regresion mediante SVM es descrita en la seccion siguiente.
Los modelos NARX y NARMAX confeccionados mediante RNA
y SVM son revisados a continuacion, destacandose, en esta
seccion, la metodologia propuesta para confeccionar modelos
NARMAX con SVM. Los resultados comparativos son mostrados
y discutidos en la seccion siguiente para terminar con una
conclusion.

2. Descripcion del proceso de molienda SAG

El objetivo de los procesos de concentracion en la mineria es
la recuperacion de las particulas de especies valiosas (cobre, oro,
plata, etc.) que se encuentran en las rocas mineralizadas. El
proceso de concentracion se divide en tres pasos: trituracion,
molienda y flotacion.

En el proceso de molienda, el tamafio de las particulas
provenientes de la molienda sigue siendo reducido de modo de
obtener una granulometria maxima de 180 micras (0,18 mm). El
proceso de molienda se realiza utilizando grandes equipos
giratorios 0 molinos cilindricos de dos maneras diferentes:
convencional o molienda SAG.

En los molinos SAG la molienda se produce en parte por la
accion de caida del mineral desde una altura cercana al diametro
del molino y también por la utilizacion de medios de molienda
metalico, bolas de acero de 5 pulgadas de diametro. El molino
SAG tiene un nivel de llenado volumétrico que varia desde un
12% al 30% de su volumen, como se muestra en la Figura 1. El
mineral se recibe directamente desde la trituracion primaria en un
tamafio cercano a las 8 pulgadas (Magne et al., 1997).

Fresh Feed

Figura 1: Esquema de Molino SAG- Vista Interna y Externa (Magne ef al.,
1997)

En la operacion de estos molinos, el objetivo es trabajar bajo
condiciones que implican el consumo méximo de potencia
instalada. Sin embargo, se trabaja en condiciones inestables
debido a que un aumento del nivel de llenado del molino mas alla
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del punto de maximo consumo conduce a una situacion de
sobrellenado (ver Figura 2).

Adicionalmente, el valor de la potencia maxima que puede ser
consumida por un molino SAG no es constante y depende
principalmente de la densidad de carga interna, la distribucion de
tamarios de la alimentacion y el estado del revestimiento. El nivel
de llenado de la carga interior -que se asocia al consumo maximo
de energia- esta relacionado con el nivel de carga de medios de
molienda y el movimiento de la carga interior. Por esta razon, los
operadores del molino SAG deben tratar de conjugar estos
factores con el fin de lograr, primero la estabilizacion de la
operacion y luego su mejora (Magne et al., 1997). Por eso es
importante para ellos contar con informacion confiable y oportuna
sobre el nivel de llenado del molino.

Power

5
0,055 0,15 023 0,305 0,38 045
Fillng level, %

Figura 2: Variacion tipica de potencia consumida versus nivel de llenado en
molinos SAG (Magne et al., 1997).

3. Regresion mediante SVM

Las maquinas de vectores de soporte abordan los problemas
de clasificacion y regresion no lineal mediante el mapeo de los
datos de entrada hacia un espacio de alta dimension donde la
superficie de decision es lineal.

Los algoritmos SVM aplicados a regresion (SVR, Support
Vector Regression) se basan en los resultados de la teoria
estadistica de aprendizaje dada por Vapnik (Vapnik, 1995) que
introduce la regresion como el ajuste de un tubo de radio v a los
datos. El limite de decision para determinar el radio del tubo esta
dado por un pequefio subconjunto de ejemplos de entrenamiento
llamados vectores de soporte (SV). La SVR de Vapnik estima los

valores de W' para obtener la funcion de la ecuacion 1:

f@=0D+b

w,¥eRY,beR,

1

Introduciendo la funcion de pérdida e-insensitiva mostrada
en la ecuacion 2:

ly- £ (%), = max{,|y - f(3)|-¢ } @

que no penaliza los errores mas pequefios que € (e> 0) (donde
¢ corresponde a un valor elegido a priori).
El algoritmo es implementado minimizando el riesgo
-2
estructural ”w” al que se aflade una penalizacion por dejar los
puntos fuera del tubo (identificados por variables de holgura &).
De esta manera la funcion de riesgo a minimizar esta dada por la

ecuacion 3, donde C es una constante que pondera el compromiso
entre la complejidad del modelo y los puntos que quedan fuera
del tubo, sujeta a las condiciones de borde. La Figura 3 muestra
una interpretacion geométrica para el caso de una regresion lineal.

1 ! / . ~
min—of’ +C3 (& +£) ©
929! i=1

sa. y,—(wx)-b<e+&,

(wx)+b—y, <e+¢
.6 20,

i=1..,1

Figura 3: Interpretacion geométrica de la SVR en la cual la ecuacion de
regresion es estimada mediante un tubo de radio €. El compromiso entre la
complejidad del modelo y los puntos dejados fuera del tubo de regresion es
controlado por las variables “slack” & Los puntos en negro son los Vectores
de Soporte

Este problema se resuelve mediante programacion cuadratica
(QP, Quadratic Programming), planteando el problema dual y
utilizando los multiplicadores de Lagrange (Scholkopf e al.,
2000).

Para resolver un problema de regresion no lineal es necesario
realizar una transformacion no lineal ®() de las variables de
entrada hacia un espacio, 1lamado espacio de caracteristicas, que
tiene una alta dimensionalidad, pero donde puede existir un
hipertubo que contenga los datos, por lo que en ese espacio se
puede aplicar una SVR. Algunas funciones, llamadas funciones
kernel 4() pueden sustituir el producto escalar de dos variables de
entrada independientes Xey por A(X,y)=D(X)eD(¥) que
realiza ese producto en el espacio de caracteristicas. Esta funcion
lleva a cabo el producto escalar en el espacio de dimension
superior de tal manera que se asegura la linealidad de la funcion
de regresion en el nuevo espacio, a través del mapeo no lineal
@(). Varias funciones se pueden utilizar como funciones kernel,
como por ejemplo la funcion Gaussiana

k(. %)) = exp(-|[7, - 7| (202 5

la funcion polinomial

KGE,5) = (G, 5,

4. Estructura e identificacion de los modelos NARX

Un modelo no-lineal, regresivo y con entrada exogena (NARX)
es la extension no lineal del modelo ARX y esta dado por la
ecuacion (4) (Ljung, 1987):

k)= f(y(k=1),..,.y(k —n),.u(k =1),....u(k —m),..)+e(k) )

donde e(k), denominado error de prediccion en el tiempo k, se
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modela como una variable aleatoria proveniente de la realizacion
de un proceso de ruido blanco gaussiano de media cero y varianza
o6 y que representa la incertidumbre del modelo y el ruido
asociado a los datos experimentales.

El predictor asociado a este tipo de modelos esta dado por la
ecuacion (5) y es esquematizado en la Figura 4, donde y es la
prediccion de la variable autoregresiva y, realizada a partir de la
informacion experimental de ella misma y de la variable exdgena
u en tiempos anteriores k-1, k-2,...considerando la funcion no-
lineal y (Ljung, 1987).

k) =w(yk=1),....y(k=n),......, u(k —1),....u(k—m)...) (5)
u(t-1)
u(t-2)
u(t-m)
NARX ()
y(t-1)
»(t-2)
FZ_ :
- y(t-n)

Figura 4: Predictor asociado a modelos de tipo NARX. u es la entrada
exOgena e y la variable autoregresiva. y corresponde a la prediccion de la
variable autoregresiva.

De la Figura 4 se puede apreciar que la identificacion de este
tipo de modelos -que se conoce como método de identificacion
serie-paralela- es muy sencilla. En efecto, basta con suministrar a
la herramienta escogida para aproximar la funcion de prediccion
y —RNA o SVM en el caso de este trabajo- lo siguiente:

e  Como entrada:

o datos experimentales correspondientes a las variables
autoregresivas con sus retardos desde 7~/ a t-n (lo que
tiene que ver con el orden del sistema a modelar).

o datos experimentales de las variables exdgenas con sus
retardos desde #-/ a t-m.

e Como salida:

o datos experimentales de las variables autoregresivas en

un instante posterior, 7.

En el caso de utilizar RNA para implementar este tipo de
modelos, el algoritmo de entrenamiento requerido consiste en el
conocido método de retropropagacion del error. En el caso de
SVM basta con proporcionar adecuadamente la informacion de
entrada y salida al método de optimizacion cuadratica utilizado
para el entrenamiento de SVM para regresion.

Es importante consignar que el entrenamiento de este tipo de
modelos es tal que la prediccion asociada sélo puede ser
rigurosamente hecha a un paso hacia delante (OSA, One Step
Ahead). En caso de requerirse de multiples predicciones hacia
delante (MPO, Multiple Step Ahead) es necesario realimentar la
variable regresiva hacia la entrada. Sin embargo, como el
entrenamiento solo es hecho a un paso, nada asegura que dicha
prediccion sea correcta, lo que constituye una posible limitacion a
la capacidad predictiva de este tipo de modelos a pesar de lo cual

suelen ser utilizados para este tipo de prediccion con buenos
resultados.

5. Estructura e identificacion de los modelos NARMAX

Un modelo no-lineal, regresivo, con entrada exdgena y
media movil NARMAX) es la extension no lineal del modelo
ARMAX vy esta dado por la ecuacion 6 (Ljung, 1987):

k)= fk =1),.. )k —n),.utk —1),.... 6
u(k—m),e(k =1),..e(k - p))-+e(k) ©
donde e(k) corresponde a la variable aleatoria descrita
anteriormente para la ec. (4) mientras que los términos anteriores
son valores conocidos del error de prediccion cometido en
instantes desde -/ hasta t-p (e.g. e(k-1) =y(k-1) —y(k-1)).

El predictor asociado a este tipo de modelos esta dado por la
ecuacion 7 (Ljung, 1987) y es esquematizado en la Figura 5:

Yy =y (yk=1),..y(k =),k =1),.....u(k —m),e(k =1),..e(k - p)) (7)

u(t-1)

T u(t-2)

ﬂ

T u(t-m) y

I

y(t-1)

— Y(-2)

NARMAX

p y(t-n) -

4

e,
i e(t-1)

I

1 e(t-p

p=

Figura 5. Predictor asociado a modelos de tipo NARMAX. u es la entrada
exogena , y la variable autoregresiva y e el error de prediccion. y corresponde
ala prediccion de la variable autoregresiva.

Para la identificacion de este tipo de modelos es necesario
contar con el valor de los errores de prediccion cometidos
anteriormente. Aparece entonces la dificultad de tener que utilizar
el predictor durante el proceso de identificacion de modo de
fabricar dichos errores en tiempos anteriores. Esto hace que esta
identificacion, también conocida como método paralelo de
identificacion de sistemas, sea mucho mas compleja de realizar
que la identificacion serie-paralela anteriormente presentada para
los modelos tipo NARX.

La complejidad de la identificacion paralela hace que para
implementar el modelo NARMAX con RNA se deba utilizar lo
que se conoce como retropropagacion dinamica 0
retropropagacion a través del tiempo (BPTT, BackPropagation
Through Time) inicialmente propuesta por Werbos y ya
ampliamente documentada en la literatura (Werbos, 1990)

En cambio, para implementar el modelo NARMAX con SVM,
fuera de lo propuesto por Suykens (Suykens et al., 2002) para
LS-SVM, no hay metodologias claramente descritas. En
consecuencia, en este trabajo se propone la metodologia
siguiente:
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e Dividir el conjunto de datos en tres conjuntos:
entrenamiento, validacion y prueba.
e FEtapal:

o Identificar primero un modelo NARX, como el
descrito en la seccion 4, utilizando el conjunto
de entrenamiento.

o Obtener el error de prediccion MPO con el
modelo NARX utilizado con los datos del

conjunto de validacion.

e Etapa2:
o Usar dicho error de prediccion como entrada
adicional de un segundo modelo NARX que se
entrena ahora sobre el conjunto de validacion.

Primera Etapa:
ler Modelo NARX

u(t-1)

u(t-2)
u(t-m)

y(t-1)

y(t-2)
i
y(t-n)

ﬁ
<
3

NARX

Este segundo modelo NARX posee la
informacion del error de prediccion en instantes
anteriores constituyéndose asi en un modelo de
tipo NARMAX.

o Probar la capacidad de generalizacion de este
modelo NARMAX sobre el tercer conjunto de
datos, el de prueba.

La figura 6 muestra un esquema de este proceso. Notese que el
primer modelo NARX es utilizado tinicamente para obtener el
error MPO. El segundo modelo, entrenado como si fuera uno
NARX, pero con los errores anteriores del primer modelo, es el
que se constituye como modelo NARMAX.

Segunda Etapa:
2do Modelo NARX

u(t-1)

iz,l 11(1-22
iz" u(t-m)

y(t-1)

y(t-2)
Fz" -
“ ‘ y(t-n)
e

NARX
(NARMAX)

(1)

Figura 6: Esquema de las dos etapas de disefio del modelo NARMAX implementado con SVM. En la primera etapa se disefia un modelo NARX usando los
datos de un conjunto de entrenamiento. Luego, se obtiene el error de prediccion MPO utilizando dicho modelo sobre un conjunto de datos de validacion.
Posteriormente, en una segunda etapa, se entrena un segundo modelo NARX sobre el conjunto de validacion adicionando como entradas hasta p retardos
del error de prediccion, obtenidos en la primera etapa. Este segundo modelo NARX se constituye en un modelo NARMAX pues fue entrenado con la
informacion de los errores pasados de la variable a predecir y puede ser usado en generalizacion sobre un tercer conjunto de datos, el de prueba.

6. Resultados y Discusion

6.1. Estructura de los sensores virtuales

La aplicacion de los sensores virtuales al proceso de molienda
SAG descrito en la Seccion 2, tiene por objetivo estimar en linea
y en tiempo real los valores de la variable “Nivel de Llenado”.
Como se menciond anteriormente, esta es una variable relevante
para el proceso de molienda, cuyos valores son muy dificiles de
medir directamente, en linea y tiempo real.

En el modelo NARX propuesto para la implementacion de los
sensores virtuales, se utiliza como entradas los valores anteriores
de la variable a estimar (“Nivel de Llenado”) y una variable
exdgena, la “Presion en los descansos del eje del molino”. Esta es
una variable facil de medir en linea y en tiempo real y que guarda
relacion con la variable de interés. Es necesario recordar que aqui
se trata solo de implementar un modelo de salida o “sensor
virtual”, que suele considerar una relacion cercana entre la
variable a estimar y una salida facilmente medible. En caso de
tratarse de elaborar un modelo completo del proceso, es necesario
previamente hacer un estudio acabado de las variables de entrada,

salida y estado relevantes, lo que puede implicar un estudio para
reducir dimensionalidad haciendo uso de técnicas como el analisis
de componentes principales o mapas auto-organizados, para
sistemas no-lineales.

Para determinar el orden de los modelos se utilizé la funcion
Lipschitz aportada por el toolbox NNSYSID (Norgaard, 2003) lo
que arroj6 como resultado un orden 2.

En consecuencia, en el modelo NARX propuesto para la
implementacion de los sensores virtuales, se utiliza como entradas
dos valores anteriores de la variable a estimar (“Nivel de
Llenado™) y una variable exdgena, la “Presion en los descansos
del eje del molino”. Esta es una variable facil de medir en linea y
en tiempo real y guarda relacion con la variable de interés.

En el modelo NARMAX propuesto para la implementacion de
los sensores virtuales, se utiliza, en forma adicional a las mismas
entradas utilizadas en el modelo NARX, los errores anteriores
cometidos por el modelo. En este caso, un método de prueba y
error permitié definir dos atrasos en la variable de error.

Los distintos sensores virtuales desarrollados corresponden a
las estructuras esquematicamente representadas en las figuras 7 y
8. Como se puede apreciar en las figuras, cada modelo fue
implementado mediante RNA y SVM.
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Figura 7: Estimacion de la variable Nivel de Llenado del molino SAG a partir
de valores anteriores de si misma y de la variable exégena Presion en los
Descansos del molino. Este es un modelo de tipo NARX elaborado con RNA
o con SVM. La realimentaciéon de la prediccion en t permite utilizar este
modelo para realizar multiples predicciones hacia delante o prediccion MPO
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Figura 8: Estimacion de la variable Nivel de Llenado del molino SAG a partir
de valores anteriores de si misma, de la variable exogena Presion en los
Descansos del molino y de Errores de Prediccion en el tiempo anterior -/ y t-
2. Este es un modelo de tipo NARMAX elaborado mediante uso de RNA o de
SVM. Una vez entrenado, cuando este modelo se usa en prediccion MPO
(multiples pasos adelante) se introduce un error cero a la entrada del modelo
dado el desconocimiento que se tiene de esta variable hacia el futuro.

6.2. Seleccion de datos, identificacion de los modelos y
prediccion

Se utiliz6 una base de datos reales provenientes del molino
SAGI de la planta de molienda de El Teniente de CODELCO,
Chile, con una capacidad nominal de 1100 thp de mineral. Este
proceso esta sometido a numerosas perturbaciones no medidas
tales como dureza y mineralogia de la alimentacion, recirculacion
de producto rechazado (pebbles) y condiciones de funcionamiento
no esperadas tales como obstrucciones en la parrilla de descarga.
El molino cuenta con un sistema de control experto que ajusta la
velocidad del molino (RPM), alimentacion y adicion de agua
manteniendo la potencia en los niveles adecuados.

Los modelos RNA y SVM fueron entrenados con 500
ejemplos y validados con 1000. Un tercer conjunto de 1000
ejemplos, conjunto de prueba, fue utilizado para obtener los
indices finales de desempefio que se muestran en la Tabla 1. Cada
ejemplo tiene el Nivel de Llenado en -/ y #-2 y la Presion en los
descansos en #-/ como entradas y el Nivel de Llenado en el
tiempo ¢ como la salida (los modelos son de segundo orden).

Una vez identificados los cuatro modelos obtenidos para
estimar el nivel de llenado del molino SAG (NARX y NARMAX
mediante SVM y RNA, respectivamente), se evalu6 su capacidad
de prediccion. Las predicciones fueron de tipo OSA y MPO en el
conjunto de prueba independiente. Es habitual considerar que las

predicciones MPO son mas complejas que las predicciones OSA
por lo que el modelo que funciona mejor como predictor MPO es
el mas adecuado (Leontaritis and Billings, 1985). El error de
estimacion se cuantifico mediante el indice entregado por la
funcién de error cuadratico medio (MSE) de Matlab.

6.3. Entrenamiento de RNA

Para elaborar los modelos basados en RNA se utilizo la
libreria de herramientas de Matlab, NNSYSID, desarrollada por
M. Norgaard (Norgaard, 2003) con el algoritmo de optimizacion
de Levenberg Marquardt.

Para el caso NARX se utilizo el procedimiento descrito en
(Acuiia and Curilem, 2009). En ese trabajo se uso —después de
probar diferentes arquitecturas- un Perceptron Multicapa, con tres
neuronas en la capa de entrada, una capa oculta con 6 neuronas y
una neurona en la capa de salida.

Para el caso NARMAX se utilizo el procedimiento descrito en
(Curilem et al., 2011). En ese trabajo varios retardos del error
fueron probados empiricamente. Finalmente el orden escogido
para el modelo fue 2-1-2-1, o sea, 2 retardos de la variable de
salida, “Nivel de Llenado”, un retardo de la entrada exdgena,
“Presion en los descansos” y dos retardos del error, como lo
muestra la Figura 8. Una vez escogido el orden, se disefio la
arquitectura. Esta incluy6 8 neuronas en la tinica capa oculta. Para
probar la capacidad de generalizacion de este modelo NARMAX
en los datos del conjunto de prueba, con prediccion de tipo MPO,
se optd por asignarles valor 0 a los errores de entrada al modelo,
dado que se desconoce el valor de ellos hacia el futuro (Gao et al.,
2005).

6.4. Entrenamiento de SVM

Para elaborar los modelos SVM se utilizO Matlab y una
biblioteca de herramientas desarrolladas en el INSA de Rouen,
Francia (Canu et al., 2005). Como se mencion¢ anteriormente, 10s
mismos conjuntos de entrenamiento, validacion y prueba fueron
utilizados tanto para el modelo RNA como para SVM.

Los modelos SVM se elaboraron considerando un Kernel con
funcion de base radial. En el caso NARX, el parametro C se
incrementd en potencias de 2 (Frohlich and Zell., 2005). Los
exponentes tomaron valores desde -5 hasta 15, con paso 1 y una
busqueda mas exhaustiva se llevo a cabo entre los valores 2 y 5,
donde se utiliz6 un paso de 0.05. Los mejores resultados se
obtuvieron para C = 2*%, lo que significa que la solucion requiere
de una baja complejidad del modelo para lograr una buena
generalizacion cuando se simula una prediccion MPO. El
parametro sigma de la funcién Kernel, también varié segun
potencias de 2, variando el exponente desde -5 hasta 10 con paso
1. El mejor resultado se obtuvo para sigma = 2’, por una busqueda
mas exhaustiva entre 5 y 8, con un paso de 0.1. El parametro ¢
vari6 entre 0 y 1, con paso 0,01. Los mejores resultados se
obtuvieron para ¢ = 0,2. La Tabla 1 muestra los resultados del
indice MSE para el conjunto de prueba.

En el caso NARMAX -tal como se describe en la metodologia
explicitada en la Seccion 5- se utilizd primeramente un modelo
NARX para obtener el error de prediccion MPO. Este error fue
introducido a la entrada de un segundo modelo NARX de orden
2-1-2-1, la misma configuracion que se utilizé con el modelo
NARMAX RNA explicado anteriormente (ver figura 8). El
modelo SVM fue entrenado buscando los valores de C y sigma en
la cercania de los valores obtenidos en el primer modelo NARX,
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con un paso de 0.1. Los mejores resultados se obtuvieron para
C=2"%, sigma=2°y £ =0.4.

6.5. Resultados de prediccion MPO

La figura 9 muestra los resultados obtenidos por las
combinaciones de los dos métodos y los dos tipos de modelos
dinamicos, mientras que la Tabla 1 se muestra el resultado de los
indices de MSE para cada caso.

A partir de estos resultados se observa que el modelo dinamico
NARMAX se comporta mejor que los modelos NARX cuando
ambos actiian como predictores MPO en el caso de SVM, lo que
no resulta tan significativo en el caso de RNA. La prediccion
MPO es una prueba bastante dificil para cualquier modelo
dindmico. Esto implica la prediccion de la variable de salida
(Nivel de Llenado), sélo a partir de sus valores iniciales, junto
con los valores de entrada experimental de la variable exogena
(Presion en los Descansos).

Estos resultados son coherentes con el hecho de que los
modelos de tipo NARMAX, aunque requieran de un
procedimiento de identificacion mas complejo, tienen mayor
capacidad predictiva al incorporar a su entrada los errores de
prediccion anteriores. Por otra parte, los modelos implementados
mediante SVM presentan un desempefio significativamente
superior al desempefio de aquellos confeccionado mediante RNA.

Tabla 1: Error MSE de predicciones MPO para modelos NARX y NARMAX
confeccionados con RNA y SVM

NARX NARMAX
RNA 1.4027 1.5802
SVM 1.1027 0.4263

7. Conclusiones

Este trabajo presenta una comparacion del rendimiento de dos
herramientas de modelamiento basadas en datos, las SVM y las
RNA para implementar modelos dinamicos de tipo NARX vy
NARMAX que actuen como estimadores del estado de la variable
de Nivel de Llenado de un proceso de molienda semiautdgena.

Los modelos resultantes fueron evaluados como predictores de
tipo MPO ya que este tipo de prueba requiere de una mayor
capacidad de prediccion, dado que mide la capacidad de predecir
varios pasos hacia adelante, a partir de la entrada actual.

Los resultados comprueban la superioridad de los modelos
NARMAX como modelos dinamicos que superan a los NARX
respecto de su capacidad de prediccion en el caso de SVM. Otro
resultado importante de este trabajo es que muestra que en general
el rendimiento de las SVM es mejor que el rendimiento de las
RNA, que son hasta ahora los modelos basados en datos mas
utilizados para este tipo de aplicacion. Esto es relevante por
cuanto las SVM presentan algunas ventajas respecto de las RNA,
en especial en lo que se refiere a que poseen un mecanismo que
regula el riesgo estructural, por lo que la posibilidad de
sobreentrenamiento es menor, y por otra parte, son menos
sensibles a los minimos locales del espacio de soluciones, por lo
que su entrenamiento es mas robusto.

El trabajo permiti6 ademés proponer una metodologia
novedosa y simple para implementar un modelo NARMAX
utilizando SVM, lo que representa una contribucion al uso de

estas maquinas para el modelamiento de sistemas dindmicos
complejos.
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A mufM M.
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Figura 9: Estimacion de la variable Nivel de Llenado (%) mediante modelos
NARX y NARMAX utilizando RNA y SVM en modo predictivo MPO
(multiples pasos adelante) para los datos del conjunto de prueba.

Buenos modelos dindmicos de caja negra aplicados a procesos
industriales, como el proceso SAG que se muestra en este trabajo,
pueden ser de gran relevancia ya que facilitan el disefio de
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algoritmos de control predictivo y de estimacién que han
demostrado ser de gran importancia para mejorar la operacion de
plantas industriales. El presente trabajo reafirma la incorporacion
de las SVM como herramientas de modelamiento dinamico que
presentan un buen rendimiento para la implementacion de
sensores virtuales aplicados a procesos industriales complejos.

A futuro, diversos estudios, como ¢l de la robustez ante ruido
y perturbaciones de la variable medida, pueden ser incorporados.

English Summary

Development of a Software Sensor based on a NARMAX-
Support Vector Machine Model for Semi-Autogenous
Grinding

Abstract

State estimation in complex processes such as the semi-
autogenous grinding process (SAG) in copper mining is an
important and difficult task due to difficulties for real-time and
on-line measuring of some relevant process variables. This paper
extends a comparison, initiated in previous work of the same
authors, between NARX and NARMAX dynamic models built
using Artificial Neural Networks (ANN) and Support Vector
Machines (SVM), when acting as estimators of one of the most
important state variables for SAG milling operation. To
accomplish this comparison we propose a simple and original
methodology to develop NARMAX models with SVM. The
results show that SVM-NARMAX models outperform SVM-
NARX models because they incorporate previous prediction
errors in order to improve prediction of the future evolution of the
process. Advantages of SVM over those RNA models are also
highlighted. NARMAX-SVM has a significantly lower MSE than
all other models. In terms of the milling process, it provides a
useful tool for estimating important state variables that are not
easily available on-line and in real time thus aiding control and
monitoring of the process.

Keywords:

Artificial Neural Network, Support Vector Machine, NARX,
NARMAX, Grinding Process, Software Sensor.
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