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Resum

En el nostre treball es presenta un model de transcripcié automatica de taules escrites
a maquina amb informaci6é de tipus numeric. Aquest model es basa en 1'tis de xarxes
neuronals artificials multicapa i ferramentes de processament d’imatge, aixi com en la
utilitzacié de multiples tecniques que augmenten la precisi6 del sistema. A fi d’obtenir
millors resultats, s’ha triat 1’elaboracié de multiples models de llenguatge que aporten
informaci6 contextual durant la transcripcié. En el present document es discuteix la me-
todologia seguida aixi com els diferents models sobre els quals s’ha iterat, comparant els
resultats obtinguts.

Paraules clau: reconeixement de text, offline, dades numeriques, model de llenguatge

Resumen

En nuestro trabajo se presenta un modelo para la transcripcién automatica de tablas
escritas a maquina con informacién de tipo numérico. Dicho modelo se basa en el uso
de redes neuronales artificiales multicapa y herramientas de procesamiento de imagen,
asi como en el empleo de multiples técnicas que aumentan la precisién del sistema. A
fin de obtener mejores resultados, se ha probado la elaboracién de multiples modelos
de lenguaje que aporten informacién contextual durante la transcripcién. En el presente
documento se discute la metodologia seguida asi como los distintos modelos sobre los
que se ha iterado, comparando los resultados obtenidos.

Palabras clave: reconocimiento de texto, offline, datos numéricos, modelo de lenguaje

Abstract

In our work we present a model for the automatic transcription of typed tables with
numerical data. Such model is based on the usage of multilayer artificial neural net-
works and image processing tools, as well as the handling of multiple techniques which
increase the precision of the system. For the purpose of obtaining superior results, the
construction of multiple language models, which provide contextual information dur-
ing the transcription, has been tried. In the following document we discuss the followed
methodology as well as the different models that have been taken into account, analysing
the obtained results.

Key words: text recognition, offline, numerical data, language model
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CAPITULO 1

Introduccién

El reconocimiento automaético de textos escaneados, a lo cual nos referiremos como
transcripcion automatica, persigue la obtencién de un documento digital a partir del tex-
to contenido en una imagen.

1.1 Motivacion

Los motivos para centrarse en la transcripcién automadtica, en nuestro caso de tex-
tos escritos a mdquina en forma de tablas, son varios. Por una parte, hay una ingente
cantidad de informacién no digitalizada que es vulnerable al paso del tiempo y menos
accesible. La transcripcién automaética sirve como herramienta para garantizar la accesi-
bilidad y preservacién de la informacién histdrica.

Por otra parte, los datos! que tratamos pueden habilitar un anélisis posterior que
revele mas informacién sobre el impacto del cambio climético. Old Weather [1], iniciativa
que nos ha cedido estos datos, comenta: «para entender como serd el clima del futuro,
debemos entender como ha sido el del pasado». También sucede que la extraccién de
informacion a partir de estos datos es costosa, lo que hace necesaria su automatizacion.

Existen diversos enfoques vélidos para resolver este problema de aprendizaje auto-
matico. No obstante, nuestro trabajo se basa en el uso de redes neuronales artificiales. El
hecho de haber descartado otras técnicas, como las maquinas de vector soporte o la clasi-
ficacién por vecinos mds cercanos, viene motivado por la capacidad que tienen las redes
neuronales de obtener buenos resultados sin un preprocesamiento de datos complejo. Es-
ta caracteristica nos permite avanzar con velocidad a una fase de experimentacién, donde
se valora el uso de técnicas adicionales para la mejora del sistema.

La principal ampliacién que implementamos es el uso de un modelo de lenguaje para
reconocimiento continuo. El hecho de centrarnos en el reconocimiento de secuencias de
caracteres, en lugar de palabras aisladas, viene motivado por el tamafio del vocabulario.
Al contar con més de 10.000 palabras diferentes, utilizar un modelo de lenguaje que esti-
mara la probabilidad a priori de cada palabra daria lugar a resultados no competitivos.

Para concluir cabe destacar que, aunque el reconocimiento automatico de texto es
un 4rea donde se estd obteniendo buenos resultados con la tecnologia actual, nos en-
contramos ante una tarea que todavia mantiene el interés académico. La transcripcién
automatica, especialmente de textos histéricos, tiene multitud de problemas asociados a
los datos para los que todavia no existe una solucién estandarizada; tal y como ponemos
de manifiesto en nuestra revision del estado de la cuestion.

Los datos del observatorio Fort William son ptblicos y estan disponibles en: http://brohan.org/
OCR-weatherrescue/index.html


http://brohan.org/OCR-weatherrescue/index.html
http://brohan.org/OCR-weatherrescue/index.html

2 Introduccién

1.2 Objetivos

Las diferentes metas a alcanzar con el desarrollo de nuestro trabajo son:

1. Conseguir la correcta extraccién de la caja de inclusién de cada fila de los documen-
tos escaneados.

2. Entrenar un modelo neuronal capaz de reconocer los caracteres de las imagenes de
manera efectiva.

3. Incluir técnicas de reconocimiento de texto manuscrito derivadas a partir de siste-
mas de reconocimiento automatico del habla para aumentar la precisién del siste-
ma.

1.3 Estructura de la memoria

La estructura de la memoria consiste en cinco apartados principales. Primeramente,
se hard una revisién del estado actual del tépico de nuestro trabajo, comentando varias
de las técnicas que se utilizan en la actualidad y el &mbito de aplicacién de la teconolo-
gia. En segundo lugar, definiremos brevemente los aspectos tedricos en los que se basa
nuestro trabajo y los relacionaremos con las herramientas que se han utilizado durante la
implementacion. Seguidamente, haremos una descripcién exhaustiva de nuestro enfoque
a la hora de afrontar este proyecto. En esta seccién se incluye la descripcién del sistema
creado, el preprocesado de las imdgenes para el posterior entrenamiento del modelo y
las técnicas que se ha utilizado con el objetivo de aumentar la precisién del sistema. La
cuarta parte del documento se centra en las pautas seguidas durante la experimentacion,
asi como en la evaluacién del rendimiento del sistema siguiendo las métricas estandar.
En esta seccion se incluye un andlisis de los resultados, haciendo hincapié en los distintos
tipos de errores que el sistema comete. Posteriormente, revisaremos los objetivos fijados
y analizaremos lo logrado con nuestro proyecto. En este capitulo plantearemos algunas
opciones que permitirian enriquecer el trabajo realizado pero que no se han llevado a
cabo al surgir impedimentos durante su desarrollo.



CAPITULO 2
Estado del arte

El reconocimiento automatico de texto es un drea de interés actual, tanto a nivel aca-
démico como de aplicacién. Prueba de ello es la diversificacion de la materia y la relaciéon
que tiene con otras areas del aprendizaje automatico, cuestiéon que ponemos de manifies-
to en este capitulo.

2.1 Uso de técnicas de reconocimiento del habla

Aunque el reconocimiento de texto y el reconocimiento del habla son 4reas del apren-
dizaje automatico distintas, en cuanto a la fuente de informacién que utilizan para extraer
sus resultados, las técnicas que se utilizan a la hora de inferir resultados suelen coincidir.
Por tanto, es normal que los avances en investigacion del reconocimiento del habla sean
también avances para el reconocimiento de texto.

Un ejemplo del uso de la tecnologia de reconocimiento del habla lo encontramos en
[6], donde se utiliza un modelo de lenguaje de n-grama basado en caracteres para incluir
informacién contextual en el proceso de clasificacién. El uso de un modelo de lenguaje
es una técnica popular entre los trabajos actuales sobre reconocimiento de texto, técnica
que explicamos en mayor detalle en el siguiente capitulo.

2.2 Reconocimiento de textos histéricos

Existen multiples ejemplos donde la transcripcién automatica se ha aplicado a escri-
turas antiguas. En [3] se discute el rendimiento de distintos modelos, sometidos a compe-
ticién, a la hora de lidiar con la transcripcion de manuscritos cientificos antiguos escritos
en arabe. La tarea se divide en tres partes: segmentacién de paginas, extraccion de las
lineas del texto y reconocimiento 6ptico de caracteres.

Uno de los competidores se basa en Google Cloud Vision [16], que utiliza redes neu-
ronales convolucionales para la detecciéon de lineas en el texto. Después se aplican una
serie de heuristicas para determinar la direccién de escritura y el estilo de escritura, ha-
ciendo que el sistema de reconocimiento de texto, también basado en redes neuronales
convolucionales, esté mds informado.

Los principales problemas a los que se enfrenta la transcripcion automaética de ma-
nuscritos antiguos son la baja calidad de la imagen de muestra, al haberse deteriorado
los textos con el paso del tiempo, y la falta de muestras etiquetadas. Ha de tenerse en
cuenta que la transcripcion manual de estos textos es costosa, lo que limita en gran ma-
nera los métodos de aprendizaje supervisado.

3



4 Estado del arte

En [2] hacen frente a los problemas expuestos haciendo uso del aprendizaje por trans-
ferencia de una red generativa antagénica. De esta manera, se parte de un modelo preen-
trenado sobre el cual se hace una ligera cantidad de iteraciones sobre el reducido conjunto
de datos. Gracias al uso del aprendizaje por transferencia se aumenta, en cierto modo, el
tamafio del conjunto de datos de entrenamiento.

El modelo consta de dos componentes: el generador y el discriminador. En la solucién
propuesta, ambos componentes se basan en el uso de redes neuronales convolucionales.
El generador trata de, a partir de las imdgenes de entrada, engafar al discriminador pro-
duciendo imagenes incorrectas que se asemejen a las reales. El discriminador aprende a
discernir entre imagenes vélidas y aquellas invalidas producidas, de tal manera que se
entrena para reconocer la caligrafia de cada cardcter de la época frente a posibles copias.

Sin embargo, el aprendizaje por transferencia no es la tinica opcién vélida para atacar
esta problemética. En [10] se hace uso de una red neuronal convolucional recurrente! pa-
ra la lectura de manuscritos en tibetano. Esta red se entrena a partir de datos sintéticos,
generados a partir de las muestras de entrada, sobre los que se afiade ruido artificial. El
modelo se adapta, posteriormente, a las muestras reales siguiendo un proceso de regula-
rizacion.

A la hora de evaluar este sistema se utilizan las muestras etiquetadas originales. Co-
mo los datos generados artificialmente consisten en lineas completas y las muestras son
péginas con su transcripcién, es necesario un proceso de segementaciéon por lineas. El
modelo encargado de realizar este proceso aprende sus parametros utilizando métodos
de aprendizaje no supervisado.

Los segmentadores de lineas acostumbran a aprender sus pardmetros a partir de unas
muestras, ya sea utilizando métodos supervisados o sin supervisién. En [9] se presenta un
método de extraccion de lineas que no aprende sus pardmetros, sino que utiliza un grafo
de distancias como proyecciéon del documento y trabaja sobre dicho grafo para conseguir
la segmentacion.

Otro problema propio de los documentos antiguos es la cantidad de texto corrido
que aparece. A la hora de aprender a diferenciar los distintos caracteres que aparecen
en el texto es vital contar con muestras aisladas de cada caracter. En [17] hacen uso de
redes convolucionales completas, ademads de una fase de posprocesado, para realizar la
segmentacién por caracteres del texto japonés.

2.3 Reconocimiento de texto en linea

La transcripcion automética no se limita a tareas offline, donde la entrada viene en for-
ma de imégenes escaneadas. Los sistemas de reconocimiento automético de texto en linea
han de tener en cuenta la velocidad con la que se procesan los datos, ademaés de la preci-
sién en la transcripcion. Sin embargo, poseen informacién sobre el dominio temporal de
la sefial que los sistemas offline han de simular.

En [7] se expone el uso de redes neuronales convolucionales profundas para el reco-
nocimiento en linea de cardcteres manuscritos, asi como la posible aplicacién practica de
la tecnologia y la distincion entre las distintas dreas del reconocimiento de texto. También
incide en la informacién que se puede extraer de los datos para enriquecer el proceso de
inferencia, como la presion a la hora de escribir o la velocidad del trazo.

1Una red convolucional recurrente consiste en una secuencia de capas convolucionales que implementan
un procesamiento de la imagen para producir la entrada de la red recurrente, cuestion que explicamos en
mayor detalle en el capitulo 4.
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2.4 Reconocimiento de texto en escenas

Otra posible aplicacion de la transcripcion automaética es integrarla en sistemas de
andlisis de imégen. El objetivo del reconocimiento de texto en escenas es el de detectar
secciones de las imdgenes que puedan contener texto escrito y hacer su transcripcion.
En este caso, el énfasis recae méds sobre el tratamiento de la imagen que sobre la propia
transcripcion, aunque también juega un papel fundamental para la consecucién de este
objetivo.

En [4] se evalua el rendimiento de distintos sistemas en un total de 3 tareas de res-
puesta a preguntas basado en imagenes, ordenadas por dificultad ascendente. Esta com-
peticién es de las primeras en incoporar texto a esta tarea, y abre una nueva area de
aplicacién para el mundo de la transcripcién automatica.






CAPITULO 3
Fundamentos tedricos

En este capitulo definiremos algunos de los conceptos fundamentales para entender
nuestra solucién y nombraremos las herramientas que se han utilizado para aplicar di-
chos conceptos.

3.1 Redes neuronales artificiales

Las redes neuronales artificiales se utilizan tanto para problemas de clasificacién, don-
de se pretende agrupar las muestras en funcién de sus caracteristicas, como de regresion,
donde se quiere codificar las muestras. El elemento fundamental de estas redes es la neu-
rona, la cual calcula una funcién de la entrada haciendo uso de un vector de pesos que
ha de ajustarse durante la fase de entrenamiento.

La arquitectura de una red neuronal artificial suele consistir en una serie de capas de
neuronas, donde las neuronas de una capa reciben como entrada las salidas de la capa
previa. Las muestras se suministran a través de la capa de entrada, en forma de vector
numérico, y la salida de la red se lee como los resultados de la dltima capa. Para saber
mas acerca de los componentes de una red neuronal y de su arquitectura recomendamos
leer el capitulo 3 de [12].

El sistema ajusta el vector de pesos de cada neurona a partir de unas muestras y
la salida que se espera, para ser capaz de reconocer adecuadamente cada muestra. Los
fundamentos del entrenamiento de redes neuronales artificiales y los algoritmos que se
utilizan se pueden consultar en el capitulo 5 de [12]. Cabe comentar, no obstante, que los
métodos mds populares en la actualidad se basan en la minimizacién, por descenso por
gradiente, de una funcién de error.

Para la construccién y entrenamiento de una red neuronal artificial que clasifique las
muestras de nuestro problema, hacemos uso de PyLaia [13]: un conjunto de herramientas
de alto nivel que nos permite generar modelos con los parametros que especifiquemos
sin entrar en detalles de implementacién de la propia red. PyLaia aprovecha la potencia
de célculo matricial de la Graphical Processor Unit (GPU) para acelerar el proceso de en-
trenamiento de la red, esto lo hace a través de la libreria CUDA de NVIDIA. Gracias a
este aumento de rendimiento, podemos obtener resultados en un tiempo mucho menor
al que necesitariamos si utilizdramos tinicamente el procesador de nuestra mdquina.

7



8 Fundamentos tedricos

3.2 Modelos ocultos de Markov

Un modelo oculto de Mérkov [15] es un formalismo matematico que representa un
proceso doblemente estocastico en el que uno de los procesos es desconocido y se puede
conocer a través de la observacién sistematica de resultados. El proceso es doblemente
estocdstico porque ocurren dos eventos guiados por la probabilidad: la transicién de un
estado a otro y la generaciéon de simbolos en cada estado.

De esta manera, podemos definir un modelo oculto de Markov mediante un grafo
donde los nodos representan estados, con una probabilidad de emisiéon definida para
cada simbolo, y los arcos representan la probabilidad de transiciéon de un estado a otro.
La figura 3.1 trata de representar graficamente un posible modelo oculto de Markov.

0.9 0.3

1 0.1 07
P(Als=1) = 1 P(Als=2) = 0
P(Bls=1) = 0 P(B|s=2) = 1

Figura 3.1: Representacion grafica de un modelo oculto de Markov.

Aunque los modelos ocultos de Markov tienen una gran cantidad de aplicaciones en
el mundo del reconocimiento de formas y del aprendizaje automaético, en nuestro caso
estamos interesados en dos de ellas. Primero de todo, estamos interesados en la existen-
cia de algoritmos eficientes para estimar automaticamente los parametros del modelo a
partir de las muestras que se esperan de salida. También nos interesa, con un modelo ya
entrenado, ser capaces de calcular la probabilidad de que se dé una secuencia de salida
con un algoritmo eficiente en tiempo.

3.3 Modelo de lenguaje de n-grama

Un modelo de lenguaje permite predecir qué palabra deberia suceder al texto genera-
do en un sistema. Esto lo consigue teniendo en cuenta las palabras que se han generado
previamente, es decir: analizando el contexto. La prediccion se formula como una pro-
babilidad condicional para cada palabra del vocabulario: la probabilidad de que dicha
palabra sea la siguiente en aparecer dado el contexto. Es decir: P(w) = P(w|c)

El modelo de lenguaje de n-grama, explicado en gran detalle en las paginas dos a
siete del capitulo 3 de [8], es uno de los més sencillos. En esencia, asigna la probabilidad
condicional teniendo en cuenta las n — 1 palabras que hayan aparecido anteriormente.
Como se puede observar, a mayor n mayor es la longitud del contexto a tener en cuenta
y, por tanto, mds complejo es el modelo. La probabilidad que aproxima este modelo es:
P(w|c) = P(w|wow;..w,—1)
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Dicho modelo de lenguaje de n-grama ve su implementacién, en realidad, como un
Stochastic Finite State Automata (SFSA). Para la creacién y entrenamiento de los modelos
de lenguaje haremos uso del toolkit de reconocimiento del habla "Kaldi".!

La incorporacién de un modelo de lenguaje de n-grama hace que el sistema no solo
tenga en cuenta el componente 6ptico, la red neuronal artificial, para asignar la probabili-
dad a una hipétesis. Para controlar que la aportacién de ambos modelos sea equilibrada
o, mejor dicho, la 6ptima, se ajusta un hiperparametro del sistema conocido como el
Grammage Scale Factor (GSF).

Al trabajar con modelos de lenguaje, ocurre también que las hip6tesis que més peso
tienen son aquellas con una longitud maés corta. Esto se debe a que, para el cdlculo de la
probabilidad a priori de una hipétesis, se suele emplear un productorio de probabilida-

des que van de cero a uno. Por tanto, a mayor longitud de la hip6tesis menor es dicha
probabilidad.

La Word Insertion Penalty (WIP) es un hiperparametro del sistema que permite con-
trolar el efecto descrito al priorizar las hipétesis mds largas. Dicho hiperpardmetro ha de
ser ajustado con un conjunto de validacién, similar a como ocurre con el GSF. Teniendo
ambos parametros en cuenta, asi como el hecho de que se va a utilizar un modelo 6ptico,
la secuencia de palabras con mayor probabilidad de generacién a partir de la muestra x
es:

P(w, x)
P(x)

= argmax log P(x|w) + « log P(w) — nQ
w

W = argmax P(w|x) = argmax = argmax P(x|w) P(w)
w w w

Donde 7 es la longitud de la secuencia de palabras, Q es la WIP y « es el GSE. Ademas,
log P(x|w) viene dado por el modelo 6ptico y log P(w) por el modelo de lenguaje.

3.4 Basqueda en haz y lattices

A la hora de calcular la transcripcién més probable a partir de la sefial de entrada, se
tiene que hacer un andlisis de izquierda a derecha de dicha entrada teniendo en cuenta
las posibles salidas del sistema. Sin embargo, cuando se trabaja con un ntimero poten-
cialmente infinito de hipoétesis, obtener la transcripcién se convierte en un problema al-
goritmico que requiere una solucién eficiente. Hay que tener en cuenta que la soluciéon
6ptima no se puede encontrar haciendo una bisqueda exhaustiva.

La busqueda en haz? es un algoritmo de exploraciéon que somete a poda las hipétesis
consideradas por el sistema durante la exploraciéon. Este algoritmo sacrifica la optima-
lidad de la solucién al descartar caminos que podrian alcanzar la solucién éptima en
favor de mantener un conjunto mds reducido de hipétesis. No obstante, en la practica ha
demostrado dar buenos resultados.

Conociendo la hipéteis mas probable podemos, con un sobrecoste minimo, conocer
las n hipétesis mds probables y la secuencia de estados que las alcanzan. Este conjunto
de hipotesis se condensa en un grafo, conocido como lattice.

IDocumentacién de Kaldi: http: //kaldi-asr.org/doc/
%Para una explicacién mas detallada del algoritmo de btisqueda en haz, el lector puede visitar: https:
//medium.com/@dhartidhami/beam-search-in-seq2seq-model-7606d55b21a5


http://kaldi-asr.org/doc/
https://medium.com/@dhartidhami/beam-search-in-seq2seq-model-7606d55b21a5
https://medium.com/@dhartidhami/beam-search-in-seq2seq-model-7606d55b21a5
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3.5 Validacién cruzada

Existen multiples métodos® para la evaluacién de la precisién de un sistema de reco-
nocimiento como el nuestro. La opcién més sencilla consiste en dejar un subconjunto de
prueba para evaluar la capacidad del sistema, que se entrena con el resto de datos. Al
variar el rendimiento del sistema en funcién del conjunto de datos escogido, se podria
decir que esta técnica no es lo suficientemente rigurosa.

La validacién cruzada da un paso maés, entrenando k sistemas a partir de las k divisio-
nes que se hacen sobre el conjunto de datos original. Esto es, existen k conjuntos de datos
de entrenamiento y k conjuntos de datos de test. El rendimiento del sistema global se cal-
cula, entonces, como la media aritmética del rendimiento de cada uno de los k sistemas.
En [11] se evalta diferentes métodos de selecciéon de modelos y se termina concluyendo
que usar validacién cruzada con 10 particiones de igual tamafio es la mejor alternativa,
motivo por el que nos aproximaremos lo maximo posible a este ntimero de divisiones.

3.6 Character Error Rate y Word Error Rate

Las métricas a minimizar con el entrenamiento del sistema son el Character Error Rate
(CER) y el Word Error Rate (WER), ambas calculadas mediante los métodos que nos ofrece
PyLaia. El CER resulta de dividir la distancia de Levenshtein,* del texto de salida al texto
objetivo, entre el nimero de carécteres del texto que se quiere obtener. De esta forma, el
CER mide el indice de error a nivel de caracter que se puede encontrar en la transcripcion.

El célculo del WER es similar al del CER, excepto que en este caso los errores se miden
como la insercién, borrado o sustitucién de palabras completas. La distancia del texto de
salida al texto objetivo se divide entre el niimero de palabras del texto, resultando en el
indice de error a nivel de palabra que hay en el texto de salida.

La propia definicién de estas métricas nos da a entender que el WER es mas pesimista
que el CER, ya que un error en un solo caracter de la palabra hace que la palabra com-
pleta sea incorrecta. La prueba de ello la veremos con la naturaleza de los errores y la
evaluacion del rendimiento del sistema, en el capitulo 5 de este documento.

3Para una explicacién mas detallada sobre los métodos de validacion de modelos estadisticos re-
comendamos leer: https://www.cienciadedatos.net/documentos/30_cross-validation_oneleaveout_
bootstrap

4M4s informacién sobre el célculo de la distancia de Levenshtein en: https://dzone.com/articles/
the-levenshtein-algorithm-1


https://www.cienciadedatos.net/documentos/30_cross-validation_oneleaveout_bootstrap
https://www.cienciadedatos.net/documentos/30_cross-validation_oneleaveout_bootstrap
https://dzone.com/articles/the-levenshtein-algorithm-1
https://dzone.com/articles/the-levenshtein-algorithm-1

CAPITULO 4
Desarrollo de |la solucidén

En este capitulo comentamos los distintos médulos que componen nuestra solucién,
asi como el andlisis previo que hemos hecho de la tarea a resolver y los métodos de
preprocesamiento de datos que hemos empleado.

4.1 Analisis del problema

El objetivo de nuestra tarea es automatizar la transcripcién de documentos escanea-
dos en formato tabla. Para ello, a partir de una imagen, se tiene que hacer un proceso
para obtener un archivo en formato Comma-Separated Values (CSV) con la informacion.

Los datos, cortesia de la iniciativa Old Weather, consisten en un conjunto de imagenes
de texto impreso donde cada imagen representa la evolucién de la presion atmosférica
en el observatorio Fort-William. Cada fila de las tablas representa un dia y cada columna
una hora, ademas de la fila y la columna destinadas al cdlculo de las medias. Si se lee una
fila se ve la evolucién de la presiéon durante el dia, ademas de la presion media en dicho
dia. En la figura 4.1 observamos una de las tablas de las que disponemos.

Figura 4.1: Datos recogidos durante el mes de enero de 1899.

11
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Como se puede apreciar, los caracteres estan escritos a maquina y los espacios entre
columnas y entre filas son bastante regulares. Estos factores hacen que el conjunto de
datos sea muy regular, lo cual simplifica el proceso de aprendizaje y le resta importancia
al uso de un modelo de lenguaje.

Sin embargo, hay pequenas irregularidades en las imdgenes que cabe comentar. En
la figura 4.2 podemos observar como la tabla tiene una disposicién ligeramente diferente
a la de los datos del mes de enero. Esto es porque en los registros de enero se incluye
una pequena cabecera que indica la hora a la que se refiere cada columna. Dicha cabecera
aparece en todos los meses impares del afio.

Figura 4.2: Datos recogidos durante el mes de diciembre de 1899.

Hay otros factores que pueden mermar los resultados si no se tienen en cuenta. Al-
gunas paginas, por la manera en la que se han escaneado, aparecen con una ligera incli-
nacién o curvatura que pueden complicar la extraccién de las lineas. En Analisis de la
Maquetaciéon de Documentos, conocido en inglés como Document Layout Analysis, estos
problemas se identifican, en inglés, como skew y warping.

Otro de los problemas al que tenemos que hacer frente es la presencia de ntimeros in-
completos o incluso la falta del contenido de alguna celda. Este caso, aunque poco comun,
suele darse en las tablas que presentan una curvatura pronunciada. En esta situacién es
muy dificil que el modelo 6ptico sea capaz de obtener alguna transcripcién, por lo que
no se esperan buenos resultados en estos casos.

También cabe comentar que los tinicos datos que nos interesan son aquellos que se
encuentran dentro de la tabla, por lo que tendremos que descartar la cabecera comtn a
todas las paginas. Este serd uno de los objetivos a resolver durante el procesamiento de
los datos previo al entrenamiento del modelo.

En lineas generales, estamos ante un problema de reconocimiento offline de caracte-
res escritos a maquina. La manera de abordar este problema es similar a la de una tarea
de reconocimiento de texto manuscrito. En nuestro caso, hacemos uso de las redes neu-
ronales artificiales. Otros métodos vélidos, aunque quizds menos competitivos, son la
clasificacién por vecinos mas cercanos o el uso de maquinas de vectores soporte.
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4.2 Procesamiento de los datos

Para poder trabajar con el modelo de reconocimiento se le ha de presentar los datos
en el formato adecuado. En nuestro caso separamos las tablas por filas, es decir: por dias.
Para conseguir este objetivo originalmente probamos un método bastante basico que se
basaba en la obtencién de maximos relativos en un histograma obtenido a partir de la
proyeccién en el eje vertical de los pixeles negros en una version binarizada de la imagen.

Con un poco mas de detalle, primero se hacia un conteo por filas del ntiimero de pixe-
les cuya componente roja estaba por encima de un limite. Dicho limite se fijé tras observar
los valores de intensidad de los pixeles de fondo y los cardcteres de la tabla. Después, se
recorria el histograma para encontrar los méximos relativos, que se correspondian con
filas donde una gran mayoria de los pixeles estaban en blanco. Con esta informacién,
se podia extraer las cajas que correspondian a un registro de la tabla: espacio entre dos
lineas en blanco. Este método result6 dar resultados poco acertados al ser especialmente
sensible a la inclinacién de las paginas, ya que trazaba lineas horizontales para la divisiéon
tal y como se puede observar en la figura 4.3.

Figura 4.3: Resultado de la divisién de la imagen utilizando el método original. Nétese como en
las tiltimas lineas el sistema tiene problemas dada la curvatura.

Un método mds robusto para la resolucién de este problema lo encontramos en [14],
donde se utiliza redes neuronales artificiales para un andlisis completo del documento;
incluyendo la geometria y disposicién del mismo. Gracias a este trabajo podemos extraer
con seguridad la informacién de las paginas que tienen curvatura.

Con los resultados de dicho modelo solo resta eliminar la informacién superflua, prin-
cipalmente los elementos de la cabecera; hacer un retoque manual de las lineas para ase-
gurar que incluyen todos los elementos de la linea y afiadir la informacién del ground
truth a cada una de las muestras. Este dltimo preprocesamiento lo hacemos de manera
manual con Transkribus,! un software dedicado a la transcripcién de documentos que
nos permite exportar los archivos en el formato que requiere nuestro sistema.

1Pégina web de Transkribus: https://transkribus.eu/Transkribus/


https://transkribus.eu/Transkribus/
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En la seccién de experimentacion de resultados, no obstante, probaremos el rendi-
miento del sistema con la modificacién manual del tamafio de las lineas y sin dicha mo-
dificacién. En la figura 4.4 mostramos el resultado de la extraccién automatica con redes
neuronales y el retoque manual tal y como se ve en Transkribus. En la figura 4.5 mostra-
mos algunas de las lineas, extraidas de la misma imagen, en el formato que recibira el
sistema.

1-1 19.373 9.389 9.391 9.401 9.405 9.423 9.433 9.445 9.449 9.469 9.475 9.479 9.483 9.493 9.499 9.537 9.525 9.518 9.519 8.503 9.482 9.476
9.469 9.461 9.462

1-2 29456 9.447 9.440 9.437 9.446 9.459 9.474 9.490 9.504 9.518 9.531 9.541 9.549 9.571 9.581 9.597 9.623 9.657 9.685 9.718 9.749 9.775
9.796 9.813 9.577

1-3 39.8299.841 9.849 9.861 9.880 9.889 9.907 9.923 9.939 9.949 9.967 9.977 9.981 9.977 9.981 9.882 9.985 9.983 9.981 9.975 8.987 9.984
9.980 9.974 9.941

1-4 49961 9.943 9.9339.928 9.914 9.919 9.908 9.903 9.893 9.885 9.8759.873 9.852 9.842 9.809 9.781 9.794 9.789 9.782 9.781 9.769 9.787
9.815 9.823 9.857

1-5 59.839 9.855 9.865 9.882 9.891 9.901 9.905 9.907 9.925 9.932 9.939 9.951 9.961 9.967 9.973 9.978 9.991 0.003 0.021 0.036 0.061 0.077
0.100 0.113 9.961

Figura 4.4: Resultado de la extracciéon de lineas con redes neuronales visto en Transkribus. En la
parte inferior presentamos parte del ground truth de la imagen.

Figura 4.5: Lineas 1,30 y 31 de la tabla del mes de Junio de 1901. Nétese como en la linea 30 la
informacién de la parte izquierda de la tabla aparece incompleta por la deformacién de la hoja.

4.3 Descripcion del modelo éptico

Teniendo las tablas seccionadas por lineas, el siguiente paso es el de reconocer los
caracteres que hay en cada imagen para hacer la transcripcion. Para la consecucién de
este objetivo, utilizamos una red neuronal artificial con la arquitectura que describimos
en esta seccion.
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4.3.1. Capas de convolucién

Las primeras cuatro capas de nuestro modelo son convolucionales, con funcién de
activacion LeakyReLU. Estas capas tienen como objetivo extraer caracteristicas de la ima-
gen, sirviendo como herramienta de preprocesamiento de la imagen guiado por los datos.
Para conseguirlo, por cada regién de la imagen, la capa realiza diversas operaciones ma-
tematicas para producir un tinico valor numérico en el mapa de caracteristicas de salida.
Esta operacion matematica, realizada sobre regiones de tamarfio definido, se denomina
filtro convolucional. Para ilustrar mejor el funcionamiento de una capa de convolucién,
proponemos la representacion de la figura 4.6.

= =

Imagen Original Aplicacion 6 filtros Mapa de caracteristicas
32%32%3 tamafio 5x5x3 tamafio 26x28x6

Figura 4.6: Representacion de una capa de convolucién donde se aplican 6 filtros. N6tese como la
profundidad del mapa de caracteristicas coincide con el niimero de filtros aplicado.

La dimensién de las capas va en aumento, de tal manera que las primeras capas se
centran en los detalles mas pequefios de la imagen, como partes de los trazos de cada
ntmero. Las capas posteriores, que tienen como entrada los mapas de caracteristicas pro-
ducidos por las capas previas, analizan partes mayores de la imagen, intentando extraer
las formas caracteristicas de los caracteres.

Tras cada capa de convolucion suele haber una capa pooling, que reduce la dimensio-
nalidad de los datos agrupandolos segtin un tamafio y criterio a especificar. El criterio
utilizado en nuestro sistema es max pooling, lo que significa que de cada region en el ma-
pa de caracteristicas se escoge el valor numérico mas alto. Cabe comentar que, pese al
impacto negativo que pudiera tener la compresién de datos, el uso de estas capas au-
menta la velocidad de procesamiento del sistema por lo que su uso es aconsejado. A fin
de ilustrar mejor el funcionamiento de una capa pooling por maximizacién, proponemos
la figura 4.7.

|
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Mapa de caracteristicas Aplicacion max pooling Mapa de caracteristicas
tamafio 28x28x6 tamafio 2x2 tamarfio 14x14x6

Figura 4.7: Representacion de una capa pooling por maximizaciéon de tamafio 2x2. N6tese como la
profundidad del mapa de caracteristicas permanece constante.
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4.3.2. Capas LSTM

Antes de estar en posicién de explicar correctamente lo que es una red Long Short
Term Memory (LSTM) y, consecuentemente, las capas LSTM, debemos conocer qué es una
red neuronal artificial recurrente. Las redes recurrentes? vienen motivadas por la nece-
sidad de recordar informacién previa, algo especialmente ttil cuando se estd haciendo
reconocimiento de texto en imagen o tareas de procesamiento del lenguaje natural. Para
conseguir este objetivo, las redes recurrentes presentan ciclos de tal forma que la salida
de la red sirve como entrada para la computacién inmediatamente posterior.

A fin de lograr una mejor visualizacién de la arquitectura de una red recurrente pro-
nemos la representacion simplificada de la figura 4.8, donde x; es la muestra escogida en
el instante ¢, y; la salida de la red en dicho instante y 4; un estado intermedio, a partir del
cual se calcula la salida, que sirve como entrada para la computaciéon inmediatamente
posterior.

4 ¥2 ¥i Y+

Figura 4.8: Representacion simplificada de una red recurrente.

Las redes LSTM surgen como una mejora de las redes recurrentes clasicas al inco-
porar mecanismos para lidiar con el problema del desvanecimiento del gradiente. Este
problema, descrito de manera sucinta, surge al trabajar con grandes voliimenes de da-
tos y produce que el contenido de la memoria se pierda si se encuentra muy alejado del
punto de procesamiento actual. En nuestro modelo utilizamos tres capas de tipo LSTM a
continuacién de las cuatro capas convolucionales para incluir el dominio temporal como
informacién a considerar en el modelo 6ptico. Dichas capas LSTM tienen como funcién
de activacion la Softmax, lo que nos permite modelar una distribucién de probabilidad
para cada cardcter.

4.3.3. Entrenamiento de la red y cdlculo de probabilidades

La red recibe como entrada una secuencia de vectores por cada linea de la tabla a
reconocer. Estos vectores son partes de la imagen, resultado de hacer una divisién por
columnas de manera peridédica de izquierda a derecha de la linea, que permiten simular
la informacién temporal. Como se puede imaginar, habran cardcteres que ocupen maés de
una divisién.

2Explicacién detallada de redes recurrentes y LSTM: https://stanford.edu/~shervine/teaching/
cs-230/cheatsheet-recurrent-neural-networks


https://stanford.edu/~shervine/teaching/cs-230/cheatsheet-recurrent-neural-networks
https://stanford.edu/~shervine/teaching/cs-230/cheatsheet-recurrent-neural-networks
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Para trabajar correctamente con estos datos, hacemos uso de la Connectionist Tempo-
ral Classification (CTC) [5]. Esta técnica nos permite efectuar el cdlculo de la funcién de
pérdida asociada a la transcripcion de un caracter y los vectores que ocupa, valor que
utilizamos para entrenar la red con el algoritmo de retropropagacion.

No obstante, este no es el tinico uso que se le da ala CTC. Al calcular la transcripcién
mas probable haciendo una exploracién con el algoritmo de biisqueda en haz, los calculos
de las probabilidades se hacen teniendo en cuenta todos los posibles alineamientos para
una transcripcién. Por ello, podemos decir que utilizamos la CTC tanto para el entrena-
miento de la red como para el calculo de la probabilidad a la hora de la transcripcion.

4.4 Decodificaciéon con SFSA

Una técnica muy estandarizada para mejorar los resultados de un sistema HTR es el
uso de un Stochastic Finite State Automata (SFSA) que permite modelar informacién con-
textual durante la decodificacién de la sefial. Esta técnica estd importada del reconoci-
miento del habla, y ha demostrado ser de gran utilidad en sistemas donde la regularidad
de los datos es algo escasa. Este SFSA aglutina cuatro niveles de conocimiento: morfol6-
gico, léxico, sintdctico y semantico. Sin embargo, para nuestro sistema solo utilizamos los
tres primeros como explicamos a continuacion.

4.4.1. Conocimiento morfolégico: modelo oculto de Markov

El primer nivel de conocimiento es el morfolégico. Con este nivel se describe los tra-
z0os y las estructuras que componen cada carécter a reconocer. La implementacion de este
conocimiento consiste en un modelo oculto de Mérkov por cada caradcter que se entrena
sobre un conjunto de muestras a fin de aprender como se escribe cada caracter.

En nuestro caso dicho conjunto de muestras es el mismo que el que se usa para en-
trenar el modelo 6ptico. El entrenamiento de las probabilidades de emisién se realiza
utilizando el algoritmo CTC. La topologia de los modelos de Markov es estricatamente
lineal, sin saltos; como se ilustra en la figura 4.9.

Jp1,1 P2,2 P3,3 P4,4

B4 B B3 By

Figura 4.9: Prototipo de modelo oculto de Markov que implementa el nivel de conocimiento mor-
folégico.

Dicho modelo podria, por ejemplo, describir la manera en la que se escribe el caracter
'9’. Las probabilidades de transicién Pyy, desde un punto de vista tedrico, se deberian
entrenar. No obstante, hemos decidido dejar dichas probabilidades fijas, al dar buenos
resultados en la practica, y entrenar tinicamente las probabilidades de emisién B, de
cada estado x.
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4.4.2. Conocimiento léxico: automata finito de estados

El segundo nivel de conocimiento es el 1éxico. En este nivel se especifica las secuencias
de caracteres que pueden servir para escribir cada palabra del vocabulario. En nuestro
caso la construccién del modelo de lenguaje se hace de tal manera que cada caracter es
considerado como una palabra completa. Por tanto, como es evidente, cada palabra del
vocabulario admite una tinica forma léxica.

El motivo para escoger esta arquitectura, en lugar de utilizar reconocimiento aislado,
es sencillo: la cantidad de muestras es insuficiente para entrenar un sistema con el voca-
bulario tan extenso que se generaria al considerar las palabras completas, por lo que el
modelo de lenguaje seria incapaz de generalizar correctamente.

La implementacién de este nivel suele consistir en un SFSA donde cada transicion,
asociada con un cardcter, estd representada por el modelo oculto de Markov correspon-
diente aprendido en el nivel morfolégico. En nuestro caso, al existir una tnica transcrip-
ciéon para cada palabra, el SFSA pierde su componente estocéstica. En la figura 4.10 se
puede observar el autémata finito de estados asociado con el digito '9".

Figura 4.10: Representacion del autémata finito de estados para la palabra '9’. Nétese como en la
transicién figura el modelo oculto de Markov correspondiente al caracter.

4.4.3. Conocimiento sintactico: n-grama

El tercer nivel de conocimiento es el sintdctico. Este nivel describe la manera en la
que se han de concatenar palabras para la correcta formacion de frases. En nuestro caso
modelamos dicha informacién con un n-grama. Dicho n-grama ve su representacion co-
mo un SFSA con tantos estados como combinaciones de n — 1 palabras, en nuestro caso
caracteres, sea posible producir a partir del vocabulario.

El caso més sencillo de explicar es el bigrama, donde hay tantos estados como pala-
bras. La probabilidad de aparicién de la siguiente palabra viene influenciada por la pa-
labra anterior. En términos especificos, la probabilidad de transiciéon del estado actual al
siguiente estado, que identifica una palabra, es la probabilidad de generar dicha palabra
dado el contexto. A fin de ilustrar esta relaciéon, exponemos la siguiente figura:

Figura 4.11: Representacion de la probabilidad de generacién de la palabra posterior a "<Space>’.
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A partir de aqui resulta sencillo generalizar el modelo. En un n-grama cada estado
representa una secuencia de n — 1 palabras. La probabilidad de generar la préxima pala-
bra viene determinada por las n — 1 palabras que la preceden, ya que se transita desde el
estado que contiene el contexto a aquel que incluye la siguiente palabra.

Como se puede intuir, el nivel de conocimiento sintactico aglutina los dos niveles
anteriores. Las transiciones de un estado a otro en el n-grama vienen representadas co-
mo los FSA propios del conocimiento léxico, que a su vez incluyen los modelos ocultos
de Markov en sus transiciones a nivel de caracter. De esta manera, nuestro modelo de
lenguaje puede entenderse como un gran SFSA resultante de la composicion de los tres
niveles de conocimiento que hemos descrito con anterioridad.

A la hora del reconocimiento el modelo de lenguaje aporta una probabilidad a priori
independientemente de la muestra con la que se trabaje. Al mismo tiempo, el modelo
optico calcula la probabilidad de cada hip6tesis partiendo de una secuencia de vectores
de caracteristicas. Sobre dicha secuencia de vectores se ha de aplicar el algoritmo de bis-
queda en haz para seleccionar en cada instante de tiempo la hipétesis que tenga mayor
probabilidad de ser generada.

4.5 Ajuste del GSF y de la WIP

Al utilizar un modelo de lenguaje, tenemos que hacer frente a dos problemas. El pri-
mero de todos es que la aportacién del modelo de lenguaje a la estimacién de la proba-
bilidad ha de estar en la misma escala que la aportacion del modelo 6ptico. Para ello, se
entrena el GSF. El segundo problema es que el sistema tiene preferencia por las hipote-
sis mds cortas al hacer el cdlculo de probabilidades a posteriori. Para atenuar este sesgo,
tenemos que ajustar la WIP sobre un conjunto de validacién tal y como se hace con el
GSE.

Ambos pardmetros se estiman mediante el uso del método de optimizaciéon Simplex,
de la librerfa SciPy,® sobre un reducido conjunto de validacién. Dicho conjunto de vali-
dacién se reutiliza para hacer unas pocas iteraciones extra sobre el modelo 6ptico, apro-
vechando los datos al maximo.

3Pégina web de SciPy: https://www.scipy.org/


https://www.scipy.org/




CAPITULO 5
Experimentacion y resultados

En este capitulo centramos nuestra atencién en comentar aspectos més especificos de
los datos a utilizar, la arquitectura de los modelos a evaluar y el proceso y resultados de
la experimentacion.

5.1 Descripcién del conjunto de datos

El corpus en el que se basa nuestra investigacion, como ya hemos visto, consiste en
datos de presion atmosférica organizados en tablas de niimeros escritos a maquina. Los
datos muestran la evolucién de la presién atmosférica, habiendo una columna por cada
hora del dia, en el observatorio de Fort William, Escocia. Cada tabla escaneada corres-
ponde a la evolucién en un mes del afio, incluyendo las medias ariméticas.

El tamafio del corpus es bastante limitado, al disponer tnicamente de datos desde
enero de 1898 hasta septiembre de 1904. Concretamente, disponemos de un total de 81
tablas con su transcripcién; lo que se traduce en 2545 lineas. El ntimero total de palabras
de muestra es, por tanto, 66170.

Si se analiza un poco més la coleccién de datos, vemos que el conjunto de carécteres a
reconocer es bastante reducido: digitos del 0 al 9, carécteres de la palabra Mean, el sepa-
rador decimal y el espacio en blanco. A este conjunto de caracteres se le afiade la cadena
vacia para facilitar la implementacion. La tabla 5.1 condensa toda esta informacion sobre
el conjunto de datos.

Carécteres diferentes | Num. de tablas | Num. de lineas | Num. de palabras
17 81 2545 66170

Tabla 5.1: Caracteristicas del conjunto de datos de Fort William.

Otro de los aspectos a destacar de este conjunto, es la estructura de las palabras a
reconocer; principalmente niimeros. Los datos de la tabla vienen en formato D-DDD,
independientemente de la presién a representar, ya que se elimina el primer digito de
cada ntiimero. El resto de palabras a reconocer son los indices de las filas y columnas de
cada tabla.

Estos datos, asi como su transcripciéon a formato CSV, son cortesia del galardonado
proyecto de voluntariado Old Weather [1]. Este proyecto, que incorpora a multitud de
investigadores de diversas instituciones académicas, tiene como objetivo la digitalizacién
de la informacién meteorolégica antigua para su posterior estudio.
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5.2 Descripcion de los modelos a evaluar

Durante la experimentacién se va a evaluar la aportacion del modelo de lenguaje
y el efecto que tiene aumentar la probabilidad de hacer un bucle en el modelo oculto de
Markov, implementacion del nivel de conocimiento morfolégico. Ademads, se va a valorar
la importancia del retoque manual de los resultados de la extracciéon de lineas.

Para conseguir dichos objetivos, entrenamos los modelos con dos conjuntos de datos
distintos: uno basado en las lineas extraidas sin correccién manual alguna y el otro con el
retoque manual. Dichos modelos pueden incorporar un modelo de lenguaje o no. En el
caso de no hacerlo, la transcripcién se hace tnicamente teniendo en cuenta la aportacion
del modelo 6ptico. En el caso de incorporar un modelo de lenguaje, se varia el tamafio del
n-grama para tratar de encontrar la n 6ptima. Ademas, en los casos en los que se incor-
pora el modelo de lenguaje, probamos a variar ligeramente la probabilidad de transicién
de un estado a si mismo dentro del modelo de Markov. Para ilustrar con mayor claridad
el conjunto de modelos que se va a evaluar, proponemos la tabla 5.2.

Conjunto de datos | Modelo de lenguaje | Probabilidad de bucle
Sin LM -
Lineas n-grama 0,5
retocadas ne {1.15) 8,?
Sin LM -
Lineas sin n-grama 0,5
retocar ne {1.15) 8’?

Tabla 5.2: Desglose de los diferentes modelos evaluados.

Cabe comentar que, independientemente de la configuracién escogida, el aprendizaje
de los pardmetros del modelo 6ptico permanece inalterado. Se sigue el mismo modelo
expuesto en el capitulo previo: cuatro capas convolucionales que preceden a tres capas
LSTM. La tnica variabilidad que se observard a este respecto serd la proveniente del
conjunto de datos.

5.3 Proceso experimental

El proceso que seguimos a la hora de la obtencién de resultados es validacion cruza-
da en nueve bloques. La divisién entre conjunto de entrenamiento y test se va a hacer
partiendo de las tablas como unidad y no a partir de las lineas extraidas. Al disponer de
81 imagenes el tnico divisor vélido es nueve.

En cada particién un total de 72 meses se destinardn a entrenamiento, mientras que los
nueve meses restantes se destinaran a la evaluacién del sistema. De los datos destinados a
entrenamiento se extraen 250 lineas, independientemente del tamafio del conjunto, para
la validacién durante el entrenamiento y el ajuste de otros pardmetros del sistema. Este
reparto produce la distribucién que se ilustra en la tabla 5.3.
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Numerodelineas | .1 | P2 | P3 | P4 | P5 | P.6 | 7 | P8 | P9
Entrenamiento | 2013 | 2013 | 2012 | 2011 | 2013 | 2013 | 2012 | 2011 | 2012
Validacién 250 | 250 | 250 | 250 | 250 | 250 | 250 | 250 | 250
Evaluacion 282 | 282 | 283 | 284 | 282 | 282 | 283 | 284 | 283

Tabla 5.3: Distribucién de las lineas en cada particion generada.

Cabe destacar que a la hora de la distribucion de las lineas no se ha hecho un proceso
de aleatorizacién tal y como se haria con préacticamente cualquier otro corpus. Esto es
porque la homogeneidad de los datos hace innecesario disponer de muestras de todas
las imégenes a la hora del entrenamiento. Al mantener la continuidad en los datos, es
posible incluir més restricciones en el modelo para obtener mejores resultados.

A la hora de evaluar el rendimiento del sistema hacemos el calculo del CER y del
WER. Ya que se estd utilizando validacién cruzada, dicho calculo se tiene que hacer sobre
cada instanciacion que se entrena. El rendimiento del sistema se computa como la media
de las nueve medidas.

5.4 Resultados

Los resultados que se exponen corresponden a la evaluacion de las arquitecturas plan-
teadas en términos del CER y del WER en formato porcentaje. En las figuras 5.1 y 5.2 se
puede observar la evolucion del CER y del WER al entrenar y evaluar el sistema con el
conjunto de lineas con retoque manual. Las figuras 5.3 y 5.4 muestran dicha evolucién
al utilizar el conjunto de datos sin retoque manual. No obstante, incluimos dos tablas al
final de este documento con todos los resultados que se pueden observar en las gréficas.

5 -
4 -
3 —e—P(bucle) = 0.5
5 -&-P(bucle) = 0.6
o P(bucle) =0.7
2t / —— Sin modelo de lenguaje
1 T 3
e
O '] L L '] L L L
2 4 6 8 10 12 14

Valor de n (n-grama)

Figura 5.1: Evolucion del CER, entrenando con las lineas retocadas, en funcién del valor de #n en
el n-grama.
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25 F
20 F
151 -e— P(bucle) = 0.5
% —a—P(bucle) =0.6
= P(bucle) = 0.7
10t / —— Sin modelo de lenguaje
5 3
O L L L L L L L

2 4 6 8 10 12 14
Valor de n (n-grama)

Figura 5.2: Evolucién del WER, entrenando con las lineas retocadas, en funcién del valor de n en
el n-grama.

14
12
10r —e-P(bucle) = 0.5
o —e—P(bucle) = 0.6
L
O gt P(bucle) =0.7
—— Sin modelo de lenguaje
6 3
At
4 3
2 '] L L '] L L L

2 4 6 8 10 12 14
Valor de n (n-grama)

Figura 5.3: Evolucién del CER, entrenando con las lineas sin retoque, en funcién del valor de n en
el n-grama.
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Figura 5.4: Evolucién del WER, entrenando con las lineas sin retoque, en funcién del valor de #
en el n-grama.

5.5 Analisis de los resultados

A partir de los resultados obtenidos, asi como al realizar un andlisis de la salida del
sistema, podemos comprobar algunas de las hipétesis iniciales que habiamos planteado.
Cabe comentar que durante el andlisis de los resultados nos centraremos principalmente
en el indice de error a nivel de palabra, ya que al trabajar con informacién de tipo numéri-
co un error a nivel de cardcter implica una transcripcién incorrecta; mientras que cuando
se trabaja con texto hay palabras con errores que se pueden entender por el contexto.

Una de las primeras observaciones que podemos realizar es como aquellos sistemas
que no utilizan ningtin modelo de lenguaje resultan mds eficaces para esta tarea inde-
pendientemente del conjunto de datos utilizado. Esto se debe principalmente a, como se
ha comentado previamente, la destacable regularidad de los datos. Al contar con formas
idénticas para cada caracter, el modelo 6ptico es capaz de identificar los diferentes simbo-
los que aparecen en cada imagen, a excepcién de aquellos que no aparecen en la imagen
por fallos en el escaneado y los que se encuentran en zonas muy ruidosas. Un ejemplo
particular de este tipo de muestra lo encontramos en la figura 5.5, donde las palabras que
deberian aparecer en el margen izquierdo de la tabla no han sido escaneadas y aparecen
corchetes en mitad de la tabla.

El hecho de afiadir un modelo de lenguaje hace que se tenga en cuenta la probabilidad
a priori de generacién de una secuencia de palabras, en vez de basarnos tinicamente en
la probabilidad condicional que aporta el modelo 6ptico. En estos casos donde el modelo
Optico es capaz de generalizar sin mayor complicacién, dicha probabilidad a priori no es
lo suficientemente ttil e incluso puede entenderse como ruido en algunos casos.



26 Experimentacién y resultados

Figura 5.5: Datos recogidos durante el mes de septiembre de 1899.

Si nos centramos en los resultados que se obtienen al emplear un unigrama compro-
bamos que la informacién que aporta el modelo de lenguaje es incluso perjudicial. Esto
se debe a que la probabilidad a priori que estima dicho modelo es la probabilidad de apa-
ricién de cada caracter independientemente del contexto. En otras palabras, el unigrama
calcula la probabilidad de generacion de cada caracter en funciéon del ntimero de veces
que ha aparecido previamente.

El bigrama, por otra parte, si que aporta cierta informacién de utilidad al sistema.
Al modelar la probabilidad a priori de generacién de un caracter en funcién del caracter
anterior, el sistema es capaz de aprender que tras cada espacio en blanco puede aparecer
un cero, un ocho o un nueve. Otra de las caracteristicas de los datos que el modelo de-
beria ser capaz de identificar es que, al ser estos digitos los primeros de cada ntiimero, es
muy comun que después de ellos haya un separador decimal. Sin embargo, el resto de
informacién que podria dar este modelo es casi equivalente a la que aporta el unigrama
ya que no hay suficiente contexto para ayudar al modelo 6ptico. Por ello vemos una me-
joria tanto en el WER como en el CER con respecto a los resultados del unigrama, aunque
el rendimiento se queda ligeramente por detrds del de aquellos sistemas sin modelo de
lenguaje.

Siguiendo el razonamiento expuesto, la primera hipétesis que se puede tener es que
conforme aumentamos la complejidad del modelo de lenguaje también aumenta la efi-
cacia del sistema al dar mas informacién contextual. El motivo por el que esta evolucién
no se vislumbra en nuestro caso es el reducido tamarfio del conjunto de datos con el que
se estd trabajando. Al incrementar la complejidad de los modelos de forma exponencial,
resulta imposible aprender todos sus pardmetros con tan pocas muestras. Es por ello que,
conforme aumentamos el valor de 7 en el n-grama, aumentan los indices de error muy
rapidamente.
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Sin embargo, se puede observar como los indices de error tienden a estabilizarse ya
que, llegada cierta complejidad, los modelos resultantes tienden a sobreajustarse de igual
manera: asignando probabilidades a priori iguales a uno a los casos que se han observado
durante el entrenamiento, dejando aquellos que no se han visto sin probabilidad de ge-
neracion. Este comportamiento se observa en todos los sistemas que utilicen un n-grama
como modelo de lenguaje, siempre hay una configuracién a partir de la cual el sistema
empeora su rendimiento hasta ser incapaz de generalizar. Aunque esto lo combatimos
haciendo uso de técnicas de suavizado, el efecto es muy notorio y hace que estos siste-
mas no sean vélidos para la tarea.

Si observamos la evolucién de la proporcion entre WER y CER, representada en las
tiguras 5.6 y 5.7, podemos apreciar como al utilizar un unigrama o un bigrama los erro-
res a nivel de cardcter se encuentran ligeramente méas concentrados que en un sistema
basado tnicamente en el uso de un modelo 6ptico. Conforme aumenta la complejidad
del modelo de lenguaje también lo hace la proporcién, por lo que los errores a nivel de
caracter estdn mds distribuidos.

Al utilizar modelos complejos sobre el conjunto de datos con retoque manual, la pro-
porcién del WER asciende hasta ser més del quintuple del CER. Esto nos indica que por
cada palabra incorrecta debe haber tinicamente un error de carécter al ser la mayoria de
las palabras de longitud igual a cinco. En el caso de las lineas sin retoque, la evolucién
es similar pero los errores a nivel de cardcter se mantienen mas concentrados en todo
momento.

6 -
55F
5 -
% —o—P(bucle) =0.5
@] L5 —e—P(bucle) = 0.6
E P(bucle) =0.7
= — Sin modelo de lenguaje
4 -
3.5 ";A
3 L L L L L L L

2 4 6 8 10 12 14
Valor de n (n-grama)

Figura 5.6: Evolucién de la proporciéon entre WER y CER en los modelos entrenados a partir de
las lineas con retoque manual.
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Figura 5.7: Evolucién de la proporciéon entre WER y CER en los modelos entrenados a partir de
las lineas sin retoque manual.

Al centrar la atencién sobre la salida del sistema y tratando de identificar los errores
que comete el mismo, observamos que los sistemas que no incorporan un modelo de
lenguaje tienen cierta tendencia a juntar ntimeros de columnas distintas. Este caso se da
en paginas donde la curvatura hace que la separaciéon entre columnas no se mantenga
uniforme, aunque es poco convencional.

Aquellas arquitecturas que incorporan un n-grama complejo, el cual se ha observado
que no obtiene resultados aceptables, también sufren este tipo de errores. No obstante, se
ha podido comprobar durante la experimentacién que el aumento de la probabilidad de
bucle en los modelos ocultos de Markov disminuye la frecuencia de aparicién de estos
errores.

El error més comtn en los sistemas que se basan tinicamente en el modelo 6ptico, no
obstante, es el de ser incapaz de reconocer los niimeros del margen izquierdo de la tabla.
Esto se debe a, como ya hemos visto, una mala digitalizacién del documento. Otro error
que ocurre, aunque con mucha menor frecuencia, es el de confundir ntimeros que tengan
representaciones parecidas y que, por el paso del tiempo, hayan perdido parte de la tinta.
Cabe decir, no obstante, que estos casos son dificiles tanto para un modelo 6ptico como
para el ojo humano.

Los errores que afectan al modelo 6ptico se incrementan, como es l6gico, cuando tra-
bajamos con el conjunto de datos sin retoque manual. En dicho conjunto las lineas origi-
nales del sistema de extraccién no se modifican, lo que hace que en algunas ocasiones se
pierda parte de la informacién de la tabla. Ademads, en algunas ocasiones donde la cur-
vatura es mds pronunciada, se tiende a incluir partes de los nlimeros que hay en las filas
adyacentes.



CAPITULO 6

Conclusiones

En este capitulo resumimos la informacién expuesta en cada capitulo del documento,
ademads de hacer una revision de los objetivos propuestos y ver en qué medida se han
cumplido. Por altimo, proponemos algunas posibles ampliaciones al trabajo realizado.

6.1 Resumen por capitulos

En el primer capitulo hemos expuesto los motivos que nos han impulsado a desarro-
llar un sistema para una tarea de transcripciéon automatica. Ademds, hemos expresado el
razonamiento seguido a la hora de escoger las redes neuronales artificiales por encima
de otros reconocedores.

Seguidamente hemos contextualizado el trabajo, destacando la relacién actual que
existe entre reconocimiento de texto y reconocimiento del habla. En este capitulo hemos
presentado, ademas, diferentes dreas de aplicacion de la transcripcién automatica y los
modelos que se estd empleando para la resolucién de estas tareas.

A continuacién hemos descrito brevemente la teoria sobre la que se fundamenta la
solucion propuesta, ademds de definir las métricas CER y WER que se han utilizado para
la evaluacion del rendimiento del sistema.

En el capitulo posterior hemos detallado la implementacién del sistema, comentando
las alternativas estudiadas a la hora de procesar los datos. Hemos hecho especial hinca-
pié sobre la arquitéctura del modelo 6ptico y hemos expuesto las particularidades del
modelo de lenguaje utilizado.

Por dltimo, hemos descrito el proceso experimental; ademads de presentar los resulta-
dos obtenidos por las diferentes arquitecturas a evaluar con los dos conjuntos de datos.
En este capitulo se ha incluido, ademads, un andlisis exhaustivo del rendimiento del siste-
ma junto con la identificacion de los errores mas caracteristicos del mismo y sus respecti-
vas causas.

6.2 Objetivos logrados

Consideramos que hemos logrado el objetivo de extraer de manera automatica la caja
de inclusién de cada fila de las tablas, al obtener resultados aceptables sin el retoque ma-
nual de las lineas. No obstante, todavia hay espacio para mejorar al existir una diferencia
significativa entre los resultados obtenidos con los datos retocados y los que estdn sin
retocar.
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Por otra parte estamos seguros de que hemos logrado entrenar un modelo neuronal
capaz de reconocer los caracteres de las imdgenes. El rendimiento del sistema, al utilizar
las lineas con retoque manual, es aceptable si tenemos en cuenta la naturaleza de los
errores. Cabe destacar, una vez mds, que hay imagenes donde parte de la informacién de
la tabla no figura.

Por ultimo, resulta evidente que no hemos conseguido aumentar la precisiéon del sis-
tema utilizando un modelo de lenguaje. Esto se debe a que la cantidad de muestras dispo-
nibles es insuficiente para entrenar modelos que aporten informacién de calidad, ademés
del ya excepcional rendimiento del modelo 6ptico. No obstante, sigue siendo una técnica
de interés para tareas del mismo campo ya que puede dotar de cierta robustez al sistema.

6.3 Trabajo futuro

Una de las alternativas propuestas a la hora de desarrollar la solucién fue la de cons-
truir una arquitectura que aprovechara la regularidad de los datos. Para ello, disefilamos
un SFSA que serviria como aceptor de la gramatica que definen los datos.

Si se analiza con detenimiento la estructura de las tablas, se puede observar como
existen dos clases de lineas a reconocer. La primera de todas, la mas regular, es la linea
de cabecera. En esta, se ha de reconocer la secuencia de caracteres '1 2 3...24 Mean’.

El otro prototipo de fila a reconocer es aquel en el que se presentan datos de presion.
En cualquier fila de estas caracteristicas encontramos un niimero que indica el dia del
mes al que pertenecen los datos, o bien la palabra "Mean’. Después, encontramos una
secuencia de 25 nimeros de un digito entero y tres decimales.

Aunque en los cardcteres inciales el sistema no sabe el camino a seguir, tras reconocer
las primeras dos palabras ya se deberia seleccionar una de las dos opciones y restringir
al componente 6ptico con la rigidez del autémata. Estas restricciones se manifestarian
en forma de probabilidad a priori nula para aquellas hipétesis que no encajen con el
esquema impuesto.

No hemos podido implementar esta prometedora técnica porque la herramienta que
se pensaba utilizar para el entrenamiento del SFSA gramatical, FSTrain,! est4 desactua-
lizada y no se pudo completar su instalacién debido a problemas de compatibilidad, ya
que las herramientas de las que depende han continuado actualizdndose.

Pese a todo, si se encontrara una alternativa viable para el entrenamiento de aut6-
matas, consideramos que esta estrategia podria reportar buenos resultados al lidiar de
manera directa con el problema de la repeticién de caracteres en la transcripcion.

Otra opcién para ampliar el trabajo serfa la de, en lugar de fijar las probabilidades de
transicién en los modelos ocultos de Markov, ajustarlas mediante el algoritmo Baum-
Welch. Esto se harfa utilizando la libreria OpenGrm Baum-Welch,? compatible con el
toolkit que utilizamos para la construccion de los autématas finitos de estados: OpenFST.

1Reposi’corio de FSTrain: https://github.com/markusdr/fstrain
2Documentacién de la libreria OpenGrm Baum-Welch: http: //www . opengrm. org/twiki/bin/view/GRM/
BaumWelchDocs


https://github.com/markusdr/fstrain
http://www.opengrm.org/twiki/bin/view/GRM/BaumWelchDocs
http://www.opengrm.org/twiki/bin/view/GRM/BaumWelchDocs
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APENDICE A
Tablas de resultados

Durante el capitulo de experimentacion y resultados se ha presentado la evolucién
del sistema en forma de grafica. No obstante, para observar los resultados reales, propo-
nemos las tablas A.1 y A.2. Se marca los mejores resultados para cada conjunto de datos
en negrita, que corresponden con el rendimiento del sistema sin modelo de lenguaje en
ambos casos.

Probabilidad de bucle
Modelo de lenguaje 0,5 0,6 0,7
CER | WER | CER | WER | CER | WER
Sin modelo de lenguaje | 0,81 | 2,97 | 0,81 | 2,97 | 0,81 | 2,97

1-grama 092 | 315 | 092 | 3,12 | 094 | 3,19
2-grama 088 | 3,08 | 087 | 3,10 | 0,92 | 3,16
3-grama 1,73 | 817 | 1,83 | 8,74 | 2,08 | 10,04
4-grama 2,23 | 11,63 | 1,90 | 9,04 | 2,03 | 9,73
5-grama 4,15 | 22,72 | 3,83 | 2044 | 3,45 | 18,21
6-grama 431 | 23,72 | 4,00 | 21,22 | 3,49 | 18,43
7-grama 424 | 23,19 | 415 | 22,10 | 3,60 | 19,24
8-grama 428 | 2353 | 4,24 | 22,79 | 3,70 | 19,68
9-grama 409 | 2249 | 4,13 | 22,07 | 3,73 | 19,72
10-grama 431 | 24,34 | 4,13 | 22,08 | 3,67 | 19,48
11-grama 439 | 24,65 | 423 | 22,75 | 3,57 | 18,93
12-grama 447 | 25,19 | 4,16 | 22,30 | 3,59 | 19,03
13-grama 438 | 24,69 | 414 | 22,18 | 3,58 | 19,10
14-grama 420 | 23,38 | 4,11 | 21,99 | 3,61 | 19,25
15-grama 429 | 2421 | 413 | 22,11 | 3,55 | 18,89

Tabla A.1: Resultados de los sistemas con el conjunto de lineas retocadas manualmente.
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Tablas de resultados

Probabilidad de bucle
Modelo de lenguaje 0,5 0,6 0,7

CER | WER | CER | WER | CER | WER

Sin modelo de lenguaje | 4,54 | 11,79 | 4,54 | 11,79 | 4,54 | 11,79
1-grama 493 | 1247 | 489 | 12,48 | 5,37 | 12,90
2-grama 489 | 1256 | 480 | 1255 | 521 | 12,96
3-grama 9,69 | 34,60 | 9,07 | 33,33 | 11,44 | 38,59
4-grama 924 | 33,19 | 9,18 | 33,61 | 12,57 | 40,38
5-grama 11,10 | 42,00 | 10,43 | 41,20 | 14,05 | 47,72
6-grama 10,43 | 40,02 | 10,50 | 41,41 | 14,15 | 47,96
7-grama 10,50 | 40,34 | 10,63 | 41,75 | 13,58 | 47,60
8-grama 10,51 | 40,36 | 10,62 | 41,75 | 13,58 | 47,66
9-grama 10,50 | 40,34 | 10,61 | 41,73 | 13,56 | 47,55
10-grama 10,50 | 40,01 | 10,60 | 41,71 | 13,55 | 47,57
11-grama 10,50 | 40,02 | 10,60 | 41,71 | 13,65 | 47,62
12-grama 10,50 | 40,00 | 10,60 | 41,69 | 13,71 | 47,81
13-grama 10,50 | 40,02 | 10,60 | 41,71 | 13,76 | 48,24
14-grama 10,50 | 40,02 | 10,60 | 41,72 | 13,65 | 47,98
15-grama 10,45 | 39,98 | 10,60 | 41,70 | 13,67 | 48,08

Tabla A.2: Resultados de los sistemas con el conjunto de lineas sin retoque manual.
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