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Capitulo 1
Introduccion

La interaccién conversacional hombre-méaquina requiere de la utilizacion de sistemas
avanzados con un alto grado de integracién de diferentes tecnologias para poder mane-
jar asi una creciente cantidad de informacion. En general, los sistemas resultantes de la
integracion de sistemas de voz con sistemas de procesado de informacion no estructura-
da permiten un mejor acceso y uso posterior de dicha informacién. Para el desarrollo de
aplicaciones para el mundo real, resulta interesante disenar sistemas dirigidos por voz que
proporcionen el acceso a la informacién a través de teléfonos méviles y tabletas digitales

y otras interfaces con acceso a voz.

Los sistemas de Busqueda de Respuesta (Question Answering, QA) permiten a los
usuarios realizar preguntas formuladas en lenguaje natural y obtener la respuesta co-
rrecta sobre una coleccion de documentos no estructurada. La mayoria de los sistemas de
QA aceptan sentencias (preguntas o consultas) escritas y correctamente formuladas como
entrada, pero recientemente se ha incrementado el interés en la utilizacién de voz para
la realizacién de consultas [Rosso et al., 2010, Mishra and Bangalore, 2010], asi como el

acceso a grandes repositorios de audio [Wang et al., 2008, Chelba et al., 2008].

Busqueda de Respuesta Dirigida por la Voz (Voice Activated Question Answering,
VAQA) es una de las diferentes formas de acceso a grandes repositorios de informacién

para obtener informacion especifica sobre algin dato en concreto.

Debido al interés de estas aplicaciones, se ha incluido la tarea sobre VAQA sobre dife-

rentes idiomas en conferencias de evaluacion de sistemas de recuperacion de informacion



como son la competicién CLEF (Cross-Language Evaluation Forum) ' y TREC (Text
REtrieval Conference)  [Turmo et al., 2009).

Para la realizacion de Busqueda de Respuesta dirigida por la Voz sobre grandes re-
positorios, es necesario la utilizaciéon de un Sistema Automatico de Reconocimiento de
Voz (Automatic Speech Recognizer, ASR) capaz de trabajar con grandes vocabularios y
proveer un modelado de lenguaje adecuado que caracterice los tipos de preguntas que se
pueden realizar sobre el sistema. Ademas, es importante que el ASR pueda reconocer co-
rrectamente aquellas palabras especificas que tienen una gran influencia en el rendimiento
global del sistema. En particular, el reconocimiento de Entidades Nombradas (NE) es una
de los principales problemas a tener en cuenta en sistemas de extraccion de informacion

y aplicaciones de QA.

Las entidades nombradas son elementos claves en el proceso de biisqueda de respuesta
[Chu-Carroll and Prager, 2007, Kubala et al., 1998], por lo tanto un mal reconocimiento
de estas entidades afecta de forma importante en los resultados obtenidos por el sistema
encargado de encontrar la respuesta. Diferentes estudios muestran que mejores resultados
de reconocimiento de las Entidades Nombradas [Chu-Carroll and Prager, 2007] implican
un mejor rendimiento del sistema VAQA. Por tanto, se precisa de una alta tasa de re-
conocimiento sobre este tipo de entidades. No obstante, esta tarea se vuelve realmente difi-
cil cuando las NE provienen de un idioma diferente al del usuario, por ejemplo, si el idioma
nativo del usuario es el castellano y quiere realizar una consulta sobre un personaje célebre
americano utilizara una fonética diferente a la del castellano: “; Quién fue George Washing-
ton?”. Para tratar este tipo de problema el Sistema de Reconocimiento de Voz debera in-
corporar mecanismos para considerar pronunciaciones especificas y alternativas sobre una

misma palabra o acrénimo [Fujii et al., 2002, Stoyanchev et al., 2008, Wang et al., 2010].

En cuanto al modelado de lenguaje, los modelos utilizados deberan adaptarse tanto
a las preguntas realizadas como al contenido del repositorio de documentos donde se
encuentran las respuestas a las preguntas formuladas. Por tanto, deberdn tomarse en
cuenta las restricciones sintdcticas que hay en ambos casos. Si se utiliza tinicamente un
corpus de propédsito general, de gran tamano y gran vocabulario, para el entrenamiento del

modelo de lenguaje, entonces las ventajas de conocer las restricciones sintacticas especifi-

http://www.clef-campaign.org
2http://trec.nist.gov
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cas de las posibles preguntas del usuario se pierden [Akiba et al., 2007, Kim et al., 2004,
Harabagiu et al., 2002].

Otro aspecto importante a considerar, es conocer qué Entidades Nombradas se en-
cuentran en la coleccién de documentos, esta tarea no es trivial dado que estas no estan
anotadas de ninguna forma, por tanto es necesario la utilizaciéon de herramientas y me-

canismos capaces de anotar automaticamente dichas entidades.

En el presente trabajo se presenta una aproximacion para la realizacion de QA con
voz, tomando consultas de voz en vez de preguntas correctamente escritas como entrada
del sistema. Se propone la utilizacién de un modelo de lenguaje aprendido a partir de
un conjunto de preguntas de entrenamiento, que contienen unas restricciones sintacticas
diferentes de las frases puramente declarativas que se encuentran en los repositorios de
informacion. Parte del trabajo se ha centrado principalmente en el impacto del incremento
de la cantidad de Entidades Nombradas en el vocabulario del modelo de lenguaje, para

poder asi incrementar la cobertura de las posibles entidades demandadas por el usuario.

1.1. Busqueda de Respuesta dirigida por la Voz

Un sistema Busqueda de Respuesta dirigida por la Voz consiste en un sistema QA
donde la interacciéon con el usuario se realiza mediante la utilizaciéon de un ASR como
entrada del mismo. Ademds, es posible utilizar un sintetizador de voz (Text-to-Speech,

TTS) como salida del sistema en vez de texto.

La pregunta es formulada por el usuario y posteriormente es convertida a texto me-
diante el sistema ASR. La pregunta obtenida por el reconocedor se envia entonces al
modulo de andlisis de pregunta, cuyo propdsito es extraer el tipo de pregunta o cuestion
(por ejemplo, el usuario pregunta por un nombre o una fecha), asi como otras caracteris-
ticas que seran usadas en la fase de extraccién de la pregunta. La fase de recuperacion
de pasajes extrae la informacién demandada de una coleccién textual de pasajes que el
sistema considera relevantes para la pregunta. El médulo de extraccion de la pregunta
examina dichos pasajes y, usando la informacién obtenida durante la fase de anélisis de

la pregunta, selecciona la pregunta que sera presentada finalmente al usuario.

La figura 4.1 muestra los principales médulos de un sistema de Bisqueda de Respuesta

dirigida por la Voz.
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Figura 1.1: Modulos del Sistema de Busqueda de respuesta dirigida por la Voz

La fase de anélisis de la pregunta, es una parte critica del sistema QA. De hecho, se
estima que alrededor del 40 % de los errores en QA derivan directamente de un error
en esta fase, donde aproximadamente un 33 % de este error es debido a la identificacién
del tipo de pregunta. La fase de de extraccién de la respuesta es también una fuente

importante de errores, con un 20 % de los errores en QA [Moldovan et al., 2003].

Por esta razoén, se ha focalizado el trabajo realizado, en el estudio de los efectos en
términos de Recuperacion de Pasajes, donde los efectos de un mal reconocimiento de las
cuestiones se reflejan directamente en el ranking de los pasajes obtenidos. En cambio,
estos efectos no se pueden detectar usando el sistema de QA completo, donde la mayor
parte del error obtenido proviene de las fases de analisis de la pregunta y extraccion de

la respuesta.

La combinacién de un sistema de reconocimiento automatico del habla conjuntamente
con un sistema de QA degrada las prestaciones de este. En [Harabagiu et al., 2002] se
muestra la utilizacién de un ASR para las frases utilizadas en TREC y se muestra la

notable diferencia de prestaciones al utilizar una entrada reconocida automaticamente.

Ademas, en estudios realizados anteriormente [Sanchis et al., 2006, Gonzélez et al., 2008|

se muestra la importancia del reconocimiento de Entidades Nombradas, donde las presta-
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ciones del sistema se mantienen incluso hasta con un 25% de error de reconocimiento
(WER) siempre y cuando se sigan reconociendo bien estas entidades. Con un error de
reconocimiento mayor al 30 % las prestaciones del sistema se degradan de forma muy

notable.

Como en cualquier sistema dirigido por la voz existen ciertos factores que no estan pre-
sentes en el lenguaje escrito: pausas, dubitaciones, tos, etc... Tampoco existen simbolos
de puntuacién, lo cual puede ser un problema para el médulo de recuperacién de infor-
macion que necesita tener sentencias delimitadas. No se encuentran tampoco, fronteras
claramente delimitadas entre chunks, es el caso de los nimeros que pueden ser transcritos
de diferentes formas y existe cierta ambigiiedad que no se presenta en el caso del lenguaje

escrito (por ejemplo: “mil veinte” se puede transcribir como 1,020 o 1,000 20).

En cuanto a los sistemas de reconocimiento automatico de voz, existen varios elementos
que son altamente dependientes de la tarea. Uno de ellos es el vocabulario necesario para
realizar la tarea asi como el modelo de lenguaje utilizado. El vocabulario utilizado para
la tarea de QA (reconocimiento de preguntas sobre un determinado corpus) difiere del
vocabulario utilizado para un tarea de reconocimiento de proposito general. No obstan-
te, existe un problema al reconocer palabras en las preguntas del usuario que no estan

incluidas en el vocabulario especifico de la tarea (Out-of-Vocabulary words, OOV).

1.2. Busqueda de respuesta

En esta seccion se muestran las caracteristicas principales de los sistemas de Busqueda
de Respuesta. Como se ha comentado en el apartado anterior, la funcionalidad bésica
del los sistemas de QA es dar la capacidad al usuario de realizar preguntas en lenguaje
natural sobre una colecciéon de documentos no estructurados. A continuacion se describen

las fases principales, previamente introducidas, en las que se divide la tarea de QA.

1.2.1. Fase de Analisis y Clasificacion de la pregunta

Esta fase se encarga de clasificar la pregunta. Dependiendo del tipo de pregunta la
respuesta esperada variara radicalmente. Por ejemplo, la respuesta esperada para la pre-
gunta “;Quién ascendid por primera vez el Fverest?”no es la misma que para la pregunta

“sQué es el Parlamento Furopeo?”. En la primera se espera un nombre concreto y en la



segunda una definicién, el tipo de respuesta difiere entre otros aspectos en la longitud
de la respuesta esperada. La estrategia y algoritmos utilizados para la extraccién de la

respuesta en fases posteriores dependerd de la correcta clasificacién de la pregunta.

A raiz del ejemplo mostrado se puede ver que existen diferentes tipos de pregunta. Las
mas simples son las conocidas como preguntas factuales. Estas preguntas esperan res-
puestas formadas por una sola palabra o una sola expresiéon compuesta de pocas palabras,
usualmente se corresponde con una Entidad Nombrada. Existen preguntas que pueden
esperar una lista de elementos: pueden ser listas cerradas, donde se especifica el niimero

3,

de elementos: 7 Quiénes fueron los tres mosqueteros?”, o abiertas, donde no se indica

cuantos elementos se esperan: "Nombre los presidentes de la democracia espanola’.

Otro tipo de preguntas son las que esperan una definicion: ”; Quién es Felipe Gonzdlez?”
o la anteriormente mostrada: 7; Qué es el Parlamento Europeo?”. A parte de estas pregun-
tas existen otro tipo de preguntas de diferente complejidad, son preguntas como 7; Co-

2

mo... %, ;Porqué... 7", o finalmente preguntas cuya respuesta puede ser una afirmacién:

“sFue Al Gore presidente de los Estados Unidos?” (respuesta: No.).

1.2.2. Recuperacion de pasajes

En esta fase se extraen los pasajes del repositorio de documentos donde es posible
encontrar la respuesta. Los sistemas de recuperacion de pasajes devuelven un conjunto
ordenado de documentos a partir de una funcién de disimilitud entre la pregunta o con-
sulta y el pasaje devuelto. Existen diferentes métodos de ranking para la ponderacion de

los pasajes: basados en frecuencias de términos o métodos estadisticos.

La principal diferencia entre los sistemas de recuperacién de informacion cléasicos y los
orientados a QA, es que mientras los primeros se centran en la recuperacién de pasajes
relevantes para la consulta y/o el tépico deseado, los orientados a QA se centran en la
extraccion de pasajes que puedan contener la respuesta a la pregunta formulada. Otra
diferencia es que los sistemas clasicos no estan orientados a la bisqueda de pasajes a
partir de preguntas o consultas en lenguaje natural, es decir, para sistemas de QA. Si se
observa la oraciéon “; Quién es Pau Gasol?”los términos que deberian pasarse al buscador
de pasajes es “Pau Gasol” y no la pregunta completa. Por tanto, existen términos de la
pregunta que no estan relacionados con la recuperacion de pasajes. Otro detalle a tener
en cuenta es el tamano de los pasajes devueltos, puesto que si el pasaje es muy pequeno
puede no llegar a contener la respuesta o la totalidad de ella y si es demasiado extenso

se complica el procedimiento de recuperacion de la respuesta.



1.2.3. Extraccion de la respuesta

La fase de extraccion de la respuesta, como su nombre indica, se encarga de recuperar
la respuesta a la pregunta formulada a partir de los pasajes devueltos en la fase anterior.
Para ello, se utiliza la informacién extraida en la fase de anélisis de pregunta. El principal
problema de esta fase es decidir de todas las respuestas posibles cudl es la que debe
devolver el sistema, en algunos casos puede haber una o més correctas con lo que el
sistema debe elegir cudl es la méas adecuada. También se puede dar el caso de que se
creen redundancias entre las respuestas, lo cual puede beneficiar al sistema puesto si una
respuesta aparece varias veces pero de diferentes maneras es un indicativo de que debe

ser correcta.

1.3. Estructura del trabajo

El siguiente documento se estructura como sigue:

= En el capitulo 2 se hara una revisién del estado del arte en el campo de la Busqueda

de Respuesta dirigida por Voz.
= La tarea presentada para la evaluacién del sistema se presenta en el capitulo 3.

= En el capitulo 4 se presenta la aproximacion utilizada y diferentes aspectos a tener

en cuenta al tratar con sistemas de Busqueda de Respuesta dirigida por Voz.

= Para conocer mejor como se ha realizado el trabajo presentado, en el capitulo 5 se

describen algunas herramientas utilizadas y sus principales caracteristicas.

= Kl capitulo 6 introduce las métricas que se evaluaran sobre la tarea propuesta, asi

como los modelos utilizados finalmente en la experimentacion.

= Los resultados extraidos de la experimentacion propuesta y una discusion sobre ellos

se muestran en el capitulo 7.
» Finalmente se presentan las conclusiones y trabajo futuro en el capitulo 8.

= En el apéndice A.1 se incluye la evaluacion y resultados de la tarea QAst 2009 de

forma adicional a la tarea principal evaluada en el trabajo (CLEF).






Capitulo 2

Estado del arte

En este capitulo se muestra el estado del arte para la tarea de Busqueda de Respuesta

dirigida por la Voz.

Competiciones como Text REtrieval Conference (TREC) y Cross Language Evaluation
(CLEF) han sido creadas para evaluar y comparar los sistemas de QA, en las tltimas
ediciones se ha anadido una sesién especial para QAst (Question Answering in Speech

Transcripts).

Se han realizado diversos experimentos sobre el impacto de la combinacién de sistemas
de reconocimiento automético del habla con sistemas de QA. En [Harabagiu et al., 2002]
los autores muestran un experimento donde se utiliza el mejor sistema de QA en TREC
[Moldovan et al., 2003] junto a un sistema ASR. Se muestra que el impacto del ASR
influye considerablemente en una tarea de dominio general como es el caso. El sistema
original (sin la entrada de voz) conseguia un 76 % de rendimiento en el sistema QA,
mientras que al anadir el reconocedor de voz (la salida del reconocedor operaba con un
WER de alrededor del 30 %) los resultados se degradaban hasta obtener solo un 7% de
precision.

Uno de los principales problemas del uso de los reconocedores en tareas de QA es
debido a las palabras fuera del vocabulario del reconocedor, en concreto las entidades
nombradas, en esta linea se proponen varias mejoras. En [Fujii et al., 2002] se propone
una técnica para intentar reconocer aquellas secuencias de voz que se corresponden con
palabras fuera del vocabulario, por ello se propone un modelo de lenguaje formado por
las 20,000 palabras mas frecuentes combinado con un conjunto de silabas. En la fase

de reconocimiento el resultado es un conjunto de palabras y silabas. A partir de las



palabras fuera del vocabulario es decir, las que estan formadas por silabas, se realiza una
busqueda en los documentos utilizando como indexado aquellos términos que se asemejan

fonéticamente a las silabas. La precisién de deteccién de OOV con estd técnica es del 26 %.

En [Allauzen and Gauvain, 2005] se utiliza un modelo de lenguaje estéatico que per-
mite la adicion de nuevas palabras en el vocabulario sin necesidad de reentrenamiento del
modelo ni adaptacién a la tarea. Para anadir una nueva palabra al ASR se debe incluir
en el vocabulario de éste, anadir la transcripcién (o transcripciones) fonética y anadirse
al modelo del lenguaje con una distribucién de probabilidad mayor que 0. Para la in-
corporaciéon de una palabra sin reentrenar el modelo del lenguaje los autores proponen
el uso especial de un modelo de clases al que llaman back-off word classes. Durante el
entrenamiento del modelo de lenguaje estatico, estas clases reemplazan una o mas pa-
labras cuya probabilidad se descuenta a partir de la masa de probabilidad destinada a
las palabras fuera del vocabulario. Por tanto cuando se anade una nueva palabra debe
indicarse la back-off word class, permitiendo asi que el reconocedor asigne una probabil-
idad a esta nueva palabra. Los experimentos realizados muestran un 30 % de mejora de
en el reconocimiento de OOV, con un 80 % de las palabras introducidas posteriormente

reconocidas.

Otro tipo de técnicas para aumentar la precisién del reconocimiento para tareas de QA
consiste en el uso de un sistema que permita la interaccién con el usuario en la fase del re-
conocimiento de la pregunta como se presenta en [Stoyanchev et al., 2008]. En el sistema
interactivo el usuario en una primera instancia especifica la Entidad Nombrada de interés
(el nombre de una persona u organizacién). Para ello, se utiliza una gramadtica a partir
de las Entidades Nombradas existentes en el corpus de documentos. Una vez la NE es
reconocida se extrae un conjunto de documentos que coinciden con la entidad reconocida,
a partir de los documentos recuperados se entrena un modelo de lenguaje especifico. El
modelo de lenguaje utilizado para el reconocimiento se basa en la combinacién lineal de
un modelo entrenado a partir de preguntas tipo y el modelo creado de forma dindmica.
Los resultados obtenidos muestran una considerable reduccién del WER, (un 32 % en la

mejor experimentacién).

En la literatura se proponen diferentes mejoras basadas en la forma que debe estimarse
el modelo de lenguaje para sistemas de VAQA. Un estudio interesante en la utilizacién de
modelos de lenguajes especificos para QA se presenta en [Schofield, 2003]. Este trabajo

compara la perplejidad del uso de modelos de lenguaje basados en n-gramas que han
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sido entrenados a partir de un conjunto de 280,000 preguntas unicas formuladas por
usuarios extraidas de diferentes fuentes de informacion en la red. Ademas se utilizan
diferentes tallas de vocabulario, técnicas de descuento y otros factores para la construccion
de dichos modelos. A partir de los resultados se llega a la conclusion que la complejidad del
modelo de lenguaje es suficiente simple para ser usados en un escenario de reconocimiento

predictivo.

En [Kim et al., 2004] se trata el problema de la elaboracién de un modelo de lenguaje
preciso para la tarea. Se entrenan diferentes modelos de lenguaje para el reconocimiento
de consultas de voz a partir de conjuntos de articulos de prensa. Se definen diferentes
dominios (economia, entretenimiento, asuntos internacionales, sociedad y deportes). Se
entrena cada modelo del lenguaje basados en dichos dominios y se interpola con un modelo
de lenguaje de categorias a partir de consultas reconocidas. Los experimentos demuestran
una mejora del 5% de WER tras el uso de modelos de lenguaje dependientes del dominio
que el uso de un modelo de lenguaje general para todos los dominios. Incluso el uso de
un modelo de lenguaje especifico para una tarea desconocida seleccionado a partir del
criterio de maxima similitud mejora los resultados frente al uso del modelo de lenguaje

genérico.

La estructura de la mayoria de preguntas en sistemas de QA se pueden dividir en dos
partes: a) el tépico por el que se pregunta. Y b) la estructura interrogativa de la pre-
gunta. En [Akiba et al., 2007], se estudia como aprender un modelo de lenguaje que atine
varias partes de forma eficiente. El método propuesto consiste la ampliacién de un modelo
de lenguaje basados en n-gramas a partir de un conjunto de expresiones interrogativas
definidas manualmente. La tasa de reconocimiento de expresiones interrogativas mejora
con esta técnica frente al uso de un modelo de lenguaje entrenado a partir de corpus de

documentos.

Otros estudios proponen la interaccion con el usuario para mejorar las prestaciones del
reconocedor de voz. Es el caso de [Kim et al., 2004], donde tras reconocer la consulta del
usuario, el sistema extrae las palabras clave y las muestra graficamente al usuario. Este
es el responsable de indicar que palabras han sido mal reconocidas y de seleccionar la

correcta a partir de una lista de n-bests obtenida por el ASR.

Un sistema més complejo se presenta en [Hori et al., 2003], se utiliza un filtro que ex-

trae la informacién significativa de la sentencia reconocida. A partir de las medidas de
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confianza aportadas por el reconocedor para cada palabra, se eliminan aquellas que no
superen cierto umbral. De la sentencia filtrada se obtiene una oracién con sentido a partir
de la utilizacién de una técnica de resumen de voz. Cuando el sistema de QA no puede
extraer la respuesta apropiada a la pregunta es entonces cuando se considera ambigua y

el mecanismo de interaccion se activa demandandole més informacién al usuario.

Durante las ultimas ediciones del CLEF (2007, 2008 y 2009) [Turmo et al., 2007,
Turmo et al., 2008, Turmo et al., 2009] se ha anadido la tarea QAst (Question Answering
in Speech Transcripts), este apartado dentro del CLEF se engloba en la tarea de Spoken-
Question Answering [Gokhan and De Mori, 2011]. Esto implica realizar la biisqueda de
informacién sobre datos de audio (o sus transcripciones autométicas) y/o a partir de
preguntas con voz. Sélo en la edicién de 2009 se incluyen un conjunto de preguntas con
voz. Realizar QA sobre conjuntos de informacion con voz implica que la respuesta a la
pregunta debe encontrarse sobre datos de audio: noticias de radio/televisién, conferencias

y seminarios, etc ...

Es interesante remarcar los trabajos realizados en el tratamiento de los errores cometi-
dos por el ASR en este tipo de tareas, en [Comas and Turmo, 2008, Comas and Turmo, 2009]
se utiliza una aproximaciéon de busqueda a partir del uso de fonemas. Se basan en la idea
que si el error se ha producido sobre una palabra clave (por ejemplo, entidades nom-
bradas) la transcripcién fonética de estos errores se debe asemejar a la del verdadero
contenido de la senal de audio. Para ello se utiliza un sistema especifico de recuperacion
de informacién: Phonetic Alignment Search tool [Comas and Turmo, 2008] , para recu-
perar aquellas secuencias de fonemas recuperados sobre la pregunta para la bisqueda en

los documentos a partir de medidas de similitud fonéticas.
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Capitulo 3

La tarea

3.1. CLEF contest

Para evaluar las prestaciones del sistema propuesto se ha utilizado un conjunto de
evaluacion QA estandar, modificado en este caso para incluir consultas con voz. Se han
usado las sentencias provenientes de test de la edicién CLEF 2005 (Spanish monolingual)
[Vallin et al., 2005]. El conjunto de prueba esta formado por un conjunto de 200 preguntas

y las correspondientes respuestas.

Ademas se tiene el repositorio de documentos de donde se extraera la informacién
correspondiente a las preguntas. Esta coleccion de documentos esta formada por 454, 045
documentos correspondientes a las todas las noticias de los anos 1994 y 1995 de la agencia

EFE. El conjunto de documentos tiene una extensién aproximada de 1.06 GB.

El conjunto de preguntas de test se distribuyen en diferentes tipos de preguntas (des-

critas en la seccién 1.2.1): 118 factuales, 50 de definicién y 32 de restricciones temporales.

La informacion necesaria para entrenar el sistema propuesto para abordar la tarea se
ha extraido a partir de la coleccién de preguntas de entrenamiento de las ediciones 2005
y 2006 del CLEF Contest [Vallin et al., 2005, Buscaldi et al., 2006]. En total se ha usado

un conjunto de 1,600 preguntas.

Para la obtencién de las preguntas con voz se ha realizado un proceso de adquisicién
del conjunto de las 200 preguntas de test. De esta forma se puede apreciar los efectos de
utilizar consultas con voz a diferencia de preguntas escritas correctamente formuladas sin

errores de reconocimiento.
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El proceso de adquisicién se ha realizado mediante un conjunto de micréfonos y auri-
culares, en condiciones de oficina (sin ruidos externos), a una resolucién de 16 bits y una
frecuencia de muestreo de 16KHz. El conjunto de 200 preguntas ha sido adquirido por un
solo locutor, no obstante, los modelos actisticos utilizados son de propésito general y no

han sido previamente adaptados a un locutor especifico.
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3.2. QAst contest

La tarea Question-Answering on Speech Transcription evaluation campaign (QAst) fue
creada en 2007 para investigar el problema de realizar tareas de QA sobre voz. Aunque
el interés de esta tarea reside en la busqueda de informacién sobre repositorios de audio,
en la edicion 2009 se anadio a la tarea un conjunto de preguntas adquiridas por voz. Adi-
cionalmente a los resultados mostrados para la tarea presentada en el apartado anterior,
se ha utilizado este conjunto de preguntas adquiridas para evaluar las prestaciones de la
aproximacién presentada en este trabajo. En el anexo A.1 se muestran la experimentaciéon

y resultados obtenidos para las oraciones adquiridas del QAst 2009 Contest.

En la edicién del ano 2009 [Turmo et al., 2009], en la subtarea utilizada para la ex-
perimentacién (la referente al castellano), las preguntas se realizaban sobre el corpus
TC-STARO5 EPPS Spanish Corpus. Este corpus estd formado por tres horas de de graba-
ciones en castellano del Parlamento Europeo. Esta informacién se usé para evaluar los
reconocedores desarrollados en el proyecto TC-STAR. Junto a las grabaciones existen tres
salidas de tres reconocedores diferentes con diferentes tasas de reconocimiento (WER):
11,5, 12,7 y 13,7.

La informacion extraida del TC-STAR se ha realizado sobre las transcripciones in-
cluidas en el corpus. Para mejorar la precision de los modelos de lenguaje y evitar er-
rores al aprender modelos de lenguaje sobre las transcripciones, se ha utilizado también
el corpus formado por las Actas del Parlamento Europeo EUROPARL[Summit, 2005,
europarl, 2009]. Las actas en espanol estan formadas por 1,942, 761 oraciones y un total
de 55,105,479 palabras.

El conjunto de preguntas analizadas esta formado por 100 preguntas en castellano de
la tarea y sus correspondientes transcripciones, ademas se han incluido las 50 preguntas

adquiridas para el training.
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Capitulo 4
Modelado de Lenguaje

El proceso de reconocimiento automatico del habla consiste en la obtencién de una se-
cuencia de palabras a partir de una senal de audio como entrada [Jurafsky and Martin, 2009].
La formulacién matematica de este proceso desde un punto de vista estadistico puede
verse como [Bahl et al., 1983]:

—~

W = argmax P(W|X) (4.1)

Wez
donde W es la mejor secuencia de todas las posibles unidades lingiiisticas en el vo-
cabulario ¥ conforme una secuencia de caracteristicas acusticas (X ) extraidas de la senal

acustica a partir de un proceso de parametrizacion.

Aplicando el teorema de Bayes y asumiendo que la probabilidad de que se pronuncie la
secuencia acustica P(X) es independiente de la sentencia W, el proceso de maximizacién

se formula como:

— P(X|W)P
W = argmax (XIW) POV = argmax P(X|W)P(W) (4.2)
Wes* P(X) Wes*

Por tanto, se puede resumir el proceso de reconocimiento como encontrar la secuencia

W que maximice el producto de las dos probabilidades:

» P(W): es la probabilidad a priori de la secuencia W y la proporciona el modelo de

lenguaje.

» P(X|W): esta probabilidad la proporciona el modelo acustico.
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El modelo de lenguaje restringe las secuencias de unidades lingiiisticas que seran re-
conocidas, ademas representa restricciones sintacticas para tareas de gran vocabulario
con lo que permite reducir la complejidad computacional y mejorar las prestaciones del
sistema. Los modelos de lenguaje basados en n-gramas son los mas conocidos y los mas
extendidos en la actualidad. Este sistema modela la aparicién de secuencias de n unidades
lingiiisticas. Esta frecuencia se estima a partir de un conjunto de entrenamiento de ora-

ciones escritas.

En un modelo de n-gramas, la probabilidad de una palabra depende de las n — 1
palabras anteriores. Por tanto, la probabilidad del modelo de lenguaje asignada a una

palabra se expresa como:

n

P(W) = H P(wk|w’ﬁizlv+1) (4.3)

k=1

Una vez se han estimado los modelos de lenguaje y actstico a partir de un corpus
de entrenamiento, el proceso consiste en la obtencién de la secuencia que maximice la
ecuacion 4.2, para ello se utilizan algoritmos de btusqueda. El mas conocido y utilizado

para esta tarea es el algoritmo de Viterbi.

En esta seccion se muestra con detalle la aproximacion utilizada para la modelizacién
especifica del lenguaje para la tarea descrita. Se describen varios métodos de modelizacion
que ilustran la problematica de la tarea y los pasos seguidos para la obtencién del modelo
de categorias. En primer lugar mostramos la modelizacion del lenguaje para la tarea sin
usar categorias: utilizando para entrenar el modelo de lenguaje las preguntas, el reposito-
rio de documentos o la combinacién de ambos. Posteriormente se describe la modelizacion

basada en categorias y algunas mejoras fonéticas propuestas para la tarea en cuestion.

4.1. Modelado sin categorias

En este apartado se muestran aproximaciones para entrenar el modelo de lenguaje
para la tarea dada, sin utilizar técnicas basadas en el uso de categorias. Se presenta asi,
la problematica de la incorporacién de nueva informacion al modelo de lenguaje pero a

su vez mantener la estructura propia de las preguntas.
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4.1.1. Modelado usando preguntas

El paso mas simple para entrenar el modelo de lenguaje consiste en utilizar las pre-
guntas de entrenamiento y esperar que el sistema funcione bien con las preguntas de
test. Esta aproximacién puede resultar adecuada cuando el conjunto de entrenamiento
es muy amplio y cubre gran parte de las posibles preguntas que se pueden presentar al
sistema. Sin embargo, dado el conjunto reducido de preguntas y que los conjuntos de test
y entrenamiento son conjuntos disjuntos, el nimero de palabras fuera de vocabulario es
critico. Si una palabra, o lo que es peor, una entidad nombrada no ha sido pronunciada
en el conjunto de entrenamiento es practicamente imposible que la consulta se resuelva

con éxito.

Por tanto, la aproximacion es bastante pobre, por lo que hay que buscar una técnica

de modelado de lenguaje que contenga un conjunto mas general de informacion.

4.1.2. Modelado usando el corpus de documentos

Toda la informacion que pueda ser preguntada esta en el conjunto de documentos. Pero
principalmente en forma declarativa o en redaccién pura, por lo que la ventaja de tener
la estructura de las preguntas se pierde si se usan exclusivamente los documentos para
aprender el modelo de lenguaje. Ademas se ha visto que el repositorio de documentos en
el caso de la agencia EFE es muy extenso, con lo que la complejidad del reconocedor al
acceder el modelo de lenguaje es mayor. Incluso el cdlculo del modelo de lenguaje se hace
costoso. Esta aproximacién, aunque tiene sus inconvenientes, tiene la ventaja que cubre
un gran numero de palabras del vocabulario y si la actistica del sistema de reconocimiento

funciona bien se pueden recuperar gran parte de las preguntas que se realicen al sistema.

4.1.3. Modelo interpolado de preguntas y corpus de documen-

tos

Otra aproximacion consistiria en utilizar un modelo de lenguaje hibrido que incorpo-
rara las preguntas y el conjunto de documentos. Dado que el tamano de los documentos
es mucho mayor al conjunto de preguntas, es necesario realizar algtin tipo de combinacion

de los modelos de lenguaje por separado. Se pueden combinar de forma lineal como:

PW) =AM Pom(wilwi—y 1) + (1= X) [T Pom (wilwi—y o) (4.4)
P P
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dénde Py es la probabilidad del modelo de lenguaje formado por las preguntas, y

Peoar es la probabilidad devuelta por el modelo de los documentos.

El problema de esta combinacion lineal es que se le da el mismo peso a las particulas
de las preguntas (Quién, Ddnde, etc...) que a las entidades que aparecen en este conjun-
to, si el valor de A\ es muy alto las entidades que aparecen en las preguntas tendran un
peso superior que las entidades que aparecen en el documento, y eso para el cometido de

generalizacion del modelo de lenguaje y por extensién del reconocedor, no es deseable.

Otra manera de combinar ambos modelos de lenguaje es replicar manualmente las
preguntas y crear un corpus con los documentos y el conjunto replicado de preguntas. Asi
al calcular el modelo de lenguaje por conteo, las estructuras de las preguntas adquieren
mas peso. Si sélo se replican las particulas interrogativas se resuelve el problema de
ponderado de entidades, pero se pierde la expresividad de los n-gramas puesto que las

particulas se replican de forma aislada al resto de las pregunta.

4.2. Modelado de categorias

Tanto en Busqueda de Respuesta y como es Busqueda de Respuesta dirigido por la
Voz las preguntas (la entrada del sistema de QA) estan formuladas en lenguaje natural,
por tanto las preguntas pueden no formularse siempre en forma interrogativa (s Quien fue
el primer premio nobel de literatura?), es decir, pueden aparecer sentencias expresadas
de forma declarativa (Nombre jugadores de baloncesto.), por tanto el sistema debe tener

en cuenta este tipo de restricciones.

La Figura 4.1 muestra como el modelo de lenguaje para el ASR ha sido construido.
Como se puede ver se han usado dos conjuntos para el entrenamiento del modelo de
lenguaje. Uno se corresponde con el conjunto de preguntas de entrenamiento, de las
cuales el sistema estimara la estructura sintactica de las preguntas; el otro conjunto se
corresponde con la coleccion de documentos donde se realizara la busqueda, del que se

extraerd la informacién adicional para ampliar el modelo de lenguaje generado.

La idea principal es construir un modelo de lenguaje capaz de incluir la mayor can-
tidad de Entidades Nombradas y otras palabras relevantes contenidas en el repositorio
de informacién y que son importantes para la consulta de informacién, pero que a la vez
sea capaz de representar la estructura sintactica de las preguntas extraidas del conjunto

de test (por ejemplo, sQuién es...?, ;Cuando fue...?,;Qué es...?). Para poder llevar
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Figura 4.1: Médulo de Reconocimiento de Voz

a cabo tal cometido es necesario construir un modelo de lenguaje basado en categorias
(o clases), donde las categorias estdn relacionadas con los posibles conceptos que serdn

preguntados por el usuario.

Estas categorias no tienen por que corresponderse con las categorias gramaticales pro-
piamente del lenguaje, por ejemplo, en un modelo de lenguaje formado por fechas, es
mucho mas flexible categorizar el modelo de lenguaje con frases del estilo: “$DIA de
$MES de $ANO” donde $DIA, $MES, $ANO son las posibles categorfas que incluyen los
dias, meses y anos posibles; que tener un modelo de lenguaje plano entrenado a partir
de sentencias en las que no aparecen todos los meses o incluso la combinacion de ciertas
fechas, haciendo que la probabilidad de que aparezca una determinada fecha sea muy

baja.

El mismo problema sucede con los conceptos que pueden ser preguntados, si algo no
ha sido preguntado en el conjunto de entrenamiento no aparecerd en el vocabulario del
ASR y no podra ser reconocido por este. Otra opcién es que la palabra si que esté en
el modelo de lenguaje como unigrama pero que no aparezca en ninguna de las consul-
tas. Por ejemplo, si queremos formular la pregunta ”;Quién es Nelson Mandela?” y en

nuestro modelo de lenguaje aparece ”;Quien es Morgan Freeman?” y el nombre ”Nelson
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Mandela” en un contexto diferente, el modelo de lenguaje podra recuperar la oracion de-
seada (dependiendo del descuento utilizado), pero el sistema serfa mucho més robusto si
el modelo de lenguaje estuviera constituido de la forma “; Quien es $Entidad_Nombrada”
donde $Entidad_Nombrada es una categoria que incluye los nombres para este ejemp-
lo (Nelson Mandela, Morgan Freeman). De esta forma, es posible ampliar facilmente la
potencia del modelo del lenguaje incluyendo nuevos elementos a las categorias. En este
caso, la categoria principal utilizada sera la de Entidad Nombrada, y por tanto una parte
de la experimentacién llevada a cabo se refiere directamente a la cantidad de palabras

relevantes que serdan incluidas en tal categoria.

Un modelo de categorias se utiliza principalmente para reducir el nimero de parame-
tros a estimar, con lo que se necesitan un nimero menor de muestras de aprendizaje.
En este caso, se puede entrenar el modelo de categorias con un conjunto relativamente

pequeno de preguntas.

De la estimacién del modelo de lenguaje basado en n-gramas tenemos que la probabil-

idad de una palabra depende de las n — 1 palabras anteriores:

P(wi\wi,l, .. .wi,n) (45)

Con la aproximacién basada en categorias, podemos decir que una palabra se estima

a partir de las categorias de las n — 1 palabras anteriores:

P(wi|wi_1, R wi_n) ~ P(Ci|Ci_1. . cz_n)P(wZ|cl) (46)
donde:
s P(w;lw;_1,...,w;_y,) es la probabilidad condicional de que la palabra w; aparezca
después de la secuencia w;_1, ..., W;_,.

= ¢; es la categoria asociada a la palabra w;.
» P(wj|c;) es la probabilidad de pertenencia de la palabra w; a la clase ¢;.

» P(c¢i|ciz1, - .., Ci—n) es la probabilidad condicional de que una palabra que pertenece
a la categoria ¢; aparezca después de una secuencia de palabras pertenecientes a las

categorias ¢;_1,...,Ci_n.
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La probabilidad de pertenencia de una palabra a una clase puede estimarse por criterio
de maxima verosimilitud como el cociente entre el nimero de ocurrencias de una palabra
en una categorfa y el nimero total de palabras (contando repeticiones) que pertenecen a

la categoria C'(c;):

C(w)
C(c)

P(wl|c) = (4.7)

Para nuestro dominio y viendo que la intencién es la de ampliar posteriormente las
palabras correspondientes a cada categoria, se utiliza una aproximacion basada en que la
probabilidad de pertenencia de una palabra a una categoria es equiprobable a todas las

palabras de la categoria. Se define como:

1
Vw € ¢;, P(w|c;) = Tl (4.8)

Ci
Donde el |¢;| es el nimero de elementos en la categoria. Al tener todas las palabras
de una categoria la misma probabilidad de aparicién se asume que la actstica sera la
encargada de discernir entre las diferentes pronunciaciones. Por tanto, un gran nimero
de elementos en una categoria puede afectar al rendimiento del proceso de busqueda del

ASR asi como a las prestaciones de este, puesto que existe mas variabilidad.

Para la estimaciéon de estas probabilidades es necesario tener un texto debidamente
etiquetado y a su vez un diccionario que permita la agrupacion de las palabras con la
clase correspondiente.

Existen diferentes métodos para la definicién de las categorias y las palabras que pertenecen

a dichas categorias:

» Conocimiento lingiiistico: En este caso se suele utilizar un etiquetado POS (Parts of
Speech). Este método introduce el error en la fase de etiquetado POS, tanto manual

como automatico, debido sobretodo a problemas de ambigiiedad.

= Conocimiento especifico del dominio: Se definen especificamente las categorias.
Usualmente suele encargarse un experto de definir las categorias, tarea que puede

resultar compleja dependiendo del dominio.

= Agrupamiento automatico de clases: Se utilizan generalmente algoritmos de agru-

pamiento basados en modelos estadisticos y otros métodos basados en el principio
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de Informaciéon Mutua [P.F. et al., 1992]. En [Niesler et al., 1998] se muestran difer-

encias de utilizar métodos de agrupamiento automatico y etiquetamiento POS.

4.2.1. Seleccién de categorias

Para poder incorporar informacién relevante al modelo de lenguaje basado en cate-
gorias, deben seleccionarse qué palabras relevantes deben ser categorizadas. La flexibilidad

del modelo de lenguaje dependerd del tipo de categoria seleccionada.

A continuacién se describen aquellas categorias que se han utilizado para la elaboracion

del modelo de lenguaje:

» Entidades Nombradas: normalmente se trata del concepto principal que puede ser

preguntado por el usuario.

= Fechas y nimeros: como se ha comentado, no todas las posibles combinaciones de

dias, meses y anos se encuentran en el conjunto de frases de entrenamiento.

= Nombres comunes: en algunos casos las entidades nombradas no aportan toda la
informacion sobre el concepto que se ha preguntado, o también puede ser que no
aparezcan en la pregunta. En casos como estos algunos nombres comunes pueden
proveer informacion relevante para encontrar la respuesta (;Quién es el presidente
de los Estados Unidos).

= El resto de palabras que no se han incluido en las categorias anteriores, formalmente
se puede decir que una palabra pertenece a su propia categoria. Se trata de particulas

interrogativas, preposiciones, articulos, y otros elementos que no se etiquetan.

4.2.2. Extraccion de Entidades Nombradas

Para la obtencién de las palabras que formardn parte de las categorias previamente
introducidas, al tratarse de grandes conjuntos de datos, se precisan métodos automaticos.
En esta experimentacion se ha utilizado la herramienta FreeLing, en concreto la caracteris-
tica de etiquetado POS [Padré et al., 2010, Atserias et al., 2006, Carreras et al., 2004].

Como indica la figura 4.1, este proceso se realiza en dos partes. En la primera referente

al conjunto de cuestiones, se realiza un etiquetado POS del cual se extraen las palabras
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que pertenecen a las categorias, a su vez las frases son sustituidas por las etiquetas de
clase de las palabras extraidas. Por ejemplo, la pregunta “;Cual es la montana mds alta
del Nepal?” tras este proceso quedaria como “;Cual es la SNOMBRE_COM UN mds alta
del $ENTIDAD_NOMBRADA?”. Estas frases etiquetadas son las que se usaran para la

creacion y entrenamiento del modelo de lenguaje basado en categorias.

En el caso de la coleccion de documentos, se realiza un proceso de etiquetado POS de
la misma forma que se realizé con el conjunto de preguntas. A partir de este proceso se
extraen dos listas ordenadas por frecuencia de aparicion de las entidades nombradas y
nombres comunes. Del conjunto de documento se extrae sélo la informacion de estas dos
categorias porque son los dos conceptos que se quieren usar para generalizar la informacion

del reconocedor a partir de la informacion existente en el conjunto de documentos.

4.2.3. Filtro de las Entidades Nombradas

El conjunto de Entidades Nombradas tras la extraccién del conjunto de documentos
obtenido esta formado por méas de un millén de entidades, se trata de un conjunto relati-
vamente alto para la utilizacién en un sistema de reconocimiento automatico. De hecho,
puede haber cierto ruido y datos no deseados en este conjunto que pueden afectar a las
prestaciones del sistema de reconocimiento. El objetivo de esta fase consiste en la ob-
tencion de un conjunto de Entidades Nombradas més reducido y que incorpore, dentro
de unos limites, la informaciéon que maximice las prestaciones del ASR para la tarea en
concreto. En este apartado se exponen los métodos de seleccién y filtrado de los elementos
que se incluirdn en las categorias propuestas. En especial las entidades nombradas que

son la categoria que aporta més informacién para el funcionamiento de la tarea QA.

Analizando el conjunto de entidades obtenido tras el etiquetado del repositorio de
documentos, se ve que gran parte de las entidades tienen una frecuencia de aparicion
muy baja, en algunas ocasiones debido a faltas de ortografia y problemas de codificacién.
Si realizamos un primer filtro basado en la frecuencia de apariciéon y eliminamos las que
aparecen menos de 10 veces el conjunto remanente se reduce a 80,000 y si el umbral se

fija en 20 el conjunto obtenido ronda las 48,000 entidades.

Tras analizar estos resultados, se ha utilizado el conjunto de frases de entrenamiento
para comprobar la cobertura de Entidades Nombradas y Nombres Comunes del proceso

realizado y para comprobar que la eficacia del filtrado.
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Otro criterio a tener en cuenta para filtrar las Entidades Nombradas son los valores de
confianza aportados por la herramienta POS, en este caso cada palabra etiquetada como
Entidad Nombrada o Nombre Comin posee un valor de confianza normalizado entre 0 y

1 que indica la confianza de pertenencia a esa categoria.

La figura 4.2 muestra la cobertura, porcentaje de palabras del conjunto de training
que han sido encontradas y extraidas correctamente, en el proceso sobre la coleccion de
documentos. Las graficas muestran los resultados a partir de la utilizacién de un umbral

de confianza y del tamano del conjunto seleccionado para cada categoria.
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Figura 4.2: Cobertura de NE/CN test

Se ve que para las dos categorias la cobertura aumenta conforme se anaden mas elemen-
tos a cada categoria pero que, a valores mas altos la tasa de crecimiento se reduce (més
o menos de forma logaritmica) haciendo que sea necesario anadir muchos més elementos

a la categoria para poder asi cubrir algunos elementos del conjunto de entrenamiento.

En el caso de las entidades nombradas se puede ver que no existe diferencia en la
utilizacion de un umbral mas alto o mas bajo, esto se debe principalmente a dos factores:
a) no existe un conjunto significativo de entidades con valores de confianza bajo puesto
que si el valor de confianza es muy bajo es muy probable que el sistema POS adjudique
estas palabras a otra categoria. Y b) los valores de confianza méas bajos se debe también
a palabras ambiguas y errores (ortogréficos o de la misma redaccién de los documentos)
por lo que tienen una frecuencia de aparicion muy baja y se eliminan del conjunto tras

realizar el filtro de frecuencia.

Para los nombre comunes parece que hay més diferencia en la utilizacién de un um-
bral de confianza, sin embargo se ve que finalmente cuanto mas permisivo se es, mayor

cobertura se obtiene en el sistema tras realizar el filtrado.
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4.3. Mejoras fonéticas

Se ha visto que uno de los problemas de Busqueda de Respuesta dirigida por la Voz
es el reconocimiento de entidades nombradas que estan formuladas en un idioma que
no es el idioma nativo del usuario del sistema de QA. Esto plantea diferentes formas
de abordar el problema, en principio el sistema debera disponer de ciertos mecanismos
que permitan pronunciaciones alternativas de este tipo de palabras o la posibilidad de
combinar modelos acusticos y de lenguaje provenientes de otro idioma. En este apartado
se muestran algunas técnicas utilizadas en este campo para mejorar las prestaciones del

sistema frente a este tipo de situaciones.

4.3.1. Utilizacién de pronunciaciones alternativas en el lenguaje

nativo

Cuando se pronuncian entidades nombradas provenientes de un idioma diferente al
que se estd formulando la pregunta, por ejemplo “;Quién es George Washington?”, se
puede pensar que la entidad nombrada no se pronuncia realmente como se pronunciaria
en el idioma original. Sino que se utilizan fonemas propios del idioma original (/llorch
guasinton/). Es decir se usa una fonética més cercana al usuario. También depende de
parametros intrinsecos al tipo de usuario que realiza la consulta, puesto que cada persona

puede pronunciar este tipo de entidades de forma diferente.

Este tipo de pronunciaciones presentan una ventaja en la fase de reconocimiento puesto
que utilizando los modelos de lenguaje y actusticos del idioma de la tarea se pueden tratar
este tipo de entidades sin necesidad de reentrenar los modelos actsticos con nuevos fone-
mas. El problema reside en la obtencion de las pronunciaciones de este tipo de palabras

utilizando la fonética del idioma original.

En la tarea propuesta se abarca este problema para las pronunciaciones de entidades
nombradas, en concreto para el inglés utilizando la fonética propia del castellano. En prin-
cipio se utiliza un transcriptor ortografico-fonético para obtener la fonética de las palabras
del vocabulario del reconocedor, la idea es obtener aquellas entidades que puedan consi-
derarse inglesas y obtener la pronunciacién de esta en inglés para posteriormente realizar
una equivalencia a fonemas del castellano, evidentemente este ultimo paso no es trivial
y no contempla con exactitud todas las transcripciones. El problema se agrava ademas,
si tenemos en cuenta la dificultad anadida de la transcripcion ortografica-fonética del in-

glés, por tanto se propone utilizar un diccionario de pronunciaciones como es el Carnegie
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Mellon University pronuncing dictionary ' (CMU dictionary). para obtener las transcrip-
ciones de la fonética inglesa de las entidades. Ademas se utiliza el mismo diccionario para

obtener que entidades pueden ser susceptibles de tener pronunciaciones en inglés.

El algoritmo para esta aproximacion se resumiria de la siguiente forma:

1. A partir de la lista de entidades nombradas, se extraen sus transcripciones ortografico-

fonéticas utilizando un transcriptor del castellano.

2. De la lista de entidades nombradas, se seleccionan aquellas entidades que se incluyen
en el Carnegie Mellon University pronuncing dictionary, es decir, aquellas que se

pueden pronunciar en inglés.

3. Se extrae la transcripcion obtenida por el diccionario, utilizando la fonética del

inglés, y se realiza una conversiéon a la fonética del espatiol.

4. Se anaden las pronunciaciones adaptadas como pronunciaciones alternativas a las

que se tenian en un principio.

4.3.2. Utilizacion de modelos acusticos hibridos o combinados

Otra alternativa consiste en incluir en el mismo reconocedor la posibilidad de reconocer

entidades de diferentes idiomas utilizando las fonéticas de la combinacién de estos idiomas.

Una aproximacion se basa en la utilizacion de modelos actisticos hibridos que contem-
plen en la fonética los fonemas de los idiomas que se quiera tratar, entonces no existiria
la necesidad de obtener una equivalencia entre fonéticas, pero a su vez necesita del entre-

namiento de los modelos actusticos utilizando la fonética combinada.

También, es posible utilizar los valores de confianza devueltos por el reconocedor para
detectar aquellas secuencias de audio que no han sido debidamente reconocidas, o cuyos
valores no superen un cierto umbral, y utilizar estos segmentos de audio en un reconocedor
entrenado con la fonética del idioma alternativo para ver si la actstica se asemeja mas a

las entidades en dicho idioma. El algoritmo utilizado se mostraria de la siguiente forma:

1. Se entrena un modelo de lenguaje solo con las entidades nombradas que aparez-
can en el Carnegie Mellon University pronuncing dictionary. Las transcripciones

ortografico-fonéticas utilizadas son las que proporciona el diccionario.

http://www.speech.cs.cmu.edu/cgi-bin/cmudict
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2. Se reconoce la pregunta utilizando como base el reconocedor configurado para el

idioma original de la pregunta (el castellano en este caso).

3. Se toman las secuencias de audio que no sobrepasan cierto umbral. Este umbral
puede fijarse de forma arbitraria, siguiendo alguna aproximacion de corte basada
en histogramas o calculando los valores medios de los valores de reconocimiento
y aplicar algin corte en torno a esta medida (por ejemplo, la media menos la

desviacién tipica).

4. Estéds secuencias de audio se reconocen usando el modelo de entidades del nuevo
idioma, y si los valores de confianza actsticos superan los del idioma original se

sustituyen los segmentos por los nuevos.

En este caso no se contempla que la fonética utilizada para pronunciar estas entidades
puede diferir ligeramente (por ser una pronunciacién de una palabra extranjera para el

usuario) de la de los modelos actisticos aprendidos.

4.3.3. Unificacion fonética de Entidades

Un problema que deriva del modelado propuesto se presenta cuando varias entidades
nombradas comparten la misma transcripcion fonética. Si la probabilidad del modelo
del lenguaje es equiprobable para todos aquellos elementos de la misma categoria, es la
acustica la que se encarga de decidir que entidad es la pronunciada por el usuario. Pero
si dos palabras comparten la misma fonética debe definirse un procedimiento para la

seleccidon de la entidad adecuada.

Para abordar el problema de pronunciaciones idénticas, se pueden unir aquellas en-
tidades con la misma fonética manteniendo la transcripcién ortogréafica para la entidad
cuya frecuencia de aparicién en el corpus es mayor. Para hacer esto se ha utilizado la

herramienta de transcripcién ortogréafico-fonético Ort2Fon [Castro-Bleda et al., 2001].

Debido a que el corpus de documentos consta de una coleccién heterogénea de docu-
mentos que incluyen todas las noticias publicadas por la agencia EFE a lo largo de dos
anos, existen entidades nombradas que aparecen escritas de diferente forma. Muchas veces
estas entidades tienen diferentes transcripciones ortogréaficas pero la misma transcripcion
fonética. (por ejemplo, Korea y Corea, Qatar y Catar y Tokio y Tokyo). También existen

casos especiales donde dos entidades diferentes tienen la misma transcripcion fonética
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(por ejemplo, Baldi y Valdi). En este caso, debido al hecho de que el reconocedor es

incapaz de discriminar entre las entidades, se usa la entidad més frecuente.

De las aproximaciones presentadas, en la experimentacion solo se ha llevado a cabo

esta ultima.
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Capitulo 5
Herramientas Utilizadas

El presente trabajo atina tareas de reconocimiento de voz con tareas de extraccion de
informacion y busqueda de respuesta, es por ello que se precisan de herramientas especi-
ficas para cada una de las tareas presentes en el trabajo. En esta seccion se muestran
las principales herramientas utilizadas, asi como sus caracteristicas mas destacables y de-
talles de funcionamiento que son importantes para comprender la calidad de los resultados

obtenidos.

5.1. Reconocedor Automatico del Habla Loquendo

Los experimentos llevados a cabo se han realizado con el reconocedor automatico del
habla Loquendo ASR ®"' [Loquendo, a] . Se trata de un reconocedor comercial disponible

para diversos idiomas. En el presente trabajo se ha utilizado el castellano.

El reconocedor automatico de Loquendo puede funcionar mediante graméticas o me-
diante modelos estadisticos basados son los n-gramas. Ademds, permite la utilizacién de

modelos de lenguaje categorizados.

Para la definiciéon del modelado de lenguaje, Loquendo incluye su propia herramienta
de entrenamiento del modelo de lenguaje de categorias: Loquendo SATCA [Loquendo, b].
Los modelos de lenguaje entrenados con Loquendo utilizan un modelo de trigramas y

suavizado lineal.

L. loquendo.com

31


www.loquendo.com

5.2. Passage Retrieval JIRS

Para la fase de extraccion de pasajes se ha usado el sistema de recuperacion de pasajes
JIRS % (Java Information Retrieval System) [Buscaldi et al., 2010], este sistema se basa

en la coincidencia de n-gramas entre la pregunta y los documentos recuperados.

En JIRS se considera un n-grama como una secuencia de n términos adyacentes ex-
traidos de la consulta. JIRS se basa en la premisa de que en un una coleccion bastante
extensa de documentos, los n-gramas que aparecen en la pregunta apareceran proximos

a la respuesta en la coleccion de documentos.

En un primer paso, JIRS extrae los pasajes que contienen los términos de la pregunta
en la coleccién de documentos usando un esquema estandar ¢ f.idf [Buscaldi et al., 2006].
El sistema recibe la pregunta formulada por el usuario y a partir de esta devuelve una lista
ordenada de frases conforme el esquema de pesos tf.idf. A estas oraciones se les aniaden

las k oraciones contiguas para crear el pasaje de tamano m = 2k + 1 que sera devuelto.

Una vez obtenidos los pasajes se calcula la similitud entre los pasajes y la cuestion a

partir de la ecuacion 5.1. La arquitectura de JIRS se muestra en la figura 5.1.

User
question collection

or query

a , N [

Ranked
Fasages

M-gram
Extraction

/ \ Y

M-gram Questipn ‘( Distance Density N-gram
Extraction MN-grar ’K Similarity

v

Figura 5.1: Arquitectura de JIRS

2Las herramienta de recuperacién de informacién puede obtenerse en la direccién URL http://www.

sourceforge.net/project/jirs
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weeng) LT In(1+d(z, Tmaez))
?:1 w(t(h)

Sim(p,q) =

donde:

» P es el conjunto de k-gramas (1 < k£ < n) en el pasaje p.
= () es el conjunto de k-gramas en la cuestion q.

= 1 es el numero total de términos extraidos en la pregunta,

» h(z) indica el peso de cada k-grama y se define a partir de la funcién:

h(z) =) w(ty,)

J=1

» w(t) es el peso del término ¢ y se determina como:

log(n:)

w(t) =1- 1+ log(N)

donde:

e 1, es el numero de sentencias donde el término ¢ aparece.

e NN es el numero de oraciones en la coleccion.

(5.1)

(5.2)

(5.3)

» d(, Tpmae) se calcula como el nimero de palabras entre cualquier k-grama x y aquel

que tenga el maximo peso (Zqz), existe un factor a que determina la importancia

de la distancia en la medida de similitud:

d(x, Tmar) =1+ a-In(l+ L)

(5.4)

Si el término t; aparece sélo una vez en la coleccién su peso serd 1 (peso méaximo). Por

otro lado si un termino aparece en cada una de las sentencias se le asignara el minimo

peso, es el caso de las palabras que no aportan informacion como las stopwords.
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5.3. FreeLing

FreeLing® proporciona una librerfa gratuita de anélisis lingiifstico. Esté desarrollado
por el Centre de Tecnologies i Aplicacions del Llenguatge i la Parla (TALP) de la Uni-
versitat Politecnica de Catalunya (UPC). Permite multiples funciones, como divisién en
oraciones, lematizacion, etc., para espanol, catalan, gallego, italiano, inglés, galés, por-

tugués y bable (asturiano) (posee diccionarios especificos para cada lengua).

De las caracteristicas que proporciona Freeling, se ha utilizado el etiquetado de cate-
gorias morfosintacticas (Part Of Speech Tagging, PoS), que a su vez es capaz de detectar

las entidades nombradas como otras categorias interesantes para la tarea.

Es importante destacar que el diccionario utilizado para el etiquetado POS para el
castellano, que es el que se ha utilizado en esta tarea, contiene més de 550,000 elementos

que se corresponden con 76,000 combinaciones de lemas y PoS.

Se puede encontrar documentacién sobre las caracteristicas de la libreria y funcionamien-

to de estas en [manfreeling, 2010, Padré et al., 2010].

3http://nlp.1lsi.upc.edu/freeling/index.php
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Capitulo 6
Evaluacion

En este capitulo se introduce la experimentacién llevada a cabo en el trabajo realizado.
Se definen las métricas utilizadas para la evaluacién de los resultados y el disenio de los

experimentos llevados a cabo.

6.1. Definicion de métricas

Las métricas utilizadas se pueden dividir en tres grupos: uno referente a los resultados
de reconocimiento, otros inherentes al modelado de lenguaje, y finalmente los valores

evaluados tras la fase de recuperacién de informacion.

6.1.1. Meétricas relacionadas con el ASR

Para medir las prestaciones del modelo de lenguaje utilizado en la tarea se han tomado
diferentes medidas relacionadas con la salida del reconocedor. Normalmente la evaluacion
del proceso de reconocimiento se evaliia mediante el Word Error Rate (WER) que se define
a partir del nimero de substituciones, inserciones y borrados de palabras que se necesitan

para transformar la frase reconocida en la frase original. Se formula de la siguiente forma:

Il B
WER — +fv+ (6.1)

donde:

= [ indica el niimero de inserciones realizadas.
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s S indica el niumero de sustituciones.
» B indica el nimero de eliminaciones.

= N es el nimero de palabras del conjunto de referencia.

Debido a que el conjunto de entrenamiento se divide en oraciones (preguntas o con-
sultas) es posible medir el WER de todas las oraciones como un conjunto o calcular el

WER medio de todas las oraciones.

En los resultados cuando se habla de WER se considera el WER tomando todas las
oraciones como un conjunto, de todos modos ya que la longitud de las preguntas no difiere

mucho, no existen diferencias significativas entre ambos valores de reconocimiento.

Otro factor importante para calcular las prestaciones del sistema para la tarea de
VAQA es calcular el nuimero de Entidades Nombradas que han sido reconocidas cor-
rectamente. En los resultados nos referimos a este factor como Cobertura de Entidades

Nombradas.

6.1.2. Meétricas para el modelo de lenguaje

La mejor manera de evaluar las prestaciones del modelo de lenguaje es incluirlo en el
sistema de reconocimiento (o el de VAQA) y analizar las prestaciones de toda la apli-
caciéon. No obstante, existen métricas para modelo de lenguaje que evalian, de forma
independiente de la salida del reconocedor, las prestaciones del modelo. Aunque estas
medidas no garantizan mejoras en el reconocimiento, si que suelen tener una relacién

directa en los valores de reconocimiento y los posteriores resultados sobre la fase de QA.

La perplejidad, en modelado de lenguaje, se puede utilizar como indice de la capacidad
que tiene un modelo de lenguaje para, una vez determinada una secuencia inicial de
palabras, predecir la continuacién de esta secuencia. Ademas de su interés como parametro
de diseno a tener en cuenta para evaluar las prestaciones de un sistema, permite comparar

diferentes modelos en funcién de su adecuacién a un determinado lenguaje objetivo.

La perplejidad del modelo de lenguaje para un conjunto de frases de prueba (T') se

define como:

PPL(T) = 27 1 Zwer PV (6.2)
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donde P(W;) es la probabilidad asignada a la frase W;.

Para evaluar el impacto del modelado de lenguaje en la tarea que estamos tratando es
importante conocer las palabras fuera del vocabulario del conjunto de test, es decir, aque-

llas palabras que el modelo de lenguaje no ha sido capaz de reconocer (Out-of-vocabulary
Words, OOV).

Para saber el impacto de las entidades nombradas que han sido reconocidas correc-
tamente también es interesante tener un indicador de aquellas que formaban parte del
vocabulario del modelo de lenguaje. Este valor es indicativo de cuantas entidades nom-
bradas pueden ser recuperadas por el reconocedor. Si la cobertura de entidades nombradas
(sobre el test) del modelo de lenguaje se acerca a la cobertura de entidades nombradas de
la salida del reconocedor, es un indicativo de que el reconocedor funciona bien, independi-
entemente que el valor de cobertura de NE tras el reconocimiento sea bajo. No obstante,
una baja cobertura del modelo de lenguaje sobre las entidades nombradas significa una

mala modelizacién para la tarea.

En los resultados nos referiremos a este valor como la inversa de la cobertura, es decir,

las entidades del conjunto de test que estan fuera del vocabulario: NE Qut-of-Vocabulary

(NE_OOV).

6.1.3. Meétricas relacionadas con la Bisqueda de Respuesta

Se puede evaluar la calidad de la fase de extraccién de pasajes a partir del conjunto
ordenado de pasajes devueltos. Por tanto se utilizan métricas de evaluacion usadas de

forma comun en tareas de recuperaciéon de informacion.

Cobertura de Pasajes Recuperados. Se trata de un factor clave para la evaluacion
de los pasajes devueltos, este factor indica cuantas veces el sistema ha sido capaz de
recuperar al menos un pasaje que contenga la respuesta a la pregunta formulada. Se

calcula de la siguiente forma:



donde ¢ es una pregunta del conjunto de test ), F, son los pasajes devueltos por el

sistema para la pregunta ¢, y r es una funcion definida como:

(6.4)

() { 1 si dp € P, es decir, p contiene la respuesta a la pregunta ¢
r(Fy) =

0 sl no

Como se puede observar, este valor no se ve influido por los errores de clasificacién de
la pregunta y de la buisqueda de respuesta, si no que depende unicamente del motor de

bisqueda de pasajes y de la entrada de este, es decir, la salida del reconocedor.

Discounted Cumulative Gain y Normalized-Discounted Cumulative Gain. Otra
medida que se puede utilizar para medir las prestaciones del reconocedor en la posteri-
or fase de busqueda de pasajes es el DCG (Discounted Cumulative Gain) y el nDCG

(Normalized Discounted Cumulative Gain)

DCG se basa en la relevancia de la informacién obtenida basdndose en la posiciéon que

ocupa en la lista de resultados.

Para este caso es necesario conocer previamente un conjunto de documentos que se
consideren relevantes para la consulta. En esta tarea, el conjunto de documentos se ha
construido utilizando patrones realizados a mano y expresiones regulares para detectar si
el pasaje contiene la respuesta o no.

El valor DCG para un ranking de m pasajes se calcula como.

™

DCG, =rel; + :
! 1:22 log, %

rel;

(6.5)

donde rel; es el grado de relevancia del pasaje en la posicion . Para los experimentos

realizados el valor utilizado ha sido de 7 = 30.

Debido a que este valor depende del tipo de pregunta y el nimero de pasajes de-
vuelto por diferentes sistemas, para poder comparar prestaciones se utiliza el valor DCG

Normalizado (nDCG) y se calcula cémo:

DCG,

donde IDCG, es el DCG “ideal” obtenido tras reordenar todos los pasajes relevantes y

considerandolos los primeros en la lista devuelta de pasajes en orden de relevancia.
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De la misma forma que la cobertura de Pasajes este parametro es independiente de la
respuesta extraida por el sistema de QA, ambas métricas dependen en gran medida de

los errores de la fase de reconocimiento.

Mean Reciprocal Rank. Se basa en la posicion de la primera respuesta correcta en
la lista ordenada de respuestas. En el caso de que la respuesta no se halle en la lista de

pasajes recuperados el valor de la posicién se considera infinito, y al realizar la inversa

1
rank;

toma el valor 0.

Se féormula como:

|
BRI (67)

MRR =
|Q| = rank;

donde |@| es el numero de cuestiones y para cada pregunta i se tiene la posicién de la

primera respuesta como rank;. En el mejor de los casos esta posicién es 1.

En la evaluaciéon realizada se evalia la respuesta correcta a partir de los pasajes de-
vueltos. Se considera la respuesta correcta si el pasaje incluye uno de los patrones que
representan la respuesta. En otras palabras, estamos suponiendo un sistema de extraccion
de respuesta que es capaz de extraer la respuesta correcta si se encuentra en los pasajes

devueltos.

Mean Average precision. Este valor devuelve la media de la average precision (Avg. P)

para un conjunto de consultas |Q|:

212 AvgP(i)
Q|

El término Average Precision, indica para el conjunto de respuestas de tamano devuelto

MAP (6.8)

N, la relevancia de los documentos devueltos para la respuesta correcta. Se calcula como:

Srsy (P(r)rel(r))
| N:

donde P(r) indica el nimero de elementos relevantes tomados en el rango r, y rel(r)

AvgP =

(6.9)

indica si el documento r obtenido es relevante para la pregunta o no.

De las métricas evaluadas sélo Mean Reciprocal Rank depende de la respuesta extraida

por el sistema. Sin embargo, como se considera que una respuesta es correcta si estd
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incluida en un pasaje, ninguna de las métricas mostradas estan influidas por el sistema

de extraccion de respuestas.

6.2. Diseno de experimentos

Para evaluar el rendimiento del modelado de lenguaje basado en categorias, se han
evaluado diferentes modelos de lenguaje sobre la tarea descrita en el apartado 3.1 (CLEF

Contest). A continuacién se muestran los modelos de lenguaje evaluados:

Modelo entrenado a partir de las preguntas de entrenamiento. Este modelo
ha sido entrenado a partir las preguntas de entrenamiento como se describe en la seccion
4.1.1. El objetivo es poder comparar la aproximacién expuesta en este trabajo con este

tipo de modelos.

Modelo entrenado con el conjunto de documentos. De la misma forma que se
ha experimentado con el modelo de preguntas, se muestran resultados en base al uso
repositorio de documentos para entrenar el modelo de lenguaje como se ha presentado en
4.1.2.

Modelo Simple de Entidades Nombradas. Se presenta un modelo de categorias

construido a partir de la aproximacién mostrada en 4.2.

Modelo Cerrado de Entidades Nombradas. De la misma forma que el modelo
anterior, se trata de un modelo categorizado. Pero con la diferencia de que se han incluido
todas las entidades nombradas del conjunto de test en la lista de entidades. Debido a que
se esta incluyendo informacion del conjunto de test en el entrenamiento del modelo de
lenguaje, este modelo se ha utilizado solamente para comprobar el impacto de ampliar la

categoria de las entidades nombradas atin teniendo todas las entidades de test.

Modelo de Entidades Modificado. Este modelo se ha construido de la misma forma
que el modelo anterior pero se ha anadido la mejora de la Union fonética de Entidades

presentada en 4.3.3.
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Modelo de Entidades Nombradas y Nombres Comunes Modificado. Este mo-
delo utiliza las misma categoria de Entidades Nombradas que el modelo anterior (incluyen-

do la Unién fonética de Entidades), pero se categorizan también los nombres comunes.

Debido a que el interés de la aproximacién de generalizacién de entidades nombradas
reside en el tamano de entidades incluidas en el modelo, los resultados para los modelos
categorizados se muestran en base al tamano de entidades. Para el caso de la categoria de

nombres comunes el tamano de la categoria permanece fijo para toda la experimentacion.
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Capitulo 7

Resultados

En este apartado se muestran los resultados obtenidos tras realizar los experimentos de
reconocimiento y posterior fase de recuperacion de pasajes. Dependiendo del experimento
realizado y del aspecto en el que se quiera focalizar, se muestran diferentes métricas para
cada uno de los modelos propuestos. De forma paralela se presenta una discusion de los

resultados para cada uno de los experimentos realizados.

7.1. Perplejidad del modelo de lenguaje

Antes de empezar con la evaluacion de las prestaciones del reconocedor y los resul-
tados obtenidos de la busqueda de pasajes, se ha evaluado la adaptacion del modelado
de lenguaje a la tarea propuesta. La tabla 7.1 muestra los valores de perplejidad de los
diferentes modelos de lenguaje utilizados para el conjunto de test. También se muestra la
relacién de palabras de test que quedan fuera del vocabulario (Out of Vocabulary words,
OO0V con cada modelizacién. El conjunto de pruebas consta de 200 frases, y 1,622 pal-

abras (651 sin contar repeticiones).

Se observa que utilizar el modelo aprendido con el conjunto de documentos tiene una
perplejidad mucho mayor que utilizar estructuras de preguntas que se asemejan a las del
conjunto de test. No obstante el problema de palabras fuera del vocabulario es el principal

problema que se tiene en los modelos de lenguaje basados en preguntas.
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Perplejidad
1l-grama | 2-gramas | 3-gramas | 4-gramas | OOV
Modelo Preguntas 180,560 37,930 33,062 33,176 0,141
Modelo Documentos | 1351,190 332,597 249,957 239,299 0,022
Modelo NE 112,048 34,691 31,789 31,627 0,082
Modelo NE/CN 71,886 30,636 28,957 29,010 0,075

Tabla 7.1: Perplejidad de los Modelos del Lenguaje

7.2. Modelos de referencia, categorizados y sin cate-

gorizar

En la siguiente experimentacion se muestra una tabla resumen (tabla 7.2) de los resul-
tados obtenidos para los modelos no categorizados: modelo entrenado con las preguntas,
modelo entrenado con el corpus de documentos; y los modelos de categorias presentados
en el apartado anterior. Paralelamente se muestran los resultados obtenidos utilizando las

transcripciones correctas, es decir con WER 0% y debidamente puntuadas y delimitadas.

Modelo WER | NE Cov | NE OOV | PR Cov | nDCG | MAP
Referencia 0,000 1,000 0,000 0,815 0,584 | 0,457
ML preguntas 0,329 0,495 0,461 0,505 0,335 | 0,256
ML documentos 0,374 0,519 0,000 0,550 0,353 | 0,265
ML NE Simple 0,288 0,665 0,189 0,610 0,409 | 0,308
ML NE Mod 0,280 0,680 0,189 0,605 0,406 | 0,306
ML NE/NC Mod || 0,273 0,621 0,189 0,575 0,392 | 0,300

Tabla 7.2: Resumen de los diferentes modelos

Se aprecia un claro empeoramiento de las prestaciones al utilizar voz como entrada del
sistema. En este caso la utilizacién de modelos categorizados mejora las prestaciones que
el resto de modelos pero aun asi distan bastante de los resultados obtenidos utilizando

preguntas escritas y correctamente formuladas.
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7.3. Modelo Abierto y Cerrado de Entidades Nom-

bradas

En este experimento se muestran las prestaciones del sistema al incluirse todas las
entidades del conjunto de test en el modelo de lenguaje. Se debe tener en cuenta que este
experimento se realiza solo para comprobar el impacto en las prestaciones del sistema si
se amplia el conjunto de entidades pese a seguir teniendo todas las entidades en el modelo
de lenguaje. En el resto de experimentos no se ha tomado ningtin dato de test para el

entrenamiento de los modelos de lenguaje.

La tabla 7.3 muestra los resultados obtenidos para el modelo de entidades cerrado
(el modelo que incluye todas las entidades de test). En este experimento el objetivo es
mostrar como influyen las entidades anadidas al modelo de lenguaje, es decir, al anadir
mas entidades al modelo de lenguaje cuanto influye negativamente en el reconocimiento
de las entidades que ya se tenian tras la ampliacién del vocabulario. A su vez ayuda a
comprender en el caso del modelo de Entidades Abierto el impacto de la ampliacién del

vocabulario en las entidades reconocidas utilizando vocabularios de menor tamario.

#NE || WER NE Cov | PR Cov nDCG MAP MRR
4.000 || 0,253 0,791 0,635 0,440 0,343 0,380
8.000 || 0,251 0,786 0,640 0,444 0,345 0,384
12.000 || 0,249 0,782 0,635 0,443 0,345 0,385
16.000 || 0,247 0,782 0,635 0,445 0,347 0,392
20.000 || 0,245 0,782 0,640 0,444 0,344 0,388
24.000 || 0,243 0,782 0,650 0,449 0,348 0,391
28.000 || 0,241 0,782 0,655 0,452 0,349 0,394
32.000 || 0,239 0,782 0,655 0,454 0,351 0,398
36.000 || 0,237 0,782 0,660 0,458 0,355 0,403
40.000 || 0,236 0,782 0,660 0,458 0,355 0,403
44.000 || 0,235 0,782 0,660 0,462 0,360 0,408
48.000 || 0,235 0,782 0,660 0,465 0,364 0,412

Tabla 7.3: Resultados del Modelo Modificado de Entidades Cerrado

A su vez, la tabla 7.4 muestra los mismos resultados pero esta vez incluyendo las

entidades extraidas del corpus de documentos. Evidentemente, tanto el WER como la
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cobertura de NE son peores que en el caso anterior. Las diferencias se reducen conforme
se amplia el vocabulario en el modelo abierto de entidades, aun asi las diferencias son

significativas.

#NE | WER NE Cov NE OOV | PR Cov nDCG MAP MRR
4.000 || 0,319 0,558 0,461 0,500 0,321 0,237 0,277
8.000 || 0,312 0,617 0,359 0,545 0,349 0,255 0,305

12.000 || 0,307 0,636 0,301 0,560 0,366 0,271 0,321

16.000 || 0,303 0,636 0,277 0,565 0,375 0,281 0,330

20.000 || 0,301 0,641 0,267 0,575 0,379 0,282 0,334

24.000 || 0,299 0,636 0,218 0,585 0,385 0,288 0,341

28.000 || 0,296 0,646 0,199 0,590 0,391 0,293 0,344

32.000 || 0,293 0,665 0,199 0,605 0,401 0,301 0,354

36.000 || 0,291 0,660 0,194 0,605 0,401 0,300 0,354

40.000 || 0,288 0,665 0,189 0,610 0,409 0,308 0,363

44.000 || 0,287 0,665 0,180 0,615 0,410 0,309 0,363

48.000 [| 0,285 0,675 0,175 0,630 0,417 0,312 0,365

Tabla 7.4: Resultados del Modelo de Entidades Abierto

En cuanto a los resultados del conjunto cerrado, se ve como la adiciéon de més entidades
al modelo de lenguaje no afecta practicamente a las entidades previamente reconocidas.
Es més, hay un conjunto de entidades, alrededor del 20 %, que no se reconocen en ningin
caso, a pesar de estar incluidas en el modelo de lenguaje. Esto se debe a varios factores,
uno de ellos es la existencia de entidades pronunciadas en otro idioma, como se ha expli-
cado en 4.3.1. Por lo que el transcriptor ortografico-fonético no es capaz de relacionar la
fonética pronunciada por el usuario con la entidad. Otro factor es la confusién de enti-
dades con otras palabras (pueden ser otra entidad o no) que tiene una fonética idéntica o
similar (4.3.3). Otros casos, se deben a errores intrinsecos del reconocedor o incluso mala

pronunciacién o incluso, ruido en la senal acustica.

Al aumentar el conjunto de entidades nombradas, ain teniendo todas las entidades
del test en el modelo de lenguaje, el WER del reconocedor contintia mejorando. Este
fenomeno sucede porque se anaden al vocabulario palabras del test que no son entidades
nombradas que se reconocen correctamente. Aunque la diferencia no es muy notable, se

aprecia una mejora en la fase de Recuperaciéon de Pasajes.
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7.4. Modelo de Entidades Modificado y de Nombres

Comunes

A continuacion se muestran la misma experimentacion realizada en el apartado anterior
pero en este caso se introducen dos nuevos modelos: Modelo de Entidades Modificado y

el Modelo de Entidades Nombradas y Nombres Comunes.

La tabla 7.5 muestra las métricas descritas para el modelo de entidades creado uti-
lizando la unificacién fonética presentado en el apartado 4.3.3 (Modelo de Entidades
Modificado). Mientras que la tabla 7.6 utiliza un modelo con una nueva categoria que son

los nombres comunes.

#NE | WER NE Cov NE OOV | PR Cov nDCG MAP MRR
4.000 || 0,313 0,553 0,461 0,500 0,316 0,231 0,271
8.000 || 0,305 0,612 0,359 0,550 0,349 0,255 0,301

12.000 || 0,301 0,631 0,301 0,555 0,363 0,269 0,317

16.000 || 0,298 0,641 0,277 0,575 0,381 0,285 0,334

20.000 || 0,295 0,646 0,267 0,580 0,382 0,285 0,337

24.000 || 0,292 0,660 0,218 0,590 0,391 0,294 0,343

28.000 || 0,289 0,660 0,199 0,590 0,393 0,296 0,346

32.000 {| 0,285 0,670 0,199 0,600 0,402 0,303 0,356

36.000 || 0,282 0,675 0,194 0,600 0,401 0,302 0,356

40.000 || 0,280 0,680 0,189 0,605 0,406 0,306 0,360

44.000 || 0,278 0,684 0,180 0,615 0,413 0,312 0,366

48.000 || 0,276 0,684 0,175 0,620 0,416 0,315 0,367

Tabla 7.5: Resultados del Modelo de Entidades Modificado

Si comparamos los resultados obtenidos mediante el modelo de Entidades Modificado
con el caso anterior se observa una leve mejora, alrededor de un punto, en los valores
de reconocimiento (WER y cobertura de entidades). Esta mejora no se presenta en los
resultados posteriores de recuperacién de informacion, que se mantienen practicamente
iguales. Se debe a que se han recuperado unas pocas NE pero que debido al contexto en el
que se encuentran y naturaleza de la pregunta en si, el sistema de recuperacion de pasajes
no ha sido capaz de encontrar pasajes relevantes y por ende la respuesta a la pregunta

afectada por esta mejora.
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#NE | WER NE Cov NE OOV | PR Cov nDCG MAP MRR
4.000 || 0,297 0,500 0,461 0,490 0,312 0,229 0,262
8.000 || 0,291 0,549 0,359 0,510 0,333 0,247 0,287

12.000 || 0,286 0,573 0,301 0,525 0,352 0,265 0,307

16.000 || 0,283 0,587 0,277 0,535 0,365 0,278 0,320

20.000 || 0,281 0,597 0,267 0,535 0,366 0,280 0,320

24.000 || 0,279 0,607 0,218 0,545 0,375 0,288 0,330

28.000 || 0,277 0,612 0,199 0,545 0,376 0,288 0,330

32.000 || 0,276 0,612 0,199 0,555 0,381 0,292 0,335

36.000 [ 0,275 0,617 0,194 0,565 0,386 0,295 0,337

40.000 || 0,273 0,621 0,189 0,575 0,392 0,300 0,342

44.000 || 0,272 0,631 0,180 0,580 0,398 0,306 0,347

48.000 || 0,271 0,636 0,175 0,585 0,402 0,309 0,349

Tabla 7.6: Resultados del Modelo Modificado de Entidades Nombradas y Nombres Co-

munes

Mucho més significativos son los cambios obtenidos en el modelo de entidades y nom-
bres comunes. Se observa una pequena mejora en el error de reconocimiento. No obstante,
la cobertura de entidades nombradas se ha visto afectada en 5 puntos. La cobertura de
pasajes (PR Cov.) es la que més se ha visto perjudicada con un descenso de 3 puntos,
recordemos que esta métrica indica si se ha recuperado un pasaje relevante y no tiene en
cuenta su posicién, ni la respuesta extraida. Un descenso proporcional se encuentra en
los valores de MRR, MAP y nDCG, por tanto se ve que existe una relacién fuerte entre

el reconocimiento de Entidades Nombradas atn habiendo mejorado el WER.

7.5. Resultados utilizando las n-bests del reconoce-

dor

En este apartado se muestran los resultados tomando varias hipétesis como salida del
reconocedor. Se trata de las n-mejores hipétesis devueltas por el reconocedor de voz. Los
resultados mostrados (tabla 7.7) se han obtenido utilizando un oraculo que es capaz de
seleccionar entre las n-bests la mejor hipétesis. El valor de n utilizado en los resultados

mostrados es de 10.
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1-best 10-best Diferencia
#NE | WER NE Cov | WER NE Cov | WER NE Cov

4.000 || 0,297 0,500 0,237 0,553 0,060 0,053
8.000 || 0,291 0,549 0,232 0,612 0,059 0,063
12.000 || 0,286 0,573 0,229 0,631 0,058 0,058
16.000 || 0,283 0,587 0,227 0,641 0,056 0,053
20.000 || 0,281 0,597 0,227 0,631 0,054 0,034
24.000 || 0,279 0,607 0,227 0,650 0,052 0,044
28.000 || 0,277 0,612 0,227 0,646 0,050 0,034
32.000 || 0,276 0,612 0,227 0,646 0,049 0,034
36.000 || 0,275 0,617 0,226 0,650 0,048 0,034
40.000 || 0,273 0,621 0,227 0,641 0,047 0,019
44.000 || 0,235 0,782 0,227 0,650 0,008 -0,131
48.000 || 0,235 0,782 0,227 0,655 0,008 -0,126

Tabla 7.7: Resultados tomando las 10-best del Modelo Simple de Entidades

Las mejoras son significativas, y los resultados se acercan a los obtenidos con el conjunto
cerrado. Esto presenta la problematica anadida de ser capaz de crear un oraculo capaz de
seleccionar de entre todas las salidas del reconocedor la mejor para la tarea. O en un caso
mas practico, utilizar un sistema combinado: un sistema de reconocimiento automatico del
habla y un sistema de recuperacién de informacién capaz de explotar la informacion de las
n-bests hipotesis para mejorar asi las prestaciones del sistema. Los resultados obtenidos

son una cota superior de las prestaciones del sistema propuesto.

7.6. Tamano del conjunto de Entidades Nombradas

En la experimentacion presentada hasta el momento se han mostrado los resultados
obtenidos variando el conjunto de entidades nombradas entre valores de 4,000 y 48,000
entidades nombradas. La figura 7.1 muestra la evolucién de las prestaciones del sistema
para un conjunto de entidades mas grande. En la figura se muestra la evolucion de la
cobertura de Entidades Nombradas y WER de los modelos cerrado y abierto y también

se muestran las entidades fuera del vocabulario para el conjunto abierto.
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Figura 7.1: Evolucién de las prestaciones del reconocedor para el modelo abierto y cerrado

En ambos modelos (abierto y cerrado) el WER se reduce hasta conjuntos de entidades

de entre 40,000 y 50,000 donde se mantiene practicamente constante.

Por otro lado, la cobertura de entidades nombradas se mantiene constante para el
conjunto cerrado y crece en el modelo abierto de NE con una tendencia similar conforme
se anaden entidades nombradas al vocabulario. Entre 16,000 y 24,000 entidades se observa
una desaceleraciéon de la mejora de la cobertura y a partir de 50,000 el crecimiento es muy
leve, en otras palabras, conforme se anaden mas entidades en el modelo de lenguaje hacen
falta conjuntos mucho mas grandes de entidades para reconocer correctamente entidades
que estan en el conjunto de test y no habian sido previamente reconocidas, tal como se

aprecia en linea de cobertura de Entidades sobre el conjunto de test.

Otro detalle importante, es ver que el crecimiento de las entidades nombradas de test
incluidas en el vocabulario (inversa de las entidades fuera del vocabulario) y por extension,
el correcto reconocimiento de estas tras usar el ASR sigue una tendencia similar a las
realizadas para el calculo de umbrales de la herramienta de etiquetamiento POS en la

seccién 4.2.3.
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7.7. Impacto del WER y Cobertura de Entidades

Como ya se ha comentado, hay diferentes estudios que muestran la relacién entre el
WER vy el reconocimiento de las entidades nombradas; y los resultados obtenidos en la
fase de busqueda de pasajes. En este apartado se muestra graficamente esta relacion para

los resultados obtenidos en la experimentacién.

En la figura 7.2 se muestran las diferentes métricas de recuperacién de pasajes (Cober-
tura de pasajes, nDCG, MAP y MRR) respecto el WER obtenido en la experimentacion.
Mientras que la figura 7.3 muestra los mismos resultados pero tomando la cobertura de
entidades. Los resultados mostrados se refieren a los modelos categorizados de entidades

nombradas y nombres comunes.
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Figura 7.2: Relacion entre el WER vy los resultados en la fase de PR

En ambas figuras se observa una relacion directa entre las métricas evaluadas, aunque
existen diferencias entre los diferentes modelos utilizados. No obstante, se ve una relacion
mas clara entre el reconocimiento de entidades nombradas y las métricas analizadas puesto
que existe menor diferencia entre ambos modelos. En el caso de la de cobertura de pasajes,
cuyos valores dependen mas directamente de la fase de reconocimiento que el resto de

métricas, se observa una relaciéon de deterioro directa en ambos modelos analizados.
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Figura 7.3: Relacion entre la cobertura de entidades y los resultados en la fase de PR

7.8. Estudio del reconocimiento de Entidades Nom-

bradas

Las figuras 7.4 y 7.5 muestran con mas detalle como varia el reconocimiento de las
entidades nombradas del conjunto de test conforme el incremento del conjunto de enti-
dades en el modelo de lenguaje categorizado. Para cada incremento se puede observar
el nimero de entidades que pasan a ser reconocidas nuevamente (In) y las que se han
perdido a causa del incremento en el modelo (Out). Las graficas muestran también, la
cobertura total de las entidades para cada modelo que varia conforme las entidades nue-

vamente reconocidas y perdidas que estan representadas conjuntamente en las graficas.

La figura 7.4 muestra la evolucion para el conjunto abierto de entidades, mientras que
la figura 7.5 muestra la evolucién en el conjunto cerrado de entidades. A parte, en el
conjunto abierto de entidades se muestra el conjunto de entidades nombradas fuera del

vocabulario.
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Figura 7.4: Evolucion de las entidades del reconocedor para el modelo abierto de entidades
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Figura 7.5: Evolucién de las entidades del reconocedor para el modelo cerrado de entidades
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Del modelo abierto de entidades cabe remarcar que conforme se van incorporando
nuevas entidades al modelo de lenguaje se van reconociendo en la fase de reconocimiento
automatico de voz, aunque en algunos casos se pierden ciertas entidades y conforme se
aumenta el nimero de entidades la diferencia entre las entidades incluidas en el modelo

de lenguaje y las reconocidas por el ASR es mayor.

La figura 7.6 muestra con mas detalle el reconocimiento de las entidades nombradas
en el modelo categorizado de NE. El grafico muestra diferentes cuadriculas (en total 6),
cada una de esta representa las entidades nombradas del conjunto de test para el modelo
utilizando conjuntos de diferentes tamanos en la categoria de entidades. Dentro de cada
cuadricula, cada celda representa una entidad nombrada en concreto y el color utilizado
para representarla indica el estado de dicha entidad en cada modelo. El cédigo de colores

se describe como sigue:

= Azul: Representa a una NE que ha sido reconocida correctamente. Se marcan sélo
en azul aquellas entidades que no se reconocen en modelos con menor nimero de

entidades nombradas.

= Rojo: Representa aquellas entidades del modelo que no han sido reconocidas, pero
que podian ser reconocidas por el modelo de lenguaje. Es decir, aquellas que estan
en el vocabulario de entidades nombradas. A diferencia de las entidades mostradas
en color naranja estas entidades no han sido reconocidas utilizando un conjunto

mas pequeno de entidades.

= Verde: Se muestran en este color aquellas entidades bien reconocidas pero que se

pueden reconocer utilizando un modelo menor de entidades.

= Naranja: Son entidades mal reconocidas pero que habian sido bien reconocidas
utilizando un modelo de menor tamano de entidades. Representan errores derivados

de aumentar el nimero de elementos en la categoria de entidades nombradas.

= Negro: Son aquellas entidades no reconocidas que no se encuentran en el vocabulario
del modelo de lenguaje y por tanto es muy dificil de que se puedan reconocer

correctamente.

Este tipo de grafico es interesante para estudiar con mas detalle las causas que provo-

can errores en las entidades nombradas. Se puede ver que gran parte de las entidades
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nombradas se reconocen correctamente al aumentar el conjunto de entidades. Sin em-
bargo, aparece un nimero considerable de entidades fuera del vocabulario debido a la
modelizacién utilizada. También aparecen entidades mal reconocidas debido al aumento
del tamano de la categorfa (naranja) con una frecuencia similar a las mal reconocidas

(rojo).

8000 NEs 16000 NEs 24000 NEs
32000 NEs 40000 NEs 48000 NEs

NEs que han sido correctamente reconocidas.

NEs que estan en el vocabulario y no han sido reconocidas.

NEs no reconocidas que han sido reconocidas en un modelo anterior.
NEs reconocidas que ya habian sido reconocidas previamente.

Figura 7.6: Reconocimiento de las entidades del conjunto de test

NESs no reconocidas que no estan en el vocabulario de entidades.
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Capitulo 8

Conclusiones y trabajo futuro

8.1. Conclusiones

En este trabajo se ha presentado una aproximacion para la tarea de Busqueda de
Respuesta dirigida por la Voz, es decir, la entrada del sistema de Biisqueda de Respuesta
se toma a través de pronunciaciones en vez de la utilizacién de frases correctamente
escritas. Se ha mostrado la importancia de utilizar modelos de lenguaje especificos que se
adapten a la tarea de QA y la importancia del correcto reconocimiento de las preguntas
y el posterior impacto en las prestaciones del sistema global de VAQA. Se ha visto que
con la combinacién de un conjunto relativamente pequeno de preguntas (1,600) y una
lista de entidades nombradas se es capaz de mejorar las prestaciones del sistema respecto
al entrenamiento con grandes conjuntos de documentos, con la consiguiente mejora de

rendimiento que esto supone.

Ademas, se ha puesto especial interés en estudiar como el incremento de las entidades
nombradas presentes en el vocabulario del sistema de reconocimiento automatico, para
reducir el nimero de entidades fuera del vocabulario de la tarea, afecta a los resultados

del reconocimiento y rendimiento global del sistema.

Se ha estudiado el comportamiento del sistema considerando diferentes métricas de re-
conocimiento (WER, Cobertura de Entidades) y de recuperacién de informacién (Cober-
tura de recuperacién de pasajes, nDCG, MAP y MRR). Se ha visto que al disminuir
el nimero de Entidades Nombradas fuera del vocabulario del conjunto del test se ha

mejorado notablemente la prestaciones del sistema.
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En los experimentos realizados se muestra la importancia de un correcto reconocimien-
to de la consulta independientemente de la calidad del sistema de recuperacion de pasajes
y extraccion de la respuesta. Se ha visto una relaciéon entre el error de reconocimiento
de la pregunta (WER) y el posterior andlisis y extraccién de la respuesta a la pregunta
formulada. Pero también una relacién con el reconocimiento de palabras clave como son
las entidades nombradas, se ha visto que es posible recuperar la respuesta (o al menos
pasajes relevantes) de una pregunta si se reconocen correctamente las palabras clave ain
teniendo un tasa de WER relativamente alto (entre el 25% y 30%). Y también el ca-
so contrario, tasas de WER maés bajas que no han reconocido correctamente entidades
nombradas (como por ejemplo, el modelo que utiliza nombres comunes) presentan peores
resultados que teniendo una mayor cobertura de entidades nombradas.

También, se ha visto que es posible mejorar las prestaciones del sistema si se es capaz
de explotar la informacién obtenida de las n-best hipétesis devueltas del sistema de re-
conocimiento. Para realizar esto, es necesario un sistema de recuperacion de pasajes que

sea capaz de trabajar con este tipo de salidas.

8.2. Trabajo Futuro

Como trabajo futuro se contemplan diversas mejoras tanto en la fase de modelado del

lenguaje, como en la combinacién del ASR y el sistema de recuperacion de pasajes.

Se han visto diferentes aproximaciones para el reconocimiento de entidades nombradas
en otros idiomas, basados en modelos actsticos hibridos o aproximaciones de transcrip-

ciones fonéticas especificas para este tipo de lenguaje.

En cuanto al modelado del lenguaje la utilizacion de un conjunto de preguntas con-
juntamente con una lista de entidades nombradas funciona bien, pero deja fuera del
vocabulario algunas palabras que no son entidades nombradas ni nombres propios, que
el sistema es incapaz de recuperar. Se deben explotar formas de recuperar este tipo de
palabras o construcciones utilizando modelos hibridos entre el modelo categorizado y uno
de n-gramas sin categorizar, evitando perder el conocimiento sintactico de la construccion

de las consultas al sistema.

También seria interesante hacer hincapié en la extraccién de entidades nombradas para
tener listas mas precisas de entidades y evitar asi ruido introducido por el sistema de ex-

traccion de entidades.
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Otro punto importante a destacar, es el desarrollo de un sistema de recuperacién de
pasajes que sea capaz de trabajar con varias hipdtesis con sus correspondientes valores de
confianza y ser capaz de obtener un ranking de pasajes basados en las multiples salidas
del reconocedor y sus valores de confianza. Ademas, para el sistema de VAQA es muy
importante trabajar con un modelo de error, que sea capaz de omitir y recuperar errores de
reconocimiento (a partir de medidas de confianza) o recuperarse de estos errores mediante

medidas de similitud fonéticas.

Publicaciones relacionadas

Durante la elaboracion del Trabajo Final de Méster se han presentado diversos trabajos

en conferencias internacionales relacionadas con tecnologias del habla:

= Joan Pastor, Lluis-F. Hurtado, Encarna Segarra and Emilio Sanchis, “Language
Modelization and Categorization for Voice-Activated QA”, CIARP 2011: 16th Iberoamer-

ican Congress on Pattern Recognition, Pucén, Chile, 2011.

s E. Segarra, L. Hurtado, J.A. Gomez, F. Garcia, J. Planells, J. Pastor, L. Ortega,
M. Calvo, E. Sanchis. A prototype of a spoken dialog system based on statistical
models. Proceedings of FALA 2010: VI Jornadas en Tecnologia del Habla and I1
Iberian SLTech Workshop, pages 243- 246.

= Emilio Sanchis, Lluis-Felip Hurtado, Fernando Garcia, Joan Pastor, Joaquin Planells,
Encarna Segarra. Sistema de didlogo multimodal basado en modelos estadisticos.
XXVII edicién del Congreso Anual de la Sociedad Espanola para el Procesamiento
del Lenguaje Natural (SEPLN), 2011.
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Apéndice A

A.1. Modelado de Lenguaje para la tarea QAst-09

En este apéndice se muestra la adecuacion del modelo de lenguaje a las frases utilizadas

para la evaluacion de la tarea QAst incluido en el CLEF Contest 20009.

Se ha realizado la experimentacion con las preguntas del QAst-09, en primer lugar,
para probar si la aproximacién utilizada se adecuaba a una tarea deferente a la analizada
en el resto de experimentos de la memoria. En segundo lugar, comprobar si es factible
utilizar los modelos de lenguaje entrenados con las preguntas de una tarea para otra tarea
diferente, simplemente cambiando las entidades nombradas y nombres comunes para la
tarea propuesta. Para estd tarea se muestran sélo las métricas relativas a los modelos de
lenguaje utilizados, es decir: perplejidad sobre la tarea, palabras fuera del vocabulario
(OOV) y entidades nombradas fuera del vocabulario (NE_OOV).

Los modelos de lenguaje analizados son los siguientes:

Modelo entrenado con el corpus TC-STAR: Modelo de lenguaje entrenado con
las transcripciones automaéticas del conjunto TC-STAR. En este caso no se ha utilizado

ningun tipo de categorizacion.

Modelo entrenado con el corpus EUROPARL: Modelo entrenado con el conjunto
de actas del Parlamento Europeo (EUROPARL). Las frases estdn correctamente tran-

scritas y el contenido es mucho mayor que el corpus TC-STAR.

Modelo categorizado de Entidades Nombradas: Este modelo de lenguaje ha sido
entrenado con las 1,600 preguntas de entrenamientos utilizadas para entrenar el modelo

de lenguaje categorizado de la tarea del CLEF (seccién 3.1). Pero a diferencia de este, se
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incluyen las entidades nombradas extraidas del corpus EUROPARL, tras la extraccién y

filtrado de entidades sobre dicho corpus.

Modelo categorizado de Entidades Nombradas y Nombres Comunes: Este
modelo ha sido entrenado de la misma forma que el modelo anterior pero incluye ademas,

la categoria de Nombres Comunes con los nombres comunes extraidos sobre el corpus

EUROPARL.

La figura A.1 muestra las métricas analizadas sobre los modelos descritos. El niimero

de palabras del conjunto de preguntas es de 1, 930.

TC-STAR | EUROPARL | Modelo NE | Modelo NE/NC
1-grama 900,748 1667,280 124,166 79,220
Perplejidad | 2-gramas 247,843 633,613 44,501 32,772
3-gramas | 212,333 508,111 44,527 33,176
4-gramas 208,076 467,414 45,834 33,413
oov 0,047 0,015 0,090 0,071
NEOOV 0 0 0,168 0,168

Tabla A.1: Métricas de los modelos de lenguaje para la tarea QAst2009.

Se puede ver que de la misma forma que sucede con la tarea del CLEF, la perplejidad
de los modelos de lenguaje basados en preguntas es mucho menor que los entrenados a
partir del corpus. Pero el nimero de palabras fuera del vocabulario es mucho més reducido

para este caso.

La figura A.1 muestra el conjunto de entidades de test que quedan fuera del vocabu-
lario (NE_OOV) si se toman diferentes tamanos de la categoria de entidades nombradas.
Se observa que al principio se incluyen muchas entidades del test en el vocabulario, y
conforme se aumenta el tamano de entidades de la categoria se necesitan mas elementos
para cubrir nuevas entidades de test. Al realizar el filtrado de la categoria de Entidades
Nombradas, se han cogido aquellas palabras que tienen una frecuencia de aparicion mayor
a 8, es decir, aproximadamente, un total de 20,000 entidades (con lo que quedaria un
0,168 de entidades de test fuera del vocabulario). Para el caso de los nombres comunes,

si se sigue este criterio el niimero de elementos en la categoria es poco mayor que 12, 000.
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Figura A.1: Entidades Nombradas fuera del vocabulario para la tarea QAst.
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