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Resumen: Para obtener informacién precisa sobre los camhbios de la cubierta terrestre en el sector agricola,
proponemos un método de clasificacion supervisada que integra las imagenes del satélite Sentinel-2 con
las imégenes obtenidas de los Sistemas de Aeronaves Pilotadas a Distancia (RPAS, por sus siglas en inglés).
La metodologia se aplicé en la plataforma de Google Earth Engine. Inicialmente, la coleccion de imagenes de
Sentinel-2 se integré en una sola imagen mediante un proceso de reduccion de mediana. Posteriormente, se
aplicd el método de fusién de imégenes de pansharpening con filtro de paso alto (HPF, por sus siglas en inglés) a
las bandas espectrales térmicas para obtener una resolucion espacial final de 10 m. Para realizar la integracion
de las dos fuentes de imagenes, la imagen del RPAS se normalizé utilizando un filtro de textura gaussiano de 5x5
y el pixel se re-muestre6 a cinco veces su tamafio original. Este procedimiento se realizé de forma iterativa hasta
alcanzar la resolucion espacial de la imagen del Sentinel-2. Ademas, se afiadieron a la clasificacion los siguientes
datos: los indices espectrales, calculados a partir de las bandas de Sentinel-2 y RPAS (por ejemplo, NDVI, NDWI,
SIPI, GARI), la informacién altimétrica y las pendientes de la zona derivadas del MED SRTM. La clasificacion
supervisada se realizé utilizando la técnica de Random Forest (Machine Learning). La referencia de la semilla
de la cubierta terrestre para realizar la clasificacion fue capturada manualmente por un experto tematico, luego,
esta referencia fue distribuida en un 70% para el entrenamiento del algoritmo de Random Forest y en un 30% para
validar la clasificacion. Los resultados muestran que la incorporacién de la imagen RPAS mejora los indicadores
de precisién temdtica en un promedio del 3% en comparacion con una clasificacion realizada exclusivamente con
imagenes de Sentinel-2.
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Obtaining agricultural land cover in Sentinel-2 satellite images with drone image injection
using Random Forest in Google Earth Engine

Abstract: To obtain accurate information on land cover changes in the agricultural sector, we propose a supervised
classification method that integrates Sentinel-2 satellite imagery with images surveyed from Remote Piloted Aircraft
Systems (RPAS). The methodology was implemented on the Google Earth Engine platform. Initially, the Sentinel-2
imagery collection was integrated into a single image through a median reduction process. Subsequently, the high-

To cite this article: Ramirez, M., Martinez, L., Montilla, M., Sarmiento, 0., Lasso, J., Diaz, S. 2020. Obtaining agricultural land cover in
Sentinel-2 satellite images with drone image injection using Random Forest in Google Earth Engine. Revista de Teledeteccion, 56, 49-68.
https://doi.org/10.4995/raet.2020.14102

* Corresponding author: maramirezg@dane.gov.co

Attribution-NonCommercial-ShareAlike 4.0 International (CC BY-NC-SA 4.0)

| 49


http://creativecommons.org/licenses/by-nc-nd/4.0/
https://orcid.org/0000-0002-9264-1491
https://orcid.org/0000-0003-3263-8351
https://orcid.org/0000-0002-5504-2377
https://orcid.org/0000-0002-6779-3629
https://orcid.org/0000-0002-9833-4038
https://orcid.org/0000-0001-5643-4025

Ramirez et al.

pass filter (HPF) pansharpening image fusion method was applied to the thermal spectral bands to obtain a final
spatial resolution of 10 m. To perform the integration of the two image sources, the RPAS image was normalized
by using a 5X5 gaussian texture filter and the pixel was resampled to five times its original size. This procedure
was performed iteratively until reaching the spatial resolution of the Sentinel-2 imagery. Besides, the following
inputs were added to the classification: the spectral indices, calculated from the Sentinel-2 and RPAS bands (e.g.
NDVI, NDWI, SIPI, GARI), altimetric information and slopes of the zone derived from the SRTM DEM. The supervised
classification was done by using the Random Forest technique (Machine Learning). The land cover seed reference
to perform the classification was manually captured by a thematic expert, then, this reference was distributed in
70% for the training of the Random Forest algorithm and in 30% to validate the classification. The results show that
the incorporation of the RPAS image improves thematic accuracy indicators by an average of 3% compared to a
classification made exclusively with Sentinel-2 imagery.

Key words: Sentinel-2, RPAS, Google Earth Engine, supervised classification, Random Forest.

1. INTRODUCCION

La demanda de informacion espacial de alto nivel
de detalle del sector agricola crece diariamente, ya
que a partir de esta es posible realizar una gestion
de informaciéon agropecuaria de confianza que
permita la toma de decisiones de los productores
respecto a sus cultivos, y de todo un pais respecto
al fortalecimiento de las politicas de desarrollo
rural, seguridad alimentaria y competitividad del
sector agropecuario (FAO, 2013; MADR, 2018).
Para cumplir con este requerimiento se hace ne-
cesario aplicar el uso de tecnologias innovadoras
y el desarrollo de metodologias que faciliten la
obtencion y procesamiento de la informacion
para alcanzar resultados con un mayor grado de
exactitud, de manera que los datos estadisticos
publicados respondan a las necesidades de los
distintos actores del sector agropecuario (French
et al., 2014; Corpoica, 2015).

Mediante la teledeteccion, definida como una
técnica a partir de la cual se adquieren imagenes,
se procesan y se interpretan de forma visual o
digital para extraer informacion de las coberturas
presentes (Chuvieco, 2008), es posible llevar a
cabo dicho objetivo. Haciendo uso de imagenes
satelitales se puede relacionar la informacién fi-
sioldgica de los cultivos con la energia reflejada
por los mismos a diferentes longitudes de onda y,
de esta manera, diferenciar al cultivo propiamente
dicho, la maleza, determinar los niveles de nu-
trientes, o incluso detectar enfermedades y plagas
(Gonzalez y Cancela, 2018).

Sin embargo, algunos autores han concluido que
estas imagenes del terreno estan condicionadas
por las limitantes en cuanto a resolucion espacial
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y temporal de las imagenes disponibles se refiere
(Sebem et al., 2005; Berni et al., 2009; Gevaert
et al., 2015), ya que considera que estas resolu-
ciones son inadecuadas al permitir obtener un
resultado de caracter mas general, no pertinente
para parcelas pequeas, ademas de la necesidad de
correcciones geométricas y radiométricas (Ledn,
2002). Por otro lado, el auge de los Sistemas de
Acronaves Pilotadas a Distancia, conocidos por
las siglas en inglés RPAS o mas cominmente
conocidas como drones, junto con los avances en
el desarrollo de los microsensores, han planteado
el uso de estas plataformas como nuevos medios
de teledeteccion que permiten adquirir un mayor
conocimiento de los recursos bajo estudio y ser
aplicado en la resolucion de problemas especificos
(Diaz Garcia-Cervigon, 2015).

Recientemente se han realizado estudios (Dash
et al., 2018; Pla et al., 2019; Zhao et al., 2019)que
han propuesto el uso de estos dispositivos como
medios que, al ser integrados con informacion
satelital, permitan mejorar la clasificacion de las
coberturas del suelo con fines agropecuarios y/o
de monitoreo forestal.

La informacion hiperespectral de imagenes sa-
telitales ha sido integrada con la informacion
adicional que proveen las observaciones multi-
espectrales de RPAS, obteniendo un perfil de ese
mismo instante mucho mas completo de las co-
berturas presentes por una toma satelital (Gevaert
et al., 2015), dado que las imagenes RPAS, por
ser tomadas debajo de la atmosfera y a una mayor
resolucion espacial, poseen informacion espec-
tral mas especifica de la cobertura de interés. La
combinacion de imagenes satelitales Landsat
y de RPAS, es llevada a cabo para aplicaciones
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agricolas, especialmente para distinguir tipos de
cultivo (Jenerowicz y Woroszkiewicz, 2016); la
misma combinacion ha sido realizada con el fin
de monitorear el habitat de los orangutanes, donde
los datos de RPAS se usan para entrenar al algo-
ritmo de clasificacion Random Forest y se aplican
a los datos de Landsat para diferenciar clases de
uso de la tierra relevantes para la conservacion del
habitat (Szantoi et al., 2017).

Los datos resultantes del RPAS han sido utilizados
como informacion equivalente a la verdad-terreno
y como posterior validacion de informacion de
imagenes satelitales Landsat (Plaetal., 2017). Para
detectar estrés por herbicidas en una especie arbo-
rea, las imagenes de RPAS se han remuestreado
a la misma resolucion espacial de la informacion
hiperespectral de imagenes Formosat 2, explo-
rando la relacion entre ambas mediante modelos
de regresion por minimos cuadrados ordinarios y
Random Forest (Dash et al., 2018).

Por otro lado, también se ha llevado a cabo el
procedimiento Gram-Schmidt para la fusion de
imagenes satelitales con imagenes de RPAS, pero
en este caso con imagenes Sentinel-2A para carto-
grafiar, mediante Random Forest, Support Vector
Machine y Neural Networks, la distribucion de
cultivos a una escala espacial mas fina (Zhao
et al., 2019). Con el fin de estimar los dafios en
los cultivos de arroz de la region Delta del Ebro
se han calibrado igualmente imagenes Sentinel-2 a
partir de informacién capturada con RPAS, extra-
polando el modelo generado a la imagen satelital
completa (Pla et al., 2019).

En las investigaciones (Dash et al., 2018; Pla
et al., 2019; Zhao et al., 2019) se concluyd que
la combinacion de las imagenes provenientes de
ambas plataformas da como resultado un producto
con una mejor resolucion espacial, temporal y es-
pectral. Ademas, a partir de los distintos métodos
de clasificacion aplicados a las mismas, se eviden-
cia que los mejores resultados son obtenidos al
entrenar el algoritmo de clasificacion de Machine

Tabla 1. Distribucion territorial de las zonas de estudio

Learning, Random Forest (Belgiu y Csillik, 2017;
Chen et al., 2017; Dash et al., 2018; Zhao et al.,
2019); por lo tanto, estos insumos son una herra-
mienta eficaz para discriminar clases de cobertura
del suelo.

La presente investigacion surgié de la nece-
sidad manifestada por la Direccidon técnica
de Geoestadistica (DIG) del Departamento
Administrativo Nacional de Estadistica (DANE)
de la mejora y actualizacion continua de la va-
riable uso del suelo del Marco Maestro Rural
Agropecuario (MMRA) (DANE, 2019) usando
técnicas de teledeteccion, con el propdsito de for-
talecer la produccion de informacioén estadistica
agropecuaria de Colombia y el disefio del mues-
treo de la Encuesta Nacional Agropecuaria (ENA).
Por consiguiente, esta investigacion propone una
clasificacion supervisada usando Random Forest
que integra imagenes satelitales Sentinel-2 (debi-
do a su adecuada resolucion espacial y a su facil
accesibilidad) con imagenes capturadas con RPAS
implementada en su totalidad en la plataforma de
procesamiento en la nube Google Earth Engine.
Con el proposito de explorar métodos alternati-
vos para la obtencion de informaciéon con mayor
precision de la cobertura del suelo del sector
agropecuario (especialmente la diferenciacion
de cultivos permanentes y transitorios de otras
coberturas vegetales como bosque) y aportar en la
generacion de informacion estadistica del sector
agropecuario colombiano.

2. METODOLOGIA
2.1. Zona de estudio

El estudio se realizd en cuatro municipios de
Colombia (Figura 1) sobre los que se contaba con
imagenes de RPAS, correspondientes a Salento en
el departamento del Quindio y Tunungua, Pajarito
y Cémbita en el departamento de Boyaca. En la
Tabla 1, se aprecia la distribucion territorial de
estas regiones que poseen vocacion agropecuaria.

Zona Urbana Zona Rural Total
Municipio Extension (ha) Extension (ha) Extension (ha) Fuente
Salento 60 37705 377.7 IGAC
Tunungua 1540 6160 77 IGAC
Pajarito 20 32190 322.1 IGAC
Combita 46 14854 149 (Puerto-Caro et al., 2019)
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Figura 1. Localizacion de las zonas de estudio.

2.2. Materiales

Para la clasificacion, se emplearon las imagenes
satelitales multiespectrales de alta resolucion espa-
cial (HR) de le mision Sentinel-2 disponibles en el
repositorio de la plataforma Google Earth Engine
en nivel de procesamiento 2A, conocido también
como Sufarce Reflectance (SR) (ESA, 2013), que
asegura que las imagenes poseen calibracion ra-
diométrica, correccion geométrica y se encuentran
en valor de reflectancia sobre la superficie de la
tierra (Kuhn et al., 2019); ademas, el instrumento
multi-espectral S2 (MSI) muestrea trece bandas
espectrales, a saber; RGB y NIR a un GSD de 10
metros, Red Edge y SWIR aun GSD de 20 metros,
y bandas atmosféricas a una resolucion espacial de
60 metros; estas Gltimas no fueron utilizadas en la
investigacion presentada. Con el propdsito de ase-
gurar la existencia de correspondencia temporal
entre las imagenes Sentinel-2 y RPAS, las fechas

T
70°0'0"W

de toma de las imagenes satelitales usadas en cada
una de las areas de estudio fueron establecidas en
funcion del dia de toma de las imagenes de RPAS,
como se observa en la Tabla 2.

Los ortofotomosaicos de imagenes de RPAS utili-
zados como insumo para mejorar la clasificacion
fueron proporcionados por diferentes fuentes, por
tanto, poseen diferentes caracteristicas en cuanto a
la resolucion espacial, espectral y temporal, pero
todos poseen algin tipo de calibracion radiomé-
trica que asegura que los valores de pixel de las
ortoimagenes se encuentren en términos de reflec-
tancia, como se relaciona en la Tabla 3.

2.3. Métodos

El flujo metodoldgico se concentra en tres etapas
(Figura 2) definidas como: (i) preprocesamiento
de los datos, (ii) clasificacion supervisada de la

Tabla 2. Caracteristicas de la coleccion de imagenes Sentinel-2.

Zona Rango de Fechas Nuimero de imagenes
Salento 11/09/2019 2
Tunungua 07/08/2018 1
Pajarito rural y urbano 24/08/2018-18/09/2018 3
Combita 01/01/2019 1

52 | REVISTA DE TELEDETECCION (2020) 56, Numero especial, 49-68



Obtencidn de coberturas del suelo agropecuarias en imdgenes satelitales Sentinel-2 con la inyeccidn de imdgenes de

dron usando Random Forest en Google Earth Engine

Tabla 3. Caracteristicas de las imagenes de RPAS.

Descripcion

Imagen

Salento

Area: 3950 ha

Sensor: Parrot Sequoia-eBee
Bandas: Red, Green, Red Edge, NIR
Resolucién espacial: 0.48m

Fecha de toma: 20/09/2019

Combinaciéon: RGB
(NIR-Red Edge-Red)

Tunungua

Area: 2100 ha

Sensor: SODA-eBee

Bandas: Red, Green, Blue

Resolucién espacial: 0.5m

Fecha de toma: 05/08/2018-06/08/2018

Combinacién: RGB
(Blue-Green-Red)

Pajarito Rural

Area: 310 ha

Sensor: SODA-eBee
Bandas: Red, Green, Blue
Resolucion espacial: 0.45m
Fecha de toma: 02/08/2018
Combinacion: RGB

Combinacion: RGB
(Blue-Green-Red

Pajarito Urbano

Area: 220 ha

Sensor: SODA-eBee
Bandas: Red, Green, Blue
Resolucién espacial: 0.45m
Fecha de toma: 02/08/2018
Combinacién: RGB

Combinacion: RGB
(Blue-Green-Red)

Combita

Area: 35 ha

Sensor: FC330 3.6 -Phantom4
Bandas: Red, Green, Blue
Resolucién espacial: 0.5 m
Fecha de toma: 29/11/2018

Combinacién: RGB
(Blue-Green-Red)

imagen y, por ultimo, (iii) analisis comparativo
de los resultados. Las dos primeras etapas y la
primera actividad de la tercera etapa son realiza-
das completamente en la plataforma de Google
Earth Engine (GEE). El script limpio de GEE se
encuentra en la siguiente URL (es necesario cargar
el limite de la zona de interés y la imagen RPAS,
ademas de seguir las instrucciones consignados en
el mismo para que funcione adecuadamente):

https://code.carthengine.google.com/
ed7fb21921955866¢a5479a6a35f4cb8

2.3.1. Preprocesamiento y preparacion de datos

Al cargar el repositorio Sentinel-2 en procesa-
miento SR (COPERNICUS/S2 _SR) se realiza
la acotacion de la coleccion en los aspectos de
porcentaje de nubosidad, es decir, la cantidad de
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Figura 2. Flujo de trabajo

nubes permitidas por el intérprete, que en este  Con el propdsito de realizar la clasificacion a partir
caso corresponde a 40%, el rango de tiempo  de una sola imagen se emplea una reduccion de la
en que se realiza la busqueda de imagenes, y la  coleccion de las imagenes generando un mosaico
definicion y corte a partir del area de estudio. Se  de medianas, puesto que no es afectada por valo-
aplica una mascara de nubosidad a cada imagende  res de reflectancia atipicos; al seleccionar el valor
la coleccion, que es producto de la identificacion  de la mediana de cada pixel genera una imagen
y corte de las zonas que de acuerdo con la banda  homogénea en el espacio y tiempo que probable-
de calidad QA60 posee presencia de nubes y cirrus ~ mente disminuye las afectaciones por presencia de
(Traganos et al., 2018). Esta accion disminuye la  nubes y fuentes de contaminacion (Flood, 2013).
posibilidad de que existan nubes en el mosaico.
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Debido a que la resolucion espacial de las ban-
das espectrales RGB varia con respecto a la de
SWIR-1, SWIR-2 y Red Edge de Sentinel-2 en
razén de 10 m a 20 m respectivamente, se reali-
za sobre el mosaico de medianas el proceso de
fusion de imagenes pansharpening con el fin de
mejorar la resolucion espacial de todas las ban-
das Sentinel-2 sin perder la resolucion espectral
original (Li et al., 2018). El proceso empleado
se realiza a partir del método de filtro de paso
alto (HPF, por sus siglas en inglés), el cual es
frecuentemente utilizado en imagenes satelitales
HR (Kaplan, 2018) y su implementacion en GEE
es sencilla (HC, 2019). El proceso de fusion HPF
requiere de una imagen pancromatica derivada del
valor promedio de las bandas espectrales de 10 m
y a su vez del comportamiento estadistico de las
bandas de 20 m para la posterior aplicacion del
filtro de paso alto y asi obtener las bandas finales
(Palubinskas, 2013).

Para integrar las imagenes de RPAS al mosaico
de mediana fueron consideradas las limitantes
relacionadas con las resoluciones espaciales y
temporales de cada uno de los insumos, debido a
que no son comparables entre si (Rocchini, 2007).
Por un lado, el mosaico de medianas correspon-
de al comportamiento mediano espectral de las
coberturas en un rango de tiempo y es tomado
fuera de la atmoésfera mientras que la imagen
RPAS representa la toma espectral de una fecha
especifica por debajo de la atmosfera a un tamaiio
de pixel mucho mas detallado. Lo anterior, obliga
a garantizar la existencia de puntos comunes de
comparacion, las dos imagenes se deben encontrar

Filtro Gaussiano

& 5xby remuestreo
© 4 escalonado

.

Imégenes de
mejor resolucion
espacial

Si

Iméagenes con la
misma resolucién
espacial

Figura 3. Re-muestreo de la imagen de RPAS.

en un nivel de reflectancia preferiblemente cer-
cano al de superficie (Nonni et al., 2018) y que
para realizar la comparacion espacial se siga un
procedimiento estricto y exhaustivo de normaliza-
cion entre las dos fuentes de informacion, lo cual
es asegurado en los dos insumos utilizados como
se evidenciod en la seccion de materiales.

Considerando que el proposito es la exploracion
de métodos que permitan la identificacion de co-
berturas agropecuarias de grandes extensiones, se
decide que es apropiado realizar la clasificacion
a la resolucion espacial de Sentinel-2. Para llevar
a cabo la normalizacion de la imagen de RPAS y
como propuesta de los autores, se emplea un filtro
de textura gaussiano de tamafio 55 y se realiza
un remuestreo de la imagen a cinco veces el ta-
maifio del pixel de forma iterativa hasta obtener un
tamafio de pixel cercano al del mosaico Sentinel-2
para, finalmente, realizar un re-muestreo pon-
derado a una resolucion de 10 m. El proceso se
visualiza de forma mas detallada en la Figura 3.
Cabe mencionar, ademas, que la aplicacion de este
filtro recrea los fundamentos teéricos de toma del
Instantaneous Field Of View (IFOV). Para fijar el
nimero de iteraciones (n) necesarias se aplica la
férmula (1), donde la funcidon E[x] corresponde
a la funcidn parte entera, que estd condicionada
en que la resolucion espacial objetivo final es de
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Una vez las imagenes cuentan con las mismas
caracteristicas se apilan las bandas de las ima-
genes de Sentinel-2 y las bandas remuestreadas
de las imagenes RPAS en un mismo raster.
Adicionalmente, con el fin de mejorar la diferen-
ciacion de las coberturas de interés, se agrega al
raster con las bandas apiladas el corte del DEM
SRTM de resolucion espacial de 30 m, disponible
en el repositorio de GEE vy el raster de pendientes,
calculado a partir del DEM mencionado.

Como informacion de referencia espectral para
mejorar la clasificacion final, tanto para el mo-
saico de medianas como para la imagen de RPAS
remuestreada, se calculan y agregan los indices
espectrales de la Tabla 4. Se debe aclarar que el
calculo de los indices espectrales respectivos fue
realizado de acuerdo con la resolucion espec-
tral (Tabla 3) de la imagen de mejor resolucion
espacial.

2.3.2. Clasificacion supervisada

La clasificacion se realizo para dos escenarios: el
primero corresponde a solo el mosaico Sentinel-2
y el segundo al mosaico Sentinel-2 con la inyec-
cion de la imagen RPAS.

Tabla 4. Indices espectrales calculados para la clasificacion.

Inicialmente, un fotointérprete experto capturd
manualmente los poligonos de los cultivos presen-
tes en la imagen vy, a partir de estos, se generaron
distintas opciones de datos de entrenamiento, para
asi seleccionar la muestra que tuviera mejores in-
dicadores de exactitud tematica en la clasificacion
realizada exclusivamente en el mosaico Sentinel-2.
Dicha muestra fue igualmente utilizada para la
clasificacion del segundo escenario mencionado
anteriormente. Las muestras seleccionadas fueron
generalizadas en las coberturas establecidas por el
Marco Maestro Rural Agropecuario (MMRA) co-
lombiano (DANE, 2019) y, con el fin de presentar
los resultados, fueron adaptadas a las que presenta
la metodologia Corine Land Cover, siguiendo el
procedimiento mostrado en la Figura 4. La mues-
tra se dividié en dos conjuntos de datos: uno
correspondiente al de entrenamiento y el otro al de
validacion. Para la seleccion del conjunto de datos
de validacion fueron tomadas las recomendacio-
nes realizadas por Millard y Richardson, en donde
el 30% del total de la muestra corresponde a la
informacion de validacion (Millard y Richardson,
2015); su seleccion se realiza a partir de niimeros
aleatorios con una semilla predispuesta, que en
este caso es cero, y producto de la verificacion
de un “spatial join” entre los datos de entrena-
miento y los preseleccionados de validacion, con

Nombre Significado Formula Fuente
NDVI Indice de vegetacion de diferencia norma- NIR —RED (Rouse et al., 1973)
lizada NIR +RED
SIPI Indice de pigmentacion intensiva de la NIR -BLUE (Pefiuelas et al., 1995)
estructura NIR — RED
PVR Relacion de vigor fotosintético GREEN —RED (Metternicht, 2003)
GREEN + RED
VARI Indice de resistencia atmosféricamente GREEN —RED (Gitelson et al., 2002)
visible GREEN +RED —BLUE
GARI indice Verde Resistente Atmosféricamente ~ NIR —(GREEN —A(BLUE —RED) (Vifia etal., 2011)
NIR +(GREEN - A(BLUE —RED)
A—Parametro que controla la
correccion atmosférica
NDBI Indice de areas construidas de diferencia SWIR —NIR (Zha et al., 2003)
normalizada SWIR +NIR
NDWI fndice de agua de diferencia normalizada GREEN —NIR (Gao, 1996)
GREEN +NIR

56 | REVISTA DE TELEDETECCION (2020) 56, Numero especial, 49-68



Obtencion de coberturas del suelo agropecuarias en imagenes satelitales Sentinel-2 con la inyeccion de imagenes de

dron usando Random Forest en Google Earth Engine

v [ ]
7 ]
v ]
z 0
v ]
v o |

-7

v

3 v

.~ [

! v

- | ]

-~ daria [ |

P .

------------ O

Seleccion de la
cobertura que se

Seleccion del tipo de
M—» geometria para
tomar la muestra

desea muestrear

0 Clasificacién
Trazo de poligonos 2
supervisada de la FIN
de forma manual H
imagen

Figura 4. Procedimiento para el trazo de los datos de entrenamiento.

el propdsito de que no exista autocorrelacion es-
pacial con la muestra de entrenamiento. Ademas,
mantener fija la muestra de entrenamiento bajo el
escenario planteado asegura que el resultado de
la clasificacion no difiera en caso de que el pro-
ceso sea realizado multiples veces en las mismas
condiciones y, por lo tanto, el arbol de decision
seleccionado por el algoritmo random forest solo
difiera si el raster es distinto.

El algoritmo usado para la clasificacion supervi-
sada basada en pixeles es de Machine Learning,
Random Forest, pues seglin la revision literaria
realizada es el mas usado y con mejores resulta-
dos, obteniendo la mejor exactitud tematica para
la adquisicion de informacion agropecuaria
(Belgiu y Csillik, 2017; Chen et al., 2017; Dash
et al., 2018; Zhao et al., 2019). Los parametros
utilizados en el algoritmo de random forest son
100 arboles y 4 ramificaciones, debido a que
presentaron mejores indicadores de desempefio en
las pruebas realizadas por los autores; el nimero
de ramificaciones fue establecido de acuerdo a la
recomendacion teorica de Belgiu y Dragu (2016)
quienes argumentan que debe ser la raiz cuadrada
del nimero de clases objetivo.

Como indicadores de la calidad tematica de toda
la clasificacion, se utilizan las métricas mas
representativas que corresponden a porcentaje
de clasificacion del mapa, calidad del productor,
calidad del usuario y el indice kappa, este Gltimo
debido a que no posee sesgo derivado de los
errores de omision y comision (Foody, 2002; Liu

et al., 2007) y a nivel de cobertura se utilizan los
errores de omision y comision. Los anteriores in-
dicadores son derivados de la matriz de confusion
generada a partir de la comparacion del resultado
de la clasificacion y la muestra definida para la
validacion.

La clasificacion final se selecciona a partir de la
revision de los indicadores de exactitud tematica
junto a una validacion visual aleatoria de las co-
berturas clasificadas. A la clasificacion final se le
aplica un filtro de moda de tamafio 3x3, debido
a que este procedimiento atenua los pixeles ais-
lados que fueron clasificados de forma puntual
y permite que se cumpla con criterios técnicos
cartograficos como el area minima cartografiable,
lo que proporciona un producto final mucho mas
homogéneo debido a que elimina errores residua-
les del proceso de clasificacion (Stuckens et al.,
2000).

2.3.3. Andlisis comparativo de los resultados

Como ultima actividad, y después de generar los
vectores de la clasificacion final junto al calculo
de las areas relativas dadas en porcentaje por cada
cobertura dentro del conglomerado (Unidad mini-
ma geografica del MMRA), se realizé un analisis
comparativo de los resultados mencionados con
los reportados por el proceso de fotointerpreta-
cion manual realizado para las mismas fechas de
estudio. El proceso de fotointerpretacion fue rea-
lizado por la Direccion de Geoestadistica (DIG)
del DANE con la imagen satelital base de Google
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Earth. Esta actividad tiene el propoésito de deter-
minar las ventajas y desventajas de la metodologia
propuesta respecto a la obtencion de areas de co-
berturas por proceso de fotointerpretacion que se
ha realizado dentro de la entidad.

3. RESULTADOS

Los resultados son presentados para cada una de
las tres etapas de la metodologia.

3.1. Preprocesamiento y preparacion de
los datos

La investigacion se desarrolld en cuatro zonas de
estudio, limitadas a las areas con imagenes RPAS.
A continuacién, los resultados se focalizan en
Salento, con el propésito de ilustrar cada uno de
los pasos automatizados en el script de GEE.

El primer resultado corresponde a la generacion
del mosaico de medianas y aplicacion de mascara
de nubosidad que se observa en la Figura 5.

Para Salento solamente se encuentran dos image-
nes Sentinel-2 disponibles (Tabla 2), se observa

Coleccion de imagenes Sentinel 2

Imagen 1

Imagen 2

en la Figura 5 que estas cubren totalmente la zona
de estudio. En el mosaico de medianas, ademas
del corte, se evidencia el efecto de la mascara de
nubosidad en la reduccion de la zona sur del area
de interés.

Para realizar la inyeccion de la imagen RPAS al
mosaico Sentinel-2, fue realizado un remuestreo
iterativo a partir de un filtro gaussiano. El resulta-
do se observa en la Figura 6.

Para la muestra del proceso de remuestreo de la
imagen RPAS presentada en la Figura 6, fue selec-
cionada intencionalmente una zona con multiples
coberturas con el propdsito de mostrar visualmen-
te que las caracteristicas de textura de cada una
de ellas se preservan a pesar de la generalizacion
espacial y, por consiguiente, es adecuada esta ca-
racteristica en la clasificacion de coberturas como
se en la observa en la Figura 5.

Por tultimo, en la Tabla 5, se presentan el nimero
de capas que fueron utilizados en la clasificacion
de cada una de las zonas de estudio, observando-
se hasta 29 capas. Las capas corresponden a las
bandas espectrales Sentinel-2, las bandas de la

Mosaico de medianas
con mascara de nubes

Resultado

Figura 5. Imagenes Sentinel-2 y mosaico de medianas de Sentinel-2 con mascara de nubes.

Imagen de_ dron

Imagen original dron — Resolucién: 0.48 m

Ultimo remuestreo - Resolucién: 10 m

Imagen Sentinel 2 - Resolucién: 10 m

Figura 6. Imagen RPAS y producto del re-muestreo de la imagen RPAS comparando con la imagen Sentinel-2.
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Tabla 5. Capas utilizadas en cada zona de estudio.

Zona Sentinel-2 RPAS SRTM-30 Total capas
Salento Blue, Red, Green, Red Edge-1, Red Edge-2,  Red, Green, Red Edge, DEM, 28
Red Edge-3, Red Edge-4, NIR, SWIR-1, NIR, NDVI, PVR, VA- pendiente
SWIR-2, NDVI, SIPI, PVR, VARIgreen, RIGreen,
GARI, NDBI, NDWI
Tunungua Blue, Red, Green, Red Edge-1, Red Edge-2, Blue, Red, Green, PVR, DEM, 24
Red Edge-3, Red Edge-4, NIR, SWIR-1, VARIGreen pendiente
SWIR-2, NDVI, SIPI, PVR, VARIgreen,
GARI, NDBI, NDWI
Pajarito rural y ~ Blue, Red, Green, Red Edge-1, Red Edge-2, Blue, Red, Green, PVR, DEM, 24
urbano Red Edge-3, Red Edge-4, NIR, SWIR-1, VARIGreen pendiente
SWIR-2, NDVI, SIPI, PVR, VARIgreen,
GARI, NDBI, NDWI
Combita Blue, Red, Green, Red Edge-1, Red Edge-2, Blue, Red, Green, NIR, DEM, 29
Red Edge-3, Red Edge-4, NIR, SWIR-1, NDVI, SIPI, PVR, VA- pendiente

SWIR-2, NDVI, SIPI, PVR, VARIgreen,

GARI, NDBI, NDWI

Rlgreen, GARI, NDWI

imagen remuestreada de RPAS, el DEM, el raster
de pendientes derivado del DEM vy los indices
espectrales que fueron calculados tanto para las
bandas del mosaico sentinel-2, como para las ban-
das de la imagen re-muestrada RPAS; el nimero
de indices calculados para las imagenes de RPAS
varia en funcion de la resolucion espectral.

3.2. Clasificacion supervisada con
Random Forest

El conjunto de datos de referencia, expuestos en
la Figura 7, de las coberturas de Salento fueron
capturados por un fotointérprete experto a nivel
de cultivo, dejando un cubrimiento regular en
toda la zona de estudio, y a partir de esta se selec-
ciond la muestra de entrenamiento que obtuviera
una mejor clasificacion del mosaico Sentinel-2.
Posteriormente, fueron generalizadas en las ca-
tegorias del MMRA y Corine Land Cover. Este
mismo procedimiento fue realizado para las
demas zonas de estudio. Conforme a la metodo-
logia planteada las muestras se distribuyeron en
datos de entrenamiento y validacion. Cabe resaltar
que, indiferente a la geometria en la que se hallan
capturadas las muestras, el algoritmo las asume en
términos de pixel. La Tabla 6, resume el nimero
de pixeles usados como datos de entrenamiento y
validacion por cada una de las coberturas en las
diferentes zonas de estudio.

La Figura 8 y Figura 9 comparan los resultados
obtenidos al realizar la clasificacion con la imagen

Sentinel-2 y con la imagen Sentinel-2 incluyendo la
imagen de RPAS, respectivamente. Analizando el
resultado de las clasificaciones en todo su conjunto
no se observan mejoras significativas de la clasi-
ficacion que incluye imagenes RPAS con respecto
a la realizada con solo imagenes Sentinel-2. Sin

[CiRcasia
."f LELT ™

' Q.

¢

. .
FLITTP M .
4 Teaseagaant

L]

tr

d
r ‘ SAI.ENTO
:’ = Convenciones

u,_
Zonas cultivos Salento

g'l I ~cuacaTE

- B cere

[ cAFECONBARRERAS

I cAFECONSOMBRIO

o I cricos

CULTIVOTRANSITORIO

PLATANO

P LI areadevuste

L
o B riunicipio

Figura 7. Muestras de entrenamiento de experto a nivel de
cultivo, zona de estudio Salento.
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Tabla 6. Distribucion por pixeles de las muestras de entrenamiento (E) y validacion (V).

Salento Tunungua Pajarito Rural Pajarito Urbano Combita

Clase E \Y% E \% E \% E \Y% E \Y%
1.1. Zonas urbanizadas 49 32 14 3 72 12 115 17 13 3
2.1. Cultivos transitorios 99 41 138 69 0 0 0 0 30 8
2.2. Cultivos permanentes 1153 293 747 273 0 0 0 0 0 0
2.3. Pastos 239 68 448 270 140 50 98 9 49 21
2.5. Suelo en Preparacion 0 0 0 0 0 0 7 0 19 6
2.6. Cultivos sin clasificar 0 0 151 81 0 0 0 0 0 0
3.1. Bosques 865 493 434 201 209 127 258 105 17 20
3.2. Areas con vegetacion herbacea 0 0 477 225 0 0 0 0 0 0

y/o arbustiva
3.3. Areas abiertas, sin o con poca 0 0 74 30 0 0 62 20 0 0

vegetacion
3.3.1 Zonas arenosas naturales 47 9 60 3 0 0 0 0 0 0
5.1. Aguas continentales 66 33 0 0 41 25 55 34 0 0
6.1. Nubes 0 0 50 124 0 0 0 0 0 0
Total 2518 969 2593 1279 462 214 595 185 128 58

embargo, en casos especificos, se evidencian mejo-  con los resultados de la integracion con la imagen
ras en la definicion de los limites de las coberturas.  de RPAS.

Por ejemplo, en la Figura 10, en las filas Ay C, se
observa una mejor delimitacion entre la cobertura
de bosques y en la fila B, se observa una mejor
delimitacion del rio.

De acuerdo con la Tabla 7, las coberturas que refle-
jan mejores resultados al realizar la clasificacion
con la integracion de los insumos son los cultivos
transitorios y permanentes presentes en las zonas
De las clasificaciones presentadas se obtienen los  de Salento y Tunungud, los pastos presentes en
porcentajes de error de omision y comision rela-  las zonas de Pajarito urbano y rural y el bosque
cionados en la Tabla 7 y Tabla 8, respectivamente,  natural presente en todas las imagenes.

donde se comparan los resultados al realizar la

clasificacion solo con la imagen satelital Sentinel-2 La Tabla 9 compara la precision general y el

indicador kappa obtenidos como resultado de la

Tabla 7. Sintesis de los errores de comision.

Error de Comision
Sentinel-2 Sentinel-2 y RPAS
Pajarito Pajarito Pajarito Pajarito
Salento Tunungua Rural Urbano Combita Salento Tunungud Rural Urbano Combita
1.1. Zonas urbanizadas 0,0%  89,5%  20,0% 22,7%  0,0%  0,0%  25,0% 0,0% 15.8%  0,0%

2.1. Cultivos transitorios  46,5%  18,3% 0,0%  259%  20,6% 20,0%
2.2. Cultivos permanentes  8,9% 31,0% 10,1%  28,1%
2.3. Pastos 39%  23,1% 6,3% 143%  8,7% 6,1% 24,0% 3,8% 10,0%  0,0%
2.5. Suelo en Preparacion 25,0% 25,0%
2.6. Cultivos sin clasificar 2,5% 4,8%
3.1. Bosques 1,2% 6,3% 1,6% 0,0% 0,0%  0,8% 2,9% 0,0%  0,0% 0,0%
3.2. Areas con vegetacion 31,7% 28,4%

herbacea y/o

a,rbustiva
3.3. Areas abiertas, sin o 0,0% 17,6% 0,0% 12,5%

con poca vegetacion
3.3.1 Zonas arenosas 33,3% 0,0% 20,0% 0,0%

naturales

5.1. Aguas continentales  9,1% 0,0% 3,0% 13,9% 0,0% 3,0%
6.1. Nubes 1,0% 0,0%
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Figura 8. Resultados de clasificacion con coberturas generales con Sentinel-2 y con la inyeccion RPAS.

clasificacion realizada solo con la imagen satelital
Sentinel-2 y la clasificacion realizada al integrar la
imagen de RPAS. La precision general es un indice
que no tiene en cuenta los errores de omision y
comision, datos que si son tenidos en cuenta por el
indicador Kappa.

De acuerdo con la Tabla 9, los resultados tanto de
la precision general como del indice Kappa se in-
crementan al realizar la clasificacion a partir de la
integracion de la imagen Sentinel-2 con la imagen
del RPAS, fluctuando desde un 2% a 26,7% los
indicadores de exactitud tematica.

ASOCIACION ESPANOLA DE TELEDETECCION | 61



Ramirez et al.

Tabla 8. Sintesis de los errores de omision.

Error de Omision

Sentinel-2

Sentinel-2 y RPAS

Pajarito Pajarito
Salento Tunungua Rural Urbano

Pajarito Pajarito
Combita Salento Tunungua Rural Urbano Coémbita

1.1. Zonas urbanizadas 46,9% 33,3%  0,0%  0,0% 0,0% 31,3%  0,0% 0,0%  59%  0,0%
2.1. Cultivos transitorios 73%  29,0% 25,0% 2,4%  27,5% 0,0%
2.2. Cultivos permanentes  8,9%  26,7% 6,1%  24,9%
2.3. Pastos 279% 22,2% 10,0% 33,3% 0,0% 32,4% 18,9%  0,0% 0,0%  9,5%
2.5. Suelo en Preparacion 0,0% 0,0%
2.6. Cultivos sin clasificar 3,7% 2,5%
3.1. Bosques 1,4% 4,0% 1,6%  0,0% 10,0% 1,0% 0,5% 0,8%  0,0% 10,0%
3.2. Areas con vegetacion 32,9% 31,6%
herbacea y/o arbustiva
3.3. Areas abiertas, sin o 3,3% 30,0% 6,7% 30,0%
con poca vegetacion
3.3.1 Zonas arenosas 11,1%  0,0% 11,1%  0,0%
naturales
5.1. Aguas continentales 9,1% 40%  59% 6,1% 4,0%  5,9%
6.1. Nubes 21,8% 16,1%
Tabla 9. Sintesis de calidad tematica.
Zona de Estudio Salento Tunungua Pajarito Rural Pajarito Urbano Combita
Experimento S2 S2/ Var S2 S2/ Var. S2 S2/ Var. S2  S2/ Var. S2 S2/ Var
RPAS RPAS RPAS RPAS RPAS
Precision General 0,92 094 1,5% 0,79 0,82 2,6% 096 0,99 2.8% 094 0,95 1,1% 0,74 0,96 21,8%
Indicador Kappa 0,88 0,90 24% 0,75 0,78 3,0% 0,94 098 48% 090 092 1,8% 0,54 0,81 26,7%

Sentinel 2

Sentinel 2 y RPAS

Lk .

Cobertura del Suelo

[ 1.1. Zonas urbanizadas
I 2.1. Cultivos transitorios
I 2.2. Cultivos permanentes
I 2.6. Cultivos sin clasificar
1 2.3. Pastos
2.5. Suelo en Preparacion
Il 3.1. Bosques
I 3.2. Areas con vegetacion herbacea y/o arbustiva
Il 3.3. Areas abiertas, sin o con poca vegetacion
I 3.3.1 Zonas arenosas naturales
I 5.1. Aguas continentales
6.1. Nubes

Figura 9. Comparacion visual coberturas clasificadas bajo los dos enfoques.
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Figura 10. Comparacién del proceso de fotointerpretacion (izquierda) con el proceso de clasificacién supervisada (derecha).
Comparan el tanto por cien de cobertura con un mapa de clasificacion.

3.3. Analisis con los resultados
obtenidos por fotointerpretacion

Por otro lado, la Figura 10, muestra la comparacion
de los resultados de la clasificacion realizada en
Tunungua con los resultados del proceso de foto-
interpretacion realizado en el ano 2019 por parte
del DANE con imagenes de Google Earth del afio
2017. Para esta etapa se tiene en cuenta que el
porcentaje de area que representa cada una de las
coberturas en el conglomerado es de interés en la
actualizacion de MMRA. Por lo anterior, el analisis
se realiza a este nivel; esta comparacion, tiene el
proposito de explorar las variaciones que se derivan
de las dos formas en las que se puede obtener las
coberturas agropecuarias.

De acuerdo con la Tabla 10, el resultado del proce-
so de clasificacion en la clase pastos, presentd una
variacion de -32,3% con respecto al porcentaje
reportado a través de la fotointerpretacion. Tal
vez esta situacion se deba a que en la clasificacion
realizada se tenga dificultades para identificar los
pastos, pero si se observan los indices de calidad,
estos indican que el porcentaje de omision para
esta clase es del 18,9% en Tununguad, lo cual no
explica totalmente la diferencia del resultado; por
tanto, se puede sugerir que la diferencia se deba a

la subjetividad del interprete, quien posiblemente
tienda a favorecer en la clase pastos y prestar me-
nos interés en las clase bosques y/o areas abiertas,
sin 0 con poca vegetacion.

4. DISCUSION

Los trabajos previos disponibles (Dash et al.,
2018; Zhao et al., 2019) que tratan la clasificacion
supervisada con Random Forest en imagenes
Formosat 2 y Sentinel-2 buscaron la obtencion de
coberturas mas generales y no en especificamente
cultivos. Por lo anterior, la primera parte de la
discusion se centra en analizar solamente los re-
sultados con el conocimiento que se posee de las
zonas de estudio.

A partir de los resultados de las clasificaciones
realizadas en la investigacion, se determinan
diferentes comportamientos que tienen algunas
coberturas presentes en las imagenes y como es-
tos se ven reflejados una vez se ha asignado cada
pixel a una categoria. Para las zonas de Salento y
Tunungud, que cuentan con la presencia de culti-
vos transitorios y permanentes, y por lo tanto, los
resultados son comparables entre si, se tiene que
el error de comision, consignado en la Tabla 7,

Tabla 10. Comparacion de areas, clasificacion supervisada vs. fotointerpretacion masiva.

2.1. Cultivos  2.2. Cultivos 2.3. 2.6. Cultivos 3.1. 3.3. Areas abiertas, sin
Meétodo transitorios ~ permanentes Pastos sin clasificar Bosques o con poca vegetacion
Clasificacion 0,58% 28,88% 14,93% 1,41% 38,28% 15,92%
Fotointerpretacion 0,18% 29,32% 47,24% 0% 21,84% 1,44%
Diferencia 0,40% -0,44% -32,32% 1,41% 16,44% 14,48%
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es significativamente mayor en la clasificacion
realizada solo con Sentinel-2, con excepcion de
la cobertura de pastos para la zona de Salento
donde el error es mayor un 2% en el resultado
de Sentinel-2 con RPAS. Este resultado que se
adjudica al niimero de muestras tomadas para
dicha cobertura que, en el caso de Salento fueron
73, correspondientes solo al 14% del total de las
muestras tomadas, y en Tunungua fueron 81, co-
rrespondientes a un 19% del total de las muestras,
situacion que se presenta de forma similar en el
error de omision, consignado en la Tabla 8.

Las coberturas de bosque, zonas urbanizadas y
zonas arenosas naturales, coberturas presentes en
ambas imagenes, presentan diferencias signifi-
cativas para estos valores, siendo el error mucho
mas alto, tanto de omisién como de comision, en
la clasificacion de imagenes con solo Sentinel-2.

Los resultados anteriores permiten inferir que el
uso de la imagen de mejor resolucion espacial
es un insumo que brinda mejores resultados para
zonas amplias con coberturas heterogéneas. En las
imagenes capturadas de la zona de Pajarito, divi-
didas en uso urbano y rural, se tiene que, para la
cobertura de pastos, el error de omision se presenta
unicamente en la clasificacion con solo imagenes
Sentinel-2, siendo ademas valores considera-
bles; el error de comision se presenta en ambas
clasificaciones, siendo ya un error aludido a la
delimitacion hecha por el intérprete, sin embargo,
este sigue siendo mayor para la version anterior-
mente nombrada. La cobertura de areas abiertas,
sin 0 con poca vegetacion, presente Unicamente
en la zona urbana de Pajarito, en ambos errores
genero valores mayores para la clasificacion con
integracion de RPAS, ya que al llevarse a cabo con
esta version tendio a confundirse un poco mas con
la cobertura de suelo en preparacion. Las demas
coberturas identificadas: bosques, zonas urbani-
zadas, y aguas continentales, presentan valores
parecidos de error de omision en ambas meto-
dologias, por lo que generan resultados similares
cuando se trata de coberturas que no tienden a
variar su estructura significativamente con el paso
del tiempo. El error de comision para estas mismas
coberturas si fue mayor con la clasificacion de la
sola imagen Sentinel-2, por lo que se puede decir
que la integracion con RPAS tiende a dejar de lado
los errores cometidos por el intérprete.

La zona de Combita, al corresponder a un area tan
pequena, no permite tomar un nimero de muestras
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suficientes tal que el algoritmo pueda entrenarse
de forma iddnea, por lo que los resultados no
generan valores reveladores, mas alla de una dis-
tincion visual de las coberturas.

La Tabla 9a indica que en un promedio de 3%
los indicadores de exactitud tematica mejoraron
en la comparacion de las dos metodologias (solo
Sentinel-2 vs. Sentinel-2 integrado con RPAS).
Aunque la mejora puede parecer no significativa,
uno de los aspectos que se debe considerar, como
se menciond previamente, se refiere al mejo-
ramiento de la delimitacion de cada una de las
coberturas en todas las zonas de estudio desde una
perspectiva visual y también evidenciados en los
errores de comision y omision de las coberturas
objetivo. Esta caracteristica fue importante en la
zona de menor area correspondiente a Combita.

En cuanto a lo que se refiere a la fusion de la
imagen Sentinel-2 y RPAS, tiene el objetivo de
aumentar la resolucion espectral del insumo ob-
jetivo (mosaico Sentinel-2), siendo el mismo que
buscaron Zhao et al., (2019). Estos autores realiza-
ron una investigacion similar a la presentada, pero
su propdsito fue fortalecer la resolucion espectral
aresoluciones espaciales cercanas a las de las ima-
genes RPAS con la informacion multi-espectral
de las imagenes Sentinel-2. De esta manera se
busco que fuera efectiva esta caracteristica en los
resultados de la clasificacion supervisada a nivel
de cultivos desagradados, siendo este mismo el
proceso decisivo de la investigacion presentada.

No obstante, a partir de los resultados del trabajo
de Zhao et al., (2019), se evidencia que lo que para
ellos fue un inconveniente (aplicar el método en
resoluciones espaciales alejadas de la original del
RPAS), en esta investigacion fue una fortaleza. De
acuerdo con los resultados de la mayoria de los ex-
perimentos realizados con cultivos desagregados,
arrojaron indices de calidad cercanos al 90%, ade-
mas de demostrar efectividad en areas de estudios
amplias (Salento y Tunungud), mientras que en el
estudio referenciado el promedio fue del 75%. Por
otro lado, se debe mencionar como debilidad de
la investigacion realizada y de las mencionadas
que con las condiciones dispuestas no es posible
extrapolar la informacion precisa que contiene la
imagen de mejor resolucion espacial a otras zonas
geograficas tomadas solamente por la imagen sa-
telital analizada.
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Por tltimo, referente a la comparacion de los re-
sultados obtenidos con lo existente por métodos
de fotointerpretacion manual realizados por el
DANE, se puede identificar una diferencia entre el
numero de clases identificadas en cada uno de los
métodos. En el caso del método de clasificacion
con GEE, en doce de los catorce conglomerados
comparados reportan un nimero mayor de clases
con respecto al proceso de fotointerpretacion. En
los otros dos conglomerados se reportan el mismo
numero de clases. Se infiere que el proceso de
clasificacion semiautomatizado en GEE permite
la discriminacién de clases que en el proceso de
fotointerpretacion son omitidas, dado que en el
proceso de fotointerpretacion el analisis se hace
sobre imagenes con una combinaciéon en color
verdadero. En cambio la clasificacion en GEE
incorpora un mayor numero de bandas, el modelo
digital del terreno e indices espectrales.

5. Conclusiones

El proceso de clasificacion supervisada de co-
berturas semiautomatizado en la plataforma
Google Earth Engine y el uso de algoritmos de
Machine Learning, representa una mejora y forta-
lecimiento sustancial en el proceso de actualizacion
de la informacioén estadistica agropecuaria colom-
biana en particular para las labores propias que
posee a su direccion el DANE, como la reduccion
de subjetividad, puesto que el intérprete solo inter-
viene capturando las muestras de entrenamiento;
los demds subprocesos estan parametrizados, lo
que garantiza que todas clasificaciones se realicen
bajo los mismos criterios. Por otro lado, la me-
todologia propuesta incorpora hasta veintinueve
variables en el algoritmo de clasificacion, por lo
tanto, aumenta la probabilidad de tener una cla-
sificacion aceptable y la identificacion de clases
que por medio de fotointerpretacion son omitidas.

Para aquellas zonas que cuentan con presencia de
cultivos transitorios y/o permanentes, contar con
una imagen adquirida mediante un RPAS supone
una enorme ventaja en términos de precision en
la delimitacion de las coberturas e identificacion
de aquellas que se encuentran dispuestas en areas
pequeiias, como fue el caso de Salento. Por otro
lado, en las demas zonas de estudio, la imagen de
mejor resolucion espacial permite definir de forma
mas precisa los bordes de un cuerpo de agua, de
una carretera, las fronteras entre cubiertas con

caracteristicas a simple vista similares, como los
bosques y las areas con vegetacion herbacea y/o
arbustiva, entre otros, todo esto demostrado en los
resultados de las clasificaciones realizadas.

A vpartir del analisis de los resultados obtenidos
de la clasificacion de cada una de las zonas pro-
puestas, se establece una consideracion relevante
a ser tenida en cuenta para el aprovechamiento
del script que integra la informacion del satélite
y del RPAS. Hace referencia a la importancia de
contar con informacion con fechas de adquisicion
cercanas entre ellas, con el fin de que el estado de
las coberturas bajo estudio sea comparable y no
posean modificaciones en su estructura y varie de
una imagen a otra.

Sin lugar a duda se puede indicar que la integra-
cion de imagenes de muy alta resolucion espacial
con una imagen satelital de media resolucion,
siendo en este caso RPAS y Sentinel-2, respecti-
vamente, mediante un filtro de textura gaussiano
y remuestreo iterativo, el cual fortalece la reso-
lucion espectral, proporciona mejores resultados
en la clasificacion supervisada con respecto a
los obtenidos con un enfoque de solo imagenes
satelitales. No obstante, se debe mencionar que
este mejoramiento estd limitado exclusivamente
a las zonas geograficas cubiertas completamen-
te por estos dos productos y que los resultados
pueden variar en cierto grado dependiendo de las
caracteristicas propias de las imagenes de mejor
resolucion espacial.

Aunque los resultados son prometedores, es im-
portante en este tipo de investigaciones el estudio
y exploracidon de métodos estadisticos que permi-
tan la extrapolacion de la informacion precisa de
las imagenes de mejor resolucion espacial a zonas
de la imagen satelital de menor resolucion espa-
cial. Ademas de contemplar el uso de métodos que
le brinden al clasificador la riqueza multitemporal
de las imagenes de distintas fechas que permita
la discriminacién de los cultivos en especial la
diferenciacion entre los transitorios de los perma-
nentes. Con respecto al insumo base, este tipo de
investigaciones deberia contemplar la inclusion de
imagenes de sensores no opticos, en especial para
la generacién de informaciéon geoespacial de las
zonas del pais que poseen nubosidad constante.
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