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Figura 2: Flujo de trabajo.

Para cada uno de los juegos de datos se realizdé un
preprocesamiento de los datos, consistente en la
normalizacion y una interpolacion lineal. La normalizacion
se establecié en un rango de (-1,1).

3. Descripcion del conjunto de datos

El conjunto de datos recopilado para la realizacién de
esta investigacion esta compuesto por los registros de
112 estaciones meteoroldgicas de Galicia, almacenados
en un archivo con formato tabular .csv. Las variables
observadas fueron: la temperatura, la presién
atmosférica, la precipitacion, la velocidad y direccién del
viento y la irradiancia solar. En la Figura 3 se muestran
las locaciones de las estaciones utilizadas. Ademas se
cuenta con un identificador para cada una de las
estaciones, asi como sus coordenadas geograficas y su
altura.

Sobre los datos se realizé una agrupacion de los registros
por estaciones, y se detectdé que 27 estaciones no
contenian informacioén sobre la presién atmosférica. Este
pre-procesamiento inicial provocd que el conjunto de
datos contara con menos estaciones para el analisis. Los
intervalos de tiempo de 10 minutos de cada una de las
estaciones fueron utilizados para realizar la
transformacion de los datos y prepararlos para el
entrenamiento de la red neuronal. Se utilizaron 85
estaciones para los experimentos. Con informacion de
dos arios, de febrero del 2017 a febrero del 2019.

Figura 3: Representacion espacial de las estaciones
estudiadas.

4. Meétrica para la evaluacién

Para la evaluacion de los resultados utilizamos la métrica
Macro-F1 y la cantidad de aciertos de objetos clasificados
correctamente, porque esta nos permite analizar la
calidad de un problema de clasificacién, en problemas
con clases desbalanceadas Ec. (1):
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F1 se calcula haciendo la media armoénica entre la
precision (precision) y la exhaustividad (recall) para cada
una de las clases Ec. (2):
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5. Experimentos y analisis de los
resultados

Para la validacién del modelo se dividié el conjunto de
datos en 80% para el entrenamiento y 20% para la
validacion, para cada una de las estaciones en los grupos
de datos y se evalu6 utilizando las métricas mencionadas
antes.

En la Figura 4 se muestra la evaluaciéon del modelo por
grupos de intervalos, Las lineas de color rojo representan
los intervalos de 50 wm? vy las lineas de color azul
representan los intervalos de 100 wm2.

Las lineas continuas representan los valores de aciertos
y las lineas discontinuas los valores de Macro-F1 para
cada una de las estaciones. Los valores de las medidas
se muestran normalizadas en una escala de 0 a 1,
considerando el 1 como el 100% de calidad.

Como se puede apreciar en la Figura 4 para los valores
de radiacion agrupados en intervalos de 100 wm los
niveles de acierto son mas altos, entre un 0,6329 y
0,9107, y la media obtiene un 0,7466. No sucede lo
mismo con los intervalos de 50 wm2 donde el acierto se
encuentra entre 0,4660 y 0,8581 siendo la media un
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0,5969. Existen varios factores que afectan; el La medida Macro-F1 para los intervalos de 100 alcanza
desbalance de clases, siendo las clases de los valores de valores entre 0,3940 y 0,6544, con una media de 0,5127.
radiacion mas pequefios, las de mayor representacion, En el caso de los intervalos de 50 son menores los
ademas que los limites de decisidon entre clases estan valores entre 0,2356 y 0,5352, con una media de 0,3553.
muy cercanos, creando confusion en la clasificacion de Esta medida se afecta principalmente por los errores en
los objetos. la clasificacion para valores altos de radiacion.
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Figura 4: Comparacion entre Aciertos y Macro-F1 en ambas tareas de clasificacion.

. . Proyectamos evaluar modelos de regresion con el mismo
6. Conclusiones y Trabajo Futuro juego de datos empleando fundamentalmente
aproximaciones recurrentes y modelos de regresion
propuestos en el estado del arte. Ademas, considerar la
localizaciéon de las estaciones mediante el uso de sus
coordenadas y su altitud, para realizar analisis de
proximidad o que la red aprenda a identificar las
similitudes entre estaciones relativas a las localizaciones
con el fin uUlitmo de estudiar la prediccion por vecinos

Se ha presentado un modelo de aprendizaje profundo
para una tarea de clasificacién supervisada, que combina
una capa convolucional con una capa GRU. Los mejores
resultados se han alcanzado para las clases de intervalos
de 100 wm, aunque se observd mayor complejidad en
la clasificacion en los intervalos de mayor radiacion,
debido fundamentalmente a la baja representatividad de

estas clases. La métrica Macro-F1 se ve afectada cercanos.
principalmente por la clasificacion para valores altos de
radiacion.
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