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Resumen
En la actualidad, contamos con una gran colección de documentos manuscri-

tos a nivel mundial que encierran información valiosa. Gracias a los avances en
el campo de la Inteligencia Artificial, disponemos de las herramientas necesarias
para poder llevar a cabo la extracción de dicha información. Este proyecto se cen-
tra en el estudio sobre las diferentes técnicas que se pueden utilizar, así como en
la correcta elección de las arquitecturas empleadas, lo que puede suponer un gran
impacto en cuanto a la calidad de la información que se obtiene, pero, sobretodo,
en cuanto a eficiencia en relación a recursos y costes.

A lo largo de este trabajo se utilizaron diferentes técnicas de aprendizaje pro-
fundo. Por una parte, se realizó un estudio del impacto de los parámetros de las
redes neuronales sobre la eficiencia de estas. Seguidamente, con los resultados
que se obtuvieron de este estudio, se probaron arquitecturas de redes neurona-
les convolucionales alternativas a las ya utilizadas, con la finalidad de mejorar
el rendimiento de la arquitectura Mask R-CNN en las tareas de segmentación y
detección de objetos. Para la realización de los experimentos se utilizó un corpus
de imágenes de documentos manuscritos musicales. Los resultados obtenidos en
los experimentos se compararon con los obtenidos por mi compañero Lorenzo
Quirós en su Tesis Doctoral.

Palabras clave: aprenentatge automàtic, aprenentatge profund, documents ma-
nuscrits, xarxes neuronals convolucionals
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Resum
En l’actualitat, comptem amb una gran col·lecció de documents manuscrits

a a nivell mundial que emmagatzemen informació valuosa. Gràcies als avanços
tecnològics en el camp de la Intel·ligència Artificial, disposem de les ferramentes
necessàries per poder portar a cap l’extracció d’aquesta informació. Aquests pro-
jecte es centra en l’estudi sobre les diferents tècniques que es poden utilitzar, així
com en la correcta elecció de les arquitectures utilitzades, la qual cosa pot suposar
una gran impacte pel que fa a la qualitat de la informació que s’obté, però, sobre
tot, pel que fa a l’eficiència en relació a recursos i costs.

Al llarg d’aquest treball s’utilitzaren diferents tècniques d’aprenentatge pro-
fund. Per una part, es va realitzar un estudi de l’impacte dels paràmetres de les
xarxes neuronals sobre l’eficiència d’aquestes. Seguidament, amb els resultats
que es van obtindre d’aquest estudi, es van provar arquitectures de xarxes neuro-
nals convolucionals alternatives a les ja utilitzades, amb la finalitat de millorar el
rendiment de l’arquitectura Mask R-CNN en les tasques de segmentació i detecció
d’objectes. Per a la realització dels experiments es va utilitzar un corpus d’imat-
ges de documents manuscrits musicals. Els resultats obtinguts en els experiments
es van comparar, amb els obtinguts pel meu company Lorenzo Quirós a la seua
Tesis Doctoral.

Paraules clau: aprendizaje automático, aprendizaje profundo, documentos ma-
nuscritos, redes neuronales convolucionales
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Abstract
Nowadays, we have a large collection of handwritten documents worldwide,

which contain valuable information. As a result of the techonological advances
made in the field of Arfificial Intelligence, we have the crucial tools to carry out
the extraction of such information. This project focuses on the study of the dif-
ferent techniques that can be used, as well as on the correct choice of the archi-
tectures put into practice, which can have a great impact concerning the quality
of the information acquired, but, above all, concerning the efficiency in regard to
resources and costs.

Throughout this work, different deep learning techniques were used. On the
one hand, it was done an study of the impact of the neural networks parameters
on the efficiency of them. Then, with the results obtained from this study, alterna-
tive convolutional neural network architectures were tested to those already used
with the aim of improving the performance of the Mask R-CNN architecture in
segmentation and object detection tasks. In order to perform the experiments, it
was used a corpus of images of musical manuscript documents. The results ob-
tained in the experiments were compared with those obtained by my colleague
Lorenzo Quirós in his doctoral thesis.

Key words: machine learning, deep learning,handwritten documents, convolu-
tional neural networks



Índice general

Índice general VII

Índice de figuras IX

Índice de tablas X

1 Introducción 1
1.1 Motivación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1
1.2 Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2
1.3 Estructura de la memoria . . . . . . . . . . . . . . . . . . . . . . . . . 3
1.4 Colaboración . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3

2 Fundamentos 5
2.1 Conceptos Teóricos . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5

2.1.1 Machine Learning y Deep Learning . . . . . . . . . . . . . . . . 5
2.1.2 Artificial Neural Networks . . . . . . . . . . . . . . . . . . . . . 6
2.1.3 Convolutional Neural Networks . . . . . . . . . . . . . . . . . . 8

2.2 Arquitecturas Empleadas . . . . . . . . . . . . . . . . . . . . . . . . . 10
2.2.1 Resnet . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11
2.2.2 Vovnet . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11
2.2.3 Mask R-CNN . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

2.3 Recursos Hardware . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
2.4 Recursos Software . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

2.4.1 PyTorch . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
2.4.2 Detectron2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
2.4.3 CUDA . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
2.4.4 Nvidia cuDNN . . . . . . . . . . . . . . . . . . . . . . . . . . . 18

3 Experimentos 19
3.1 Modelos Propuestos . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19

3.1.1 Resnet . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
3.1.2 Vovnet . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

3.2 Métricas de evaluación de resultados . . . . . . . . . . . . . . . . . . 26
3.2.1 Métricas de calidad . . . . . . . . . . . . . . . . . . . . . . . . 26
3.2.2 Métricas de eficiencia . . . . . . . . . . . . . . . . . . . . . . . 28

3.3 Descripción del dataset VORAU-253 . . . . . . . . . . . . . . . . . . . 29
3.4 Experimentos y Resultados . . . . . . . . . . . . . . . . . . . . . . . 29

3.4.1 Caso Base . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30
3.4.2 Efecto de la cantidad de epochs en el entrenamiento . . . . . 31
3.4.3 Ajuste del learning rate . . . . . . . . . . . . . . . . . . . . . . 34
3.4.4 Impacto del tamaño del batch . . . . . . . . . . . . . . . . . . 38
3.4.5 Uso de las diferentes Arquitecturas de CNNs con la confi-

guración de parámetros obtenida . . . . . . . . . . . . . . . . 42
3.4.6 Impacto en el consumo y los costes . . . . . . . . . . . . . . . 44

VII



VIII ÍNDICE GENERAL

3.5 Observaciones y valoración de los resultados . . . . . . . . . . . . . 46
4 Conclusiones 49

4.1 Trabajos Futuros . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
A Uso de Memoria GPU 55



Índice de figuras

2.1 Neurona Artificial . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6
2.2 Red Neuronal Artificial . . . . . . . . . . . . . . . . . . . . . . . . . . 7
2.3 Red Neuronal Convolucional . . . . . . . . . . . . . . . . . . . . . . 9
2.4 Operación de Pooling . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
2.5 Red Neuronal Artificial . . . . . . . . . . . . . . . . . . . . . . . . . . 10
2.6 Bloque Residual . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12
2.7 Módulo OSA . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13
2.8 Object Detection, Semantic Segmention y Insatance Segmentation . . . . 14
2.9 BackBone Mask-RCNN . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
2.10 RPN . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
2.11 Mask R-CNN . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16

3.1 Bottlenecks Resnet . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20
3.2 Comparación de los 3 stems utilizados en los experimentos. . . . . . 24
3.3 Stem Original de Resnet. . . . . . . . . . . . . . . . . . . . . . . . . . 24
3.4 Stem B. Este esta formado por 3 capas convolucionales con kernel

3 × 3 para sustituir el funcionamiento de la capa 7 × 7 del stem
original. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24

3.5 Stem C. Este stem es una combinación en paralelo de los dos stems
anteriores. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24

3.6 Módulo OSA de Vovnet . . . . . . . . . . . . . . . . . . . . . . . . . . 25
3.7 Intersection over Union . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
3.8 Imágenes del Dataset VORAU . . . . . . . . . . . . . . . . . . . . . . 29
3.9 Imagen Regiones VORAU . . . . . . . . . . . . . . . . . . . . . . . . 30
3.10 APs vs Epochs . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
3.11 Impacto del Parámetro step en la curva de pérdida . . . . . . . . . . 34
3.12 Curva de pérdida de las 3 ejecuciones . . . . . . . . . . . . . . . . . 36
3.13 Impacto del parámetro step en la curva de pérdidas . . . . . . . . . 36
3.14 Comparación de las curvas de pérdida con los diferentes tamaños

de batch . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
3.15 Comparación de la curva de la pérdida con batch 2, 4 y 6 para Vovnet

39 como backbone . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
3.16 Imágenes resultados Segmentación . . . . . . . . . . . . . . . . . . . 46

A.1 Uso memoria GPU para Resnet 50 como backbone para un tamaño
de batch de 2 imágenes . . . . . . . . . . . . . . . . . . . . . . . . . . 56

A.2 Uso memoria GPU para Resnet 50 como backbone para un tamaño
de batch de 4 imágenes . . . . . . . . . . . . . . . . . . . . . . . . . . 57

A.3 Uso memoria GPU para Resnet 50 como backbone para un tamaño
de batch de 6 imágenes . . . . . . . . . . . . . . . . . . . . . . . . . . 58

IX



X ÍNDICE DE TABLAS

Índice de tablas

3.1 Topologías Resnet. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22
3.2 Topologías Vovnet. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22
3.3 Resultados Experimento Caso Base. Se han utilizado las métricas

de COCO para las tareas de segmentación y bounding box. . . . . . . 30
3.4 Comparación resultados caso Base con batch 2 y 4. Resultados para

la tarea de Bounding Box. . . . . . . . . . . . . . . . . . . . . . . . . . 32
3.5 Comparación resultados experimento base con batch 2 y 4. Resulta-

dos de la tarea de segmentación. . . . . . . . . . . . . . . . . . . . . 32
3.6 Comparación tiempos de entrenamiento con batch 2 y 4 del caso base. 32
3.7 Resultados de la ejecución con 450 y 225 epochs. . . . . . . . . . . . . 33
3.8 Comparación resultados experimento base y las dos modificacio-

nes en los steps con 225 epochs. Resultados para la tarea de Bounding
Box. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

3.9 Comparación resultados experimento base y las modificaciones en
los steps con 225 epochs. Resultados de l atarea de segmentación . . 35

3.10 Comparación resultados experimento base y las dos modificacio-
nes en los steps con 450 epochs. Resultados para la tare de Bounding
Box. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37

3.11 Comparación resultados experimento base y las dos modificacio-
nes en los steps con 450 epochs. Resultados para la tarea de Segmen-
tación. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37

3.12 Comparación resultados de ejecución con diferentes tamaños de
batch para 450 epochs con Resnet 50 como backbone.Resultados para
la tarea de Bounding Box. . . . . . . . . . . . . . . . . . . . . . . . . . 38

3.13 Comparación resultados de ejecución con diferentes tamaños de
batch para 450 epochs con Resnet 50 como backbone. Resultados para
la tarea de Segmentación. . . . . . . . . . . . . . . . . . . . . . . . . . 39

3.14 Comparación resultados de ejecución con diferentes tamaños de
batch en cuanto a uso de memoria y tiempos de ejecución. . . . . . . 39

3.15 Comparación resultados de ejecución con diferentes tamaños de
batch para 225 epochs con Resnet 50 como backbone. Bounding Box. . 40

3.16 Comparación resultados de ejecución con diferentes tamaños de
batch para 225 epochs con Resnet 50 como backbone. Segmentación . . 40

3.17 Comparación resultados de ejecución con diferentes tamaños de
batch en cuanto a uso de memoria y tiempos de ejecución. . . . . . . 40

3.18 Resultados de la ejecución con los diferentes tamaños de batch para
450 epochs con Vovnet como backbone. Resultados para la tarea de
Bounding box. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41



ÍNDICE DE TABLAS XI

3.19 Resultados de la ejecución con los diferentes tamaños de batch para
450 epochs con Vovnet como backbone.Resultados para la tarea de
Segmentación. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41

3.20 Resultados de la ejecución con los diferentes tamaños de batch en
cuanto a uso de memoria y tiempos de ejecución. . . . . . . . . . . 41

3.21 Comparación resultados de ejecución con diferentes Resnets como
backbones para Mask R-CNN. Métricas de calidad . . . . . . . . . . . 42

3.22 Comparación resultados de ejecución con diferentes Resnets como
backbones para Mask R-CNN. Tiempos de entrenamiento y uso de
memoria GPU. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42

3.23 Comparación resultados de ejecución con diferentes Vovnets como
backbones para Mask R-CNN. Métricas de calidad. . . . . . . . . . . . 43

3.24 Comparación resultados de ejecución con diferentes Vovnets como
backbones para Mask R-CNN. . . . . . . . . . . . . . . . . . . . . . . . 43

3.25 Comparación de los tiempos de entrenamiento junto a el uso de
memoria GPU del Caso Base con las dos mejores topologías. . . . . 44

3.26 Porcentaje de ahorro en cuanto a consumo energético. . . . . . . . . 45
3.27 Resultados de las tareas de Segmentación y bounding box. Compa-

ración del caso base con Vovnet 39 y Resnet 50 con la mejor selección
de parámetros. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47

3.28 Resumen de los tiempos de entrenamiento así como los costes eco-
nómicos asociados al total de la ejecución. . . . . . . . . . . . . . . . 47





CAPÍTULO 1

Introducción

Los documentos escritos datan de aproximadamente 5.000 años, por lo que en
estos momentos la humanidad tiene recopilados miles de años de información.
Gran parte de su contenido sigue siendo un misterio, por lo que todavía existe
muchísima información valiosa por descubrir encerrada en dichos documentos.
Al digitalizarlos, una parte de esa información está recopilada en forma de miles
de millones de píxeles. Estas imágenes digitalizadas no permiten hacer búsque-
das sobre el texto y la información que contienen. Asimismo, para transcribir a
mano colecciones de cientos de miles imágenes, haría falta cantidades de tiempo
absurdas, por lo que realizar este proceso de manera manual sería inviable.

Para la búsqueda de los textos y la información que contienen estos documen-
tos digitalizados se utilizan las técnicas de reconocimiento de texto (Handwritten
Text Recognition, HTR por sus siglas en inglés) [1] y la indexación probabilísti-
ca (Probabilistic Indexing, PrIx por sus siglas en Inglés) [2]. Estas técnicas permite
obtener la información que comprenden los documentos digitalizados. Sin em-
bargo, estos deben ser procesados en primer lugar para obtener la estructura de
los datos en el documento.

Mediante el uso de técnicas como el Análisis de la Estructura de Documen-
tos ("Document Layout Analysis" en inglés, DLA de aquí en adelante) [3] sobre
los documentos manuscritos, podemos obtener la estructura de maquetación de
un documento y, de este modo, determinar los componentes que forman dicho
documento. Por tanto, el DLA nos permite detectar y categorizar las regiones de
interés en la imagen de un documento.

El DLA está basado en métodos de Deel Learning, otro de los campos que ha
tenido un avance significativo estos últimos años. Actualmente, el uso de técni-
cas de Aprendizaje Automático (más conocido por su nombre en inglés Machine
Learning, ML) y Aprendizaje Profundo (Deep Learning) posee un gran impacto en
el mundo del procesamiento de imágenes de texto manuscrito, así como también
en el DLA.

1.1 Motivación

Los documentos manuscritos encierran grandes cantidades de información
por descubrir. Hoy en día, el DLA nos permite obtener la estructura intrínseca de

1



2 Introducción

los documentos, así como extraer gran parte de la información con el uso de téc-
nicas de HTR mediante el uso de tecnologías de Machine Learning [4] . El balance
entre la capacidad de extracción de dicha información y el coste que esta implica
supone un gran reto.

Actualmente, disponemos de recursos computacionales limitados, por lo que
es de gran interés poder adaptar este conjunto de técnicas a nuestras capacida-
des y necesidades. Un correcto estudio de cómo las diferentes técnicas de Machine
Learning y Deep Learning pueden afectar al rendimiento (tiempos de ejecución, uso
de memoria, etc.), puede conducir a mejorar dicho rendimiento, a allanar el ca-
mino a nuevas aplicaciones, así como a reducir los costes y el impacto energético
del uso de estas técnicas.

Este proyecto nace debido a que el equipo de trabajo del Pattern Recognition
and Human Language Technology -PRHLT- trabaja con imágenes de documentos
manuscritos para las tareas de DLA y el HTR. Actualmente, el PRHLT se encuen-
tra en búsqueda de mejorar y encontrar nuevas implementaciones en el campo
del DLA. Con todo esto, una parte de dicho esfuerzo se ha orientado a mejorar
el rendimiento de las arquitecturas y a hacer más eficiente en términos de consu-
mo energético y de memoria así como los tiempos de ejecución de las técnicas ya
empleadas.

1.2 Objetivos

El DLA nos facilita la obtención de la información que comprenden los do-
cumentos manuscritos. Una de las tecnologías más utilizadas en la actualidad
para realizar dicha tarea son las redes neuronales convolucionales (Convolutional
Neural Networks o CNN por sus siglas en inglés). Las CNNs son ampliamente utili-
zadas para la extracción de características sobre las imágenes de los documentos.
No obstante, tienen asociado un alto coste computacional, así como un elevado
tiempo de entrenamiento.

Los modelos contaban con millones de parámetros hace unos poco años. Sin
embargo, en la actualidad, podemos ver que proyectos como GPT3 [5] cuentan
con billones de parámetros. Esta tendencia exponencial supone la creación de
modelos cada vez más grandes y complejos. Por tanto, dichos proyectos requie-
ren un gran número de muestras, así como un tiempo de entrenamiento muy
elevado. Debido a esto, es de gran interés estudiar el coste computacional y ener-
gético para poder adaptar los modelos a las tareas y, de este modo, reducir dichos
costes.

El estudio de cómo afectan las diferentes técnicas, algoritmos y parámetros
empleados podría reducir los costes computacionales y/o energéticos. Esto, ade-
más, permitiría añadir nuevas funcionalidades o mejorar la eficiencia de las ya
existentes, así como reducir los costes energéticos asociados a los largos tiem-
pos de entrenamiento de algunos algoritmos, permitiendo, por una parte, ahorrar
tiempo y, por otra, minimizar el impacto en el medio ambiente.

En este trabajo estudiamos el impacto de los diferentes parámetros de las re-
des neuronales convolucionales y el uso de arquitecturas de CNN alternativas a



1.3 Estructura de la memoria 3

las utilizadas con el fin de entender qué impacto pueden tener, así como seleccio-
nar los mejores resultados y poder llevarlos a la práctica.

1.3 Estructura de la memoria

Esta memoria está formada por cuatro capítulos. En el primer capítulo se ha
realizado una introducción, seguida de una motivación al problema y un plan-
teamiento de los objetivos. En el segundo capítulo, se ha llevado a cabo una des-
cripción del problema tratado, así como de los conceptos teóricos y técnicas uti-
lizadas. A continuación, se han definido las métricas que se han utilizado y se
ha efectuado un recorrido explicando todos los experimentos que se han lleva-
do a cabo en el tercer capítulo de este trabajo. Finalmente, en el cuarto y último
capítulo se han comentado las conclusiones alcanzadas acerca de este proyecto.

1.4 Colaboración

Este proyecto se ha realizado con la colaboración del equipo de la línea de in-
vestigación en HTR 1 del centro de investigación Pattern Recognition and Human
Language Technology, el cual utiliza modelos de Machine Learning, entre ellos mo-
delos de redes neuronales convolucionales para los problemas relacionados con
imágenes de documentos manuscritos.

Esta trabajo se basa en los trabajos previos realizados por Lorenzo Quirós [4]
en su tesis doctoral donde hace uso de Redes de propuesta de región (Region
Proposal Networks, RPN) junto con CNNs para el algoritmo Mask R-CNN en las
tareas de segmentación y detección de objetos en el campo del DLA2.

1Página web del PRHLT en el proyecto de HTR: https://www.prhlt.upv.es/
handwritten-text-recognition/

2https://github.com/lquirosd/RPN_DLA

https://www.prhlt.upv.es/handwritten-text-recognition/
https://www.prhlt.upv.es/handwritten-text-recognition/
https://github.com/lquirosd/RPN_DLA




CAPÍTULO 2

Fundamentos

2.1 Conceptos Teóricos

A continuación presentamos algunos conceptos y técnicas que van a ser uti-
lizadas para el tratamiento de las imágenes de documentos manuscritos. En esta
sección trataremos los conceptos teóricos más relevantes para poder comprender
este trabajo.

2.1.1. Machine Learning y Deep Learning

El aprendizaje automático es una rama de la Inteligencia Artificial que se basa
en el estudio de algoritmos que permiten a los computadores aprender de forma
automática mediante la experiencia. Según el tipo de algoritmo utilizado, pode-
mos dividir el aprendizaje automático en tres grupos principales [6]: el aprendi-
zaje supervisado; el no supervisado y el aprendizaje por refuerzo. En este trabajo
haremos uso de técnicas de aprendizaje supervisado, por lo que es de gran interés
explicar este concepto.

Aprendizaje supervisado Este tipo de algoritmos requieren datos etiquetados.
Los datos etiquetados están formados por el conjunto de datos de entrada (input)
junto a su etiqueta correspondiente, que proporciona la información necesaria
para describir el mismo. Estos aprenden la salida de nuevas muestras gracias a la
optimización de una función, que asocia los valores reales de entrenamiento con
su predicción realizada por el modelo, permitiendo generalizar nuevos valores.
Las redes neuronales son un tipo de algoritmo que puede entrenarse bajo los tres
tipos de técnicas del aprendizaje automático. En esta memoria utilizaremos redes
neuronales entrenadas mediante la técnica de aprendizaje supervisado.

Las aplicaciones de este tipo de tecnologías son numerosas y abarcan cual-
quier área que pueda obtener series de datos válidas, ya sea para análisis o para
clasificación. Desde el diagnóstico médico hasta las finanzas. Junto a el Aprendi-
zaje supervisado se encuentra el Aprendizaje profundo o Deep Learning.

El Deep Learning [6] es un subcampo del Machine Learning que estudia cómo
algoritmos automáticos emulan el aprendizaje humano, permitiendo a modelos
compuestos por múltiples capas aprender representaciones de datos con múl-

5
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tiples niveles de abstracción. En este trabajo vamos a utilizar modelos de Deep
Learning, concretamente modelos basados en aprendizaje supervisado, con la in-
tención de estudiar y mejorar el desempeño de la arquitectura Mask R-CNN [7],
de la cual hablaremos más adelante con profundidad.

2.1.2. Artificial Neural Networks

Las redes neuronales artificiales son modelos computacionales de aprendizaje
supervisado que están inspiradas en el comportamiento de las neuronas biológi-
cas.

La primera aparición de lo que se puede considerar como la unidad básica de
una red neuronal data de 1958, donde Frank Rosenblatt desarrolla el algoritmo
Perceptron[8], un clasificador lineal binario. Más adelante, en 1985, nace el con-
cepto de BackPropagation [9], que permitió entrenar redes multicapa.

Las redes neuronales artificiales buscan simular las tres características básicas
de una red neuronal biológica: procesamiento en paralelo; memoria distribuida
y adaptabilidad. Esto les permite aprender y generalizar salidas (output) a partir
de un conjunto de datos de relación matemática desconocida.

Figura 2.1: Representación de la primera neurona artificial propuesta por Warren McCu-
lloch y Walter Pitts en 1934. Imagen sacada de [10].

Las redes neuronales más básicas están formadas por una capa de entrada;
una o varias capas ocultas y una de salida. Cada capa se compone de neuronas
que están totalmente conectadas con la siguiente capa, como podemos ver en la
figura 2.2 . Este tipo de modelos se llama full connected.

Cada capa cuenta con un conjunto de pesos W y valores de sesgo o bias b que
se inicializan con valores aleatorios al crear la red. Además, las redes neuronales
cuentan con funciones de activación para cada neurona que normalizan su salida.

El proceso de entrenamiento se compone de dos fases. La primera, denomina-
da propagación hacia delante o forward propagation, aplica los datos de entrada a
la función de la primera capa junto con la función de activación, que alimenta a
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la siguiente capa y así hasta llegar a la capa de salida. Aquí se obtiene una pre-
dicción de la red para cada muestra. En este paso se calcula la función de pérdida
que la red debe minimizar entre el valor de salida de la red y el valor verdadero.

Figura 2.2: Representación de una Red Neuronal. Imagen sacada de [11].

La segunda fase es la de propagación hacia atrás o backpropagation. Aquí se
calcula el gradiente de la función de coste respecto de los pesos que componen la
red, desde la capa de salida hasta la capa de entrada. Seguidamente, estos pesos
se actualizan con los gradientes calculados de la siguiente manera:

w = w − η ∗ (y − ŷ) ∗ x (2.1)

w es el conjunto de pesos del modelo, (y − ŷ) es el error de predicción para el
modelo en los datos de entrenamiento atribuidos al peso, y x es el valor de en-
trada. El producto entre el error de predicción y el valor de entrada se multiplica
por el factor de aprendizaje o learning rate η.

Este proceso de entrenamiento se aplica en un método iterativo denominado
descenso por gradiente estocástico o stochastic gradient descent[12], el cual realiza
el proceso descrito en mini-lotes o mini-batches de muestras aleatorias. El número
de muestras que se pasa en cada mini-batch se llama Batch Size. Un mini-batch es un
subconjunto de imágenes del dataset completo. La red obtiene una predicción y
calcula el error que ha tenido en el proceso cada vez que se pasa un mini-batch. Al
número de iteraciones necesario para ver el conjunto de datos entero se le llama
Epoch.

Uno de los problemas de las redes neuronales con respecto al número de
epochs es el sobre entrenamiento o sobreajuste (overfiting). Cuando una red se en-
trena durante demasiado tiempo, el modelo puede llegar a recordaruna gran can-
tidad de ejemplos en lugar de aprender nuevas características. Esto puede llevar
a que, durante el entrenamiento, el modelo mejore notablemente su precisión con
el conjunto de train. Sin embargo, una vez el modelo ya está entrenado y se prue-
ba con el conjunto de test, esta precisión difiere de manera negativa con respecto
a la alcanzada con el conjunto de entrenamiento.
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Modificar los diferentes parámetros de las redes sobre la misma arquitectura
puede suponer resultados diferentes en cuanto a precisión, tiempo de ejecución.
etc. Por esta razón, un correcto estudio de los parámetros utilizados puede su-
poner mejoras con respecto a la precisión, reducir tiempos de entrenamiento y/o
disminuir la cantidad de memoria necesaria empleada para entrenar la red, por
lo que ajustar estos parámetros será uno de los estudios que realizaremos más
adelante en esta memoria.

2.1.3. Convolutional Neural Networks

Las redes neuronales convolucionales o CNN surgen en 1980 por Kunihiko
Fukusima[13], científico informático que estudió acerca de cómo los seres vivos
procesan la visión. Con el paso del tiempo, en 1998, estas redes fueron mejoradas
gracias al uso del backpropagation en el entrenamiento. Más adelante, en el año
2011, se empezaron a implementar este tipo de redes utilizando unidades de pro-
cesamiento gráfico (graphics processing unit o GPUs por sus siglas en inglés) [14] ,
lo que permitió unos tiempos de computo de los modelos más rápido.

Las CNN son un tipo de red neuronal artificial utilizada para la clasificación de
imágenes, aunque pueden utilizarse en otros campos. La principal característica
de las CNN es su capacidad de detectar dependencias espaciales y temporales
de los datos de entrada. En el caso de imágenes, es posible extraer características
y relacionarlas entre ellas. Una red neuronal convolucional típica consta de dos
tipos de capas: capas convolucionales y de pooling.

Las capas de convolución son las encargadas de extraer la información de los
datos de entrada mediante la aplicación de las operaciones de convolución. La
convolución es la operación matemática que combina dos funciones para produ-
cir una tercera.

En el caso de las CNN, la convolución se realiza cogiendo la imagen como una
matriz de dos dimensiones y un filtro o kernel, que es otra matriz de menor tama-
ño a la imagen. Se superpone el filtro sobre la matriz que representa la imagen y
se realiza la convolución, la cual multiplica los valores de los píxeles de la imagen
con los valores del filtro, obteniéndose así una nueva matriz del tamaño del fil-
tro. Los valores de esta submatriz se suman para añadirlos finalmente a la matriz
que devuelve la operación de convolución. Podemos ver una representación de la
operación de convolución en 2.3. Este proceso se realiza tantas veces como posi-
bles posiciones tiene el filtro sobre la imagen de entrada. El filtro se desliza por la
imagen utilizando un paso o stride, que indica la cantidad de píxeles a desplazar
para realizar la siguiente convolución.

La convolución sigue un orden, de izquierda a derecha y de arriba abajo. La
matriz resultante de una capa de convolución se llama mapa de características o
feature map, el cual representa las características aprendidas de los datos de en-
trada. Este mapa de características puede tener unas dimensiones distintas a la
entrada, ya que esta se ve afectada por el tamaño del filtro y el valor del stride.
Por tanto, el mapa de características tendrá una altura igual a las posibles posicio-
nes del filtro en el eje vertical y un ancho igual a las posibles posiciones del filtro
sobre el eje horizontal. La profundidad será igual al número de filtros aplicados
en la capa de convolución.
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Figura 2.3: Funcionamiento de una capa de convolución. El kernel se coloca encima de
la imagen de entrada y se multiplican los valores de ambos, se suman estos valores y se

guardan en la posición central de la matriz resultante. Imagen sacada de [15].

Para mantener el tamaño de la imagen de entrada aparece el concepto de zero-
padding, que consiste en agregar una o varias capas de píxeles de valor cero que
rodean la entrada, de modo que el mapa de características no reduce la dimen-
sionalidad espacial.

Después de la convolución es posible aplicar la capa de pooling. Esta capa reci-
be como entrada los mapas de características creados por la capa de convolución.
Su función es reducir la dimensionalidad para minimizar el número de paráme-
tros que debe procesar la red. En estas capas se utiliza una ventana sobre el mapa
de características que aplica una operación de AveragePooling o MaxPooling, como
podemos ver en 2.4. Dependiendo de la operación realizada, calcula la media o el
valor máximo. Esta ventana tiene un desplazamiento igual al de los filtros en las
capas de convolución, lo que permite reducir el tamaño del mapa de característi-
cas sin perder información relevante.

Por tanto, la estructura de una CNN que podemos ver en la 2.5 toma una
imagen como entrada y la pasa a través de capas de convolución y de pooling,
las cuales extraen las características. Una vez terminado el proceso de extracción
de características, se conecta la salida con una red neuronal artificial llamada full
connected que permite identificar la clase a la que pertenece la entrada.
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Figura 2.4: Operación de Pooling de una red convolucional. En la parte superior podemos
ver una operación de MaxPooling y abajo la operación de AveragePooling. Imagen obtenida

de [16].

Figura 2.5: Funcionamiento de una Red Neuronal Artificial. En la parte izquierda pode-
mos ver la primera parte formada por capas de convolución y de pooling para extraer
características. A la derecha estas características se procesan por una red full connected.

Imagen sacada de [17].

2.2 Arquitecturas Empleadas

Para este trabajo, hemos utilizado algunas de las arquitecturas ya existentes
debido a su gran potencia de reconocimiento y eficiencia para resolver los com-
plejos problemas de segmentación y reconocimiento. Es interesante profundizar
en el concepto de las siguientes arquitecturas para entender por qué tienen un
buen desempeño en este tipo de problemas.

Estos últimos años, el crecimiento de las CNN en el ámbito del campo de vi-
sión por computador ha sido significativo y ha comportado numerosos avances.
Junto con el uso de GPUs para el entrenamiento de las redes neuronales, cabe
destacar el nacimiento en 2010 de la competición de ImageNet1. El proyecto Ima-

1Página web de ImageNet: https://image-net.org/

https://image-net.org/
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geNet [18] consiste en una gran base de datos, que actualmente cuenta con más de
14 millones de imágenes etiquetadas a mano con más de 20.000 categorías. La ce-
lebración de este tipo de competiciones junto con el crecimiento de la tecnología
condujo a un avance constante de las redes neuronales convolucionales, creando
de este modo arquitecturas cada vez más complejas y profundas con una mayor
capacidad de reconocimiento.

El crecimiento en la profundidad de las redes trajo consigo uno de los pro-
blemas que encontramos en la actualidad a la hora de crear redes neuronales
convolucionales más complejas: el desvanecimiento del gradiente. El desvaneci-
miento del gradiente o vanishing gradient [19] se produce cuando las redes au-
mentan su profundidad. Como consecuencia, al llevar a cabo la retropropagación
del gradiente, este llega a valores muy pequeños y provoca que no se consigan
optimizar eficientemente los pesos de las primeras capas. Esto supone que la red
reduzca la calidad de sus resultados a medida que aumenta la profundidad. Para
resolver este problema, se introdujo el concepto que veremos a continuación en
la siguiente arquitectura.

2.2.1. Resnet

Una Resnet o Residual Neural Network es, en esencia, un tipo de arquitectura de
red convolucional basada en bloques de tipo residual. Aunque el concepto de co-
nexión residual es más antiguo [20], este tipo de arquitecturas se presentó en 2015
en [21] y supuso una gran revolución en el mundo de la visión por computador.
Se proclamó ganadora del concurso ImageNet, reduciendo la tasa de error de for-
ma significativa respecto a sus rivales y consiguiendo crear arquitecturas mucho
más profundas, mitigando el problema del desvanecimiento del gradiente.

El concepto que introduce Resnet trata de incorporar saltos o «atajos» en las
conexiones entre capas, lo que proporciona una conexión directa entre la entra-
da de una capa y la salida de otra. Estos atajos permiten que el gradiente de la
red se propague hasta las primeras capas, pudiendo así crear arquitecturas más
profundas y, por ende, alcanzar una mayor precisión al poder extraer mejores
características.

Como podemos apreciar en la figura 2.6, se suma la entrada de una capa con
la salida de subsecuente. Esta suma permite pasar el gradiente tanto por las capas
de la red como por las conexiones residuales o shortcut connections. El gradiente
es 1 con respecto a cada una de las entradas a la suma, por lo que este no se
multiplica por ningún factor que pueda provocar que disminuya, sino que fluye
de manera natural a lo largo de todas las capas, mitigando o disminuyendo de
manera significativa el problema de desvanecimiento del gradiente.

2.2.2. Vovnet

Cuando se trata de crear redes más eficientes se suelen tener en cuenta los
Floating Point Operation per Second (FLOPS) y los parámetros de la red. Sin embar-
go, los resultados de estas métricas son valores indirectos, por lo que para medir
la complejidad de cálculo se deben utilizar métricas directas como la velocidad o
la latencia.
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Figura 2.6: Concepto de conexión residual. Sacado de [21].

A la hora de hablar de redes neuronales convolucionales, uno de los factores
con mayor coste es el Memory Access Cost (MAC), principal fuente de consumo de
energía y tiempo. Concretamente, el Dynamic Random Access Memory (DRAM), es
el acceso con el coste más elevado.

Las tareas del mundo real exigen alcanzar la mejor precisión posible dentro
de un entorno de recursos limitado. Como se propone en [22], hay que tener en
cuenta métricas directas para la evaluación de los modelos. Es por esto que se
crea el tipo de arquitectura Vovnet, que consigue disminuir el MAC y por ende la
complejidad y los tiempos de entrenamiento de los modelos.

La ventaja del uso de GPUs es la computación paralela. Cuando recibe un
tensor grande, la GPU se puede utilizar por completo, pero el problema llega
cuando, en redes como Resnet o DenseNet [23], una capa convolucional se divide
en varias más pequeñas. Aunque a efectos prácticos es el mismo, la computación
de la GPU es ineficiente. Esto se ve en el uso de convoluciones con un kernel
1 × 1, que, aunque reduce el número de FLOPS no favorece a la eficiencia. En
Resnet se utilizan convoluciones con kernel 1 × 1 después de una convolución
con kernel 3× 3, reduciendo así la cantidad de FLOPS y el número de parámetros.
No obstante, esto provoca que la capa con kernel 3x3 se divida en dos capas más
pequeñas, llevando a tener más cálculos secuenciales y reduciendo la velocidad
de inferencia. Esto se conoce como cuello de botella.

Otro punto a destacar en estas redes es el aumento lineal del tamaño del ca-
nal de entrada (filtros) con respecto a la profundidad. Esto supone un problema,
puesto que hace que el cálculo general pueda crecer cuadráticamente en cuanto a
la profundidad.

La arquitectura de Vovnet presenta el concepto de módulo One-Shot Aggrega-
tion (OSA). Este tipo de bloque o módulo se basa en la potencia de representación
de características que tienen las redes DenseNet. Sin embargo, dicho módulo solo
realiza una única agregación a la vez, como podemos ver en 2.7. Al concatenar las
características en la última capa a la vez, se reduce significativamente el MAC y se
mejora la eficiencia de cálculo de la GPU. Vovnet también aborda el problema de
aumentar linealmente el canal de entrada, ya que mantiene constante el número
de canales con respecto a la profundidad de la red. Gracias a esto, se reduce el
coste de acceso a la memoria disminuyendo las operaciones por elemento.
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Figura 2.7: Comparación módulo resnet (a) con el módulo OSA (b), donde podemos apre-
ciar la agregación única al final del bloque. Imagen sacada de [22].

2.2.3. Mask R-CNN

En marzo de 2017, el equipo de Facebook AI Research (FAIR) publicó el paper [7],
donde se propuso la arquitectura Mask R-CNN. Esta se basa en Faster R-CNN [24],
aunque mejora la precisión en la detección de instancias. Además, Mask R-CNN
añade la tarea de segmentación de instancias.

Para entender mejor el funcionamiento de esta arquitectura es necesario com-
prender una serie de conceptos:

Object detection: Técnica que permite que, dada una imagen de entrada, se
conozca la clase a la que pertenece cada objeto que aparece dentro de esta imagen,
así como las coordenadas de una caja delimitadora o bounding box que contiene
dentro cada objeto.

Image Segmentation: Consiste en generar una máscara a nivel de píxel que con-
tiene las formas exactas de cada objeto que aparece en la imagen, lo que implica
conocer su bounding box. Aquí diferenciamos dos tipos de segmentación:

Semantic Segmentation: La segmentación semántica clasifica cada píxel en
un conjunto fijo de categorías sin diferenciar instancias de objetos. Se ocupa
de la identificación/clasificación de objetos similares como una sola clase
desde el nivel de píxel.

Instance Segmentation: La segmentación de instancias se ocupa de la de-
tección correcta de todos los objetos de una imagen, independientemente
de si hay dos o más objetos de una misma clase. Combina la detección, la
localización y la clasificación de objetos.

El software Detectron2, utilizado en este trabajo, se ha desarrollado para la
detección y segmentación de objetos. Este usa la arquitectura Mask R-CNN, em-
pleada en [4] y en la cual se basa esta memoria. Mask R-CNN permite detectar los
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Figura 2.8: Comparación de Object Detection, Semantic Segmention y Insatance Segmentation.
Imagen sacada de [25].

diferentes objetos de una imagen de entrada, donde cada objeto tiene asociado
una clase, un bounding box y una máscara.

La arquitectura de Mask R-CNN como podemos apreciar en 2.11 recibe como
entrada una imagen, la cual se procesa mediante un backbone, objeto de estudio
clave de este trabajo, formado por una CNN en conjunto con un Feature Pyramid
Network (FPN). La CNN, la cual procesa las imágenes, está dividida en diferen-
tes stages con respecto a la profundidad de la red. Este proceso se conoce como
bottom-up, que reduce la dimensionalidad de las imágenes en cuanto a tamaño y
la aumenta respecto a la cantidad de canales.

En cada stage se pasan los mapas de características aprendidos hacia la FPN
mediante conexiones laterales paralelas. El proceso que realiza la FPN se conoce
como top-down, el cual vuelve a aumentar el tamaño de los mapas de caracterís-
ticas recibidos por la CNN en cada una de los stages. Podemos ver el proceso que
realiza el backbone en la figura 2.9. Después de procesar la imagen con el backbone
y extraer sus características, se pasan los resultados por una Region Proposal Net-
work (RPN), la cual obtiene mapas de características con muchas propuestas de
región. Podemos ver cómo funciona una RPN en la figura 2.10.

Utilizando estas propuestas de región sobre el mapa de características se ob-
tienen regiones del mapa de características que pasan por una capa RoIAlign que,
al igual que en Faster R-CNN con la capa RoI Pooling, transforma los RoIs de dis-
tinto tamaño en un tamaño fijo. Para generar la segmentación de instancias, las
regiones del mapa de características pasan por una red llamada Fully Convolutio-
nal Network (FCN), formada por dos capas de convolución que permiten a Mask
R-CNN obtener una máscara binaria que clasifica cada píxel de la imagen cubier-
ta por la región propuesta. Esta máscara se generará por cada región de interés y
por cada clase de objeto.
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Figura 2.9: Estructura de un backbone para Mask R-CNN. Podemos ver el proceso de
bottom-up realizado por la CNN y el top-down por la FPN. Imagen sacada de [26].

Figura 2.10: Funcionamiento de una RPN. Imagen sacada de [24].
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Figura 2.11: Arquitectura de Mask R-CNN. Una imagen de entrada pasa por el backbo-
ne (Resnet) con FPN, dando como resultado un Mapa de Características (MdC).Este se
procesa por la RPN para obtener RoIs, que se utilizan para obtener los RoIs del mapa
de características, que luego pasan por el RoIAlign. El resultado sonRoIs deformados del
MdC, estos pasan a las FC para obtener las clasificaciones y las cajas delimitadoras de los

RoIs.
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2.3 Recursos Hardware

Para poder entrenar arquitecturas basadas en redes neuronales convoluciona-
les como Mask R-CNN, es necesaria una gran potencia de cálculo, dado que este
proceso puede tardar días. Esta potencia la podemos conseguir mediante el uso
de GPUs y su capacidad de procesar cálculos matriciales en paralelo que reducen
los tiempos de entrenamiento.

Para llevar a cabo todos los experimentos de esta memoria se han utilizado
las máquinas ofrecidas por el centro de investigación PRHLT de la Universidad
Politécnica de Valencia, ya que vamos a trabajar con imágenes en 2D de gran
tamaño y entrenar modelos de Deep learning que cuentan con muchos parámetros.
Esta potencia ha sido obtenida mediante el uso de dos máquinas del centro con
los siguiente componentes:

2 GPUs NVIDIA GeForce RTX 2080 con 8 GB cada GPU.

128 GB de memoria principal.

2.4 Recursos Software

Para llevar a cabo este trabajo hemos hecho uso del software detectron2 [27],
implementado mediante el entorno de trabajo pytorch. Detectron2 proporciona
una plataforma simple y a la vez potente para las tareas de visión por compu-
tador llevadas a cabo, permitiendo la fácil modificación del código y parámetros,
tarea esencial en proyectos de investigación. Estos últimos años, pytorch se ha con-
vertido en uno de los framework más populares en el mundo de Machine Learning,
puesto que utiliza python, lenguaje de alto nivel que optimiza los datos utilizados
en modelos de Deep Learning.

2.4.1. PyTorch

Pytorch es una biblioteca o framework de Machine Learning, de código abierto,
basada en la biblioteca de Torch y utilizada ampliamente en proyectos de visión
por computador y procesamiento del lenguaje. Se desarrolló por FAIR y se creó
para ser flexible y modular en cuanto a la investigación en el campo del Deep
Learning. Proporciona un paquete de Python diseñado para realizar cálculos nu-
méricos, haciendo uso de la programación de tensores. Asimismo, permite su
ejecución en GPU, utilizando el paralelismo de datos y distribuyendo el trabajo
computacional para una mayor eficiencia y rapidez a la hora de entrenar mode-
los.

2.4.2. Detectron2

Detectron2 es una biblioteca modular de código abierto creada por FAIR para
el uso de modelos de visión por computador basada en PyTorch. Es una mejora
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de Detectron más flexible que utiliza PyTorch como modelo de programación más
intuitivo.

Detectron2 incorpora el uso de arquitecturas como Mask R-CNN y permite la
fácil modificación del código y los parámetros e hiperparámetros. Cuenta con
una gran cantidad de modelos preentrenados y soporta cuatro tipos de tareas de
visión por computado: Object detection, semantic segmentation, instance segmentation
y panoptic segmentation.

2.4.3. CUDA

CUDA es una arquitectura de cálculo paralelo creada por NVIDIA, la cual
aprovecha la potencia de cálculo proporcionada por las GPUs y ofrece un mayor
rendimiento del sistema.

2.4.4. Nvidia cuDNN

Se utiliza como complemento a CUDA. Se trata de bibliotecas orientadas hacia
técnicas de Deep Learning que aceleran la GPUs.



CAPÍTULO 3

Experimentos

En este capítulo vamos a observar con detalle los experimentos realizados en
esta memoria. En primer lugar, veremos los diferentes modelos que utilizaremos
para el problema planteado. A continuación, comentaremos las métricas de eva-
luación para más adelante poder comparar el rendimientos de los modelos y así
poder elegir aquel que se adapte mejor a nuestras necesidades. Seguidamente,
se evaluarán modelos con diferentes parámetros para encontrar el que mejor de-
sempeño tenga en nuestra tarea. Para finalizar este capítulo, compararemos el ca-
so base con los modelos que hayan logrado los mejores resultados. De este modo,
podremos detectar las mejoras obtenidas y sacar conclusiones sobre este estudio.

3.1 Modelos Propuestos

Las redes neuronales propuestas como backbone para Mask R-CNN son redes
neuronales convolucionales, las cuales son las encargadas de extraer las caracte-
rísticas necesarias para las siguientes etapas de la arquitectura. En estos modelos
reside una parte significativa del tiempo de ejecución total, así como el uso y con-
sumo de la memoria de la GPU.

En esta sección observaremos los modelos utilizados. Para empezar, contamos
con algunas variantes de la arquitectura Resnet [21]. Hemos utilizado arquitec-
turas ya creadas como Resnet 101 y Resnet 50. También hemos creado nuestras
propias arquitecturas basadas en Resnet, como Resnet 50b, Resnet 50c y Resnet 31.
Asimismo, hemos trabajado con la arquitectura Vovnet [22] y hemos hecho uso
de sus diferentes modelos predefinidos, desde la arquitectura más simple, como
Vovnet 19Lite, hasta arquitecturas de gran profundidad como Vovnet 99.

3.1.1. Resnet

Como ya hemos explicado en el marco teórico, Resnet es un tipo de red neuro-
nal convolucional que utiliza conexiones residuales para poder propagar el gra-
diente hasta las primeras capas sin que este se degrade por el camino. Resnet está
formada básicamente por un stem, parte inicial de la red que no tiene conexión
residual y seguido de las stages. Para Mask R-CNN, Resnet está formada por 1
stem, seguido de 4 stages originalmente enumeradas de la 2 a la 5, las cuales pa-
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san la información extraída a la FPN mediante las conexiones laterales de forma
paralela.

Cada stage de Resnet está formada por los llamados bottlenecks. En Resnet te-
nemos dos tipos de bottlenecks, como podemos ver en la figura 3.1. A la izquierda
tenemos un basic bottleneck, el cual está formado por una capa de convolución con
un kernel 1 × 1 que reduce la cantidad de canales para poder procesarlos por la
siguiente convolución con un kernel 3× 3 que extrae nuevas características. Final-
mente, se procesa por otra convolución con kernel 1 × 1 que aumenta de nuevo el
número de canales y se fusiona con la entrada inicial (input) a través la conexión
residual, que se realiza mediante una suma de ambas salidas que deben tener el
mismo tamaño (shape).

A la derecha de la figura 3.1 podemos ver el identity bottleneck. Este se encuen-
tra al principio de cada stage y funciona de la misma forma que el basic bottleneck,
con la diferencia de que añade una convolución con un kernel 1x1 en la conexión
residual para poder igualar el número de canales de entrada (input) con la salida
y sumarlos al final del bottleneck.

Dependiendo de la profundidad de la red, cada stage está formada por un iden-
tity bottleneck, seguido de una cantidad de basic bottlenecks. A mayor profundidad,
más basic bottlenecks habrá.

Figura 3.1: A la izquierda tenemos el Basic Bottleneck de Resnet. A la derecha podemos ver
el Identity Bottleneck el cual se sitúa al inicio de cada stage.

Por lo que respecta al stem, hemos modificado el stem original de Resnet para
comprobar el comportamiento del modelo en cuanto a precisión. Por lo tanto,
contamos con las arquitecturas Resnet50a , b y c. Cada una de ellas hace referencia
a un tipo diferente de stem, siendo Resnet 50a el stem original. Podemos ver las
configuraciones de los diferentes stems en la figura 3.2.

En cuanto al stem de Resnet 50b, hemos optado por modificar la profundidad
de este para ver el impacto que podría tener utilizar un mayor número de convo-
luciones, ya que, a mayor profundidad, más posibles características encontraría
el stem. Finalmente, el stem de Resnet 50c es una fusión de los dos stems anteriores.
Utiliza conexiones paralelas para aprovechar, por un lado, las ventajas de apilar
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tres capas convolucionales con un kernel 3 × 3, y por otro lado, para beneficiarse
de la capacidad de extracción de características de una capa convolucional con
un kernel más grande, como es del de 7 × 7. Ambos caminos se fusionan antes de
la operación de average pooling, por lo que es necesario que las salidas de ambos
caminos tengan el mismo tamaño (shape).

Tal y como se ha descrito anteriormente, hemos utilizado cinco arquitecturas
de Resnet diferentes. Por una parte, analizaremos el impacto de la profundidad
de la red. Por otra parte, examinaremos cómo afecta el stem inicial.

Para más adelante poder comparar las diferentes ejecuciones con distintos
modelos, se guardará el tiempo de ejecución, así como el uso de la memoria GPU.
También se generarán los resultados en cuanto a precisión en las tareas de seg-
mentación y detección de objetos, para las que utilizaremos el conjunto de test del
dataset.

En la tabla 3.1, podemos ver las diferentes configuraciones de las cinco ar-
quitecturas de Resnet. Todas las arquitecturas que encontramos tienen un aspecto
en común: el aumento de manera lineal en número de filtros empleados en cada
stage. En el primer stage tenemos 64 canales de entrada y 256 de salida. Para el
segundo stage, el número tres, contamos con 128 canales en la entrada y 512 en la
salida. El stage cuatro recibe como entrada 256 canales y tiene una salida de 1024.
Finalmente, para el stage número cinco, tenemos 512 canales en la entrada y 2048
en la salida.

En cuanto a las arquitecturas, encontramos en primer lugar la Resnet 31, la
arquitectura menos profunda, que consta de 31 convoluciones en total. Los stages
2 y 4 están formados por un identity bottleneck, seguido de un basic bottleneck. Los
stages 3 y 5 están formados por tres bottlenecks, un identity bottleneck al inicio de
cada stage y dos basic bottlenecks.

Por lo que concierna a las arquitecturas de Resnet 50, explicaremos la confi-
guración de Resnet 50a, ya que la única diferencia entre los tres tipos de modelos
de Resnet 50 es el stem inicial. Resnet 50 está formada por un identity bottleneck al
inicio de todas sus stages y por tres basic bottlenecks para el stage número 2, cuatro
para el stage 3, seis para el stage 4 y, finalmente, tres para el stage 5. Para Resnet 50a
contamos con un total de 50 capas convolucionales, mientras que para Resnet 50b
contamos con 52 capas y para Resnet 50c 53.

Por último, podemos apreciar la arquitectura de Resnet 101, formada por el
stem original. Como las arquitecturas anteriores, cuenta con un identity bottleneck
al inicio de cada stage y con dos basic bottlenecks para el primer stage y tres para el
segundo. Seguidamente, vemos 22 basic bottlenecks para el stage 4 y, para finalizar,
dos basic bottlenecks en el último stage.

3.1.2. Vovnet

Vovnet introduce el módulo One-Shot Aggregation (OSA), el cual realiza una
agregación de todas las salidas de las convoluciones en la última capa a la vez.
Dicho módulo se explicará a continuación.
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Tabla 3.1: Topologías Resnet.

Stage Resnet 31 Resnet 50A Resnet 50B Resnet 50C Resnet 101

Stem Conv 7x7, 64 , s=2 , p=3
AvgPool 3x3 , s=2

Conv 7x7, 64 , s=2 , p=3
AvgPool 3x3 , s=2

Conv 3x3, 64, s=2, p=2
Conv 3x3, 64, s=1, p=1
Conv 3x3, 64, s=1, p=1
AvgPool 3x3 , s=2

[Conv 3x3, 64, s=2, p=2
Conv 3x3, 64, s=1, p=1
Conv 3x3, 64, s=1, p=1] &
[Conv 7x7, 64 , s=2 , p=3]
AvgPool 3x3 , s=2

Conv 7x7, 64 , s=2 , p=3
AvgPool 3x3 , s=2

Stage 2
[Conv 1x1 , 64
Conv 3x3 , 64
Conv 1x1, 256 ] x 2

[Conv 1x1 , 64
Conv 3x3 , 64
Conv 1x1, 256 ] x 3

[Conv 1x1 , 64
Conv 3x3 , 64
Conv 1x1, 256 ] x 3

[Conv 1x1 , 64
Conv 3x3 , 64
Conv 1x1, 256 ] x 3

[Conv 1x1 , 64
Conv 3x3 , 64
Conv 1x1, 256 ] x 3

Stage 3
[Conv 1x1, 128
Conv 3x3, 128
Conv 1x1 512] x 3

[Conv 1x1, 128
Conv 3x3, 128
Conv 1x1 512] x 4

[Conv 1x1, 128
Conv 3x3, 128
Conv 1x1 512] x 4

[Conv 1x1, 128
Conv 3x3, 128
Conv 1x1 512] x 4

[Conv 1x1, 128
Conv 3x3, 128
Conv 1x1 512] x 4

Stage 4
[Conv 1x1. 256
Conv 3x3, 256
Conv, 1x1 1024] x 2

[Conv 1x1. 256
Conv 3x3, 256
Conv, 1x1 1024] x 6

[Conv 1x1. 256
Conv 3x3, 256
Conv, 1x1 1024] x 6

[Conv 1x1. 256
Conv 3x3, 256
Conv, 1x1 1024] x 6

[Conv 1x1. 256
Conv 3x3, 256
Conv, 1x1 1024] x 23

Stage 5
[Conv 1x1, 512
Conv 3x3, 512
Conv 1x1, 2048] x 3

[Conv 1x1, 512
Conv 3x3, 512
Conv 1x1, 2048] x 3

[Conv 1x1, 512
Conv 3x3, 512
Conv 1x1, 2048] x 3

[Conv 1x1, 512
Conv 3x3, 512
Conv 1x1, 2048] x 3

[Conv 1x1, 512
Conv 3x3, 512
Conv 1x1, 2048] x 3

Tabla 3.2: Topologías Vovnet.

Stage Vovnet 19 Lite Vovnet 19 Vovnet 39 Vovnet 57 Vovnet 99

Stem
Conv 3x3, 64, s=2
Conv 3x3, 64, s=1
Conv 3x3, 128, s=1

Conv 3x3, 64, s=2
Conv 3x3, 64, s=1
Conv 3x3, 128, s=1

Conv 3x3, 64, s=2
Conv 3x3, 64, s=1
Conv 3x3, 128, s=1

Conv 3x3, 64, s=2
Conv 3x3, 64, s=1
Conv 3x3, 128, s=1

Conv 3x3, 64, s=2
Conv 3x3, 64, s=1
Conv 3x3, 128, s=1

OSA Module
Stage 2

[[ Con 3x3, 128 ]x 3
concat &
Conv 1x1 256] x1

[[ Con 3x3, 128 ]x 3
concat &
Conv 1x1 256] x1

[[ Con 3x3, 128 ]x 5
concat &
Conv 1x1 256] x1

[[ Con 3x3, 128 ]x 5
concat &
Conv 1x1 256] x1

[[ Con 3x3, 128 ]x 5
concat &
Conv 1x1 256] x1

OSA Module
Stage 3

MaxPool 3x3 s=2
[[ Con 3x3, 160]x 3
concat &
Conv 1x1 512] x1

MaxPool 3x3 s=2
[[ Con 3x3, 160 ]x 3
concat &
Conv 1x1 512] x1

MaxPool 3x3 s=2
[[ Con 3x3, 160 ]x 5
concat &
Conv 1x1 512] x1

MaxPool 3x3 s=2
[[ Con 3x3, 160 ]x 5
concat &
Conv 1x1 512] x1

MaxPool 3x3 s=2
[[ Con 3x3, 160 ]x 5
concat &
Conv 1x1 512] x3

OSA Module
Stage 4

MaxPool 3x3 s=2
[[ Con 3x3, 192 ]x 3
concat &
Conv 1x1 762] x1

MaxPool 3x3 s=2
[[ Con 3x3, 192]x 3
concat &
Conv 1x1 768] x1

MaxPool 3x3 s=2
[[ Con 3x3, 192 ]x 5
concat &
Conv 1x1 768] x2

MaxPool 3x3 s=2
[[ Con 3x3, 192 ]x 5
concat &
Conv 1x1 768] x4

MaxPool 3x3 s=2
[[ Con 3x3, 192]x 5
concat &
Conv 1x1 768] x8

OSA Module
Stage 5

MaxPool 3x3 s=2
[[ Con 3x3, 224 ]x 3
concat &
Conv 1x1 1024] x1

MaxPool 3x3 s=2
[[ Con 3x3, 224]x 3
concat &
Conv 1x1 1024] x1

MaxPool 3x3 s=2
[[ Con 3x3, 224 ]x 5
concat &
Conv 1x1 1024] x2

MaxPool 3x3 s=2
[[ Con 3x3, 224 ]x 5
concat &
Conv 1x1 1024] x3

MaxPool 3x3 s=2
[[ Con 3x3, 224 ]x 5
concat &
Conv 1x1 1024] x3

Las arquitecturas de Vovnet, al igual que las de Resnet, están formadas por un
stem seguido de 4 stages, de la 2 a la 5. Estas stages están formadas por uno o más
módulos OSA dependiendo de la profundidad de la red.

Cada módulo OSA está formado por cinco capas convolucionales con kernel
3x3 secuenciales, tal y como podemos apreciar en la figura 3.6. Todas las salidas
de las capas se concatenan con profundidad. Posteriormente, encontramos una
convolución con kernel 1 × 1 que aumenta el número de canales de la salida del
módulo, al igual que en los bottlenecks deResnet.

Para este trabajo hemos utilizado cinco modelos distintos de Vovnet para ver
cómo afecta la profundidad y la complejidad de la red en cuanto a los resulta-
dos y los tiempos de ejecución. En la tabla 3.2 podemos apreciar las diferentes
configuraciones de las arquitecturas de Vovnet empleadas.

En cuanto a las arquitecturas menos profundas, encontramos la Vovnet 19Lite
y la Vovnet 19, que constan de 19 convoluciones en total. Las cuatro stages están
formadas por un módulo OSA, el cual contiene tres convoluciones con kernel 3× 3
de forma secuencial. Una vez realizada la agregación de las tres capas convolu-
cionales, se aplica una convolución con kernel 1 × 1 para aumentar el número del
canales de la salida del módulo.
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Finalmente, contamos con una configuración distinta en el módulo OSA para
las topologías de Vovnet 39, Vovnet 57 y Vovnet 99. Este módulo está formado por
cinco capas convolucionales con kernel 3 × 3 de forma secuencial, la salida de las
cuales se concatena, siendo procesada al final del módulo por una convolución
con kernel 1× 1 para aumentar el número de canales de salida. La diferencia entre
las topologías reside en la cantidad de módulos OSA.

Vovnet 39 contiene un módulo para las stages 2 y 3, seguido de dos módulos
para las stages 4 y 5. En cuanto a Vovnet 57, las dos primeras stages también están
constituidas por un único módulo OSA. La stage 4 contiene cuatro módulos y la
stage 5 tres.

Por último, Vovnet 99, al igual que todas las topologías anteriores, cuenta con
un solo módulo para el primer stage . El segundo stage está compuesto por tres
módulos, mientras que el stage 4 contiene un total de ocho módulos OSA. Para
terminar, el último stage está formado por tres módulos OSA.
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Figura 3.2: Comparación de los 3 stems utilizados en los experimentos.

Figura 3.3: Stem Original de
Resnet.

Figura 3.4: Stem B. Este esta
formado por 3 capas convo-
lucionales con kernel 3× 3 pa-
ra sustituir el funcionamien-
to de la capa 7 × 7 del stem

original.

Figura 3.5: Stem C. Este stem
es una combinación en para-
lelo de los dos stems anterio-

res.
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Figura 3.6: Representación del funcionamiento de un módulo OSA de la arquitectura
Vovnet. Este ejemplo cuenta con 3 capas convolucionales con kernel 3 × 3 en su interior.

Imagen sacada de [28].
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3.2 Métricas de evaluación de resultados

Para evaluar los modelos utilizados como backbone, tendremos en cuenta la ca-
lidad y la eficiencia de los resultados obtenidos en el conjunto de test. En esta sec-
ción, presentaremos las métricas utilizadas para ambas mediciones. No obstante,
antes de proceder a dicha presentación, es de gran interés explicar las tareas que
realiza la arquitectura Mask R-CNN. La segmentación semántica de objetos es una
de las tareas que lleva a cabo esta arquitectura. Este proceso consiste en clasificar
cada píxel según su categoría. De ahora en adelante, acortaremos el nombre de
dicho proceso y lo denominaremos segmentación. La otra tarea que realiza Mask
R-CNN es la de detección de objetos. Esta devuelve las coordenadas de una caja
que delimita el objeto encontrado. Estas cajas se conocen como bounding boxes. A
partir de este momento, designaremos esta tarea bounding box

Para finalizar, la segmentación y el bounding box serán evualuados con las mé-
tricas de calidad.

3.2.1. Métricas de calidad

Tanto para la detección de objetos como para la segmentación de imágenes es
necesario poder medir la calidad de las predicciones del algoritmo utilizado. La
precisión meda promedio o mean average precision (mAP) es una métrica estándar
calculada a partir de la precisión promedio AP.

Como consecuencia del uso de Detectron2, el cálculo de las métricas de cali-
dad se encuentra en formato COCO. Este formato utiliza distintos umbrales de
decisión, lo que permite obtener diferentes aspectos de precisión. El origen de
este formato proviene de la creación de un dataset llamado COCO [29]. Debido a
la enorme popularidad que alcanzó este, la comunidad empezó a utilizar el for-
mato que empleaba el dataset para evaluar los resultados, por lo que terminó por
denominarse formato COCO.

Este formato no distingue entre AP y mAP. Para evaluar la precisión de la
segmentación y el bounding box se utilizan las siguientes medidas:

AP: Es la precisión promedio de todas las categorías.

AP50: Es la precisión media que se obtiene al emplear el set de validación
con un umbral de decisión de 0.5.

AP75: Es la precisión media que se obtiene al emplear el set de validación
con un umbral de decisión de 0.75.

APs o APSmall: Es la precisión media que se obtiene al emplear el set de
validación únicamente en los objetos pequeños con un área menor a 322

píxeles. Para el dataset utilizado en esta memoria no contamos con objetos de
dicho tamaño, por lo que estos resultados no aparecerán en los resultados
que hemos obtenido a lo largo de los experimentos.

APm o APmedium: Se trata de la precisión media que se obtiene al emplear
el set de validación únicamente en los objetos medianos con un área entre
322 y 962 píxeles.
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Figura 3.7: Intersection over union. Fórmula de ejemplo del cálculo de IIoU. Imagen ob-
tenida de [30].

APl o APlarge: Es la precisión media que se obtiene al emplear el set de va-
lidación únicamente en los objetos grandes con un área mayor a 962 píxeles

Para entender mejor estos parámetros, es esencial tener claros una serie de
conceptos.

En primer lugar, debemos entender el significado de la medida conocida como
Intersection over Union (IoU) o Intersección sobre la unión. Esta métrica se obtiene
al dividir el área de la intersección de cuadro delimitador real(ground truth box)
y el cuadro predicho(detected box) entre el área total, formada por la unión entre
ambos (ground truth + detected box). Podemos ver una representación gráfica en la
figura 3.7.

Dicho cuadro delimitador o ground truth box, referencia real al objeto, se crea
a mano e indica las coordenadas de las esquinas que lo forman, lo que genera
un valor entre 0 y 1. Cuando más cercano a 1 esté, más precisa será la predic-
ción. Puesto que conseguir un IoU = 1 es una tarea muy complicada, diferentes
umbrales son aplicados con la finalidad de determinar si una predicción es bue-
na. Estos umbrales, denominados umbrales de decisión, varían dependiendo del
tamaño de los objetos a detectar, por lo que puede haber umbrales para objetos
pequeños, medianos o grandes. Asimismo, estos puede modificarse en función
de la complejidad y el tipo de problema, por lo que cualquier algoritmo que pro-
porcione como resultado cajas delimitadoras o bounding boxes puede evaluarse
con IoU.

Esta idea del cálculo del AP en la tarea de bounding box se puede extender a la
tarea de segmentación y las máscaras predichas. En este caso, tomando en consi-
deración la máscara original y la predicha, se comparan ambas punto a punto, es
decir, píxel a píxel. Podemos calcular la IoU de las máscaras de la misma manera
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que con los bounding boxes. Para el caso de la segmentación sería la división entre
la intersección de la máscara original y la predicha con la unión de ambas.

Seguidamente, explicaremos el cálculo de AP. La definición general de la Pre-
cisión Promedio (AP) es encontrar el área bajo la curva de precisión-recuperación.
El resultado de integrar la curva mediante la ecuación 3.1.

AP = (
∫ 1

0
p(r)dr) (3.1)

El AP obtiene un resultado diferente para cada una de las clases que se en-
cuentran en la imagen, por lo que se usa el mAP (Precisión Promedio) para hallar
el AP promedio de todas las clases. Podemos calcularlo con el uso de la ecuación
3.2.

mAP =
(∑k

i=1 APi)

K
(3.2)

En este trabajo, para las tareas de segmentación y bounding box, se han utiliza-
do las métricas de COCO empleadas por Detectron2, concretamente el AP, AP50,
AP75, APm y APl.

3.2.2. Métricas de eficiencia

Con respecto a las métricas de eficiencia, nos serviremos de los tiempos de eje-
cución de la arquitectura Mask R-CNN además del uso de memoria de las GPUs.

Como observaremos con más profundidad en la sección del impacto del nú-
mero de epochs, Detectron2 funciona por iteraciones, por lo que es crucial pasar
esta métrica a epochs con la finalidad de comparar adecuadamente los modelos.
Mediremos los tiempos de ejecución bajo el mismo número de epochs para equi-
parar las diferencias en los tiempos de ejecución, buscando un balance entre una
reducción de tiempos y mantener la calidad de los resultados.

Con el objetivo de seguir la línea de los experimentos, explicaremos previa-
mente la diferencia entre epohs e iteraciones. Epoch es el tiempo necesario para
que un modelo observe todas las imágenes de un dataset. El número de iteracio-
nes I viene dado por el tamaño del dataset, |Dtr| y el batch utilizado bsize , ya que,
una epoch tendrá tantas iteraciones como cantidad de posibles batches tenga el
dataset completo.

I =
|Dtr|
bsize

(3.3)

Para medir el uso de la memoria, se mantendrá monitorizada la GPU me-
diante scripts en bash en constante ejecución. Como las GPUs tienen un máximo
de memoria disponible, concretamente 7982MiB, mediremos el consumo medio
con la intención de buscar la configuración de parámetros y el backbone con bajo
consumo de memoria sin perder calidad.
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3.3 Descripción del dataset VORAU-253

Para realizar este trabajo hemos utilizado el dataset VORAU-253. En este ca-
pítulo examinaremos con más detenimiento este dataset y las técnicas utilizadas
junto a los recursos empleados para resolver el problema.

Vorau Abbey library Cod. 253 (VORAU-253), fechado alrededor del año 1450, es
un dataset de manuscritos musicales con notación gótica alemana. Está etiqueta-
do manualmente y se utiliza para la tarea de reconocimiento de música escrita a
mano (HMR, Handwritten Music Recognition). El dataset está formado por un total
de 228 imágenes, dividido al azar con 128 imágenes para el conjunto de entrena-
miento y 100 para el test.

Figura 3.8: Ejemplo imágenes dataset VORAU.

Asimismo, el dataset está formado por 3 tipos de regiones diferentes, staff, lyrics
y dorp-capital:

Staff : Ilustra los conjuntos de líneas y espacios horizontales con los tonos
musicales correspondientes.

Lyrics: Reproduce el texto que aparece debajo del staff. Se trata de las pala-
bras que se cantan.

Drop-capital: Representa la letra que puede aparecer al principio de una pa-
labra o de una línea de Staff .

Podemos ver un ejemplo más detallado de estos tres tipos de regiones en la
imagen 3.9.

3.4 Experimentos y Resultados

En este apartado, explicaremos el caso base del que partimos al realizar esta
memoria y nombraremos los resultados y los parámetros que se utilizaron en la
ejecución con el propósito de poder compararlos posteriormente con los resulta-
dos de nuestros experimentos.
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Figura 3.9: Ejemplo de los 3 tipos de regiones de VORAU.

Seguidamente, estudiaremos el impacto de las diferentes modificaciones en
los parámetros y analizaremos la manera en que estas afectan al rendimiento, a
los tiempos de ejecución, al uso de la memoria GPU y a la precisión.

Finalmente, una vez obtenidos los parámetros óptimos, se realizarán las dife-
rentes pruebas con las distintas topologías de redes nombradas en los apartados
anteriores con el fin de analizar su desempeño con los parámetros obtenidos. De
este modo, podremos encontrar la mejor configuración parámetros-topología y
solucionar el problema planteado en esta memoria.

3.4.1. Caso Base

En este trabajo partimos de los experimentos realizados por Lorenzo Quirós
en su Tesis Doctoral [4], donde se utiliza la arquitectura Mask R-CNN para las
tareas de segmentación y detección de objetos del dataset VORAU-253.

Los resultados obtenidos al replicar los experimentos se muestran en la tabla
3.3. Estos experimentos han sido realizados con un batch de cuatro imágenes, un
learning rate de 0.02 y la topología Resnet 50 como backbone. Con esta configura-
ción, se han obtenido unos tiempos de ejecución de 10 horas y 48 minutos. Cabe
destacar que el máximo tamaño de batch posible con los recursos disponibles es
de seis imágenes para Resnet 50.

Con respecto al uso de memoria, la GPU1 tiene un consumo medio de 4941MiB,
a diferencia de la GPU2, que posee un consumo de 4901MiB.

Tabla 3.3: Resultados Experimento Caso Base. Se han utilizado las métricas de COCO
para las tareas de segmentación y bounding box.

Task AP AP50 AP75 APm APl
Bounding Box 68.66 96.45 80.48 44.88 68.85
Segmentation 67.38 95.86 78.25 38.71 67.68
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3.4.2. Efecto de la cantidad de epochs en el entrenamiento

En esta sección, llevaremos a cabo un estudio del impacto del número de
epochs con respecto a la precisión del modelo. Primeramente, cabe señalar que
detectron2 funciona por iteraciones, por lo que durante la primera etapa de expe-
rimentación se pudo apreciar que, al modificar el tamaño de batch size y lanzar el
experimento con las mismas iteraciones, los tiempos de entrenamiento aumenta-
ban o disminuían significativamente. Todos los resultados se obtuvieron utilizan-
do el conjunto de test del dataset.

Como hemos mencionado, no podemos comparar los diferentes experimentos
bajo el número de iteraciones. Es esencial convertir el número de iteraciones en
Epochs. El caso base está ejecutado con los valores por defecto de 90.000 iteracio-
nes, por lo que modificaremos este parámetro y, en consecuencia, el número de
epochs. El objetivo de este apartado es el estudio del impacto de la cantidad de
epochs y la observación de los resultados que se obtienen en cuanto a precisión y
tiempo de ejecución.

Por último, cabe destacar que todos los experimentos de este apartado se han
realizado con Resnet 50 como backbone, con el batch size de dos imágenes y con el
learning rate de 0.02.

Inicialmente, un modelo entrenado con Resnet 50 como backbone, con un batch
de cuatro imágenes y con 90.000 iteraciones, reflejaba un tiempo de ejecución de
10 horas y 48 minutos. Sin embargo, únicamente modificando el tamaño de batch
a dos imágenes se obtenía como resultado un tiempo de ejecución de 5 horas y 58
minutos. Estos dos experimentos, por tanto, no son comparables. Es imprescin-
dible equiparar bajo el mismo número de epochs y no de iteraciones, por lo que
cabe señalar cuál es la diferencia entre ambos casos.

Tal y como se mencionó en el apartado de redes neuronales, una epochs es el
número de iteraciones necesarias para ver el conjunto de train del dataset. Una vez
comprendemos esto, podemos calcular cuántas iteraciones son necesarias para un
número concreto de epochs y un batch determinado. Para el cálculo de las epochs
tendremos, por tanto, que el número de epochs E es igual al batch size multiplicado
por el número de iteraciones y dividido por el tamaño del dataset.

En la ecuación 3.4 observamos cómo calcular el número de epochs en función
de un número determinado de iteraciones y de batch size dados, siendo, por un
lado, bsize el tamaño del batch size y el número de iteraciones y, por otro, |Dtr| el
tamaño del conjunto de train del dataset.

E =
i ∗ bsize

|Dtr|
(3.4)

Para el caso comentado, con un batch de dos imágenes tenemos:

Eb=2 = 90000∗2
128 = 1407

Por otro lado, con un batch de cuatro imágenes tenemos:
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Eb=4 = 90000∗4
128 = 2812

Podemos apreciar la imposibilidad de comparar estos dos experimentos, pues-
to que poseemos el doble de epochs para un batch de cuatro imágenes. Pese a que
el número de epochs es significativamente mayor, los resultados son, tal y como
podemos observar en las tablas 3.4 y 3.5, prácticamente idénticos en cuanto a
precisión.

Tabla 3.4: Comparación resultados caso Base con batch 2 y 4. Resultados para la tarea de
Bounding Box.

Batch Size AP AP50 AP75 APm APl
2 69.43 97.68 80.84 43.91 69.97
4 68.97 96.94 81.63 43.63 69.23

Tabla 3.5: Comparación resultados experimento base con batch 2 y 4. Resultados de la
tarea de segmentación.

Batch Size AP AP50 AP75 APm APl
2 67.82 96.10 78.41 36.70 68.14
4 67.41 96.19 78.66 40.84 67.64

Tabla 3.6: Comparación tiempos de entrenamiento con batch 2 y 4 del caso base.

Batch Size Trainig Time
2 5h 58min
4 10h 48min

Como podemos observar en los resultados anteriores, pese a que la configu-
ración con un batch de cuatro imágenes se realicen el doble de epochs, la precisión
de los resultados es menor a la obtenida con la configuración con un batch de dos
imágenes, lo que es un indicador de que la red tiene un sobre entrenamiento.

Sin embargo, como podemos ver en la tabla 3.6, los tiempos son significati-
vamente menores. Esto ha dado pie a experimentar con diferentes cantidades de
epochs, con la intención de encontrar un valor óptimo.

Una vez sabemos cómo calcular el número de iteraciones para una cantidad
de epochs concreta, hemos realizado experimentos con 900, 450, 225 y 115 epochs.
La configuración para estos experimentos es de Resnet 50 como backbone, un batch
de dos imágenes y un learning rate de 0.02.

Asimismo, como bien podemos comprobar en la gráfica 3.10, aunque la can-
tidad de epochs disminuya, el AP promedio se mantiene estable e incluso mejora
tanto para la segmentación como para Bounding Box, lo que confirma el sobreen-
trenamiento de la red.

Una vez obtenidos los resultados, hemos optado por utilizar 225 y 450 epochs
en los siguientes experimentos. Pese a que con las ejecuciones con 115 epochs se
consigue el menor tiempo de ejecución, los resultados en cuanto a precisión dis-
minuyen, por lo que se ha optado por no tener en cuenta esta cantidad.
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Figura 3.10: Comparación de los APs con respecto a la cantidad de epochs.

Podemos observar los resultados de la ejecución con 450 y 225 epochs en la
tabla 3.7.

Tabla 3.7: Resultados de la ejecución con 450 y 225 epochs.

Epochs Task Task AP AP50 AP75 APm APl
450 Bounding Box 69.56 97.24 81.89 40.97 69.85

Segmentation 68.17 96.25 79.48 37.36 68.43
225 Bounding Box 69.39 97.42 81.86 46.89 69.63

Segmentation 68.31 96.26 79.51 29.35 68.68

Por último, cabe mencionar que, al reducir el número de epochs a la mitad,
los tiempos de entrenamiento también se reducen a la mitad. Con la ejecución
con 450 epochs, obtenemos un tiempo de entrenamiento de 1 hora y 54 minutos,
mientras que, con 225 epochs, obtenemos un tiempo de 57 minutos.
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3.4.3. Ajuste del learning rate

El step, parámetro ofrecido por Detectron2, ha sido otro objeto de experimenta-
ción en esta memoria. A lo largo de la ejecución, el learning rate puede modificarse
para reducir su valor. Cuando se llega al step indicado, el valor que tiene el lear-
ning rate en la epoch en ese momento se multiplica por el factor γ.

Si observamos la figura 3.11, podemos apreciar un salto en la curva de pérdida
en la epoch 150. Esto se debe a que en esta epoch se aplica el factor GAMMA en
el learning rate. En este apartado, nos centraremos en modificar dicho step con
la finalidad de descubrir de qué manera influye en cuanto a la precisión de los
resultados.

Si observamos la configuración de detectron2, podemos apreciar que el pará-
metro step está configurado por iteraciones. Podemos indicar en qué momento
se va a decrementar el learning rate con un factor GAMMA, así como señalar la
cantidad de decrementos que se van a realizar a lo largo de la ejecución. En el ca-
so base con 2813 epochs, contamos con una configuración del step de 1857 y 2500
epochs, lo que corresponde con un 66,66 % y un 88,88 % de total de epochs. Estos
son los valores por defecto que tiene detectron2 para el parámetro step.

Figura 3.11: Como afecta el parámetro step a la curva de pérdida de la red. Concretamente
sobre mask R-CNN con un backbone Resnet 50 y un batch size de 2 imágenes.

En este apartado, juntamente con los resultados obtenidos en el apartado ante-
rior, utilizaremos diferentes valores para el step con la intención de encontrar qué
configuración es la más adecuada para nuestro caso de estudio. Concretamente,
se ha experimentado con los siguientes valores de step:
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Modificación 1: Primer cambio al 40 % de las epochs o iteraciones y segundo
cambio al 70 %.

Modificación 2: Primer cambio al 75 % de las epochs o iteraciones y segundo
cambio al 90 %.

Si aplicamos estas modificaciones sobre los resultados del apartado anterior
obtenemos:

Para 450 epochs con una configuración inicial de 300 y 400 epochs.

• Modificación 1: 180 y 315 epochs.

• Modificación 2: 335.5 y 405 epochs .

Para 225 epochs con una configuración inicial de 150 y 200 epochs.

• Modificación 1: 90 y 157.5 epochs.

• Modificación 2: 168.75 y 202.5 epochs .

Una vez se han aplicado las modificaciones, podemos apreciar que, en la grá-
fica 3.12, los resultados son prácticamente idénticos tanto para la configuración
inicial como para la segunda modificación. Estos resultados nos permiten consi-
derar de gran interés modificar el learning rate en la parte final del entrenamiento.

Por otro lado, también podemos observar que el segundo step realizado no
tiene ningún impacto sobre la curva de pérdida, por lo que bastaría con aplicar
únicamente el primer step. En las tablas 3.8 y 3.9 podemos apreciar los resultados
obtenidos y, de este modo, comparar las modificaciones y los cambios producidos
en la precisión.

Tabla 3.8: Comparación resultados experimento base y las dos modificaciones en los steps
con 225 epochs. Resultados para la tarea de Bounding Box.

Configuración AP
Inicial 69.39

Modificación 1 68.66
Modificación 2 69.06

Tabla 3.9: Comparación resultados experimento base y las modificaciones en los steps con
225 epochs. Resultados de l atarea de segmentación

Configuración AP
Inicial 68.31

Modificación 1 67.88
Modificación 2 68.09

Como podemos observar en la gráfica 3.13, los experimentos con 450 epochs
se comportan del mismo modo que los experimentos con 225 epochs. Esto nos
confirma que, en este caso en concreto, la mejor elección es actualizar el learning
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Figura 3.12: Comparación de las modificaciones realizadas sobre el parámetro steps de
detectron2 para 225 epochs.

Figura 3.13: Comparación de las modificaciones realizadas sobre el parámetro steps de
detectron2 para 450 epochs.
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rate en el tramo final del entrenamiento. Los resultados obtenidos con 450 epochs
pueden observarse en las tablas 3.10 y 3.11.

Los resultados obtenidos con la configuración base, así como con la segunda
modificación, son prácticamente idénticos, por lo que para los próximos experi-
mentos se ha optado por utilizar la configuración inicial.

Tabla 3.10: Comparación resultados experimento base y las dos modificaciones en los
steps con 450 epochs. Resultados para la tare de Bounding Box.

Configuración AP
Inicial 69.47

Modificación 1 68.78
Modificación 2 69.35

Tabla 3.11: Comparación resultados experimento base y las dos modificaciones en los
steps con 450 epochs. Resultados para la tarea de Segmentación.

Configuración AP
Inicial 67.96

Modificación 1 67.65
Modificación 2 68.03
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3.4.4. Impacto del tamaño del batch

El tamaño de batch es uno de los parámetros por excelencia en el entrenamien-
to de redes neuronales. A nivel de conceptos, se sugiere que, a mayor tamaño de
batch, mejor será el cálculo del error de predicción. Esto supone que los pesos se
modificarán de manera más precisa. Sin embargo, esto no siempre ocurre debido
a la complejidad de las características que presenta cada dataset.

Esta complejidad supone un gran reto. Por un lado, un tamaño de batch alto
puede producir que la variación de las modificaciones en los pesos sea demasiado
ligera. Por otro, puede conllevar dificultades a la hora de procesar las imágenes
del batch debido al elevado número de cálculos necesarios, lo que provoca a su
vez un problema de insuficiencia de memoria. En este apartado, llevaremos a
cabo un estudio de cómo el tamaño de batch afecta en el corpus de VORAU-253.

En este apartado estudiaremos, por una parte, cómo afecta el tamaño del batch
al consumo de memoria GPU. Por otra parte, observaremos cómo este tamaño
incide en los tiempos de ejecución y en la precisión de los resultados obtenidos.

Para los siguientes experimentos se ha utilizado 450 y 225 epochs, Resnet 50
como backbone y los steps de la configuración inicial. Además, contrastaremos los
resultados con la configuración anterior modificando el backbone utilizando la to-
pología Vovnet 39.

Como podemos ver en la figura 3.14,para las ejecuciones con Resnet 50 co-
mo backbone, al ejecutar con diferente tamaño de batch, la curva de pérdida del
entrenamiento es prácticamente idéntica para los diferentes tamaños utilizados.
Como podemos ver en las tablas 3.12 y 3.13, se obtiene mayor precisión con el
tamaño de batch de dos imágenes, tanto en la tarea de bounding box como en la de
segmentación.

Por último, podemos ver en la tabla 3.13 que, con un tamaño de batch de dos
imágenes, se obtienen los mejores resultados y el uso de memoria es significa-
tivamente menor. Aunque si bien el tiempo más largo es el de esta ejecución,
observamos una variación de 11 y 13 minutos con respecto a los otros tamaños
de batch, diferencias de tiempos intrascendentes teniendo en cuenta las ventajas
obtenidas.

Tabla 3.12: Comparación resultados de ejecución con diferentes tamaños de batch para
450 epochs con Resnet 50 como backbone.Resultados para la tarea de Bounding Box.

Batch Size AP
2 69.30
4 69.15
6 69.16

Con el fin de ver cómo puede afectar el tamaño de batch en estos experimen-
tos, se ha monitoreado el uso de las GPUs mediante scripts en bash. Se guardó el
porcentaje de uso de cada GPU a cada segundo de ejecución para poder comparar
posteriormente el uso medio de la GPU en cada ejecución.

Con Resnet 50 como backbone, para un batch de dos imágenes, el uso de las
GPUs se mantiene constante la mayor parte de la ejecución del entrenamiento,
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Figura 3.14: Comparación de las curvas de pérdida de Resnet50 con 450 epochs de entre-
namiento con tamaño de batch de 2,4 y 6 imágenes.

Tabla 3.13: Comparación resultados de ejecución con diferentes tamaños de batch para
450 epochs con Resnet 50 como backbone. Resultados para la tarea de Segmentación.

Batch Size AP
2 68.02
4 67.83
6 67.51

Tabla 3.14: Comparación resultados de ejecución con diferentes tamaños de batch en
cuanto a uso de memoria y tiempos de ejecución.

Batch Size Training Time Memoria GPU1 Memoria GPU2
2 1h 55min 3319MiB 3299MiB
4 1h 44min 4835MiB 4541MiB
6 1h 42min 7845MiB 7835MiB

oscilando entre valores del 85 % y del 95 %. Hay momentos que estos sufren des-
fases cortos, puesto que la GPU espera recibir las imágenes procesadas de la CPU,
lo que conlleva bajadas en el porcentaje de uso de la GPU. Para el caso de batch
de cuatro imágenes, tenemos reducciones de hasta un 30 % de uso de memoria.

Al aumentar el tamaño del batch a cuatro imágenes, observamos una clara
diferencia. Con este tamaño de batch, el porcentaje de uso oscila entre un 70 % y
un 90 %, por lo que podemos apreciar que las GPUs tienen ahora un menor uso.
Con respecto a los desfases, pueden llegar hasta valores de un 10 % de uso, siendo
más frecuentes que con el batch de dos imágenes. Esta tendencia se confirma al
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utilizar un batch de seis imágenes que repite los patrones observado con el batch
de cuatro imágenes.

Este comportamiento puede deberse a que en nuestro caso la CPU carga las
imágenes y, una vez estas están cargadas, las pasa a la GPU. Como la GPU es más
rápida que la CPU (posee un mayor número de workes asignados) si aumentamos
el tamaño del batch, la CPU tiene una mayor carga de trabajo. Esto produce que
la GPU espera recibir información para continuar procesando, produciendo des-
ajustes de tiempo entre CPU y GPU. La CPU tarda más en procesar las imágenes
que la GPU en realizar el forward y el backward propagation, haciendo la CPU un
cuello de botella al aumentar el tamaño de batch.

Debido a que las gráficas generadas son muy extensas en tamaño, no se pue-
den apreciar si las incluimos en este apartado de la memoria. Para una mejor
visualización, se adjuntan estas gráficas en los anexos de la memoria.

Podemos ver en las tablas 3.15 y 3.16 que los resultados son a nivel general
similares, aunque de menor precisión, que confirman la tendencia obtenida con
450 epochs. Con respecto a los tiempos de entrenamiento y el uso de memoria
podemos ver en la tabla 3.17 que los tiempos de ejecución se reducen en la mitad,
mientras que el uso de memoria GPU es prácticamente el mismo.

Tabla 3.15: Comparación resultados de ejecución con diferentes tamaños de batch para
225 epochs con Resnet 50 como backbone. Bounding Box.

Batch size AP
2 69.39
4 68.57
6 68.77

Tabla 3.16: Comparación resultados de ejecución con diferentes tamaños de batch para
225 epochs con Resnet 50 como backbone. Segmentación

Batch size AP
2 68.31
4 67.45
6 67.86

Pasando a la ejecución de estos experimentos con Vovnet 39 como backbone pa-
ra ver como puede afectar el tipo de arquitectura, podemos observar claramente
en la gráfica 3.15 que a menor tamaño de batch mejor converge para nuestro caso
de estudio. Viendo los resultados en cuanto a precisión y tiempos de ejecución en
las tablas 3.18 , 3.19 y 3.20 podemos apreciar que, la precisión alcanzada con un
batch de 2 imágenes es superior, mejorando los resultados de Resnet 50.

Tabla 3.17: Comparación resultados de ejecución con diferentes tamaños de batch en
cuanto a uso de memoria y tiempos de ejecución.

Batch size Training Time Mem. GPU1 Mem. GPU2
2 57min 3025MiB 3285MiB
4 50min 4885MiB 5071MiB
6 50min 7443MiB 6463MiB
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Figura 3.15: Comparación de las curvas de pérdida de Vovnet 39 con 450 epochs de entre-
namiento con tamaño de batch de 2, 4 y 6 imágenes.

Tabla 3.18: Resultados de la ejecución con los diferentes tamaños de batch para 450 epochs
con Vovnet como backbone. Resultados para la tarea de Bounding box.

Batch size AP
2 70.23
4 69.29
6 68.85

Tabla 3.19: Resultados de la ejecución con los diferentes tamaños de batch para 450 epochs
con Vovnet como backbone.Resultados para la tarea de Segmentación.

Batch size AP
2 68.72
4 67.93
6 67.76

Tabla 3.20: Resultados de la ejecución con los diferentes tamaños de batch en cuanto a uso
de memoria y tiempos de ejecución.

Batch size Training Time Mem. GPU1 Mem. GPU2
2 2h 10min 4087MiB 4027MiB
4 1h 58min 6683MiB 6585MiB
6 1h 57min 7791MiB 7897MiB
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3.4.5. Uso de las diferentes Arquitecturas de CNNs con la confi-
guración de parámetros obtenida

Una vez realizado el estudio de cómo afectan los parámetros sobre el corpus
VORAU-253, aplicaremos los resultados obtenidos sobre las topologías presenta-
das en el apartado Modelos Propuestos.

En esta sección, pretendemos observar cómo afectan los parámetros que he-
mos estudiado en los apartados anteriores con respecto al uso de memoria GPU,
a la precisión y a los tiempos de ejecución

Los parámetros obtenidos serán utilizados como configuración para las topo-
logías propuestas en la sección Modelos Propuestos con el propósito de examinar
su rendimiento y de seleccionar aquellas con las prestaciones más adecuadas para
el objetivo de esta memoria.

Tabla 3.21: Comparación resultados de ejecución con diferentes Resnets como backbones
para Mask R-CNN. Métricas de calidad

Backbone Task AP AP50 AP75 APm APl
Resnet 31 Bounding Box 68.84 97.51 80.62 40.56 69.06

Segmentation 67.42 96.35 78.33 33.13 67.71
Resnet 50 Bounding Box 69.34 97.55 81.89 40.51 69.56

Segmentation 68.02 96.55 78.93 35.14 68.28
Resnet 50b Bounding Box 68.12 94.47 80.01 40.13 68.78

Segmentation 67.20 96.09 77.98 35.21 67.23
Resnet 50c Bounding Box 67.94 96.94 79.74 42.00 68.28

Segmentation 66.49 95.96 77.19 35.28 66.86
Resnet 101 Bounding Box 69.81 97.29 81.96 42.31 70.06

Segmentation 68.39 96.66 79.63 37.59 68.71

Tabla 3.22: Comparación resultados de ejecución con diferentes Resnets como backbones
para Mask R-CNN. Tiempos de entrenamiento y uso de memoria GPU.

Backbone Training Time Mem GPU1 Mem GPU2
Resnet 31 1h 45min 2795MiB 3089MiB
Resnet 50 1h 54min 3247MiB 3363MiB
Resnet 50b 1h 54min 2998MiB 3354MiB
Resnet 50c 1h 56min 2791MiB 3583MiB
Resnet 101 2h 26min 3965MiB 3837MiB

Si observamos los resultados en cuanto a nivel de uso de memoria GPU,Resnet
50 es la topología que mejor prestaciones nos ofrece, teniendo en cuenta la preci-
sión y el tiempo de ejecución. Resnet 50 no es la topología con el menor tiempo de
ejecución ni con la precisión más elevada, pero sí la que mejor balance tiene entre
todas las métricas utilizadas.

Finalmente, por lo que respecta a las topologías de Vovnet, Vovnet 39 es la que
mejor desempeño nos ofrece. Pese a ser una topología no muy profunda en com-
paración con Vovnet 57 o 99, es la que mejores valores de AP ha dado. Si bien el
uso de memoria es algo más elevado que Vovnet 19 Lite, los tiempos de ejecución
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Tabla 3.23: Comparación resultados de ejecución con diferentes Vovnets como backbones
para Mask R-CNN. Métricas de calidad.

Backbone Task AP AP50 AP75 APm APl
Vovnet 19L Bounding Box 68.12 97.27 80.27 37.95 68.33

Segmentation 66.89 96.41 77.96 36.50 67.33
Vovnet 19 Bounding Box 68.29 96.92 79.76 35.37 68.53

Segmentation 66.99 96.11 77.61 30.22 67.29
Vovnet 39 Bounding Box 70.00 97.55 82.08 38.18 70.30

Segmentation 68.75 96.29 79.84 32.05 69.14
Vovnet 57 Bounding Box 69.95 97.58 82.43 40.13 70.15

Segmentation 68.62 95.98 80.53 32.82 68.95
Vovnet 99 Bounding Box 70.29 97.63 82.88 42.76 70.59

Segmentation 68.91 96.06 80.34 36.85 69.23

Tabla 3.24: Comparación resultados de ejecución con diferentes Vovnets como backbones
para Mask R-CNN.

Backbone Training Time Mem GPU1 Mem GPU2
Vovnet 19L 1h 37min 3461MiB 3285MiB
Vovnet 19 1h 50min 4061MiB 3669MiB
Vovnet 39 2h 10min 4087MiB 4087MiB
Vovnet 57 2h 20min 4065MiB 4474MiB
Vovnet 99 3h 18min 5551MiB 5205MiB

difieren por muy pocos minutos, haciendo de Vovnet 39 la mejor topología para
nuestro estudio.
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3.4.6. Impacto en el consumo y los costes

En el apartado anterior, hemos analizado el desempeño que han realizado
todas las arquitecturas empleadas. Bajo el estudio de optimización de los pará-
metros y la correcta elección de la arquitectura empleada, podemos disminuir el
consumo de memoria y reducir los tiempos de ejecución sin perder prestaciones
en cuanto a precisión.

A continuación, compararemos los resultados del caso base con los resulta-
dos obtenidos con las nuevas configuraciones para incidir en cómo enriquecen a
la arquitectura. Gracias a estos resultados, nace la posibilidad de añadir nuevas
funcionalidades que puedan derivar en una mejora del rendimiento de la arqui-
tectura Mask R-CNN.

Los resultados obtenidos inciden en una reducción del consumo energético y
del consumo económico, disminuyendo de este modo el impacto sobre el medio
ambiente.

Con los resultados obtenidos en el apartado anterior, podemos observar que
la mejor topología es Resnet 50 con respecto a las arquitecturas de Resnet.

Vovnet 39 es la topología que mejor se adapta en cuanto a las arquitecturas de
Vovnet propuestas.

Seguidamente, compararemos los resultados del caso base con los resultados
de estas dos arquitecturas con la nueva configuración de parámetros con la fina-
lidad de observar los beneficios de este estudio.

Tabla 3.25: Comparación de los tiempos de entrenamiento junto a el uso de memoria
GPU del Caso Base con las dos mejores topologías.

Backbone Training Time Mem GPU1 Mem GPU2
Caso Base 10h 48min 4941MiB 4901MiB
Resnet 50 1h 54min 3247MiB 3363MiB
Vovnet 39 2h 10min 4087MiB 4087MiB

En cuanto a tiempos de ejecución,como podemos ver en la tabla 3.25, hemos
conseguido bajar de 10 horas y 48 minutos a 1 hora 54 minutos para la topolo-
gía Resnet50 y 2 horas y 10 minutos para Vovnet 39. Esto implica un ahorro de
prácticamente 9 horas para la nueva configuración de parámetros con Resnet 50
mientras que para Vovnet es de 8 horas y 38 minutos. Son mejoras significativas
en cuanto a tiempos de entrenamiento.

Respecto a el uso de memoria GPU, Resnet 50 con la nueva configuración de
parámetros consigue bajar 1,7GiB la memoria empleada, mientras que Vovnet baja
0,9GiB la memoria GPU requerida.

Esta reducción de tiempos de entrenamiento y memoria nos llevan a una re-
ducción en cuanto el consumo energético requerido. Mediante el uso de scripts
en bash se ha monitorizado la potencia a cada segundo que utiliza cada GPU, cal-
culado la potencia media requería para el entrenamiento y así poder calcular el
coste energético y por ende económico.
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Para el caso base se ha calculado que cada GPU aplica una potencia media
de 177,3W (0.177kW). Como tenemos 2 GPUs durante 10 horas y 48 minutos esta
ejecución desarrolla un trabajo de:

2 * 0.177kW * 10,8(10h 48mins) = 3.823kWh

Para Resnet 50 tenemos que para cada GPU se aplica una potencia media de
180W (0.18kW). Se tiene 2 GPUs durante 1 horas y 54 minutos desarrollan un
trabajo de:

2 * 0.18kW * 1,9(1h 54mins) = 0.684KWh

En cuanto a Vovnet 39, tenemos que cada GPU aplica una potencia media de
186.5W (0.1865kW). Al tener 2 GPUs durante 2 horas y 10 minutos se desarrolla
un trabajo de:

2 * 0.1865kW * 2.16 (2h 10mins) = 0.808kWh

Como podemos observar en la tabla 3.26 hemos conseguido un ahorro en
cuanto a consumo energético, y por ende económico superior al 80 % para la to-
pología Resnet 50 con la nueva configuración de parámetros, mientras que para
Vovnet 39 tenemos un ahorro de un 78.8 %.

Tabla 3.26: Porcentaje de ahorro en cuanto a consumo energético.

Backbone Porcentaje Ahorro
Resnet 50 82.1 %
Vovnet 39 78.8 %

Para nuestro caso de estudio, si asumimos que el coste de la electricidad es de
0.246 Euros/kWh, podemos calcular el ahorro económico por ejecución.

Con el trabajo calculado, al multiplicarlo por el coste por kWh obtenemos el
coste total del entrenamiento del caso base:

0.246Euros/KWh * 3.823KWh = 0.94 Euros, es decir, 94 céntimos.

Por tanto, para Resnet 50 tendemos un consumo económico por ejecución de:

94 cént. - (94 cnént. * 0.821) = 16.82 céntimos/ejecución.

Mientras que, para Vovnet 39 contamos con un consumo de:

94 cént. - (94 cént. * 0.788) = 19.8 céntimos/ejecución.

Para la arquitectura Mask R-CNN y el dataset utilizados en esta, el ahorro de
unos céntimos puede parecer poco a primera vista, pero si escalamos este tipo de
estudios a modelos gigantescos de grades compañías, el ahorro puede llegar a ser
de cientos o miles de dolares viendo los porcentajes de ahorro alcanzados.
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3.5 Observaciones y valoración de los resultados

A lo largo de los experimentos, se han utilizado otros valores de learning rate
de 0.002 y 0.2, aunque los resultados obtenidos no son relevantes.

Si centramos la mirada en la precisión, podemos observar en la tabla 3.27 Vov-
net 39 que se consigue mejorar la precisión en prácticamente un 1,5 % para la tarea
del bounding box y un 1,4 % para la tarea de segmentación.

Esto indica que, con una arquitectura menos profunda como Vovnet 39, se
pueden obtener resultados iguales o superiores en cuanto a precisión que con
arquitecturas más profundas como Resnet 50 o Resnet 101. Asimismo, podemos
deducir que la arquitectura del caso base tiene un sobreentrenamiento, de ahí la
importancia de ajustar el número de epochs.

Por otro lado, en la tabla 3.28 se observa como con Resnet50 como backbone
conseguimos el tiempo de ejecución más bajo, así como el coste económico por
ejecución más reducido. Con este backbone hemos obtenido un ahorro de 77.2 cén-
timos por ejecución.

Para finalizar con este apartado, hemos conseguido bajar el uso de la GPU de
unos 4,9 GiB a 3,3 GiB, ajustando el tamaño de batch para la misma topología de
Resnet 50. Esto nos ofrece 1,6 GiB más de memoria GPU para poder utilizar en
otras tareas dentro de la arquitectura Mask R-CNN. Podemos ver un ejemplo de
los resultados obtenidos por Mask R-CNN para la tarea de segmentación en la
imagen 3.16.

Figura 3.16: Ejemplo resultados segmentación mediante Mask R-CNN. En azul tenemos
el drop-capital. En rojo se muestra los staff y en verde los lyrics.
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Tabla 3.27: Resultados de las tareas de Segmentación y bounding box. Comparación del
caso base con Vovnet 39 y Resnet 50 con la mejor selección de parámetros.

Backbone Task AP AP50 AP75 APm APl
Caso Base Bounding Box 68.66 96.47 80.48 44.88 68.65

Segmentation 67.38 95.86 78.25 38.71 67.68
Resnet 50 Bounding Box 69.34 97.55 81.89 40.51 69.56

Segmentation 68.02 96.55 78.93 35.14 68.28
Vovnet 39 Bounding Box 70.00 97.55 82.08 38.18 70.30

Segmentation 68.75 96.29 79.84 32.05 69.14

Tabla 3.28: Resumen de los tiempos de entrenamiento así como los costes económicos
asociados al total de la ejecución.

Backbone Training Time Coste económico asociado
Caso Base 10h 48min 94 céntimos
Resnet 50 1h 54min 16.8 céntimos
Vovnet 39 2h 10min 19.8 céntimos





CAPÍTULO 4

Conclusiones

En este capítulo presentaremos las distintas conclusiones a las que hemos lle-
gado.

En primer lugar, cabe recordar que este trabajo tenía, inicialmente, dos objeti-
vos. El primero de ellos era realizar un estudio de cómo afectaban los parámetros
de las redes neuronales en el rendimiento de estas con la intención de obtener
la mejor configuración de parámetros. El segundo consistía en utilizar diversos
modelos de redes neuronales convolucionales como backbone para Másk R-CNN
con la finalidad de mejorar el rendimiento de dicha arquitectura en las tareas de
segmentación y detección de objetos.

Para alcanzar el primer objetivo, hemos modificado la biblioteca detectron2 con
el propósito de realizar el estudio del impacto de los parámetros. Asimismo, a lo
largo del trabajo, hemos ido cambiando estos parámetros y hemos ido proban-
do las diferentes configuraciones hasta encontrar la óptima para nuestro dataset
VORAU.

Para conseguir el segundo objetivo, hemos realizado un estudio a nivel teórico
acerca de qué topologías de CNNs podrían funcionar mejor como backbone para
las tareas de DLA. Finalmente, se llegó a la conclusión de que las topologías de
Vovnet junto con las de Resnet ya empleadas eran las más indicadas para este
trabajo.

Una vez seleccionadas las topologías, hemos llevado a cabo los experimentos
con la nueva configuración de parámetros. Además, hemos utilizado todas las
topologías presentadas a lo largo de la memoria para ver cuál de ellas se adaptaba
mejor a nuestras necesidades.

Respecto a los resultados obtenidos, se ha mejorado de manera significativa el
rendimiento, no solo alcanzando el objetivo de reducir el consumo de memoria
GPU y los tiempos de entrenamiento, sino también llegando a mejorar la preci-
sión en cuanto a AP en algunos casos.
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4.1 Trabajos Futuros

Como línea de investigación futura, se proponen las siguientes opciones:

Explorar nuevas topologías, así como la creación de nuevas CNNs con el fin
de aunar las características que más se adaptan a nuestro propósito.

Realizar pruebas más robustas con el uso de corpus más complejos, como
documentos con tablas o mayor cantidad de objetos y clases a detectar. Esto
requiere más tiempo de cómputo.

Buscar nuevas funcionalidades para la arquitectura Mask R-CNN para se-
guir profundizando en el campo del DLA.

Usar arquitecturas alternativas de detección y segmentación de objetos co-
mo YOLO.

Experimentar con otro tipo de redes neuronales como las recurrentes o los
mecanismos de atención (transformers).
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APÉNDICE A

Uso de Memoria GPU

En este apéndice mostraremos las gráficas obtenidas de los scripts para moni-
torizar el uso de memoria GPU, que no hemos podido mostrar en la memoria por
temas de espacio y no sobrecargarla de imágenes. Son los correspondientes a una
Resnet 50 como backbone, utilizando los tres tamaños de batch.
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Figura A.1: Uso de memoria de las dos GPUs durante 5 minutos. Corresponde a una
ejecución con un batch de dos imágenes, para una topología Resnet 50 como backbone.
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Figura A.2: Uso de memoria de las dos GPUs durante 5 minutos. Corresponde a una
ejecución con un batch de cuatro imágenes, para una topología Resnet 50 como backbone.
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Figura A.3: Uso de memoria de las dos GPUs durante 5 minutos. Corresponde a una
ejecución con un batch de seis imágenes, para una topología Resnet 50 como backbone.



ANEXO

OBJETIVOS DE DESARROLLO SOSTENIBLE

Grado de relación del trabajo con los Objetivos de Desarrollo Sostenible (ODS).

Objetivos de Desarrollo Sostenible Alto Medio Bajo No
procede

ODS 1. Fin de la pobreza. x
ODS 2. Hambre cero. x
ODS 3. Salud y bienestar. x
ODS 4. Educación de calidad. x
ODS 5. Igualdad de género. x
ODS 6. Agua limpia y saneamiento. x
ODS 7. Energía asequible y no contaminante. x
ODS 8. Trabajo decente y crecimiento económico. x
ODS 9. Industria, innovación e infraestructuras.
ODS 10. Reducción de las desigualdades. x
ODS 11. Ciudades y comunidades sostenibles. x
ODS 12. Producción y consumo responsables. x
ODS 13. Acción por el clima. x
ODS 14. Vida submarina. x
ODS 15. Vida de ecosistemas terrestres. x
ODS 16. Paz, justicia e instituciones sólidas. x
ODS 17. Alianzas para lograr objetivos. x
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Reflexión sobre la relación del TFG/TFM con los ODS y con el/los ODS más
relacionados.

En este anexo vamos a hacer una reflexión sobre el impacto de este trabajo con
las ODS (Objetivos de Desarrollo Sostenible).

Con respecto a la ODS 7, Energía asequible y no contaminante, este trabajo
se centra en como optimizar una arquitectura de deep learning para minimizar el
consumo. Mediante el estudio realizado, podemos ver en el apartado de , Impac-
to en el consumo y los costes, haciendo uso de los parámetros y las topologías
adecuadas, podemos pasar de un trabajo eléctrico de 3,83kWh a 0.684kWh. Esto
puede servir de referencia para futuros trabajo y sobretodo para ser conscientes
de que con los estudios y la gestión adecuada podemos reducir el consumo de
energía que necesitamos y que consumimos.

Esto nos abre la puerta a comentar la siguiente ODS que es la número 12, Ga-
rantizar modalidades de consumo y producción sostenible. Ser conscientes que
estas prácticas tienen un impacto en el medio ambiente nos ha llevado a que, si
bien es cierto que la Inteligencia Artificial nos abre un nuevo mundo de posibi-
lidades para procesar información, no debe ser a costa del uso desmesurado de
recursos. Una gestión adecuada de estos mediante el estudio, nos ha llevado a
reducir tiempos de entrenamiento de las arquitecturas empleadas, y por ende, el
consumo energético y económico.

Como podemos ver en el apartado del Impacto en el consumo y los costes, me-
diante el estudio de como afectan los diferentes parámetros así como compren-
der como las diferentes redes utilizadas pueden tener un impacto en los recursos
utilizados, hemos conseguido bajar tiempos de entrenamiento de 10h y 48 minu-
tos a prácticamente 2 horas, lo que supone unos tiempos 5 veces más rápidos y
por consecuencia, 5 veces menos consumo, obteniendo resultados mejores. Es de
gran importancia que apliquemos estas prácticas sin perder de vista el impacto
que estas tienen en el medio ambiente, y en nuestras manos esta aprovechar los
conocimientos aprendidos para hacer de estas tecnologías más sostenibles.

Para último, hablaremos de la ODS número 13, Adoptar medidas urgentes
para combatir el cambio climático y sus efectos. Es algo obvio, que en pleno sigo
XXI el cambio climático uno de los mayores problemas a los que la humanidad se
enfrenta y que, si nada cambia, dentro de unos años se convertirá en un problema
irreversible. Siendo conscientes de esto, esta en nuestras manos utilizar los cono-
cimientos y técnicas disponibles para reducir todo lo que esté en nuestras manos
el consumo energético. Las técnicas utilizadas en esta memoria implican un con-
sumo eléctrico. Con el estudio realizado, hemos conseguido reducir la potencia
eléctrica requerida para los entrenamientos de la arquitectura Mask R-CNN para
obtener los mismos resultados, o mejores, como hemos visto anteriormente de
3,83kWh a 0.684kWh, es decir, 5,6 veces menos consumo, obteniendo los mismos
resultados.
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