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Resumen

La energia es un bien cada vez mas preciado en la sociedad actual,
donde observamos un aumento constante en sus precios y en
deterioro de la naturaleza cada dia mayor. Este trabajo es una
propuesta para mejorar la obtencion de energia a través de la
organizacion del patréon de carga de un reactor nuclear pretendiendo
optimizar al maximo la energia generada. Esto se consigue a través
de la maximizacién de la k-efectiva, variable que nos muestra la
cantidad de neutrones medios de una fision que producen otra
fision. Por motivos de seguridad este parametro se suele ajustar a
uno. Esta es una de las diferentes reglas de seguridad que un reactor
ha de seguir para que su funcionamiento sea optimo.

En la literatura actual se han propuesto diferentes estrategias para
lograr este objetivo. Nosotros hemos aglomerado varias de estas
metodologias. En primer lugar, se pretende en primer lugar aplicar
las redes neuronales con el objetivo de agilizar el calculo de las
constantes nucleares y una vez estas redes han sido generadas,
disenar y optimizar un algoritmo genético el cual nos permita
optimizar el patréon de carga. De esta manera, con un patréon de
carga dado a través de cruces y mutaciones de las matrices se ha
conseguido obtener la maximizacion de la k-efectiva.

Palabras clave: Patréon de carga, k-efectiva, algoritmo genético,
redes neuronales, potencia radial, potencia axial, potencia
tridimensional.
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Abstract

Nowadays energy is a precious good and the tendency is growing,
each day the price is higher, and we can see the trace that the
consume of energy makes in our world. This project is a proposal of
improvement, we pretend to make an improvement developing a
method that allows us to optimize the energy generated by a nuclear
reactor. In order to achieve this purpose, the idea is to maximize the
k-effective of the reactor distributing appropriately the load pattern.
The k-effective is one of the most important of our variables, because
it gives a coefficient of neutrons of a fission that generates another
fission, generating a chain of effects. As a security measure, this
value is set to one. This among other security rules are rules that a
reactor must follow so the process is optimal and safe.

In the actual world there are a lot of strategies to achieve this
objective. Our proposal is an agglomeration of this methodologies.
First of all, our idea is to apply neuronal network in order to
calculate the different nuclear constants. With this information, we
are going to plan and optimize a genetic algorithm which optimize
the load pattern. This way, the resulting loading pattern will be the
one with the better k-effective.

Keywords: Loading pattern, k-effective, genetic algorithm,
neural networks, radial potence, axial potence, tridimensional
potence.
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1. Introduccidn

1.1 Motivacion

Desde los anos 40 del siglo XX la energia nuclear se convirti6 en una de las
principales fuentes de energia del mundo. Segan la World Nuclear Association !
el 10% de la energia generada en el mundo proviene de la energia nuclear,
generada gracias a los 440 reactores nucleares situados en torno al mundo. La
energia proveniente de estas centrales se origina en la fision nuclear. La fision
nuclear es el proceso resultante de impactar un neutr6n contra un atomo
pesado, esto provoca que el atomo se divida en atomos més ligeros emitiendo
neutrones, que a su vez impactan en otros mas pesados, provocando asi una
reaccion en cadena la cual genera una gran cantidad de energia, siendo un
millon de veces mayor la energia desprendida a la de quemar un bloque de
carbon con la misma masa.

Esto convierte a este sistema en un gran generador de energia, pero también
tiene un gran inconveniente y es que necesita de un control y de una seguridad
superior a la de otros métodos de obtencion de energia pues los fallos en una
central pueden originar catastrofes como nos enseia la historia. Y en esto es en
lo que la ciencia de datos puede ayudar.

Nos encontramos ante la tarea de automatizar el sistema de gestiéon de carga de
un reactor nuclear con el objetivo de maximizar la energia obtenida de él.
Ademas, la entrada de sistemas de control informéaticos puede devolver la vision
de seguridad a este tipo de energia y con ello nuevas inversiones.

Lo que llamo6 mi atencion de este trabajo fin de grado es su actualidad, pues en
un mundo donde el cambio climatico es cada vez mas palpable y situaciones
actuales como la guerra ruso-ucraniana y el aumento de costes de la energia a
raiz, es cada vez mas importante optimizar al maximos nuestros medios de
obtencion de la misma. Es por esto y por la complejidad del tema por lo que
decidi abordar esta tematica como proyecto de fin de grado.

1.2 Objetivos

El objetivo principal de este trabajo como se ha mencionado anteriormente es la
maximizacion de la energia obtenida de un reactor nuclear a lo largo de uno de
sus ciclos de funcionamiento. Para el cumplimiento de esta propuesta se
proponen una serie de objetivos especificos:
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e Generacion de datos. Generar la cantidad necesaria de patrones de carga
para poder realizar un estudio preciso

e Implementacion de las redes feedforward y convolucionales para el
calculo de las variables necesarias para la optimizaciéon del reactor
nuclear.

e Implementaciéon de un algoritmo genético que nos permita optimizar el
valor energético.

e Evaluacion y seleccion del mejor resultado generado por el algoritmo
genético.

Ademas de esta serie de objetivos primarios también se considera
importante establecer un conjunto de objetivos personales para el desarrollo
del trabajo de fin de grado:

e Aumento de los conocimientos de Linux para el trabajo en servidores.

e Mejora y ampliacion de los conocimientos adquiridos durante el
grado sobre redes neuronales y algoritmos genéticos

e Adquisicion de conocimiento relacionado con el mundo de la energia
nuclear.

1.3 Impacto esperado

Este TFG pretende ser un trabajo de tremenda actualidad. Es evidente que hoy
en dia hay una necesidad de produccion de grandes cantidades de energia en
todos los paises. Esto que ya era evidente a raiz del cambio climatico y como
teniamos que ajustar nuestras energias para ser mas productivas y menos
lesivas con el medio ambiente. Pero en el mundo actual nos hemos dado cuenta,
ademas, de la dependencia energética que tenemos hacia paises como Rusia y su
petroleo, de una manera semejante que en los afnos 70 con la crisis del petroéleo.
Estos hechos son pruebas de que debemos optimizar nuestros métodos de
obtencion de energia para que seamos menos daiiinos al medio ambiente y a la
vez podamos obtener el maximo posible de energia de los medios que
disponemos.

Pero mas alla de esta gran tarea de impacto mundial, este trabajo pretende tener
un impacto personal. En primer lugar, se espera una mejora a la hora de
trabajar en solitario en trabajos de esta magnitud, una mejora a la hora de
planificar el trabajo y alcanzar sus objetivos, pues a lo largo de esta carrera yo y
mis compaineros nos hemos enfrentado a trabajos de esta magnitud como
grupo, pero nunca a un trabajo de esta magnitud de una manera individual. Por
esto, se cree que este trabajo tendra un impacto en mi organizacion a la hora de
trabajar y en el desarrollo de los conocimientos adquiridos en la universidad.
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También cabe destacar que el lenguaje de programacion escogido para este
proyecto es Python. Esta eleccion se debe a que se ha considerado que esta
decision aumenta el impacto de este trabajo. En primer lugar, por la actualidad
de este lenguaje que recibe mejoras constantes en sus librerias y es un leguaje
utilizado por empresas de primer orden. En segundo lugar, por la disponibilidad
de librerias como tensorflow o pytorch, de las que dispone para el desarrollo e
implementacion de redes neuronales y finalmente, por su escalabilidad, ya que
Python puede ser facilmente integrado junto con pySpark para el tratamiento de
grandes cantidades de datos, lo que podria llegar a ser necesario para este
trabajo.

1.4 Metodologia

La metodologia llevada a cabo en este proyecto, en primer logar ha sido la
creacion de un organigrama en Trello, con el objetivo de poder planificar las
diferentes tareas que iran surgiendo a lo largo del trabajo de fin de grado. El
organigrama se divide en una serie de grupos de trabajo en primer lugar Tareas
a programar y Tareas ya programadas, en estas dos columnas se situaran
primero en Tareas a programar, aquellas tareas que necesiten ser programadas
en Python y una vez esta este terminada pasara a las Tareas ya programadas. El
segundo grupo de tareas seran Apartados a redactar y Apartados redactados. En
este grupo se encontraran aquellos apartados de la memoria que faltan por
redactar y a medida que vayan siendo completados irdn pasando a la pila de
Apartados redactados.

En cuanto a la metodologia empleada en el ambito global del TFG, sera
explicada en los apartados 3 y posteriores donde detalladamente se explicaran
los diferentes pasos seguidos, y de las posibles guias que se podrian haber
seguido en su lugar. También se hablara de los conocimientos necesarios para
su desarrollo. Pero pasaremos a hacer un resumen estructurado de los pasos
seguidos:

e Generacion de los datos usando Python y PARCS.
e Extraccion de los datos

e Creacion y evaluacion de las redes neuronales

e Creacion y aplicacion de un algoritmo genético

Durante todo el TFG se ha seguido una mentalidad y una metodologia
puramente cientifica, donde se ha intentado demostrar todo con datos y
respaldarlo con evidencias.
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1.5 Estructura

En los préoximos capitulos se veran los siguientes temas. En primer lugar, el
estado del arte donde se expondran los diferentes puntos de vista relacionados
con esta tematica y finalmente se expondra la propuesta realizada para el
trabajo de fin de grado. En segundo lugar, encontramos la explicacién detallada
del problema. En este apartado se explicara de forma técnica cual es el problema
que se nos presenta y como se va a intentar afrontar el mismo de una manera
minuciosa. Seguimos con otro apartado donde se hablara de los datos, como
son, como se han generado, restricciones que tienen, todo esto mostrando
ejemplos de los mismos y posteriormente se muestra un pequefo analisis de los
mismos.

El ultimo de los apartados detallara de una forma minuciosas los métodos
escogidos para el TFG. Primero, se explicardn las redes neuronales y los
métodos utilizados para medir su error, para optimizarlas, sus funciones de
activacion... una vez echo esto se pasara a explicar con minucioso detalle los
algoritmos genéticos y todas los apartados que forman al mismo. Con el
algoritmo genético también se explicard su aplicacién y evaluacion. Tras esto
solo quedarian las conclusiones del trabajo, donde también se explicaran
futuras ampliaciones y el apéndice donde se explicara que impacto tiene este
TFG con relacién a los objetivos de desarrollo sostenible.
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2 Estado del arte

La optimizacion del patron de carga de un reactor nuclear es un tema de enorme
actualidad debido al beneficio energético que produciria la optimizacion de los
reactores nucleares. Uno de los papers de relevancia que muestran la aplicacion
de las redes neuronales en este campo es el articulo Application of deep neural
networks for high-dimensional large BWR core neutronics de Rabie Abu
Saleem2. En este articulo se nos presenta una manera de aplicar las redes
neuronales en los calculos de los valores de potencia del reactor nuclear,
intentando optimizar el tiempo de calculo necesario en PARCS. En este trabajo,
los autores proponen la realizacion de tres redes neuronales: una para calcular
los aspectos de potencia, otra calcular la k-efectiva y finalmente otra red
neuronal encargada de la estimacion del ciclo en el que se encuentra el reactor.
Los inputs corresponden a vectores de una longitud de 196 casillas, cada cual
corresponde a una de las posiciones del reactor y contiene al combustible
situado en dicha casilla. Este paper nos demuestra la posibilidad que hay de
aplicar modelos de redes neuronales profundas en los problemas de alta
dimensionalidad presentes en el mundo de los reactores nucleares. También
deja el trabajo abierto a posibles optimizaciones de las redes neuronales
propuestas utilizando métodos como los algoritmos genéticos. Este trabajo en
concreto ha sido una fuerte inspiracion a la hora de desarrollar este TFG.

Otro de los articulos de referencia en el desarrollo de este TFG es el Novel
genetic algorithm for loading pattern optimization based on core physics
heuristicss. En este trabajo se intenta optimizar el patron de carga del reactor
teniendo como pardmetro a maximizar la k-efectiva del mismo. En este trabajo
se proponen como método de representacion de los cromosomas, un vector en
el cual segin el nimero del combustible, iremos introduciendo su posicion de
tal manera que estaria ordenado primero las posiciones del combustible uno,
luego las del dos, las del tres... se explican métodos de mutacion y de cruce
previamente utilizados en trabajos relacionados con la materia, como podria por
ejemplo ser el uso de cruces geométricos a la hora de realizar el cruce, usando
una superficie rectangular a intercambiar entre los dos padres. Los resultados
de este paper nos demuestran que una aproximacion geométrica del problema
nos trae beneficios como una identificacion mas facil de duplicados a la hora de
hacer los cruces y en general da mejores resultados que una aproximaciéon no
geométrica del problema. También se remarca en los resultados de este trabajo
que la varianza en los datos disminuye la probabilidad de converger en un
minimo lo cal en vez de en el minimo global. Por otro lado, también se llega a la
conclusidon que cuando esta varianza decae, la poblacion se homogeneiza y el
tamafio de esta pierde el sentido. Otra de las conclusiones de este articulo es que
el mantenimiento de la varianza en la poblaciéon a través de los elementos de
mutacion mejora la calidad de los resultados, ya que una mayor varianza en la
poblacién nos permite encontrar unos mejores patrones de carga, pues el area
explorable es mayor.

13
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Otro de los articulos sobre la tematica es el Nuclear fuel loading pattern
optimisation using a neural network4. El objetivo de este articulo es entrenar
una red neuronal con los resultados de ejecucién de una serie de patrones de
carga, entrenar una red neuronal de tal manera que esta genere nuevas
configuraciones, que posteriormente seran evaluadas. El patron utilizado en
este proceso de optimizacion es la minimizacion del pico de potencia maximo,
pues como explican esto es un factor de vital importancia en la seguridad del
reactor. Debido a la simetria que guarda el reactor solo se utiliza un porcentaje
de la matriz de entrada ya que el resto de esta es simétrica. Se recalca a lo largo
del paper también el uso de las redes neuronales en los patrones de carga como
un modo de agilizar el calculo realizado por cédigos nucleares como PARCS de
los parametros del reactor. Una de las conclusiones a las que se llega en este
paper es que, a pesar de conseguir un minimo, no se puede asegurar con este
método que ese minimo sea el 6ptimo global.

Otro de los trabajos de referencia es Using a multi-state recurrent neural
network to optimize loading patterns in BWRs5. Se vuelve a hablar de la
complejidad de tratar los problemas de los patrones de carga en particular de
los reactores de tipo BWR debido a la complejidad de los mismos, ya que poseen
un gran niamero posible de combinaciones. Como en el anterior paper se habla
de la importancia de buscar la maximizacién de la k-efectiva y la minimizacién
factor de pico de potencia. Para este proyecto se ha utilizado como red neuronal
un modelo MSRNN, que consiste en una generalizacion de la red neuronal
binaria de Hopfield, la cual contiene N x N neuronas las cuales estan
completamente interconectadas. Segtin explican, este tipo de red neuronal es
una red recurrente ya que los datos de salida sirven como feedback al input,
generando un proceso que se repite hasta satisfacer el criterio establecido de
parada. Llamamos estado de la neurona a su salida y el criterio de parada es
dado por una funcion de energia la cual decrece su valor al cambiar de estado
las neuronas. Este tipo de redes neuronales se ha propuesto en mas trabajos de
la tematica. La red neuronal se estructura de tal manera que para neurona le
asignamos una posicion del reactor. En este paper también se describe el
algoritmo de optimizacion disefiado el cual sigue los siguientes pasos: se genera
aleatoriamente un estado inicial valido para el MSRNN, se elige una neurona y
su simétrica en caso de existir. Para el resto de las neuronas se modifican en
caso de ser posible, se obtiene un nuevo estado y el valor energético es
actualizado, se repiten los paso del 2 al 4 hasta alcanzar la convergencia. Una de
las diferencias respecto con los modelos de redes neuronales ya definidos y este
en particular es que este tipo de redes neuronales no necesita prefijar valores
con valores aleatorios. También se proponen funciones de energia diferentes
con el objetivo de aumentar los grados de libertad de la red neuronal. Como
aspecto a mejorar usar mas parametros del reactor como objetivos de la
optimizacién ademaés de los mencionados.
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También cabe destacar el trabajo realizado en le paper Optimisation of used
nuclear fuel canister loafing using a neural network and genetic algorithme®.
En este paper se proponen utilizar tanto redes neuronales como algoritmos
genéticos en el proceso de optimizacion del reactor. En primer lugar, se usan las
redes neuronales como un método de aceleracion del calculo de la k-efectiva.
Para la red neuronal se utilizan como entrada las diferentes posiciones del
reactor, como ya hemos visto en la mayoria de los papers y como nosotros
haremos mas adelante. Con el objetivo de reducir la dimensionalidad del
problema se propone la aplicacion de un PCA. Por otro lado, el algoritmo
genético se utiliza con el objetivo de cumplir cuatro tareas. La k-efectiva y el
calor del reactor tiene que estar dentro de los estandares de seguridad y ambos
tienen que tener una distribucion lo méas posiblemente homogénea.

2.1 Propuesta

Con todos estos trabajos expuestos pasamos a analizar en profundidad el
trabajo realizado en este TFG. El objetivo es conseguir un patrén de carga donde
hallemos una k-efectiva lo maxima posible, ya que una maximizacién de esta
variable significa una maximizaciéon de la cantidad de energia producida por el
reactor. Para ello, en primer lugar se generaran 25000 reactores diferentes
siguiendo unas normas de seguridad y se ejecutaran usando el c6digo nuclear
PARCS.

Seguidamente, se aplicara lo propuesto en los diferentes papers y entrenaremos
una serie de redes neuronales con el fin de optimizar el calculo de las variables
del reactor con respecto al tiempo que le cuesta calcularlas al c6digo nuclear
PARCS. Se analizara en primer lugar las redes feedforward propuestas en el
trabajo de Saalem analizando la estructura de estas expuesta en la tabla uno del
mismo paper, se intentara una mejora de estos valores a través de una prueba
ajustando los valores propuestos, posteriormente pasaremos a intentar una
mejora de estos valores aplicando redes convolucionales y optimizando los
parametros de las mismas redes en busca de una mejora de ajuste a la hora de
calcular la k-efectiva y las diferentes potencias extraidas de los archivos de
PARCS.

Tras obtener los valores claves del reactor, se propone el uso de un algoritmo
genético teniendo en cuenta los valores geométricos de la matriz como se
propone en el paper mencionado en el estado del arte Novel genetic algorithm
for loading pattern optimization based on core physics heuristics, para
optimizar lo maximo posible el patron de carga del reactor con dicho algoritmo
genético, obteniendo una mayor k-efectiva posible, dentro de los parametros
estipulados como seguros. Con esta idea en mente pasamos a explicar el trabajo
realizado.
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3 Analisis del Problema

Hoy en dia las centrales nucleares utilizan principalmente dos tipos de reactores
nucleares, el reactor PWR y los reactores BWR. El objetivo de estudio de este
trabajo es un reactor PWR. Un reactor PWR es un reactor nuclear con una
estructura de 17 x 17 vainas, donde cada en cada una de esas vainas contiene un
tipo de combustible. Los combustibles se suelen distribuir por la cantidad de
uranio enriquecido que tienen y suelen estar distribuido en tres grupos cada
cual representa un tercio del reactor. Esto se debe a que el uranio cuanto mayor
tiempo pasa en el reactor nuclear, menor es la concentracion de uranio
enriquecido que posee, ya que el combustible (enriquecimiento) ha ido
consumiéndose a través del proceso. Los combustibles pues se distribuyen entre
las nuevas vainas de uranio, aquellas que ya llevan medio ciclo de uso y las que
ya han completado el ciclo entero y por consiguiente las debemos cambiar.

El objetivo de este TFG es desarrollar un sistema el cual dado un reactor
encuentre la distribuciéon 6ptima de este mismo teniendo en cuenta los valores
de la k-efectiva, ya que nuestro objetivo con el reactor es obtener la mayor
energia posible. Para conseguir este objetivo se nos ha otorgado una matriz de
patrén de carga real de una central nuclear. Dada esta matriz vamos a generar
25000 reactores diferentes para poder seguir con el estudio. Para la generacion
de estas matrices hay que seguir una serie de pasos establecidos para que el
proceso nuclear sea seguro.

1. En primer lugar, el reactor nuclear tiene que guardar una simetria a un
cuarto. Esto quiere decir que en una matriz de 17 x 17, la posicion (3,4)
tiene que se equivalente a la (3, 14), ala (15, 4) y ala (15,14).

2. En segundo lugar, el combustible situado en una posicién no puede estar
repetido en las posiciones adyacentes, es decir, si tenemos el combustible
uno en la posicion (i, j) los combustibles de la posicion (i-1, j), (i+1, j), (i,
j-1) e (i, j+1) tienen que ser diferentes a uno.

Con estas restricciones en cuenta vamos a generar las matrices y a ejecutarlas
usando PARCS, un simulador tridimensional de reactores nucleares el cual
resuelve ecuaciones de difusion multigrupo de neutrones tanto de manera
estacionaria como a lo largo del tiempo, si se le es proporcionada las constantes
de difusién’. Tras realizar la ejecucion de los diferentes casos el siguiente paso
sera la extraccion de los datos. En primer lugar, nos interesa el valor de la k-
efectiva, que corresponde al nimero de electrones medio de una fisibn que
provoca otra fision. Este parametro puede estar entre tres valores:8

1. K<1: La reaccién en cadena no se puede mantener y el proceso acaba
parandose
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2. K=1: las fisiones generan otra fision como media. Este es el valor al cual
operan las centrales nucleares por seguridad.

3. K>1: este valor de la k es denominado super critico. En este estado las
reacciones de fision empiezan a aumentar exponencialmente, ya que por
cada fision nuclear es esperado que sucedan k fisiones.

Los siguientes valores que nos interesan son los de la potencia pico, tanto en el
plano radial, como el axial y en el plano tridimensional. Estos valores
corresponden al punto de mayor densidad de potencia en su respectivo plano
dividido por la densidad de potencia media en el reactor. Estos valores se suelen
estimarse para comprobar que las vainas de uranio no se funden9. Una vez
extraido la informacion de los datos se realizara un analisis de las variables para
observar las distribuciones de los datos.

Tras la generacion y la extraccion de los datos, pasaremos a la creacién y
despliegue de modelos. En primer lugar, como se ha mencionado en el estado
del arte, segiin demuestran los diferentes articulos citados el uso de coédigos
como PARCS, exige una gran cantidad de recursos computacionales y de
tiempo. Por eso, el primer paso propuesto es de aplicar redes neuronales para el
calculo de los valores previamente mencionados, k-efectiva y las potencias axial,
radial y tridimensional. Como punto de partida se tomaran las redes
feedforward propuestas en el paper de Saleem. Una vez tengamos estas redes
desplegadas, pasaremos a intentar la mejora de resultados tuneando los valores.
Las medidas de error que se observaran con este proposito es el MAE y RMSE,
los cuales nos dan el error absoluto medio y la raiz del cuadrado del error
medio. La principal diferencia reside en que el segundo de los errores es mas
sensible a casos extremos de error. También se utilizara para el andlisis del error
el MAPE, medida que nos devuelve el valor porcentual de error.

Se utilizara otra aproximacion a este problema intentando mejorar los
resultados obtenidos por estas redes feedforward, aplicando redes
convolucionales. Estas redes son habitualmente aplicadas a reconocimiento de
imagenes, una representacion matricial, y al disponer de una matriz de
combustibles, se plantea el uso de estas redes neuronales en la resolucion del
problema debido a la afinidad con el problema en el que cominmente se aplica
este tipo de soluciones.

Optimizada la obtencién de los datos, pasamos a la optimizacién del valor de k-
efectiva. Para esto vamos a seguir la limitacion de esta seguida en las centrales
nucleares y es que esta sea igual a uno. Por ello, lo que vamos a hacer es
maximizar su valor, siempre y cuando este se mantenga por debajo de su valor
limite. Con este objetivo vamos a desarrollar un algoritmo genético cuya funciéon
fitness u objetivo, que va a calcular el fitness de cada una de las matrices, y la
propuesta es que cada vez que este fitness supere nuestro limite, devuelva un
cero. Para la representacion de los datos se propone utilizar un vector tal y como
se introducen los datos a las redes neuronales, donde cada posicion es el valor
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del combustible en dicha posicion. Los pasos que debemos definir son las
diferentes estrategias en cada una de las fases del algoritmo genético. En primer
lugar, para la seleccion de padres, se propone analizar el impacto de la
estrategia de seleccion best n of m, seleccibn por torneo y finalmente la
seleccion de ranking lineal. Las tres son estrategias que pueden reportar buenos
resultados, aunque estrategias como la seleccion de ranking lineal pueden
provocar convergencias tempranas de los datos. También hay que destacar que
las tres estrategias se caracterizan por ser elitistas y por eso se proponen
métodos como el deterministic crowding para intentar mantener la diversidad
de la poblacién. Se propone el deterministic crowding frente al fitness sharing
ya que esta segunda alternativa, requiere mucho mas tuneado de
hiperparametros y su aplicacion es mucho mas compleja que la del
deterministic crowding.

La mutacion es el paso en el cual modificamos al hijo con el objetivo de
expandir nuestras areas de btisqueda introduciendo una mayor diversidad. Se
propone un algoritmo que seleccione un nimero de celdas y cambie el
combustible que encontramos en estas, siempre y cuando sea posible teniendo
en cuenta las restricciones establecidas anteriormente.

El cruce de padres que se propone es el intercambio de una fila entre ambos
padres, también teniendo en cuenta la simetria de ambos padres, por lo que al
cambiar una de estas filas, hay que hacer lo propio con su simétrica, de la misma
forma que en la mutacién la variacién de un valor supone en realidad la
variacion de cuatro valores. También se propuso el intercambio inicamente de
una serie de celdas, pero al cambiar una fila entera en vez de inicamente una
celda aumentamos méas nuestro area de busqueda ya que el hijo resultante del
cruce tiene una diferencia mayor a la del padre.

El dltimo de los elementos a estudiar es el de el reemplazamiento de la
poblacion. En este inicialmente se propuso la aplicacion del reemplazamiento
elitista y reemplazamiento del peor, pero como se explicara en el apartado en el
cual expliquemos el algoritmo genético, el uso del método de remplazamiento
del peor esta demostrado que empeora los resultados cuando hay posibilidad de
haber casos repetidos y dado que no hemos puesto dicha restriccién, no tiene
sentido la aplicacion de este método. Con esto definido ya podemos poner en
marcha nuestro algoritmo genético.

Resumiendo, la aplicacion de este trabajo nos permite aumentar la eficacia en
tiempo de computaciéon en el calculo de los diferentes pardmetros nucleares
gracias a la aplicacion de redes neuronales. También se consigue una
maximizacion energética, gracias a la maximizacion de la k-efectiva producida
por el algoritmo genético.
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4 Preparacion y Comprension de los
datos

4.1 Generacion de los datos

Para el desarrollo de este TFG, los datos iniciales eran dos archivos de entrada
para el programa PARCS. PARCS es un codigo usado en el calculo nuclear el
cual, a una configuracion de reactor dada y a una serie de parametros
establecidos en los archivos necesarios de entrada, calcula diferentes variables a
lo largo de un ciclo de funcionamiento de un reactor nuclear. La Comisi6on
nuclear reguladora de los Estados Unidos (USNRC), define a PARCS como un
codigo que resuelve la dependencia temporal de la difusion de dos grupos de
neutrones en una geometria cartesiana tridimensional, usando un método de
nodos para obtener la distribucion de la transiciéon del flujo de neutrones?o. Los
dos archivos de entrada necesarios para el funcionamiento del programa son el
ya mencionado anteriormente ss_pwr_paths y el paths_sici. En el primero se
definen valores como la potencia de funcionamiento del reactor, los patrones de
carga del reactor, la distribucion de las varillas de seguridad, la cantidad de boro
en el reactor, entre otras. En el segundo, se introduce informaciéon sobre la
hidraulica interna del reactor.

Teniendo originalmente solo un rector, el primer paso sera la generaciéon de
diferentes casos. Para ello modificaremos los patrones de carga del reactor,
podemos ver en la figura 1 un ejemplo de como es el patrén de carga. El reactor
es un reactor de 17x17 y observamos la presencia de varios ntimeros diferentes:
los ceros, estos son puntos donde no hay ningin material insertado; los 22 son
reflectores que se sitian entrono al nucleo del reactor y dentro encontramos
podemos observar un rango de nimeros entre el uno y el ocho, sin tener en
cuenta al cinco, que corresponden a los diferentes elementos introducidos en el
reactor, estos elementos han sido previamente definidos en el archivo de input
de PARCS (ss_pwr_paths). El patrén ha de ser igual en ambos archivos para
que PARCS pueda procesarlos correctamente, ya que ambos hacen referencia al
mismo reactor.

Para la generacion del patréon de carga de los reactores tenemos que tener en
cuenta algunas restricciones: en primer lugar un elemento en la posicion (i, j),
siendo i el namero de fila y j el de columna, no puede estar también presente en
ninguna de las siguientes posiciones (i,j+1), (i+1,j),(i-1,j),(i,j-1); también el
reactor tiene que guardar simetria, por lo que nosotros solo tenemos que
generar un cuarto de forma aleatoria, ya que el resto del reactor ha de guardar la
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simetria con esta porcion, es decir, simetria en cada uno de los cuartos; y
finalmente el elemento 22 no hay que modificarlo, pues es el material reflector
que se sitda en torno al reactor. Esta parte es la encargada de retener los
neutrones que tienden a escapar del reactor, con la finalidad de aumentar la
eficiencia de este, los elementos siete y ocho también permanecen sin alterar.

Una vez las restricciones han sido establecidas, se aplicara un programa en
Python para generar la poblaciéon necesaria para el futuro entrenamiento de la
red neuronal. Inicialmente se han generado un total de 25000 casos. Cada caso
debe tener un patrén de carga anico, para ello el programa de generacion de las
matrices, comprueba que la matriz no esté en la coleccion de matrices ya
generadas. Dicho programa en primer lugar extraera la matriz del primer
reactor y aleatoriamente, cumpliendo las restricciones, ird generando nimeros
aleatorios para cada una de las posiciones. Una vez que todas la posiciones han
sido alteradas, en primer lugar se comprueba que esa matriz no ha sido
generada con anterioridad, para ello se mira una lista con todos los reactores
generados y usando funciones de la libreria numpy de Python se comprueba que
no esté repetida dicha matriz en la lista; se generaran ambos archivos,
manteniendo la estructura original y cambiando la matriz y el nombre del
archivo, teniendo asi cada conjunto de archivos diferenciado por un namero,
ss_pwr_paths_o0o0o0o01, ..., ss_pwr_paths_25000, y siendo cada conjunto de
archivos almacenado en un directorio nicleo_00001, de tal forma que a la hora
de ejecutarlos con PARCS quede ordenado por directorios.

GEOM

geo_dim 17 17 28 2 2 Inasyx,nasyy,nz
rad_cont
8 B 0 @ B 02222222222 60 0 8 0 0 @
@ 0 e 222222 7 7 7222222 0 0 0 @
@ 0 02222 7 8 6 2 6 8 72222 0 0 @
@ 82222 7 6 3 2 4 2 3 6 72222 0 @
@ 2222 7 2 3 2 3 2 3 2 3 2 72222 0
@22 7 6 3 2 3 1 3 1 3 2 3 6 722 0
2222 8 3 2 3 2 3 2 3 2 3 2 3 8222
22 7 6 2 3 1 3 2 3 2 3 1 3 2 o6 722
22 7V 2 3 2 3 2 3 2 3 2 3 2 3 2 722
22 7 6 2 31 3 2 3 2 3 1 3 2 6 722
2222 8 3 2 3 2 3 2 3 2 3 2 3 81222
822 7 6 3 2 3 1 3 1 3 2 3 6 722 0
@ 2222 7 2 3 2 3 2 3 2 3 2 72222 9
@ ©@2222 7 6 3 2 4 2 3 6 72222 0 @
@ © 02222 7 8 6 2 6 8 72222 0 0 0
@ 8 0 @ 222222 7 7 7222222 6 0 0 0
0 0 0 0 8 02222222222 06 0 0 0 0 0

Fig 1. Patron de carga de un reactor

Tras generar los casos pasaremos a ejecutar los diferentes patrones de carga
usando PARCS y asi poder obtener los valores que necesitaremos pasar a la red
neuronal. Primero se ejecutara un PARCS con la potencia del reactor reducida y
sin tener en cuenta las varillas del reactor, con finalidad de testear el programa,
y posteriormente con las varillas activadas y la potencia del reactor al cien por
cien. El tiempo de generaciéon de todos los casos a maxima potencia del reactor
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es de 180719.619 segundos. En la Figura 2 podemos ver un extracto del archivo
ss_pwr_paths_25000.0ut, el cual es la salida generada al ejecutar el archivo
inp de mismo nombre. En esta imagen podemos observar informacion
importante como es la K-efectiva, factor de multiplicacién de los neutrones y la
distribuciéon de energia en el plano transversal, siendo cada celda la potencia
media de cada una de las vainas en su plano axial.

K-Effective:
Boron Conc: 1044,
Core Power Level: 1.000000E+00

Assembly Power Distribution

8
0.2827
0.6559

0.3927 ©
6 1.4899
3 1. o 1.6147 1.
0. - 694 1.6945
0. i ] ] 6 1. 111 1.7407 1.7111 1
0.2822 ] c . 1.6946 1.7114 1.6946 . .
1 e 1.6147 78 1.6147 1 ] 0.8805 @
©0.9888 489¢ 1.4899 K 0.6757 0.3
9.7217 2910 1.2910 1 . 721 0.3927
0.3914 1.0094 © 6715 0.3914
0.6559 0.6559 2
0.2829 0.3459 0.2829

Maximum Pos. Maximum Value
(9, 9) 1.7407

Fig 2. K-efectiva y potencia radial del archivo ss_pwr_paths_25000.0ut

Con los datos generados, procedemos a la extraccion de valores. PARCS, tras
gjecutar un archivo inp, devuelve una serie de archivos cada uno con una
informacion diferente, dep, hst, out... Para este anéalisis nos centraremos en el
out. Los datos que extraeremos seran en primer lugar las diferentes matrices
para cada caso, ya que en un futuro la matriz de patrén de carga sera nuestra
entrada para la red neuronal. Otra informacién interesante sera la k-efectiva, el
numero medio de neutrones de una fision que provocan otra fision. Otro de los
datos extraidos sera la potencia radial maxima, la cual se extrae de la figura 3,
los valores que observamos es la media de la potencia de cada una de las vainas.
También se extraera la potencia axial media, que seria la potencia media en
cada una de las capas, como podemos observar en la figura 3, empieza a contar
en el plano tres y acaba en el 26, esto se debe a que las dos primeras capas y las
dos ultimas se reservan para reflectores, por eso no tienen potencia.
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Axial Power Distribution

Distance(cm) Power Plane
from Bottom Number
62 0.337 3

0.
0.966

00

m Pos. Maximum Value

0.966
0.860
9.736
0.

0.422
0.250

Maximum Pos. Maximum Value
12 1.3554

Figura 3. Distribucion de la potencia axial a la izquierda y de la potencia radial por plano a la derecha del
archivo ss_pwr_paths_25000.out

El dltimo de los campos extraidos para el analisis es la maxima potencia, pero
esta vez para cada plano, para obtener este valor se ha usado un programa de
Python que almacenaba el mayor encontrado hasta el momento mientras
avanzaba capa por capa. En la figura tres podemos encontrar un ejemplo de la
primera de las capas en el reactor 25000. Como ya se ha explicado, las capas
uno, dos, 27y 28 se reservan para reflectores.

4.2 Analisis de los datos

Con los datos ya extraidos en un archivo de texto, se ha realizado un pequefio
andlisis de estos en Python. De este anélisis podemos observar, en primer lugar,
que todas las maximas de valores se encuentran en el centro del reactor como
observamos en la figura 4. Podemos ver en estas figuras como para todos los
casos los valores se mantienen en el mismo punto. En el caso en el que
observamos la posicién radial tanto en planos o en la media, observamos que el
valor maximo se encuentra en el punto (9,9), que es el punto medio de la matriz.
En el caso axial, también observamos que el valor maximo se encuentra en el
punto medio, en el nivel 12. Asi que el punto medio del reactor es el que mas
potencia concentra.
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Fig 4. Distribucion de la posiciéon de la potencia axial y radial.

También se han realizado un analisis de las distribuciones de todas las variables
mencionadas anteriormente. Podemos observar en el analisis que todas las
variables siguen una distribucién muy parecida. Esto lo podemos observar en la
tabla 1 donde se ve como para todas las variables son del orden de 10-3. Para
observar esto también podemos ver los graficos de la imagen 5, donde también
se observa como las distribuciones son muy parecidas para todas las variables.

K-effective Radial_potencia Axial_pot

Tres_D_pot

count 23000.000000 25000.000000 25000.000000
mean 1.137111 1.737108 1.354631
std 0.000215 0.005503 0.000941
min 1.136210 1.716200 1.351300
25% 1.136870 1.733700 1.324000
50% 1.137112 1.737500 1.354600
75% 1.137254 1.740900 1.352200
max 1.137932 1.757600 1.358700

Tabla 1. Datos estadisticos de las variables.

K-effective

22000.000000
2.369725
0.007086
2.339200
2.365100
2.369900
2.374600
2.398200

Radial_patencia

[ 5000 10600 15000 20000 25000

Figs. Graficos de distribucion de las variables

[ 5000 10000 15000 20000 75000

23 ‘v



Disefio del Patrén de Carga del Niicleo de Reactores PWR Asistido por Inteligencia Artificial

5 Conocimiento extraido y evaluacion

de modelos

5.1 Redes neuronales
5.1.1 Redes feedforward

Tras realizar la generacion de los diferentes reactores y recopilacion de los
datos, se continuara con la aplicaciéon de los mismos. La idea principal es aplicar
redes neuronales para dada una matriz poder predecir los datos que resultaran
de dicho patrén de carga. La estructura seguida en esta parte del desarrollo sera
la propuesta por el paper “Application of deep neural networks for high-
dimensional large BWR core neutronics” en este paper se utilizaban tres redes
neuronales:

.

La primera de ellas se utiliza para el calculo de los Power Peaking
Factors, es decir para calcular lo que seria el maximo axial, radial y en
cada una de las capas. Los parametros propuestos en ese paper para esta
primera red serian 5 capas ocultas; con 66, 59, 51, 46 y 41 nodos cada
capa respectivamente; el activador utilizado en las diferentes capas es
ReLu, siendo su funcién:

f(x) = max (0, x)

En las redes neuronales los activadores se utilizan para generar los pesos
de las neuronas en cada iteracion, con el uso de ReLu obligamos a que es
esos pesos sean positivos. Los principales beneficios de ReLu frente a
otras aproximaciones es que por un lado reduce la probabilidad de
desaparecer del gradiente y por otro que es computacionalmente menos
costoso que otros métodos como sigmoid!'. Finalmente, el optimizador
propuesto para la red neuronal es Adam. Un optimizador en las redes
neuronales es un algoritmo que se usa para cambiar atributos de tus
redes neuronales como pueden ser los pesos de los nodos para reducir las
pérdidas. Hay muchos tipos diferentes de optimizadores que se pueden
utilizar en redes neuronales, Adagrad (que cambia el learning rate en
cada iteracion), AdaDelta (no decae el learning rate) o el Adam que es el
propuesto en este paper. Este método de optimizacidon es una mezcla de
otros métodos, el Adagrad, ya mencionado antes y el Root Mean Square
Propagation o RMSProp. Las ventajas de Adam es que el método es
rapido y converge rapidamente y que soluciona problemas como que el
learning rate vaya desapareciendo y la varianza.12

Vi=BViea + (1 =BV (6,)



St =pSe—1 + (A= p)(VF(O) *Vf(6L)

Vi
Vt,corr = 1— ,Bt
St
St,corr = 1-pt
Vi,t,corr

Oit+1 =0 —«

€+ Vi Si,t,corr

Finalmente, el batch size y el nimero de epochs utilizados seran 64 y 100
respectivamente. Estos parametros definen en primer lugar, el batch size
el nimero de muestras para trabajar antes de actualizar los parametros
internos del modelo como los pesos, mientras que los epochs definen
cuantas veces se va a repetir el proceso de aprendizaje sobre los datos.

La segunda de las redes neuronales propuestas se encarga del calculo de
la K-efectiva. Para esta red neuronal los parametros propuestos son: tras
campas ocultas, las cuales tienen 67, 50 y 45 nodos respectivamente;
como método de activacion se vuelve a utilizar el ReLu; como
optimizador se utiliza como en el anterior caso el Adam. Por otro lado,
para el batch size y para los epochs los valores utilizados seran 64 y 100
igual que para la anterior red neuronal.

La tercera de las redes neuronales se corresponde a la que calcula la
duracion del ciclo. Para esta red neuronal se proponen 4 capas ocultas de
50, 45, 45y 40 nodos respectivamente; los valores asignados al batch size
y a los epochs son los mismos valores asignados a las anteriores redes
neuronales.

De estas redes neuronales del paper de Saleem, para este trabajo se ha decidido
replicar al primera y la segunda, es decir la que nos permite predecir las
potencias maximas del reactor en los diferentes perfiles y aquella red neuronal
que nos permite el calculo de la K-efectiva.

Para realizar la comprobacién de la exactitud de los resultados se ha utilizado la
métrica MAPE (Mean Absolute Percentage Error), MAE (Mean Absolute
Error) y el RMSE (Root Mean Square Error). El MAPE es una medida la cual
nos describe el tamano del error ocurrido a través de porcentajes.

n

MAPE = = E pum—y
j=1
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El MAE es una métrica que mide la magnitud media del error en una
prediccion, no se tiene en cuenta la direcciéon ya que se aplica un valor absoluto.
El calculo es la media de la diferencia en valor absoluto de los datos predichos
menos los valores reales.

n

1
MAE = = —F
>l -

j=1

Por otro lado, el RMSE tiene implicaciones similares a MAE, pero en este en vez
de aplicar valores absolutos, en primer lugar, la diferencia se eleva al cuadrado y
al total se le aplica una raiz cuadrada esto provoca que a los errores grandes les
da un mayor peso, lo que le hace la métrica indicada para detectar cuando hay
errores grandes y evitarlos.

n

1
RMSE = |~ (u; - )?

j=1

Con estos parametros establecidos y usando los valores sugeridos por el paper
de Saleem, se han programado ambas redes neuronales usando la libreria de
python keras. La entrada de ambas redes neuronales seria un vector donde cada
uno de los valores es una posicion de la matriz, la cual no se introduce
directamente si no que se eliminan las posiciones a 0, 22, 7 y 8, ya que estos
valores no afectan a los resultados. Mientras que la salida corresponderia en la
primera de las redes neuronales a un vector de tres valores, correspondientes a
la potencia radial, axial y en el plano 3D. Por otro lado, en la segunda de las
redes neuronales la salida seria un tinico valor de la K-efectiva. He de recalcar
que en la capa de salida el método de activacion utilizado para ambas redes es
lineal puesto que ambas redes devuelven valores numéricos.

Para la primera de las redes neuronales encontramos que hay un ligero
sobreajuste ya que podemos observar en el grafico de perdida como hay una
diferencia entre el error en el training frente al error de la validacion del
modelo. Esto puede venir causado por el gran namero de epochs utilizados. En
la segunda de las imagenes podemos observar los resultados de la misma red
neuronal cambiando el nimero de epoch a 5y el batch size a 1024, en este caso
vemos que el valor del error es muy similar en ambos casos, vemos como no se
produce el mismo caso de sobreajuste que ocurria en la base de datos original.
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Fig.6. Graficos de perdida redes feedforward. Los dos superiores para potencias los dos inferiores k-
efectiva

En la red neuronal encargada del céalculo del calculo de la k-efectiva, los
resultados son similares a los obtenidos en la enterior red neuronal. En primer
lugar con los valores propuestos en el paper de Saleem nos encontramos, con
una tendencia a sobrejuste y un estacionamiento en la mejora de los resultados
en las 20 primeras epochs. Con objetivo de mejorar dichos resultados se han
probado diversas configuraciones de redes neuronales. Finalmente, con una red
de dos capas de 135 y 100 nodos respectivamente, y 5 epochs y 1024 como batch
size. Con estos nuevos parametros observamos como ha habido una mejora
tanto en el tema de sobreajuste como en una reduccién de error. Recalcar que la
diferencia entre mae y rmse viene dada porque el rmse da mas peso a casos
extremos.

5.1.2 Redes neuronales convolucionales

También se han propuesto una serie de redes neuronales convolucionales para
aproximar el problema. Estas redes neuronales son utilizadas para procesar
datos que tienen forma de cuadricula, como en nuestro caso una matriz. La
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caracteristica principal de este tipo de red es el uso de una operacion
matematica llamada convolucion en una de sus capas.

Para el primero de los casos, se ha utilizado un filter size de 32 para la capa
convolucional y posterior mente se han seguido los pasos habituales en las redes
convolucionales. Se ha aplicado una capa de activacion ReLu, este tipo de
operacion se realiza para introducir ya que los valores suelen ser lineales, asi se
rompe la linealidad. Posteriormente se ha usado una Pooling Layer, la cual
extrae un resumen de cada uno de los sectores, con esta operacion se reduce el
tamano, lo que disminuye el coste computacional del problema. En nuestro caso
se ha usado MaxPool, el cual busca el valor maximo en el area acotada y lo
guarda, de tal manera que si tenemos una matriz [[4,5], [6,9]] y queremos usar
MaxPooling para comprimirlo a un valor la matriz pasaria a ser 9. También se
ha usado el avergePool, el cual en vez de coger el maximo calcula la media de
los valores, siguiendo con el ejemplo anterior nos devolveria 6. Y generando
cuatro redes iguales concatenadas. Para este caso los mejores resultados
obtenidos ha sido con un MAPE de 8.498. Como podemos observar en la
imagen X es una mejora respecto a las anteriores redes neuronales y también
respecto a la red convolucional anterior la cual no generaba varias capas,
podemos ver como la reduccion del MAPE es significativa de 21.018 a 8.4809.
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12 = ftrain_loss —— train_loss
= train_rmse
== val_loss

** val_rmse

= ftrain_rmse
= val_loss 125
L '-."-. weew
08 L T val_rmse w
n . .. 1 A
£ . £ 100

oo e o s Iy 75 o By 70 000 025 050 075 100 125 150 175 200
Epoch
predicion
mape: 8.498268291751945
rmse: ©.16012963818571363
mae: ©0.1587239766524856

predicidn

mape: 21.918702499645184
rmse: ©.4381274649836371
mae: ©.3057832259306455

Fig8. Graficos redes convolucionales para el calculo de potencias

Para la red convolucional encargada del calculo de la k-efectiva, se han utilizado
dos capas de filtro una 64 y otra de 128, mientras que el resto de los parametros
es igual al de las redes convolucionales descritas para el calculo de la potencia
radial, axial y en el plano 3D. El namero de epochs y de batch_size se conserva
en todas las pruebas a 5 y 1025 respectivamente. El procedimiento para las
redes neuronales es igual al realizado en el anterior caso, en primer lugar, se usa
la red ya descrita y posteriormente se utiliza un procedimiento similar en el cual
se utilizan consecutivamente 4 veces la red neuronal. Para el caso de la k-
efectiva el mejor resultado es utilizando el primer modelo, donde el mejor
resultado obtenido ha sido un MAPE de 8.44 mientras que como podemos
observar en la imagen el resultado obtenido utilizando el segundo
procedimiento es bastante peor que con el primero.
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Figg. Graficos de perdida redes convolucionales para el calculo de la k-efectiva

En la tabla 2 podemos observar como con la aplicacion de las redes neuronales
ha reducido el coste temporal de los calculos realizados por PARCS
significativamente. Como se observa es una reduccion de dos segundos por caso

Matriz Tiempo red neuronal Tiempo PARCS
1 0.043 seg 2.066 seg
2 0.011 seg 2.089 seg
3 0.011 seg 2.082 seg
4 0.013 seg 2.065 seg
5 0.011 seg 2.075 seg
6 0.012 seg 2.068 seg
7 0.012 seg 2.085 seg
8 0.012 seg 2.093 seg
o] 0.012 seg 2.064 seg
10 0.011 seg 2.093 seg

Tabla 2. Comparativa de tiempos
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5.2 Algoritmos genéticos

Tras obtener estos resultados guardamos las redes neuronales utilizando
model.save, esto nos permite cargar dichos modelos en un futuro para futuras
pruebas.

Las redes neuronales nos permiten calcular los cuatro valores, potencia axial,
potencia radial, potencia en 3D y la k-efectiva de una manera mas rapida y
comoda que usando PARCS. Con esta redes neuronales ya entrenadas el
siguiente paso a desarrollar serd un algoritmo genético el cual nos permita
optimizar las salidas de tal forma que podamos obtener el patréon de carga que
nos maximice el valor de las potencias.

En primer lugar, definiremos qué es un algoritmo genético. Un algoritmo
genético es un metaheuristico que se basa en la teoria de la evolucién natural, lo
que nos permite optimizar problemas, para poder encontrar la mejor solucion a
un problemats. El proceso que siguen los algoritmos genéticos sigue la siguiente
pauta: se inicia una poblacién, calculamos fitness, seleccionamos unos
individuos de esa poblacion para cruzarlos, una vez cruzados mutamos a los
individuos resultantes y le calculamos el fitness. Si ese fitness es el mejor posible
paramos si no seguimos hasta alcanzar el punto de pausa que hayamos decidido
al modelar el problema. A continuaciéon, vamos a explicar los diferentes pasos y
las decisiones tomadas para la aplicacion de nuestro algoritmo genético.

‘ Initialize Population ‘

v

>{ Fitness Calculation

) Yes
Am\ate‘? E— Results
. -
~.

T
l Selection l

v

l Crossover ‘

v

~‘ Mutation ‘

Fig10. Esquema algoritmo genético
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5.2.1 Representacion del problema y generacion de
cromosomas

En primer lugar, explicaremos el modo de representacion escogido para los
cromosomas. Tomando la representacion utilizada para las matrices los
cromosomas se representan en vectores, donde cada posiciéon es la posicion en
la cual el combustible esta situado en el patron de carga y por otro lado el valor
es el tipo de combustible utilizado. Con la representaciéon de los cromosomas ya
definida, el siguiente paso seria la generacion de reactores.

Para generar un reactor utilizaremos una version del generador de reactores que
se utilizo para generar los datos. Este lo que hara es ir recorriendo los valores de
la matriz que no se correspondan a los valores cero, 22, siete u ocho, y los ira
cambiando atento a la norma de que ninguno de los valores de uno de los
combustible se puede repetir en su casilla superior, inferior, izquierda y
derecha, para esto se utilizara el mismo proceso que se sigue y explica en la
generacion de los datos y es analizar el (i+1, j), (i-1, j), (i, j+1) e (i, j-1). Con ese
generador de reactores configurado lo serializamos dentro de un bucle para
generar la poblacién que necesitemos.

5.2.2Funcion fitness

El célculo del fitness es el siguiente paso dentro del algoritmo genético. Esta
funcion nos devuelve el valor de cada uno de los individuos que estamos
evaluando y es el valor que se busca optimizar con el algoritmo genético. Para el
calculo de la funcién fitness nos serviremos de las redes neuronales generadas y
ya preparadas. Para generar la funciéon tenemos en cuenta que es aquello que
queremos maximizar en nuestro reactor. En nuestro caso es la k-efectiva del
reactor. Para esto lo que hemos decidido es usar las redes neuronales para
calcular la k-efectiva del individuo y una vez tenemos esta comprobamos el
valor. Si esta es mayor que uno, nuestro valor limite ya que un valor mayor a
este es considerado inseguro, devolvemos cero, ya que seria un valor que no
seria valido y por lo tanto no es una solucion posible. En caso de ser un valor
inferior a uno lo devolvemos.

5.2.3Métodos de seleccion

La seleccién de padres en un algoritmo genético define la zona de poblacion por
la cual nuestro algoritmo buscara las posibles soluciones al problema. Esto
quiere decir que una seleccion de padres muy elitista podria tener problemas a
la hora de encontrar la mejor solucién, pues nuestro algoritmo tendera a buscar

'/



Disefio del Patrén de Carga del Niicleo de Reactores PWR Asistido por Inteligencia Artificial

zonas donde a priori hay mejores soluciones, dejando aquellas donde el fitness
no es 6ptimo sin investigar. Lo que podria provocar que la solucion final sea una
aproximacion, pero no la mejor solucion posible a nuestro problema. Por
ejemplo, una seleccion proporcional al fitness puede tener este problema, ya que
en este método nos dedicamos a dar probabilidades segtin su valor de fitness
dando mayor probabilidad a aquellos casos en los cuales el valor de fitness es
superior. Esto provoca que los valores con un alto fitness ocupen rapidamente la
poblacion y tengamos una convergencia prematura.

Se han propuesto tres métodos para el funcionamiento de esta algoritmo
genético. En primer lugar, se ha programado un método sencillo el cual de una
poblacion escoge aleatoriamente m cromosomas y de los cuales los ordena
segun su fitness y seran seleccionados como padres los n cromosomas con el
fitness mas alto. En este modelo de seleccion de padres hay una probabilidad
mayor de escoger fitness elevados a cromosomas con un menor valor de fitness.

La segunda de las metodologias escogidas es la selecciobn por torneo. El
fundamento de esta metodologia consiste en realizar varios torneos entre una
muestra de cromosomas escogidos aleatoriamente entre la poblacion total. El
ganador de cada torneo es escogido para pasar a la siguiente ronda, asi
sucesivamente hasta que conseguimos que solo quede un individuo posible4.
Este tipo de selecciéon es también elitista pues, aunque podria haber valores con
fitness bajos en los torneos, la probabilidad de que los fitness seleccionados sean
los grandes es mucho mas elevada. La aplicacion de este método en Python se
ha realizado con dos bucles anidados, uno externo para el nimero de individuos
a devolver y otro interno para el numero de individuos que ‘competiran’ en el
torneo, dentro de este bucle en cada iteracion elegimos a un individuo aleatorio
de la poblacion para introducirlo en el torneo, cuando los tenemos
seleccionados ordenamos la lista segin fitness y nos quedamos con el
cromosoma con mejor indice. Al terminar el torneo tenemos a n padres
seleccionados. Para minimizar los efectos de estas estrategias elitistas se utilizan
métodos de mantenimiento de la diversidad que explicaremos mas adelante.

Finalmente, la tercera de las metodologias escogidas. Es la seleccion por ranking
lineal. La base de este método es en vez de usar el fitness directamente del
individuo, utilizamos un ranking dependiendo de la posicion segtn su fitness, ya
que, segun este se le asigna una probabilidad que va incrementando linealmente
a medida que el fitness aumenta. Este método tiene un hiperparametro a ajustar
(s, 1<s<2). Cuanto mas proximo a uno se encuentre mas se asemeja a una
seleccion uniforme, mientras que, a mas proximo al dos, mayor es la
probabilidad acumulada en el individuo con un mayor fines. Aunque el maximo
de probabilidad del mejor cromosoma, independientemente del tamafio de la

2 . .y . .s
muestra, es Bl siendo P la poblacion. Para esta aproximacion generamos una

lista de probabilidades para todos los individuos de tal manera que aquellos que
tengan un mayor fitness tengan una mayor probabilidad de ser escogidos. Tras
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generar estas listas generamos un bucle que se repita n veces siendo n el
numero de padres a escoger, y generamos un numero entre cero y uno, si ese
numero es inferior a la probabilidad acumulada hasta el momento afiadimos al
padre y rompemos el bucle. La funcién utilizada para el calculo de las diferentes
probabilidades seria la si siguiente:

2—s 4 2i(s—1)
[Pl |PI(IP| = 1)

pi =

5.2.4Estrategias de cruce

Las estrategias de cruce son el siguiente paso en los algoritmos genéticos. El
concepto de cruce entre dos individuos de un algoritmo genético pretende
asemejar lo ocurrido en el cruce genético y lo ocurrido en la reproduccion
biologica. A través de dos padres buscamos sacar hijos que nos permitan
mejorar los resultados obtenidos hasta el momento. Es decir, de los individuos
seleccionados a través del torneo vamos a emparejarlos y vamos a dada una
probabilidad cruzarlos, lo que quiere decir que se realiza un random.choice, lo
que nos devolvera un valor aleatorio entre el cero y el uno. Si dicho valor se
encuentra por debajo de una probabilidad establecida realizaremos el cruce.
Hay muchas estrategias de cruce ya predefinidas como puede ser cut and
crossfill. El procedimiento de esta estrategia es el siguiente: tenemos dos
padres, y seleccionamos una posicion de ambos vectores, la misma en los dos, y
copiamos ese primer segmento en el hijo uno el del padre uno y el del padre dos
en el hijo dos. Mientras vamos a ir afiadiendo los elementos del sector segundo
del padre dos al hijo uno hasta acabar los elementos del padre dos, si en este
momento no esta completo el hijo uno vamos a acabar de rellenarlo con los
valores del sector uno del padre dos. Con el hijo uno completo, hacemos el
mismo proceso, pero esta vez con el padre uno y con el hijo dos hasta completar
a este. Hay operadores de cruce también mas sencillos como podria ser cruce
por un punto, donde tomamos tanto en el padre uno y dos un punto de corte,
también el mismo en ambos vectores. Posteriormente establecemos el primer
segmento de ambos como hijo uno e hijo dos respectivamente y el segmento dos
del padre dos pasaria a ser el segmento dos del hijo uno y lo propio en el vector
del hijo uno. Otro de los métodos clésicos de cruce es el cruce uniforme. En este
método se eligen x ntimeros aleatorios de ambos vectores y se intercambian
mutuamente para asi generar al hijo uno y al hijo dos. Dependiendo el problema
que intentamos resolver el método a utilizar sera uno u otro, ya que no todos los
métodos son utilizables en cualquier situaciéon. Para nuestro problema se ha
generado un sistema de cruce basado en el intercambio de filas entre matrices.
Para ello simplemente el sistema utilizado es un selector aleatorio entre las filas
de la dos a las ocho ya que las filas superiores a esas serian innecesarias pues
guarda simetria con las anteriores. Por lo que elegimos una fila de esta e
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intercambiamos dicha fila y su correspondiente simétrica. Lo que nos resulta en
dos hijos fruto del cruce de ambos padres.

5.2.5Estrategias de mutacion

Las estrategias de mutacion son una serie de operadores que se utilizan para
mantener la diversidad en la poblacion entre generaciones.!5 La idea se basa en
la suposicion de que, si un padre tiene un buen material genético, entonces si
modificamos ligeramente al padre, el hijo tendra buen material genético y nos
permite explorar las areas cercanas al plane con intencion de mejorar el
resultado del padre.

Existen diversos métodos de mutacion dependiendo del problema que
intentemos resolver, por ejemplo, para un problema donde la representacion es
binaria podemos realizar mutacion por bit, cambiando celdas aleatorias de uno
a cero o viceversa. Otro ejemplo podria ser en caso de tener un vector de
numeros enteros podriamos cambiar celdas aleatorias del mismo por ntimeros
enteros aleatorios. Hay otros métodos donde se suman a las celdas aleatorias un
numero racional y el resultado se redondea. Como podemos ver hay diversas
formas de realizar mutaciones. El método aplicado para este algoritmo genético
se basa en escoger celdas aleatorias y modificar sus valores respetando la
simetria de la matriz como ya se ha explicado anteriormente, comprobando que
el valor a cambiar es diferente de aquellos que se encuentran a su entorno y
mantiene la simetria de la matriz. La dnica diferencia con el apartado de la
generacion de las matrices es que en esta solo escogemos un punto o un
conjunto, pero no el total y solo tenemos que comprobar que esos puntos
escogidos cumplan que no estan entre los valores a no cambiar, es decir que no
sean cero, 22, siete u ocho.

5.2.6 Gestion de la poblacion

La gestion de poblacion se realiza a través de métodos de reemplazamiento para
determinar que hijos sustituyen a los padres. Existen dos aproximaciones a este
problema:

1. El modelo generacional: donde la generacion anterior es totalmente
sustituida por los hijos.

2. El modelo de estado estable: se generan x individuos que van a sustituir a
x individuos de la poblacion previa

Para este trabajo se han propuesto en un principio dos métodos de
reemplazamiento de la poblacion. La primera es el reemplazamiento elitista el
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cual se basa en la idea de reemplazar a aquel individuo que tenga un mayor
fitness, asi siempre sobrevivira aquel individuo con un mayor valor de fitness.

El segundo de los métodos de reemplazamientos propuestos es el genitor o
reemplazamiento de los peores, en el cual se reemplazan los peores individuos
de la poblacién, que nos proporciona normalmente una rapida mejora del
fitness medio, aunque puede ocasionar una convergencia prematura. Pero
hemos descartado esta opcion, debido a como se menciona en un paper de
Darrell Whitley6, el uso de este tipo de metodologia en problemas donde
pueden existir duplicados podria afectar a los resultados, ya que como explica el
aumento de duplicados, aunque nos aumenta la poblacion disminuye la
diversidad de esta lo que provoca un empeoramiento de los resultados. Por eso
se ha descartado este método en la seleccion de padres y se ha decidido trabajar
unicamente con el reemplazamiento elitista.

5.2.7 Mantenimiento de la diversidad

Para mantener la diversidad de la poblaciéon también se ha utilizado un método
de crowding determinista. En esta método con el objetivo de mantener la
diversidad hacemos competir a padres con hijos. Esto hace que al enfrentar
padres similares con hijos similares se mantenga un espacio de busqueda
homogéneamente distribuido. Esto se hace calculando la distancia entre padres
e hijos (p1, h1), (p1, h2), (p2, h2) y (p2, h1), la distancia depende del dato que se
utilice normalmente para valores binarios utilizamos la distancia de Hamming,
mientras que para otros valores usariamos la distancia Euclidea!”. Resumiendo,
el proceso realizado seria:

Aleatoriamente los padres son seleccionados

Cruzamos a los padres para producir a dos hijos

Mutamos a los hijos

Emparejamos a los padres y a los hijos de forma (p1, h1), (p1, h2), (p2,
h2) y (p2, h1) buscando minimizar la suma de las distancias entre las
parejas con tal que las parejas sean similares.

5. Realizamos un torneo entre padres e hijos para decidir cuales pasan de
generacion

ral

Para programar este torneo se ha utilizado la funciéon de numpy argmax?s, la
cual es una funcion que nos devuelve para una matriz dada la posicion del
menor valor. Esto nos permite en una lista donde encontramos las
combinaciones cual de ellas es la de menor valor y por lo tanto cual de ellas
escogemos para que sobreviva la generacion.

Finalmente quedaria explicar el método de parada definido en el algoritmo
genético y este seria en primer lugar un bucle el cual para la ejecucion al
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alcanzar el ntimero de iteraciones dadas por el usuario. El segundo de los
métodos de parada del algoritmo es un contador el cual usa dos iteraciones. La
primera esta encargada de almacenar cual es el mejor fitness obtenido,
partiendo de cero, tras la primera iteraciéon almacena el valor y si en algin
momento es superado lo almacena. La segunda variable almacena cuantas veces
seguidas ha aparecido el valor de la anterior variable, parando la ejecucion en el
caso de llegar a 10 ejecuciones.

Con esto termina la explicacion de los diferentes métodos que son necesarios
para hacer funcionar un algoritmo genético y pasariamos a mostrar los
resultados obtenidos a lo largo de la experimentacion.

5.3 Experimentacion

El primero de los pasos realizados en la experimentacion ha sido el intento de
busqueda de la configuracion optima del reactor. Para ello se ha realizado un
bucle donde se ejecutara 10 veces consecutivas el algoritmo genético o hasta que
encuentre cinco veces seguidas el mismo fitness considerando este como el
fitness Optimo. Para cada una de las iteraciones generamos una poblacion
aleatoria de 1000 individuos y para cada una de las iteraciones, el namero de
iteraciones configurado para el algoritmo genético es de 100, como estrategia de
seleccion de padres se ha escogido la seleccion por torneo con un nimero de
padres igual a 50. La probabilidad de que haya cruce y de que haya mutacién se
han configurado a 0.8 y 0.2 respectivamente, mientras que los individuos en
cada torneo a competir son ocho. Finalmente, el crowding determinista ha sido
activado para mantener la diversidad de la poblacion en cada iteracion y se ha
utilizado un método de reemplazamiento elitista. Con estos parametros el
algoritmo genético nos devuelve un individuo con un fitness igual a 0.9999, lo
que es practicamente nuestro valor objetivo 1. En el grafico 11 podemos observar
la evolucion del fitness en cada una de las iteraciones, viendo el valor maximo
obtenido de fitness, el minimo valor del finess en cada una de las iteraciones,
que como podemos observar es cero debido a aquellos valores que sobrepasan el
limite de uno en la k-efectiva. Finalmente, tenemos el valor del fitness medio en
rojo, que como podemos observar va incrementando a medida que las
iteraciones pasan y la zona de buasqueda del algoritmo se va acotando en zonas
con fitness més prometedor.
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Fig11. Evolucion del genético

Para la experimentacion vamos a ir probando los diferentes métodos
desarrollados para cada una de las fases del algoritmo genético. Para cada uno
de estos se comprobaran sus resultados dependiendo los valores que se le
otorguen al parametros.

Para comprobar como se distribuyen los resultados de fitness obtenidos de cada
uno de los experimentos realizados anteriormente, vamos a dibujar un
diagrama de caja y bigotes por resultados de cada experimentacién y comprobar
si existen resultados extremos o atipicos que puedan afectar a los resultados
obtenidos de las pruebas de significancia. Luego comprobaremos la normalidad
de los datos para llevar a cabo un test t de muestras dependientes o pareadas, y
de esta forma indicarnos si verdaderamente existen diferencias en cuanto a las
medias y por tanto valores de fitness de cada configuracién probada para
asegurarnos de que verdaderamente existe un efecto en el algoritmo genético.

La idea general serd copiar los resultados devueltos antes por cada
experimentacion, aquellos con los mejores fitness (en la Gltima iteracion) en
cada repeticion y comparar sus medias mediante el test de significancia
mencionado. Cabe destacar que como en cada repeticion se ha utilizado la
misma poblacion inicial para todas las configuraciones, los valores de fitness en
cada una si que estan relacionados, existiendo cierta dependencia. Es por ello
por lo que pensamos que el test t de muestras pareadas es el mejor para sacar
conclusiones sobre las experimentaciones.

5.3.1 Analisis del namero de individuos enfrentados por
torneo

En este primer paso de la experimentacion se ha estudiado cual es el nimero de
individuos o6ptimos a enfrentar en cada torneo si queremos que nuestros
resultados sean lo mejores posibles. Para ello se han analizado cuatro valores
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dos, cuatro, ocho y 16 individuos a competir en cada torneo. Esto se ha realizado
en un bucle de dos iteraciones donde se han generado cuatro algoritmos para
cada uno de los valores, los cuales han mantenido constantes el restos de los
valores, siendo 200 el nimero maximo de iteraciones, 100 el nimero de padres
generados por cada una de las iteraciones y la probabilidad de cruce y la
probabilidad de mutacion han sido establecidas a 0.8 y 0.2 respectivamente. En
la imagen 12 podemos observar los resultados proporcionados tras la ejecucion
de los algoritmos. En primer lugar, observamos que los cuatro alcanzan un
fitness bastante cercano a uno, pero no a todos les cuesta el mismo nimero de
iteraciones. Podemos ver como cuando el ntimero esta en ocho la convergencia
se consigue en promedio a 13.5 iteraciones mientras que con un numero de k
igual a cuatro esta se alcanza en las 21 iteraciones, mientras que para una k igual
a dos 0 16 el promedio es igual, 18.5. También podemos ver como es la k igual a
cuatro la que consigue un mejor ajuste mientras que con una k igual a ocho
usamos menos generaciones, pero el resultado también es peor. Pero a la hora
de realizar el test de la t para comprobar diferencias significativas entre los
valores observamos que la Unica relacién que tiene un p valor por debajo de
0.05 y por lo tanto podemos decir que la diferencia es significativa, ya que
rechazamos la hipoétesis nula, es la relacion entre k igual a 8 y k igual a 16 cuyo p
valor es igual a 0.02. Podemos decir por consiguiente que podemos utilizar
cualquiera de los valores ya que no encontramos diferencias significativas entre
los resultados otorgados por los diferentes casos, aunque si hay diferencia entre
usar una k igual a ocho e igual a 16, no existe diferencia en usar cualquiera de
los otros valores propuestos para el analisis. También encontramos en el grafico
de caja y bigote que no hay ningin dato anémalo.
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Fig12. Comparacion individuos enfrentados en un torneo
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5.3.2Valoracion del valor de m en la seleccion de padres
best n of m.

Recordemos que este método se basaba en la seleccion de los n mejores
individuos de una poblaciéon m escogida aleatoriamente de la poblacién total.
Esta parte de la experimentacion tiene como objetivo buscar cual es el valor de
m que reporta un mejor valor de fitness. Para ello se han ejecutado cuatro
algoritmos uno con la m igual a 100 lo que seria el 10% de la poblacién total,
otro con 200 lo que equivale al 20%, con un 500 es decir un 50% y finalmente
un 100%. Los resultados tras dos iteraciones del problema nos demuestran
como en el anterior de los casos que todos consiguen gran aproximacion al valor
objetivo, una k-efectiva de uno. El caso que consigue la convergencia en menor
tiempo es con una m 500, mientras que el mas tardio seria la m igual a 1000
que tardaria 20.5 iteraciones en alcanzar el punto de convergencia. Podemos
observar en el grafico 13 como es el m igual a cien el que consigue el mejor de
los fitness teniendo muy proximo a la m igual a mil. También podemos observar
que la m igual a cien alcanza la convergencia en 15.5 generaciones por lo que es
la segunda méas proxima. El posterior analisis a través de los graficos de caja y
bigote nos demuestra que no hay valores atipicos en ninguno de los casos.
Finalmente, siguiendo el protocolo establecido se ha realizado el analisis de t de
muestras pareadas. En este andlisis podemos observar que en todos los
resultados la p-valor esta situada por encima de los 0.05 por lo que se aceptaria
la hipdtesis nula y podemos afirmar que ninguno de los resultados es
significativamente diferente al resto y por ello cualquiera de los valores que
otorguemos a la m nos reportara unos resultados finales estadisticamente
similares.
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5.3.3Valoracion del parametro s en la seleccion de padres
con ranking lineal

Como se explico en el apartado de seleccibn de padres, la s es un
hiperparametro a ajustar en la seleccibon con ranking lineal. Este
hiperparametro se debe ajustar con un valor entre dos y uno, cuanto mas cerca
del uno se encuentre este parametro mas parecida a una selecciéon uniforme sera
y a mas proximo al dos el individuo con mejor fitness acumulara una mayor
probabilidad de ser seleccionado. Para esta etapa de la experimentacion se
gjecutaran cinco algoritmos genéticos. El primero de ellos tendrd una s
configurada a uno, el siguiente a 1.25, otro con 1.5, 1.75 y finalmente con una s
igual a dos.

Podemos observar en la experimentacion como los casos con s igual a 1.5 y 1.75
son aquellos que tienen una convergencia mas rapida mientras que cuando la s
es equivalente a uno es cuando mayor son las generaciones necesarias para
alcanzar la convergencia. Podemos observar en la imagen X como todos los
resultados tienen un fitness muy préoximo con una diferencia de 0.0001 entre el
menor y el mayor, siendo el que obtiene el mejor resultado aquel con un s
equivalente a 1.25 y el que peor resultados devuelve seria aquel con un s de 1.75.
También en el grafico se observa como hay una caida de todos los valores en la
generacion 10 y en la que se estancan todos los valores a excepcion de la s a 1.25
que vuelve a aumentar. Una posible explicacion es que, al no dar mas
probabilidad a los casos de mayor fitness, lo que pasa al aumenta la s, podamos
explorar zonas. Al igual que en el resto de los casos se ha observado el grafico de
caja y bigote en busca de datos anémalos, pero no se observa ningan resultado
anéomalo. Con esto en mente el siguiente de los pasos ha sido analizar la
diferencia significativa entre los diferentes casos usando la prueba de t. Al igual
que pasaba en el anterior caso ninguna de las pruebas realizadas devuelve un p
valor inferior a 0.05 por lo que aceptamos la hip6tesis nula y podemos afirmar
que no hay una diferencia estadistica entre los diferentes valores propuestos en
el anédlisis y por consiguiente cualquiera de los valores nos reportaria unos
resultados estadisticamente parecidos.
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Fig14. Comparativa del valor de la s en la seleccién por ranking lineal

5.3.4 Comparacion de las estrategias de seleccion de
padres.

En este apartado vamos a realizar una comparacion de los resultados ofrecido
por cada una de las estrategias de seleccion de padres previamente explicadas
usando en cada una de ellas el mejor valor obtenido en la experimentacién. Esta
experimentacion es bastante sencilla pues solo tenemos que ejecutar
consecutivamente los tres algoritmos. En esta situacion las tres estrategias
encuentran la convergencia en un nimero de iteraciones préximo, siendo 14 el
menor y 15 el mayor. Se observa a priori que la mejor estrategia de cruce es la
seleccion por torneo, seguido por la seleccion por ranking lineal. Como venia
pasando en los anteriores pasos de la experimentacion encontramos que no hay
ningin valor anémalo en los resultados y posteriormente hemos realizado el
analisis en busca de diferencias significativas. Los resultados de este test nos
demuestran que los resultados son semejantes, ya que todas las combinaciones
nos devuelven un valor de p mayor al valor de nuestro intervalo de confianza
por lo que no hay diferencias significativas entre los resultados de las diferentes
estrategias. Cabe destacar que la mayor diferencia de los resultados se
encuentra entre aplicar la estrategia best n of my el lineal ranking.
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Fig15. Comparativa estrategias de seleccion de padres

5.3.5 Comparacion de las probabilidades de mutacion

El siguiente paso ha sido el andlisis de la probabilidad de que una mutaciéon
ocurra, que recordemos es un hiperparametro que se establece y que va a
determinar posteriormente si en un hijo se produce o no la mutacién. Para este
andlisis hemos probado cuatro casos, uno con una probabilidad de 0.2, otro con
una probabilidad de 0.4, el siguiente seria de 0.6 y finalmente el Gltimo tendria
una probabilidad de ocurrir de 0.8. En la figura 16 podemos observar como un
probabilidad igual a 0.6 es la que mejores resultados devuelve, pero a la vez es
esta la que mas generaciones necesita, mientras que la probabilidad equivalente
a 0.8 es la que menos iteraciones tiene y es la que peor resultado nos devuelve
mientras que las probabilidades a 0.2 y 0.4 se encuentran en medio.
Finalmente, tras analizar esta grafica hemos realizado el usual test de similitud
podemos observar que todos los valores de las p estan por encima del 0.05 por
lo que podemos decir que no hay diferencias significativas entre las
probabilidades y el uso de cualquiera de ellas nos reportara un valor similar.
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Fig16. Comparativa de las probabilidades de mutacion

5.3.6 Comparacion de las probabilidades de cruce

El siguiente de los pasos en la experimentacién ha sido el de la probabilidad de
cruce. Como ya se ha explicado anteriormente la probabilidad de cruce es un
hiperparametro el cual decide si un cruce sucede o no, esto se hace otorgando
un valor aleatorio entre cero y uno y observando si este se encuentra por debajo
del valor de probabilidad estipulado. Para este analisis, como en el anterior, se
ha decidido usar cuatro valores, un primero equivalente a 0.2, otro igual a 0.4,
otro a 0.6 y finalmente uno a 0.8. Podemos observar que las dos situaciones
donde mejores resultados nos ofrece el algoritmo genético es cuando la
probabilidad de cruce es 0.2 0 0.8, pero al realizar la prueba de la t entre todas
las probabilidades descubrimos que no hay ninguna diferencia significativa en
los resultados, ya que todas las p-valor son mayores a 0.05 y por lo tanto
aprobamos la hipétesis nula. Por consiguiente, queda demostrado que el uso de
cualquiera de las probabilidades propuestas no afecta a los resultados finales del
problema.
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Fig17. Comparativas probabilidades de cruce
5.3.7 Analisis del efecto del deterministic crowding

Como se ha explicado anteriormente el deterministic crowding es un método de
mantenimiento de la diversidad dentro de la poblacién. El objetivo ahora es
comprobar cual es el efecto del mismo en los resultados finales. Para ello hemo
ejecutado con la misma poblacion dos algoritmos genéticos con los mismos
parametros a excepcion del crowding el cual en uno esta activado y en otro no.
Los resultados nos muestran que ambos obtienen unos resultado muy
parecidos. Podemos ver como en la grafica cuando no usa deterministic
crowding sigue unos valores continuos y como aparentemente los resultados
mejoran cuando se aplica el deterministic crowding. Podemos observar como
este necesita mas generaciones para alcanzar la convergencia que el algoritmo
genético cuando no las usa. Finalmente, los resultados del test de similitud nos
muestra que da igual si se aplica o no el deterministic crowding, ya que los
resultados no son estadisticamente diferentes, debido a que el p-valor de la
prueba entre los dos casos es 0.1y por lo tanto es mayor a 0.05.
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Fig18. Diferencia de resultados con deterministic crowding y sin él
5.3.8 Analisis del namero de padres

Finalmente se ha realizado un analisis del nimero de padres que se escogen en
los métodos de seleccion de padres, con el fin de optimizar nuestros resultados.
Los resultados nos muestran como todos los valores dados a este parametro nos
reportan un gran ajuste, vemos como es aun asi con el numero de padres a 50
cuando obtenemos un mejor resultado, pero es con parametro a cien cuando
alcanzamos una convergencia en un numero menor de generaciones. Tras esto
analizamos los resultados del test de similitud y observamos que no hay una
diferencia significativa entre los diferentes valores, pues como ha pasado en el
resto de los casos se observa que los p valores son superiores a 0.05 y por lo
tanto rechazamos la hipotesis nula. Con estos resultados concluimos que
cualquiera de las elecciones en cuanto al numero de padres se refiere nos
reporta unos resultados similares estadisticamente.
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6. Conclusiones

La tarea abordada en este trabajo ha sido de gran complejidad, la cual consiste
en la optimizacion de la k-efectiva de un reactor nuclear de tipo PWR. Se han
cumplido todos los pasos planteados a lo largo del TFG, se han creado dos redes
convolucionales, las cuales nos han permitido calcular las variables necesarias y
se ha desarrollado un algoritmo genético que nos permite optimizar la k-efectiva
tal y como nos habiamos propuesto en un principio. Sin embargo, seria
necesario un mayor desarrollo del algoritmo genético, tanto en las estrategias de
mutacion y cruce desarrolladas, las cuales podrian ser optimizadas o mejoradas
por ejemplo aumentando el naimero de celdas mutadas o en el caso del cruce
cambiando las filas por areas, &mbitos que podrian se estudiados en futuros
trabajos, se podrian también tener mas en consideracién esos aspectos
geométricos de los que se ha hablado para que no se produzcan repeticiones en
los datos. También el coste computacional de este no nos ha permitido
desarrollar todas las pruebas posibles, por lo que con una mayor capacidad
computacional u optimizando el c6digo del algoritmo, podriamos realizar mas
pruebas y con ello posiblemente mejorar los resultados finales.

Las dificultades de este TFG han sido diversas, en primer lugar, la dificultad del
tema. La cantidad de diferentes variables fisicas y la familiarizacién con los
programas que las calculan como PARCS, ha requerido muchas horas de lectura
sobre la materia. Otro problema al que nos hemos enfrentado, relacionados con
PARCS es que la parte de calculo hidraulico es una implementaciéon novedosa y
por ello ha habido que ir ajustando parametros que han provocado que
tengamos que regenerar los datos hasta en 5 ocasiones. Otro problema de la
generacion de datos es la gran cantidad de disco que ocupaban los datos, para lo
cual fue necesario usar un servidor donde almacenarlos, ya que el espacio de
disco necesario era superior al de mi ordenador.

A la hora de desarrollar las redes neuronales el principal problema planteado
fue el del método de activacion de la campa de salida, el cual en un principio fue
la softmax, lo que nos resultaba en unos errores sin sentido, y esto se debe a que
la funcién softmax es una funcién utilizada para ejercicios de clasificacion, por
lo que no tenia sentido aplicarlo en este caso. Finalmente, se opto por usar una
funcion de activacion lineal para la capa de salida.

La dificultades planteadas a la hora de desarrollar el algoritmo genético han
sido varias. El primero de ellos ha sido el problema de la representacion de los
cromosomas, los cuales en primer lugar se pretendié aplicar la representacion
propuesta en el paper Novel genetic algorithm for loading pattern
optimization based on core physics heuristics?, pero la representaciéon fue
descartada y se aplicdé una representacion en forma de vector de la matriz del
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patréon de carga, ya que para calcular en la funcion de fitness necesitariamos
reconstruir la matriz original y esta forma lo facilita, y porque el problema
plantado en ese paper los datos de entrada son mas simples, por lo que no es
exactamente aplicable a nuestro problema y los problemas que nuestra
representacion puede tener no son solucionados por la otra, si no que siguen
presentes. Problemas como facilitar la mutaciéon haciendo innecesario tener que
observar las posiciones proximas constantemente. Otro de los problemas que
nos hemos encontrado es el tema del coste computacional del algoritmo
genético planteado y como se ha mencionado previamente esto quedaria atado a
futuras mejoras del algoritmo. La funcién de cruce de padres tiene un error y es
que no comprueba que la matriz resultante cumpla que todos los combustibles
no tengan un combustible igual adyacente. Este es un error que se podria haber
solucionado mirando todos los valores cambiados en un bucle y modificar
aquellos que incumplen la norma. El problema de esta soluciéon es que genera
un coste computacional alto y por ello no se ha aplicado. También se podria
haber modificado la forma de representaciéon o que al ocurrir esto devolviera
cero el fitness, aunque esto mantiene el problema de coste computacional, otra
solucion es cambiar el sistema de cruce, pero es un error que no se ha podido
subsanar y queda abierto a posibles investigaciones futuras, ya sea con una
forma que revise en un conste inferior o de otra manera.

El desarrollo de este TFG ha permitido expandir mi conocimiento en disefio y
utilizacion de redes neuronales, sobre todo en su programaciéon usando Kera
para lo cual no tenia tanta formacién. A través de buscar informacion, libros de
consulta, lectura de articulos... mi conocimiento en este campo también ha
aumentado considerablemente. El apartado de variables relacionadas con el
ambito de la energia nuclear como el significado de la k-efectiva o de la potencia
méaxima radial han sido conocimientos que a través de la realizacion de este
trabajo he ido asimilando. También el uso de PARCS, un programa totalmente
ajeno a mi formacién y el haber usado un servidor ha hecho que mi control de
herramientas de Linux y el manejo de la consola de comando haya mejorado
considerablemente.

Finalmente, la aplicacion del algoritmo genético en un mundo diferente al visto
a lo largo de la carrera me ha permitido ganar soltura en el mundo de los
algoritmos genéticos y en su aplicacion practica. Conceptos como los explicados
en el paper anteriormente mencionado (Novel genetic algorithm for loading
pattern optimization based on core physics heuristics) como puede ser el uso
de la geometria en el disefio de las estrategias de cruce, aunque no hayan sido
implementadas completamente. En definitiva, el TFG ha ayudado a potenciar
los conocimientos obtenidos a lo largo de la carrera y a adquirir conocimientos
nuevos procedentes del mundo de aplicacion de este.

La energia es un bien que podemos observar en el mundo actual como cada vez
es mas importante y la aplicacion de este trabajo nos demuestra como es posible
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aumentar la eficacia de nuestros métodos de obtencion de esta en este caso en el
ambito nuclear. Somos consientes de que es un trabajo de gran envergadura y
por eso este TFG es simplemente una toma de contacto con este problema y deja
las puertas abiertas a mejoras y a nuevos puntos de vista. Pero se ha demostrado
como la aplicacién de la ciencia de datos y de los métodos algoritmicos de
optimizacioén y las redes neuronales, pueden facilitar nuestra manera de obtener
la energia y darnos una mayor eficiencia temporal a la hora del célculo y de
eficacia energética a la hora de su extraccion.
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Apeéendice 1: Objetivos y metas de
desarrollo sostenible

Objetivos de Desarrollo
Sostenibles

Alto

Medio

Bajo

No

procede

ODS 1. Fin de la pobreza

X

ODS 2. Hambre cero

X

ODS 3. Salud y bienestar

ODS 4. Educacion de calidad

ODS 5. Igualdad de genero

ODS 6. Agua limpiay
saneamiento

ODS 7. Energia asequible y
no contaminante

ODS 8. Trabajo decente y
crecimiento econdmico

ODS 9. Industria, innovacion
e infraestructuras

ODS 10. Reduccion de las
desigualdades

ODS 11. Ciudades y
comunidades sostenibles

ODS 12. Producciony
consumo responsables

ODS 13. Accion por el clima

ODS 14. Vida submarina

ODS 15. Vida de
ecosistemas terrestres

ODS 16. Paz, justicia e
instituciones solidas

ODS 17. Alianzas para lograr
objetivos

Tabla 3. Objetivos y metas de desarrollo sostenible
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La energia nuclear junto con las energias renovables es de las energias que
menos emision de CO2 y gases de efecto invernadero tiene a la atmoésfera®9. Esto
es un hecho que nos demuestra que a pesar de los residuos que deja es una
energia eficaz contra el efecto invernadero y aunque sus residuos contaminen en
el proceso de extraccion de energia las emisiones son minimas. También cabe
destacar un estudio de la revista Science, donde se demuestra que centrales
como las térmicas de carbén producen una ceniza hasta 100 veces mas
contaminantes que las producidas por los reactores nucleares y no solo eso, sino
que también se demuestra las personas que viven entorno a centrales de carbon
presentan una radiacion ingerida similar o superior a la de las centrales
nucleares2°. Es por esto por lo que nuestro trabajo al ser un intento de
promover las energias nucleares y optimizarlas de manera que saquemos el
mayor beneficio posible de ellas en primer lugar tiene un impacto claro en el
bienestar y en la salud de la poblacién, pues una menor emisiéon de gases de
efecto invernadero junto con una gestion responsable de los desechos nucleares
puede traer un impacto al clima mundial positivo y con ello a la salud y
bienestar de la poblacién. Y obviamente esto puede beneficiar a ecosistemas
tantos terrestres como maritimos pues es una reduccion de la contaminaciéon
global. Otro punto a favor de la energia nuclear es la cantidad de energia que
produce una sola central respecto a otros tipos de energia como demuestra la
oficina de energia nuclear de estados unidos2! o podemos observar como la
cantidad de energia generada a través de centrales nucleares es superior a la
producida por energias renovables o fosiles22, esto hace que la cantidad de
centrales necesarias sea menor para producir la misma energia que con parques
eolicos o centrales fosiles. Este echo demuestra que la contaminacion visual es
menor y por lo tanto beneficia al medio ambiente.

El coste de produccion de la energia nuclear en la actualidad es menor que el
coste de produccién de otras centrales como las de carbon23, si a esto le
anadimos una propuesta innovativa como es la aplicacion de la ciencia de datos
en la optimizacién del proceso podemos optimizar el proceso optimizando los
beneficios obtenidos de la energia y a la vez modernizar la industria.

.



Apéndice 2: Cadigo

En el siguiente apéndice se va a realizar un resumen de los diferentes codigos
utilizados y un resumen de su utlizacion:

- Reader.py:

o Objetivo: generar las x nuevas matrices a partir de un archivo de
entrada de PARCS ss_pwr_paths y paths_sici1. Genera los
archivos y los organiza en carpetas.

o Entrada: ss_pwr_pathsy el paths_sici.

- Generate_new.py:

o Objetivo: modificar los archivos de PARCS, manteniendo las
matrices generadas por el reader.py, y reorganizarlos en nuevos
directorios.

o Entrada: archivos con la matriz modificada por el reader.py y
archivo con la modificaciéon que se quiere aplicar a todos (por
ejemplo, un valor cambiado a True)

En un principio seria suficiente el reader.py ya que, con él, si le das un
ss_pwr_paths y un paths_sic1, generara los archivos que se necesiten. El
generate_new.py en caso de tener un nuevo archivo con nuevos parametros
modificados y querer las matrices ya generadas, este programa las transporta a
un ejecutable con los nuevos valores.

- Out_info.py:
o Objetivo: extraer la informacion para entrenar las redes
neuronales: K-efectiva, potencia axial, radial y 3D.
o Entrada: conjunto de archivos out.
- Rrnn.py y rrnn2.py:
o Objetivo: de rrnn.py calcular la k-efectiva, de rrnn2.py calcular
potencia axial, radial y 3D
o Entrada: fichero de datos generado por out_info.py
- Genético.ipynb:
o Objetivo: generacion del algoritmo genético.
o Entrada: fichero de datos generado por out_info.py y las redes
neuronales guardadas en rrnn.py y rrnn2.py
o Se puede acceder a este cddigo en

este enlace.

El resto de los codigos pueden ser accedidos en el enlace
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https://colab.research.google.com/drive/1uW0X10De6E4ZgEB9O591mncWNKsQzwMJ?usp=sharing
https://colab.research.google.com/drive/1uW0X10De6E4ZgEB9O591mncWNKsQzwMJ?usp=sharing
https://drive.google.com/drive/folders/1L1ygHa_agv4qjSngxCchkoHJ6N8pcY6x?usp=sharing
https://drive.google.com/drive/folders/1L1ygHa_agv4qjSngxCchkoHJ6N8pcY6x?usp=sharing

