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ABSTRACT

Graph signal processing appears as an emerging field of techniques that combine
concepts from two highly consolidated areas: signal processing and graph theory.
From the perspective of signal processing, it is possible to achieve a more general
signal definition by assigning each value of the signal to a vertex of a graph. Con-
ventional signals can be considered particular cases where the sample values are
assigned to a uniform (temporal or spatial) grid. From the perspective of graph
theory, new transformations of the graph can be defined in such a way that they
extend the classical concepts of signal processing such as filtering, prediction and
spectral analysis. Furthermore, graph signal processing is finding new applications
in detection and classification areas due to its flexibility to model general depend-

encies between variables.

In this thesis, new contributions are given to graph signal processing. Firstly, it is
considered the problem of estimating the Laplacian matrix associated with a graph,
which determines the relationship between nodes. Conventional methods are based
on the precision matrix, where Gaussianity is implicitly assumed. In this thesis,
new methods to estimate the Laplacian matrix from the partial correlations are
proposed respectively assuming two different non-Gaussian models in the observa-
tion space: Gaussian Mixtures and Independent Component Analysis. The pro-
posed methods have been tested with simulated data and with real data in some
selected biomedical applications. It is demonstrate that better estimates of the La-
placian matrix can be obtained with the new proposed methods in cases where

Gaussianity is not a correct assumption.



The problem of generating synthetic signal in scenarios where real signals scarcity
can be an issue has also been considered. Graph models allow more general pair-
wise dependence models between signal samples. Thus a new method based on the
Complex Graph Fourier Transform and on the concept of subrogation is proposed.
It has been applied in the challenging problem of hand gesture recognition. It has
been demonstrated that extending the original training set with graph surrogate

replicas, significantly improves the accuracy of the hand gesture classifier.



RESUMEN

El procesado de seiial sobre grafos es un campo emergente de técnicas que combi-
nan conceptos de dos areas muy consolidadas: el procesado de sefial y la teoria de
grafos. Desde la perspectiva del procesado de sefial puede obtenerse una definicion
de la sefial mucho mas general asignando cada valor de la misma a un vértice de un
grafo. Las sefiales convencionales pueden considerarse casos particulares en los
que los valores de cada muestra se asignan a una cuadricula uniforme (temporal o
espacial). Desde la perspectiva de la teoria de grafos, se pueden definir nuevas
transformaciones del grafo de forma que se extiendan los conceptos clasicos del
procesado de la sefial como el filtrado, la prediccion y el analisis espectral. Ade-
mas, el procesado de sefiales sobre grafos esta encontrando nuevas aplicaciones en
las areas de deteccion y clasificacion debido a su flexibilidad para modelar depen-

dencias generales entre variables.

En esta tesis se realizan nuevas contribuciones al procesado de sefiales sobre gra-
fos. En primer lugar, se plantea el problema de estimacion de la matriz Laplaciana
asociada a un grafo, que determina la relacion entre nodos. Los métodos conven-
cionales se basan en la matriz de precision, donde se asume implicitamente Gaus-
sianidad. En esta tesis se proponen nuevos métodos para estimar la matriz Lapla-
ciana a partir de las correlaciones parciales asumiendo respectivamente dos
modelos no Gaussianos diferentes en el espacio de las observaciones: mezclas
gaussianas y analisis de componentes independientes. Los métodos propuestos han
sido probados con datos simulados y con datos reales en algunas aplicaciones bio-

médicas seleccionadas. Se demuestra que pueden obtenerse mejores estimaciones



de la matriz Laplaciana con los nuevos métodos propuestos en los casos en que la

Gaussianidad no es una suposicion correcta.

También se ha considerado la generacion de sefiales sintéticas en escenarios donde
la escasez de sefiales reales puede ser un problema. Los modelos sobre grafos per-
miten modelos de dependencia por pares mas generales entre muestras de sefial.
Asi, se propone un nuevo método basado en la Transformada de Fourier Compleja
sobre Grafos y en el concepto de subrogacion. Se ha aplicado en el desafiante pro-
blema del reconocimiento de gestos con las manos. Se ha demostrado que la exten-
sion del conjunto de entrenamiento original con réplicas sustitutas generadas con
los métodos sobre grafos, mejora significativamente la precision del clasificador de

gestos con las manos.



RESUM

El processament de senyal sobre grafs és un camp emergent de técniques que com-
binen conceptes de dues arees molt consolidades: el processament de senyal i la
teoria de grafs. Des de la perspectiva del processament de senyal pot obtindre's una
definicié del senyal molt més general assignant cada valor de la mateixa a un ver-
tex d'un graf. Els senyals convencionals poden considerar-se casos particulars en
els quals els valors de la mostra s'assignen a una quadricula uniforme (temporal o
espacial). Des de la perspectiva de la teoria de grafs, es poden definir noves trans-
formacions del graf de manera que s'estenguen els conceptes classics del proces-
sament del senyal com el filtrat, la prediccio i l'analisi espectral. A més, el proces-
sament de senyals sobre grafs esta trobant noves aplicacions en les arees de
deteccio i classificacié a causa de la seua flexibilitat per a modelar dependéncies

generals entre variables.

En aquesta tesi es donen noves contribucions al processament de senyals sobre
grafs. En primer lloc, es planteja el problema d'estimaci6 de la matriu Laplaciana
associada a un graf, que determina la relacid entre nodes. Els métodes convencio-
nals es basen en la matriu de precisio, on s'assumeix implicitament la gaussianitat.
En aquesta tesi es proposen nous métodes per a estimar la matriu Laplaciana a par-
tir de les correlacions parcials assumint respectivament dos models no gaussians
diferents en l'espai d'observacid: mescles gaussianes i analisis de components inde-
pendents. Els métodes proposats han sigut provats amb dades simulades i amb
dades reals en algunes aplicacions biomédiques seleccionades. Es demostra que
poden obtindre's millors estimacions de la matriu Laplaciana amb els nous métodes

proposats en els casos en que la gaussianitat no €s una suposicio correcta.



També s'ha considerat el problema de generar senyals sintétics en escenaris on
l'escassetat de senyals reals pot ser un problema. Els models sobre grafs permeten
models de dependeéncia per parells més generals entre mostres de senyal. Aixi, es
proposa un nou metode basat en la Transformada de Fourier Complexa sobre Grafs
i en el concepte de subrogacid. S'ha aplicat en el desafiador problema del reconei-
xement de gestos amb les mans. S'ha demostrat que 1'extensio del conjunt d'entre-
nament original amb repliques substitutes generades amb meétodes sobre grafs,

millora significativament la precisi6 del classificador de gestos amb les mans.
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Capitulo 1

Revision del procesado
de senal sobre grafos

1.1. Introduccion

El procesado de sefial sobre grafos (GSP, siglas en inglés de Graph Signal Pro-
cessing) parte de dos areas principales que han evolucionado en paralelo y que han
generado una nueva herramienta de trabajo de procesado de sefial. Por una parte, se
fue desarrollando una aproximacion algebraica a los conceptos clasicos del proce-
sado de sefal, denominada procesado de sefal algebraico (ASP, siglas en inglés de
Algebraic Signal Processing) junto a aproximaciones algebraicas a las transforma-
ciones discretas trigonométricas como la transformada discreta de Fourier, para
proporcionar nuevos algoritmos mas eficientes. Por otra parte, se fue progresando
en el estudio de la matriz Laplaciana de la teoria de grafos a partir de la representa-
cion sobre ésta de datos provenientes de distintas aplicaciones, para generar nuevas
herramientas de procesado de datos a través del analisis espectral de la misma. Este

contexto historico y la convergencia en el desarrollo de herramientas de GSP se
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Nuevas contribuciones a la teoria y aplicacion del procesado de serial sobre grafos

expone en [1]. Este articulo, ademas de situar el estado actual del GSP, plantea los
retos a superar, los conceptos clave y algunas de las aplicaciones de este campo de

estudio.

En este capitulo se hace una revision de algunos de los principales trabajos que
han originado el GSP. Ademas, se definen los principales elementos, se revisan los
retos a abordar y algunas de las aplicaciones mas relevantes que han sido clave

para su desarrollo.

1.2. Procesado de seiial algebraico

El ASP es una aproximacion general y axiomatica del procesado de seiial lineal
convencional. Para ello se define un modelo de sefal en el que los conceptos clasi-
cos tales como los filtros temporales y espaciales o el espacio de la sefial, tienen
sus respectivos conceptos algebraicos equivalentes. Esta aproximacion se introdujo

principalmente en [2] y [3] a partir de [4] para el caso de sefiales discretas.

En [2] se define un modelo lineal de la sefial mediante una estructura algebraica
genérica de filtros, un espacio de sefiales y un mapeo lineal biyectivo desde un
espacio vectorial coordenado sobre el espacio de sefiales, generalizando la trans-
formada Z. Este modelo genérico puede definir los conceptos convencionales del
procesado de sefial a partir de la seleccion de las bases, las dimensiones y el mapeo
lineal para un espacio vectorial dado. En principio, cualquier modelo de sefial pue-
de ser valido, por lo que una de las principales cuestiones es determinar cual es el
mas adecuado teniendo en cuenta alguno de los siguientes aspectos: los modelos de
las aplicaciones mas comunes del procesado de sefal, los modelos que estén aso-
ciados a una transformacion lineal dada y el desarrollo de un modelo que refleje

propiedades deseadas, seglin por ejemplo, la aplicacion. En este articulo se respon-

14



Revision del procesado de seiial sobre grafos

de a estas cuestiones desde el dominio temporal eligiendo un operador de transla-
cion temporal capaz de generar el algebra de filtros y mostrando propiedades es-
tandares del procesado de sefial que puedan ser llevadas a los correspondientes

requisitos del modelo de la sefial algebraico.

Como se explica en [2]-[5], el operador de translacion es un filtro especial y en
el caso del procesado de sefial unidimensional o 1-D so6lo es posible un tipo de
translacion, en el caso k-D son necesarios k tipos de translacion, segiin explican los
autores. En este articulo se focaliza el caso de un operador de translacion y se iden-
tifican las algebras conmutativas posibles. Por ejemplo, forzando invariancia a la
translacion se asegura que el algebra sea conmutativa. Ademas se muestra que los

polinomios son clave en las estructura en ASP.

A partir de estas ideas base se presentan las equivalencias en ASP del filtrado,
analisis espectral, transformada de Fourier, respuesta en frecuencia y otros concep-
tos comunes en el procesado de sefial convencional para el caso discreto en donde
las sefiales son secuencias de ntimeros finitas o infinitas de una base que puede ser
numeros reales o complejos sobre un rango de indices. En general se muestra que
entendiendo y explotando los beneficios de la relacion entre conceptos del proce-
sado de sefial y su algebra equivalente, se pueden desarrollar nuevas herramientas
de procesado de sefial, asi como modelos de sefal diferentes del procesado de sefial
temporal clasico. Desde un punto de vista practico, esto significa que se puede
construir un gran nimero de herramientas de procesado de sefial distintas con dife-
rentes nociones de filtrado y espectro. También que imponiendo invariancia a la
translacion se puede identificar el algebra polindbmica como una estructura clave
del procesado de sefal. Ademas, esto permite la derivacion de nuevos modelos de

la sefial por otros operadores de traslacion no estandares.
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Finalmente, cabe mencionar que en este articulo también se hace un repaso his-
torico del uso del algebra en teoria de sefial en dos direcciones principales: la trans-
formada rapida de Fourier (FFT, siglas en inglés de Fast Fourier Transform) y el

analisis de Fourier en grupos.

En otros trabajos como [5], [6], [7] o [22] se desarrollaron aproximaciones al-
gebraicas para proponer algoritmos de transformaciones trigonométricas mas efi-

cientes y rapidos.

En [3] se utiliza la teoria del algebra para desarrollar modelos espaciales de se-
fiales finitas e infinitas. En este caso se analiza el dominio espacial, por lo que el
concepto de traslacion es espacial, no dirigido o simétrico y se complementa al

articulo anterior en el que el analisis era en el dominio temporal.

Junto a estos trabajos, se siguid desarrollando el procesado de sefial algebraico
en [8] y [9] donde se presentan herramientas algebraicas para analizar sefales dis-
cretas a partir de combinaciones lineales de polinomios ortogonales y espacialmen-

te en muestras de sefales distribuidas.

Adicionalmente, el ASP a partir de una definicion apropiada de un modelo de
espacio de la sefal en forma de grafo linea, se puede utilizar para mostrar que la
transformada discreta del coseno (DCT, siglas en inglés de Discrete Cosine Trans-
form) desempeiia el mismo papel para ese modelo de sefal como el que juega la
transformada discreta de Fourier (DFT, siglas en inglés de Discrete Fourier Trans-
form) para el modelo temporal ciclico. A partir de estas definiciones se introduce
la posibilidad de generar matrices de adyacencia de grafos con pesos como trasla-
ciones para generar el modelo de sefial basado en grafos para sefiales indexadas
sobre nodos de un grafo arbitrario dirigido o no dirigido. Por lo tanto, estos trabajos

sientan unas primeras bases para el desarrollo del GSP.
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1.3. Estudio de la matriz Laplaciana

En paralelo al desarrollo del procesado de sefial algebraico aparecieron diferen-
tes trabajos enfocados en el estudio de la representacion de datos de altas dimen-
siones en estructuras de menor dimension a través de proyecciones sobre un sub-

espacio de bases propias de la matriz Laplaciana del grafo asociado.

En [10] y [11] se desarrollan representaciones de dimensiones bajas para datos
de gran dimension a partir de los autovectores de la matriz Laplaciana de un grafo

y del operador de Laplace-Beltrami de la geometria diferencial.

En [12] y [13] se eligen aproximaciones discretas para otros operadores conti-
nuos, como por ejemplo una conjugacion de un operador eliptico de Schrodinger y
obtener otras bases espectrales para la caracterizacion de la geometria subyacente a

los datos.

En [14] se describen diferentes grafos Laplacianos y sus propiedades basicas y
se discute sobre las ventajas y desventajas de los diferentes algoritmos de agrupa-

cion espectrales utilizados hasta ese momento.

Ademas, a partir de la recoleccion de datos provenientes de redes de sensores si-
tuados espacialmente de forma irregular, varios autores [15], [16] desarrollaron
diferentes algoritmos de regresion, filtrado, eliminacion de ruido y esquemas de
compresion a partir de la matriz Laplaciana asociada a un grafo. Otros trabajos se
centraban en el procesado de sefales sobre grafos indexando las muestras de las
seflales sobre un grafo no dirigido con pesos reales y no negativos. Con esta apro-
ximacion se adoptaba la matriz Laplaciana del grafo como un bloque bésico en
construccion a partir del cual desarrollar una teoria de procesado de sefial sobre

grafos no dirigidos.
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En este camino hacia el GSP también han sido muy relevantes los trabajos rea-
lizados desde el procesado de imagen mediante el enfoque de la teoria de grafos.
Asi por ejemplo, varios autores [17] representaban las imagenes segmentandolas
para generar un grafo a partir del cual desarrollar métodos de procesado, filtrado y

representacion [18].

Aplicaciones mas actuales [23] han usado el GSP para analisis de datos recogi-
dos por los sensores de la red eléctrica y detectar ataques de inyeccion de datos

falsos como los de lectura de contadores o errores de lectura en general.

1.4. Procesado de seiial sobre grafos

Los trabajos anteriores sentaron las bases para la aparicion del concepto de
GSP. Unos de los articulos que sirve como base de este campo emergente es [19]
en donde se hace un repaso de los conceptos desarrollados hasta el momento, los
retos a encarar y las aplicaciones mas relevantes. En este articulo se explica que el
GSP aparece a partir de la union de los conceptos de procesado de sefial y el anali-
sis espectral de grafos con el analisis armonico computacional. Ademas se revisan
los métodos para generalizar operaciones fundamentales como el filtrado o el sub-
muestreo. También se hace un repaso a las transformaciones multi-escala que se
han ido proponiendo para extraer informacion de grafos con datos de grandes di-

mensiones.

La representacion de datos a través de grafos ha sido muy 1til para describir la
estructura geométrica en numerosas aplicaciones actuales como las relacionadas
con medicina, energia, transporte, redes de sensores o tratamiento de datos a gran
escala en general. En todas estas aplicaciones en las que los datos tienen una com-

ponente temporal, el GSP ha proporcionado nuevos enfoques para tratar problemas
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de campos muy distintos dentro de la ingenieria o la ciencia. El articulo menciona-
do anteriormente hace un repaso de los conceptos a tener en cuenta para el analisis
de los grafos asociados a este tipo de problemas. Por ejemplo, explica la similitud
entre la transformada de Fourier clasica y su equivalencia a través de los autovecto-

res de la matriz Laplaciana asociada al grafo.

El articulo [20] propone una extension de la teoria del procesado de sefial sobre
grafos a partir de aplicaciones de clasificacion, prediccion lineal y compresion de
datos. Para ello se propone nueva teoria de procesado de sefial discreta (DSP, siglas
en inglés de Discrete Signal Processing) en la que las relaciones de dependencia
entre los datos son representadas mediante grafos arbitrarios. De este modo se ex-
tienden las estructuras y los conceptos fundamentales del DSP viendo los datos
como sefiales indexadas en nodos de un grafo. En este articulo se demuestra que el
DSP sobre grafos es una extension de la teoria clasica de series temporales y que
los conceptos de DSP y sus estructuras pueden obtenerse utilizando un grafo como
series temporales discretas. También se muestra la eficiencia de esta aproximacion

en conjuntos de datos de diferente naturaleza.

En [21] se realiza un analisis frecuencial desde el enfoque de DSP sobre grafos.
Para ello se estudian los diferentes filtrados frecuenciales y se plantean distintos
métodos para el disefio de filtros sobre grafos y se ilustra esta aproximacion con
dos aplicaciones principales: la deteccion de fallos en sensores y la clasificacion de
datos. Asi en [24] se muestra una guia del uso del GSP para aplicacion de filtros
paso bajo en estructuras grandes para obtener informacion subyacente en aplica-
ciones financieras, de redes sociales o de energia para detectar entre otras cosas

anomalias.
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En [1] se recopilan todos los avances realizados en GSP hasta 2018 exponiendo
los conceptos clave, las diferentes areas de aplicacion y dando una perspectiva
historica de los trabajos realizados hasta el momento. A modo de resumen se puede
decir que a partir del estudio de sefiales temporales discretas y del rol que juega el
operador de traslacion se pudo extender el DSP indexando las muestras de las sefia-
les sobre nodos de un grafo. A partir de esta extension se pudo estudiar el modelo
de la senal, sus representaciones, asi como todo tipo de sistemas de procesado de
sefales (filtros), las transformaciones como la transformada Z o la transformada de
Fourier, el muestro de sefiales y diferentes conceptos concretos del procesado de

sefal clasico pero con este nuevo enfoque a través de la teoria de grafos.

En los tltimos afios [25] se han continuado exponiendo las bases y los avances
del GSP en general y en campos en particular como el aprendizaje automatico [26]
o redes neuronales [27] aplicadas sobre datos biologicos o eliminacion de ruido

[28].

En linea con lo comentado anteriormente en relacion con el ASP, para poder
extender el concepto de operador de traslacion del DSP al GSP se reescribieron las
seflales como vectores de ntimeros reales o complejos y de este modo se pudo re-
presentar un filtro de respuesta al impulso 2 como una matriz H, y en general un
sistema de procesado de sefial como operaciones algebraicas. Asi por ejemplo, se
puede considerar una operacion de filtrado como una multiplicacion matriz-vector.
Por ello la matriz de adyacencia del grafo asociado juega un papel muy importante
y con el estudio de esta matriz aparecieron diferentes propuestas utilizando esta

misma matriz o la matriz Laplaciana asociada.

Otro de los conceptos relevantes del GSP fue la representacion frecuencial de

las sefiales indexadas sobre un grafo. Mediante la definicion de filtros como matri-
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ces, se mostrd que sus autovectores son una equivalencia a las sefiales propias de
un filtro convencional en DSP. Para ello se demostré que los autovectores de la
matriz de adyacencia son las componentes espectrales del grafo y que sus autovalo-
res son las frecuencias del grafo. La interpretacion de las frecuencias del grafo
también se estudio en profundidad para determinar que las frecuencias estan direc-
tamente relacionadas con el grado de variacion de las componentes espectrales del
grafo, por ejemplo, las bajas frecuencias corresponden a las componentes espectra-
les con menor variacion. Por ultimo, se propusieron representaciones frecuenciales
basadas en la matriz Laplaciana ya que por sus caracteristicas (semidefinida positi-
va), la interpretacion de las frecuencias equivalentes en DSP quedaba mas clara
dependiendo del tipo de grafo elegido. La mejor representacion frecuencial depen-
dera de la aplicacion del grafo asociado seleccionado. Esto ultimo es todavia un

tema de investigacion abierto.

1.5. Hipotesis y objetivos de la tesis

En esta tesis se realizan nuevas aportaciones al GSP, que se van a ubicar bre-
vemente en el contexto de todo lo anterior. Como ya se ha mencionado, el proce-
samiento de sefiales sobre grafos (GSP) es un area emergente de creciente interés,
que permite extender el concepto de una sefial definida en una rejilla uniforme de
tiempo o espacio a rejillas y dominios mas generales. Esencialmente, GSP abre
nuevas posibilidades para la comunidad de procesamiento de sefiales, al establecer
un puente entre el procesamiento de sefial y el procesamiento de datos. Como se ha
visto, muchos esfuerzos se han dirigido y se dirigen actualmente a definir concep-
tos, perspectivas y aplicaciones para demostrar que GSP tiene su propio interés con
respecto a otras areas relacionadas del procesamiento de datos. Asi, por ejemplo, el

concepto clasico de filtrado se ha extendido a GSP mediante una definiciéon apro-
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piada de operadores de translacion y autofunciones del grafo. No menos importan-
tes son los aspectos relacionados con el modelado estadistico, para poder extender
el tratamiento estadistico de sefiales a sefiales sobre grafos. Asi por ejemplo, con-
ceptos basicos, como la estacionaridad, se han extendido de diferentes maneras,
siendo todavia un tema abierto de investigacion tedrica. Son muchos los aspectos
en los que atin se puede avanzar en GSP, tanto en nuevos algoritmos como en apli-
caciones. Basta ver el listado de posibles lineas de investigacion que aparecen habi-

tualmente en los workshops especificos sobre DSP y que aqui se reproducen:

-Sampling and recovery of graph signals

- Graph filter and filter bank design

- Uncertainty principles and other fundamental limits

- Graph signal transforms

- Graph filter identification

- Graph topology inference

- Statistical graph signal processing

- Signal processing on in high-order graphs

- Non-linear graph signal processing

- Prediction and learning in graphs

- Geometric deep learning (graph CNNs/RNNs)

- Reinforcement learning on graphs

- Representation learning on graphs

- Applications to image and video processing

- Applications to neuroscience and other medical fields
- Applications to economics and social networks

- Applications to infrastructure networks (e.g., communication, transporta-
tion, power networks).

En concreto esta tesis hace aportaciones en dos aspectos del procesado de sefial

sobre grafos:

e Estimacion de la matriz Laplaciana que caracteriza el grafo, asumiendo

modelos probabilisticos no Gaussianos.
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o Sintesis de sefiales a partir de modelos de grafos.

El primero de ellos es un problema clésico en procesado de sefial sobre grafos,
ya que la matriz Laplaciana caracteriza el grafo al definir todas las conexiones en-
tre sus nodos. Los métodos de definiciéon de Laplacianas propuestos hasta ahora lo
hacen a partir de consideraciones especificas de la aplicaciéon o asumiendo un mo-
delo probabilistico de la variable aleatoria multivariante formada por todos los
valores de la sefial en cada nodo del grafo. Hasta ahora, los modelos probabilisticos
asumidos son puramente Gaussianos, lo que puede no ajustarse suficientemente a
la realidad. Por ello en esta tesis se aborda el problema de la no-Gaussianidad. Asi,
los capitulos 2 y 3 proponen métodos para estimar la matriz Laplaciana a partir
respectivamente de modelos de mezclas gaussianas y de modelos de Analisis de
Componentes Independientes (/ndependent Component Analysis, ICA) no gaussia-
nas respectivamente. Se establece asi un puente entre el enfoque clasico de trata-
miento estadistico de sefiales y datos basados en modelos probabilisticos y el GSP

basado en modelos de grafos.

En relacidon con la contribucion relativa a la sintesis de sefiales, cabe destacar
que este es un aspecto novedoso en cuanto al potencial del GSP. Asumimos que un
modelo de grafo obtenido a partir de una sefial temporal convencional incorpora
informacion relevante sobre la misma. El objetivo es aprovechar dicha informacion
para mejorar la sintesis de sefiales, que permitan llevar a cabo simulaciones de
sistemas, entrenamiento de clasificadores,... con sefiales sintéticas que reproduzcan
mejor el comportamiento de las sefiales reales. Asi, en el Capitulo 4 se extienden
los métodos clasicos de subrogacion de sefiales a subrogacion de sefiales sobre
grafos, permitiendo asi implementar métodos de sintesis de sefiales que incorporan

modelos de grafos.
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Como se ird comprobando, estas contribuciones encajan en varias lineas del an-
terior listado tales como: Graph signal transforms, Graph topology inference, Sta-
tistical graph signal Processing, Non-linear graph signal Processing, Prediction
and learning in graphs, Representation learning on graphs. También se considera-

ran nuevas aplicaciones con biosefiales y en reconocimiento de signos.
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Capitulo 2

Estimacion de la
matriz Laplaciana en

Modelos de Mezclas
Gaussianas

2.1. Introduccion

Un grafo puede ser representado en la formag {1, £,A}, donde V es un conjunto
de N vértices o nodos, £ es el conjunto de conexiones que unen los nodos y A es
la denominada matriz de adyacencia. El elemento genérico «,, es el peso (asu-

miendo que es real y no negativo) correspondiente a la conexion que une el nodo m
con ¢l nodo n. Un peso igual a cero significa que no hay conexion del nodo m al

nodo n. Considerando grafos no dirigidos, se tiene que «,, = a,, . El grafo puede
ser caracterizado de una forma clara mediante su matriz de adyacencia, asi como,
de manera més interesante, por la matriz Laplaciana [1] definida como L=D-A |

donde D es una matriz diagonal cuyos elementos vienen definidos como
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d,=Ya, . Lamatriz L es preferible por sus atractivas propiedades espectrales

e
[2]. Por tanto, en procesado de sefal sobre grafos, resulta fundamental el correcto
calculo de la matriz Laplaciana. En contextos especificos, es posible establecer los
pesos considerando relaciones naturales entre nodos, como por ejemplo, a partir de
aproximaciones espaciales, pero en un marco estadistico general, es mas conve-
niente idear métodos para la estimacion de la matriz Laplaciana a partir de conjun-
tos de datos de entrenamiento. De este modo, muchos de los trabajos recientes en
procesado de senal sobre grafos [3] [4] [S] estiman la denominada matriz de preci-
sion y la utilizan como matriz Laplaciana del grafo. Estos trabajos estan relaciona-
dos con técnicas estadisticas para la estimacion general de matrices de covarianza o
precision [6] [7] [8] [9] [10] [11]. El fundamento de esta idea es que los elementos
fuera de la diagonal de la matriz de precision (correctamente normalizados) coinci-

den con las correlaciones parciales entre cada par de elementos del vector de ob-

servacion aleatorio X:[xl...xN] . La correlacion parcial entre dos variables aleato-
rias x, y X, N#M se define como la correlacion entre los residuos obtenidos

restando x, y X, de sus estimaciones lineales del minimo error cuadritico medio

(LLMSE, (del inglés Linear Least Mean-Square Error)) obtenidas del resto de
variables. Por lo tanto, la correlacion parcial es una medida real del grado de enlace
o relacion lineal entre los nodos 7 y m, no afectada por la presencia del resto de
variables. Ademas, el estimador lineal que esta implicito en la definicion de la co-
rrelacion parcial, es optimo si la funcion de densidad de probabilidad multivariante

(pdf) subyacente p (x ) es Gaussiana. Sin embargo, si esta suposicion no es correc-
ta, la influencia del resto de variables en x, y x, no se eliminara del todo y la

correlacion parcial no capturara adecuadamente la dependencia real entre el nodo »
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y el nodo m. Hasta donde se sabe, faltan trabajos que traten el caso no gaussiano en
el contexto de la estimacion de la matriz Laplaciana. En esta tesis, se propone una

definicion mas general de la correlacion parcial para tener en cuenta el caso no
gaussiano. Para ello, se propone reemplazar el estimador LLMSE de x, y X, por
sus respectivas medias condicionadas £ [x,/x .. ] YE[x,/x_,.]» €s decir, sus
respectivas estimaciones LMSE (no lineales en general). Como estas ultimas de-

penden de la p(X) especifica, en este capitulo se considerara un modelo no gaus-

siano para p(X) que pueda adaptarse a multiples escenarios: un modelo de mez-

clas gaussianas (GMM) multivariante. De manera similar, en el proximo capitulo

se considerara un modelo de Analisis de Componentes Independientes (ICA).

2.2. Coeficiente de correlacion parcial generalizado GPCC

Un GMM viene definido como

1 |
- E("*bk)rckl (x—by)

Np_ L,
p(x)= ;Pk o . (1)

Donde P, C,y b, son, respectivamente, la probabilidad a priori, la matriz de

K

covarianza y el valor de la media de cada componente £ de la mezcla gaussiana.
GMM es el modelo paramétrico no gaussiano mas comun por su buen balance
entre versatilidad y simplicidad. Este modelo ha sido considerado en diferentes
escenarios de la estadistica y del procesado de sefial (ver por ejemplo [12] [13] [14]
[15] [16] [17] [18] [19], por mencionar algunas aplicaciones recientes). En esta
tesis se propone un enfoque en el que como se va a mostrar, se pueden obtener

mejores estimaciones de la matriz Laplaciana asumiendo un modelo (GMM) mas
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sofisticado que el modelo gaussiano multivariante implicito en el uso de cualquier
estimacion de la matriz de precision.

Definiendo x , como el vector obtenido a partir del vector x después de des-
cartar los elementos x, y x,, L(x,/x_,,)Y L(x,/x_,, ) las correspondientes

estimaciones LLMSE, y ro=x,-L(x,/x_,.,) Y r

m

=x,-L(x,/x,,) los resi-

duos correspondientes. El coeficiente de correlacion parcial o PCC (del inglés Par-

tial Correlation Coefficient) viene dado por

)

Una propiedad interesante de p  es que puede ser estimada sin realizar expli-

nm

citamente el calculo de los residuos. Esto es asi porque pueden ser calculados como

la inversa de la matriz de covarianza, denominada matriz de precision, tal como

e , 3)

pm:_vaﬂm

donde g, es el elemento mm de la matriz Q, siendo

Q'=C=E [(X—E [X])(X—E [X])T:| Por tanto, se propone la correlacion parcial
generalizada sustituyendo en (2) los residuos lineales por los residuos obtenidos
después de extraer de x, y X, sus respectivas medias condicionadas £ [x, /x ,, ]
YE([x,/x_,, ] s decir, sus respectivas estimaciones LMSE. Se llamaran
rS=x, - E[x,/x 1Y ¢ = x, - E[x, /x_,, ]10s residuos generalizados, por lo que

el coeficiente de correlacion parcial generalizado o GPCC (del inglés Generalized
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Partical Correlation Coefficient) es definido como
PP [ ) Y 3 IR
e[ =L ) e -0 )] ey

donde se tiene en cuenta que la media condicionada es un estimador insesgado,

S|
1
—
X
Ko
SN—"
[
1

por lo que E [rf} =F [rmG ] =0. Esta definicion de GPCC est4 relacionada con

otros conceptos ya propuestos para medir dependencias no lineales entre dos varia-
bles aleatorias. Uno de estos conceptos es la funcion de dependencia local

H (x,.x, ) [20], que mide la dependencia entre dos variables aleatorias condicio-

nadas a algunos valores (locales) de ambas. En el contexto de sefiales aleatorias

sobre grafos, esto inspira la funcién y, (x , ) para medir la dependencia entre

—-nm

x, Y x, enlos puntos locales x  enla forma

m

E[ (%, ~ B[, % ] (50— B 50
el =l o] - L )

donde la esperanza se calcula con respecto a la pdf conjunta p (x,,x, ) para ob-

f,(x,,)= (5)

tener la medida local # (x , ). Otro concepto relacionado es la correlacion con-

dicionada [21],

E[(xn —E[xﬂ/xfnm]/xfnm)(xm —E[xm/xfnm])/xfnm]

P (X)) = (6)

JEL o T D) e B ) ]

La diferencia con (5) es que las esperanzas son calculadas con respecto a la pdf

condicionada conjunta p(x,,x,/x_,,) envezde p(x,x, ). Sin embargo, es in-

teresante una asignacion unica para cada conexion del grafo. Por ello, es necesaria
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una integracion de #, (x_,, )0 p,. (x_,, )conrespecto a x_ . Esto se hace im-
plicitamente en p ¢ , porque las esperanzas en (4) son definidas con respecto a
todas las variables aleatorias involucradas, es decir, con respecto a

p(x,,x,,x_,, )=p(x)-

2.3. Calculando la GPCC de una GMM

En el Apéndice A de este capitulo, se deriva la media condicionada £ [x, /x ,, ]
necesaria para calcular los residuos generalizados ¢ . A partir de (A11), se puede
expresar el residuo generalizado en la forma

’/;’IG =X, _E[xn/x—nm] =X, _pfnmin,nm > (7)

donde p’,, =[P(1/x_,)P(K/x_,, )]Ty el elemento k del vector g, viene

dado por X, (k)=c,, C (X_nm —bkw)+b,m k=1..K . Se define el vector

—nm —nm

¢, =X, ~X,  cuyos elementos son los residuos individuales correspondientes a

—nm

cada componente de GMM (habiendo definidoX, z[xn...xn]szn -1). Se puede
expresar:

G T

_ T
=X, =P (Xn - en,,,m ) =P_®, ’ (8)

—nm

yaque p’ x =x, i p_,, (k)=x, . Ahora se calcula la correlacion correspon-
k=1
diente con los residuales generalizados
E [”;I(;FW(I;} = E [(pinmen,w )(p{nmem,”m )J = E I:p{nmen,”m e)Tnim” p*’llﬂ} M (9)

Por lo que se puede expresar
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nm

_ . (10)
}JE[OfYJ JE[P mes €l o WE[P e el P ]

G G T T
G E |:rn m :' E [pfnnzen,m,,em, p—nm
2

p_,, (k)= P(k/x_,,) =~ (/OB P(x/k)E : (11)

Pxm) S (s, K)E,

donde p(x_,, /k)se puede obtener a partir de la ecuacion (A7) . Los estadisti-

cos en (10) son funciones de x,,x,,x_,, vy de los pardmetros de GMM, por lo que

—nm

se podria calcular la media de las muestras o una integracion numérica para obtener
las esperanzas necesarias para la estimacion de GPCCs. Sin embargo, la carga
computacional sera mucho mayor que la necesaria para estimar las PCCs mediante
la estimacion de la matriz de precision. A continuacién se propone una solucioén

practica después de asumir algunas simplificaciones.

Se puede expresar (9)

K K
E |:rnGrlf:| = E[(pinmen,”m )(pinmem, ,,,,, ):| = E|:Z Z P(k/X*"m )P(k‘/xfﬂm )e’an (k)em, ,,,,, (k'):|
12)
Observando que p(k/x_,,), P(k'/x_,,) son funciones solo de x_,, y que

e, (k),e, (k) son errores de prediccion correspondientes a las predicciones

,,,,,,,,,,

lineales de las variables de prediccion x_,, . Por lo tanto p(k/x_,, ), P(k'/x_,, )NO
estan correlacionadas con e, (k).e, (k') YSE puede escribir:

E[r0 )= Y E[P(k/x, ) Pk XV E[e, (K)e, (k)] . (13)

K
k=1k'=1

Pero
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X x _ P(X_,,m/k)Pk p(x_nm/k‘)Pk. _
AP PP ) = T o)
_ T p(x_,,/k)B, p(x_,,/k")P.

Sop(x,) o p(x)

_pp [P B P (< K
R e

y4 (X—mn ) dx—nm

(14)
La integral en (14) puede simplificarse si se asume que los componentes de
GMM estan “suficientemente separados” de modo que

p(x_m/k)p(x_,,/k")=0 Kk =k .Estees el caso mas interesante desde la perspec-

tiva de mejora del rendimiento de PCC como medida de conectividad entre pares,
ya que cuanto mas separados estén los componentes, mas se alejara de la gaussia-
nidad. Esta separacion puede definirse de diferentes maneras, utilizando diversas
medidas de distancia entre dos pdfs normales (ver por ejemplo [22] y las referen-
cias que aparecen). Sin embargo, en el contexto que se esta tratando, “suficiente-

mente separados” significa que p(x_,, /k)p(x_,,/k')=0 paratodo x_,, vy k=k', por

—nm
lo que en el Apéndice B de este capitulo, se propone un procedimiento practico
para medir la separacion de los componentes de la mezcla en términos de los para-

metros GMM definiendo un indice “ad hoc” 0 < I <1donde 1 significa una sepa-

racion perfecta. Por otra parte, parak =k', la suposicion de “separacion suficiente”

Conduce a T p(xfnm /k)p(xfnm /k)dx ~ T p (anm /k)p (anm /k)dX — L’ que puede
-0 p (X—nm ) - -0 })I:p (X—mn /k) o I)k

aproximarse como

P, k=k'
0 k#k'

E[P(k/x_,,)P(kY/x_,,)] ={ (15)
Asi considerando (15) en (13)

35



Nuevas contribuciones a la teoria y aplicacion del procesado de serial sobre grafos

E[rir =Y RE[e, (Kk)e, (kK)|=E[rrS] (16)

lo que significa que la correlacion residual total se aproxima por la suma ponde-
rada de la correlacion residual individual debida a cada componente GMM, despre-

ciando los términos cruzados entre diferentes componentes. Calculando ahora
E [en,,w (k) e, (k)} , se observa que estos residuos corresponden a la suposicion de

que cada componente £k de GMM esta presente, por lo que

K (O]-E[x%, (K)]+E[%, (0%, (k)]

(17)

Il
S
=
2

|

S|
[

=

>

Donde R, (n,m)=C, (n,m)+b,,b,, son los elementos de la matriz de correlacion

R, = C, + b,b! correspondientes al elemento £ de GMM.

Pero

E[xg, ()] =E[x,(ch € (% —be )by ) |=

_ AT -1
- bk,,m7 bkn ) + bkn bkm - ckm, Ck c/ﬂL + bknb

T -1
=c,, C (r
km, ke \hn_ wm Km nm ke

—nm nm

—nm nm

EI:X ﬁ (k)] = cZn_ C/Z_l ckm_ + bkmbkn
; (18)
donde el vector r,, estd formado por los elementos de la enésima columna de

la matriz R, eliminando las filas ny m. Y
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—nm —nm

= c{n,"m CZW E |:(X—nm - bk,,,m ) (X—nm - bk,m )T } C/j Con

E [ﬁmm (b)%,, (k)] =E [(cfmm C (anm -b, ) +b, ) (c,fm C' (xwm -b, ) +b,, )} =

nm —nm

+ c/{n C: (E [X_]— b, ) by, + cATm,,M CZI (E [x_,.]- b, ) by, +byby, =
=¢, C' ¢, +hb,
19)
Asi que finalmente
Ele, (k)e, (k)]=Ci(nm)+b,b, ¢, C e, ~bb, ¢, C' e, ~b,b,

T -1
+ ck"—nm Ck—l

—nm nm

(20)
Como conclusion, dados los parametros GMM, se puede calcular E [I‘,,Gl’mG ] a

partir de las ecuaciones (16)-(20). Asi que se puede definir un GPCC aproximado
(aGPCC) como

K
R n(cm-cls..)
pnm_ N 2 N > = X X
JELCTNELT] [Sa e e _cl e ) Sr(cnm-c. ¢ e
k=1 k=1
21

La Figura 2.1 muestra el Grafo Aciclico Dirigido o DAG por sus siglas del in-
glés Directed Acyclic Graph de una Red Bayesiana (BN) correspondiente a un
GMM. Este tipo de diagramas ayudan a comprender el rol y las dependencias de
las diferentes variables y parametros, y a definir algoritmos de aprendizaje (ver por

ejemplo [23]).
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a) p(x.k)=p(x/k)P, b) P(%k)=p(x,%,/x_,,.k)p(x_,,/k)F

b, b b @ Q

om

C, c,

n

—nm

—nm

p:);n = f (Pk’bkn’bkm ’ckn Cm 7ckm —om ’bk,”m ’Ck,”m ’anm ) eq(7) - (1 1)’(A7)
pr‘rllf = f(Pk’ckn ’ckm ’Ck7ck,,,m ) eq(zl)

—nm —nm

Figura 2.1. DAG de la BN asociada al GMM. Los circulos sombreados corresponden a las varia-

bles latentes, los circulos blancos a las variables observadas, los rectangulos corresponden a los para-

metros que definen las probabilidades a priori o las pdfs condicionada. a) GMM compacto b) GMM
dividido implicito en la estimacion de las correlaciones parciales.

Asi, en la Figura 2.1 se representa el modelo compacto que factoriza la pdf con-
junta de la observacion (x) y las (k) variables latentes, como el producto de la pro-

babilidad a priori por la pdf condicionada de las variables observadas

p(X,k) = p(x/k)Bf En la Figura 2.1a (en los rectangulos), también se incluyen los

parametros que deben ser estimados para la caracterizacion completa de la BN. En
la Figura 2.1b se ha dividido el grafo compacto para hacer explicitas las dependen-
cias involucradas en los calculos de las correlaciones parciales. Aqui las variables

x,,x, se han separado para que la pdf conjunta sea factorizada en la forma

p(X,k) = p(xl,XQ / X_nm,k) p(X_nm/ k)Ec . Los parametros indicados en las cajas de

38




Estimacion de la matriz Laplaciana en Modelos de Analisis de Componentes Independientes

la Figura 2.1b han sido obtenidos a partir de los de la Figura 2.1a. Ademas, se ha

incluido en la parte inferior de la Figura 2.1, los valores del DAG involucrados

respectivamente en el calculo de GPCC y aGPCC.

A continuacion, con el fin de facilitar la comprension y la implementacion, se

incluye la descripcion de los algoritmos para la estimacion de GPCCs y aGPCCs

en pseudocodigo. En estos algoritmos se puede apreciar la gran simplificacion de la

estimacion aGPCC, ya que no requiere la estimacion de las muestras (el bucle

[=1...L deja de ser necesario).

Algoritmo 2.1: Calculo de la GPCC

1: Entrada: Conjunto de entrenamiento {X( ) } [=1..L

2: Estimar parametros GMM b, C,F, k=1..K a partir

del conjunto de entrenamiento (algoritmo EM)
3:forn=1... N-1

4:form=n+1 ... N

S5:for =1...L

6: Calcular Hl;)ﬁ,’,=[d]/)q,)_””)..f:([q)ﬁ,)_””)].,

ec. (11) y (A7)
7: Calcular ﬁ(,)”_ y 9((/),”_ ,ec. (All)

7 7

8: Calcular V(j)” y I”(j)

9: end for
10: Estimar p¢ (estimaciones de muestras en ec. (10))

ec. (7)

m >

11: Caleular p¢ = p¢

12: end for

13: end for

14: Salida: p¢ n=1..N m=1..M

nm

Algoritmo 2.2: Calculo de la aGPCC

Entrada: Conjunto de entrenamiento

1:

{x,} 1=1.L
2: Estimar parametros GMM
b,C,E, k=1..K a partir del conjunto de entre-

namiento (algoritmo EM)
3:forn=1..N-1

4:form=n+1... N

5: Estimar p¢ | ec. (21)

6: Caleular p¢ = p9

7: end for

8: end for

9: Salida: p% n=1.N m=1.M

Finalmente, la Tabla 2.1 indica la complejidad computacional de los diferentes

métodos en términos de dimension de la observacion &, el nimero de componentes

gaussianos K y el tamafio del conjunto de datos de entrenamiento L.
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Soélo se han tenido en cuenta los 6rdenes superiores, que son esencialmente los

producidos por el célculo de las inversas necesarias. Asi pues, PCC tiene un coste

computacional 0(1\]3 ) debido al calculo de la inversa de la matriz de covarianza.

Por otro lado, aGPCC tiene un coste O(NS) dado que los calculos deben realizarse

para cada par nm. Para un N dado, el coste computacional de aGPCC depende li-
nealmente de K, ya que los calculos se deben realizar para cada componente GMM,

mientras que L no tiene influencia. Finalmente GPCC tiene un coste computacional
0(]\’5 ) ya que también son necesarios los calculos para cada par nm. Para un N

dado, la complejidad computacional de aGPCC depende linealmente de K, pero
también de L, dado que los calculos se deben realizar para cada miembro del con-
junto de entrenamiento. Esta dependencia de L es la principal causa del incremento

del coste computacional de GPCC respecto a aGPCC.

PCC 0 ( N3 ) - -
aGPCC 0 ( NS ) O( K) .
opce o(N°) O(K) o(L)

Tabla 2.1. Complejidad computacional en términos de N, K y L.
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2.4. Experimentos

2.4.1. Simulaciones

Considerando que p(X) es una mezcla de dos componentes gaussianas con

matrices de covarianza y probabilidades a priori idénticas, pero valores medios

constantes y opuestos, es decir,

1

1 T 1 T ~1
1 {e— E(x—hl) C'(x-b1) —E(x+b~l) C (x+b~1):|

p(x)=05—— +e
yen)Nid

(22)

donde 1= [1 1]T . Primero se calcula la matriz Laplaciana en la forma

pnGm > (23)

N
dnn = Z

m=1

L=D-W w,, =

G
pnm

donde p¢ se calcula con (10) considerando los valores reales de los parametros

de los dos componentes GMM . Las esperanzas en (10) se han calculado utilizando
integracion numérica. Con ello, la matriz obtenida se considera Laplaciana real.
En la Figura 2.2 y Figura 2.3, se muestra el error normalizado (definido como el
cociente de la norma de Frobenious de la diferencia entre la matriz Laplaciana real
y la estimada, dividido por la norma de Frobenious de la Laplaciana real) corres-

pondiente a reemplazar respectivamente en (23) la p¢ real por la g, (PCC, ec.
(3) con muestras estimadas de la matriz de precision), 5¢ (aGPCC, ec. (21), con
los parametros de GMM estimados mediante EM) y 5¢ (GPCC, ec. (10) con los

parametros GMM estimados mediante EM y las estimaciones muestrales de las
esperanzas). Asi pues, la Figura 2.2 muestra el error de estimacion normalizado

para varias separaciones (b en (22)) de las dos componentes GMM. La dimension
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de observacion fue N=20, con un tamafio del conjunto de entrenamiento de 5000,

y la covarianza en (22) ¢ (n,n)=1 C(n,m)=0.5 n=m .

T
—GPCC
—aGPCC|
---PCC

0.08F a2l
0.06
0.04 |

0.02

Figura 2.2. Error en la estimacion de la matriz Laplaciana para varias separaciones de los dos
componentes de la GMM, N=20, 5000 de tamafio del conjunto de entrenamiento.

Se puede observar que para b=0 todos los métodos tienen un error similar, en
realidad este caso corresponde al caso gaussiano. Cuando b se incrementa GPCC es
la mejor aproximacion a la Laplaciana real. Ademas, como era de esperar, para un
tamafio pequefio de b, PCC produce menos error que aGPCC, pero después de
b=1,5, aGPCC supera a PCC y casi equivale a GPCC para b=2 . Esto es debido a
la asuncion de “buena separacion” considerada en la derivacion de aGPCC. En la

Figura 2.3 se muestra la variacion del error de estimacion con el incremento del
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tamafio del conjunto de entrenamiento. La separacion entre componentes del GMM
fue =5, el tamafio de la observacion y las matrices de covarianza fueron las mis-

mas que en el caso anterior.

\ —GPCC
0.25- | aGPCC
‘ -=-PCC

0.2

0.15

Error

0.1

.....
..........................
-----

0.05~

o ]
0 1000 2000 3000 4000 S000 6000 7000 8000 9000 10000
Tamatio del conjunto de entrenamiento (N)

Figura 2.3. Error de estimacion de la matriz Laplaciana segtn la variacion del tamaiio del conjun-
to de entrenamiento, N=20, 2 componentes GMM, b=5.

Como se puede observar, GPCC produce siempre la mejor aproximacion a la
Laplaciana verdadera, asi como para tamaifios de conjuntos de entrenamientos su-
periores a 1600 aGPCC supera a PCC y se mantiene razonablemente cerca de
GPCC. Una conclusion general de ambas figuras es que a medida que el rendi-
miento de PCC se aleja de GPCC, aGPCC se aproxima a GPCC. Por lo tanto, hasta
cierto punto, ambos métodos pueden considerarse métodos complementarios para

la estimacion eficiente de la correlacion parcial. En la Figura 2.4 se muestra el error
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normalizado al incrementar el nimero K de componentes GMM (desde 2 hasta 10).
El tamafio del conjunto de entrenamiento fue de 5000 en todos los casos; por eso el
error se incrementa con el nimero de parametros a estimar. Al igual que en los
experimentos previos se ha configurado N=20 y

C,(n,n)=1 C,(n,m)=0.5 n=m paratodo k. Los vectores de medias correspon-

dientes a GMM se han generado con valores seleccionados uniformemente entre

b,=-5(K-1)1 Y b, =5(k —1)1 de modo que la separacion entre componentes es

siempre multiple de 5. Se observa de nuevo la mejora de comportamiento de

aGPCC con respecto a PCC para cada valor de k.

0.25 . : , l
—GPCC .
—aGPCC UL

0.2+ --PCC_| ]

0.15

Error

0.1

0.05

. 3 B 5 6 7 8 9 10

Figura 2.4. Error de estimacion de la matriz Laplaciana para diferentes nimeros de componentes
K de GMM, tamaifio del conjunto de entrenamiento de 5000, N=20.
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Finalmente, la Figura 2.5 muestra el tiempo computacional necesario para esti-
mar la matriz Laplaciana a través de los distintos métodos variando la dimension N
del vector de observacion, con 2 componentes GMM, =5, tamafio del conjunto de
entrenamiento L=1000 y las mismas matrices de covarianza utilizadas
anteriormente. En esta figura se ilustra la reduccion drastica (alrededor de 3
ordenes de magnitud) del método aGPCC respecto a GPCC. Por otra parte, aGPCC
tiene entorno a 2 dérdenes de maginitud sobre PCC, pero se puede considerar no
relevante dado que el tiempo necesario es razonablemente pequefio: =0.04

segundos para N=4 hasta =5 segundos para N=50.

0 5 10 _15 20 25 30 35 40 45 50
Dimension de la observacion (N)
Figura 2.5. Tiempo computacional necesario para los diferentes métodos de estimacion de la ma-

triz Laplaciana variando la dimension N del vector de observacion, 2 componentes GMM, »=>5, tama-
fio del conjunto de entrenamiento de 1000.
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2.4.2. Un experimento con datos reales

Se han aplicado los diferentes métodos de estimacion de la matriz Laplaciana a
un experimento con datos reales. El marco del experimento ha sido la monitoriza-
cion del suefio de pacientes con posibles desordenes como apnea o epilepsia [24].
Estos desordenes estan caracterizados por la aparicion regular de estados anormales
del suefio, generalmente denominados como “arousal”. El paciente se ha monitori-
zado mediante 19 canales de EEG. La sefial de cada canal se ha segmentado en
intervalos de 1-3 segundos y cada caracteristica es calculada promediando cada
intervalo en ciclos de 25 segundos. Para cada ciclo se ha asociado un vector de
observacion x con la caracteristica extraida a partir de todos los canales (lo mismo
para todos ellos), con N =19 . Establecer un modelo de grafos que relacione las 19
componentes de dicho vector resulta de interés para determinar una medida global
de conectividad cerebral [22]. Por ello centraremos el experimento en la estimacion
de una matriz Laplaciana asociable al conjunto de vectores de caracteristicas medi-
dos. En total se han considerado 1000 ciclos, por lo que dispondremos de 1000

vectores de caracteristicas para estimar dicha matriz.

En términos generales, los vectores de caracteristicas obtenidos corresponden a
dos clases diferentes: suefio normal y suefio anormal. En una primera aproxima-
cion, la pdf caracteristica global puede considerarse un GMM de dos componentes,
cuyos parametros pueden estimarse mediante el algoritmo EM (Expectation-
Maximization). Los resultados se muestran en la Tabla 2.2 para 6 pacientes diferen-
tes con distintos niveles de desordenes. Se han considerado por separado dos carac-
teristicas diferentes. La primera es la “amplitud” que corresponde con la méaxima
amplitud en el intervalo correspondiente. La segunda es el indice “alfa-slow-index”
(ASI) que es el ratio de potencia en la banda alfa (8.0-11 Hz) combinada con la
potencia de las bandas delta (0.5-3.5 Hz) y theta (3.5-8.0 Hz). Para cada paciente y

cada caracteristica se ha calculado el error normalizado (definido previamente) de
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la matriz Laplaciana estimada mediante aGPCC y PCC con respecto a las estima-
ciones obtenidas con GPCC. También se ha calculado el indice de separacion I
como se ha definido en el Apéndice B. En la Tabla 2.2 se puede ver que el método
aGPCC es siempre mejor que el PCC cuando se utiliza la caracteristica de ampli-
tud. En el caso 7 =1, se mantiene la suposicion de “separacion suficiente”. Sin
embargo, / disminuye al usar la caracteristica ASI, esto produce que en la mayoria

de pacientes, la estimacion de la matriz Laplaciana sea mejor mediante PCC que

mediante aGPCC.

Amplitud ASI
Paciente Error Error I Error Error I
(aGPCC) (PCC) (aGPCC) (PCC)
P1 0,03 0,19 1,00 0,02 0,04 0,67
P2 0,24 0,25 1,00 0,01 0,02 0,62
P3 0,10 0,11 1,00 0,11 0,04 0,71
P4 0,14 0,15 1,00 0,10 0,04 0,70
P5 0,25 0,26 1,00 0,12 0,05 0,71
P6 0,17 0,20 1,00 0,06 0,04 0,64

Tabla 2.2. Errores normalizados obtenidos en el experimento con datos reales

2.5. Conclusiones

En este capitulo se han propuesto nuevos métodos para estimar la matriz Lapla-
ciana asociada a grafos no dirigidos. Al suponer que la pdf subyacente es una mez-
cla de gaussianas, los nuevos métodos capturan la conectividad del grafo de mane-
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ra mas completa que a través de la matriz de precision. Los elementos normaliza-
dos de esta matriz son el PCC, una medida de dependencia lineal condicionada por
pares. Se ha propuesto calcular el GPCC, capturando asi las dependencias no linea-
les condicionadas implicitas en cualquier modelo no gaussiano. El GPCC puede ser
estimado a partir de la estimacion de los parametros GMM vy estimando las mues-
tras o haciendo integracion numérica. Para superar la alta carga computacional de
este método se ha propuesto aGPCC, que es una solucion aproximada bajo el su-

puesto de componentes de GMM “‘suficientemente separadas”.

Dado que el GMM multivariante es capaz de ajustarse razonablemente a cual-
quier pdf multivariante, los métodos propuestos pueden tener una aplicabilidad
general en cualquier problema de procesado de sefial sobre grafos donde la matriz

Laplaciana pueda ser aprendida u obtenida mediante sefiales de entrenamiento.
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A. Apéndice: Derivacion de la media condicionada
Empezando a partir de

Elx,/x ] = [x,0(x, /%, )ds, = [x,p(x ),

p(x_.)
(AD)
Donde x , es el vector formado por todos los elementos de xexcepto x, y
p(x_,)es la marginal correspondiente. Esto 0ltimo se puede calcular integrando

p(x) en (1) sobre x  , es decir

1 - l(x—bk)TC;‘(x—hk)

p(X,m)=J.XMp(X)dxm =kzli;])ijmme 2 X,

(A2)

Pero cualquier marginal de una gaussiana multivariante también es una gaussia-
na multivariante. El vector medio marginal se obtiene eliminando el m-ésimo ele-

mento del vector de medias b, . De manera similar, la matriz de covarianza margi-
nal se obtiene eliminando la m-ésima fila y la m-ésima columna de C, . Llamando a

b, YC, respectivamente a la media marginal y a la covarianza. Entonces se

puede escribir:

1 -1 Xom=by Tc;lm X_m—by
p(x,)= DB A )
k=1 (2”) ‘CL

m

Y sustituyendo en (7)
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Nl

1
E[x,/x_.]= ( )Z J’ —ei S, ) e, (x _mibkﬂ")dxn

c..|
. (A4)
Ahora, definiendo la pdf gaussiana multivariante
1 ~Sxabe, e, (xb,)
pk(x—m):pk(xn’ —nm): v € 2
(27)|C.
(A5)

En (10) se tiene que calcular

J.xn xnpk (.X —nm )dx _pk ( —nm )‘Ln xnpk (xn /x—nm )dxn 5 (A6)

pero

1 - %(X—nm _bk_nm )T Cl:lnm (x—nm _bk_,,m )

Py (X—nm ) = €
(27[)]\/_2

—nm

(AT)

Donde p, se obtiene a partir deb, eliminando los elementos n-¢simo y m-

¢simo,y ¢, se obtiene eliminado la n-¢sima y m-¢sima filas y columnas de C, .

;;;;;

La ultima integral en (12) coincide con la media condicionada de x, con respec-

to a x__ asumiendo el modelo gaussiano multivariante (11), es decir, asumiendo

nm

que xha sido generado por el componente k-¢simo de la mezcla. Por lo tanto, esta

media condicionada es la estimacion LLMSE x, desde x

que se puede obtener

—nm ?

mediante las ecuaciones de Wiener-Hopf
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L” X, Py (xn /X—nm )dxn = c/fn, CZI (X—nm - bk,,,,,, )+ by, > (A8)

n

donde el vector €, esta formado por los elementos de la n-ésima columna de

la matriz C, , eliminando las filas n y m, y b,, es el n-€¢simo elemento del vector b,

. Entonces se tiene

K
Elx,/x.,]= ﬁ;g pe(x el € (x b )b, ]

(A9)

Pero, realmente, se puede expresar p, (x ,, )= p(x_,, /k)como una pdf condi-

—nm

cionada de clase, entonces
P, - p, (X—nm ):Pk'p(xfnm/k):P(k/x—nm)p(x—nm) : (AIO)

Por lo tanto, finalmente
K
E[xn /X—nm] = ZP(k/X—nm )[czn,n,,lcz,,m (X—nm - bk,,,m ) + bkn:|

k=1

(A11)

Se puede observar que la media condicionada (no lineal) es una suma ponderada

de K componentes. El k-ésimo componente es la estimacion LLMSE de x, desde
x__asumiendo que el k-ésimo elemento de la mezcla esta vigente. Por tanto, el

nm

peso correspondiente es la probabilidad de la presencia del k-ésimo elemento, con-

dicionada a la observacion x_, . Esta ponderacion hace que la media condicionada

sea una funcion no lineal de x
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B. Apéndice: Una medida de separacion entre componentes

GMM
Para simplificar el procedimiento se considerara que una “buena separacion”
entre p (x/k) Y p(x/k')que implica “buena separacion” entre p(x_, /k) Y
p(x_,,/k") para cada nm. Definiendo la funcion f (x,k, k") = p (x/k) p (x/k") k= k'
En el contexto de esta tesis, “buena separacion” significa que max f (x,k,k')< ¢

para un pequefio numero .. Se define x , como el valor que maximiza s (x,&,k")

X

para un par k,k'dado, es decir,

X = 3% f (X,k,k") = max n f (x,k,k") = max {In p(x/k) +In p(x/k")} =
= max|~(x-b,)' C;' (x~b,)~(x-b,) ;! (xb,.)]
(B1)

Derivando esta tiltima expresion con respecto a xe igualando a cero se obtiene

-2C; (x—b,)-2C; (x~b,)=0 = x,, =(C;'+C;!) (C;'b, +C;'b,.)

(B2)

Se tiene

In £ (X, koK) =

== 10(27)" \ICICT = (% =52) €' (S =0) =5 (% ) €2l (50 D)
(B3)

Entonces max In f (x,k, k") puede obtenerse calculando (B3) para todos los pares

k,k'y reteniendo la maxima. Notese que si C, = C,. se tiene
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1
Xmax = E(bk +bk')
1nf(xmax,k,k'):—1n(27r)N|Ck|—%(bk. b,) C;'(b,.—b,)
(B4)

la cual esta estrechamente relacionada con la muy bien conocida distancia Maha-
lanobis [26] entre dos densidades normales multivariadas que tienen la misma ma-

triz de covarianza. Finalmente llamando s = maxn f (x,k,k') para que se pueda

definir un indice de separabilidad normalizado “ad hoc” I.como

-s

e
1+e’*

(B3)

s

De manera clara, 0 </, <1 y, a medida que aumenta la separacion, s , —» y

I —1.
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Capitulo 3

Estimacion de la
matriz Laplaciana en
Modelos de Analisis de
Componentes
Independientes

3.1. Introduccion

En este capitulo se sigue profundizando en el problema de estimacion de la ma-
triz Laplaciana de un grafo considerando el calculo de la correlacion parcial bajo
un modelo no gaussiano, en particular un modelo de analisis de componentes inde-

pendientes (ICA).

ICA [1] [2] [3] es una técnica consolidada que se puede encontrar en numerosas
aplicaciones de tratamiento estadistico de la sefial (p. €j., separacion ciega de fuen-
tes [3]) y reconocimiento de patrones [4]). Desde la perspectiva de esta tesis, ICA
es un modelo que incorpora la no gaussianidad a través de variables independientes

(fuentes) que se mezclan linealmente para crear las muestras de observacion. Esto
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permite modelar densidades no-gaussianas multivariantes con una gran versatili-
dad.

En la Seccion 3.2 se define un nuevo coeficiente de correlacion parcial: ICA-
PCC. El concepto basico es nuevamente reemplazar la estimacion lineal implicita
del PCC convencional por una estimacion no lineal (media condicionada) pero
suponiendo ahora un modelo ICA subyacente. Ademas se presenta una formula
general para calcular la matriz de covarianza residual a partir de la cual se calcula-
ran los ICA-PCC. Una parte esencial de esta formula es la matriz diagonal que
contiene los errores cuadraticos medios de la estimacion de las fuentes del modelo
ICA. Luego, en la Seccion 3.3, se presenta un método practico para estimar dicha
matriz a partir de los parametros del modelo ICA. Por tltimo, la Seccién 3.4 inclu-
ye algunas simulaciones para ilustrar la estimacién mejorada de la correlacion par-
cial por ICA-PCC en escenarios no gaussianos. También se presenta un ejemplo de
datos reales con seiiales de electroencefalografia o EEG multicanal no gaussianas
para cuantificar los cambios en la conectividad cerebral entre los estados normal y

anormal de un paciente durante el suefio.

3.2. Correlaciones parciales en modelos ICA

3.2.1. Planteamiento del problema
Sea x=[x, ...xN]T el vector de observacion teniendo la matriz de covarianza
E [XXT] =C,, . Suponiendo que x obedece a un modelo ICA, entonces
x=Us s = Wx , (1)

T . . .
donde s=[sl ...SN] es un vector de fuentes independientes y U es una matriz de

mezcla cuadrada e invertible (W=U"es la matriz de desmezcla). Las fuentes se

consideran estandarizadas (media cero y varianza unitaria), de lo contrario pueden
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tener diferentes densidades marginales no gaussianas que factorizan la funcion de
densidad de probabilidad conjunta (pdf) p(s)= p(s,)-...- p(s, ) - NOtese que
E[s]=0 C, = E[ssT]:I
E[x]=0 C,=E[xx"|=E[Uss'U" |=UU"

)

Cada componente de xse asigna a cada nodo del grafo G{r,£,A}, donde V' esel

conjunto de N nodos, E es el conjunto de conexiones que unen los nodos y A es
la matriz de adyacencia, tal y como ya se definieron en el Capitulo anterior. El
problema es aprender u obtener A a partir de un conjunto de vectores de observa-
cion disponible. Como ya se ha mencionado en el Capitulo 2, los coeficientes de
PCC son candidatos razonables ya que pueden medir la correlacion entre dos nodos
eliminando el efecto del resto de nodos. Ademas, hay que recordar que los coefi-

cientes PCC se pueden calcular a partir de la matriz de precision Q =cC'en la

forma

p:mcc — __ _9unm , 3)

\] qnnqmm

donde ¢, es el elemento nm de la matriz Q y p ¢ es el PCC de los nodos n 'y

m. La ecuacion (3) podria usarse para cualquier densidad de probabilidad conjunta

p(x) subyacente, sin embargo, es 6ptima s6lo para el caso gaussiano. Esto se debe

a que la definicion formal de p < viene dada por

pnpnfc _ EI:('xn _L[xn /xfnm])('xm _L['xm /Xﬂzm]):| X (4)
\/E|:(xn - L[xn /anm ])2:|\/E|:(‘xm - L[xm /anm ])2:|

Donde x_,, es el vector formado por todas las muestras de xexcepto x, y x,,y

L{x,/x ,.]1>L[x,/x_,,] son respectivamente las estimaciones LLMSE de x y

x, desde x_, . Sin embargo, la eliminacion optima del efecto de x_,, implica el
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uso de las medias condicionadas £[x,/x_,.]Y E[x,/x_,, ] que coinciden res-
pectivamente con L[x, /x_ ]V L[x,/x_,,] s0locuando p(x) es gaussiana multi-

variante. Por lo tanto en el caso no gaussiano, el PCC convencional no captura con
precision la correlacion parcial y, por lo tanto, la conectividad del grafo.

En este capitulo se va a calcular la media condicionada £ [x, /x_,, ], correspon-
diente al modelo ICA (1), de modo que la correlacion parcial puede estimarse me-

jor mediante
S [ L0 [ LA LW [ s
\/E[(xn —E[xn/xfm])z}\/E[(xm —E[x,/x_,, ])1

A este nuevo coeficiente de correlacion parcial se le llamara ICA-PCC.

3.2.2. Una formula general para la covarianza residual

. T
Definiendo el vector X, =[xn xm] . Se puede expresar xen la forma

x=T x_+T x , (6)

—nm*“* —nm nm**nm

donde T ,, es una matriz de dimension (N x(N —2)) obtenida a partir de una
matriz identidad (v x v) eliminando las columnas n-¢sima y m-ésima. De modo

similar, T

nm

es una matriz de dimensién (v x 2) obtenida a partir de una matriz

identidad (v x ~) eliminando todas las columnas excepto la n-¢sima y m-ésima.

. .y . T
Definiendo también el vector residual e = [en em]
e,=x,—E[x,/x,.] e, =x,-E[x,/x_,] NOtese que la media condicionada es

una estimador insesgado, por lo que los residuos son de media cero y la matriz de

covarianza residual sera
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c ) :E[emeZmJ ~ E[ej} E[enem]

" | E [emen] E [eﬂ M

Se quiere calcular la matriz de covarianza residual para que se pueda aplicar (5).

Asumiendo un modelo ICA. Primero se observa que e, =x,, - E[x,, /x_,,]» PETO

considerando (1) y (6), se puede escribir
E[S/X—nm] = W(T—nmx—nm +TmnE[Xnm/x—nm]) . (8)
Pudiéndose resolver para £[x,, /x_,,]

E[x,, /%, )=(WT, ) (E[s/x_,,]-WTL,x_,.). 9)

nm —nm™"—nm

+ . . . . . ,
Donde (') significa la pseudoinversa de Moore-Penrose (izquierda). Asi en (9)
se estd expresando la media condicionada de x,, es términos de la media condicio-

nada de las fuentes y los parametros del modelo ICA. Esto permite derivar la si-
guiente formula general, que, a pesar de su simplicidad, requiere una derivacion

bastante tediosa que se ha relegado al Apéndice A de este capitulo

CnmCn

C.. =(Wr,)ym,((wr,)) . (10)

donde M, es una matriz diagonal (v x v') teniendo en su diagonal principal los

MSEs (Mean Squared Error) de la estimacion Optima de las fuentes a partir de

x_,.»es decir,

M (i,i)= mse,, = E|:(Sl. —E[Si/X,,,m])zJ
<1

(11)

0< mse

nmi
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Noétese que (10) es una combinacion de las contribuciones de cada fuente a la
matriz de covarianza residual. Esto se puede ver mejor expresando (10) en la forma

alternativa

M-

+ +T
CnmCnm msenmi ‘u nmiunmi B ( 12)

. r . + r
donde u’ .es la columna i-ésima de (W T,) . Obsérvese que WT,, es una
matriz (N x 2) formada por las columnas n-ésimas y m-ésimas de W, es decir,

formada por los coeficientes que definen las contribuciones de x, y x, a S. Enton-

+ .
ces (W Inm) €s una matriz (2x N), u,,, €8 un vector (2x1) y u,, u,’ €s una ma-
triz (2x2) que puede ser interpretada como la contribucion de la fuente 5, a
c, . . Esta contribucion se pondera mediante mse,,.Por lo tanto, mse,, =0 indica

que la fuente s, ha sido perfectamente estimada por x_, , y por ello s, no contri-
buye a la correlacion parcial entre x, y x, . En el otro extremo, mse,,, =1indica
que s, es independiente de x_,, , por lo que tiene méaxima contribucion a la corre-

lacion parcial entre x, y x, .

3.3. Calculando ICA-PCC

Se quiere estimar p '“4-"< mediante

m

E[ene

A [CA-PCC __ ]

e e

(13)

62



Estimacion de la matriz Laplaciana en Modelos de Analisis de Componentes Independientes

Entonces, de acuerdo con (7), se tiene que estimar ¢, . . Considerando (10),

se necesita realizar la estimacion de Wy M. Ya que la estimacion de Wy los
parametros del modelo ICA, puede obtenerse utilizando diferentes algoritmos [1]
[2] [3] [4] a continuacion, se estudiard la estimacion de M, , es decir, la estima-

cion mse,,, = E[(si —E[si/xw])z} i=1..N . Paracalcular £ [s,/x_,, ] se considera-

r4 una forma particular de una estructura Wiener que fue propuesta en [5], esto es:
Els/x.,|=E[s/3] (14)

(se eliminara la depen-

donde ;' es el estimador LLMSE de s, a partir de x_,,
dencia en nm para facilitar la notacion) y la media condicionada unidimensional
puede aproximarse mediante [5] [6]

E[s,/§fJ:kZi;kLE[si-(§fn)k]Hk (1) . (15)

donde #, (x)es el k-ésimo polinomio de Hermite y §, =————es una va-
(var [5’])5
riable aleatoria gaussiana estandarizada. Aproximando (15) por los dos primeros

términos. Teniendo en cuenta que H, (x)=x H,(x)=x*>-1, se puede escribir

Els 55J=E[sl.-§mJ§fﬂ+E[s[-(§fn)2} (T . (16)

Pero
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Al ] A
E[sl. -s,.an

L= E[s, 8 | — = E[§ 8]

in

)

donde se ha considerado que £ [S,- -8 ] =k [@Z -§f](debido a la ortogonalidad en-
tre el error de estimacion y la estimacion lineal), y que & es insesgado, por lo que

E [@l ] =E [Si] =0. Entonces se puede expresar la media condicionada en (16) co-

mo la combinacion del término lineal § mas un término no lineal

nl __ al
S = E|:S[ '(Sm

. Se puede ahora expresar la estimacion de S a partir

2

x_,, 1 de manera mas compacta en la forma

Es/x,,]=8 =5 +3" : (18)
Se puede escribir
M, =diag( F](s=3)(s3)
=diag(E[((s—§l)—§"l)((s—§1)—§"])TD . (19)
~M,,-+aag| B[ (")’ || ~2dag( ] s-5')(s") |

Donde M’ es una matriz diagonal cuyos elementos son las MSEs correspondien-

tes a la estimacion lineal de s, a partir de x_,, , que es

W, = dig (£[ (=) (s-3')
= diag (E[ssT ]) —diag (E[sl (§l )T })

(20)
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Se ha considerado en (20) ortogonalidad entre el vector de error y el vector es-
timado. Pero §' es la estima LLMSE, por lo que se puede obtener mediante las

ecuaciones de Wiener-Hopft

' =Cc, C' x, 21
Cm”m :E[sxf,,m] C, . :E[x X7 ] . (21

rrrrrrrrrr

Por lo tanto se puede escribir

M, =I—diag(E [Cmm Cc' 6 x,x,'C  C J) =

nm T —nm X, X

s ) 22
:I—diag(CSMmq},,ﬂ,x,mCT' ) ”

‘Sxfﬂm

Teniendo en cuenta que ¢ -WC.T , C =T ¢ T Y

SX_ xXx ©—nm X X —nm " xx T —nm

T ’ . 7
C.=W' (W’l) , finalmente se puede expresar M/, en términos de los parametros

del modelo ICA

—nm

M, =l—diag((Wl)TTm(TT WI(WI)TTfnm)il TTWW') (23)

Considerando ahora los otros dos términos en (19). Primero, nétese que s/ pue-

!

. VT . Al )2
de ser interpretado como una estimacion lineal de sa partir de (s,.n ) , ya que asu-

. . . . . A\
miendo que § es una variable aleatoria gaussiana estandarizada, entonces (s.' ) es

in

z? teniendo la media igual a 1 y la varianza igual a 2. Por lo tanto, podemos apli-

car de nuevo la ortogonalidad:

diag(E[(s -8 (8" )T}) =0=
N diag(E[S(§"1 )T}) - diag(E[ﬁnI (8" )T})

En consecuencia, se tiene que
65
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diag E[5" (5")' ||~ 2diag £ (s-5')(s")' ) - |

- —dmg(E[s(ﬁ"’ )T})ju 2a’iag(E[§’ (5") }) )
El segundo término en (25) es cero, ya que
[diag(E[éf (& )TM_ = E{s‘f 2 (4, )ZJ[(SILIH - o

1
donde E[@’ J =0y E[§f (sfn )2} :(var[§f])2 E[(&’n )3} =0, porque se ha asumido que
§! es gaussiano y por tanto sus momentos impares son cero. En cuanto al primer

término de (25)

*ESES_.S{IZ %
] “zm} ) ﬂ -

. ~l(2) a2 (a2 T .
Definiendo el vector S =[(s) (sN)] y teniendo en cuenta que

Val‘|:§l:| =[Cm c' . c ]_se puede escribir

diag (E [s (§”’ )T ])

, (28)
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y considerando (21) y (23), (28) puede expresarse en términos de parametros

del modelo ICA
diag(E|:s(§”’)T}) =
diag* [WE[{[(W‘ )T, (Tfmw‘ (w)'r,, )fl X, jm JTH ’ (29)

diag™ [(W")TTW(TT wi(w')'T )71 T w'J

N | =

—nm —nm —nm

En conclusion, se puede expresar la matriz M, como
1 . anl\T
M =M —dzag(E[s(s ) }) , (30)

AR T . .
donde m' y diag (E[S(S 1) }) se pueden obtener respectivamente mediante (23)

y (29) utilizando estimaciones W de los pardmetros del modelo y una media mues-
tral para evaluar la esperanza necesaria en (29). El Algoritmo 3.1 presentado a con-

tinuacion describe el proceso de estimacion.
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Algoritmo 3.1: Calculo ICA-PCC

1: Entrada: Conjunto de datos de entrenamiento x) /-1 .[

2: Calcular W del conjunto de datos de aprendizaje (mediante cualquier algoritmo ICA)
3:forn=12..N

4:form=n..N

3:  Calcular M, (ec. (30), (23), (29))

nm nm

4:  Calcular é%em :_(WT )+ M”’” ((WT )+)T

5:  Caleular p/¢4=7¢€ (ec. (13)

6: Calcular p‘rﬁ’”’cc = pled-rec

8: end for
9: end for
10: Salida 5/¢*~7¢ p=1.N m=1..M

La ecuacion (30) proporciona una interesante descomposicion de mse, .. Si se

nmi *

a las entradas de la diagonal de la matriz M’ , entonces mse

nm 2

llama mse'

nmi

puede

nmi

expresarse cComo mse’, . menos un término no negativo (ver ecuacion (29)), de mo-

. La condicion mse,,, = mse!,, < M,, =M/ se cumple para

nmi

< mse'

nmi

do que mse

A \2
el caso gaussiano, debido a que £ [S[ '(an) } (ver ecuacion (27)) se vuelve cero

(es un momento impar de orden superior de una variable gaussiana multivariada).

En tal caso, E[s/x_,, ]=s'se convierte en una funcion lineal de x_,, y lo mismo

sucede con £[x/x_,,] en (9). Por tanto, el segundo término en (30) es responsable
de la reduccion mejorada de la influencia de x ,, en la estimacion de la correlacion

parcial entre x yx, , en el caso no gaussiano. Ademas, se deberian esperar resul-

tados similares de ICA-PCC y PCC para el caso gaussiano.
68



Estimacion de la matriz Laplaciana en Modelos de Analisis de Componentes Independientes

3.4. Experimentos

3.4.1. Experimentos con datos sintéticos

En este experimento se quiere evaluar la influencia del tamafio del conjunto de

entrenamiento en la estimacion de p/¢4-7<¢ asi como comparar la calidad de la

estimacion con la obtenida mediante la matriz de precision. Para ello, se han gene-
rado datos sintéticos correspondientes a tres modelos ICA distintos. En el primero,

las fuentes s, son variables aleatorias independientes e idénticamente distribuidas

(i.i.d.) que tienen una pdf uniforme de media cero con varianza unitaria. Esto co-
rresponde a un ejemplo de distribucion sub-gaussiana, ya que el exceso de curtosis

es negativo x—x, =-1.2 ,donde « eslacurtosisy x,=3es la curtosis de una pdf
gaussiana. En el segundo modelo, las fuentes s, son variables aleatorias i.i.d. que

tienen una pdf Laplaciana de media cero con varianza unitaria. Esto corresponde a
un ejemplo de distribucion super-gaussiana, ya que el exceso de curtosis es positi-
vo x-x,=3. En el tercer modelo algunas fuentes son uniformes y el resto son
Laplacianas. Finalmente también se ha considera el caso gaussiano generando
fuentes con una pdf gaussiana estandar. La Figura 3.1 muestra los errores corres-

pondientes a la estimacion de p /¢4~ para los cuatro modelos. Cada curva es una

ponderacion de 10 curvas correspondientes a 10 ejecuciones distintas. En cada
ejecucion, se ha seleccionado aleatoriamente una matriz ICA U=W™: cada entrada
se ha obtenido muestreando una pdf gaussiana estandar. También se han generado
un diferente nimero de vectores de entrenamiento x a partir del vector de fuentes
s teniendo componentes independientes muestreados de las pdf marginales men-
cionadas: sub-gaussiana (Figura 3.1a), super-gaussiana (Figura 3.1b), sub/super-
gaussiana mezcladas (Figura 3.1¢) y gaussiana (Figura 3.1d). El error se ha calcu-

lado como
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1 N
ICA-PCC __ Z Z Ic4-pPCC| _
ep - N2 _ N pnm

n=l m#n

pA,fzi/HDCCDZ , (31)

y promediando el resultado de 10 ejecuciones para cada tamafio de conjunto de

. . CA-PCC CA-PcC

entrenamiento. Obsérvese que OSE':, <1, ya que Eﬁ,min =0, cuando
_pcc| | AlcA-PCY CA-PCC

‘ plrar CC‘ =|plean CC‘ Vn Vm#n y Ef,m =1, cuando

plean CC‘— Dl CC‘ =x1 Vn Vm#n.In (31), p/°"“se ha obtenido mediante el

Algoritmo 3.1 utilizando la matriz Wreal y un nimero extremadamente grande de
instancias para la media muestral para calcular la esperanza en (29). Por otra parte,

plc-rc¢ se ha calculado mediante el Algoritmo 3.1 utilizando estimaciones de W

mn

obtenidas con el conjunto de entrenamiento finito. Se ha utilizado el algoritmo
Extended Infomax descrito en [7]. Para evaluar la esperanza en (29) se ha utilizado
el mismo conjunto de entrenamiento finito. En todos los casos se ha considerado

N=20. A modo de comparacion, también se ha calculado el error

pPCC 1 -
vl

correspondiente a los PCCs obtenidos mediante estimaciones empiricas Q de la

prcel) (32)

1CA—PCC| _

pnm

. ey . . ~ PCC A A A
matriz de precision como se indica en (3): 2,, ==, / NGl
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0.012
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P

0
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d
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Figura 3.1. glearee (continua) y ¢ ree (discontinua) a) Caso sub-gaussiano b) Caso stper-

gaussiano c¢) Caso sub/stiper-gaussiano mezclado d) Caso gaussiano.

. . cC . :
Notese que también es 0£eﬁ <1. Se pueden sacar varias conclusiones de la
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Figura 3.1. Primero, se puede observar que en los casos no gaussianos a) b) y ¢), el
PCC no consigue disminuir el error al aumentar el tamafio del conjunto de entre-
namiento. Esto demuestra el desajuste del modelo debido a la gaussianidad implici-
ta de PCC. En estos tres casos, ICA-PCC mejora a PCC después de un ntimero
suficiente de muestras de entrenamiento y mantiene un error decreciente al aumen-
tar el tamafio del conjunto de entrenamiento. Las curvas de convergencia son cla-
ramente diferentes para los casos sub-gaussianos y super-gaussianos, y, como era
de esperar, el caso mixto sub/stiper-gaussiano presente un comportamiento inter-
medio. Finalmente, para el caso gaussiano, PCC produce un error muy pequeflo,

que disminuye al aumentar el tamaifio del conjunto de entrenamiento. En este caso,
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ICA-PCC es peor que PCC, aunque el error es razonablemente pequefio. Cabe re-
cordar que, en el caso gaussiano, se esperaban resultados similares en ambos méto-
dos, sin embargo, el camino seguido para la estimacion ha sido distinto: en PCC la
matriz de precision se ha estimado directamente, mientras que en ICA-PCC las

matrices Wy M, han sido estimadas mediante el Algoritmo 3.1. Esta puede ser

la explicacion de la diferencia observada entre las dos curvas de error en la Figura

1d).

3.4.2. Una aplicacion con datos reales

Como se vera a continuacion, el problema médico subyacente, asi como el tipo y
la configuracion de las medidas realizadas, son basicamente coincidentes con las
del experimento con datos reales presentado en el capitulo anterior. Sin embargo el
objetivo ultimo es diferente. Asi, en el capitulo anterior se pretendia mejorar la
estimacion de una matriz Laplaciana global para cada paciente que eventualmente
pudiera estar relacionada con algiin parametro de conectividad global del cerebro.
Por ello se modelaba todo el conjunto de medidas (suefio normal y despertares) a
partir de una mezcla de dos Gaussianas, calculandose la matriz Laplaciana median-
te los diferentes métodos considerados. No se profundizé en la estimacion de la
conectividad global al no disponer de un groundtruth que permitiera valorar la
calidad de dicha estima. Los métodos propuestos en este capitulo fueron también
aplicados a dicho objetivo, no consiguiéndose mejorar los resultados del modelo de
mezclas Gaussianas. Ello es indicativo de que el modelo ICA aplicado al conjunto
global de datos no mejora los anteriores modelos. Interpretamos que cuando hay
dos componentes distintas claramente definidas (notese que cada componente co-
rresponde a una clase distinta), el modelo GMM es capaz de capturar suficiente-
mente la distribucion global de todo el conjunto de datos ya que esta concebido

como un modelo de mezclas, cosa que no ocurre con el modelo ICA. Por ello, el
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objetivo del experimento aqui presentado se orient6d hacia un objetivo distinto. En
este caso se estimaron Laplacianas separadamente para cada clase y a partir de
ellas se obtuvieron medidas de conectividad. El objetivo era demostrar que era
posible determinar variaciones en la conectividad cerebral cuando el paciente pasa-
ba del modo se suefio normal al modo despertar y viceversa. Por lo tanto, en este
enfoque es necesario ajustar un modelo separadamente para cada clase. Al no exis-
tir unas componentes claramente definidas en cada clase por separado, el modelo
de mezclas GMM no mostr6 tan buen comportamiento, de hecho no mejoraba el
modelo Gaussiano. Sin embargo el modelo ICA, si permitid, como veremos ajus-
tarse mejor a la distribucion de los datos separadamente para cada clase. Mediante
dicho modelo mostraremos que fue posible determinar variaciones en la conectivi-
dad entre clases que no eran perceptibles mediante el modelo Gaussiano. En conse-
cuencia, se ha aplicado el método propuesto para cuantificar la importancia de los
cambios en la conectividad cerebral durante el suefio de pacientes con trastornos
como apnea o epilepsia [7]. Estos desordenes estan caracterizados por la aparicion
regular de despertares, que son etapas anormales de suefio degradado. La frecuen-
cia de aparicion de estos despertares en un periodo de tiempo dado esta relacionada
con la gravedad de la patologia. Pero la intensidad de los despertares también pue-
de ser relevante para un diagnéstico adecuado. Asumiendo que los despertares
estan asociados a cambios en la conectividad cerebral [8], una medida relacionada
con el cambio de magnitud, puede ser util para cuantificar la importancia de la
patologia. Para ello, el paciente fue monitorizado durante el suefio a través de 19
canales de registro EEG. La sefial de cada canal fue segmentada en intervalos de 2
segundos y se obtuvo una caracteristica calculada en cada intervalo y promedian-
dolas en ciclos de 26 segundos. Cada ciclo se ha etiquetado de forma manual o
automatica [7] en dos posibles estados: suefio normal (estado 0) o “arousal” (esta-

do 1). Por tanto, asociado a cada ciclo, un vector de observacion x se ha creado
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con una caracteristica extraida desde todos los canales (la misma caracteristica para
todos ellos), por lo que N =19. En este experimento, hay disponibles un total de
2000 ciclos para cada estado. Dados estos conjuntos de datos, se ha calculado una
medida promedio relacionada con la conectividad cerebral para cuantificar la im-
portancia de los cambios cerebrales entre los dos estados definidos.

Hay muchas definiciones posibles de conectividad general, aqui se ha considera-

do la conectividad algebraica [9], que se puede calcular como el segundo autovalor

més pequefio 2, de la matriz Laplaciana del grafo [10] L=D-A, siendo D una

matriz diagonal con las entradas d,, = > a,,y A la matriz de adyacencia con

m#n

entradas a, >0. La matriz Laplaciana es semidefinida positiva con el autovalor
mas pequefio A, igual a cero, por lo que 4, >0 . Ademads, se demuestra en [9] que
4, =N para un grafo completo (un grafo con a,, =1 Vn=m). También se demues-

traen [12] que

N .
A, < Y] min[d,, | : (33)

Por lo tanto, suponiendo que 0<a, <1(como sera este caso), la mayor cota supe-
rior  para A, en (33) corresponde al grafo  completo  (
a, =1 Vn#m =d, =N-1 Vn),portanto 0<2, <N . En consecuencia, se pro-

pone una version normalizada de 1, para medir la conectividad
s 0<g1 (34)

El limite inferior ¢ = 0 corresponde a un grafo discontinuo, ya que implica un

orden de multiplicidad del autovalor mas pequefio mayor que 1. El limite superior

corresponde a un grafo completo ya que es el que tendria maxima conectividad
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bajo la restriccion 0<a, <1.Se han obtenido estimaciones de conectividad para

cada estado (0 o 1) y para cada método (ICA-PCC o PCC):

gleamrce plea-pec arec arce Esto se ha hecho a partir de (34) con N=19, después de

haber calculado el segundo autovalor mas pequefio de la matriz Laplaciana, consi-
derando que las entradas de la matriz de adyacencia asociada son las respectivas
magnitudes de las estimaciones de correlacion parcial obtenidas del conjunto de
entrenamiento 0 o 1:

ICA-PCC

a =

nm0

A [CA-PCC | 1CA-PCC
b

_ | atca-pPcC
nm0

| nm1

a[PCC — (35)

nm0

~PCC

Prmo

pcC
2 a =

nml

~PCC

Pum

Se han considerado por separado dos caracteristicas diferentes. La primera es la
“amplitud” (4mp) considerada como el valor maximo de amplitud correspondiente
a 2 segundos de intervalo. La segunda es la “alfa-slow-index” (4si) que es el ratio
entre la potencia de la banda alfa (8.0-11 Hz) combinado con la potencia en las
bandas delta (0.5-3.5 Hz) y theta (3.5-8.0 Hz). La Tabla 3.1 y Tabla 3.2 muestran
los resultados para la caracteristicas Amp y Asi respectivamente para 6 pacientes

distintos. Junto a la conectividad normalizada se ha incluido la variacion de conec-

.. . ICA-PCC ~ICA-PCC ~ICA-PCC
tividad entre los estados definida como A =g =G y

A =

A ~PCC , . . . .y .
glmc —g‘(fc ‘ Ademas se ha incluido la estimacion de la curtosis para cada

paciente y estado. Esta estimacion se ha obtenido como la media de las 19 curtosis
empiricas calculadas por separado para cada componente del vector x, es decir, la
curtosis empirica de las distribuciones marginales de x. Hay que tener en cuenta
que la curtosis estimada esta claramente por encima de la referencia gaussiana

k. =3, por lo que la suposicion de gaussianidad no se cumple en este caso.
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Suj. K, K, glea-rec gicirec [ lci-rec g gree APCC
S1 6,46 4,58 0.30 0.33 0.03 0.03 0.03 0.00
S2 8,05 5,29 0.74 0.39 0.35 0.04 0.04 0.00
S3 9,84 6,76 0.57 0.28 0.29 0.03 0.02 0.01
S4 9,04 8,87 0.39 0.66 0.27 0.04 0.02 0.02
S5 9,61 15,13 0.31 0.44 0.13 0.02 0.03 0.01
S6 9,14 13,82 0.24 0.36 0.12 0.02 0.02 0.00

Tabla 3.1. Resultados correspondientes a la caracteristica Amp.

Suj. K, K, plci-pec 2ICA-PCC AlCH-PCC g aree APCC
S1 16,32 22,51 0.31 0.51 0.20 0.02 0.02 0.00
S2 10,52 9,09 0.34 0.60 0.26 0.02 0.02 0.00
S3 9,91 7,05 0.68 0.48 0.20 0.02 0.03 0.01
S4 8,39 11,69 0.37 0.74 0.37 0.03 0.02 0.01
S5 7,72 13,15 0.22 0.71 0.49 0.02 0.03 0.01
S6 11,86 9,24 0.43 0.56 0.13 0.02 0.03 0.01

Tabla 3.2. Resultados correspondientes a la caracteristica A4si.

Como se puede ver en la Tabla 3.1 y Tabla 3.2, el método PCC obtiene valores
de conectividad muy pequefios para todos los sujetos y estados, por lo que no es
sensible a posibles cambios de estado. Sin embargo, ICA-PCC proporciona valores
de conectividad altos y cambios entre estados significativos. La Figura 3.2 muestra
las matrices de adyacencia estimadas correspondientes a los diferentes sujetos,

métodos y estados. En esta figura se puede observar que las magnitudes de PCC
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son en general mas bajas que las magnitudes ICA-PCC, por lo que PPC tiene ma-
yores dificultades para revelar las interrelaciones entre los diferentes canales de
EEG debido a la actividad cerebral. Esto puede explicarse en términos de los resi-

duos ¢, y e, . Notese de (12) que

E[e,ﬂ = imsenmi (anm, )2 E[e,ﬂ = imsenmi (v;,m,. )2 , (36)
i=1

i=1
+ + .
donde {Vlnm,-} y {Vz,m-} son respectivamente los elementos de los vectores v, vy

v:.. » Yy estos tltimos son respectivamente la primera y la segunda fila de ( WT )+

. Se ha mostrado en la Seccion 3 que PCC deberia ser similar a I[CA-PCC para

mse,,. = mse. ., PEro para observaciones no gaussianas mse,,, < mse., . , por lo que

se deduce de (36) que

N
2
2 ] 2| ! +
E |:en :| <E [en ]_ zmsenmi (Vlnmi)
i=1
N
2 1 2 | _ 1 +
E[em:| <E |:em] - zmsenmi (Vlnmi)

i=1

, (37

2
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donde se cumple la igualdad en el caso gaussiano. Por tanto, PCC proporciona

residuos sobreestimados donde la correlacion parcial real entre x, y x, puede

eventualmente quedar ocultada. Este efecto de enmascaramiento deberia aumentar
con la no gaussianidad de las observaciones. En este experimento, las caracteristi-
cas son altamente no gaussianas tal y como demuestran los valores de curtosis de
las tablas 1 y 2. Por ello, cuando se utiliza PCC, los “verdaderos” residuos parecen
estar sobreestimados por residuos bastante no correlacionados, lo que proporciona

una estimacion demasiado baja de la interrelacion real entre los diferentes canales

AlCA-PCC AICA-PCC APCC
Ao A A

S1

S2

S3

S5

S6

EEG.

Figura 3.2. Matrices de adyacencia correspondientes a la caracteristica Amp.
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AlcA-PCC APCC AlCA-PCC APCC
A A Aj Aj

Figura 3.2. Matrices de adyacencia correspondientes a la caracteristica Asi.
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3.5. Conclusiones

Las correlaciones parciales pueden utilizarse para definir las conexiones de un
grafo no dirigido para el posterior procesado de la sefial sobre grafos. Convencio-
nalmente, las correlaciones parciales se obtienen de la matriz de precision, pero
esta forma es dptima solo bajo el supuesto de gaussianidad. Por lo tanto, se ha pro-
puesto un nuevo método para calcular la correlacion parcial, asumiendo un modelo
no gaussiano (ICA). Este método resulta ser un modelo versatil que se adapta a una
diversidad de pdfs no gaussianas.

El método propuesto requiere del calculo de los parametros del modelo ICA, que
pueden ser obtenidos mediante cualquier algoritmo existente para este proposito.
Ademas, también precisa del calculo de los errores cuadraticos medios correspon-
dientes a la estimacion optima de las fuentes. Por tanto, se ha propuesto una apro-
ximacion de segundo orden de la media condicionada. Se podrian intentar érdenes
superiores con la implicacion de una mayor complejidad.

Se ha verificado, mediante simulaciones y experimentos con datos reales, que el
nuevo método captura mejor la conectividad por pares y general del grafo que me-
diante la matriz de precision en escenarios no gaussianos.

Este trabajo se puede extender en lineas futuras. Seria deseable algtn tipo de re-
gularizacion con tal de enfatizar la informacion relevante proporcionada por la
conectividad del grafo y/o establecer relaciones mas naturales entre los nodos co-
nectados Por ejemplo [11] un grafo tiene mas interés si manifiesta conexiones sig-
nificativas entre un nimero reducido de nodos (condicion denominada sparsity que
podemos traducir como “escasez”). Teniendo en cuenta la ecuacion (10), la sparsi-
ty podria imponerse seleccionando solo aquellas fuentes que contribuyan significa-

tivamente a la correlacion parcial entre x y x, , es decir, mediante un umbral bajo

o alto en mse,,, . Por otro lado, la regularizacion podria intentarse de manera simi-
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lar al enfoque propuesto en [12] para el caso gaussiano. Para ello, se podria consi-
derar que la matriz U puede descomponerse en una matriz de correlacion multipli-
cada por una matriz de rotacion (unitaria) [13]. Entender la relacion de esta rota-
cion con la conectividad del grafo puede permitir definir funciones de coste que
incluyan algunos términos relacionados con la denominada smoothness (“suavi-
dad”). Otras restricciones estructurales [14] también podrian ser compatibles con el

modelo no gaussiano.
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A. Apéndice: Derivacion de la formula general
Debido a la ortogonalidad entre el error y la media condicionada, se puede es-

cribir

C, ... =E[XuXn, |~ E| E[%0 /X 0 ET [X0 /X 0] . (A1)

zzzzzzz

Definiendo
( - m) E[S/X nm]E q(xfnm)ziwrr—nmx—nm =q> (Az)
Obteniendo de (9), se puede escribir £ [Xnm /x n,,,] ( ) (f+q) por lo que

C.. =
P Wr<f+q><ff+qf>(<WTm>*)T}
Ll oV o . )

(A3)

+(WE,)" E[fq"](WE,,)') +(WI,,)" £ [fa" (WL, )"}

i

4
Se ha de calcular los 4 términos de (A3).

-Término 1

E[x,xX,|=C, . =T,C.T, (A4)

nm=nm nm XX T nm

-Término 2
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Elqq" |=E[WT x_x ", T W'|()
=WT_,C, T/ W’
=WT, T C.T, T W’
=W(I-T,T, )C,(I-T,T, )W)
=WC W' +WT, T'C_ T, T W' . (A5)
-WT, T C_ W -WC_T, T W’
(WT,,)" E[aa’](WT,,)' )

=(Wr,) ((wt,,)') +15C,T,,

~r W (WT, ) ) —(WT, ) (W) T

nm

-Término 3
i#]j
E[ff"](i./)= E[E[si /%, E[s, /x_nmﬂ
= E[E[si/x_nm]]E[E[sj/x_nmﬂ = E[SI.]E[SJ.] =0
i=j

E[f"](i,i) = E[ E*[s,/x.,,,]]
B N
= var [E [5,/X ]] +E*[s,]=var [E [5:/X ]]

(A6)

Expresando var [E [S,-/ X_,,mﬂ en términos de mse, tal y como viene definido en

(AT)
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mse, = E[(sl, —E[s, /xfm])z]

=E[ s |+E[ E*[s,/x.,,]|-2E[s.E[s./x_,,]]

E[ (s, ~E[s,/x_,,]) E[s./x.,,]]=0

= E[sE[s/x_,]]|=E[E[s/x_.)E[s./%..]]

= mse,, = E[ s} |-E[E[s,/x_,]]=1-var[ E[s,/x_,]]

; (AT)

donde se ha tenido en cuenta que la media condicionada es un estimador inses-
gado. Por lo que se tiene £ [ﬁ"T](i,l') =VaI[E [s,/ X_,W]]=l—msemm. y definiendo M,
como una matriz diagonal (¥ x ~) en la que los valores mse,, i=1..N estin en su

diagonal principal, se puede escribir

(WL,,)" B[ )(WL,,)') =(WI,) (1-M,,)((WL,,) ] - (A%)

-Término 4
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E[fq" |=-E[&x, T W']

E[E XX ]

X (X

=] o Els (),
I % U sp(s,/x,)ds, |p(x,)dx,
=], U x.p(s,/x.,,)p(x.,,)dx, } ds,
[ [ s pls)e Jas
—Isp INg nm/s)dx,m},

I D x,p(x }ds
_I j s.x,p(s, x(,-)dsidszE[Sixf]

E[fq" |=-E[&, T W' =E[sx", T W’
=—E[Wxx', T, W =-wC,_ T W' =

=-WC, T, T W =—(W') (I-T, T )W’

mmmmm

(WT, ) E [qu]((WTm )*)T

=T, W'((WT,)) -(WL,)"((WT,,)")

Finalmente, considerando (A3), (A4), (AS), (A6), (A8) se puede escribir:

&5

(A9)
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C €mCnm = T)Z;n C xx Tnm
+ +\T
~(WT,,) ((WT,,)’) -T.C.T,

T

STLW(WT,) ) +(WT,) (W),
~(WT,) (1-M,,)((WT,,)") - (A10)
~(WT,,) (W) T, +(WT, ) (WT,,)")
STLW (W) ) +(WT,) (WT,) )

=(WT,,)" (M,,)((WT,,)’ )T
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Capitulo 4

Un nuevo algoritmo de
subrogacion para la
Transformada de

Fourier Compleja
sobre Grafos (CGFT)

4.1. Introduccion

4.1.1. Planteamiento del problema y trabajos relacionados

A partir de una sefial disponible, se pueden generar sefiales sintéticas que sean su-
brogadas de la misma. Esencialmente, el concepto de sefial subrogada significa que
la amplitud' del espectro (Fourier) de la sefial original se retiene mientras la fase se
aleatoriza. Los métodos de subrogacion han sido considerados en diferentes aplica-
ciones [1]-[7], donde las sefiales sintéticas se han utilizado para obtener una estima-
cion no paramétrica de la distribucién de alguna estadistica considerada en test de
hipdtesis. A pesar de su enfoque atractivo, los métodos de subrogacion existentes

estan demasiado restringidos debido al uso de la Transformada de Fourier (FT): tanto

Se usara el término amplitud para definir la magnitud o el médulo de un nimero complejo o de un niimero real.
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la sefial original como sus subrogadas comparten la misma funcién de autocorrela-
cion. Esto implica que se asuma que las interrelaciones por pares son las mismas para
muestras igualmente separadas. Si bien esto puede ser apropiado para algunos casos,
se podria obtener una mayor flexibilidad si se pudieran imponer relaciones especifi-
cas por pares entre las muestras subrogadas. Asi, por ejemplo, se podrian mejorar las
propiedades a corto plazo priorizando las interrelaciones entre muestras vecinas.
También se podrian introducir restricciones de interrelacion de dominio de aplicacion
dadas por un experto que debe estar de acuerdo con las subrogaciones. De hecho, se
mostrara que los métodos FT son casos particulares del nuevo método propuesto.

En este capitulo se propone un nuevo método de subrogacion que explota los con-
ceptos de seiial sobre grafos [8]-[10]. Un trabajo anterior relacionado es [11], donde
los autores proponen una aleatorizacion de los signos en la transformada de Fourier
sobre grafos (GFT). La GFT representa la sefial sobre grafos en un dominio expandi-
do por los autovectores de la matriz® Laplaciana [8], [12]. El algoritmo se aplica para
generar subrogadas de sefiales EEG definidas en el dominio espacial, que conservan
la smoothness de las sefiales originales en el grafo definido. Los autores demuestran
el interés de este método en la deteccion de los efectos de tareas conductuales en
senales de electroencefalografia. Los buenos resultados de este novedoso enfoque

sugieren seguir trabajando y profundizando en €l.

4.1.2. Nuevas contribuciones y organizacion del capitulo
En este capitulo se va a profundizar en diferentes aspectos del concepto. En primer

lugar se considerara el caso complejo. Notese que la GFT de una sefial sobre grafos

real es también real, por lo que la aleatorizacion de la fase en realidad esta limitada a

2 Otras GFT son posibles como la propuesta en [13], que considera los autovectores generalizados de la matriz
de adyacencia. Esto puede conducir a nuevas extensiones del trabajo presentado en esta tesis.
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una aleatorizacion de signo tal y como hacen los autores en [11]. Sin embargo, traba-
jar con sefiales complejas permite una aleatorizacion de fase sin restricciones. Hay
que tener en cuenta que una sefial compleja debe expresarse como una combinacion
lineal de autovectores complejos. Mientras que la mayor parte del trabajo previo
sobre GSP asume matrices Laplacianas reales, en esta tesis se ha definido una matriz
Laplaciana Hermitica compleja (Seccion 4.2.1). Derivando propiedades de la Lapla-
ciana Hermitica, en particular una generalizacion de la smoothness [8] [14]-[16] rela-
tiva a los pesos complejos conjugados. Asi pues, se ha generalizado el GFT para el
caso complejo (Seccion 4.2.2) definiendo una GFT Compleja (CGFT).

Ademas, con el objetivo de entender el algoritmo de subrogacion propuesto, se ha
realizado un analisis de las propiedades de las sefiales originales que se conservan en
las sefiales subrogadas. Esto se presenta en la Seccidn 4.3 a través del concepto de
invariantes de la Amplitud del Espectro sobre Grafos (GSA). En particular, se de-
muestra que la smoothness, la matriz de precision [17], [18] y la matriz de covarianza
de las sefiales sobre grafos estacionarias en sentido amplio (GWSS, Graph Wide-
Sense Stationary), tal como se han definido recientemente en [19], [20] son GSA
invariantes.

La Seccion 4.2 presenta el concepto de matriz Laplaciana Hermitica, que permite
llegar a una definicion de la CGFT. La Seccion 4.3 esta dedicada a los invariantes de
la GSA, es decir a propiedades de la sefial sobre grafos original que se preservaran en
la subrogada. La Seccion 4.4 presenta los nuevos algoritmos de subrogacion basados
en el uso de la CGFT. Finalmente, la Seccion 4.5 presenta experimentos para evaluar
las mejoras de los nuevos métodos de subrogacion en comparacion con los basados
en FT. El objetivo de los experimentos es el entrenamiento de un clasificador con
escasez de datos. Esto se puede considerar como una generalizacion del problema
clasico de test de hipotesis en el que habitualmente se consideran las subrogaciones.

Asi se presenta un experimento de simulacion para la clasificacion de vectores alea-
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torios complejos pertenecientes a dos GMM multivariantes diferentes. Luego, se
presentan experimentos de reconocimiento de gestos realizados con las manos. Este
es un problema de clasificacion dificil debido a la gran cantidad de clases, y a la gran

cantidad y variedad de caracteristicas.

4.2. La matriz Laplaciana Hermitica

4.2.1. Definicion y propiedades

No hay muchos precedentes del uso de matrices Laplacianas complejas. En [21] se
propone una matriz Laplaciana Hermitica para incluir algunas posibles orientaciones
de las conexiones, pero esto conduce a una forma muy limitada de matrices Lapla-
cianas Hermiticas: sus elementos fuera de la diagonal son 1 para las conexiones no

orientadas y *; para las conexiones orientadas. En [22] se propone una matriz

Laplaciana Hermitica mas general afladiendo un término de fase a los elementos
fuera de la diagonal de la matriz Laplaciana real. Esta extension implica que no se
garantiza que la parte real de la matriz de adyacencia correspondiente tenga entradas
positivas. En este trabajo se propone una matriz Laplaciana Hermitica diferente afia-
diendo una parte imaginaria a los elementos de la parte (positiva) fuera de la diagonal
de la matriz de adyacencia, mientas los elementos n-ésimos de la matriz diagonal D
se mantiene como la suma de las partes reales de las conexiones incidentes al nodos

n. Asi, considerando el grafo ponderado G {r,E,A}, el elemento genérico
A(n,m)=a,, €s €l peso correspondiente a la conexion que une el nodo m al nodo n.
A se asume que es una matriz simétrica y real con elementos no negativos
a, >0 Vn,m.Sibien esto parece razonable para sefiales sobre un grafo real, puede
ser demasiado limitado para sefales sobre grafos complejos. Asi, se considerard que

A es en general una matriz Hermitica A = A", o = a,, (n,m) ¥n,m . También se

nm
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considerard que la parte real es semipositiva Re[a,,]>0 Vn,m . Esto permite incluir

el caso real como un caso especial. Notese que en el caso real todas las conexiones

son no dirigidas porque a,, =a,, Vn,m.Sin embargo, en el caso complejo, la parte

mn

imaginaria de los pesos complejos cambian el signo dependiendo de la direccion
Im[anm] =—Im[A(amn )] , por lo que estas conexiones son dirigidas. Esta situacion a

veces se conoce como grafos mixtos [21].

Se puede definir una matriz Laplaciana Hermitica en la forma L=D-A donde

N
D es una matriz diagonal con el elemento genérico D(n,n) =Y Re]a,, ]. Esto es una

m=1

generalizacion obvia del caso real donde D(n,n)= Za y D se denomina matriz

m=1

nm

de grado. La definicion anterior de la matriz Hermitica Laplaciana es apropiada para

extender el concepto de smoothness a sefiales sobre grafos complejas. Definiendo la
~ T N , . ,
sefial sobre grafos $=[s,....sy] €C", donde el valor s, esta asociado al n-ésimo

nodo del grafo, para n=1...]N . Notese que s puede corresponder a cualquier domi-
nio arbitrario.
La smoothness del grafo puede ser definida como una generalizacion simple del

caso real
S(s)=s"Ls . (1)

Se muestra en el Apéndice A de este capitulo que

S(s)=s"Ls= NZI ﬁ: at ls —s, |2 + g ZM: 24’ Im[s:sm] , ()

n=1 m>n n=1 m>n

Notese que si la matriz Laplaciana y/o la sefial sobre el grafo es real, el segundo
término en (2) desaparece, y la smoothness se convierte en la medida ponderada cla-

sica de las diferencias (cuadradas) de sefal entre cada dos nodos. Pero en el caso mas
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general donde tanto la matriz Laplaciana como la sefial sobre grafos pueden ser com-

plejas, aparece un nuevo término:

N-1

N-1 N N
Z Z 24’ Im[S;sm J = Z Z 24’

n=l m>n n=l m>n

S,| |5, | sin(£s,, — £s, ), 3)

donde s, =|s,|exp(j£s,)- Por lo tanto, al utilizar la matriz Laplaciana Hermitica asi

definida, se esta incorporando a la smoothness informacion sobre la diferencia de
fase del valor asignado al nodo m con respecto al nodo n. Ilustrando esto con un
ejemplo simple: un grafo de linea, es decir, un grafo en el que el nodo n esta conec-
tado so6lo con el nodo n+1 y el nodo n-1, excepto el nodo 1 que esta conectado solo

con el nodo 2, y el nodo N que esta conectado sélo con el nodo N-1. Suponiendo

., . T S
también que los pesos son constantes, y definiendo S, =[SN,...,S1] , una version 1n-

vertida de s. Es sencillo mostrar que el primer término de (1) es el mismo para la

smoothness de s y s, mientras que el segundo término cambia de signo. Asi, la

smoothness depende de la variabilidad de la amplitud de la sefial sobre grafos (como
sucede en el caso real) y del sentido de rotacion al moverse en el plano complejo de
un nodo al otro. Este segundo término puede ser positivo o negativo, por lo que la
smoothness podria eventualmente ser negativa para algunas sefiales sobre grafos.
Esto implicaria que la matriz Laplaciana Hermitica correspondiente no podria ser
semidefinida positiva como lo es la matriz Laplaciana real. Esto puede demostrarse
utilizando el criterio de Sylvester [23]: una condicion necesaria y suficiente para que
una matriz Hermitica sea definida positiva es que todos sus menores principales su-
periores (determinantes de las submatrices principales) sean positivos. Si llamamos

L, a la submatriz superior (2x2) de L.

94



Un nuevo algoritmo de subrogacion para la Transformada de Fourier Compleja sobre Grafos (CGFT)

R R R .1 R R R .1
a, + Zalm Oy~ o, 4, +Zalm —ap —J%,
_ m>2 m>2

LZ
. ) 4
djdy, Y| | i, dE Y, @)

m>2 m>2

detL, :[a(; Saf +dt )+, zagm}(a{z)z

m>2 m>2 m>2

Se puede ver que dependiendo de la seleccion de los pesos correspondientes a los
nodos 1y 2, el menor principal superior de orden 2 podria ser no positivo. El resulta-
do (4) podria aplicarse a cualquier par de nodos, ya que reordenar los nodos conduce
a una nueva matriz Laplaciana Hermitica que es una permutacion similar a la original
[24], y la condicion semidefinida positiva o no positiva sigue siendo la misma.

En consecuencia, dado que las contribuciones del segundo término en (2) pueden
ser positivas o negativas, se podria plantear cual es el significado de aumentar o dis-
minuir la smoothness en el caso complejo. En el caso real, esto tiene una respuesta
intuitiva, ya que la smoothness en una medida de la variabilidad de la sefial a medida
que nos movemos por el grafo. Sin embargo, en el caso complejo la medida de varia-
bilidad del primer término, puede eventualmente ser compensada por las contribu-
ciones negativas del segundo término. Por lo tanto, para dar un significado (incluso
intuitivo) a (2) se deben considerar topologias particulares (como se hizo en el ejem-
plo anterior de un grafo de linea) o definir algunas restricciones a las sefiales sobre
grafos cuya smoothness se esta comparando. Asi, por ejemplo, (2) es una medida de

la variabilidad de la sefial sobre el grafo, para el subconjunto de sefiales que satisfa-
cen sign[ain]=sign[sin(ﬁm —Asn)} de modo que todas las contribuciones del se-

gundo término en (2) son positivas. De esta manera se garantiza que tanto las distan-
cias como las diferencias de fase contribuyen positivamente a la smoothness, y que la

suavidad cero se obtiene solo cuando s, =5, Vnm , como en el caso real.
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4.2.2. La transformada de Fourier Compleja sobre grafos (CGFT)

Cualquier matriz Hermitica puede ser diagonalizada por una matriz unitaria, por lo

que

N
L=UAU" =) 4 uu/

non

n=1 s (5)
donde 1, n=1..N son los autovalores de L (a una matriz diagonal,
A(n,n)=4,)y u, n=1..N (columnas de U) son los correspondientes autovectores,

U” =U"'por lo que U es unitaria. Los autovalores son reales debido a la propiedad
Hermitica. La GFT se define para el caso real como la proyeccion de la sefial sobre
grafos sobre el espacio vectorial expandido por una base formada por los autovecto-
res de la matriz Laplaciana real. La nocidn de frecuencia se asimila al autovalor aso-
ciado a cada autovector de la misma manera que la exponencial compleja se define
para una frecuencia especifica cuando se usa la FT. Se puede extender este concepto
al caso complejo simplemente considerando los autovectores de la matriz Laplaciana

Hermitica, definiendo asi la CGFT directa e inversa como

r=CGFT (s)=U"s s=CGFT'(r)=Ur (6)

En el caso real la matriz Laplaciana es semidefinida positiva, por lo que

2,20 Vn,de hecho, el autovalor minimo es 0 [25]. Sin embargo, se ha visto que en

el caso complejo la matriz Hermitica L podria no ser semidefinida positiva, por lo
que al menos un autovalor sera negativo. Obsérvese que los diferentes modos (auto-

vectores) de una matriz Hermitica se pueden ordenar de acuerdo con la smoothness

H
s Ls</1 . Por lo

H_ — 7'max

creciente porque u”Lu, = 4, y que para cualquier vector s 4 <

tanto, ain se puede asimilar el concepto de frecuencia al autovalor, es decir, CGFT™'
en (6) expresa la sefial sobre grafos como una combinacion lineal de modos que tie-
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nen una smoothness creciente (de 4, a 4., ). Sin embargo, hay que tener en cuenta

max

que, como se explica al final de la Seccion 4.2.1 es dificil obtener una interpretacion
general del significado de smoothness. Asi, la aparicion de autovalores negativos
sugiere que el sentido de rotacion al moverse en el plano complejo de un nodo a otro
puede ser relevante para una caracterizacion completa de una sefial sobre grafos por
la CGFT. Esto ha sido verificado en el ejemplo particular de grafo lineal de la sec-
cion anterior. A continuacion se muestra otro ejemplo numérico simple. Consideran-
do un grafo de 2 nodos, donde w, =1+, =u, . Si se calculan los dos autovalores y los
dos autovectores de la correspondiente Laplaciana Hermitica 2x2 se obtiene
A=-041y 2, =241, 4, =[05+0.5/,0.707] Y u, =[-0.5-0.5,/, 0.707] - Se observa
que aparece un autovalor negativo y que en el primer autovector hay una rotacion en
el sentido de las agujas del reloj al moverse en el plano complejo desde su primer
elemento hasta el segundo. Sin embargo, en el segundo autovector, la rotacion es en
sentido contrario a las agujas del reloj. De manera similar, se ha mostrado al final de
la Seccidon 4.2.1 que la nueva smoothness definida puede mantener el significado
clasico de medida de variabilidad al imponer algunas restricciones a las sefiales sobre
grafos que se compararan. Esta nueva medida incorpora distancias asi como diferen-
cias de fase, lo cual es consistente con el dominio complejo. Finalmente, obsérvese
que la FT puede interpretarse como un caso particular de una CGFT (como lo es la
GFT) donde el la matriz Laplaciana Hermitica asociada es una matriz circulante (ver

mas abajo, el final de la Seccion 4.2).

4.3. Invariantes de la Amplitud del Espectro sobre grafos

El elemento clave de los algoritmos de subrogacion es mantener la GSA de la sefial
sobre grafos original mientras las fases del espectro sobre grafos son aleatorizadas. A

continuacion se determinan los invariantes de GSA antes de presentar los algoritmos
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detallados en la siguiente seccion. Esto ayuda a motivar los métodos de grafos y a
obtener informacion sobre las implicaciones de las sefiales sobre grafos subrogadas.
Los invariantes de GSA son aquellas funciones o estadisticas de la sefial sobre grafos

original que no cambia si la GSA no cambia. La relacion entre dos sefiales sobre

grafos s y § que tienen la misma GSA se puede expresar en la forma

§=(U")" ®U"s=UOU"s @

Donde @ es una matriz diagonal con entradas fasoriales
®(n,n)=exp(jg,) n=1..N.Obsérvese que las amplitudes espectrales del vector trans-
formado se conservan, pero se aiade una fase ¢, a la fase n-ésima del espectro del
grafo, antes de la transformacion inversa. Definiendo la matriz unitaria
P =U®U" =P , desde (7) se puede escribir

$" =UeU"ss"UO"U" =P 'ss" P (8)

Entonces las matrices de correlacion de la sefial sobre grafos original y sus subro-
gaciones son unitariamente similares [26]. El criterio de Specht [27] establece una
condicion necesaria y suficiente para la similitud unitaria de dos matrices en términos
de invariancia de algunas trazas. La aplicacion de este criterio a las matrices de co-

rrelacion muestral conduce a

m((ggﬂ)"

—race|[ss") |

) €))

para cada entero k. La ecuacion (9) define funciones invariantes que involucran

polinomios de los elementos s y §. En particular, para k=1 esto implica que la
energia de la sefial sobre grafos es un invariante GSA

N
2 2
=2 s
n=1
H

N

2

n=1

S

n

(10)
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y para k=2 se puede ver que la norma de Frobenius de la matriz de correlacion

2

A A%

muestral es también invariante GSA
S S S S

n=1 m=1 n=l m=1 . (1 1)

5

Noétese que, hasta ahora, el valor del invariante GSA es el mismo para todas las posi-
bles matrices Laplacianas Hermiticas. Considerando ahora invariantes que dependen
de la matriz Laplaciana Hermitica. Primero, obsérvese que s y § son igualmente

smooth en el grafo G (v, E,A}

5(3)=$"Ls =s"U®"U"LUDU"s
=s"U®" U UAU"UDU"s

=s"Ls= S(s) (12)

Entonces la smoothness en el grafo definido por el Laplaciano Hermitico es inva-
riante GSA. Adoptando ahora una perspectiva estocastica, suponiendo que s es un

vector aleatorio de media cero que tiene una matriz de precision conocida Q = C;!,

H . . . .
donde C, =E[SS J es la matriz de covarianza. Tomando esperanzas e invirtiendo en

(8) se concluye que las matrices de precision también son unitariamente similares
Qu=PTQ.P (13)
Los elementos de Q, normalizados adecuadamente son las correlaciones parciales

[28]-[31] definiendo dependencias condicionadas lineales entre cada dos elementos

de 5. Esto motiva el uso extendido de Q, como matriz Laplaciana. Suponiendo en-

tonces que se selecciona L = Q_, considerando (5), y la definicion de P

ss 2

Q; =U®U"Q,Ud"U" =UdU"UAU U "U" =Q,, (14)

Por lo tanto, la matriz de precision es invariante a la GSA cuando se usa como
Laplaciana Hermitica.
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Finalmente, algunos trabajos recientes [19] [20] han propuesto extensiones equiva-
lentes del concepto de estacionaridad para sefiales sobre grafos al considerar defini-
ciones de traslacion de sefales sobre grafos. En [19][20] los autores demuestran que
una sefial sobre grafos estocastica es GWSS si la matriz de covarianza es diagonali-
zable conjuntamente con la matriz Laplaciana. Entonces suponiendo que las interre-
laciones por pares se definen de tal manera que s es una realizacion de una sefial
sobre grafos aleatoria (media cero) que es GWSS con respecto a la Laplaciana utili-
zada para generar las subrogaciones, es decir, que la sefial sobre grafos es invariante

a algin operador de traslacion, entonces ¢ =Ur _u”, donde I'; es una matriz dia-

gonal, entonces

_ H H HytH _
C, =Uou"Ur u"ve"v" =c, (15)

Por lo tanto, la matriz de covarianza es un invariante GSA para las sefales
GWSS, lo que es consistente con la bien conocida invariancia de la funcién de auto-
covarianza con respecto a la densidad espectral de potencia de las sefiales WSS con-
vencionales. Notese que la matriz de covarianza preservada no es necesariamente
Toeplitz, como si ocurre al preservar la funcion de auto correlacion con métodos de
subrogacion clasicos.

La Tabla 4.1 resume los invariantes GSA presentados en esta seccion.
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Invariante Ecuacion

N ) N T
Energia de la sefial ;Sn = ;Sn

N N 9 N N 2
Norma de Frobenious de ZZ 5,5, = Zz 5,5,

la matriz de correlacion
de la muestra

Rastros de las potencias trace((ssH)k):trace((éﬁH)k)

de la matriz de
correlacion de la muestra

Smoothness s"Ls =§"LS§
Matriz de precision If L=Q_then Q. =Q
Graph Wide-Sense If C_ =UI U then

Stationarity

C§§ = Css
Tabla 4.1. Invariantes GSA.

4.4. Algoritmos de subrogacion

4.4.1. Algoritmo iterativo de subrogacion de sefiales sobre grafos

Una de las primeras propuestas de un algoritmo de subrogacion fue el Amplitude
Adjusted Fourier Transform (AAFT), [32]. En éste se calcula la FT de la sefial origi-
nal (real), luego se aleatoriza la fase del espectro de las muestras obtenidas y se reali-
za un correccion de la transformada inversa de Fourier para cumplir con la distribu-
cion empirica de las muestras originales. Las fases aleatorias se obtienen
muestreando una distribucion uniforme entre -, y ., restringida para mantener la
propiedad de antisimetria de las fases espectrales de las sefiales reales. Las correc-
ciones consisten en reemplazar cada muestra de la subrogada por el valor obtenido
de la muestra original que tiene el mismo orden de rango, recuperando asi la distri-
bucion empirica de las sefiales originales. De modo que, la subrogada es una version
barajada de la sefial original.

Se ha propuesto una version mejorada que ajusta iterativamente la amplitud del es-

pectro y corrige la distribucion empirica de las muestras: AAFT iterativo o Iterative
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AAFT (IAAFT) [1] [33]. Se han propuesto mejoras menores o variaciones de la
AAFT en [34]-[36]. Mas recientemente, se han considerado extensiones al caso mul-
tivariante donde el problema adicional es mantener la correlacion entre los diferentes
canales subrogados [37]-[40].

Hasta ahora, estos algoritmos de subrogacion se han aplicado sdlo a sefiales reales
en el dominio del tiempo. En esta seccion se presenta un algoritmo iterativo para

subrogar sefales complejas sobre grafos por medio de la CGFT (ICGFT). Todo em-
pieza con la sefial sobre grafos original $= [Sl,...,SN]T e " . Se calcula una subroga-

cién inicial no corregida § al aleatorizar las fases de la CGFT of s (ec. (16a))
mientras se mantiene la GSA. Las fases aleatorias se obtienen mediante el muestreo
de una distribucion uniforme entre -, y » (no se impone ninguna restriccion de anti-
simetria ya que se consideran sefales complejas). Luego se corrige §, para que
coincida con la distribucion empirica de la sefial sobre grafos original. Mas especifi-
camente, cada muestra de la subrogacion obtenida se reemplaza por la muestra de la

senal sobre grafos original que tiene el mismo orden de rango de amplitud. Con ello
se obtiene la subrogacion inicial corregida s (ec. (16b))

" —vouts (16a)

s =c(§<°>) , (16b)

Luego se procede iterativamente, como en IAAFT, calculando la CGFT de la su-

brogacion corregida, recuperando la GSA original y generando una nueva subroga-

cién no corregida § (17a). Esta luego se corrige nuevamente para que coincida con

la distribucion empirica de la sefial sobre grafos (17b), y asi sucesivamente:

9 = UAU )| (17a)

s¥) =c(§<">) i=1.1 . (17b)
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Definiendo r" =U"s"" entonces A'"’una matriz diagonal con elementos
A (n,n)= |r" | / ‘rn("’l)‘ . El algoritmo itera hasta la convergencia, es decir, hasta que no

se requieran mas correcciones. E1 Algoritmo 4.1 a continuacion es una descripcion de

pseudocddigo de ICGFT.

Algoritmo 4.1: Subrogacion compleja de sefiales sobre grafos mediante CGFT (ICGFT).

1: Entrada: Sefial sobre grafoss , Laplaciana Hermitica L , nimero de subroga-
ciones K, numero de iteraciones /

2: Calcular matriz de autovectores [
fork=1,2.. Kdo:
: Generar aleatorizacion de fases en el espectro del grafo @,

3
4
5: Calcular subrogacion inicial, ec. (16a, b) SE(O) =C (U(I)kUHS)
6:fori=1,2..171do:
7: Calcular subrogacion, ec. (17a, b)

s =C(uAU"s )
8:Si s =5 ira9
9: end for

10: 8, ="

11: end for
12: Output: s, =S, ....

4.4.2. Seleccionando la matriz Laplaciana Hermitica

Un aspecto clave del algoritmo ICGFT es seleccionar una matriz Laplaciana (o de
adyacencia) adecuada. Esto es un problema clasico en procesado de sefial sobre gra-
fos. Una opcion podria ser estimar Q _ a partir del conjunto de sefiales sobre grafos
originales disponibles (ver por ejemplo [17], [18], [28]-[31]), y usar esta como matriz

Hermitica. En tal caso, se ha visto en la Seccion 4.3 que de este modo la matriz de
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precision se conserva en las subrogaciones. Otras alternativas hacen una estimacion
directa de la matriz Laplaciana minimizando funciones de coste que incluyen algunas
restricciones de regularizacion [15], [16]. Sin embargo, en un escenario de escasez,
seria dificil obtener estimaciones estables de la matriz Laplaciana Hermitica median-
te todos estos métodos.

Una opcion diferente es definir conexiones a partir de una conectividad deseada
general o especifica que debe conservarse en las subrogaciones. Por ejemplo, una
opcion general podria ser conectar cada nodo s6lo con sus vecinos (esto se hace en
[11] en el dominio del espacio), de modo que las propiedades locales de la sefial so-
bre grafos puedan conservarse en las subrogaciones. Se pueden establecer conexio-
nes mas especificas seglin el contexto y el dominio de la aplicacion.

Queda una pregunta sobre el signo de o/ . Cabe recordar que «f =af >0, pero
a' =-a! , por ejemplo, se pueden conectar dos muestras porque son vecinas, pero
esto se puede hacer con un valor positivo o negativo de la parte imaginaria o’ . Co-

mo se indica en (2) una seleccion diferente de signo o/, conduce a una smoothness

diferente que, eventualmente, podria ser negativa. Aqui se propone seleccionar los

signos de tal manera que se maximice S(S), es decir, ajustando

sign[a;n]:sign[sin(ﬁm —Ksn)]. En el Apéndice B de este capitulo se muestra que

el ancho de banda del espectro B=4__ - de la matriz Laplaciana Hermitica tiene

‘max ‘min

un limite inferior por

B>max| [ 5(s) ~1; (18)

max ? SHS min B
donde 7_, vy [, son respectivamente el maximo y minimo de los elementos de la
diagonal principal de la matriz Laplaciana Hermitica (que depende tinicamente de

af ). Por lo que, dados «f ,a! y s, el limite inferior se maximiza cuando S(S) es
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maxima. Como la aleatorizacion de la fase en el dominio transformado es un paso
clave de la subrogacion, es apropiado tener disponible el maximo ancho de banda
posible.

Finalmente, notese que la FT (mdas precisamente su implementacion numérica a
través de la DFT) puede interpretarse como una forma particular de seleccion de
matriz Laplaciana Hermitica. Esto se debe a que como es bien sabido, los vectores
base de la DFT son autovectores de matrices circulantes [41]. Por tanto, implicita-
mente, el uso de la DFT impone restricciones en los elementos de la matriz de adya-
cencia. En particular, la conectividad por pares es la misma para nodos ubicados a la
misma “distancia” en la numeracion de nodos, lo que implica que se asume estacio-
naridad (del concepto convencional de traslacion). Ademas, la simetria ciclica reque-
rida de los coeficientes impone restricciones adicionales que pueden no tener sentido
en un contexto general. También, obsérvese que los autovectores de una matriz
Laplaciana Hermitica circulante estan restringidos al no depender del valor especifi-
co de los pesos. Por lo tanto, se puede obtener mucha mas flexibilidad definiendo una
conectividad especifica de acuerdo con las propiedades deseadas de la sefial sobre

grafos original que deben conservarse en las subrogaciones.

4.5. Experimentos

Muchas aplicaciones de procesamiento de sefiales se caracterizan por una carencia
de sefiales durante la fase de desarrollo. Esto a su vez produce escasez de instancias
(vectores de caracteristicas extraidas de las sefiales preprocesadas) para el entrena-
miento automatico de clasificadores. Por ejemplo, en las pruebas automaticas no
destructivas de materiales, se debe entrenar a un clasificador para cada clase de de-
fecto. Esto requiere una coleccion de una gran cantidad de sefiales que incluyan todos
los posibles tipos de defectos, lo que puede ser poco practico o incluso imposible

105



Nuevas contribuciones a la teoria y aplicacion del procesado de seiial sobre grafos

[42] [43]. Otro ejemplo totalmente diferente es la deteccion de fraudes con tarjetas de
crédito [44], donde el nimero de operaciones legitimas es un orden de magnitud
mayor que las operaciones fraudulentas. Esto también sucede en problemas de varias
clases donde algunas clases pueden tener un conjunto de entrenamiento reducido
[45]. Una solucion para paliar la escasez es generar réplicas sintéticas usando méto-
dos tradicionales (ver por ejemplo [46] y sus referencias). Pero los métodos tradicio-
nales estan orientados al modelo, por ejemplo, el modelo se ajusta a algunas propie-
dades de correlacion y densidad de probabilidad de primer orden. Los métodos
orientados a modelo precisan la definicion de un modelo apropiado y la estimacion
de los parametros del modelo, pero en escenarios de escasez ambas cosas son bastan-
te limitadas. Por el contrario, la subrogacion puede considerarse un método de sinte-
sis orientado a la sefial; en realidad, ya se ha propuesto como un método general para
sintetizar datos multivariados [38]. Por lo tanto, en esta seccidon experimental se ha
considerado la aplicacion de subrogacion para aumentar un conjunto de datos para el
aprendizaje del clasificador. Ademas, obsérvese que, hasta cierto punto, esta es una
generalizacion natural del uso de subrogaciones en las pruebas de hipotesis. En este
ultimo caso, la hipotesis nula es que la instancia bajo la prueba satisface un modelo
dado (por ejemplo, un modelo lineal seguido de una no linealidad escalar). Pero, en
ultima instancia, se asumen algunas propiedades empiricas de la instancia original
(autocorrelacion, distribucion de amplitud...) representativas del modelo y, en con-
secuencia, se imponen en las subrogaciones. El mismo principio se puede aplicar
para generar réplicas de instancias para clases deficientes en el entrenamiento del
clasificador: las réplicas (subrogadas) deben mantener algunas propiedades relevan-
tes de las instancias originales. En particular, considerando que las instancias son
sefiales sobre grafos, las subrogaciones preservan los invariantes GSA deducidas en
la Seccion 3, que se relaciona con preservar las interrelaciones por pares definidas

por la matriz Laplaciana Hermitica correspondiente.
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4.5.1. Clasificacion de instancias aleatorias

En este experimento, se ilustra la aplicabilidad potencial de los métodos de subro-
gacion para mejorar el entrenamiento de un discriminante lineal de dos clases en caso
de que soélo se disponga de un nimero reducido de instancias originales para el entre-
namiento. Para ello, se han generado vectores aleatorios sintéticos correspondientes a

dos GMM complejos multivariantes diferentes, con los siguientes pardmetros:

-Dimension del vector: N=10
-Numero de clases: 2
-Numero de componentes de GMM: 2 para ambas clases
-Parametros GMM:
-class1: mean1=0.5(1+j)1 mean2=(1+j)1, 1=[1...1]"
-class2: meanl=0.5(1-j)1 mean2=(1-j)1
-la matriz de covarianza se ha generado aleatoriamente y ha sido la misma para
ambas clases

Los vectores aleatorios generados de este modo se consideran instancias originales
sobre un dominio arbitrario para ser clasificados por el discriminante lineal. Cada
componente del vector aleatorio se ha asignado al nodo de un grafo, formando asi la
seflal sobre grafos. Para calcular la matriz Laplaciana Hermitica necesaria en el Al-
goritmo 2.1, se ha utilizado el método propuesto en el Capitulo 2. Béasicamente, la
matriz de adyacencia se determina a partir del modulo de los coeficientes de correla-
cion parcial generalizados correspondientes a un GMM complejo. Notese que estos
coeficientes son diferentes a los obtenidos de la matriz de precision, que correspon-
den a un modelo gaussiano multivariante [17].

Se define un Conjunto de Entrenamiento Ampliado o Enlarged Training Set (ETS):
un conjunto formado por s6lo un nimero reducido de instancias originales ampliadas
por un ntimero variable de subrogaciones obtenidas de ellos. También se ha definido

un Conjunto de Entrenamiento Original u Original Training Set (OTS) formado sélo
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por las instancias originales. Se han considerado tres tipos diferentes de conjuntos de

entrenamientos:

-OTS, conjunto de entrenamiento original formado por las instancias originales.
-ETS-ICGFT, conjunto de entrenamiento ampliado formado por un nimero reduci-
do de instancias originales ampliado con un numero variable de subrogaciones ob-
tenidas mediante el método ICGFT (Algoritmo 4.1).

-ETS-IAAFT, conjunto de entrenamiento ampliado formado por un nimero reduci-
do de instancias originales (parte real) ampliado por un niimero variable de subro-
gados obtenidos de ellos por el método IAAFT.

-ETS-nIGFT, conjunto de entrenamiento ampliado formado por un nimero reduci-
do de las instancias originales (parte real) ampliado por un niimero variable de su-
brogados obtenidos de ellos por el método propuesto en [11], que utiliza la GFT
(real). Este método no itera ya que no se realizan correcciones en el dominio del
grafo original, por lo que se ha llamado GFT no iterativo (rIGFT). Para calcular la

matriz Laplaciana (real), se ha utilizado el método propuesto en el Capitulo 2.

En la Figura 4.1 se presentan las tasas de error promedio del clasificador de dos
clases en funcion del tamafio del conjunto de entrenamiento. Cada curva corresponde
respectivamente a cada uno de los cuatro tipos de conjuntos de entrenamiento. El
ETS estuvo formado en todos los casos por 5 instancias originales ampliadas por un
numero variable de subrogaciones (0 a 20), por lo que el tamafio del conjunto de
entrenamiento varia de 5 a 25. En este experimento se consideraron 10 particiones de
validacion cruzada. La tasa de error se estimd en cada particion utilizando 50 instan-
cias originales de prueba (diferentes de las incluidas en los conjuntos de entrena-

miento para evitar el sobreajuste), y luego se promedié sobre las 10 particiones.
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Figura 4.1. Tasa de error de clasificacion para un niimero creciente de instancias de entrenamiento.

Como era de esperar, el entrenamiento con OTS obtiene la tasa de error minima pa-
ra cada tamafio de conjunto de entrenamiento. Sin embargo, se observa que la tasa de
error correspondiente a un OTS con sélo 5 instancias originales se reduce monoto-
namente al entrenar con ETS-ICGFT para un nimero creciente de subrogaciones.
Ademas, se acerca razonablemente a la tasa de error del entrenamiento con un OTS
del mismo tamafo. Esto ilustra que, en caso de que so6lo esté disponible un niimero
reducido de instancias originales, se puede ampliar el conjunto de entrenamiento con
subrogados para mejorar la calidad del entrenamiento del clasificador. Respecto al
entrenamiento con ETS-IAAFT o ETS-nIGFT, se observa que no se puede disminuir
la tasa de error. Esto se debe principalmente a la limitacion de trabajar con sefiales

reales, pero también a la falta de flexibilidad para imponer interrelaciones por pares
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entre las muestras de sefiales sobre grafos (IAAFT) o a la aleatorizacion de fase res-
tringida y falta de iteraciones (nIGFT). Finalmente, la Tabla 4.2 muestra las tasas de

error promediadas sobre el nlimero de instancias de entrenamiento.

OTS ETS-ICGFT ETS-IAAFT ETS-nIGFT

Ratio de error (%) 8.30 9.86 20.19 21.18

Tabla 4.2. Tasa de error promediada sobre el nimero de instancias de entrenamiento.

4.5.2. Reconocimiento automdtico de gestos con las manos

En esta seccion se considera el uso de los métodos de subrogacion en un estudio de
caso de datos reales: el reconocimiento automatico de gestos con las manos. Este ha
sido seleccionado debido a la complejidad del problema: gran cantidad de clases,
gran cantidad y nimero variable de caracteristicas. Por lo tanto, es de esperar que los
resultados se extrapolen a casos mas simples de clasificacion automatica. El recono-
cimiento de gestos con las manos es muy Util en la vida cotidiana para la interaccion
hombre-maquina en aplicaciones como la navegacion en entornos virtuales o el reco-
nocimiento de posturas de las manos [47]. Originalmente, las imagenes de la camara
rastreaban las manos para determinar su pose y su trayectoria en 2D, pero la intro-
duccién de sensores de profundidad como Kinect o Leap Motion permitié obtener
informacion en 3D para reconocer los gestos [48]. Estas aplicaciones suelen utilizar
clasificadores basados en modelos ocultos de Markov (Hidden Markov Models,
HMM) [49] o maquinas de vectores de soporte o (Support Vector Machines, SVM)
[50]. Se ha wutilizado un conjunto de datos publico (disponible en
https://github.com/Sasanita/spanish-sign-language-db.git) compuesto por 91 aproxi-

maciones de los gestos de la lengua de signos espafiola adquiridas por un sensor Leap

110



Un nuevo algoritmo de subrogacion para la Transformada de Fourier Compleja sobre Grafos (CGFT)

Motion. Este conjunto de datos contiene 40 instancias por signo. Cada instancia es
una matriz que tiene 42 columnas. Cada columna es una sefial correspondiente a la
evolucion temporal de una variable observada (caracteristica). El total de 42 varia-
bles observadas describen la trayectoria de los dedos y las manos y su inclinacion
segun los ejes X, Y y Z de un sistema tridimensional. La frecuencia de muestreo es
de 30 Hz para todos los casos, sin embargo, el tiempo de observacion puede variar
entre diferentes casos, ya que la sefial manual se puede producir a diferentes veloci-
dades. Asi, la dimension de la columna de las matrices de instancia varia de 7 (0,23
s) a 101 (3,36 s) con un valor promedio de 26 (0,86 s). En todos los casos, el clasifi-
cador se basé en un HMM con 7 estados. La probabilidad condicionada de las obser-
vaciones a los estados ocultos se considerd una mezcla gaussiana de 2 componentes.
Se utilizé el algoritmo de Viterbi para estimar la secuencia de estados mas probable.
De hecho, se utilizé el kit de herramientas Hidden Markov Model Toolkit (los deta-
lles se pueden encontrar en [51] y sus referencias). En todos los casos la prueba del
clasificador una vez entrenado, se realizO con instancias originales no incluidas en
los conjuntos de entrenamiento para evitar sobreajustes.

Los diferentes métodos de subrogacion se han utilizado para generar columnas su-
brogadas de las instancias originales. Varios detalles son relevantes acerca de la im-
plementacion de ambos métodos. En IAAFT, la transformada discreta de Fourier
(DFT) se calcul6 con el mismo tamafio que la columna transformada para que la
dimension del dominio original se pueda conservar una vez que se calcule la DFT
inversa. Por otro lado, ICGFT esta concebido para trabajar con sefiales sobre grafos
complejas, por lo que primero se ha calculado la sefial analitica correspondiente a

cada una de las 42 columnas de la matriz’ de instancia. Con respecto a la matriz

Esta es una posibilidad a la que siempre se puede recurrir para aplicar ICGFT a instancias reales, beneficiandose asi de la alea-
torizacion de fases sin restricciones de CGFT en contraste con la aleatorizacion de signos limitada de GFT.
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Laplaciana necesaria en el Algoritmo 4.1, se calcul6 a partir de una matriz de adya-

cencia definida como

0 :{lij |n—m|:1 e ’ (19)

0 otherwise

donde se han seleccionado los signos de la parte imaginaria como se indica en la
Seccion 4.4.2 (la parte real de (19) se conserva para implementar nIGFT). Esto se
hace en un esfuerzo por replicar el comportamiento local de las sefiales sobre grafos
originales (los vecinos estan conectados), pero son posibles muchas otras opciones.
En particular, se podria intentar replicar algunas propiedades especiales de las instan-
cias originales que se sabe que son relevantes para el objetivo final de la clasifica-
cion. Esto normalmente debe hacerse con la colaboracion de un especialista en el
dominio de la aplicacion. Otra pregunta importante se refiere a la etapa de correccion
en el Algoritmo 4.1. En el reconocimiento de gestos con las manos, el clasificador
debe capturar la dinamica de las sefiales. Esto lo hace el HMM determinando primero
los estados sucesivos a través de los cuales pasan las sefiales. Recuperar la distribu-
cion empirica de las sefiales graficas originales mediante el procedimiento de correc-
cion del Algoritmo 4.1 puede afectar seriamente la dinamica de la sefial, por lo que
se ha considerado en este caso un tipo diferente de correccion, a saber, recuperar la
frecuencia instantanea original, que es una medida aceptada de la dindmica de sefia-
les complejas [52]. De esta manera, se aprovecha trabajar el dominio complejo y la
evolucion de la "forma de onda" de las sefiales sobre grafos original y las subroga-
ciones seran mucho mas comparable. Esta correccion alternativa se puede expresar

modificando la ecuacion (17b) en la forma

(i) _ D) .
$) =g i=1..1 , (20)

donde € ¢ es una matriz diagonal con elementos ¢ (n,1) = exp( J( s, -5 )) .
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Se han concebido dos experimentos para ilustrar el interés de utilizar subrogaciones
en dos escenarios representativos. El primero sera el de la escasez general: se supon-
dra que solo hay disponible un niimero reducido de instancias originales en cada
clase, de manera que el conjunto de instancias se ampliara con subrogadas para me-
jorar la calidad del entrenamiento. Esto es similar al experimento anterior con datos
sintéticos. En el segundo escenario, se considerara una situacion de desequilibrio en
la que hay una cantidad significativamente menor de instancias disponibles en algu-

nas clases respecto a otras.

Experimento 1. Ampliacion del conjunto de entrenamiento original: escasez general

En este experimento, se considera que sélo un nimero reducido de instancias esta
disponible para entrenamiento en cada clase, especificamente 10. Este conjunto redu-
cido se amplia agregando instancias subrogadas para formar un ETS. La Figura 4.2
muestra la tasa de error promedio lograda por los diferentes métodos de subrogacion
en funcion del tamafio del ETS, de 10 (solo las 10 instancias de entrenamiento origi-
nales por clase) a 30 (10 instancias de entrenamiento originales mas 20 subrogadas
por clase). La tasa de error promedio se evalud sobre 10 instancias originales diferen-
tes a las disponibles del entrenamiento. Se promediaron las tasas de error de 4 parti-
ciones. En cada particion las subrogadas se generaron a partir de un conjunto reduci-
do de 10 instancias originales para reproducir el caso practico de escasez. También se
ha incluido en la Figura 4.2, a modo de comparacion, las curvas correspondientes a

un OTS que tiene el mismo tamaiio del ETS correspondiente.
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Figura 4.2. Tasa de error de clasificacion para un numero creciente de instancias de entrenamiento.

Se puede observar en la Figura 4.2 que el entrenamiento con ETS-ICGFT arroja
resultados similares al entrenamiento con OTS, por lo que en caso de escasez se pue-
den agregar subrogaciones manteniendo la calidad del entrenamiento. Esto no es lo
mismo cuando se entrena con ETS-IAAFT porque, después de una disminucion ini-
cial, la tasa de error aumenta con la cantidad de subrogaciones agregadas. Algo simi-
lar sucede al entrenar con ETS-nIGFT, pero con tasas de error mucho mayores. Esto
sugiere que ICGFT puede implementar subrogaciones mas realistas y un mejor so-
bremuestreo del espacio de instancias. La Tabla 4.3 compara las tasas de error co-
rrespondientes al uso de un ETS del tamafio maximo (10 originales + 20 subrogadas)
para cada clase, obtenidas de diferentes métodos de subrogacion. También se inclu-

yen las tasas de error correspondientes a OTS de tamafio 10 y OTS de tamafio 30.
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OTS10

ETS- nIGFT

ETS-IAAFT

ETS-ICGFT

OTS30

Ratio de error (%)

24.1

28.5

18.58

13.07

12.6

Tabla 4.3. Tasas de error para diferentes conjuntos de entrenamiento: originales y ampliados.

Experimento 2. Ampliacion del conjunto de entrenamiento original: clases desequili-

bradas

En este experimento se asume que el numero de instancias de entrenamiento origi-
nales es diferente para cada clase. Asi, se considera que para la mitad de las clases se
dispone de 30 instancias originales de entrenamiento, mientras que para la otra mitad
solo se dispone de un namero N<30 (igual para todas). La Figura 4.3 muestra los
resultados correspondientes a este experimento: tasa de error media (4 particiones) en

funcion del nimero de desequilibrio. Este lltimo se define como la diferencia N—30

donde N varia de 30 (sin desequilibrio) a 10 (desequilibrio més grande). En la Figu-
ra 4.3 se ha representado la curva correspondiente al entrenamiento con sélo el con-
junto de entrenamiento desequilibrado original (OITS, Original Imbalanced Training
Set), como era de esperar la tasa de error (evaluada nuevamente en un conjunto de 10
instancias originales diferentes a las disponibles del entrenamiento) aumenta signifi-
cativamente con el numero de desequilibrio. Asimismo, se muestran en la Figura 4.3
las tasas de error obtenidas al ampliar los conjuntos de entrenamiento de clases defi-
cientes con instancias subrogadas, de modo que todas las clases tengan 30 instancias
para el entrenamiento. Se ha denominado el conjunto de entrenamiento asi obtenido
como conjunto de entrenamiento desequilibrio ampliado (EITS, Extended Imbalan-
ced Training Set), para distinguirlo del ETS del experimento 1, pero obsérvese que el

EITS en realidad esta equilibrado debido a la adicion de instancias subrogadas.
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Figura 4.3. Tasa de error de clasificacion para el aumento del nimero de desequilibrio.

Se puede ver en la Figura 4.3 que s6lo EITS-ICGFT es capaz de reducir significati-
vamente el error correspondiente al entrenamiento con OITS, aliviando asi el pro-
blema del entrenamiento desequilibrado. La Tabla 4.4 muestra la tasa de error pro-
mediada sobre el dominio del nimero de desequilibrio para la OITS y para la EITS

obtenida de los diferentes métodos de subrogacion.
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OTS10 ETS- nIGFT ETS-IAAFT ETS-ICGFT

Ratio de error (%) 17.47 17.91 17.92 14.82

Tabla 4.4. Tasa de error promediada sobre el nimero de desequilibrio para los conjuntos de entre-
namiento originales y ampliados.

4.6. Conclusiones

Se ha presentado un nuevo algoritmo para generar sefales subrogadas. Al conside-
rar que las instancias de cualquier dominio arbitrario se definen en los vértices de un
grafo, los nuevos algoritmos pueden obtener mucha mas flexibilidad en comparacion
con los métodos tradicionales de subrogacion basados en FT. Esta flexibilidad emana
de la definicion de la topologia del grafo por la matriz Laplaciana. Se ha considerado
el caso general de sefiales sobre grafos complejas, por lo que se ha definido una ma-
triz Laplaciana Hermitica y una CGFT asociada. En consecuencia, se han realizado
algunos andlisis tedricos e interpretaciones con respecto a estas nuevas definiciones.
Esto puede tener interés general en GSP. Ademas, mediante el concepto de invarian-
tes GSA, se han deducido propiedades significativas de las sefiales sobre grafos ori-
ginales que se conservan en las subrogadas.

Los experimentos sobre vectores aleatorios sintéticos y sobre reconocimiento au-
tomatico de gestos manuales han confirmado la eficacia de ampliar el conjunto de
entrenamiento original con sefiales subrogadas y que los mejores resultados corres-

ponden al uso de ICGFT.

117



Nuevas contribuciones a la teoria y aplicacion del procesado de seiial sobre grafos

Apéndice A: Derivacion de la ecuacion (2)
Separamos la matriz de adyacencia Hermitica en sus partes real e imaginaria:

A=A, +jA,. Esclaro que A, es simétrica con elementos reales no negativos y A, es

antisimétrica con elementos reales, mas especificamente

(AT)

Calculando la forma cuadratica de la matriz Laplaciana Hermitica:

S(s)=s"Ls=s" (D-A)s
H . . (A2)
=s"(D-A;)s—js"As

Pero

S”

n

? —sns;) (A3)

N N
2 R
R 3

n=1 m=1

N N
-~ R
- A

*
- smsn

N

Donde se ha hecho uso de la simetria de A,,i.e.,a® =af . A partir de (A3) se con-

cluye que

s" (D-Ag)s

1 N N
52 2%
2n:l m=1

N-1 N

=224,

n=1 m>n

I (A4)

s, =S

m

2
sn—sm|.
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Por otra parte

N N
H _ I *
S AIS - Zzanm Snsm
n=1 m=1
N-1 N
_ I * I *
- Z (anm sn Sm + amn Sm Sn )
n=l m>n (AS)

=

1]
M=

1 * *
anm Sn Sm - Smsn

=
N
3
4

Il
M=

al j2 Im[s:sm] .

nm

i
3
¥

En la primera igualdad de (AS5) se ha tenido en cuenta que 4/, =0 Vn,y en la segun-

daigualdad que a!, =-a!, Vn=m .Finalmente se ha obtenido:
S(s)=s"Ls =

(A6)

N-1 N , MW
— R 1 *
- z Z anm Sn - sm + z z 2ar1m Im [S71Srn:|
n=1

m>n n=1 m>n

Apéndice B: Derivacion de la ecuacion (19)

El teorema de Schur-Horn [53] aplicado a las Laplacianas Hermiticas establece que

(4,-1)=0 M<N (B1)

M=

Donde 4, yI, n=1...N son, respectivamente, los autovalores y los elementos de la
diagonal principal de la Laplaciana Hermitica ordenados en orden no creciente. Conside-
rando en (B1) » -1 , se obtiene

Azl o A, 2l (B2)

119



Nuevas contribuciones a la teoria y aplicacion del procesado de seiial sobre grafos

Por otra parte, para M=N (B1) se cumple con la igualdad, entonces se puede escri-

bir:

=

N-1 N-1 -1
I+ A =l + 30 = S (4, =1) =1, — 4, >0

n=1 n=

3
I

= ﬂ’N SlN = ﬂ’min Slmin (B3)
Se sabe que para cualquier vector
S(s
ﬂ’max 2 1(-1 ) (B4)
s's

Por lo tanto, dado un vector s se puede escribir un limite inferior para el ancho de

banda del espectro B=4_, -4,

B>max Imax’T _Imin (BS)
S$'S
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Capitulo 5

Conclusiones generales
y lineas futuras

5.1. Conclusiones generales

Esta tesis realiza contribuciones novedosas en el &mbito emergente del procesado
de sefal sobre grafos. Asi, los Capitulos 2 y 3 abordan la problematica de estimar
una matriz de conexiones de los nodos del grafo (matriz Laplaciana y/o matriz de
adyacencia) asumiendo modelos no Gaussianos multivariantes para los vectores de
observaciones. En el Capitulo 2 se considera un modelo de mezclas Gaussianas y en
el Capitulo 3 un modelo de analisis de componentes independientes. Por otra parte,
en el Capitulo 4 se propone un nuevo algoritmo para la sintesis de sefiales subroga-
das, que explota el posible conocimiento del modelo de grafo asociado. Este tltimo
puede obtenerse a partir de los métodos propuestos en los dos capitulos anteriores o

definirse a partir de consideraciones del contexto de la aplicacion.

Al final de cada capitulo se han incluido sus conclusiones particulares, algunas

conclusiones generales son posibles, tales como las indicadas a continuacion:
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e Estimar las matrices de conectividad de un grafo a partir de coeficientes
de correlacion parcial, que tienen en cuenta la posible no-Gaussianidad de
los datos, es una forma natural de extender los procedimientos basados en
la matriz de precision.

e Los resultados obtenidos en los experimentos simulados y reales confir-
man que se mejora la estima de la conectividad a partir de los métodos
propuestos, cuando asumir el modelo multivariante Gaussiano no es ade-
cuado. La cuantificacion de la mejora depende de cada contexto concreto,
pero es en todo caso significativa.

e La aportacion tedrica relativa a una nueva definicion de una matriz
Laplaciana compleja (Hermitica), asi como la definicion de la transfor-
mada de Fourier sobre grafos compleja que lleva asociada, tiene un inte-
rés general en el procesado de senales sobre grafos, limitado hasta ahora a
matrices Laplacianas reales.

e La inclusion de un posible modelo de grafo en la sintesis de una sefial
mediante la generacion de réplicas subrogadas ha demostrado su interés
en los experimentos realizados, proporcionando resultados claramente su-
periores con respecto a métodos clasicos de subrogacion, que no conside-

ran modelos de grafos.
5.2. Lineas futuras
Como en todo trabajo de investigacion, los logros alcanzados animan a profundi-
zar en ciertos aspectos relevantes. Indicamos a continuacién un conjunto de temas

que podrian constituir lineas de investigacion sobre las que continuar los trabajos

presentados en esta tesis.
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5.2.1. “Sparsity”

Esta bien asumido en teoria de grafos que, con caracter general, un grafo tiene
mas interés si manifiesta conexiones significativas entre un numero reducido de no-
dos (condicion denominada “sparsity” que podemos traducir como “escasez”). Esta
situacion es habitual en numerosas aplicaciones por lo que resulta de gran interés
imponerla como parte del propio disefio del grafo. Varias opciones son posibles en
los métodos de estimacion de la matriz Laplaciana propuestos en esta tesis. La op-
cién mas simple es una umbralizacion de los coeficientes de correlacion parcial, faci-
litada por el hecho de que dichos coeficientes se estiman normalizados entre 0 y 1.
Otra opcion (que puede ser complementaria con la anterior) es considerar que los
modelos no-Gaussianos asumidos implican una mezcla de contribuciones. En el caso
de los modelos GMM se mezclan densidades de probabilidad Gaussianas, en el caso
de los modelos ICA se mezclan fuentes independientes no-Gaussianas. Si podemos
separar la contribucién de cada uno de los elementos de la mezcla al coeficiente de
correlacion parcial, podriamos desestimar las contribuciones que no fueran significa-
tivas. Por ejemplo en la ecuacion (21) del Capitulo 2, considerar sélo los términos
que superen cierto umbral en el sumatorio. Asimismo en las conclusiones del Capitu-
lo 3 ya se sugiri6 una umbralizacion de las contribuciones separadas de cada fuente

al error cuadratico medio de la estima no-lineal.

5.2.2. “Smoothness”

La condicion de “smoothness” o “suavidad” en la matriz Laplaciana es también
conveniente para obtener modelos de grafos de sefiales de interés practico. Esencial-
mente implica que en general las sefiales modeladas mediante un mismo grafo deben
tener una “smoothness” similar medida a través de dicho grafo (véase la definicion
de “smoothness” en la ecuacion (1) del Capitulo 4). Esta medida puede interpretarse

como el nivel de variabilidad de la sefial si nos movemos por los diferentes nodos del
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grafo. La mayor parte de los métodos que controlan la “smoothness” lo hacen a tra-
vés de funciones de coste que establecen un compromiso entre la estimacion muestral
de la matriz de precision (inversa de la estimacion muestral de la matriz de correla-
cion) y la maximizacion de la “smoothness”. Los métodos propuestos en esta tesis,
en ultima instancia proporcionan estimas de una matriz de precision mejorada, po-
driamos por tanto plantar reajustar las funciones de coste incorporando la matriz

mejorada.

5.2.3. Aplicacion en deteccion/clasificacion

Tal y como se ha visto en los ejemplos de los Capitulos 2 y 3, el interés tltimo del
modelo de grafo era proporcionar una caracterizacion alternativa de la que pudieran
deducirse otras caracteristicas (por ejemplo la conectividad del grafo) para resolver
problemas de deteccidn/clasificacion automaticas. Desde esa perspectiva, puede re-
sultar conveniente profundizar en la investigacion sobre la relacion entre la calidad
de la estimacion de la Laplaciana y la calidad de la estimacion de las caracteristicas
que se extraigan de ella para deteccion/clasificacion automaticas. Asi por ejemplo, no
tiene sentido realizar un gran esfuerzo en conseguir una mejora de la calidad de la
estima de la Laplaciana, que luego no supone una mejora significativa en la calidad
de la estima de la caracteristica extraida de ella, y viceversa. Establecer, sea por ana-
lisis y/o empiricamente, una cuantificacion de este aspecto puede ser una linea futura

de trabajo.

5.2.4. Definicion de la matriz Laplaciana en los métodos de subrogacion

Tal y como vimos en el Capitulo 4, el éxito de la subrogacion de sefiales basada
en grafos depende de una buena definicion del modelo de grafo (la matriz Laplacia-
na). En el ejemplo de aplicacion considerado se priorizo la preservacion de propieda-
des “locales”, conectando una muestra con sus vecinas. Esta es s6lo una opcion entre

muchas posibles, pueden enfatizarse propiedades especificas de la sefial, o utilizarse
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modelos probabilisticos a partir de los cuales se construye el modelo de grafos como
hicimos en los Capitulos 3 y 4. Comparar en profundidad diferentes opciones y en-
tender en qué forma se preservan las propiedades de la sefial original en las subroga-

das es una evidente linea futura de investigacion.
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