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Resumen

En este trabajo se aborda el problema del modelado de un cuello robótico blando mediante el uso de diferentes arquitecturas
de redes neuronales, estudiando la influencia en los resultados del número de capas de cada red y de su correspondiente función
de activación. Se emplearán las funciones de activación Tangente Hiperbólica (TANH) y Unidad Lineal Exponencial (ELU). Los
modelos obtenidos se compararán con un modelo basado en Perceptrón Multicapa (MLP) de parámetros optimizados, ası́ como
con el modelo cinemático analı́tico del cuello. Los resultados experimentales obtenidos demostrarán la ventaja del empleo de las
técnicas de aprendizaje automático para el modelado de sistemas altamente no lineales como el del cuello robótico blando, cuya
caracterı́stica elástica dificulta la formulación de un modelo analı́tico robusto.

Palabras clave: robótica blanda, curvatura constante (CC), aprendizaje automático, red neuronal, perceptrón multicapa (MLP),
función de activación.

Modeling of a soft robotic neck using machine learning techniques

Abstract

In this paper we address the problem of modeling a soft robotic neck by using different neural network architectures, studying the
influence on the results of the number of layers of each network and its corresponding activation function. The Tangent Hyperbolic
Tangent (TANH) and Exponential Linear Unit (ELU) activation functions are used. The obtained models are compared with a
Multi-Layer Perceptron (MLP) with optimized parameters, as well as with the kinematic model of the neck. The experimental
results demonstrate the advantage of using machine learning techniques for modeling highly nonlinear systems such as this soft
robotic neck, whose elastic characteristics make it difficult to formulate a robust analytical model.

Keywords: soft robotics, constant curvature (CC), machine learning, neural network, multilayer perceptron (MLP), activation
function.

1. Introducción

Los modelos matemáticos son una de las herramientas más
esenciales de la robótica. Un modelo, proporciona información
sobre el comportamiento del sistema y su relación con el en-
torno. La obtención del modelo matemático de un mecanismo
robótico no es exacta, ya que existen incertidumbres difı́ciles de
identificar y abordar, como las relacionadas con la fricción o la
holgura electromecánica, entre otras. En el caso de la robótica
blanda, la naturaleza de los elementos blandos del robot hace
aún más difı́cil modelar su cinemática, ya que la deformación

de estos elementos afecta a la pose final del robot. Este hecho
limita el uso de modelos analı́ticos y abre la puerta al uso de
técnicas de modelado basadas en datos.

Según Siciliano et al. (2008), el control de robots necesita
de modelos precisos para lograr un alto grado de desempeño de
los mismos, poniendo de lo contrario en peligro al robot y su
entorno. Por otro lado, debido a la complejidad de los sistemas
robóticos modernos, los modelos analı́ticos estándar son apro-
ximaciones que no modelan con precisión las no linealidades de
dichos sistemas, procedentes, entre otros, de sus sistemas inhe-
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rentes de actuación, de los rozamientos mecánicos de su estruc-
tura u otras fuentes de fricción, o de la deformación de ciertos
elementos constitutivos del sistema como cables o eslabones.

Es por ello que actualmente los métodos de aprendizaje de
modelos basados en datos se han convertido en herramientas ca-
da vez más interesantes para el modelado de robots. Por ejem-
plo, las redes neuronales se utilizan ampliamente para la iden-
tificación de la cinemática inversa tanto para robots manipula-
dores redundantes Köker et al. (2014); Becerra et al. (2019);
Tran et al. (2011), como no redundantes Jin et al. (2018); Jio-
kou Kouabon et al. (2020).

El cálculo de la cinemática inversa se agrava especialmen-
te para el caso de los de robots blandos, cuyo modelo es muy
dependiente de las caracterı́sticas propias de cada robot, de su
morfologı́a y del tipo de material blando que lo constituye. Por
ejemplo, en Thuruthel et al. (2017) se aborda un enfoque basa-
do en el aprendizaje automático para el desarrollo de modelos
dinámicos para un manipulador robótico blando y un método
de optimización de trayectorias para el control predictivo del
manipulador en el espacio de tareas. En Šegota et al. (2021) se
entrena una red neuronal artificial, más concretamente un per-
ceptrón multicapa (MLP) de tipo feed-forward, para poder uti-
lizarla en el cálculo de la cinemática inversa de un manipulador
robótico. Y en Wang et al. (2021) se propone un método de op-
timización que resuelve la cinemática inversa de robots redun-
dantes en base al método de mı́nimos cuadrados amortiguados
(DLS). En cada caso, la cinemática del robot es muy diferen-
te y la solución propuesta está muy enfocada a la problemática
concreta de cada robot.

Figura 1: Cuello robótico blando accionado por tendones

Los trabajos de Mena et al. (2020); Nagua et al. (2018b)
abordan el modelo de cinemática inversa de un cuello robótico
blando, desarrollado por el grupo de investigación RoboticsLab
de la Universidad Carlos III de Madrid. El modelo analı́tico ob-
tenido, se basa en la asunción de la caracterı́stica de curvatura
constante del cuello al aplicar las fuerzas actuadoras que permi-
ten el movimiento del mismo y en despreciar la influencia de la
elasticidad del material blando que lo conforma. Estos supues-
tos merman la exactitud del modelo obtenido, que en determi-

nadas regiones del campo de trabajo del robot, no representa
adecuadamente el comportamiento del mismo. Pese a que es-
tos desajustes entre el modelo teórico y el modelo experimental
puedan afrontarse desde el punto de vista de un control robusto
Relaño et al. (2022); Mena et al. (2020), es conveniente abor-
dar otras técnicas más eficientes de modelado para este tipo de
sistemas, concretamente las técnicas basadas en datos, como
haremos a continuación.

El resto del documento se organiza como sigue. En la Sec-
ción 2 se presenta la descripción de la cinemática inversa del
cuello blando. La Sección 3 aborda el aprendizaje automático
aplicado a dicho cuello. Los resultados experimentales obteni-
dos tras la validación de los modelos se discuten en la Sección
4. En la Sección 5 se exponen las principales conclusiones y los
trabajos futuros.

2. Cuello Robótico Blando

En la Figura 1 se presenta el cuello robótico blando, que
está compuesto por un eslabón blando central, que hace las ve-
ces de columna vertebral, y un mecanismo paralelo accionado
por cables, que produce la flexión del eslabón central, de forma
que la plataforma puede alcanzar la posición deseada tanto en
inclinación como en orientación dentro de los lı́mites de ope-
ración establecidos por la flexión máxima admisible y el reco-
rrido de los cables. Las partes que forman el cuello son: Base,
Plataforma móvil, Eslabón blando, Tendones, Motores, Sensor.

Los cables son conducidos mediante tres actuadores inde-
pendientes situados en la base, compuestos por un conjunto de
driver-motor-reductora con las siguientes caracterı́sticas:

Driver: Technosoft iPOS 3604 MX ; 400 W, 12-50 Volt,
8 Amp

Motor: Maxon RE 16-118739; graphite brushes, 48Volt,
4 Watt

Reductora: Maxon 134777 (24 : 1)

Encoder: Maxon mr201937

Figura 2: Diagrama esquemático del cuello robótico blando
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La Figura 2 presenta un diagrama esquemático del cuello
blando, donde OXYZ es el sistema de coordenadas de la ba-
se fija, oxyz es el sistema de coordenadas de la plataforma
móvil y los tendones conectan los puntos Bi = (i = 1, 2, 3) y
Ai = (i = 1, 2, 3) desde la plataforma móvil a la fija, respecti-
vamente, y estos puntos a su vez están equidistantes 120° entre
sı́.

2.1. Cinemática Inversa
La pose del cuello blando tiene dos componentes indepen-

dientes: el ángulo α (ángulo de inclinación) y el ángulo β (ángu-
lo de orientación) (ver Figura 2), las cuales determinaran el va-
lor de longitud de cada cable para llegar a dicha pose.

Tal y como se estudia en Nagua et al. (2018a), dichas lon-
gitudes vienen dadas por la siguiente ecuación:

Li =
∥∥∥∥OTo′

−−→
oBi −

−−→
OAi

∥∥∥∥ (i = 1, 2, 3). (1)

En dicha ecuación:

OTo′ es la matrix de trasformación homogénea (ecuación
2) que representa la proyección de oxyz (base móvil) so-
bre OXYZ (base fija).

OTo′ =

[
ORo′ Po

0 1

]
, (2)

donde:

Po =
[

so cos β so sin β t0
]T

es el vector posición del
punto o con respecto al sistema de coordenadas de la ba-
se fija y la matriz rotacional ORo′ que representa la orien-
tación de la plataforma móvil usando ángulos de Euler
ZYZ.

ORo′ =

 R11 R12 R13
R21 R22 R23
R31 R32 R33

 .
−−→
oBi representa los vectores desde el centro de la base
móvil hacia los puntos de sujeción de los cables.

−−→
OAi representa los vectores desde el centro de la base fija
hacia los puntos de sujeción de los cables.

Los parámetros geométricos definidos para el cuello blando
se muestran en la Tabla 1, siendo Lo la longitud del cuello.

Tabla 1: Parámetros geométricos del cuello robótico blando

Lo[m]
∣∣∣∣−−→OAi

∣∣∣∣[m]
∣∣∣∣−−→oBi

∣∣∣∣[m]
0.107 0.45 0.45

Los modelos para robots blandos y continuos están basa-
dos en la forma y estructura del material y el tipo de actuadores
que se utilizan para su movimiento. Para los robots continuos
se considera una curvatura constante aproximada (CC) en toda
la longitud del eslabón blando Webster III and Jones (2010);
Reinecke et al. (2016); Jones and Walker (2006); Copaci et al.
(2020). En el caso del cuello blando presentado en este trabajo,

Se utiliza la CC que forma la flexión del eslabón blando (ángulo
α) entre la base y la plataforma móvil, como se muestra en la
Figura 3.

Figura 3: Fuerza y torque del sistema

Dado que so y t0 no pueden ser números arbitrarios, se re-
solverán geométricamente considerando la flexión del eslabón
blando como una CC:

R =
Lo

α
(3)

Basándose en geometrı́as triangulares, se tiene:

R = so + R cosα (4)

Igualando las ecuaciones (3) y (4), el resultado es:

so =
Lo(1 − cosα)

α
(5)

y t0 viene dado por

to =
Lo sinα
α

(6)

Finalmente, al resolver la ecuación (1) se determinan las
longitudes de cada uno de los tendones Li que actúan sobre el
cuello en función de los ángulos α y β (ecuaciones 7, 8, 9). Las
longitudes cambian a su vez gracias a la variación de la posi-
ción angular θi de cada uno de los tres motores, cuya relación
viene determinada por el radio r de la polea acoplada a cada
motor: θi = Lo−Li

r .

L1 = sin
(
α

2

) (
2 L0

α
− 2 a cos

(
β −
π

2

))
(7)

L2 = sin
(
α

2

) (
2 L0

α
− 2 a cos

(
β −

7 π
6

))
(8)

L3 = sin
(
α

2

) (
2 L0

α
− 2 a cos

(
β −

11 π
6

))
(9)

Sin embargo, estos métodos basados en modelos CC tien-
den a fallar cuando el robot blando es altamente no lineal, no
uniforme y está sujeto a incertidumbres externas.
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Aunque este problema pueda tratarse mediante un control
robusto, nuestro propósito es entrenar diferentes redes neuro-
nales, buscar los hiper-parámetros más óptimos e identificar el
modelo inverso desde un enfoque basado en datos reales y com-
parar los resultados entre si y con el modelo de cinemática in-
versa presentado en esta sección Nagua et al. (2018a).

3. Modelos basados en aprendizaje automático

El aprendizaje automático es un campo de búsqueda en
la intersección de la estadı́stica, la inteligencia artificial y la
informática. También es denominado adicionalmente como el
proceso de la analı́tica de pronóstico o aprendizaje matemático.
Según Nori et al. (2007), este aprendizaje es el diseño y el estu-
dio de artefactos de software que utilizan la experiencia pasada
para tomar decisiones futuras; es el estudio de programas que
aprenden de los datos. Su objetivo fundamental es inducir una
regla desconocida a partir de ejemplos de aplicación de la regla.
En este trabajo se aplica el aprendizaje supervisado, ya que los
algoritmos utilizados se entrenan con una base de datos en la
que las entradas y salidas ya están estipuladas, tal y como se
describirá en la Sección 4.

3.1. Red neuronal artificial - Perceptrón Multicapa

Uno de los modelos más empleados en el aprendizaje au-
tomático es el modelo basado en redes neuronales artificiales,
o simplemente redes neuronales. Según Zou et al. (2009), una
red neuronal artificial es un tipo de modelo de aprendizaje au-
tomático que se inspira en la estructura y el funcionamiento de
las redes neuronales biológicas. Se compone de capas de nodos
interconectados, llamadas neuronas artificiales, que se activan o
desactivan según un conjunto de reglas matemáticas (funciones
de activación). Las redes neuronales se caracterizan por el tipo
de función de activación utilizada para generar una salida y la
arquitectura de la red en términos de cómo están interconecta-
dos los nodos. Según Perlich (2010), un perceptrón multicapa
(MLP por sus siglas en inglés) es una red neuronal que tiene
distintas capas de neuronas. La capa de entrada consiste en las
entradas de la red neuronal, y la capa de salida consiste en las
salidas finales del MLP. Una capa oculta es cualquier capa in-
termedia, y un MLP puede tener una o más capas ocultas.

Dos de las tareas del aprendizaje automático supervisado
más comunes son la clasificación y la regresión. En el aprendi-
zaje supervisado, Nori et al. (2007) establece que estos modelos
deben aprender a predecir valores discretos para las variables
“respuesta” a partir de una o más variables explicativas en ta-
reas de clasificación. Es decir, para las nuevas observaciones, el
programa debe predecir la categorı́a, clase o etiqueta más pro-
bable. Por otro lado, el modelo debe predecir el valor de una
variable continua en problemas de regresión. Esto significa que
la solución a este problema es representada por una variable
continua, que puede ser flexiblemente determinada por las en-
tradas a nuestro modelo, en lugar de estar restringida a un grupo
posible de valores, determinados por clases, como es en el ca-
so de la clasificación. Básicamente, en este trabajo se aborda la
tarea de regresión, cuyo objetivo es predecir los valores de la
posición angular de los tres motores que actúan sobre el cuello
(valores en radianes) para alcanzar los valores de inclinación y
orientación dados.

A continuación, vamos a explorar la eficacia del uso de re-
des neuronales para el modelado del cuello robótico blando des-
crito en la Sección 2. Estudiaremos la influencia del número de
capas de la red y de las distintas funciones de activación elegi-
das, las cuales se detallan en la siguiente sección.

3.2. Funciones de activación

Las funciones de activación, según Sharma et al. (2017), se
utilizan especialmente en las redes neuronales artificiales para
transformar una señal de entrada en una señal de salida que, a
su vez, sirve de entrada a la siguiente capa de neuronas. En una
red neuronal artificial se calcula la suma de productos de las
entradas y sus correspondientes pesos y finalmente aplicamos
una función de activación para obtener la salida de esa capa en
particular, y la suministramos como entrada a la siguiente capa.

Para obtener un mejor resultado con el menor error posible,
hay que tener en cuenta una serie de factores, como el número
de capas ocultas de una red, los métodos de entrenamiento, el
ajuste de los hiper-parámetros y la función de activación. Éste
último es uno de los parámetros más importantes a tener en
cuenta.

La elección de la función de activación adecuada para un
sistema concreto es un proceso minucioso Sharma et al. (2017),
ya que depende del caso de los datos y su aplicación. Asimismo,
la elección de la función de activación en la capa de la salida
tendrá más peso que la que se aplique en las ocultas. Una capa
oculta en una red neuronal, es una capa que recibe entradas de
otra capa (como otra capa oculta o una capa de entrada) y pro-
porciona salidas a otra capa (como otra capa oculta o una capa
de salida). Una capa oculta no contacta directamente los da-
tos de entrada, ni produce salidas para un modelo, al menos en
general. Según Brownlee and Mastery (2017), normalmente se
utiliza una función de activación no lineal diferenciable en las
capas ocultas de una red neuronal. Esto permite que el modelo
aprenda funciones más complejas que una red entrenada me-
diante una función de activación lineal. Para el caso del cuello
robótico blando, al tener datos tanto positivos como negativos
(giros en sentido horario y antihorario) en las posiciones angu-
lares de los tres motores, se utilizarán funciones de activación
cuyos valores incluyan positivos y negativos, para obtener re-
sultados óptimos en las predicciones. Por ello, emplearemos las
funciones de activación Tangente Hiperbólica (TANH) y Uni-
dad Lineal Exponencial (ELU), que por otro lado son las más
utilizadas en las capas ocultas de las redes neuronales. Éstas se
definen a continuación.

3.2.1. Tangente Hiperbólica (TANH)
La tangente hiperbólica, definida en la Ecuación (10), es si-

milar a la función sigmoidea (otra función de activación). Sin
embargo, ésta es simétrica alrededor del origen. Esto genera di-
ferentes signos de las salidas de capas anteriores que serán ali-
mentadas como entradas a la siguiente capa, según se describe
en Zaki and Meira (2020).

f (x) = 2 ∗ sigmoid(2x) − 1. (10)

La función TANH (Figura 4) es continua y diferenciable,
y sus valores se encuentran entre -1 y 1. En comparación con
la función sigmoidea, el gradiente de la función TANH es más
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pronunciado. Es preferible utilizar esta función frente a la fun-
ción sigmoidea porque tiene gradientes que no están restrin-
gidos a variar en una dirección determinada y asimismo, está
centrada en 0. Es decir, la función toma cualquier valor real co-
mo valores de entrada y de salida en el rango de -1 a 1. Cuanto
mayor sea la entrada (más positiva), más cerca estará el valor
de salida a 1, mientras que cuanto menor sea la entrada (más
negativa), más cerca estará la salida al valor -1. Dado lo an-
terior, al utilizar esta función de activación se ajustarán mejor
a los datos, ya que las posiciones angulares de los motores se
encuentran en el mismo rango de valores que dicha función.

Figura 4: Función TANH

3.2.2. Unidad Lineal Exponencial (ELU)

La Unidad Lineal Exponencial o ELU, definida en la Ecua-
ción (11) (Figura 5), es una variante de la Unidad Lineal Rec-
tificada (RELU). A diferencia de las RELU, las ELU tienen
valores negativos, lo que les permite acercar las activaciones de
unidades medias a cero, como la normalización por lotes, pero
con una menor complejidad computacional. Los cambios me-
dios hacia cero aceleran el aprendizaje, al acercar el gradiente
normal al gradiente natural de la unidad, debido a un efecto de
cambio de sesgo reducido Clevert et al. (2015). Esta función
introduce un parámetro pendiente para los valores negativos de
x. Utiliza una curva logarı́tmica para definir los valores nega-
tivos, según se describe en Sharma et al. (2017). Es decir, al
utilizar esta función de activación se pueden obtener resultados
óptimos en la predicción de los datos, ya que las posiciones an-
gulares de los motores se encuentran en el mismo rango de va-
lores que dicha función y tiende a converger a cero más rápido,
produciendo resultados más exactos.

f (x) = x (x ≥ 0),
f (x) = α(ex − 1) (x < 0).

(11)

A continuación se presentan los resultados obtenidos al mo-
delar el cuello robótico blando mediante distintas configuracio-
nes de MLP y se comparan con el modelo analı́tico de su ci-
nemática inversa descrito en la Sección 2.1.

Figura 5: Función ELU

4. Resultados del modelado del cuello robótico blando

En esta sección se describen los datos empleados para el 
entrenamiento de los distintos MLP, el tipo de entrenamiento 
llevado a cabo y los resultados experimentales obtenidos en ca-
da caso.

4.1. Extracción de datos

Para la identificación del modelo del cuello robótico blando 
se utilizan los siguientes datos:

Datos de pose: se utiliza un sensor de Unidad de Medi-
ción Inercial (IMU) 3DM-GX5-10 para capturar la incli-
nación y orientación (poses) del cuello en tiempo real.

Tiempo de muestreo: durante la recolección de datos, el
sensor requiere un tiempo de estabilización de unos dos
segundos para poder medir con precisión la inclinación
y orientación del cuello, como se evidencia en la Figura
7. Por lo tanto, este valor se establece como el tiempo de
muestreo durante la toma de datos.

Trayectoria de pose: la trayectoria prevista para la ad-
quisición de datos es la siguiente: la inclinación varı́a de
5º a 35º en pasos de 5º; para cada una de las inclinacio-
nes, la orientación varı́a de 0º a 360º en pasos de 10º.
En total se obtienen 28.800 datos. Para cada par de in-
clinación y orientación se tiene establecido un tiempo de
muestreo de dos segundos, por la estabilización del sen-
sor. Es decir, obtenemos 100 datos por cada pose en el
tiempo de muestreo. Esta trayectoria es comandada en la
plataforma robótica real, empleando el modelo analı́tico
de cinemática inversa descrito en la sección 2.1 para el
cálculo de las posiciones angulares de referencia corres-
pondientes a cada uno de los tres motores.

Datos de los encoders: las posiciones angulares reales
alcanzadas por cada uno de los tres motores se miden
mediante su respectivo encoder (sensor de posición) en
radianes, y se representan en la Figura 6.
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Figura 6: Posiciones angulares de los tres motores del cuello medidas por los
encoders (en radianes) para la trayectoria dada

Figura 7: Estabilización del sensor IMU

4.2. Entrenamiento de los modelos
En este trabajo se aborda la tarea de regresión, cuyo objeti-

vo es predecir los valores de las posiciones angulares de los tres
motores (que son valores continuos) para los valores de inclina-
ción y orientación dados (en grados). Las entradas y salidas de
la red se definen de la siguiente manera:

Entrada: valores de inclinación y orientación extraı́dos
del sensor IMU, dado el movimiento que producen las
posiciones angulares de los motores calculadas según el
modelo analı́tico de cinemática inversa del cuello robóti-
co blando.

Salida: posiciones angulares de los tres motores, sensa-
das por los enconders de dichos motores.

División de datos: la mayorı́a de los procesos de modela-
do por aprendizaje automático utilizan una relación 70/30
u 80/20 entre los conjuntos de datos de entrenamiento y
de prueba, según Pedregosa et al. (2011); Gholamy et al.
(2018). En nuestro caso, el 70 % de los datos empleados
se utilizan para el entrenamiento y el 30 % para la valida-
ción.

4.3. Resultados experimentales
Para realizar los experimentos se utilizaron tres arquitectu-

ras, las cuales permitirán ver cuál es la óptima a utilizar en el
proceso de consolidación de la red neuronal:

Simétrica: la primera capa tendrá cinco neuronas y su
número aumentará de cinco en cinco en cada capa has-
ta llegar a la mitad de las capas ocultas, y a partir de ahı́
disminuirá de cinco y en cinco, tal y como se representa
en la Figura 8.

Figura 8: Arquitectura simétrica

Constante: en esta arquitectura todas las capas ocultas
tendrán 25 neuronas, como se visualiza en la Figura 9.

Figura 9: Arquitectura constante

Alternada: para esta arquitectura las capas ocultas
tendrán en modo alterno 10 y 20 neuronas, tal y como
se representa en la Figura 10.

Figura 10: Arquitectura alternada

En la Figura 11 se presentan los nueve modelos obtenidos
utilizando los tres tipos de arquitectura expuestos, alternando
solamente el número de capas (10, 20 y 30) por cada uno de
ellos y seleccionando la función de activación TANH. Todos
los modelos presentados están entrenados con 100 épocas (ciclo
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completo de los datos entrenados) para minimizar la diferencia
entre el resultado real y el teórico.

Figura 11: Magnitud de pérdida utilizando la función de activación TANH

En la Figura 12 se presentan los nueve modelos obtenidos
en las mismas condiciones que el caso anterior, pero seleccio-
nando la función de activación ELU.

Figura 12: Magnitud de pérdida utilizando la función de activación ELU.

Los resultados obtenidos muestran aspectos diferenciales.
Por ejemplo, las arquitecturas tienen una adaptabilidad consi-
derable con la función de activación ELU, ya que ésta necesita
menos épocas para obtener una magnitud de pérdida aceptable,
mientras que para la función TANH se necesitan más épocas
para tener la misma precisión. En otras palabras, podemos de-
cir que en las arquitecturas donde se aplica la función TANH
se realiza un mayor esfuerzo al tratar de generalizar la predic-
ción. Se observa también que, cuanto mayor es el número de
capas ocultas, menor número de épocas se necesita. Por último,
el modelo de arquitectura constante es el que mejor desempeño
tiene en comparación con los otros dos modelos planteados.

A raı́z de estos resultados de simulación y de las conclusio-
nes alcanzadas Continelli et al. (2022), se han seleccionado dos
redes neuronales diferentes para la caracterización del modelo
cinemático del cuello blando, cuyas caracterı́sticas se definen
en la Tabla 2.

Tabla 2: Redes neuronales elegidas
Arquitectura # de Capas # de Neuronas Función de activación

Contante 10 25 Tanh
Constante 10 25 Elu

Para llevar a cabo el estudio comparativo de los modelos
cinemáticos identificados con las redes neuronales, se tomará
como referencia el modelo de cinemática inversa analı́tico des-
crito en la sección 2. Aplicando dicho modelo, se obtiene la
terna de posiciones angulares de los tres motores que permite
posicionar el cuello de manera que la pose del mismo alcance
inclinaciones que varı́an de 5º a 35º en pasos de 5º, y para cada
una de estas inclinaciones, la orientación del cuello varı́a de 0º
a 360º en pasos de 10º, tal y como se describe en la sección 4.1.
El espacio de trabajo real resultante, medido a través de la IMU
del cuello, se representa en la Figura 13.

Figura 13: Espacio de trabajo del cuello - Modelo de cinemática inversa analı́ti-
co

Figura 14: Espacio de trabajo del cuello - Red Constante Tanh
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Figura 15: Consignas de posición - Modelo de cinemática inverso

Para un mejor análisis de los resultados, en la Figura 15 se 
presenta el comportamiento de la inclinación y orientación 
reales del cuello (recogidos por la IMU) frente a la referencia 
deseada. En cuanto a la orientación, se observa un buen ajuste 
del modelo cinemático analı́tico. Sin embargo, se observa que 
la inclinación real alcanzada difiere de la comandada, y  la di-
ferencia aumenta conforme aumenta el valor de la inclinación 
deseada. Analizaremos a continuación el ajuste de los modelos 
MLP.

Los espacios de trabajo alcanzados por cada una de las dos 
redes neuronales seleccionadas se representan en la Figura 14, 
para la red con arquitectura constante y función de activación 
TANH, y la Figura 18, para la red de arquitectura constante con 
función de activación ELU. Dichas poses se han medido con la 
IMU del cuello y se han alcanzado aplicando la terna de posi-
ciones angulares de los tres motores arrojadas por las propias 
redes. Se han aplicado técnicas de regularización como Drop-
Out, que significa desactivar cierto porcentaje de neuronas alea-
toriamente (tanto ocultas como visibles) durante el proceso de 
entrenamiento de una red neuronal, y Early Stopping, que se 
basa en detener el entrenamiento en el momento que se observe 
un incremento en el valor del error de validación. Todas estas 
técnicas basadas en Goodfellow et al. (2016) se aplican para 
prevenir el sobreajuste de las redes durante el entrenamiento y 
ası́ poder obtener resultados más óptimos en la predicción de 
las poses reales del cuello, evitando la memorización.

Figura 16: Consignas de posición - Modelo de activación TANH

Figura 17: Consignas de posición - Modelo de activación ELU
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Figura 18: Espacio de trabajo del cuello - Red Constante Elu

Del análisis de los resultados mostrados en la Figura 14, se 
concluye que la red constante TANH no estima correctamente 
los valores de las posiciones angulares de los motores, dando 
lugar a un espacio de trabajo muy alejado del deseado y con 
errores significativos tanto en la orientación como en la incli-
nación, como se observa en la Figura 16. Puede que esta red 
haya tenido problemas en predecir ciertos valores, ya que la 
función de activación TANH es propensa al desvanecimiento 
del gradiente Goodfellow et al. (2016). Esto ocurre cuando el 
gradiente es demasiado pequeño y tiende a 0. A medida que nos 
movemos hacia atrás durante la retropropagación (manera en la 
que se entrenan las redes neuronales), el gradiente continúa ha-
ciéndose más pequeño, lo que hace que las capas anteriores de 
la red aprendan más lento que las capas posteriores, llevando 
esto al sobreajuste.

Los resultados representados en la Figura 18 para la red 
constante ELU muestran una mayor aproximación al espacio 
de trabajo de la Figura 13, evidenciando que este modelo esti-
ma con mayor precisión los valores de las posiciones angulares 
de los motores. Esto también se ve reflejado en las trayectorias 
mostradas en la Figura 17 de ángulos de inclinación y orienta-
ción, respectivamente, donde se aprecia una desviación menor 
que para el caso de la red TANH.

Cabe aclarar que en ninguna de las capas de salida de las 
redes escogidas se ha aplicado una función de activación. Esto 
se debe a que, si los resultados de la predicción se encuentran 
dentro de la escala de los valores reales, no es necesario aplicar 
dicha función, tal y como se recoge en Goodfellow et al. (2016).

Adicionalmente, se ha implementado otra MLP con opti-
mización de hiper-parámetros como modelo de la cinemática 
del cuello blando. Según el trabajo de Goodfellow et al. (2014)
(creador de la red generativa adversarial), el aumento del núme-
ro de capas de las redes neuronales y de las neuronas de ca-
da capa tiende a mejorar la precisión general del conjunto de 
pruebas. Para explorar cómo afectan estos parámetros al proce-
so de entrenamiento, se ha realizado la optimización de hiper-
parámetros utilizando la función GridSearchCV de la biblioteca 
Scikit-learn Pedregosa et al. (2011), la cual nos permite analizar 
el rendimiento para diferentes combinaciones de parámetros, 
como se describe en la Tabla 3.

Tabla 3: Parámetros de optimización de la red MLP
Parámetros Valores Descripción

Tamaños de capas ocultas (5,5), (10,10), (100),
(50,50,50), (50,100,50)

Número de capas ocultas y
número de neuronas en cada capa.

Función de activación logı́stica Se refiere a cómo la suma ponderada de la entrada se
transforma en una salida de un nodo en una capa.

Solver sgd, adam
- ’sgd’ se refiere al descenso de gradiente estocástico.
-’adam’ se refiere a un optimizador basado en el gradiente
estocástico.

Alpha 0.0001, 0.05 - parámetro de penalización (término de regularización).

Tasa de aprendizaje constante, adaptive

- ‘constant’ se refiere a un ritmo de aprendizaje constante.
- ‘adaptive’ mantiene la tasa de aprendizaje constante a
’learning rate init’ mientras la pérdida de entrenamiento
siga decreciendo.

Después de utilizar esta función de optimización de paráme-
tros, el mejor rendimiento ha resultado ser el correspondiente a 
una red neuronal con tres capas ocultas de 50 neuronas cada 
una y los parámetros mostrados en la Tabla 4.

Tabla 4: Mejor desempeño de la optimización de hiper-parámetros

Tamaño de las capas ocultas Fun. activación Solver Alpha Tasa de aprendizaje
(50,50,50) logı́stica adam 0.0001 constante

La Figura 19 muestra el espacio de trabajo resultante de
aplicar las posiciones angulares arrojadas por esta red MLP op-
timizada. Se observa que esta red, en comparación con los re-
sultados mostrados en las Figuras 14 y 18, es más exacta en la
predicción del modelo cinemático inverso que la red constante
TANH y la red constante ELU. Asimismo, en la Figura 20 se
evidencia una aproximación más precisa que en el caso de los
otros modelos en cuanto a los valores de inclinación y orienta-
ción deseados, a pesar de que el ajuste para algunos valores de
inclinación no es del todo fino.

Figura 19: Espacio de trabajo del cuello con MLP optimizada
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Figura 20: Consignas de posición - Modelo MLP Optimizado

La Figura 21 muestra los errores (en porcentaje) obtenidos
al comparar las inclinaciones de cada una de las poses alcan-
zadas en los cuatro modelos con la trayectoria planteada en el
experimento. En cuanto a los errores de orientación, se ha po-
dido evidenciar a lo largo de la discusión de resultados que son
despreciables, ya que la diferencia entre los valores teóricos y
los reales son casi nulos. Se puede observar que el error me-
nos significativo es el de la MLP optimizada, dado que su valor
tiende a cero en la mayorı́a de los valores de inclinación.

Figura 21: Porcentaje de error en Inclinación

5. Conclusiones

En este trabajo se ha abordado el problema de modelado
de un cuello robótico blando mediante técnicas de aprendizaje
automático. Concretamente, se han aplicado distintos tipos de
redes neuronales y se ha estudiado la influencia de sus diversos
parámetros de diseño en la precisión del modelo.

Se ha llevado a cabo un estudio comparativo entre tres tipos
de redes: una red de arquitectura constante con función de ac-
tivación TANH, una red de arquitectura constante con función
de activación ELU y una red MLP de parámetros optimizados.
Además, se han comparado los resultados de estas redes con los
obtenidos del modelo analı́tico de cinemática inversa del cuello.

Las pruebas reales realizadas sobre el cuello robótico blan-
do, midiendo con la IMU las poses resultantes de aplicar la ter-
na de posiciones angulares obtenidas por las citadas redes, han
arrojado resultados claros. Por un lado, se deduce que la fun-
ción de activación TANH para la identificación del modelo del
cuello robótico es deficiente, ya que solo se identifican ciertas
regiones de su espacio de trabajo en concordancia con la ci-
nemática inversa. Por otro lado, con la función de activación
ELU se obtiene un mejor rendimiento de la red, al identificar
con mayor precisión dicho espacio de trabajo. Además de la in-
fluencia de la función de activación elegida, se han optimizado
otros parámetros como el número de capas ocultas y el número
de neuronas de cada capa en una red MLP de hiper-parámetros
optimizados mediante la función GridSearchCV de la bibliote-
ca Scikit-learn, siendo esta red la que mejor se ajusta al modelo
real de cinemática inversa del cuello.

En futuros trabajos se abordará el problema de la estimación
de cargas del cuello robótico blando mediante estas técnicas de
aprendizaje automático. Dicha estimación es necesaria desde
el punto de vista del control, puesto que permitirá garantizar
un rendimiento robusto del cuello durante la ejecución de sus
diferentes tareas. Un trabajo previo de los autores Muñoz et al.
(2020) propone un método de control robusto basado en contro-
ladores de orden fraccionario para hacer frente a las variaciones
de la carga. Se espera que la estimación previa de dicha carga
mejore significativamente la efectividad del sistema de control.
Adicionalmente, se aplicarán estas técnicas para el modelado
y control de un nuevo brazo robótico blando que se encuentra
actualmente en desarrollo por el grupo de investigación Robo-
ticsLab y que se integrará en el robot humanoide TEO para la
mejora de sus tareas de manipulación Hernández-Vicen et al.
(2021).
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