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Resumen: Los métodos para la clasificación de uso y cobertura del suelo (UCS) han mostrado avances importantes 
en los últimos años, como la incorporación de las técnicas de aprendizaje automático (machine learning-ML) que 
han ganado popularidad y aceptación por sus resultados. Sin embargo, la falta de consensos metodológicos ha 
provocado una aplicación desordenada de los métodos ML en la clasificación de UCS. Por lo que a través de la 
revisión bibliográfica practicada se identificaron puntos de la forma en que se están implementando los métodos, 
así como posibles implicaciones en la clasificación de UCS al darse de esta manera. Para dicha revisión se utilizaron 
únicamente artículos científicos publicados entre el año 2010 al 2020 y que consideraran los siguientes algoritmos 
para la clasificación de UCS: k vecinos más cercanos (K-nearest neighbor-KNN), bosque aleatorio (random forest-RF), 
máquina de soporte de vectores (support vector machine-SVM), redes neuronales artificiales (artificial neural network-
ANN) y árboles de decisión (decision trees-DT). A través de los resultados obtenidos en la revisión bibliográfica, se 
reafirma el potencial de los algoritmos y se identifican puntos de mejora para la aplicación de ML en la clasificación de 
UCS, especialmente en la integración de los conjuntos de datos, la parametrización de los algoritmos y la evaluación 
de los resultados, generando a su vez una selección de buenas prácticas a partir de las recomendaciones de diversos 
autores las cuales consideramos serán de utilidad para usuarios interesados en estos métodos.
Palabras clave: aprendizaje automático, uso del suelo, cobertura del suelo, bosque aleatorio, máquina de soporte 
de vectores, redes neuronales artificiales, árboles de decisión.

Classification of land use and land cover through machine learning algorithms: a literature review
Abstract: Methodologies for land use and land cover (LULC) classification have demonstrated significant advances 
in recent years, such as the incorporation of machine learning (ML) classification techniques, which have gained 
popularity and acceptance due to their good performance. However, the lack of methodological consensus has led to 
a disorderly application of ML methods in the classification of LULC. Through the literature review, we identified some 
points in how the methods are being implemented for the classification of LULC. For this review, only scientific articles 
published between 2010 and 2020 were analyzed that incorporated the following algorithms for LULC classification: 
K-nearest neighbor (KNN), random forest (RF), support vector machine (SVM), artificial neural network (ANN) and 
decision trees (DT). Using the results of the literature review, we were able to confirm the potential of the algorithms. 
We also identified areas for improvement in the application of ML to the classification of LULC. These areas include 
the integration of data sets, parameterization of algorithms, and evaluation of results. Consequently, we generated 
a selection of guidelines based on the recommendations of various authors that we consider will be useful for users 
interested in these methods.
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1. Introducción

El uso y cobertura del suelo (UCS) es conside-
rada información importante para fenómenos 
ambientales y territoriales (Herold et al., 2006), 
ya que permite analizar los procesos naturales y 
antrópicos de la superficie terrestre y los proble-
mas ambientales asociados (Koomen y Stillwell, 
2007). Por ello, la mejora de las técnicas para 
el análisis del UCS ha permitido incrementar la 
calidad y el manejo de grandes cantidades de 
información. Dentro de estos avances, métodos 
como aprendizaje automático (ML) han ganado 
popularidad desde hace más de una década (Dong 
et al., 2019) frente a métodos tradicionales como 
máxima verosimilitud y distancia mínima (Szuster 
et al., 2011; Demirkan et al., 2020), sobre todo en 
la clasificación de UCS donde su popularidad se 
ha afianzado (Abdi, 2020), identificándose así un 
grupo de clasificadores considerados maduros por 
haber sido puestos a prueba ampliamente y de-
mostrado su capacidad en la clasificación de UCS, 
siendo estos k vecinos más cercanos (K-nearest 
neighbor-KNN), bosque aleatorio (random forest-
RF), máquina de soporte de vectores (support 
vector machine-SVM), redes neuronales artifi-
ciales (artificial neural network-ANN) y árboles 
de decisión (decision trees-DT) (Maxwell et al., 
2018; Ge et al., 2020). A pesar de esto, Yu et al. 
(2014) demostraron en un metaanálisis de 1651 
artículos sobre la generación de cartografía de 
cobertura del suelo que, aunque los clasificadores 
ML han demostrado mejores resultados, 32,3% 
de las investigaciones aún prefieren métodos 
considerados tradicionales como máxima verosi-
militud, pudiendo esto ser atribuido a múltiples 
factores como la incipiente integración de ML a 
los paquetes de software especializados, la difi-
cultad de ajustar los parámetros de optimización 
y que el comportamiento y resultados obtenidos 
puede variar en función de las condiciones 
particulares del área estudiada (Talukdar et al., 
2020). Esta revisión busca documentar el uso de 
los algoritmos ML, KNN, RF, SVM, ANN y DT, 
en la clasificación de UCS en un periodo de diez 
años (2010-2020), enfocándose en las siguientes 
preguntas: 1) ¿cómo se ha implementado ML en 
la clasificación de UCS en los aspectos de revi-
sión de conjunto de datos e implementación de 
algoritmos; 2) ¿Qué factores metodológicos, tales 
como la compilación de datos, implementación de 

métodos, y la evaluación de resultados, afectan 
la implementación de ML en la clasificación de 
UCS?

2. Aprendizaje automático

ML es un área del conocimiento que se puede en-
contrar entre la estadística, la inteligencia artificial 
y la informática (Müller y Guido, 2016), es una 
subárea de la Inteligencia Artificial que se enfoca 
en el desarrollo de algoritmos y sistemas que pue-
den aprender de ejemplos para hacer predicciones 
o tomar decisiones utilizando teoría estadística 
para la construcción de modelos matemáticos, los 
cuales pueden ser de carácter predictivo o des-
criptivo (Alpaydin, 2014; Marsland, 2014). ML 
puede valerse de diferentes algoritmos, los cuales 
pueden ser paramétricos o no paramétricos, sien-
do estos últimos de particular interés ya que a esa 
categoría pertenecen los algoritmos analizados, se 
caracterizan por no asumir ninguna distribución 
específica de los datos y en su lugar se basan en la 
estructura subyacente para realizar la predicción. 
La selección específica del algoritmo puede darse 
en función de factores como las características de 
los datos o un objetivo, permitiendo optar por el 
que mejor se ajuste y se considere pueda generar 
los mejores resultados (Wilson y Keil, 1999). Se 
han identificado cuatro pasos para la aplicación 
de ML en la clasificación de UCS: la recopilación 
de datos para entrenamiento, evaluación y valida-
ción, la selección y optimización del algoritmo, la 
aplicación de la clasificación y la evaluación de la 
exactitud (Shih et al., 2019).

2.1. Recopilación de datos de 
entrenamiento, evaluación y validación

Determinar la cantidad de datos puede depender 
de factores asociados a la naturaleza del estudio, 
como el sistema de clasificación de coberturas, 
la extensión de las clases, el nivel de importan-
cia que puedan llegar a tener unas sobre otras e 
incluso factores económicos (Congalton y Green, 
2019). Si bien se debe procurar que los conjuntos 
de datos sean amplios con una buena diversidad, 
calidad y balance, esto no suele ser la regla en la 
práctica, pero considerarlo permitirá que el algo-
ritmo logre una mejor generalización y por ende la 
reducción de problemas asociados a la naturaleza 
de los datos (Müller y Guido, 2016). Por ello, un 
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diseño de muestreo adecuado no solo permitirá 
obtener datos suficientemente representativos y 
equilibrados de las clases estudiadas que faciliten 
la conformación de conjuntos independientes sino 
también una buena separabilidad que posibilite a 
los algoritmos de aprendizaje a identificar patro-
nes y diferencias entre las diferentes coberturas 
del suelo con mayor efectividad, considerando 
que la separación entre clases no depende solo de 
la distancia entre los promedios de las distribu-
ciones de probabilidad de las clases en el espacio, 
sino también de la forma en que se distribuye esa 
probabilidad en ese espacio, pudiendo hacerlo con 
métodos como, divergencia, divergencia trans-
formada, la distancia de Jefferies-Matusita y la 
distancia de Bhattacharyya (Thomas et al., 1987; 
Alpaydin, 2014; Olofsson et al., 2014).

Los conjuntos de datos se distribuyen en subcon-
juntos de entrenamiento, validación y evaluación, 
pudiendo ser divididos los datos a criterio del usua-
rio o utilizando una distribución en función de la 
cantidad, si esta es limitada lo recomendable es una 
distribución en porcentajes de, 60 (entrenamiento); 
20 (validación); 20 (evaluación) y si la cantidad es 
amplia 50;25;25, la definición de un conjunto de 
datos “grande” en el aprendizaje automático, inclui-
da la teledetección, puede variar, ya que el tamaño 
óptimo dependerá de las características específicas 
del problema, del rendimiento deseado y de la capa-
cidad de procesamiento permitida (Alpaydin, 2014; 
Marsland, 2014).

Los datos de entrenamiento son utilizados para 
construir el modelo ML que brinda una primera 
aproximación del comportamiento del algoritmo 
(Alpaydin, 2014). El subconjunto de validación 
es utilizado para probar la capacidad de genera-
lización del algoritmo e identificar si la selección 
de parámetros puede mejorar (Knox, 2018). Los 
de evaluación son empleados para determinar 
la bonanza del modelo (Müller y Guido, 2016). 
Ante la probabilidad de que los datos puedan ser 
insuficientes, el uso de técnicas como validación 
cruzada o bootstrapping se puede hacer necesa-
rio (Alpaydin, 2014; Kelleher et al., 2015). La 
validación cruzada es considerada un método más 
estable y exhaustivo que la división tradicional 
de los datos en subconjuntos (entrenamiento, 
validación y prueba) ya que los datos se dividen 
repetidamente, permitiendo así entrenar múltiples 
modelos.

La versión más utilizada es la validación cruzada 
de k-iteraciones, donde k representa el número de 
particiones que se realizarán. A nivel funcional, 
los datos se particionan en k subconjuntos de apro-
ximadamente el mismo tamaño, de los cuales se 
tomará el primero para prueba y los restantes para 
entrenamiento, construyendo así un primer mo-
delo con estos y evaluándose con el primero (de 
prueba), para luego repetir el proceso sustituyendo 
el conjunto de datos de prueba por el subsecuente, 
es decir el segundo y luego tomar los restantes 
conjuntos para entrenar, haciendo esto consecuti-
vamente hasta que se haya hecho con el total de 
los grupos de datos (Müller y Guido, 2016).

Bootstrapping es una alternativa a la validación 
cruzada cuando los conjuntos de datos son muy pe-
queños, ya que permite un mayor traslape haciendo 
que sus estimaciones posean mayor dependencia. 
Funciona con base en un conjunto de entrenamiento 
x de n tamaño a partir del cual se extrae una canti-
dad n de muestras al azar sustituidas en el conjunto 
x, por este motivo es posible que algunas sean ex-
traídas más de una vez y que otras no se consideren 
en absoluto (Alpaydin, 2014).

2.2. Selección y parametrización de 
algoritmos

La selección de un algoritmo para la clasificación 
de UCS como tal no responde a un procedimiento 
en particular. Se recomienda la experimentación 
con diferentes clasificadores y la evaluación de los 
resultados de exactitud del usuario y el productor 
por clases individuales, ya que puede haber clases 
raras que no tengan impacto en la exactitud gene-
ral, pero ser claves la utilidad de la clasificación y 
así lograr escoger el algoritmo que mejor se ajuste 
a las necesidades (Maxwell et al., 2018).

Los parámetros de ajuste definen el nivel de com-
plejidad de un algoritmo, pudiendo ser simples de 
ajustar como en el caso de K-NN o mucho más 
complejos como ANN (Marsland, 2014; Alpaydin, 
2014; Müller y Guido, 2016). En la parametri-
zación, la experimentación es una alternativa 
importante para determinar los ajustes óptimos, sin 
embargo, también se encuentra el método de dise-
ño factorial, coloquialmente llamado búsqueda en 
rejilla (grid search), el cual es una estrategia de 
ayuda en la selección de parámetros que permite 
hallar la combinación que mejor se pueda adaptar, 
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sustituyendo la manera manual (Alpaydin, 2014). 
No obstante, la relevancia de los ajustes no se 
circunscribe únicamente al resultado final, ya que 
si bien un algoritmo ML puede obtener resultados 
satisfactorios. Esto no quiere decir que el mismo 
pueda llegar a ser capaz de clasificar nueva infor-
mación a partir del aprendizaje dado y obtener así 
una capacidad de generalización acertada, por lo 
que una selección de parámetros incorrecta puede 
ocasionar problemas en la complejidad del mo-
delo al ajustarse muy bien a las particularidades 
de los datos de entrenamiento, pero no ser capaz 
de clasificar nueva información, fenómeno cono-
cido como sobre-ajuste (overfitting) (Figura 1), 
o por sub-ajuste (underfitting), que es un ajuste 
demasiado simple y genera predicciones erróneas 
(Shalev-Shwartz y Ben-David 2014; Kelleher 
et al., 2015; Géron, 2019).

Figura 1. Fenómenos de aprendizaje en aprendizaje auto-
mático.

2.3. Evaluación de exactitud

La estimación de la exactitud brinda información 
sobre la concordancia entre la clasificación elabo-
rada por el clasificador respecto a la información 
de referencia obtenida por el usuario, propor-
cionando datos del rendimiento del clasificador, 
siendo el método más común para esta estimación 
la matriz de confusión (Tabla 1) (Tso y Mather, 
2009). De esta matriz se obtienen métricas como 
la exactitud general, de usuario y productor, los 
cuales se relacionan con los errores de omisión y 
comisión (Campbell y Wynne, 2011).

La tabla 1 representa un ejemplo de la matriz de 
confusión, se compone de un número q de clases 
representadas en i columnas que son los datos de 
la clasificación y en las filas j qué son los valores 
de referencia, en el caso de las clases coincidentes 
n11, n22 . . . nqq representan los datos correc-
tamente clasificados y para las no coincidentes 

n12, n21 . . . nij las clases clasificadas incorrec-
tamente. Sin embargo, al aplicar un muestreo 
aleatorio, especialmente si es de tipo estratificado, 
los datos de cada clase no necesariamente serán 
conforme al área cubierta, por lo que es impor-
tante aplicar un ajuste de acuerdo a la ecuación 
(1) propuesta por Card (1982) considerando la 
proporción de las clases.

  (1)

donde, nij es el número de muestras en i y que 
pertenecen a los datos de referencia de categoría 
j, πi la proporción del área de la clase i y ni+ el 
número de muestras en i. Posterior a este ajuste 

y agregando los valores ajustados p̂jj a las celdas 
de clases coincidente es posible implementar el 
cálculo de exactitud general con la ecuación (2), 
los errores de usuario y productor a través de las 
ecuaciones (3) y (4):

  (2)

  (3)

  (4)

La exactitud general (ecuación 2) Ô representa el 
valor de proporción general del área correctamen-
te clasificada donde q es el número de categorías 
y p̂kk la proporción de muestras correctamente cla-
sificadas en la diagonal. Ûi (ecuación 4), estima la 
exactitud del usuario a través de la división del total 

p̂ij =
πinij

ni+,

Ô =
q

∑
k=1

 ̂pkk

Ûi =
p̂ii

p̂i+
,

P̂j =
p̂jj

p̂+j
.

Ûi =
p̂ii

p̂i+
,

P̂j =
p̂jj

p̂+j
.

Tabla 1. Matriz de confusión.

Clases 1 2 … j … q Sum ni+

Prop. 
Área

1 n11 n12 … n1j … n1q n1j π1

2 n21 n22 … n2j … n2q n2+ π2

⁞ ⁞ ⁞ ⁞ ⁞ ⁞ ⁞ ⁞

i ni1 ni2 nij niq ni+ πi

⁞ ⁞ ⁞ ⁞ ⁞ ⁞ ⁞ ⁞

q nq1 nq2 … nqq nq+ πq

Sum n+j n+1 n+2 … n+j … n+q 1
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de datos correctamente clasificados representados 
P̂ii entre la sumatoria de la fila p̂i+ y P̂j la exactitud 
del productor donde p̂jj representa el mismo valor 
que P̂ii dividiéndose entre la suma de la columna 
p̂+j (ecuación 4). ML en general estima métricas 
de exactitud, precisión, sensibilidad, especifici-
dad y f-score a través de los valores resultantes 
de la comparación entre los datos predichos y de 
prueba mediante la matriz de confusión que puede 
ser binaria (Tabla 2) o multiclase (Tabla 3). La 
diferencia principal entre estas radica en el cálculo 
de las métricas. En el caso de la binaria se esti-
ma de forma global y en la multiclase se calcula 
para cada una de las clases como si estas fueran 
matrices binarias independientes agrupándolas 
posteriormente en una sola.

Tabla 2. Matriz de confusión binaria.

Observadas Total
Clasificadas Clase 1 Clase 2

Clase 1 VP FN A
Clase 2 FP VN N

Total A1 N1

Tabla 3. Matriz confusión multi clase.

Observadas
Clasificadas Clase 1 Clase 2 Clase 3

Clase 1 VP FN FN
Clase 2 FP VN VN
Clase3 FP VN VN

VP= Verdaderos positivos FN= Falsos negativos FP= Falsos 
positivos VN= Verdaderos negativos A1= suma de verdaderos 
positivos y falsos positivos N1=Suma de falsos negativos y 
verdaderos negativos.

Dichas métricas si bien poseen nombres diferentes 
a los utilizados en las evaluaciones de clasifica-
ción de UCS, igualmente son obtenidas a través 
de una matriz de confusión, siendo equivalentes a 
través de las ecuaciones 5-12 (Kamusoko, 2019).

Exactitud general=(VP+VN)/(VP+FN+FP+VN) (5)

Precision=VP⁄(VP+FP) (6)

Exhaustividad=VP⁄(VP+FN) (7)

f-score=(2×Precisión×Exhaustividad)⁄ 
(Precisión+Exhaustividad) (8)

Exactitud productor(Sensibilidad)=VP⁄A1 (9)

Exactitud productor(Especificidad)=VN⁄N1 (10)

Exactitud usuario(valor de predicción 
positivo)=VP⁄A� (11)

Exactitud usuario(valor de predicción 
negativo)=VN⁄N (12)

En la clasificación de UCS la matriz de confusión 
es utilizada mayormente para observar los errores 
de clasificación y calcular índices de exactitud. 
Es necesario corregir sesgos de representación de 
las categorías mediante la aplicación de la ecua-
ción (1), siendo usualmente enfocada la atención 
en los resultados de parámetros como, la exactitud 
general, de clases, de usuario y de productor. Si 
bien estos parámetros en ML también son consi-
derados, el análisis se suele ampliar al incluir la 
estimación de precisión y del f-score que brinda 
información sobre la exactitud predictiva alcanza-
da a partir de la simplificación en un solo valor 
de la precisión y la exhaustividad del clasificador, 
lo que permite detectar el desbalance de datos. 
El índice Kappa es otro de los índices que se 
utiliza para evaluar la exactitud de una imagen 
clasificada. Toma en cuenta tanto la coincidencia 
observada como la coincidencia esperada por 
azar. Un valor cercano a 1 indica una consistencia 
perfecta, mientras que un valor cercano a 0 indica 
una baja consistencia que podría alcanzar un mo-
delo aleatorio (Lillesand et al., 2015). Ahora bien, 
su utilidad en teledetección ha sido fuertemente 
cuestionada por considerar que la información que 
ofrece es poco útil para la evaluación de exactitud, 
ya que trata de comparar la exactitud con una lí-
nea de referencia aleatoria, lo cual no se considera 
una alternativa viable en la evaluación de mapas 
(Pontius & Millones, 2011).

3. Algoritmos de aprendizaje automático

3.1. Árboles de decisión (Single decision 
tree DT)

Introducido por Ross Quinlan en 1986, se basa en 
una división jerárquica para la identificación de 
objetos, aplicado en el proceso de clasificación, 
se implementa a partir de una serie de reglas que 
inicia en la raíz y finaliza en los extremos, identi-
ficando la clase perteneciente del píxel. El diseño 
del árbol de decisiones se centra en las propieda-
des espectrales de cada clase y la relación entre 
estas, definiendo así un nodo raíz a partir del cual 
se integran nodos interiores, que a su vez cuentan 
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con nodos terminales, razón por la cual recibe el 
nombre que posee, ya que gráficamente simula un 
árbol, raíz, ramas (nodos interiores) y hojas (no-
dos terminales) (Tso y Mather, 2009).

3.2. Bosque aleatorio (Random Forest RF)

El algoritmo clasificador RF fue desarrollado por 
Leo Breiman en 2001. Es un enfoque de aprendizaje 
automático que crea múltiples árboles de decisión 
a partir de submuestras aleatorias de los datos de 
entrenamiento y luego combina sus predicciones 
para obtener una predicción más precisa, por lo que 
se consideran como una herramienta eficaz, ya que 
por ser un método de ensamble, mejora la preci-
sión y estabilidad del mismo en comparación con 
los árboles de decisiones, especialmente cuando 
los conjuntos de datos de entrada presentan ruido. 
La técnica para la generación de RF generalmente 
se estructura como una combinación de Bagging, 
técnica que ayuda a evitar el sobre-ajuste y mejorar 
la exactitud de la clasificación y métodos aleatorios 
subespaciales lo cual determina aleatoriamente 
diferentes subconjuntos de datos de entrenamiento 
(Breiman, 2001; Tso y Mather, 2009).

RF ha sido un algoritmo popular en la clasificación 
de UCS con aprendizaje automático por sus bue-
nos resultados aun en condiciones poco óptimas 
tales como datos de entrenamiento insuficientes 
y desbalanceados. Además posee la capacidad 
para trabajar con datos multifuente que pueden 
ser imágenes multiespectrales e hiperespectrales 
así como información geográfica como elevación 
y pendientes, lo que le hace ampliamente versátil, 
sumado a la simpleza en su parametrización para 
la clasificación de UCS, ya que suele ser suficiente 
con determinar el número de árboles de decisión 
a generar y el número de variables a seleccionar, 
características que le hace menos sensible a proble-
mas de sobre o sub-ajuste (Gislason et al., 2006; 
Belgiu y Drăguţ, 2016).

3.3. K vecinos más cercanos (k-Nearest 
Neighbours K-NN)

Clasificador que no requiere un modelo para ser 
ajustado (Hastie et al., 2008), fue introducido 
por Thomas Cover en 1967. Es un método no 
generalizador de ML, siendo una de sus princi-
pales ventajas, la facilidad de su implementación 
y su manejo adecuado de clases multimodales 

(Kamusoko, 2019). KNN funciona bajo el supuesto 
de que los píxeles cercanos en el espacio espectral 
sean probablemente de la misma clase, siendo 
así que toma un píxel desconocido y examina los 
píxeles de entrenamiento disponibles que posean 
un dominio espectral parecido para luego definir la 
clase que mejor le representa a partir de este valor y 
de un número predeterminado de vecinos cercanos 
(Richards, 2013).

3.4. Máquina de soporte de vectores 
(Support Vector Machines SVM)

SVM se ha considerado como una técnica potente 
y flexible, desarrollado por Vladimir N. Vapnik 
y Corinna Cortes en 1993 para aplicaciones de 
clasificación, cuyo objetivo es encontrar el límite 
entre dos clases que maximice el margen de se-
paración, dependiendo del conjunto de datos de 
entrenamiento, de los cuales se apoya en los más 
cercanos, conocidos como vectores de soporte 
(Kuhn y Johnson, 2016; Chang y Bai, 2018; 
Kamusoco, 2019). Funciona a partir de la división 
de un conjunto de datos en dos clases, mediante la 
implementación de un hiperplano con un margen 
máximo entre dos posibles hiperplanos (positivos 
y negativos) los cuales son descritos a partir de los 
vectores de soporte. Se basan en el principio de la 
minimización del riesgo estructural, aprendiendo 
de un hiperplano lineal, el cual posee un margen 
máximo que separa un conjunto de ejemplos positi-
vos de unos negativos.

SVM en la clasificación de imágenes requiere que 
el usuario decida desde un inicio el tipo de estrategia 
multiclase y cuál será el kernel a usar para tener una 
mejor separabilidad, de base radial o polinomial por 
ser de las mejores opciones, situación similar para 
la estrategia multiclase, en la que se suelen utilizar 
técnicas conocidas como uno contra todos (OAA 
por sus siglas en inglés) (Richards, 2013).

3.5. Redes neuronales artificiales 
(Artificial Neural Networks ANN)

Los algoritmos ANN están inspirados en el modelo 
biológico de las neuronas del cerebro humano 
(Lillesand et al., 2015), fueron introducidos por 
Warren McCulloch y Walter Pitts en 1943. Son un 
método no paramétrico, por lo que el rendimiento 
de la red neuronal depende de lo bien que se haya 
entrenado y de la distribución de los datos. En la 
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clasificación de imágenes de sensores remotos se 
consideran las arquitecturas perceptrón multica-
pa con retropropagación de errores, el mapa de 
características autoorganizado, las redes de contra-
propagación, las redes de Hopfield y los sistemas de 
teoría de resonancia adaptativa como idóneas para 
estos fines. ANN funciona a partir de elementos de 
procesamiento llamados neuronas y conexiones 
entre ellos con coeficientes, denominados pesos, 
los cuales procesan información de entrada y pro-
ducen una salida. Cada nodo realiza una operación 
matemática simple, y la combinación de estas 
operaciones en la red permite que se produzcan 
resultados complejos, para lo que el usuario puede 
definir parámetros como el número y tamaño de 
capas, ratio de aprendizaje y los valores de regula-
rización que mejor se adapten a sus necesidades, ya 
que si bien existen un gran número de reglas para 
la implementación de ANN la parametrización en 
específico debe ser adaptada a las condiciones par-
ticulares (Mas y Flores 2008; Tso y Mather, 2009).

4. Métodos de revisión

La búsqueda de artículos se centró en la clasi-
ficación de UCS con algoritmos de aprendizaje 
automático. Se utilizó una aproximación sistemáti-
ca en dos bases de datos, EBSCO, la cual ofrece un 
compendio amplio de publicaciones de editoriales 
reconocidas y Google académico, con el objeto de 
ampliar la búsqueda.

Los criterios en la exploración fueron: literatura 
publicada entre 2010 y 2020, no se tomaron en 
cuenta publicaciones elaboradas a partir de datos 
obtenidos mediante un sistema de medición y de-
tección de objetos mediante láser (LIDAR por sus 
siglas en ingles) y/o Radar de Apertura Sintética 
(SAR por sus siglas en inglés) ni aquellas que no 
aportaran información suficiente o relevante. Se 

generaron combinaciones de palabras clave a través 
de operadores booleanos para obtener una ecuación 
de búsqueda aplicada en inglés ((land use cover 
classification� AND� (“artificial� neural� networks”�
OR� “support� vector� machines”� OR� “decision�
trees”�OR�“random�forest”�OR�“k�nearest�neigh-
bors”)�AND�(“ANN”�OR�“SVM”�OR�“KNN”�OR�
“RF”�OR�“DT”)�NOT�(lidar�OR�radar)), y español 
((clasificacion�de�uso�y� cobertura�del� suelo�AND�
(“redes�neuronales�artificiales”�OR�“máquinas�de�
vectores�de�soporte”�OR�“arboles�de�decisión”�OR�
“bosque�aleatorio”�OR�“k�vecinos�más�cercanos”)�
AND�(“ANN”�OR�“SVM”�OR�“KNN”�OR�“RF”�
OR�“DT”)�NOT�(lidar�OR�radar)). Es de mencio-
nar que la inclusión de las siglas referentes a los 
algoritmos en la ecuación de búsqueda fue de gran 
ayuda, ya que su uso en las publicaciones objeto de 
nuestro interés es constante.

Como resultado de la búsqueda se obtuvieron un to-
tal de 706 artículos científicos, a partir de los cuales 
se realizó una preselección manual, que consistió 
en una revisión a partir del título y del resumen, 
con lo cual se buscó identificar que estos abordan 
aspectos importantes para la revisión como 1) con-
firmar que no estuvieran basados en imágenes de 
tipo RADAR y/o LIDAR, 2) que estuvieran hechos 
con los métodos de clasificación de nuestro interés 
y preferiblemente presentaran información referen-
te a los resultados obtenidos, como la exactitud de 
la clasificación de UCS. Producto de esto resultaron 
110, los cuales fueron revisados y seleccionados en 
detalle, evaluando que aportaran información sufi-
ciente que estuvieran enfocados en la temática de 
clasificación o que no la abordan de forma superfi-
cial, dejando de lado los que estuviesen repetidos o 
que se hubiesen pasado por alto los filtros previos y 
no cumplieran con criterios de selección, quedando 
un total de 44 artículos (Figura 2).

Figura 2. Diagrama general de la revisión de literatura.
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5. Resultados

5.1. Características generales de los 
estudios

Dentro del periodo analizado (2010-2020) 
(Figura 3) se observa un crecimiento fluctuante. 
En la primera mitad, de 2011 a 2015, la produc-
ción fue limitada concentrando 36% del total con 
3,2 artículos por año, estando el 64% restante en 
la mitad de 2016 a 2020, siendo los años más pro-
ductivos 2014 (16%), 2017 (18%), 2019 (18%) y 
2020 (16%).

La mayoría de los artículos (93%) utilizó da-
tos espaciales provenientes de fuentes como: 
vehículos aéreos no tripulados (VANT); los pro-
gramas Landsat, SPOT y Pleiades; los satélites 
Formosat, Gaofen2 (GF-2) y WorldView; los 
sensores Hyperion y ASTER; las constelaciones 
PlanetScope y RapidEye y la misión Sentinel. 
Del total de trabajos, 48% utilizó imágenes 
Landsat, incrementando a 55% al considerar 
aquellos donde se usó de manera conjunta con 
alguna otra imagen. Los artículos que utilizaron 
imágenes diferentes a Landsat (45%), se orien-
taron hacia la experimentación de las imágenes 
con los algoritmos, aplicándolos en condiciones 
diversas (Petropoulos et al., 2012; Jia et al., 2014; 
Elatawneh et al., 2014; Karakacan y Bektas, 2017) 
brindando información sobre el desempeño de los 
clasificadores en territorios y bajo características 
particulares de las imágenes a fin de identificar 
aquellos con mejores resultados. En las clasifi-
caciones con imágenes de Landsat el número de 
clases fue entre tres y catorce, y las áreas cubiertas 
fueron desde los 6,8 km2 hasta los 23092 km2.

5.2. Datos de entrenamiento y 
evaluación

Los conjuntos de datos para entrenamiento y 
evaluación en el 90% de los casos el número de 
muestras no fue dado en base a un método en 
particular a excepción de trabajos como los de 
Ge et al. (2020) donde estimaron que el número 
de muestras no deberá ser menor de 10-30 veces 
el número de bandas; Di Shi y Yang (2017) esta-
blecieron el tamaño del conjunto de datos a partir 
del mínimo de muestras necesaria utilizando el 
método estadístico convencional basado en una 
distribución multinomial; Puertas et al., (2013) 
que determinaron el tamaño de la muestra utili-
zando el enfoque de proporciones multinomiales 
de Thompson para hacer una selección aleatoria 
de cada estrato.

La distribución de datos para entrenamiento y 
evaluación se dio a través de métodos aleatorios, 
siendo únicamente el 25% de los trabajos que es-
pecífico el porcentaje de distribución, de los cuales 
el 73% utilizó una distribución de 70% para entre-
namiento y 30% para evaluación (Abdel-Rahman 
et al., 2014; Adam et al., 2014; Chakraborty et al., 
2016; Ge et al., 2020; Saini y Ghosh, 2018; Vélez 
y Álvarez, 2020; Aguilera, 2020; Abdi, 2020).

La calidad de los conjuntos de datos es trascenden-
tal para un buen entrenamiento de los algoritmos 
y una buena clasificación, por lo que el origen y 
el tratamiento marcará una diferencia (Marsland, 
2014; Alpaydin 2014; Müller y Guido, 2016). 
Los artículos presentan escasa información sobre 
la preparación o tratamiento de los conjuntos de 
datos antes de ser utilizados o después de practicar 

Figura 3. Línea de tiempo de algoritmos utilizados.
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pruebas para la parametrización de los algoritmos, 
es decir, algún tipo de procedimiento que pudiese 
reducir el ruido, los sesgos, anomalías o desequi-
librio de los datos. Solo en 16% de los trabajos se 
llevaron a cabo procedimientos para equilibrar los 
datos. Kamusoko (2019) advierte que una práctica 
usual de los analistas de sensores remotos es, su-
poner que los conjuntos de datos son precisos por 
haber implementado comprobaciones en terreno o 
en imágenes de alta resolución. Sin embargo, esto 
no exime de la posibilidad de introducir errores 
durante la adquisición de las muestras o en alguna 
otra etapa, por lo que sería prudente implementar 
comprobaciones estadísticas que permitan identi-
ficar anomalías.

Las muestras fueron seleccionadas por factores 
como disponibilidad y objetivo particular del es-
tudio, considerando factores como accesibilidad 
e inclusive razones económicas. 33% utilizaron 
imágenes provenientes de Google Earth, por su 
muy alta resolución espacial (Thanh Noi y Kappas 
2017; Karakacan y Bektas, 2017; Mfuka et al., 
2019).

5.3. Parametrización de algoritmos

El 68% basó el ajuste de sus parámetros en la 
experimentación propia y en la obtenida mediante 
bibliografía. No obstante, los detalles de las ca-
racterísticas de su configuración y el análisis de 
los resultados del desempeño del algoritmo es 
superficial. El análisis de los fenómenos de sobre 
y sub-ajuste no fue un tema de particular interés. 
Únicamente los trabajos de Puertas et al. (2013), 
Halmy y Gessler (2015), Chen et al. (2017) y 
Jozdani et al. (2019) hacen referencia al abordaje 
del sobre-ajuste, pero sin brindar detalles al res-
pecto. Sin embargo, dichos trabajos forman parte 
del 25% de los que aplicaron procedimientos de 
validación cruzada, el cual es un método utili-
zado tanto para subsanar la limitación de datos 
como para evaluar el modelo y por ende permite 
detectar problemas del mismo asociados a los 
parámetros y datos (Puertas et al., 2013; Adam 
et al., 2014; Abdel-Rahman et al., 2014; Halmy 
y Gessler, 2015; Ganbold y Chasia, 2017; Thanh 
Noi y Kappas, 2017; Jamil y Bayram, 2018; Abdi, 
2020; Jozdani et al., 2019; Ge et al., 2020; Vélez 
y Álvarez, 2020).

5.4. Evaluación de exactitud
La matriz de confusión fue el método principal 
para la evaluación de la exactitud. Más de la mitad 
(55%) aplicó simultáneamente el índice Kappa, el 
16% incorporó otros métodos estadísticos como la 
determinación del f-score para medir la calidad de 
la clasificación de cada clase, la cual viene a ser 
una medida armónica entre la exactitud generada 
por el usuario y el productor (Christovam et al., 
2019) y la prueba de McNemar, que es una prueba 
para identificar la diferencia significativa en los 
resultados obtenidos por los clasificadores (Foody, 
2004), por lo que su aplicación está orientada hacia 
las comparaciones de algoritmos. Al ser f-score una 
métrica que facilita la estimación y la interpretación 
de sensibilidad y precisión, puede ser utilizada para 
determinar la calidad de la clasificación en cada una 
de las clases evaluadas (Knox, 2018; Géron, 2019). 
De los artículos evaluados, solo el 7% hicieron esta 
estimación (Saini y Ghosh, 2018; Jozdani et  al., 
2019; Christovam et al., 2019).

Para la presentación de resultados el 68% incorpo-
ra la evaluación de la exactitud por cada clase, sin 
embargo, la relevancia de su análisis aún está su-
peditado a la exactitud general, medida que como 
se ha mencionado no representa por completo la 
complejidad de los resultados obtenidos habiendo 
aún un porcentaje importante de trabajos que no 
incorporan la evaluación a nivel de clase (32%).

Los valores máximos de exactitud alcanzados 
estuvieron entre el 80% (DT) y el 99% (SVM) y 
los valores mínimos en el rango del 18% (ANN) al 
74% (KNN). El promedio total de los algoritmos, 
ANN, RF, SVM y K-NN se mantiene por arriba del 
80%, lo cual muestra que en general los niveles de 
exactitud alcanzados pueden considerarse altos, a 
excepción de DT (72%). Por otro lado, K-NN, si 
bien presenta un valor promedio alto, se encuentra 
muy por debajo de la media de 16,4 análisis por 
algoritmo siendo el menos utilizado (Tabla 4).

Tabla 4. Valores máximos, mínimos y promedio en exacti-
tud alcanzados por algoritmos.

Algoritmos ANN RF SVM K-NN DT
No. de análisis 
practicados

13 25 37 4 3

Valor máximo exactitud 97,2 99,8 99,9 94,6 80,2

Valor mínimo exactitud 18,3 64,0 70,0 74,7 67,8

Promedio exactitud 80,8 85,6 86,8 86,0 72,0
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SVM fue el más utilizado, siendo con el algoritmo 
RF con el que más se comparó, generando ambos 
valores de exactitud en rangos cercanos. Por ejem-
plo, los obtenidos por Jamali (2019), el cual logró 
valores en SVM de 99,93% y de 99,83% en RF, o 
los obtenidos por Abdel-Rahman et al. (2014) de 
los cuales sus resultados fueron en RF 74,50% y 
SVM 73,50%. La diferencia obtenida entre estos 
clasificadores en el total de trabajos donde fueron 
comparados no sobrepasa el 6% en los valores de 
exactitud general, guardando una buena correla-
ción entre sí (R2: 0,91) (Tabla 5).

Esta preferencia por SVM podría estar deter-
minada por ser un método bastante aplicado en 
clasificación de UCS. Según Gualtieri y Cromp 
(1999) fue introducido a mediados de los años 
noventa por Boser, Guyon y Vapnik, haciendo que 
su disponibilidad y familiaridad sea mayor entre 
los usuarios y los diferentes paquetes de software, 
condición que posiblemente le ha permitido ser 

probado y evaluado en mayor medida. Además, 
a diferencia de otros métodos, la cantidad de 
muestras que necesita para operar y generar bue-
nos resultados puede ser mucho menor (Foody y 
Mathur, 2004). Sumado a ello, su configuración no 
suele ser compleja, lo que permite a los usuarios 
entender su funcionamiento con mayor facilidad.

El promedio general de exactitud en función de 
los diferentes sensores se mantiene por encima 
del  70%. Los que poseen mayor resolución como 
la imagen obtenida mediante VANT o RapidEye 
obtuvieron valores superiores al 90%. En el caso 
de los de mediana resolución como Landsat, es 
interesante observar que la diferencia entre los 
algoritmos no es tan amplia. Su exactitud gene-
ral se mantuvo en un promedio de 87,7% y por 
algoritmo entre el 80,2% con DT y el 90,6% con 
ANN, y Sentinel-2, que, si bien los promedios son 
un tanto menores, se sigue manteniendo superior 
al 80% (Tabla 6).

Tabla 5. Comparación de exactitud obtenida entre algoritmos RF y SVM.

Autores Exactitud obtenida
Adam et al. (2014) RF 93,07% - SVM 91,80
Di Shi y Yang (2017) RF80,05% - SVM-79,38%
Jamali (2019) SVM 99,93% - RF 99,83%
Christovam et al. (2019) SVM 88% - RF 91%
Abdi (2020) SVM 75,5% - RF 73,9%
Jozdani et al. (2019) RF 94,47% - SVM 95,43%
Rana y Venkata Suryanarayana (2020) RF 70% - SVM 76%
Tassi y Vizzari (2020) RF (Landsat8 = 64%, Sentinel2 = 89,3%, PlanetScope = 77,9)

SVM (Landsat8 = 70,4, Sentinel2 = 86,9%, PlanetScope = 73,9)

Tabla 6. Exactitud general y por algoritmo ML promedio por cada sensor.

Sensores
Exactitud general promedio en %

DT K-NN SVM RF ANN General
Hyperion 82,7 52,0 72,5
AISA Eagle 73,5 74,5 74,0
PlanetScope 73,9 77,9 75,9
FormoSat 77,3 77,3
Pleiades 78,0 78,0
Ortofoto 87,0 80,0 86,0 84,3
Sentinel 94,6 81,9 84,2 84,5
SPOT 68,1 86,9 91,0 86,7
Landsat 80,2 84,3 87,3 86,6 90,6 87,7
HyRANK 88,0 92,0 90,0
VANT 94,1 87,4 90,8
RapidEye 91,8 93,1 92,4
WorldView 92,5 93,0 93,1
GF-2 satellite 94,3 94,3
ASTER 94,2 95,0 94,6
Aerial High Spatial Resolution image -HSR- 95,4 94,5 95,0
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Únicamente tres artículos utilizaron imágenes 
provenientes de sensores no satelitales, Jamil y 
Bayram (2018) utilizaron ortofotos digitales de 
muy alta resolución obtenidas a través de una 
cámara aérea digital, teniendo como objetivo 
experimentar con algoritmos ANN, SVM y RF 
en la detección de especies arbóreas y en la cla-
sificación del UCS; Syifa et al. (2020) analizaron 
imágenes de alta resolución obtenidas mediante 
VANT para diferenciar pinos enfermos de sanos 
a través de ANN y SVM. Abdel-Rahman et al. 
(2014) trabajaron con imágenes hiperespectrales 
obtenidas del Sistema de Imágenes Aéreas para 
Diferentes Aplicaciones (AISA por sus siglas en 
inglés) a través del sensor de barrido Eagle, con la 
finalidad de distinguir pinos sanos de los atacados 
por Sirex noctilio y/o dañados por rayos a través 

de RF y SVM. Coinciden los tres trabajos ante-
riores en la temática de salud forestal además de 
utilizar imágenes de fuentes no satelitales.

Si bien hay factores que pueden influir en la 
exactitud obtenida, como la selección de paráme-
tros por el usuario, los datos del entrenamiento 
y evaluación, se ha llegado a considerar que el 
número de clases o la extensión del área estudiada 
podrían tener un impacto (Maxwell et al., 2018). 
A este respecto se encontró que la exactitud gene-
ral como tal no responde a variaciones del área y 
el número de clases (Figura 4 (a)(c)), y no llega 
a presentar una relación significativa entre sí. 
Evidencia de esto es el trabajo de Di Shi y Yang 
(2017) quienes analizaron la mayor extensión re-
gistrada (23092 km2) obteniendo una exactitud del 

Figura 4. Relación entre área (a), años (b) y numero de clases (c)�con la exactitud alcanzada por algoritmo
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79,38% con SVM, en contraste con trabajos como 
el de Tassi y Vizzari (2020), que al analizar 154 
km2 obtuvo una exactitud del 70,4% con SVM y 
del 64% en RF.

Respecto a los valores de exactitud alcanzados 
mayores al 90%, es necesario considerar que 
pueden estar asociados a problemas como sesgos, 
sobre-ajuste o conjuntos de evaluación pequeños 
que provocan que el algoritmo tenga poca oportu-
nidad de equivocarse. En el caso de Jamali (2019), 
que alcanza más del 99%, es difícil determinar po-
sibles causas de dicho resultado, ya que el trabajo 
es escueto en la información que provee. No obs-
tante, trabajos con resultados por encima del 90% 
como el de Ge et al. (2020), que proveen informa-
ción como, el número de muestras utilizadas por 
clase, el análisis de separabilidad espectral, entre 
otros, no obstante, hay poca claridad en cuanto al 
método para la selección de muestras. Únicamente 
se menciona que para reducir la redundancia y la 
autocorrelación espacial seleccionaron muestras 
basadas en píxeles mediante visitas de campo en 
468 puntos, conocimiento previo e interpretación 
visual de imágenes disponibles en Google Earth, 
distribuyendo aleatoriamente en 70% entrena-
miento y 30% evaluación, siendo así este último 
conjunto de datos un subconjunto del de entrena-
miento. Olofsson et al. (2014) hacen hincapié al 
indicar que en teledetección las muestras utiliza-
das para la evaluación deben ser independientes 
de los datos utilizados para entrenar, por lo que en 
este caso al ser los conjuntos de datos divididos de 
uno común, es posible que sean demasiado simila-
res y por ende esté impactando en la estimación de 
exactitud obtenida.

6. Discusión

Esta revisión del uso de algoritmos ML en la 
clasificación de UCS otorgó información para 
responder las preguntas planteadas 1) ¿cómo se 
ha implementado ML en clasificación de UCS en 
los aspectos de revisión de conjunto de datos e 
implementación de algoritmos; 2) ¿Qué factores 
metodológicos, tales como la compilación de da-
tos, implementación de métodos, y la evaluación 
de resultados, afectan a la implementación de ML 
en la clasificación de UCS?

Para responder la primera pregunta se comenzó 
por la descripción de características generales, 

fuentes de información y métodos utilizados, 
ahondando en la construcción de los conjuntos de 
datos e implementación de los algoritmos.

La producción de artículos muestra un incremen-
to a partir de la mitad del periodo (2010-2015), 
dándose un enfoque con notable interés hacia 
los análisis de carácter comparativo del desem-
peño de los algoritmos. En cuanto a la fuente de 
información de imágenes, Landsat fue la más 
utilizada y evaluada, al contrario de imágenes de 
otras fuentes que en su mayoría únicamente fue-
ron evaluadas con dos algoritmos (RF y SVM) y 
con las que sería provechoso experimentar más. 
En cuanto al origen de los datos para conformar 
los conjuntos de entrenamiento y validación el uso 
de plataformas como Google Earth para obtener 
muestras de imágenes de alta resolución además 
de las muestras de campo fue algo usual. No 
obstante, al ser una plataforma que está diseñada 
para fines diferentes sería importante implementar 
o dar a conocer las medidas aplicadas para evitar 
posibles errores como la discrepancia de fechas.

6.1. Conjuntos de datos y tratamiento

En ML es importante que los conjuntos de datos 
para entrenamiento, evaluación, y validación 
se encuentren en las mejores condiciones posi-
bles. Sin embargo, la gran mayoría de trabajos 
analizados (84%) carecen de evidencia de haber 
implementado algún tipo de proceso para tratar 
anomalías o sesgos como ruido o desequilibrio de 
los datos. En este sentido Kamusoko (2019) con-
sidera que probablemente se debe a que es común 
suponer que los datos poseen suficiente calidad 
y precisión por haber sido obtenidos mediante 
comprobaciones en campo o en imágenes de alta 
resolución. Sumando a esa confianza, se encuentra 
la popularidad de algoritmos como DT, RF y SVM, 
por mostrar un buen desempeño y tolerancia para 
trabajar con datos carentes de calidad y cantidad, 
lo cual puede que haya venido abonando a esta 
confianza “ciega” que propicia la construcción de 
conjuntos de datos de manera limitada y poco fia-
ble (Lu y Weng, 2007). Este aspecto puede dar pie 
a la incertidumbre en los resultados, por lo que será 
necesario considerar como buena práctica imple-
mentar comprobaciones estadísticas que ayuden 
a la identificación de desequilibrios, errores o in-
coherencias que permitan mejorar la calidad tanto 
de los conjuntos de datos como de los resultados. 
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También es importante no perder de vista el estu-
dio y análisis de métricas asociadas a las imágenes 
como el valor de separabilidad de las muestras que 
se utilizarán, ya que únicamente un 27% de los 
artículos menciona haber llevado a cabo este tipo 
de análisis previo a la clasificación de UCS.

6.2. Parametrización y entrenamiento de 
los algoritmos

El ajuste de los parámetros fue dado de varias 
maneras, desde la experimentación hasta el uso 
de “recetas” obtenidas en bibliografía o el uso 
de valores por defecto. Si bien estas dos últimas 
no son como tal una práctica prohibida si deja de 
lado una de las ventajas que otorga ML, que es la 
optimización de los algoritmos en función de las 
características del fenómeno y de los datos, por 
lo que bien vale llevar a cabo el esfuerzo de im-
plementar procesos como la experimentación para 
la adecuada selección de ajustes. Sin embargo y 
siendo algo relacionado al tema de los conjuntos 
de datos, el hecho de llevar a cabo este tipo de pro-
cedimiento requiere contar con una buena calidad 
y cantidad de datos.

La poca implementación de evaluaciones de 
sub-ajuste, sobre-ajuste o de métodos como vali-
daciones cruzadas, así como la ambigüedad y/o 
ausencia de información relacionada a los experi-
mentos de optimización y entrenamiento, plantea 
una serie de retos importantes tanto para usuarios 
como para los fabricantes de software. Para los 
usuarios será importante profundizar y aplicar las 
buenas prácticas que contempla ML para llevar 
un mejor seguimiento y control de los insumos 
y procedimientos efectuados, apoyándose en 
herramientas y técnicas adicionales que no necesa-
riamente se encuentran disponibles en los paquetes 
de software de teledetección, los cuales a pesar de 
contemplar cada vez más clasificadores ML aún 
carecen de una mayor integración de herramientas 
estadísticas que permitan llevar a cabo estos proce-
sos. Trabajos como, Bishop (2006), Kelleher et al. 
(2015) y Bashir et al. (2020) pueden ser una base 
teórica básica para introducirse al entendimiento de 
los métodos mencionados.

6.3. Medición de exactitud y desempeño

Los resultados de exactitud fueron obtenidos 
mediante la elaboración de matrices de confusión. 

De las métricas obtenidas de dicho método el 
valor de exactitud general fue el más utilizado 
para explicar los resultados. No obstante, dicho 
valor contrario a los valores de exactitud por clase 
que permiten entender de manera más amplia y 
completa los resultados, podría ocultar clases con 
un rendimiento bajo al ser un promedio. Por otro 
lado, la evaluación del desempeño de los algorit-
mos ML mediante métodos considerados estándar 
en ML como f-score y la prueba de McNemar es 
muy baja.

Esta falta de uso de métricas que brinden más 
detalles sobre los resultados y de la aplicación de 
métodos que permitan conocer el desempeño de 
los algoritmos podría estar limitando una mayor 
comprensión de los resultados. Este aspecto gene-
ra a su vez un exceso de confianza que fomente 
la implementación de ML sin considerar aspectos 
esenciales previamente discutidos, como la inte-
gración de conjuntos de datos en buena calidad 
y cantidad, una parametrización de algoritmos 
adecuada y un análisis de resultados más objetivo.

Para analizar los factores metodológicos de ML 
y su implementación en la clasificación de UCS, 
han sido tomados como referencia los cuatro 
pasos para la aplicación de ML en teledetección 
definidos por Shih et al. (2019): la recopilación de 
datos, la selección y optimización del algoritmo, 
la aplicación de la clasificación y la evaluación de 
la exactitud.

6.4. Recopilación de datos

Se puede considerar como la base del proceso ya 
que de esta información depende que el algoritmo 
pueda entrenarse correctamente y así lograr obtener 
resultados satisfactorios, por ello la necesidad de 
contar con conjuntos de datos amplios y de buena 
calidad (Huang et al., 2002; Müller y Guido, 2016; 
Congalton y Green, 2019; Kamusoko, 2019). Sin 
embargo, definir la cantidad necesaria para el 
entrenamiento y evaluación de los algoritmos ML 
no es sencillo, especialmente al implementarse 
en clasificación de UCS, ya que como tal no hay 
alguna regla sobre la cantidad mínima de muestras 
con que se debe contar (Maxwell et al., 2018). 
En este sentido algunos estudios han investigado 
el efecto de la variabilidad de las muestras en la 
exactitud en trabajos de clasificación de UCS 
(Myburgh y Niekerk, 2013; Li et al., 2014; Qian 
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et al., 2015; Thanh Noi & Kappas, 2017; Heydari 
y Mountrakis, 2018; Ramezan et al., 2021). Sin 
embargo, aún es información incipiente, ya que 
elementos como, la extensión, características del 
área, insumos y algoritmos utilizados en estos 
experimentos es variada, lo que limita poder ex-
trapolarlos a otros estudios, pero constituyen un 
punto de partida importante a considerar para la 
estimación del tamaño del conjunto de muestras 
para un trabajo en particular.

No obstante, lograr integrar un conjunto de datos 
amplio y con una buena calidad puede ser com-
plicado, por elementos como el tiempo, acceso a 
la información y capacidad de interpretación. Por 
lo que evaluar las condiciones de los datos es un 
aspecto a considerar al seleccionar un algoritmo 
clasificador, ya que no todos son susceptibles a las 
condiciones de los datos (Maxwell et al., 2018). 
Se ha identificado que algoritmos como DT, ANN 
y KNN son susceptibles a la calidad de los datos 
en contraste con SVM y RF que toleran mejor este 
tipo de condiciones y por ende sus resultados se 
ven menos afectados (Li et al., 2014; Maxwell 
et al., 2018). Ello no necesariamente significa que 
se deban descuidar las condiciones de los datos, 
por lo que sin importar las aptitudes del algoritmo 
se debe procurar conjuntos de datos con una buena 
calidad y cantidad para la clasificación de UCS con 
ML. Para ello conviene llevar a cabo pruebas esta-
dísticas descriptivas multivariantes y univariantes 
de los datos, así como análisis mediante gráficas 
que permita distinguir anomalías en la informa-
ción. Toda esta información será de gran utilidad 
para identificar problemas como desbalances, 
valores atípicos y colinealidad (Kamusoko, 2019).

La división del conjunto de datos principal en 
los subconjuntos de entrenamiento, validación y 
evaluación dependerá de la cantidad disponible.
Si es limitada lo recomendable sería definir una 
distribución porcentual de 60 (entrenamiento), 
20 (validación) y 20 (evaluación) y si es amplia, 
usualmente se sugiere 50, 25 y 25, para lo cual 
es posible valerse de una distribución aleatoria 
(Marsland, 2014). No obstante hacer uso de este 
último método para la repartición de los datos, 
puede significar una afectación al desempeño de 
los algoritmos por provocar un desequilibrio al 
distribuirles en los diferentes conjuntos donde 
la probabilidad de selección de la clase es acor-
de al tamaño que esta representa, por lo que se 

recomienda revisar las propuestas de solución 
abordadas en el documento de Maxwell et al. 
(2018).

6.5. Selección del modelo y 
optimización del clasificador

Seleccionar un algoritmo ML que se ajuste a las 
condiciones del problema a resolver puede llegar 
a suponer una inversión alta de tiempo y conoci-
miento. Apoyarse en la literatura es una opción, 
sin embargo, es común encontrarse argumentos 
contradictorios respecto al desempeño de estos, 
ya que por las diferencias de procedimientos 
aplicados compararlos no resulta ser sencillo, lo 
cual puede terminar por confundir más al usuario 
(Maxwell et al., 2018). Por lo tanto, puede que 
lo más factible sea hacerlo a partir de la conside-
ración de factores que orienten la decisión, tales 
como el tamaño y calidad del conjunto de datos 
disponible, el dominio del usuario respecto al mo-
delo y los ajustes de este, así como el dominio del 
software desde donde se elabore.

Será necesario hacer la selección inicial de aquel 
o aquellos clasificadores que ofrezcan un mejor 
desempeño frente a las condiciones impuestas, 
ya sea porque sean capaces de sortear de forma 
más efectiva condiciones desfavorables respecto a 
los datos o por ajustarse mejor a las necesidades 
específicas del usuario. No obstante la probabili-
dad de llegar a contemplar más de una opción es 
alta, por lo que es recomendable llevar a cabo un 
proceso de experimentación y comparación para 
poder hacer una selección en base al que ofrezca 
mejor desempeño, ya que la selección del algorit-
mo puede depender mucho de las características 
particulares de cada caso.

Para la parametrización de algoritmos ML de 
acuerdo con varios autores (Alpaydin, 2014; 
Müller y Guido 2016; Maxwell et al., 2018; Shih 
et al., 2019) la mejor opción puede ser hacer 
uso de técnicas como validación cruzada, boots-
trapping o diseño factorial (grid-search), ya que 
permiten entrenar al algoritmo utilizando diferen-
tes configuraciones sin agotar los conjuntos de 
datos y lograr identificar la que ofrezca mejores 
resultados. Sin embargo, la desventaja de estos 
métodos es que no se encuentran integrados en 
los paquetes de software especializados en telede-
tección, lo cual implica que deba ser realizado a 
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través de otros programas como R (R Core Team, 
2022) o la librería scikit-learn (Pedregosa et al., 
2011) implementada en Python.

6.6. Aplicación del clasificador y la 
evaluación de la exactitud

La aplicación de la clasificación dará origen a 
nuevos datos que deberán ser evaluados con la 
finalidad de determinar el grado de exactitud 
obtenido, para lo cual lo usual es la matriz de 
confusión y en algunos casos la evaluación del 
índice Kappa, de los cuales suele ser el dato más 
representativo la exactitud general. Sin embargo, 
es necesario revisar con detenimiento los valores 
obtenidos a nivel de cada clase, ya que en estos es 
donde se puede identificar clases en las cuales el 
desempeño no haya sido satisfactorio y por ende 
aplicar modificaciones, ya sea en los datos o en 
los parámetros de configuración del algoritmo 
para mejorar el resultado. Procedimiento que no 
suele ser tan común al enfocarse mayormente la 
atención en el resultado general y en la imagen 
resultante de clasificación de UCS, característica 
que ha restado interés a la evaluación del desempe-
ño de los algoritmos, ya que pruebas como f-score 
o la prueba de McNemar no suelen ser comunes en 
este tipo de aplicaciones. Es importante recalcar 
la importancia de los conjuntos de datos utiliza-
dos, ya que deben poseer tanto cantidad como 
calidad y ser de características relevantes acordes 
al objetivo de aplicación y de esto dependerá en 
buena medida los resultados. A este respecto Blum 
& Langley (1997) y Olofsson et al. (2014) han 
abordado aspectos relevantes que son importantes 
de considerar desde ML y de la clasificación de 
imágenes en teledetección.

7. Conclusiones

La revisión practicada sobre ML en la clasifica-
ción de UCS ha resaltado la incertidumbre en la 
aplicación de pasos metodológicos como el trata-
miento de los conjuntos de datos, la optimización 
de parámetros y la evaluación de los resultados 
a nivel de clase, si bien a nivel de exactitud ge-
neral no ha reflejado un impacto importante al 
estar el promedio de este valor en 80% en los 
trabajos analizados. Sí podría afectar la confianza 
en los productos obtenidos al no implementarse 
de la manera esperada los pasos metodológicos 

necesarios, además que centrar el resultado en 
un valor global no refleja las afectaciones a nivel 
de clase derivado de la aplicación de ML de esta 
forma. En este sentido, se considera importante 
que los usuarios deben contemplar conocimientos 
adicionales relacionados a la estadística y ciencia 
de datos que les permitan llevar a cabo la imple-
mentación de los métodos de forma completa, ya 
que es evidente el exceso de confianza en el uso 
de parámetros por defecto o “recetas”, lo cual, si 
bien no es prohibido, puede fomentar la omisión 
de procedimientos con tal de desarrollar trabajos 
haciendo uso de técnicas novedosas.

La amplia diversidad de escenarios posibles 
del análisis de UCS con métodos ML plantea 
condiciones y retos únicos, donde el criterio y ha-
bilidades del usuario deberán definir los métodos 
y técnicas que mejor se acoplen a sus necesidades, 
por lo cual se insta a considerar los trabajos de Li 
et al. (2014), Maxwell et al. (2018), Shih et al. 
(2019) y Kamusoko (2019) para obtener un acer-
camiento más detallado a técnicas para sortear las 
dificultades que plantea la clasificación de UCS 
mediante ML.
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