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RESUMEN

El estudio del microbioma ha generado interés en el campo de la mejora genética debido
a su influencia sobre caracteres clave en produccion animal. Es por ello que es muy importante
estudiar como el microbioma de los individuos afecta a la varianza fenotipica de estos caracteres
e influye en su respuesta a la seleccion. Sin embargo, aunque hay estudios que consideran que la
contribucion del microbioma es similar a la del genoma, todavia estamos bastante lejos de
descifrarlo. La herencia del microbioma es compleja y se ve influenciada por multiples factores,
ya que en si podria considerarse como otro fenotipo del animal. Todavia no se ha establecido cual
es la mejor metodologia para identificar aquellas especies bacterianas que influyen directamente
sobre el fenotipo del animal. El uso de datos de simulacion podria ayudar a determinar cual de

todas las metodologias propuestas en la literatura es la 6ptima.

El objetivo de este estudio es evaluar el rendimiento de diversos modelos de machine
learning para identificar las especies microbianas con efecto en el fenotipo, asi como evaluar su
capacidad predictiva. Para ello se usaron datos del microbioma simulados con simuGMsel, una
herramienta (basada en AlphaSimR) que permite simular la evolucion del microbioma y el
genoma de una poblacién bajo seleccion. La herramienta simula el fenotipo de los individuos
como una suma del efecto del genoma, del microbioma y del ambiente. En este estudio se simuld
una poblacion base de 1000 individuos y 600 especies bacterianas bajo un proceso de seleccion
divergente por tamafio de camada durante 13 generaciones. De las 600 especies se asignaron 100
con efecto directo sobre el fenotipo simulado. Se simularon tres escenarios distintos: (i) escenario
M donde el fenotipo depende tinicamente del microbioma; (ii) escenario NMH (Non-Microbial
Heritability) donde el microbioma no es afectado por el genotipo de los individuos; y un escenario
HMH (High-Microbial Heritability) con un efecto alto (0.6) del genotipo de los individuos sobre
el microbioma. Cada escenario fue simulado con una heredabilidad (h?) del caracter de 0.15 y una
microbiabilidad (m?) variable de 0.15 0 0.5. También se vari6 el porcentaje de bacterias adquiridas
del ambiente por la descendencia con valores de 0%, 20% y 50%. La matriz de abundancias
microbianas tras 13 generaciones fue usada para ajustar modelos machine learning de
clasificacion por lineas (PLS-DA, Gaussian Naive Bayes, Random Forest y CatBoost) y cuatro
modelos de regresion por fenotipo (PLS, LASSO, Random Forest y CatBoost). Se evalud la
capacidad predictiva de cada uno de ellos para clasificar las poblaciones divergentes o predecir
directamente el fenotipo. Se determinaron las especies bacterianas que mas contribuian a cada
modelo, y se compararon con las especies con efecto simulado en el fenotipo. Posteriormente se
realizaron distintas estrategias para reducir el nimero de especies identificadas sin efecto sobre
el fenotipo, que fueron la combinacion de metodologias, regresiones dentro de cada linea y

repeticiones de los modelos alternando la composicion de los grupos de testeo y entrenamiento.



Los resultados de los analisis mostraron que todos los modelos utilizados tuvieron un
buen rendimiento de prediccion, destacando los modelos de clasificacion que predijeron la linea
de los individuos con un 100% de precision. Sin embargo, se obtuvieron porcentajes de falsos
positivos (especies seleccionadas sin efecto en el fenotipo) muy elevados, de 81 = 7% en modelos
de clasificacion y 75 + 12% en modelos de regresion. Mediante las diferentes estrategias
utilizadas, se logré reducir este porcentaje a un 66 + 22% mediante combinacion de modelos de
regresion y a un 37 + 20% en las repeticiones alternando los grupos de testeo y entrenamiento.
Las regresiones dentro de linea permitieron identificar especies que no habian sido identificadas

por los analisis iniciales.

Aunque la capacidad predictiva de los modelos fue moderadamente alta, la mayoria de
las variables predictoras seleccionadas fueron especies sin efecto en el fenotipo. Estas especies
fueron buenas predictoras debido a un efecto de deriva generado por la seleccion de los animales
en cada generacion. Una gran parte de estas especies sin efecto se fijaron en una linea, mientras
que se perdieron en la otra. Otras son especies correlacionadas con las que tienen efecto en el
fenotipo. Estos efectos, unidos a otros factores de confusion, dificultan la correcta identificacion
de las especies con efecto en el fenotipo, y promueven la seleccion de un gran ntimero de falsos
positivos. Combinar los resultados de los modelos de regresion, con y sin iteraciones cambiando
los grupos de entrenamiento y testeo, y complementar estos resultados con regresiones dentro de
cada linea puede ayudar a reducir el nimero de falsos positivos. Sin embargo, hay que tener
cuidado a la hora de sacar conclusiones biologicas relacionadas con las variables seleccionadas

por dichos modelos.

Palabras clave: microbioma, simulacion, seleccion divergente, seleccion de variables, deriva



ABSTRACT

The study of microbiome has raised interest in the genetic improvement field due to its
influence over key traits in animal production. As such, it is important to study the effects of an
individual’s microbiome on the traits’ phenotypic variance and how it affects the response to
selection. However, even though there are studies that consider that microbiome contribution is
similar to genome contribution, we are still far from deciphering it. Microbiome heritability is
complex, as it is influenced by multiple factors, and it could even be considered as another
phenotypic trait by itself. It has not yet been established which methodology performs best to
identify which bacterial species inluence the animal’s phenotype directly. The use of simulated

data may help determine which literature-proposed methodology is the most optimal.

The aim of this study is to evaluate the performance of various machine learning models
to identify microbial species with an effect on the phenotype, as well as to assess their predictive
capacity. For this purpose, microbiome data simulated with simuGMsel, a tool (based on
AlphaSimR) that allows simulating the evolution of the microbiome and the genome of a
population under selection, was used. The tool simulates the phenotype of individuals as a sum
of the effect of the genome, the microbiome, and the environment. In this study, a base population
of 1000 individuals and 600 bacterial species was simulated under a divergent selection process
for litter size over 13 generations. Of the 600 species, 100 were assigned a direct effect on the
simulated phenotype. Three distinct scenarios were simulated: (1) scenario M where the phenotype
depends solely on the microbiome; (ii) scenario NMH (Non-Microbial Heritability) where the
microbiome is not affected by the individuals' genotype; and a scenario HMH (High-Microbial
Heritability) with a high effect (0.6) of the individuals' genotype on the microbiome. Each
scenario was simulated with a heritability (h?) of the trait of 0.15 and a microbiability (m?) which
varied between values of 0.15 or 0.5. The percentage of bacteria acquired from the environment
by the offspring was also varied with values of 0%, 20%, and 50%. The microbial abundance
matrix after 13 generations was used to fit four machine learning classification models (PLS-DA,
Gaussian Naive Bayes, Random Forest, and CatBoost) and four phenotype regression models
(PLS, LASSO, Random Forest, and CatBoost). The predictive capacity of each model to classify
the divergent populations or directly predict the phenotype was evaluated. The bacterial species
that most contributed to each model were determined and compared with the species with a
simulated effect on the phenotype. Subsequently, different strategies were carried out to reduce
the number of species identified without effect on the phenotype, which were the combination of
methodologies, regressions within each line, and repetitions of the models changing the

composition of the test and training groups.

The results of the analyses showed that all the models used had good predictive

performance, with classification models predicting the line of individuals with 100% accuracy.



However, very high false positive (species selected without effect on the phenotype) rates were
obtained, with percentages of 81 + 7% false positives in classification models and 75 + 12% in
regression models. Through the different strategies used, this percentage was reduced to 66 + 22%
by combining regression models and to 37 + 20% in repetitions changing the test and training
groups. The regressions within each line allowed the identification of species that had not been

selected by the initial analyses.

Although the predictive capacity of the models was moderately high, most of the predictor
variables selected were species without effect on the phenotype. These species were good
predictors due to a drift effect generated by the selection of animals in each generation. A large
part of these non-effect species became fixed in one line, while they were lost in the other. Others
are species correlated with those that influence the phenotype. These effects, combined with other
confounding factors, make it difficult to correctly identify species with an effect on the phenotype
and promote the selection of a large number of false positives. Combining the results of regression
models, with and without iterations changing the training and test groups, and complementing
these results with regressions within each line can help reduce the number of false positives.
However, caution must be taken when drawing biological conclusions related to the variables

selected by these models.

Keywords: microbiome; simulation; divergent selection; variable selection; machine learning
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1. INTRODUCCION

El microbioma compone una parte esencial de los animales, con un tamafio similar al nimero
total de células de los organismos. El microbioma contiene una gran diversidad de especies
bacterianas, que ademds varian segun el tipo de tejido que habitan (Rosenberg & Zilber-
Rosenberg, 2018a). Actualmente, se sabe que el microbioma tiene un papel importante en la
digestion, detoxificacion (Cammack et al., 2018), el sistema inmune y en la salud (Kaur et al.,
2023,Clavijo & Floérez, 2018) de humanos y animales. Al influir en estos procesos bioldgicos
esenciales, el microbioma ha coevolucionado con humanos y animales (Hoffmann et al., 2016),
y se ha transmitido de una poblacion a la siguiente. La transmision del microbioma esta
fuertemente influenciada por factores ambientales, siendo los principales el efecto materno, la
dieta y el entorno (Rosenberg & Zilber-Rosenberg, 2018b). En mamiferos, la transmision por
parte de la madre sucede por varios mecanismos. La primera oleada de colonizacion bacteriana
tiene lugar durante la gestacion, debido a bacterias que logran pasar las barreras placentarias y
amnioticas (Funkhouser & Bordenstein, 2013). Posteriormente hay una segunda oleada por el
contacto con el microbioma vaginal e intestinal de la madre presente en el canal del parto (Senn
et al., 2020a). Sobre este aspecto influye el modo de parto, dado que en los individuos nacidos
por cesarea se interrumpe esta transmision de bacterias de madre a hijo por el canal del parto
(Béckhed et al., 2015a) y en su lugar la cria adquiere especies bacterianas de la piel de la madre
(Akagawa et al., 2019). La siguiente contribucion directa de la madre esta también ligada al efecto
de la dieta. Durante la lactancia, el individuo adquiere especies bacterianas presentes en la leche
materna (Gilbert, 2014). Los individuos que no se alimentan de leche materna tendran una
composicion del microbioma maés diferente a la de sus madres, y diferente a la de los individuos
que si lo hacen (Senn et al., 2020a). Por otra parte, las especies microbianas presentes en el
entorno del animal al inicio de su vida son adquiridas por los individuos e influencian la
composicion de su microbioma (Spor et al., 2011), dado que ésta es diferente entre individuos
crecidos en instalaciones cerradas e individuos en espacios abiertos (Mulder et al., 2009). Aunque
hay indicios de que la aportacion materna al microbioma de los hijos es, de media, mas importante
para su composicion, no esta claro realmente en qué proporciones se adquieren las especies
bacterianas maternas y ambientales. En diversos estudios, realizados por Magsood et al., (2019),
Drell et al., (2017) y Béckhed et al., (2015b) se obtuvieron porcentajes de especies transmitidas

de la madre a los hijos variables, en un rango del 30-70%.

Tras esta adquisicion inicial de especies bacterianas por los individuos, el microbioma
evoluciona desde el nacimiento hasta que se estabiliza y se asemeja mas al microbioma adulto
(Senn et al., 2020b). Tanto durante este periodo de estabilizacion como cuando el individuo es

adulto, el microbioma se ve afectado por multiples factores (Fig. 1), entre los que se incluyen:



)

iii)

Tra

El crecimiento bacteriano: las especies bacterianas tienen un potencial de crecimiento
propio dependiendo de varios factores, como el tejido en el que se encuentran o el sistema

inmune del hospedador.

El genoma del individuo: el microbioma se ve afectado por el genoma mediante locus
del rasgo cualitativo (QTLs), que influyen en la abundancia de las distintas especies que
componen el microbioma. También se han descrito genes relacionados con el
metabolismo y el sistema inmune que afectan al desarrollo del microbioma (Spor et al.,
2011). El genoma del individuo puede afectar a un 5-10% de la varianza del microbioma
(Hall et al., 2017). A esta proporcion de varianza genética que explica la varianza del
microbioma se la define como heredabilidad microbiana (h?2,).

Las interacciones entre bacterias: las especies bacterianas del microbioma interaccionan

entre si mediante relaciones de simbiosis de diversos tipos (comensalismo, mutualismo
0 competencia por explotacion, entre otras). Ademas, mediante las relaciones entre ellas,
pueden ocurrir transferencias horizontales de genes que aumentan la variabilidad dentro

de cada especie (Kern et al., 2021).

Factores ambientales: el entorno y la dieta, entre otros, afiaden variabilidad al
microbioma tanto durante su desarrollo como en el microbioma adulto (Senn et al.,

2020b).

El sistema inmune: muchos de los genes que afectan a la composicion del microbioma

son componentes del sistema inmune (Rosenberg & Zilber-Rosenberg, 2018b), y el
propio sistema inmune limita la incursion de bacterias del ambiente en el organismo de

los individuos (Cerutti et al., 2011).

nsmision del microbioma Variabilidad del microbioma
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Figura 1. Esquema de la transmision inicial del microbioma y de los factores que afectan a su

desarrollo. El microbioma se hereda inicialmente de la madre (por transmisidon placentaria, canal del parto
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y leche materna) y de factores ambientales tales como la dieta y el entorno. El microbioma de los individuos
cambia durante el crecimiento hasta que se estabiliza, influenciado por el genoma del hospedador, factores
ambientales, el sistema inmune del hospedador, la capacidad de crecimiento de las propias baterias y por

interacciones entre bacterias.

En diversas especies de produccion animal se ha observado que el microbioma tiene un
efecto sobre multiples fenotipos de interés. Algunos ejemplos son el consumo de alimento en aves
de corral, cerdos y rumiantes (Wessels, 2022,Bergamaschi et al., 2020), eficiencia alimentaria en
pollos (Liu et al., 2021) y bovino (Cammack et al., 2018), el rendimiento de la canal en cerdo
(Maltecca et al., 2021) y la grasa intramuscular (Martinez-Alvaro et al., 2021) y varianza
ambiental en conejo (Casto-Rebollo et al., 2023a), entre otros. La varianza del microbioma
explica una parte relevante de la varianza fenotipica, lo que se conoce como microbiabilidad (m?)
(Difford et al., 2018), y se han descrito valores de este pardmetro en estos caracteres en diversos
estudios (Tabla 1). Estos estudios han mostrado que el microbioma tiene un efecto entre bajo y
moderado sobre los caracteres, y tiene valores diferentes para cada uno. Por estos motivos, el
estudio del microbioma y la identificacion de los géneros y especies que afectan a estos caracteres
suscita interés en el area de mejora genética animal. Sin embargo, se trata de un caracter complejo
que se ve influenciado por multiples factores tanto en su transmision como en su desarrollo, lo

que dificulta su estudio.

Tabla 1. Parametros de microbiabilidad en caracteres de especies de produccion animal

Especie Caracter Mlcroz)li?zl)nhdad Referencia
. Grasa 0.03-0.06 (Khanal et al., 2021)
intramuscular
. Ganancia diaria
Porcino promedio de la 0.18 (Khanal et al., 2021)
canal
Consumo de 0.11-0.12 (Aliakbari et al., 2022)
alimento residual
Consumo residual 0.19 (Martinez Boggio et al., 2024)
de alimento ’ gg ’
. 0 .
Bovino 7 Proteico de la 0.08 (Buitenhuis et al., 2019)
leche
o
/o Grasa de la 0.08 (Buitenhuis et al., 2019)
leche
. Contenido proteico .
Ovino de 1a leche 0.03 (Boggio et al., 2023)
Indice de
Gallina conversion 0.03 (Zhou et al., 2023)
ponedora Consumo de 0.16 (Zhou et al., 2023)

alimento residual
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1.1. ANALISIS DE DATOS DE MICROBIOMA

La composicion del microbioma de los individuos se puede identificar mediante la
secuenciacion del rRNA 16S (Schloss & Westcott, 2011) o mediante técnicas de secuenciacion
masiva del metagenoma (Breitwieser et al., 2019). Mediante la secuenciacion del rRNA 168, las
diferentes especies del microbioma se identifican agrupando las lecturas secuenciadas con una
similitud mayor al 97% en grupos llamados unidades taxonémicas operativas (OTUs) (Schloss &
Westcott, 2011). Este método tiene un coste computacional alto (Schloss & Handelsman, 2005),
y, ademas, el uso del 97% para determinar diferencias entre especies es cuestionable dado que
asume que la diferencia entre grupos taxonomicos es del 3% (Konstantinidis et al., 2006). Por
estos problemas se desarrolld otra aproximacion, mediante el uso de variantes de secuencias de
amplicon (ASVs) que agrupan las secuencias que solo se diferencian en un nucleoétido, de forma
que no se asume cual es la variabilidad entre taxones (Caruso et al., 2019). Sin embargo, mediante
la secuenciacion del rRNA 16S no se pueden determinar los genes bacterianos y sus funciones.
En este aspecto, la secuenciacion masiva del metagenoma proporciona mas informacion sobre la
composicion del microbioma. Estas técnicas permiten conocer la taxonomia y la informacion
genética de todos los microorganismos de un entorno especifico (Breitwieser et al., 2019). Esta
aproximacion se hace por secuenciacion shotgun, secuenciando fragmentos de ADN al azar, y las
lecturas obtenidas se ensamblan en fragmentos mas grandes llamados contigs. Los contigs se
alinean con secuencias presentes en bases de datos y se determinan su taxonomia y la funcion del
gen al que pertenecen (Lapidus & Korobeynikov, 2021). Tras la secuenciacion, se determinan las
abundancias totales de cada grupo taxondmico utilizando el nimero de lecturas de cada OTU,

ASV o contigs, y asi se obtiene la base de datos final del microbioma.

Las abundancias absolutas de cada especie presente en el microbioma son imposibles de
obtener, debido al sesgo generado por todo el proceso de obtencion de muestra y de las técnicas
de secuenciacion, que restringen la cantidad de lecturas que se pueden obtener. Las abundancias
de las especies detectadas por estas técnicas no deben entenderse como datos de abundancia
absoluta sino relativa al resto de especies presentes. (Gloor et al., 2017a). A este tipo de datos, en
los que la informacion proviene de las abundancias relativas y no absolutas, se les denomina datos
composicionales (Fernandes et al., 2014). Para tener en cuenta la composicionalidad de los datos
existen diversas aproximaciones matematicas que permiten lidiar con ello. Una forma valida de
hacer esto, propuesta por Aitchison (1982), es mediante transformaciones logaritmicas. Se pueden
utilizar distintas transformaciones: (i) centered log-ratio (CLR), (ii) isometric log-ratio (ILR) y
(iii) additive log-ratio (ALR). El CLR transforma las variables expresandolas en funcion de la
media geométrica. La media geométrica incluye a todas las variables, por lo que la transformacion
es isométrica, es decir, que tiene la misma geometria que la de todos los pares de log-ratios

(Aitchison, 1982). Esta transformacion es muy ttil a nivel computacional, pero su interpretacion
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es mas complicada dado que todas las variables estan incluidas en el denominador (Greenacre et
al., 2021). El ILR expresa las variables segiin las medias geométricas de amalgamaciones de
variables relacionadas entre ellas. También es una transformacion isométrica, pero es costosa a
nivel computacional y tiene la dificultad de necesitar saber qué grupos de variables son
interesantes para realizar los ratios (Greenacre et al., 2021). EI ALR expresa las variables en
funcién de una sola variable escogida entre toda la base de datos (Aitchison, 1982), siendo la
transformacion mas sencilla de interpretar (Greenacre, 2018). Un problema del ALR a tener en
cuenta es que no es estrictamente isométrico, por lo que se debe comprobar que la transformacion
mantiene su geometria asegurando que su correlacion procruster con datos transformados
isométricos es elevada (Greenacre et al., 2021). Otro factor a tener en cuenta al realizar esta
transformacion es la eleccion de la variable de referencia, que debe cumplir con tres requisitos:
(1) tener un coeficiente de variacion bajo, (ii) tener un alto nimero de lecturas y (iii) que la
transformacion mantenga una elevada correlacion procruster (Greenacre, 2018,Greenacre et al.,

2021).

Al ser necesario realizar transformaciones logaritmicas debido a la composicionalidad de los
datos, surge el problema de tener que lidiar con los datos ausentes, dado que el log(0) no esta
definido. Los datos de microbioma en particular suelen presentar una gran cantidad de datos
ausentes (Paulson et al., 2013). Estos ceros son principalmente de dos tipos. Por un lado, estan
los ceros bioldgicos o estructurales, que son aquellos causados por la biologia subyacente y que
por tanto son reales (Kaul, Davidov, et al., 2017). Por otro lado, estan los ceros técnicos, causados
por los procesos de preparacion de la muestra (Silverman et al., 2020). Por tltimo, estan los ceros
de muestreo, causado por los limites de los procesos de secuenciacion para obtener lecturas (Kaul,
Mandal, et al., 2017), por los que muchas especies que estan presentes en bajas cantidades no son
detectadas (Silverman et al., 2020). Hay diversas estrategias para eliminar los ceros sin que eso
afecte a los resultados. Una opcion sencilla y mas cominmente utilizada es reemplazar los ceros
por valores positivos pequeios, sumando una lectura a todos los datos (Greenacre, 2018). Otras
aproximaciones incluyen sustituir los ceros por la media de las variables o por el valor mas
pequefio de la variable, modelos de imputacion bayesiana, regresiones generalizadas o
regresiones lineales multiples, entre otros (Lubbe et al., 2021). La gran cantidad de ceros afiade
otros problemas a la hora de analizar los datos de microbioma. El exceso de ceros en la base de
datos altera su distribucion, creando picos en el 0 y alejandola de la normalidad que muchos
modelos estadisticos asumen al realizar los analisis (Jiang et al., 2019). A causa de la escasez de
los datos, puede ser necesario realizar filtros eliminando las especies menos abundantes (por
ejemplo, presentes en menos del 70% u 80% de las muestras) para mitigar el efecto de los ceros.
Al realizar estos filtros se asume que las especies mas relevantes para el caracter estudiado son

muy abundantes, mientras que las de menor importancia son poco abundantes y su eliminacion
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en un filtrado no afecta a los resultados y de hecho beneficia al rendimiento de los analisis (Busato

etal., 2023).

Las dos aproximaciones estadisticas mas se clasicas para analizar datos del microbioma son
los analisis de abundancia diferenciales y los indices de alfa- y beta-diversidad (Lutz et al., 2022).
Los analisis de abundancia diferenciales estudian si hay diferencias entre el microbioma de varios
grupos de muestras. Dentro estos tipos de analisis uno de los mas utilizados son los t-test
corregidos por el false Discovery rate (FDR), que permiten identificar diferencias significativas
en la abundancia de especies bacterianas entre grupos, controlando los falsos positivos (Benjamini
& Hochberg, 1995). Mediante la alfa- y beta-diversidad se identifican diferencias en el
microbioma dentro de una poblacion (alfa-diversidad) y entre poblaciones (beta-diversidad). Las
medidas mas comunes para estos indices incluyen los indices de Shannon para alfa-diversidad
(Lemos et al., 2011) y la distancia de Bray-Curtis (Lemos et al., 2011) para beta-diversidad, entre
otras. Una alternativa al uso de los analisis estadisticos clasicos son los algoritmos machine
learning (ML), que son metodologias de anélisis computacionales y estadisticos que construyen
y adaptan modelos para mejorar su rendimiento. Es decir, hacen inferencias sobre los datos para
aprender y predecir en nuevos datos. Las metodologias ML presentan ciertas ventajas sobre los
analisis estadisticos cldsicos: pueden inferir relaciones entre variables para la identificacion de
patrones y son capaces de lidiar con datos multidimensionales (Marcos-Zambrano et al., 2021),
por lo que son utiles para bases de datos de la magnitud del microbioma. El uso de modelos ML
para identificar variables causales en el microbioma conlleva principalmente tres pasos: (i)

seleccion del tipo de modelo a utilizar, (ii) optimizacion del modelo y (iii) seleccion de variables.

Los modelos ML se pueden clasificar en no supervisados o supervisados (Namkung, 2020).
Los modelos no supervisados realizan agrupaciones de las variables basandose en similitudes
entre las muestras creando clisteres o realizando reducciones de dimensionalidad. Los modelos
supervisados utilizan datos con resultados conocidos para realizar las predicciones. Dentro de los
modelos supervisados se pueden dividir entre modelos de clasificacion y modelos de regresion
dependiendo del tipo de dato que se predice. Los modelos de clasificacion realizan una prediccion
sobre el grupo o clase a la que pertenecen las muestras, utilizando valores discretos; mientras que
los modelos de regresion predicen sobre un valor continuo, por ejemplo, el fenotipo del individuo

(Namkung, 2020).

Los modelos supervisados son los mas utilizados en datos de microbioma. Algunos de los

modelos mas comunes son:

i) Regresiones penalizadas: estos modelos seleccionan las variables mas importantes

mientras se construye el modelo, penalizando los coeficientes de regresion de las

variables de menor importancia para la prediccion. La penalizacion puede ser de tipo L1,
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usada por el modelo least absolute shrinkage and selection operator (LASSO), que
elimina por completo las variables poco importantes; o tipo L2, usada por la regresion
Ridge, que reduce los coeficientes menos importantes a valores cercanos a 0 pero no los
elimina (Namkung, 2020, Tibshirani, 1996).

ii) Modelos basados en arboles de decisidn: estos modelos agrupan las variables en grupos,

llamados arboles, a partir de los cuales sacan mas grupos de variables hasta determinar la
combinacion de variables que mejor predice el resultado. Hay multiples modelos basados
en esto, como Random Forest o CatBoost, que también utiliza gradient boosting y
aprende de los errores de cada arbol generado para mejorar el siguiente (Prokhorenkova
etal., 2017).

iii) Modelos probabilisticos: los modelos probabilisticos realizan las predicciones basandose

en distribuciones de probabilidad. A este grupo pertenece el modelo Gaussian Naive
Bayes (GNB), basado en el teorema de Bayes, que calcula la probabilidad de que cada
variable pertenezca a un grupo u otro, asumiendo que los datos siguen una distribucion
normal y que las variables son independientes (Domingos & Pazzani, 1997).

iv) Modelos lineales con reduccion de dimensionalidad: a este grupo pertenecen el partial

least squares regression (PLS) y partial least squares discriminant analysis (PLS-DA).
Ambos combinan la reduccion de dimensionalidad con una regresion multiple (PLS) o

un analisis discriminante (PLS-DA) (Barker & Rayens, 2003).

Para el ajuste y entrenamiento de los modelos ML, la base de datos se divide en un set de
entrenamiento y un set de testeo, tipicamente en proporciones 70/30 o 75/25. De esta forma, el
modelo se optimiza y ajusta sobre el set de entrenamiento, y su rendimiento se evalla sobre el set
de testeo (Papoutsoglou et al., 2023). Cada modelo de ML tiene sus propios hiperparametros que
deben ser optimizados para realizar la mejor prediccion posible segun la medida de rendimiento
que se elija. Hay multiples formas de optimizar los hiperparametros, como la busqueda aleatoria
(asigna valores al azar a cada parametro hasta encontrar la mejor combinacion), la busqueda en
cuadricula (determina la mejor combinacion dentro de parametros indicados por el usuario) u
optimizacion bayesiana (construye un modelo probabilistico que decide qué parametros evaluar),
entre otros (Feurer & Hutter, 2019). Los hiperparametros se ajustan sobre el set de entrenamiento
mediante validacion cruzada de 5-10 folds (valor que puede ajustarse dependiendo del tamaiio de
los datos). Este proceso de optimizacion y division de los datos es problematico cuando el niimero
de muestras es muy reducido, dado que el rendimiento del modelo sobre el grupo de testeo sera

muy variable (Papoutsoglou et al., 2023).

Mediante estos métodos se pueden llevar a cabo procesos de seleccion de variables para
determinar qué especies o géneros del microbioma tienen un efecto sobre los fenotipos de interés.

Cada modelo tiene varios posibles métodos de seleccion. Algunos, como el modelo LASSO,
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seleccionan las variables a la vez que construyen el modelo. En otros, se deben establecer criterios
como la importancia de variable en modelos basados en arboles de decision (Genuer et al., 2010).
Sin embargo, estos analisis se ven influenciados por el tamafio de la muestra, las correlaciones
entre las variables, la normalizacion de los datos, el tipo de modelo a utilizar, la optimizacion de
parametros y los procesos de seleccion de variables (Moreno-Indias et al., 2021). Debido a la
cantidad de opciones y variabilidad entre modelos ML y dentro de cada modelo, no hay un
consenso claro sobre qué metodologia es la mas adecuada para analizar los datos de microbioma
e identificar las especies bacterianas que influyen sobre los fenotipos de interés. Por ello, el uso
de datos de simulaciéon podria ayudar a determinar cudl de las metodologias propuestas en

literatura es la mas optima.

1.2. SIMULACION DE DATOS DE MICROBIOMA

En este estudio se ha utilizado SimuGMSel, una herramienta que permite simular la
evolucion del genoma, microbiota y fenotipo de una poblacion sometida a un programa de
seleccion fenotipica a través de varias generaciones (Casto-Rebollo et al., 2022). SimuGMSel
esta programada en R, utilizando funciones del paquete AlphaSimR (Gaynor et al., 2021). La
simulacion se realiza teniendo en cuenta todos los factores que afectan a la herencia y desarrollo

del microbioma.

En la simulacion, el valor fenotipico de cada individuo depende del genoma, la microbiota

y el ambiente (Figura 2) siguiendo la siguiente formula:
Yi= Up tgvi+tmv;+e;, (D

donde y; es el fenotipo del individuo i, y,, es la media fenotipica de la poblacion base,
gv; es el valor genético de un individuo, mv; es el valor de la microbiota del individuo y e; es el
residuo. Los efectos genéticos gv; y de la microbiota mv; sobre el fenotipo estan regulados por
un valor de heredabilidad (h?) y microbiabilidad (m?), que es la proporcion de varianza fenotipica
determinada por el genoma y la microbiota, respectivamente. El efecto genético gv se simula

como:
gvi = 2?:1 Zijaj , ()

donde z;; es el genotipo del individuo i para el SNP j, y a; es el efecto del alelo de
sustitucion del locus del rasgo cualitativo (QTLs). Por otra parte, el efecto de la microbiota mv;

se simuld como:

mv; = Yplq XigWg , 3)
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donde x;;, es la abundancia de la especie k en el individuo i, y wy es el efecto de la especie
k sobre el fenotipo del individuo. Este efecto o se asigna a un grupo de especies dentro del

microbioma, y puede ser tanto positivo como negativo.

La interaccion entre el genoma y el microbioma se regula mediante el parametro de
heredabilidad de la microbiota (h2,), que determina el efecto de los QTLs del genoma del
individuo sobre la abundancia de las especies de su microbiota. Este efecto se asigna a un grupo
de bacterias, de las cuales la mitad también pertenecen al grupo de especies con efecto sobre el

fenotipo.

La herramienta establece una poblacion inicial de especies de bacterias. Dado que la
microbiota se encuentra en los individuos y en el ambiente, se genera una distribucion de las
especies tanto a nivel de microbioma parental como a nivel de microbioma ambiental. De todas
las especies se establece un grupo que se encuentran presentes en la poblacion base, mientras que
el resto solo pueden ser adquiridas a través del ambiente. Por otra parte, la herramienta tiene en
cuenta la complejidad de la herencia de la microbiota, simulando tanto la transmision inicial de
especies de madres a hijos como la adquisicion de especies del ambiente. Se regula, para cada
camada, cuantas especies bacterianas se heredan de la madre y cuantas se heredan del ambiente.
En ambos casos, las especies heredadas dependen de la abundancia de las especies en la madre o

en el ambiente.

Finalmente, una vez establecidas las poblaciones con sus valores genéticos, fenotipicos y
de la microbiota, la simulacion realiza un programa de seleccidn fenotipica en lineas divergentes.
Al final de la simulacion se tienen dos poblaciones: una seleccionada para fenotipo alto y otra
para fenotipo bajo. De ambas poblaciones se obtienen los datos de abundancia de cada especie de
la microbiota simulada, con las cuales se pueden realizar los analisis de identificacion de especies
casuales en el microbioma y determinar cual es la metodologia mas optima para lidiar con este

tipo de datos.
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Figura 2. Esquema de funcionamiento de SimuGMSel. El fenotipo se computa a partir del genoma, el
microbioma y el ambiente. El genoma tiene un efecto directo sobre el fenotipo y un efecto sobre la
heredabilidad microbiana. El microbioma tiene un efecto directo sobre el fenotipo, que se ve afectado por
el genoma. Una vez generado el fenotipo, se seleccionan los animales para producir la descendencia de la
siguiente generacion.
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2. OBJETIVOS

El objetivo de este estudio es determinar qué modelo machine learning (ML) tiene un mejor
rendimiento y una mayor capacidad para la identificacion de las variables del microbioma que
tienen un efecto sobre caracteres de interés en produccion animal. Para ello se plantearon los

siguientes objetivos parciales:

1) Simular dos poblaciones divergentes diferenciadas por la composicion del microbioma,
con especies microbianas que afectan positiva y negativamente a sus fenotipos, bajo
diferentes escenarios.

ii) Ajustar modelos ML de clasificacion y de regresion y seleccionar las variables mas
importantes consideradas por cada uno, evaluando el numero de verdaderos y falsos
positivos en cada caso.

iii) Utilizar diversas estrategias para reducir la cantidad de falsos positivos y determinar las

mejores aproximaciones y modelos ML.
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3. MATERIALES Y METODOS
3.1. SIMULACION DE LOS DATOS

Los datos de este estudio fueron simulados con la herramienta simuGMSel (Casto-
Rebollo et al., 2022) basada en el paquete de R AlphaSimR (Gaynor et al., 2021). La poblacion
fundadora fue simulada usando la historia demografica de la especie Oryctolagus Cunniculus
segun Carneiro et al., (2014), generandose una poblacion base de 1000 individuos. El caracter
simulado fue tamafio de camada (TC) siguiendo una distribucion normal con una media (u,) 8 'y
varianza (cp) de 6. El genoma de los animales se simuld con un total de 21 autosomas y 127 Mb
con 10000 sitios de segregacion por cromosoma. La heredabilidad (h?) del carécter se fijo a 0.15.
Se consideraron 100 QTLs por cromosoma con efecto aditivo en el fenotipo. El minimo de sitios
de segregacion en cada cromosoma fue de 1 para los QTLs y 4250 para los SNPs. El microbioma
se compuso por 1000 especies, con abundancias iniciales (xx) generadas por una distribucion
binomial negativa x~ NB (=2, g=0.0001), de las cuales 600 se fijaron en la poblacion base. De
las 600 especies presentes en la poblacion base, a 100 se les asignoé un efecto sobre el fenotipo, el
cual sigui6 una distribucion gamma o ~I" (k=1.4, 8=3.4). La poblacion se sometioé a un proceso
de seleccion fenotipica divergente durante 13 generaciones para alto y bajo TC. En el programa
de seleccion, se seleccionaron un total de 125 hembras y 25 machos en cada generacion para cada

linea (Blasco et al., 2017).

3.1.1. Escenarios

El fenotipo del tamafio de camada se simul6 considerando diferentes escenarios, segun los efectos
que contribuyen a dicho fenotipo; Genoma (G), Microbiota (M) y Ambiente (A):

e Escenario microbiota (M): el fenotipo se calcula unicamente en funcion del efecto de la

microbiota y el ambiente, sin efecto del genoma.

e Escenario sin heredabilidad microbiana (NMH; Non-microbial heritability): el fenotipo
se calcula en funcion de la microbiota, el genoma y el ambiente. No hay efecto del
genoma del individuo sobre la abundancia de la microbiota (heredabilidad microbiana).

e FEscenario de alta heredabilidad microbiana (HMH; High microbial heritability): el

fenotipo se calcula en funcion del efecto de la microbiota, el genoma y el ambiente,
considerando una heredabilidad microbiana de 0.6. En este escenario se establecid que
100 de las 1000 especies estaban influenciadas por el genoma del individuo, forzandose
a que al menos 50 fueran especies con efecto en el fenotipo. El efecto de los QTLs sobre

la microbiota se generd mediante una distribucion gamma  ~I" (k=0.2, 6=1).

Cada escenario se simuld bajo distintos parametros de microbiabilidad (m?), y se
determinaron diferentes porcentajes para la proporcion de especies adquiridas del ambiente (EM)

y de la madre (PM) por cada individuo en cada generacion. Los valores utilizados para la m?
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fueron de 0.15 y 0.5; y los valores de EM y PM variaron segun las siguientes proporciones (Tabla
1):
Tabla 2. Proporciones de especies adquiridas por el ambiente (EM) y de la madre (PM)

EM PM
Ambiente alto 0.5 0.5
Ambiente bajo 0.2 0.8
Sin Ambiente 0 1

3.2 PROCESADO DE DATOS

Los datos fueron procesados usando el lenguaje de programacion R (R Core Team, 2023).
Primero, se eliminaron todas las especies bacterianas que se encontraban ausentes en todos los
individuos de ambas poblaciones. Aunque las abundancias microbianas simuladas son las
abundancias reales esperadas, se realizd una transformacion de los datos para emular la
metodologia utilizada en este tipo de analisis (Casto-Rebollo et al., 2023; Zubiri-Gaitan et al.,
2023), ya que se consideran datos composicionales. Por esta razon, se aplico un “additive
logarithm-ratio” (ALR) (Gloor et al., 2017b). Antes de realizar esta transformacion, se afiadio
un count a toda la base de datos (Greenacre, 2018). Los ALR fueron calculados segiin Greenacre

et al., (2021):
ALRGref) = log(3L), = 1,...), ] # ref. (1)

siendo X,rla abundancia de la variable de referencia y X; la abundancia de la especie j.
Como variable de referencia se utilizo aquella especie con el menor coeficiente de variacion y
con una abundancia media elevada. Posteriormente, se evaluo si la base de datos mantenia la
isometria en sus medidas a través del calculo de la correlacion procrustes usando los paquetes de
R easyCODA 0.34.3 (Greenacre, 2018) y vegan 2.6-4 (Oksanen J et al, 2022). Finalmente, los
datos transformados se centraron y escalaron a una media de 0 y desviacion tipica de 1. Se
realizaron dos analisis de componentes principales (PCA) para comprobar si la variabilidad
observada en la matriz de microbiota permitia diferenciar entre los individuos de las poblaciones
divergentes. El primero se realizé con el microbioma completo, y el segundo sélo con las especies
con efecto en el fenotipo. Ademas, se realizo un estudio de correlaciones entre las especies con y
sin efecto en el fenotipo. Las visualizaciones graficas de estos dos estudios se realizaron con los

paquetes de R factoextra 1.0.7 (Kassambara, A. 2020) y ComplexHeatmap (Gu et al., 2016).
33. MODELOS MACHINE LEARNING

Diferentes metodologias machine learning (ML) se utilizaron para desarrollar modelos

predictivos para clasificar las lineas divergentes y predecir el TC usando la matriz de abundancias
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de la microbiota. Para ello, se emplearon cuatro algoritmos de clasificacion: Partial Least Squares
Discriminant Analysis (PLS-DA) (Barker & Rayens, 2003), Gaussian Naive Bayes (GNB)
(Domingos & Pazzani, 1997), Random Forest (Breiman, 2001) y CatBoost (Prokhorenkova et al.,
2017); y cuatro modelos de regresion y prediccion del fenotipo: Partial Least Squares (PLS),
Least Absolute Shrinkage and Selection Operator (LASSO) (Tibshirani, 1996), Random Forest y
CatBoost. Para cada uno de los escenarios, la base de datos del microbioma se dividio en un set
de entrenamiento y un set de testeo (Figura 1), segtin una ratio de 70/30. Los hiperpardmetros de
cada algoritmo fueron optimizados en el set de entrenamiento usando una validacidn cruzada de
5 folds. Los hiperparametros que se ajustaron fueron los siguientes: el nimero de componentes
para PLS-DA y PLS; el suavizado en GNB; el parametro A en LASSO; el nimero de arboles,
profundidad maxima, nimero maximo de nodos por arbol y el minimo de variables por particion
en Random Forest; y el numero de iteraciones, tasa de aprendizaje y profundidad en CatBoost.
La capacidad predictiva de los modelos se evaluo en el set de testeo (Figura 1). Para los modelos
de clasificacion se utilizo la precision y para los modelos de regresion se utilizaron el error
cuadratico medio (RMSE) y la Q. Los anélisis por PLS-DA, PLS y LASSO se realizaron en R
con el paquete mixOmics 6.24.0 (Rohart et al., 2017) y glmnet 4.1-8 (Friedman et al., 2010),
respectivamente. Los modelos GNB, Random Forest y CatBoost se realizaron en Python 3.11.5,

con el modulo Sci-kit learn 1.3.0 (Pedregosa et al., 2012).

Set de
entrenamiento

QOptimizacién de
hiperparametros

Entrenamiento Aplicacion
del modelo del modelo

Seleccion

Procesado
de

Evaluacion
del modelo

de datos iabl
variables

Set de
testeo

Figura 3. Esquema de procesado de datos y aplicacion de los modelos. Los datos procesados se separan
en dos grupos: un 70% conforman el set de entrenamiento y el 30% restante el set de testeo. Con el primer
set se optimizan los hiperparametros, se entrenan y se aplican los modelos. Con el segundo set se evalia la
capacidad predictiva de los modelos entrenados. Una vez entrenado, aplicado y evaluado el modelo, se

procede a la seleccion de las variables mas importantes.

Una vez entrenado y evaluado los modelos, se realizd una seleccion de las variables més
importantes para las predicciones de linea y fenotipo. El proceso se llevo a cabo de forma distinta
segun el modelo. En PLS-DA y PLS se utiliz6 la importancia de las variables en la proyeccion
(VIP) (Galindo-Prieto et al., 2014), seleccionando aquellas especies con un VIP > 1. En LASSO
se seleccionaron las variables con un coeficiente de regresion distinto de 0 (Susin et al., 2020).
En Random Forest y CatBoost se seleccionaron las especies con mayores valores de importancia
de la variable dados por los propios modelos, seleccionando los mayores a 0.01 en el
RandomForest y mayores a 0.1 en CatBoost. En Gaussian Naive Bayes se utilizd la importancia
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de permutacion, realizando 20 permutaciones, seleccionando las variables con una importancia
mayor a 0. Para valorar si la transformacion por ALR afectaba a la seleccidn e identificacién de
especies, se realizd un proceso de seleccion de variables con un modelo de clasificacién y uno de
regresion, que fueron el PLS-DA y el PLS, en el escenario intermedio NMH, con los datos con y
sin transformar. Todos estos analisis se repitieron 10 veces cambiando la composicion de los sets
de testeo y entrenamiento para evitar sesgos en la prediccion debido al set de entrenamiento y
testeo utilizado. De cada iteracion se obtuvo la media del nimero de especies totales seleccionadas
y el numero de especies seleccionadas con efecto sobre el fenotipo. En todos los analisis
realizados, se determind el nimero de falsos positivos identificados por cada modelo y para cada

uno de los escenarios simulados.

Una vez comprobado el nimero de falsos positivos, se evaluaron diferentes
aproximaciones para la selecciéon de variables con el objetivo de reducir el nimero de falsos
positivos identificados por los algoritmos ML. En todas estas aproximaciones se calculé el

porcentaje de falsos positivos identificados. Se utilizaron tres aproximaciones:

i) Combinacion de resultados entre modelos: se realizdO una comparacion por

parejas de las especies seleccionadas entre modelos de clasificacion, entre
modelos de regresion y entre modelos de clasificacion y regresion. Aquellas
especies solapantes fueron consideradas las mas importantes para la clasificacion
entre las lineas y/o prediccion del fenotipo.

ii) Predicciones de TC dentro de cada linea divergente: se entrenaron tres modelos

de regresiones para predecir el TC dentro de cada linea. Los modelos utilizados
fueron PLS, LASSO y CatBoost, ya que presentaron los mejores resultados tras
la combinacion de metodologias. Las especies relevantes para la prediccion del
TC fueron aquellas especies coincidentes, identificadas por cada uno de los
modelos ML para ambas lineas.

iii) Iteraciones alternando la composicion de los sets de entrenamiento y testeo: con

los modelos PLS, LASSO y CatBoost también se realizaron repeticiones de los
analisis 100 veces alternando en cada iteracion los individuos pertenecientes a
los sets de entrenamiento y testeo. Se consideraron como variables mas

importantes aquellas que fueron seleccionadas en mas de 95 iteraciones.
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4. RESULTADOS

4.1. ANALISIS EXPLORATORIO DE LOS DATOS
SIMULADOS

La evaluacion de las tendencias fenotipicas, del efecto de la microbiota (mv) (Fig. 4) y
del efecto del genoma (Fig. suplementaria 1) mostraron una clara separacion de las lineas de alto
y bajo tamafo de camada (TC) tras 13 generaciones de seleccion fenotipica (Fig. 4). El fenotipo
de alto TC alcanzo6 una media de 9.92 + 1.67 gazapos entre todos los escenarios, mientras que en
la linea baja la media alcanzada fue de 7.62 + 0.67. Las lineas seleccionadas para TC alto
alcanzaron valores mas alejados de la media fenotipica inicial que las lineas de TC bajo (Fig. 4A).
Los valores fenotipicos mas extremos alcanzados fueron de 16.07 £ 2.14 gazapos (8.07 por
encima de la media) para la linea alta, y de 5.63 & 1.92 gazapos en la linea baja (2.37 por debajo
de la media). Ambos se registraron bajo condiciones de microbiabilidad de 0.5, pero con distintos
valores de proporcion de especies adquiridas del ambiente (Fig. 4A). La respuesta a la seleccion
en las poblaciones simuladas bajo m2 de 0.15 fue menor, alcanzando valores méximos de 12.31
+ 2.39 gazapos de media y minimos de 6.09 + 2.26 gazapos. En los valores de mv, la poblacién
de alto TC alcanzo valores de 1.84 + 0.74 y la de bajo TC de -0.38 + 0.54 con m? de 0.15. Para
valores de m2 de 0.5, la poblacion de alto TC alcanz6 valores de mv de 5.01 + 1.43, mientras que
la poblacion de bajo TC de -0.73 = 1.32 (Fig. 4B). La proporcion de especies adquiridas por el
ambiente (EM) también afect6 a los valores médximos y minimos alcanzados tanto para el fenotipo
como para el mv. A mayores valores de EM, menor fue la respuesta fenotipica y los valores de
mv fueron mas similares entre escenarios, especialmente cuando la microbiabilidad era de 0.15.
A nivel fenotipico, el escenario M mostrd una respuesta a la seleccion menor en comparacion a
los escenarios NMH y HMH, que fueron mas parecidos entre ellos (Fig. 4A). A nivel de mv, los
tres escenarios mostraron tendencias mas similares entre ellos. Las mayores respuestas a la
seleccion se presentaron siempre en el escenario HMH, es decir, cuando el genotipo del propio

individuo influia en la abundancia de un determinado numero de especies (Fig. 4B).
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Figura 4. Evolucion del fenotipo (A) y valor de la microbiota (B) de las poblaciones divergentes tras
13 generaciones de seleccion. Tendencias fenotipicas y mv de los escenarios M (negro), NMH (azul) y
HMH (roja) de las poblaciones de alto (linea continua) y bajo (linea discontinua) tamafio de camada (TC)

para valores de microbiabilidad de 0.15y 0.5.

En la simulacién se generaron un total de 1000 especies, de las cuales 600 se encontraban
inicialmente en la microbiota de la poblacion base de los individuos y en el ambiente. En la ultima
generacion, el maximo de especies presentes en la microbiota de la poblacion fue de 791 para el
escenario M y el minimo fue de 540 para el escenario HMH y la linea de bajo TC (Tabla
Suplementaria 1). Las diferencias en el total de especies presentes en las poblaciones dependieron
principalmente de la proporcion de especies adquiridas por el ambiente (Tabla suplementaria 1).
Lamayoria de las especies con efecto en el fenotipo se mantuvieron a lo largo de las generaciones,
con un minimo de 81 especies en la linea de alto TC para el escenario NMH y m? de 0.15. Por

otra parte, se observo diferencias en la presencia/ausencia de determinadas especies dependiendo
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de la linea divergente. El maximo de especies presentes s6lo en la linea de alto TC fue de 47,
mientras que para la baja fue de 89 especies (Tabla suplementaria 1). En todos los casos, la

mayoria de las especies no tenian efecto en el fenotipo.

El analisis de componentes principales (PCA) usando la microbiota simulada tras 13
generaciones de seleccion divergente (Fig. 2) mostro el mismo patrén en todos los escenarios.
Las poblaciones divergentes se separaron en dos grupos definidos (Fig. 2), aunque en algunos
escenarios aparecieron subgrupos dentro linea. El porcentaje de varianza explicado por los dos
primeros componentes y usando la matriz de microbiota completa fue en media de 5.88 +2.37%,
siendo el maximo de 8.2% (Tabla suplementaria 2). Los PCA realizados unicamente con las
especies con efecto sobre el fenotipo también separaron las dos lineas divergentes, y el porcentaje
de varianza explicado fue en media de 8.67 + 2.11% con un maximo del 12%. En estos PCA, los

subgrupos presentes en el microbioma completo desaparecieron o se vieron reducidos.
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Figura 5. Analisis de componentes principales de las poblaciones divergentes tras 13 generaciones de
seleccion. El analisis de componentes principales (PCA) se realiz6 utilizando la matriz de la microbiota
completa (A, B, C) y tinicamente la matriz de abundancias de las especies con efecto en el fenotipo (D, E,
F). Los escenarios representados son el M (A, D), NMH (B, E) y HMH (C, F) con una microbiabilidad de
0.15 y un porcentaje de especies adquiridas por el ambiente del 50%. En rojo se destaca la poblacion de

alto tamaiio de camada (TC), mientras que en azul se representa la poblacion de bajo TC.

Se observaron correlaciones elevadas de 0.99 y -0.99 en las abundancias de las especies
con y sin efecto sobre el fenotipo presentes en la poblacion (Fig. 6). Estas correlaciones variaban
segun la proporcion de especies adquiridas del ambiente. A valores mas altos de EM, menor
cantidad de especies con correlaciones altas (mayor de 0.4 o menor de -0.4, que fueron los valores
donde se encontraron la mayoria de las especies) (Fig. 6). En los escenarios sin especies

adquiridas del ambiente se obtuvo una media de 109 + 23 especies con correlaciones altas (Fig.
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6A, Fig. 6B, Fig. 6C), mientras que en los escenarios con EM de 0.2, la media fue de 77 + 8 (Fig.
6D, Fig. 6E, Fig. 6F), y con EM de 0,5 fue de 35 + 10 (Fig. 6G, Fig. 6H, Fig. 6I).
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Figura 6. Heatmaps de correlaciones entre especies con y sin efecto en el fenotipo. Los escenarios
representados fueron los escenarios con microbiabilidad de 0.15 en escenarios M (A, D, G), NMH (B, E,

H)y HMH (C, F I) con EM de 0 (A, B, C), 0.2 (D, E, F) y 0.5 (G, H, I).

4.1.1. Efecto de la transformacion por ALR

Una transformacion ALR fue aplicada a la matriz de abundancias ya que es uno de los
procedimientos utilizados para lidiar con la composicionalidad de este tipo de datos (Gloor et al.,
2017a). No se observaron diferencias en la comparacion entre el porcentaje de especies con efecto
identificadas con y sin transformacién ALR, utilizando tanto PLS como PLS-DA. En el caso

especifico de PLS-DA, se identificd que el 19% de las especies presentaban efecto con relacion

27



al total de especies identificadas, independientemente de si se aplico la transformacion ALR o no.
En el PLS, los porcentajes de especies con efecto sobre el total fueron de 19% con transformacion
y de 18% sin transformacion. De las especies identificadas por el PLS-DA, el numero de falsos y
verdaderos positivos fue similar con y sin transformacion ALR (Fig. 7). En cambio, en el PLS si
varid el numero de especies con y sin efecto en el fenotipo, con un niimero total de especies
identificadas de 115 + 2 especies con ALR y 17546 sin ALR. De todas las especies identificadas,
se encontraron 22 =+ 2 especies con efecto sobre el fenotipo utilizando ALR, y 32 + 3 especies con

los datos sin transformar (Fig. 7).
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Figura 7. Comparacion de media + desviacion tipica de especies seleccionadas por los modelos PLS
(A) y PLS-DA (B). Los graficos muestran los resultados con y sin transformacion por additive log-ratio

(ALR) en el escenario NMH bajo pardmetros de microbiabilidad de 0.15 y EM de 0.5.

4.2. MODELOS MACHINE LEARNING

Diferentes modelos de machine learning (ML) se implementaron para evaluar la
capacidad de identificacién de especies con efecto en el fenotipo mediante el desarrollo de
modelos de clasificacion de las poblaciones divergentes y de prediccion del fenotipo. Para ello se
utilizaron modelos ML de clasificacion como Partial Least Squares Discriminant Andlisis (PLS-
DA), Gaussian Naive Bayes (GNB), Random Forest (RFC) y CatBoost (CBC) y de regresion
como Partial Least Squares (PLS), Least Absolute Shrinkage and Selection Operator (LASSO),
Random Forest (RFR) y CatBoost (CBR).
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4.2.1. Modelos de clasificacion

Todos los modelos de clasificacion mostraron un rendimiento de clasificacion del 100%
independientemente de los parametros y escenarios simulados. Los modelos identificaron una
media de 19 = 7% especies con efecto en el fenotipo sobre el total de especies identificadas por
cada método (Fig. 8). Ninguno de los modelos identificé las 100 especies con efecto en el
fenotipo. Los modelos PLS-DA, CatBoost y Random Forest identificaron una cantidad similar de
especies con y sin efecto en el fenotipo entre todos los escenarios independientemente de los
parametros de m?> y EM. El GNB fue el algoritmo que presentd una mayor variabilidad entre
escenarios. Los modelos GNB ajustados para microbiomas simulados con valores de EM de 0.2
(Fig. 8B, 8E) y 0.5 (Fig. 8C, 8F) identificaron una gran cantidad de especies para los escenarios
de NMH y M. Sin embargo, para EM de 0, el GNB identifico una proporciéon muy baja de
especies, cercana a cero, en comparacion con los demas escenarios. El modelo que selecciond
una mayor cantidad de especies con efecto en el fenotipo en todos los escenarios y parametros de
simulacion fue el PLS-DA, con una media de 25 + 4 especies con efecto en el fenotipo, pero con
una media de 135 + 18 falsos positivos. El modelo que menos especies identificod fue el CBC, con
1 + 2 especies con efecto y 4 + 1 especies sin efecto. Gran parte las especies seleccionadas entre
las 10 primeras de mayor importancia en cada modelo fueron falsos positivos (Fig. 8). El modelo
que mas verdaderos positivos incluyé de media fue el RFC con una media de 2 + 2 especies con
efecto en el fenotipo entre todos los escenarios, y el que menos el CBC con una media de 1 +2
especies. El méaximo de verdaderos positivos dentro del top 10 fueron identificados por el
CatBoost en el escenario HMH con condiciones de m? de 0.5 y EM de 0.2, con 6 especies (Fig.
Suplementaria 2). Sin embargo, este modelo también identifico el valor minimo de especies con
efecto en el top 10, y hubo escenarios y parametros en los que no incluy6 ninguna especie (Fig.

Suplementaria 2).
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Figura 8. Numero de especies seleccionadas por los modelos de clasificaciéon. Numero de especies
seleccionadas en escenarios M (negro, gris), NMH (azul) y HMH (rojo, rosa) con efecto en el fenotipo
(negro, azul oscuro, ro0jo) y sin efecto en el fenotipo (gris, azul claro, rosa) para valores de microbiabilidad
de 0.15 (A, By C)y 0.5 (D, E y F) y valores de ambiente de 0 (Ay D), 0,2 (By E) y 0,5 (C y F) para los
modelos CatBoost de clasificacion (CBC), Gaussian Naive Bayes (GNB), Partial Least Squares
Discriminant Analysis (PLSDA) y Random Forest de clasificacion (RFC)

4.2.2. Modelos de regresion

El rendimiento de los modelos de regresion se evaludé mediante el error cuadratico medio
(RMSE) y la Q* (Tabla 3). Los modelos usando el microbioma simulado con una m? de 0.15
tuvieron errores mas elevados que aquellos con una m? de 0.5. Independientemente del escenario,
para m? de 0.15 los valores medios de RMSE fueron de 2.31 0.1 y de 1.95 £ 0.2 para m? de 0.5.
Respectivamente, los valores de Q? fueron de 0.31 £ 0.21 y de 0.56 £ 0.22 para m? de 0.15 y de
0.5. Se observaron diferencias en los valores de Q* dependiendo del escenario simulado. El
escenario M obtuvo los peores ajustes, siendo su mejor resultado una media de 0.36 + 0.22
obtenida con el CBR con microbiabilidad de 0.5. Los modelos NMH y HMH se parecieron mas
entre ellos, siendo el mejor ajuste el obtenido por el modelo CBR en el escenario HMH con m?
de 0.5 con una media de 0.8 + 0.04. En este escenario, el peor modelo fue el PLS, con una Q* de

0.71 £0.017.
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Tabla 3. Errores cuadraticos medios (RMSE) y Q? en cada escenario (M, NMH y HMH), con
parametros de microbiabilidad (m?) de 0,15y 0,5.

Modelo Analisis RMSE Q?
m?=0.15 m>=0.5 m>=0.15 m*=0.5
PLS 2.454+0.33 2.19+0.57 -0.07+0.13 0.18+0.29
LASSO 2.35+0.65 2.1+0.13 0.0002+0.05 0.23+0.25
M
Random Forest 2.48+0.26 1.85+0.43 0.13+0.15 0.37+0.16
CatBoost 2.17+0.5 1.78+0.47 0.04+0.08 0.36+0.22
PLS 2.46+0.45 2.06+£0.57 0.4+0.08 0.61+0.08
LASSO 2.39+0.57 1.974+0.65 0.41+0.06 0.6440.11
NMH
Random Forest 2.36+0.32 1.9+0.45 0.42+0.05 0.67+0.05
CatBoost 2.24+0.54 1.8+0.16 0.45+0.04 0.66+0.09
PLS 2.41+0.45 2.2+0.59 0.46+0.04 0.71+£0.017
LASSO 2.39+0.63 1.91+0.4 0.47+0.02 0.75+0.05
HMH
Random Forest 2.36+0.41 1.89+0.38 0.45+0.03 0.78+0.03
CatBoost 2.2+0.73 1.78+0.27 0.5+0.02 0.8+0.04

Los modelos de regresion identificaron una media de un 25 + 12% de especies con efecto
en el fenotipo sobre el total de especies identificadas por cada método (Fig. 9). Al igual que en
los modelos de clasificacion, ningun modelo fue capaz de identificar las 100 especies presentes
con efecto sobre el fenotipo. En todos los modelos, los escenarios NMH y HMH identificaron un
numero similar de especies entre ellos, mientras que el escenario M mostré mas variabilidad en
los modelos PLS y CBR, seleccionando un mayor niimero de falsos positivos al aumentar el efecto
del ambiente (Fig. 9). El PLS fue el modelo que identificé de media un mayor niimero de especies
en todos los escenarios, con una media de 33 + 5 especies con efecto en el fenotipo. Sin embargo,
también fue el modelo que mas falsos positivos identifico (205 £ 31). Por otra parte, los modelos
CBR y RFR identificaron la menor cantidad de especies con efecto en el fenotipo (Fig. 9), ambos
con una media de 4 £ 2 especies, pero el RFR tuvo una mayor cantidad de falsos positivos con
una media de 20 + 3 frente a una media de 6 + 4 falsos positivos en CBR. Los modelos de
regresion incluyeron una mayor cantidad de verdaderos positivos entre las 10 primeras especies
seleccionadas con respecto a los modelos de clasificacion. El modelo con un mayor nimero de
media fue el modelo LASSO, con 6 + 2 especies, y el que menos fue el Random Forest con 2 + 1
(Fig. suplementaria 3). El maximo de especies en el top 10 lo obtuvo el modelo LASSO, con 9

especies en todos los escenarios con los parametros de m? de 0.5 y sin efecto del ambiente; y en
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el escenario M con parametros de m? de 0.5 y EM de 0.2. El minimo de especies lo obtuvo el PLS

y RFR, con 1 sola especie en varios escenarios y parametros.
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Figura 9. Nimero de especies seleccionadas por los modelos de regresiéon. Numero de especies
seleccionadas en escenarios M, NMH y HMH con efecto en el fenotipo (negro, azul oscuro y rojo) y sin
efecto en el fenotipo (gris, azul claro, rosa) para valores de microbiabilidad de 0.15 (A,By C)y 0.5 (D, E
y F) y valores de ambiente de 0 (Ay D), 0,2 (By E) y 0,5 (C y F) para los modelos CatBoost de regresion
(CBR), Least Absolute Shrinkage Selection Operator (LASSO), Partial Least Squares (PLS) y Random
Forest de regresion (RFR).

4.2.3. Combinacion de metodologias

Todos los modelos mostraron un elevado numero de falsos positivos con respecto a los
verdaderos positivos. Por tanto, para reducir el numero de falsos positivos, se combinaron los
resultados de los modelos por parejas. Las combinaciones se realizaron entre los modelos de
clasificacion, entre los modelos de regresion, y entre modelos de clasificacion y de regresion.
Debido a las pocas diferencias que se observaron entre los distintos parametros de simulacion,
estos analisis se realizaron Unicamente bajo las dos combinaciones de parametros mas extremas:
las condiciones mas favorables con m? de 0.5 y EM de 0; y en las condiciones mas desfavorables

conm?de 0.15y EM de 0.5.

Al combinar las especies identificadas en modelos de clasificacion, se observd que la
media de falsos positivos se redujo a 14 + 20, con un maximo de 119. Sin embargo, hubo un gran
nimero de combinaciones en las que no coincidia ninguna especie entre los modelos (Figura
Suplementaria 4). Esto sucedidé en todos los escenarios, tanto en condiciones favorables como
desfavorables, por lo que la eficiencia general de esta metodologia fue baja. En los casos en los

que si coincidieron especies, el porcentaje de verdaderos positivos sobre el total aumentd
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ligeramente con respecto a los modelos usados individualmente, con un valor de 21+16%. La
combinacion de modelos de regresion si que mostrd mejores resultados (Fig. 10). La media de
falsos positivos fue de 10 + 11, con un maximo de 71 especies sin efecto en el fenotipo; aunque
la media de verdaderos positivos fue mas baja, de 4 + 4, con un maximo de 19. El porcentaje de
verdaderos positivos sobre el total fue de 36 + 24%, lo que implica que aumentd con respecto al
analisis de los modelos de regresion individualmente. Todas las combinaciones realizadas
tuvieron especies coincidentes, a excepcion de RFR+CBR en los escenarios HMH y M usando
las condiciones desfavorables. Hubo ocho combinaciones de modelos de regresion que mostraron
un numero de verdaderos positivos mayor al de falsos positivos. Las combinaciones de
LASSO+RFR y PLS+RFR en las condiciones desfavorables y LASSO+CBR y PLS+CBR (Figura
XX). Los modelos LASSO, CBR y PLS siempre tuvieron especies coincidentes entre ellos
independientemente del escenario y parametros simulados. También se observo una reduccion del
numero de falsos positivos cuando se combinaban modelos de clasificacion y de regresion. La
media de falsos positivos fue de 14 & 26, con un maximo de 125, pero el porcentaje de verdaderos
positivos fue mas bajo que cuando se combinaban modelos de regresion entre si, ya que fue de
23 £20%. Debido al bajo rendimiento de los modelos de clasificacion, hubo varias combinaciones
en las que no coincidié ninguna especie (Fig. suplementaria 5). Bajo los parametros favorables
de m? de 0,5 y EM de 0, la combinacién que mayor cantidad de especies con efecto sobre el
fenotipo obtuvo manteniendo un nimero menor de falsos positivos fueron LASSO+CBR y
PLS+CBR, con 6 verdaderos positivos en los escenarios HMH y NMH. Bajo parametros mas
desfavorables se obtuvo un numero menor, siendo el maximo 2, independientemente de la
metodologia implementada. Considerando los resultados obtenidos, los siguientes analisis se

realizaron sobre los modelos PLS, LASSO y CBR, que podrian ofrecer los mejores resultados.
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Figura 10. Numero de especies coincidentes por combinacion de modelos de regresion. En el eje X se
muestran las combinaciones de modelos, y en el eje Y el numero de especies seleccionadas. Las graficas
superiores muestran los escenarios M (negro, gris), NMH (azul) y HMH (rojo, rosa) realizados bajo
condiciones desfavorables (m? de 0.15 y EM de 0.5; graficas A, B y C), mientras que las gréficas inferiores
muestran los escenarios realizados bajo condiciones favorables (m? de 0.5 y EM de 0; graficas D, E y F).

Especies con efecto (rojo, negro, azul oscuro) y sin efecto (gris, azul, rosa) en el fenotipo

4.2.4. Regresiones dentro de linea

La combinaciéon de modelos de regresion redujo el niimero de falsos positivos
identificados, sin reducir drasticamente el numero de especies con efecto identificadas. Sin
embargo, el porcentaje de falsos positivos siguid siendo elevado (66 + 23%). En este caso, se
realizaron modelos de prediccion del fenotipo dentro de cada poblacion divergente utilizando los
tres modelos de regresion que mejores resultados obtuvieron en la combinacion de metodologias:
LASSO (Fig. suplementaria 6), PLS (Fig. suplementaria 7) y CBR (Fig. suplementaria 8). En
general, las especies identificadas por los modelos dentro de cada linea no solaparon cuando el
microbioma fue simulado bajo las peores condiciones de una m? de 0.15 y un EM de 0.5. Con los

pardmetros mas favorables (m? de 0.5 y EM de 0), los modelos PLS y CBR identificaron especies
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solapantes entre ambas lineas (Fig. 11). El nimero de especies solapantes fue bajo, pero el
porcentaje de falsos positivos se redujo considerablemente, siendo de 0% para CBR (Fig. 11). El
numero de especies solapantes por CBR fue de 2 para el escenario M y de 3 para el HMH, no
habiéndose identificado ninguna especie para el modelo NMH. El PLS si que identific6 un total
de 6 especies solapantes en el escenario NMH (Fig. 11). Sin embargo 4 de ellas fueron falsos
positivos. En el escenario M se identifico 5 especies, todas con efecto en el fenotipo, y en el HMH
9 especies de las cuales solo 3 fueron falsos positivos (Fig.11). Por otro lado, se evaluo si las
especies solapantes entre las lineas ya habian sido identificadas previamente por los modelos de
regresion realizados. En este caso, solo el PLS para los escenarios M y HMH con los parametros
mas favorables identifico 3 especies solapantes entre las lineas y el modelo de regresion

previamente desarrollado (Fig. suplementaria 7).

Condiciones desfavorables Condiciones favorables
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N° especies seelccionadas
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M sin efecto NMH sin efecto HMH sin efecto

Modelo y efecto en fenotipo
. M con efecto. NMH con efecto . HMH con efecto

Figura 11. Especies coincidentes entre regresiones por linea bajo los parametros favorables (A) (m?

de 0.5y EM de 0) y desfavorables (B) (m? de 0.15 y EM de 0.5). Especies con efecto (colores negro, azul
oscuro y 1ojo) y sin efecto (colores gris, azul claro y rosa) en el fenotipo en escenarios M (negro/gris), NMH

(azul) y HMH (rojo)

4.2.5. Modelos de regresion alternando sets de entrenamiento y testeo
Otra aproximacion para reducir los falsos positivos fue evaluada. En este caso se
utilizaron los modelos PLS, CBR y LASSO 100 veces, alternando los individuos que componen
los sets de entrenamiento y testeo para comprobar si el sesgo generado por la division en estos
grupos influia al numero de falsos positivos, y evaluando las especies seleccionadas por cada
modelo y las coincidentes entre ellos (Fig. 12). En general, los resultados fueron mejores bajo las
condiciones favorables de microbiabilidad 0.5 y sin efecto del ambiente. Con estos parametros,
los modelos LASSO y CBR tuvieron pocos o ningun falso positivo en los tres escenarios (Fig.
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12), mientras que el PLS tuvo resultados similares a los obtenidos en los analisis iniciales. Al
combinar las metodologias, en todas las combinaciones coincidieron especies entre los modelos
y el porcentaje de verdaderos positivos en estas combinaciones fue, de media, de 63 + 20%. Sin
embargo, en las condiciones mas desfavorables los modelos LASSO y CBR identificaron pocas
0 ninguna especie con efecto en el fenotipo, y el PLS mantuvo resultados similares, destacando
que en el escenario M solo el PLS identificé especies con efecto. Al combinar los modelos, en el
escenario NMH las combinaciones con CBR o no coincidieron especies o solo coincidieron falsos
positivos. En el escenario HMH si coincidieron especies entre todos los métodos, pero el
porcentaje de especies con efecto en el fenotipo fue de 25 + 19%, mucho menor que en las

condiciones favorables.
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Figura 12. Especies seleccionadas alternando los sets de entrenamiento y testeo en los modelos CBR,
PLS y LASSO. Se muestran las especies coincidentes entre ellos, en los escenarios HMH (A, D), M (B,
E) y NMH (C, F) bajo parametros favorables (m? de 0.5 y EM de 0) y desfavorables (m?de 0.15 y EM de

0.5). Especies con efecto (azul oscuro) y sin efecto (azul claro) en el fenotipo.
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5. DISCUSION

En este estudio se evaluo el rendimiento de diferentes modelos machine learning a la hora
de identificar las especies bacterianas con efecto en el fenotipo. Para ello, se utilizo una microbiota
simulada asumiendo una seleccion fenotipica divergente para alto y bajo TC durante 13
generaciones. La simulacion de las dos poblaciones divergentes mostro que las dos lineas se
diferenciaron entre ellas a nivel fenotipico (Fig. 5), genético (Fig. suplementaria 1) y de la
microbiota (Fig. 5, Fig. 6). La respuesta fue mayor en la linea alta que en la linea baja (Fig. 5).
De las 100 especies con efecto, muy pocas se perdieron durante el proceso de seleccion. Ademas,
las dimensiones del microbioma se mantuvieron similares entre ambas lineas (Tabla
suplementaria 1). Esta diferencia no fue debida a la ausencia de especies con efecto negativo sobre
el fenotipo. En cambio, la mayor respuesta por parte de la linea alta se debid a que en las
poblaciones base el efecto del microbioma fue mayoritariamente positivo, de modo que la
tendencia inicial de la seleccion seria al alza, y la seleccion en la linea baja tendria mayores
dificultades para reducir sus valores fenotipicos y de microbioma. Sin embargo, en el ambiente
las especies con efecto negativo fueron mas abundantes, por lo que en los escenarios con mayor
efecto ambiental si hubo una mayor respuesta en la linea baja (Fig. 5B). Por otra parte, las especies
afectadas por el genoma con efecto positivo sobre el fenotipo fueron mas abundantes en la
poblacion base, mientras que en el ambiente fueron mas abundantes las que tenian efecto
negativo. Por ello el escenario HMH sin ambiente obtuvo una mayor respuesta positiva, y una
mayor respuesta negativa en la linea baja (Fig. 5B). Por otra parte, los cambios en los valores de
la microbiabilidad (m?) y la proporcion de especies adquiridas por el ambiente tuvieron el efecto
esperado sobre el fenotipo y la microbiota. A mayor microbiabilidad, mayor fue la respuesta de
la microbiota. En cuanto al efecto ambiental, distintos estudios han mostrado que las crias
comparten microbioma con sus madres (Magqsood et al., 2019b). Esta diferencia se incrementa
cuanto menos contacto hay entre las crias y sus madres, ya sea en el nacimiento (Dominguez-
Bello et al., 2010, Drell et al., 2017), o en la lactancia (Backhed et al., 2015, Drell et al., 2017).
Por tanto, a mayor efecto ambiental menor es el parecido entre el microbioma materno y el de las

crias, lo cual coincide con los resultados obtenidos en este estudio.

La separacion entre las poblaciones también se pudo observar en el PCA (Fig. 2). En los
PCA usando la microbiota completa se observaron subgrupos dentro de poblaciones. Sin
embargo, estos subgrupos desaparecieron o se redujeron cuando el PCA se realizé s6lo con las
especies con efecto en el fenotipo (Fig. 6). Esto podria indicarnos un efecto deriva, que podria
estar asociado a la seleccion de determinadas familias a lo largo de las generaciones, ya que esta
variabilidad dentro de cada linea viene dada por especies que no influyen al caracter. Por otra
parte, considerando las especies con efecto en el fenotipo (Fig. 5D, Fig. 5E, Fig. 5F), las

poblaciones divergentes se separaban. Esto nos estaria indicando que la variabilidad observada
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en el microbioma de los animales ha sido un efecto de la seleccion divergente aplicada (Fig. 5).
Este efecto de la seleccion en el microbioma ya se habia observado previamente en conejos
seleccionados para alta y baja variabilidad del tamafio de camada (Casto-Rebollo et al., 2023¢c) y
en conejos seleccionados para alta y baja grasa intramuscular (Zubiri-Gaitdn et al., 2023). No
obstante, estos estudios no tienen en cuenta la deriva asumiendo que todas las especies
identificadas por los modelos son especies causales, importantes para la regulacion del fenotipo
de interés. Sin embargo, en este estudio observamos que una elevada proporcion de las especies
seleccionadas por los modelos ML de clasificacion y de regresion fueron falsos positivos (Fig. 9
y Fig.10), a pesar del buen rendimiento de prediccion observado en algunos de ellos. Todos los
modelos utilizados han sido considerados como buenas opciones para el analisis de datos de
microbioma (Topguoglu et al., 2020, Li et al., 2022, Moreno-Indias et al., 2021), pero estos
estudios se han basado mayoritariamente en los rendimientos de prediccion, y no en las variables
que estaban siendo seleccionadas. Por ello, estudios de simulacion como este son necesarios para
evaluar la capacidad de identificacion de las especies causales por los diferentes algoritmos de

ML.

Todos los modelos de clasificacion predijeron con un 100% de precision la linea a la que
pertenecia cada individuo. Ademas, estos modelos incluyeron muy pocas especies con efecto
sobre el fenotipo entre las 10 mas importantes de cada método (Fig. Suplementaria 2). Esto indica
que el elevado niimero de falsos positivos obtenido se debe a que los modelos no han considerado
las especies con efecto sobre el fenotipo como las més importantes. Estos modelos seleccionaron
especies sin efecto sobre el fenotipo con grandes diferencias de abundancia entre lineas,
generalmente debido a presencia/ausencia de especies en una poblacion con respecto a la otra. La
mayoria de estas especies no tenian efecto en el fenotipo y fueron consecuencia de la deriva. Al
no necesitar las especies causales para realizar la clasificacion, se explican las pocas diferencias
en rendimiento de cada modelo, independientemente de los escenarios y parametros simulados.
Los modelos de regresion, por otra parte, si tuvieron diferencias de rendimiento dependiendo del
escenario y del parametro de microbiabilidad. El escenario M, en el que se habia visto una menor
respuesta a la seleccion (Fig. 4, Fig. 5) tuvo peores ajustes, lo cual se vio reflejado en la seleccion
de variables, ya que los modelos no han generalizado correctamente. Los modelos de regresion
incluyeron de media un mayor numero de especies con efecto en el fenotipo entre las 10 especies
mas importantes para la prediccion de cada modelo (Fig. suplementaria 3), y el porcentaje de
verdaderos positivos que identificaron fue mayor que en los modelos de clasificacion. Por tanto,
las especies con efecto sobre el fenotipo habrian tenido un mayor peso en las predicciones con
modelos de regresion. Al utilizar directamente el fenotipo de los individuos, las especies

diferentes entre lineas por presencia/ausencia, no son seleccionadas por los modelos de regresion
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si esa presencia/ausencia no esta relacionada con las diferencias fenotipicas, lo que explica su

mejor rendimiento en comparacion a los modelos de clasificacion.

El elevado nimero de falsos positivos visto en todos los modelos puede tener diversas
explicaciones. Un aspecto importante es que las abundancias de muchas especies del microbioma
sin efecto sobre el fenotipo mostraron estar fuertemente correlacionadas con especies con efecto
sobre el fenotipo (Fig. 6). Distintos tipos de modelos reaccionan a las variables correlacionadas
de distintas maneras. La regresion LASSO, al ser un método de penalizacion tipo L1, al encontrar
variables correlacionadas solo considera una de ellas como importante, asignando un coeficiente
de regresion de 0 al resto (Namkung, 2020). El modelo CatBoost también elimina variables
correlacionadas, dado que no incluye variables fuertemente correlacionadas entre ellas al generar
los arboles. El resto de las modelos no eliminan las variables correlacionadas entre ellas,
considerandolas todas importantes para la prediccion. Dependiendo de si las variables
correlacionadas se eliminan o no, puede suceder que o bien se pierda la especie con efecto en el
fenotipo o que esa especie sea seleccionada junto con otros muchos falsos positivos. Esto se pudo
observar especialmente en los modelos PLS y PLS-DA, que siempre seleccionaron una mayor
cantidad de variables con respecto al resto de modelos (Fig. 8, Fig. 9) dado que no eliminan las
correlaciones (Palermo, 2009). Esto ocasiona la seleccion de un elevado numero de falsos
positivos (Fig. 8, Fig. 9). Por otra parte, al tratarse de datos composicionales, una posibilidad
inicial que explique los malos resultados puede venir de las dificultades de analizar este tipo de
datos. En este estudio se realizé una transformacion logaritmica por ALR, que previamente habia
sido considerada como una opciéon simple y efectiva para analizar datos composicionales
(Greenacre et al., 2021). Se observo una diferencia en el numero de falsos positivos identificados
entre datos con y sin transformar (Fig. 7), pero el porcentaje de verdaderos positivos identificados
por los modelos no se vio afectado. La transformacion por ALR, por tanto, no afectd a la
proporcién de falsos positivos. Otra posible causa de los resultados observados son las fuerzas de
deriva. A pesar de que las fuerzas de seleccion tienen un mayor efecto sobre el microbioma
(Logares et al., 2018), la deriva tiene un fuerte efecto sobre caracteres que no tienen un gran
impacto sobre el fitness (Mutumi et al., 2017), y causaria que unas especies, por azar, se fijen en
una linea y no en la otra. El efecto de deriva se pudo observar en los PCA (Fig. 5) y afectaria
particularmente a los modelos de clasificacion, que no distinguen las especies identificadas por
deriva de las causales. Otros aspectos que podrian estar afectando a los resultados estarian
relacionados con parametros propios de la simulacion de los datos, como las abundancias iniciales
de las especies, su variabilidad, la magnitud del efecto de las especies sobre el microbioma, o si
estan influenciadas por el genoma o no. Todos estos parametros iniciales pueden beneficiar a unas
especies por encima de otras y causar que por azar los modelos las seleccionen o no. Por ejemplo,

si una especie con un efecto grande sobre el fenotipo tiene una abundancia inicial en la poblacion
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base muy pequefia, es posible que esa especie se pierda en alguna generacion y no vuelva a
incorporarse nunca o se incorpore a través del ambiente en una generacion muy avanzada; de
forma que su efecto se pierde en la poblacion. Sin embargo, para determinar los motivos por los
que unas especies se seleccionan y otras no seria necesario realizar otros estudios analizando los
microbiomas de cada linea en cada generacion. Por otra parte, también hay que considerar el
rendimiento de los modelos. Los modelos con bajos rendimientos de prediccion no generalizan
bien, por lo que la proporcion de falsos positivos aumenta al no aprender correctamente los
patrones para predecir el fenotipo. Esto se observa en los modelos de regresion, que tuvo mejores
rendimientos en los modelos ajustados con la microbiota simulada bajo condiciones favorables
(Tabla 3). También obtuvieron una menor cantidad de falsos positivos bajo los parametros mas

favorables (Fig. 10, Fig. 11, Fig. 12).

En este estudio se consideraron tres aproximaciones para intentar mitigar el nimero de
falsos positivos identificados por los modelos. El primero fue la combinacidn por pares de los
resultados obtenidos por cada modelo, ya fueran de regresion o de clasificacion. Esta
aproximacion se basa en la idea de que cada metodologia es capaz de aprender diferentes patrones
para resolver un mismo problema, por lo que el uso de varios modelos es recomendable (Moreno-
Indias et al., 2021,Papoutsoglou et al., 2023) . En este estudio se han obtenido resultados que
respaldan el uso de la combinacion de metodologias, dado que la combinacion de modelos de
regresion redujo el nimero de falsos positivos del 75 + 12% inicial a un 66 + 22%, lo que supone
una diferencia de 34 + 8 falsos positivos (Fig. 10). Por otra parte, se realiz6 una aproximacion
alternando las composiciones de los grupos de entrenamiento y testeo. Para ello se realizé 100
grupos de set de entrenamiento y test, con el objetivo de reducir la identificacion de especies
debido a la subdivision de set de entrenamiento y test realizada. Los individuos que conforman el
grupo de entrenamiento tienen una mayor influencia sobre las predicciones, ya que se usan para
generar el modelo. En bases de datos donde el nimero de individuos es pequeio, este efecto puede
ser determinante a la hora de la seleccion de variables. Esta aproximacion funcioné bajo las
condiciones favorables de microbiabilidad y ambiente, pero en las condiciones desfavorables
presentd peores resultados, pues mantuvo un porcentaje de falsos positivos similar al de los
analisis iniciales con un 75 + 19%. Destaco especialmente el escenario M (Fig. 13B), en el que
solo el PLS identifico especies causales. El mal rendimiento de este escenario pudo deberse a su
baja respuesta de seleccion (Fig. 4) y a los bajos rendimientos de prediccion que obtuvo (Tabla
3), lo que impide que los modelos generalicen y predigan correctamente. En el resto de los
escenarios, la composicion de los grupos de entrenamiento y testeo mostraron tener efecto sobre
los resultados, principalmente en los modelos LASSO y CBR, pero solo tuvieron buenos
resultados en las condiciones favorables donde se obtuvieron los mejores rendimientos de

prediccion, con tan solo un 37 + 20% de falsos positivos. Finalmente, se realizaron modelos de
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regresion dentro de cada linea divergente para intentar reducir efectos de deriva debido a la
seleccion divergente de las dos lineas. Esta aproximacion fue la que mejor rendimiento mostro,
ya que las especies que coincidian entre las seleccionadas de cada poblacion eran todas o casi
todas verdaderos positivos para los modelos PLS y CBR, en los escenarios donde hubo especies
coincidentes (Fig. 11). Sin embargo, hubo ocasiones en las que los modelos no pudieron
identificar especies o identificaron muy pocas, algo que sucedi6 principalmente en el modelo
LASSO y en la linea baja. Esto sucedio debido a que la linea baja mostré una menor respuesta a
la seleccion, y el modelo LASSO no pudo encontrar ninguna relacion entre el microbioma y el
fenotipo de los individuos dentro de esta linea. Debido a estos resultados, esta aproximacién no
seria indicada en el modelo LASSO. En PLS y CBR, el nimero de especies identificadas al
coincidir las seleccionadas en la linea alta y en la linea baja fue reducido (maximo de 9 en
condiciones favorables para el modelo PLS) pero con un numero de falsos positivos casi nulo
(maximo de 4 en PLS). También cabe destacar que con esta aproximacion los verdaderos positivos
seleccionados generalmente no habian sido previamente identificados en los modelos ML de
regresion. Por ello, una buena aproximacion seria complementar los analisis ML de regresion
globales con analisis dentro de poblacion. Ademas, estos resultados pueden combinarse con el top
10 de especies identificadas en los analisis de regresion iniciales (Fig. suplementaria 3),
especialmente con el top 10 del modelo LASSO que fue el que mas especies con efecto incluyod.
De esta forma, también pueden reducirse los falsos positivos. A pesar de que todas estas
metodologias redujeron el numero de falsos positivos, en los andlisis que identificaron mas
especies con efecto en el fenotipo que falsos positivos el numero de especies identificadas fue
muy reducido, de 5 especies como maximo. Por tanto, si se quieren obtener resultados con el
menor nimero de falsos positivos posible, se debe asumir que una gran cantidad de especies que
serian bioldgicamente relevantes se van a perder en los analisis. Aun asi, los falsos positivos tienen
un papel importante en estos analisis y se deben tener en cuenta a la hora de interpretar

bioldgicamente los resultados.
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6. CONCLUSION

En este estudio se han evaluado diversos métodos para identificar las especies con efecto
sobre el fenotipo de datos de la microbiota de dos poblaciones divergentes seleccionadas para
tamafio de camada alto y bajo, obtenidas mediante una herramienta que permite simular la
evolucion del fenotipo, genoma y microbiota a través de 13 generaciones. Se han evaluado la
cantidad de verdaderos y falsos positivos seleccionados por modelos de clasificacion y de
regresion, y se han realizado analisis de los métodos combinados y regresiones dentro de cada
linea divergente y en iteraciones cambiando los sets de entrenamiento y testeo. De todos los
analisis realizados, se observo que los modelos machine learning tienen buenos rendimientos de
prediccion, pero identifican un elevado nimero de falsos positivos. Dichos falsos positivos
pudieron aparecer por diversas causas como correlaciones entre especies, fuerzas de deriva o
efectos propios de la simulaciéon. Los modelos de regresion mostraron un mejor rendimiento
seleccionando un menor nimero de falsos positivos y dando una mayor importancia a las especies
con efecto en el fenotipo, y de todos los anélisis realizados con los modelos de regresion los que
menor cantidad falsos positivos mostraron fueron las combinaciones de los modelos PLS, LASSO
y CatBoost de regresion, pudiendo complementarse con el top 10 de especies identificadas por el
modelo LASSO y con regresiones dentro de linea en modelos CBR y PLS, bajo las condiciones

favorables en las que los modelos tuvieron buenos rendimientos de prediccion.

En conclusion, los modelos machine learning para identificacion de especies causales
seleccionan un elevado numero de falsos positivos y las mejores estrategias encontradas para
reducirlos fue seleccionar las especies coincidentes entre los modelos de regresion LASSO, PLS
y CBR, con y sin iteraciones alternando los grupos de entrenamiento y testeo, complementando
estos resultados con regresiones dentro de linea y con el top 10 de especies identificadas. Aun asi,
a pesar de que los modelos muestren buenos rendimientos, se debe tener cuidado al obtener

conclusiones biologicas sobre las especies identificadas mediante estas metodologias.
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ANEXO

TABLAS SUPLEMENTARIAS

Tabla suplementaria 1. Dimensiones del microbioma en las poblaciones.

Escenario  m? Ambiente Especies Especies con Especies
(EM) totales efecto Ausentes
Linea
Alta  Baja Alta Baja Alta Baja

0% 561 556 91 90 33 28
0.15 20% 667 667 92 93 12 12

M 50% 791 776 95 93 19 4
0% 509 554 82 88 26 61
0.5 20% 651 643 93 92 30 22

50% 791 791 97 96 5 5
0% 558 570 91 94 23 35
0.15 20% 669 678 99 97 6 15
50% 780 797 95 98 4 21

NMH

0% 505 584 81 97 10 89

0.5 20% 679 668 98 97 18 7
50% 789 786 97 98 14 11
0% 562 540 86 82 42 20

0.15 20% 623 623 89 83 47 7
50% 757 788 88 94 3 34

HMH

0% 573 584 88 97 10 89
0.5 20% 634 663 84 93 7 36
50% 774 773 92 90 14 13
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Tabla suplementaria 2. Porcentaje de varianza explicado por los dos primeros componentes del
andlisis de componentes principales (PCA)

Escenario  m? Ambiente % de varianza explicada por los dos

(EM) primeros componentes
Microbiota Especies con efecto
completa sobre el fenotipo
0% 7.6 8.8
0.15 20% 5.2 7.3
50% 2.6 4.8
M
0% 8.1 8.7
0.5 20% 53 7
50% 2.6 5.6
0% 8.2 10
0.15 20% 5.7 7.7
50% 3 8
NMH
0% 8.9 11.5
0.5 20% 5.2 8
50% 2.9 59
0% 9.1 10.1
0.15 20% 5.7 10.2
50% 8.7 12
HMH
0% 8.7 12
0.5 20% 4.8 9.5
50% 3.5 9
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FIGURAS SUPLEMENTARIAS
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Figura suplementaria 1. Evolucion del valor genético de las poblaciones divergentes tras 13

generaciones de seleccion. Escenarios M (negro), NMH (azul) y HMH (roja) de las poblaciones de alto

(linea continua) y bajo (linea discontinua) tamafio de camada (TC) para valores de microbiabilidad de 0.15

y 0.5.
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Figura suplementaria 2. Numero de especies con efecto en el fenotipo entre las 10 primeras especies

seleccionadas en modelos de clasificacién. Escenarios M (negro), NMH (azul) y HMH (rojo) con
microbiabilidad de 0.15 (A, By C) y 0.5 (D, E y F) y valores de ambiente de 0 (Ay D), 0,2(By E)y 0,5
(C y F) para los modelos CatBoost de clasificacion (CBC), Gaussian Naive Bayes (GNB), Partial Least

Squares Discriminant Analysis (PLSDA) y Random Forest de clasificacion (RFC)

52



A B C

Jl-u. hi..l... Jlﬂu
'I...l. L'hi Hh]-l

CBR LASSO PLS ' CBR LASSO PLS CBR LASSO PLS
Analisis

Modelo [ HvH i M [ NwH

Sko

N° especies

S0

Figura suplementaria 3. Numero de especies con efecto en el fenotipo entre las 10 primeras especies
seleccionadas en modelos de regresion. Escenarios M (negro), NMH (azul) y HMH (rojo) con
microbiabilidad de 0.15 (A, By C) y 0.5 (D, E y F) y valores de ambiente de 0 (A y D), 0,2 (By E)y 0,5
(C y F) para los modelos CatBoost de regresion (CBR), Least Absolute Shrinkage and Selection Operator
(LASSO), Partial Least Squares (PLS) y Random Forest de regresion (RFR).
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Figura suplementaria 4. Niimero de especies coincidentes entre modelos de clasificacion por parejas.
Escenarios HMH (rojo, rosa), M (negro, gris) y NMH (azul) bajo los parametros desfavorables (A, B, C)
con microbiabilidad (m?) de 0.15 y proporcion de especies adquiridas del ambiente (EM) de 0.5 en las tres
graficas superiores, y los parametros favorables (D, E, F) con m? de 0.5 y EM de 0 en las tres graficas

inferiores.
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desfavorables para el microbioma (m? de 0.15 y EM de 0.5), en la parte inferior (D, E, F) las mas favorables
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Figura suplementaria 6. Regresion por LASSO dentro de cada linea. Especies seleccionadas dentro de
la linea alta (H), baja (L), coincidentes entre linea alta y baja (H y L) y coincidentes entre los analisis por
linea y con ambas lineas (Todos) en los escenarios M (negro, gris), NMH (azul) y HMH (rojo, rosa) con
pardmetros desfavorables (m? de 0.15; EM de 0.5; graficas A, B y C) y favorables (m? de 0.5; EM de 0;
graficas D, Ey F).

HMH M NMH

N° de especies seleccionadas
3
53|qRIOARISIP SSUOIBIPUST

Iy
s
S8|EI0AR) SAUOIIIPUOD

20

0-
T 5 4 5 5 o 4

T

N® de especies seleccionadas

T

Todas
Todas
Todas ™

> > >
T T T
Anélisis
M sin efecto NMH sin efecto HMH sin efecto
Madelo y efecto en fenotipe
. M con sfscln. NMH con efecto . HMH con efecto

Figura suplementaria 7. Regresion por PLS dentro de cada linea. Especies seleccionadas dentro de la

linea alta (H), baja (L), coincidentes entre linea alta y baja (Hy L) y coincidentes entre los analisis por linea
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y con ambas lineas (Todos) en los escenarios M (negro, gris), NMH (azul) y HMH (rojo, rosa) con
parametros desfavorables (m? de 0.15; EM de 0.5; graficas A, B y C) y favorables (m? de 0.5; EM de 0;
graficas D, E y F).
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Figura suplementaria 8. Regresion por CBR dentro de cada linea. Especies seleccionadas dentro de la
linea alta (H), baja (L), coincidentes entre linea alta y baja (H y L) y coincidentes entre los analisis por linea
y con ambas lineas (Todos) en los escenarios M (negro, gris)), NMH (azul) y HMH (rojo, rosa) con

pardmetros desfavorables (m? de 0.15; EM de 0.5; graficas A, B y C) y favorables (m? de 0.5; EM de 0;
graficas D, E y F).
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