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Resumen: El objetivo del estudio fue comparar los resultados de dos métodos para la estimación de la biomasa aérea 
a partir de datos de espectroradiometría de campo: (i) regresión por mínimos cuadrados parciales (Partial Least Squa-
res Regression, PLSR) y (ii) regresión lineal utilizando los índices Profundidad del Mínimo (Maximum Band Depth, MBD) 
y Área Sobre el Mínimo (Area Over the Minimum, AOM) como descriptores. En ambos casos se llevó a cabo una previa 
transformación de los espectros mediante Continuum Removal (CR). Como los resultados empleando PLS (R2=0,920, 
RMSE=3,622 g/m2) fueron muy similares a los obtenidos con los índices (para AOM: R2=0,915, RMSE=3,615 g/m2), 
recomendamos los índices derivados del CR puesto que su interpretación es más sencilla que la del PLSR.

Palabras clave: biomasa, pastizal, continuum-removal, espectrorradiometro, hiperespectral, partial least squares regression.

Herbaceous biomass estimation using hyperspectral data, Pls regression and continuum 
removal transformation
Abstract: The aim of this research work was to compare the results of two methods to estimate aboveground biomass 
by using field spectrometer data: (i) Partial least squares regression (PLSR), and (ii) linear regression applied to the 
Maximum Band Depth (MBD) and Area Over the Minimum (AOM) indices. In both cases different regions of the spec-
trum were transformed by Continuum Removal (CR). Since the results using PLSR (R2=0.920, RMSE=3.622 g/m2) were 
similar to the results achieved by the indices (R2=0.915, RMSE=3.615 g/m2 for AOM), using the indices derived from CR 
is recommended, since their interpretation is easier than the PLS output.

Key words: biomass, grass, continuum-removal, spectroradiometer, hyperspectral, partial least squares regression.

1. Introducción 

La biomasa es una de las principales variables 
biofísicas de interés en los estudios de vegetación. 
La posibilidad de estimar la cantidad de biomasa 
sobre el terreno en zonas dominadas por especies 
herbáceas resulta fundamental por su relación 
directa con el carbono (Barrio et al., 2006), que 
permite el estudio integral de los sistemas agro-
forestales como sumidero de carbono así como su 

contribución al ciclo global del carbono. La capa-
cidad de secuestro de carbono y su modelización 
puede facilitar la toma de decisiones en la estima-
ción de la cosecha y del manejo de los residuos 
tras la misma (Pordesimo et al., 2004). La bioma-
sa se puede definir en términos de peso de materia 
fresca o como peso de la materia seca.

El empleo de técnicas no destructivas como la tele-
detección ha sido de uso habitual para caracterizar 
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la vegetación mediante la estimación, por ejem-
plo, de la cantidad de clorofila o el contenido de 
agua. Estos estudios están relacionados con los 
datos de reflectividad espectral en la región de 
400-2500 nm, debido a la presencia de caracte-
rísticas de absorción de diagnóstico en las curvas 
de reflectancia (Kokaly y Clark, 1999). Para la 
estimación de biomasa se han utilizado diferen-
tes índices de vegetación derivados de las bandas 
del rojo y el infrarrojo cercano (NIR), (por ejem-
plo el ratio simple o el índice de vegetación de 
diferencia normalizada) (Nitsch et al., 1991; Cho 
et al., 2007). Sin embargo, varios estudios han 
mostrado que el cálculo de estos índices puede ser 
inadecuado para estimar la biomasa, debido a las 
variaciones de determinados factores como es el 
color del suelo, la estructura de la cubierta y/o las 
condiciones atmosféricas (Nitsch et al., 1991) o 
porque pueden llegar a un valor asintótico cuan-
do se alcanza un determinado valor de la biomasa 
(Gao et al., 2000), lo que dificulta su uso en mode-
los predictivos. En este contexto, la aplicación de 
transformaciones espectrales y técnicas estadísti-
cas adecuadas que tengan en cuenta la continuidad 
del espectro se plantea como una oportunidad para 
mejorar los modelos que estiman la biomasa aérea 
(Atzberger et al., 2010).

Las mediciones hiperespectrales de cubiertas ve-
getales obtenidas mediante espectrorradiómetros 
(De Jong, 1994; Smith y Curran, 1996; Kokaly 
y Clark, 1999; Atzberger et al., 2010) o sensores 
aerotransportados hiperespectrales (Huang et al., 
2004; Cho et al., 2007; Axelsson et al., 2013) 
contienen información útil para caracterizar la ve-
getación, si bien este conjunto de datos contiene 
mucha información redundante (Grossman et al., 
1996 y Schlerf et al., 2005) y presenta un menor 
ratio señal/ruido que los datos de sensores mul-
tiespectrales. Estas dos deficiencias han fomenta-
do el desarrollo de técnicas que permitan superar 
dichos problemas.

Uno de los retos habituales al emplear datos de 
espectrorradiómetro como datos de entrada en un 
modelo de estimación de una variable biofísica 
es la fuerte multicolinealidad entre las bandas del 
espectro, lo que desaconseja su uso como varia-
bles predictoras en un modelo de regresión lineal 
por mínimos cuadrados (OLSR, Ordinary Least 
Square Regression) (Curran et al., 2001). Otro de 
los problemas en el ajuste de estos modelos es que 

el número de muestras es mucho menor que el de 
variables descriptoras. Para evitar estos problemas 
se puede emplear (entre otras) la regresión por mí-
nimos cuadrados parciales (PLSR, Partial Least 
Squares Regression), que tiene en cuenta la eleva-
da correlación entre las variables y genera nuevas 
variables descriptoras en número inferior a las va-
riables originales (Williams et al., 1987). Esto úl-
timo que resuelve también el problema del menor 
número de muestras que de variables predictoras. 
PLSR se ha empleado previamente en estudios re-
lacionados con la estimación de biomasa a partir 
de datos hiperespectrales de sensores aerotrans-
portados (Atzberger et al., 2010; Mutanga et al., 
2012; Axelsson et al., 2013). 

Con el fin de mejorar la relación entre la infor-
mación derivada del espectro y las variables bio-
físicas, en este caso la biomasa aérea, se pueden 
aplicar diferentes transformaciones que mejoran 
la precisión de los modelos de predicción (Dunn 
et al., 2002; Kooistra et al., 2003; Cho et al., 
2007; Vasques et al., 2008; Axelsson et al., 2013). 
Algunas de las transformaciones más comunes 
consisten en hacer suavizados, promedios, nor-
malizaciones o derivadas (Vasques et al., 2008), 
si bien la transformación más utilizada para la 
estimación de biomasa es la transformación con-
tinuum removal (CR) (Mutanga, 2004; Mutanga 
y Skidmore, 2004; Cho et al., 2007; Axelsson, 
2013). El espectro transformado en su conjunto, 
o bien los índices derivados del mismo, han per-
mitido obtener modelos más exactos para prede-
cir la biomasa aérea y otras variables biofísicas a 
partir de datos hiperespectrales (Pu et al., 2003; 
Mutanga y Skidmore, 2004), en comparación con 
los obtenidos por los datos sin transformar.

2. Objetivos

El objetivo del presente estudio fue comparar los 
resultados en la estimación de la biomasa aérea 
medida como el peso seco de la fracción verde 
(Peso verde, PV), el peso seco de la biomasa aérea 
total (Peso total, PT), y el porcentaje del peso seco 
de la fracción verde (Porcentaje de peso verde, 
%PV) de herbáceas empleando dos métodos: (i) 
PLSR, y (ii) OLSR empleando índices calculados 
a partir de CR. 
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3. Material y Métodos

3.1. Área de estudio

El área de estudio se localizó en dos parcelas ad-
yacentes de cultivos herbáceos, compuestas fun-
damentalmente por Lolium perenne, Poa pratense 
y Trifolium repens, sometidas a irrigación y de la 
misma edad. Estas dos parcelas se ubicaron en el 
municipio de Villanueva de la Cañada (Madrid), 
con una localización del centro de las mismas 
definida por las coordenadas ETRS89 UTM30 
416381 4478513 y ETRS89 UTM30 416463 
4478505.

3.2. Material

3.2.1. Datos espectrales

Los datos espectrales se tomaron en 30 unidades 
de muestreo. Cada una de estas unidades fue una 
parcela de 1×1 m, dividida en 4 subparcelas de 
0,5×0,5 m. En cada subparcela se midieron 15 es-
pectros, por lo que se recogieron un total de 60 es-
pectros por parcela. Cada parcela quedó caracteri-
zada espectralmente por el espectro promedio de 
las 60 mediciones correspondientes. 

Las muestras espectrales se tomaron con un es-
pectrorradiómetro de campo ASD Fieldspec®4, 
con un FOV de 25° a 1,5 m. Este instrumento 
codifica la luz entrante en 16 bits y la separa en 
tres espectrómetros: Visible/Infrarrojo cercano 
(VNIR) [350-1000] nm, Infrarrojo de onda cor-
ta 1 (SWIR1) [1000-1800] nm e Infrarrojo de 

onda corta 2 (SWIR2) [1800-2500] nm. Antes de 
cada medición se calibró el instrumento emplean-
do un blanco estándar de referencia (Spectralon 
Labsphere®), lo que permitió obtener reflectancias 
absolutas en superficie.

3.2.2. Toma y procesamiento de datos de 
biomasa

Para obtener el peso de la biomasa aérea de cada 
unidad de muestreo se cortó la biomasa aérea de 
la subparcela noroeste de cada parcela de 1×1 m 
y se tomó como muestra representativa de la mis-
ma. Con el fin de evitar la pérdida de humedad, 
las muestras se introdujeron en bolsas herméticas 
y fueron transportadas al laboratorio en neveras 
frigoríficas. En el laboratorio se procedió a su pe-
sado y a su separación en biomasa seca y biomasa 
verde. A posteriori se procedió al secado en una 
estufa durante 48 horas a 65°C, obteniendo por 
separado, el peso seco de la biomasa aérea ver-
de (PV), el peso seco de la biomasa aérea total 
(PT) y el porcentaje de peso verde respecto al 
total (%PV). El peso seco de la biomasa aérea 

Tabla 1. Estadísticos descriptivos de la muestra (n=30).

 PV (g/m2) PT(g/m2) %PV (%)
Media 31,71 45,05 68,34
Mediana 34,75 49,1 69,77
Desv. Típica 12,63 15,4 13,57
Max. 50,50 75,6 90,04
Min. 4,40 9,52 29,76

PT: Peso de la biomasa aérea total, PV: Peso de la fracción 
verde, %PV: Porcentaje de peso de la fracción verde.

Figura 1. Histogramas y curva de normalidad de las variables PV, PT, %PV.
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total (PT) se utilizó como equivalente a la bioma-
sa aérea seca (aboveground dry biomass) de cada 
parcela. La biomasa se determinó dividiendo el 
peso de la hierba cosechada por el área de las par-
celas (expresado como g/m2). La Tabla 1 resume 
los estadísticos descriptivos más relevantes de las 
variables PV, PT y %PV para las 30 parcelas de 
césped/trébol, mientras que la Figura 1 muestra la 
distribución de frecuencias de la muestra para las 
tres variables. El test de Shapiro-Wilk mostró que 
las tres variables son normales (α=0,01). 

3.3. Metodología

La metodología consistió en dos pasos principales: 
el procesamiento de datos espectrales y análisis 
estadístico (Figura 2). En primer lugar se realizó 
un pre-procesamiento y se aplicó la transformación 
CR a los espectros, derivándose dos índices 
de los datos transformados. Posteriormente, la 
información espectral se empleó como datos de 
entrada para estimar PT, PV y % PV usando PLSR 

y OLSR. A continuación se describen los procesos 
descritos en la Figura 2.

3.3.1. Procesamiento de los datos espectrales

Una vez en laboratorio se procedió a la depu-
ración de los espectros mediante el software 
ViewSpecPro. Se calculó la mediana de cada 
espectro de reflectancia en superficie y se esti-
mó el espectro promedio. Se visualizaron todos 
los espectros para localizar y excluir las zonas 
con irregularidades debidas al ruido atmosférico, 
obteniéndose así un espectro depurado sin CR 
(SCR), sin las regiones comprendidas entre [1360-
1385 nm], [1800-1930 nm] y [2400-2500 nm]. 
Este espectro se empleó como base para los aná-
lisis estadísticos posteriores. A los espectros de-
purados se les aplicó la transformación CR para 
resaltar las zonas de absorción del espectro que 
pueden estar más relacionadas con la biomasa 
(Kokaly y Clark, 1999). La transformación CR 
se obtiene dividiendo los valores de reflectancia 
originales en la zona de absorción por los valores 

Figura 2. Diagrama de Flujo.



AsociAción EspAñolA dE TElEdETEcción

Estimación de biomasa en herbáceas a partir de datos hiperespectrales, regresión PLS y la transformación […]

53

correspondientes del continuum (recta que repre-
senta la tendencia) (Kokaly y Clark, 1999). Para 
realizar la transformación es necesario identificar 
los límites de las regiones a las que se va a apli-
car. Estas zonas deben ser sensibles a cambios en 
el contenido de la variable que queramos detectar 
(en este caso la biomasa). Mediante el software 
ENVI 4.7 se identificaron cinco zonas y se aplicó 
la transformación. El rango espectral de cada zona 
se muestra en la Tabla 2. 

Tabla 2. Zonas de aplicación del continuum removal.

Zona Rango espectral (nm) Región electromagnética 
 Z1 [440 -567] VNIR
 Z2 [554 -762]  VNIR
 Z3 [916 -1120] VNIR+SWIR1
 Z4 [1079 - 1297] SWIR1
 Z5 [1265 1676 ] SWIR1

Las zonas Z1 y Z2 se han usado con éxito en estu-
dios previos para la estimación de componentes 
bioquímicos de las hojas (Curran et al., 2001) así 
como para la identificación de diferentes especies 
de gramíneas (Adjorlolo et al., 2012). Asimismo, 
las zonas Z3, Z4 y Z5 se han empleado 

satisfactoriamente en estudios relacionados con la 
variación del contenido de agua foliar (Clevers 
et al., 2008; Mutanga e Ismail, 2010). Para este 
trabajo ha sido necesario redefinir los límites de 
cada región para ajustarlos a los datos de la mues-
tra. Se descartó aplicar la transformación CR en 
regiones comprendidas entre [1800-2100] nm, de-
bido a la elevada cantidad de ruido que representa-
ban cuando se analizaron visualmente las signatu-
ras espectrales. La Figura 3 muestra gráficamente 
las regiones definidas para la transformación CR. 
Para caracterizar cada una de las zonas del CR se 
derivaron dos índices: la profundidad (Maximum 
Band Depth, MBD) y el área sobre el mínimo 
(Area Over the Minimum, AOM). La MBD es la 
magnitud de la diferencia frente a la tendencia 
(Chuvieco y Huete, 2010) y está relacionada con 
la intensidad de la absorción en esa región (Clevers 
et al., 2008). El AOM se describe como el produc-
to de la profundidad y la anchura (ancho total a la 
mitad de la profundidad) (Pu et al., 2003). Ambos 
índices se han empleado con éxito en estudios de 
estimación de biomasa (Clevers et al., 2008) y de 
contenido en agua y bioquímicos foliares (Curran 
et al., 2001; Pu et al., 2003) Los cálculos de estos 
índices se realizaron con un aplicativo IDL desa-
rrollado por Shuti Khannaa (CSTARS. 
UC-DAVIS).

Figura 3. Signatura espectral característica de la vegetación de la zona de estudio, sobre la que se superponen las zonas de 
aplicación del continuum removal en este trabajo (Z1 – Z5). El detalle representa a los índices MBD y AOM en la zona Z2.
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3.3.2. Ajuste estadístico

El ajuste estadístico entre la biomasa aérea (PV, 
PT, %PV) y la información espectral se realizó 
empleando dos técnicas: regresión por mínimos 
cuadrados parciales y regresión lineal por míni-
mos cuadrados. 

3.3.2.1. Regresión por mínimos cuadrados parciales 
(PLSR)

En los análisis de datos hiperespectrales mediante 
regresiones lineales múltiples con ajuste por mí-
nimos cuadrados suelen producirse fenómenos de 
multicolinealidad, que provocan altas correlacio-
nes entre los predictores y por ello la invalidez de 
los resultados. El método PLSR fue elegido para 
este trabajo porque es adecuado para trabajar con 
datos hiperespectrales procedentes de muestras 
pequeñas y con problemas de colinealidad, así 
como con muestras con ruido en los datos bio-
físicos (Atzberger et al., 2010). Se ha empleado 
anteriormente en trabajos similares para la el estu-
dio de la vegetación y del suelo (Atzberger et al., 
2010; Mutanga et al., 2012). Este método es una 
generalización de la regresión lineal múltiple que 
puede trabajar con partes continuas del espectro, 
empleando todas las longitudes de onda dispo-
nibles. Una explicación detallada del algoritmo 
PLSR se puede consultar en Geladi y Kowalski 
(1986). Como predictores se emplearon los valores 

de la transformación CR para cada una de las zo-
nas mostradas en la Tabla 2 (valor para cada lon-
gitud de onda). Se realizó un ajuste independiente 
PLSR para cada una de las regiones. Además, con 
fines comparativos, se realizó un ajuste emplean-
do como datos de entrada el espectro depurado sin 
transformar (SCR), con valores de reflectancia. La 
selección del mejor modelo para cada variable se 
realizó teniendo en cuenta la construcción de un 
modelo sólido: con un número bajo de factores, 
un error bajo en la predicción de la validación 
cruzada, y un coeficiente de determinación (R²) lo 
más cercano a uno posible. El número de factores 
fue optimizado por el software, considerando que 
no hubiera mucha divergencia entre la varianza 
explicada por el modelo en la fase de calibración 
y en la fase de validación. Se realizó una valida-
ción cruzada del tipo Leave-One-Out (LOOCV) 
(Atzberger et al., 2010). Para la comparación de 
métodos se emplearon como criterios el número 
de factores, el RMSE y el coeficiente de determi-
nación R² de la validación. Los análisis se realiza-
ron con el software Unscrambler® X 10.2 (CAMO 
Software Inc., Woodbridge).

3.3.2.2. Regresión lineal simple (OLSR).

La regresión lineal simple por mínimos cuadra-
dos se empleó utilizando como variables de res-
puesta las medidas de biomasa (PV, PT, %PV) 

Tabla 3. Comparación de resultados de la regresión lineal por mínimos cuadrados parciales (PLSR) y la regresión lineal 
simple (OLSR), para la estimación de biomasa (PV, PT y %PV).

 PLSR LSR
 MBD AOM

 Z F R2 RMSE R2 RMSE R2 RMSE
PV z1 2 0,752 6,396 0,728 6,483 0,722 6,549

z2 4 0,877 4,506 0,669 7,146 0,719 6,587
z3 1 0,888 4,295 0,725 6,517 0,750 6,208
z4 1 0,921 3,622 0,910 3,720 0,915 3,615
z5 2 0,859 4,859 0,742 6,307 0,797 5,593

 SCR 3 0,890 4,254 - - - -
PT Z1 1 0,604 10,03 0,582 9,950 0,578 9,997

Z2 5 0,678 9,040 0,534 10,510 0,577 10,008
Z3 1 0,682 8,988 0,600 9,743 0,625 9,426
Z4 1 0,735 8,198 0,707 8,328 0,716 8,176
Z5 2 0,692 8,841 0,594 9,810 0,639 9,253

 SCR 3 0,750 7,970 - - - -
%V Z1 7 0,762 6,852 0,567 8,931 0,554 9,064

Z2 1 0,621 8,641 0,603 8,551 0,591 8,674
Z3 1 0,575 9,153 0,557 9,034 0,541 9,193
Z4 1 0,557 9,343 0,524 9,359 0,522 9,384
Z5 1 0,625 8,602 0,608 8,502 0,594 8,648

 SCR 4 0,682 7,913 - - - -

Z: número de zona del CR, F: número de factores en PLSR, MBD: profundidad, AOM: área sobre el mínimo, R2: coeficiente de 
determinación del ajuste, RMSE: error medio cuadrático (g/m2).
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y como predictores los índices (i) MBD y (ii) 
AOM derivados de la transformación CR para 
las regiones Z1-Z5 (Tabla 3). Este método se eli-
gió por su sencillez y rapidez de cálculo. Estas 
dos variables se emplearon como datos de en-
trada para la regresión dando buenos resultados 
en otros estudios (Pu et al., 2003; Clevers et al., 
2008). La validación de los modelos fue similar 
a la realizada para PLSR, empleando una valida-
ción cruzada completa (Geladi y Kowalski, 1987; 
Huang et al., 2004; Clever et al., 2008; Atzberger 
et al., 2010).y como criterios para la compara-
ción el RMSE (Valor absoluto y porcentaje de la 
variable) y el coeficiente de determinación R² de 
la validación. El ajuste estadístico y la validación 
se realizaron con el software Unscrambler® X 
10.2 (CAMO Software Inc., Woodbridge).

4. Resultados y discusión

4.1. Resultados de los ajustes 
estadísticos

La Tabla 3 muestra de forma conjunta los valores 
de los estadísticos empleados para comparar los 
resultados de la regresión PLS y la regresión lineal 
(OLSR) a la hora de estimar las tres medidas de 
biomasa (PV, PT y %PV).

Los mejores resultados del ajuste mediante 
PLSR, se han obtenido para el PV en todos los 
casos (Tabla 3). Dividiendo las zonas del espec-
tro al aplicar la transformación CR, los resulta-
dos del trabajo mostraron una mejor capacidad 
de predicción de Z4 obteniéndose un error en la 

Figura 4. Resultados de la validación cruzada para predecir PV empleando (a) PLSR y Z4, (b) PLSR y el espectro SRC, 
(c) MBD de la Z4, (d) AOM de la Z4. En todos los gráficos se muestra la línea 1:1.
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predicción de 3,622 g/m2 (<12% del valor me-
dio) y un modelo que explica más del 92% de la 
varianza del PV. Estos resultados se obtuvieron 
con el uso de un solo factor (F), mientras que em-
pleando el SCR como predictor las estimaciones 
no fueron tan exactas y se necesitaron 3 facto-
res. Para la biomasa aérea PT, empleando Z4 se 
obtuvo un error en la predicción del modelo de 
8,20 g/m2 y un R2 de 0,735 con un solo factor. En 
este caso en el espectro SRC mejoró los resulta-
dos, con una exactitud en el ajuste del 75% y un 
error de 7,97 g/m2 (con 3 factores). 

El %PV presenta como mejor resultado el de Z1, 
con un error en la predicción de 6,85 g/m2 y un 
ajuste del 76%. En cuanto a los resultados de los 
índices derivados de la transformación CR, los 
mejores resultados para la estimación del PV se 

obtuvieron a partir del índice AOM de la zona 
4 (RMSE: 3,615 g/m2 (<12% del valor medio 
de PV); R2: 0,915) y del índice MBD para la 
misma zona 4 (RMSE: 3,720 g/m2; R2:0,910). Al 
analizar los resultados para la estimación de PT, 
de nuevo los índices de la zona 4 proporcionaron 
la solución más exacta. El modelo construido 
con el índice MBD logra predecir con un error 
8,33 g/m2 y un ajuste del 71%, y el índice (AOM) 
predice con un error del 8,18 g/m2 y un ajuste del 
72%. El (%PV) presenta el mejor resultado para 
ambos índices en la zona. 5. Las figuras 4, 5 y 
6 muestran la idoneidad de los tres modelos más 
exactos para PV, PT y %PV empleando PLSR e 
índices, así como el modelo que no emplea CR 
(con fines comparativos). Para PV y PT todos 
modelos analizados se consideraron adecuados, 
puesto que los valores medidos y predichos se 

Figura 5. Resultados de la validación cruzada para predecir PT empleando (a) PLSR y Z4, (b) PLSR y el espectro SRC, (c) 
MBD de la Z4, (d) AOM de la Z4. En todos los gráficos se muestra la línea 1:1.
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distribuyen a lo largo de la recta 1:1 y próximos 
a ella. En el caso de %PV los modelos de ajuste 
no son idóneos, puesto que los valores medidos 
y los predichos no se distribuyeron de una forma 
homogénea a lo largo de la recta 1:1.

4.2. Discusión y comparación de 
métodos

En este estudio se ha demostrado que PLSR y 
OLSR son adecuados para estimar biomasa aérea 
empleando datos espectrales transformados me-
diante CR. El empleo de CR y PLSR en zonas del 
espectro como Z3 ([916-1120] nm) o Z4 ([1079-
1297] nm) simplifica los modelos de estimación 
de biomasa aérea, tal y como demuestra que el 
número de factores latentes se reduzca cuan-
do se utilizan estas zonas en lugar del espectro 

completo sin CR. Este resultado concuerda con 
los obtenidos por Axelsson (2013) para la estima-
ción de Nitrógeno, y los de Cho et al. (2007) para 
la estimación de biomasa. Empleando los mismos 
datos de partida y máquinas de soporte vecto-
rial (Support Vector Machine, SVM), el espectro 
transformado también proporcionó estimaciones 
más exactas de PV, PT y %PV que el espectro sin 
transformar (Marabel y Álvarez, 2013). 

Los resultados para PV aquí presentados mejoran 
los de Cho et al. (2007), que obtuvo un RMSE 
equivalente al 19% del valor medio de la biomasa 
mientras que en nuestro trabajo el RMSE supone 
menos del 12% del valor medio de PV y se obtiene 
con un modelo PLSR más sencillo (con un menor 
número de factores). 

Figura 6. Resultados de la validación cruzada para predecir PT empleando (a) PLSR y Z5, (b) PLSR y el espectro SRC, (c) 
MBD de la Z5, (d) AOM de la Z5. En todos los gráficos se muestra la línea 1:1.
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La zona del espectro más adecuada para la 
estimación de PV y PT se corresponde con las 
bandas de absorción de 1079 nm a 1297 nm (Z4), 
corroborando los resultados de Curran (2001), Cho 
(2007), Clevers (2008) y Mutanga (2010). Además 
se ha identificado una nueva zona (de 1265 a 
1676 nm) como relevante para la estimación de 
biomasa aérea, lo que supone una novedad en este 
tipo de trabajos. 

Respecto al empleo de MBD y AOM, los resulta-
dos de este trabajo mostraron que los modelos más 
exactos para la estimación de PV y PT se obtu-
vieron empleando los índices derivados de Z4, al 
igual que ocurría al emplear PLSR. Este resultado 
confirma que la selección óptima de las zonas a 
las que aplicar la transformación CR es clave para 
lograr modelos más exactos. Clevers et al. (2008) 
lograron resultados similares a los de este traba-
jo al estimar el contenido de agua de una cubierta 
de Lolium perenne y Trifolium repens empleando 
MDB y AOM en una región del espectro entre 
1115 y 1270 nm, muy similar a Z4, corroborando 
la idoneidad de estas longitudes de onda para la 
estimación de PV y PT.

Respecto a la comparación entre los métodos de 
regresión, si se emplean como predictores los da-
tos de Z4 (con CR) no existen diferencias signifi-
cativas entre los R2 obtenidos empleando PLSR y 
los obtenidos con MBD y AOM. Además las dife-
rencias entre los RMSE son menores del 2%, por 
lo que no se puede considerar que un procedimien-
to sea más exacto que otro (Kooistra et al., 2006; 
Cho et al., 2007; Clevers et al., 2008). Se reco-
mienda el empleo de los índices MBD y AOM y la 
regresión lineal simple para estimar la cantidad de 
biomasa aérea (PV o PT) debido a la simplicidad 
del modelo y a la facilidad para su interpretación, 
en comparación con la complejidad de los factores 
latentes de PLSR. 

El siguiente paso será evaluar el empleo de 
técnicas de estimación no paramétricas como 
redes neuronales artificiales (NN) y otros métodos 
de transformación del espectro (suavizados).
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