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APLICACION DE MODELOS DE CLASIFICACION A DATOS INCIERTOS

Resumen

En el &mbito del aprendizaje de modelos a partir de datos, la calidadde los modelos
depende en gran medida de lacalidad de los datos usados en su entrenamiento. Es por
ello, que de las etapas de que constaualquier proceso de extraccion de conocimiento, la
de preparacién y limpieza de los datos es la que ocupa un tiempo mayor. De hecho, es
habitual gue | os model os se generen con dato
Aperfectaso. Si n eusidserbgstante difesentes dutaniealec etapande s
aplicacion del modelo, ya que los datos reales suelen contener ruidopuede haber valores
faltantes, erréneos, o incluso ser inciertos en el sentido de que no conocemos su valor
exacto, sino que solo tenemosun conocimiento aproximado de su valor.

En este TFM vamos a estudiar este ultimo caso,como aplicar modelos a datos
inciertos. Vamos a centrarnos en problemas de clasificacion en los que la incertidumbre
solo esta presente en atributos numéricos.

Palabras clave: Incertidumbre en los datos, aplicacion de modelos, aprendizaje
automatico, clasificacion.
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Abstract

0
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In the field of learning models from data, the quality of models depends to a large
extent on the quality of the training data. That is the reason why the preparation and
cleaning of data is oneof the stages ofthe knowledge extraction processin which more
time is investing. In fact, the most common scenario in the model training phase is that
models be created under almost "perfect” conditions (and using "perfect"” training data) .
However, the situation is often quite different during the model deployment phase, since
in the "real world", data usually contain noise, there may are missing or incorrect values,
or even be uncertain, in the sense that we do not know their exact valug we only have an
approximate knowledge of its value.

In this Master Thesis, we will study how to apply the learning models to uncertain
data. We will focus on classification problems in which uncertainty is only pr esent in
numerical attributes.

Keywords: Uncertain data, model application, machine learning, classification
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1. Introduccion

En la actualidad los avances tecnoldgicos permiten generar y almacenar grades
volimenes de datos haciendoun uso generalizado de herramientas informaticas para la
extraccion adecuada del conocimiento que encierra la informacién. Este hecho ha
transformado el analisis de datos, orientdndolos hacia determinadas técnicas

especializadas, las cuales se encuentrarenglobadas bajo el nombre de mineria de datos.

L a mi nerza de dat os hace uso del aprendizaje
Learningo) y tiene como objetivo utilizar dato
problema que se plantee en la actualidad. Para ello se lleva a cabo un proceso
de aprendizaje sobre un conjunto de datos cuya clase ya se conoce (conjunto de
entrenamiento) , permitiendo asi generar un modelo en base de relaciones, patrones o

reglas, para poder clasficar nuevos elementos.

La calidad de los datos es vital, puesto que de ellos depende el correcto andlisis para
obtener asi una informacion util. Es ahi cuando la depuracion y limpieza de los datos
cobra un aspecto fundamental en el analisis,siendo una de las tareas que mayor esfuerzo
requiere en la generaciébn de modelos de mineria de datos y es necesario adoptar

estrategias productivas para tomar decisionescorrectas[1].

La principal problemética que encontramos en el andlisis, es que los datos ncestanen el
formato y la forma adecuada puesto que existen grandes volimenes de datosgue
presentan valores anémalos que se pued@ haber generado por sensores que no han
funcionado correctamente, informacion contradictoria porque los datos provienen de
distintas fuentes de informacién, datos que contengan ruido o presentar valores
faltantes que se han omitido por diversos factores, errores técnicos o humanos, averias

en dispositivos [2], entre otros.

En este trabajo vamos a centrarnos enel tema de losvalores faltantes, se debe tratar de
su deteccion y su tratamiento previo a la fase de entrenamiento de logmodelos, ytomar
una decision acerca de comoseran resueltos, ya que muchas técnicasde aprendizaje son

sensibles a laausencia de valores

Existen diferentes formas de tratar el problema de los valores faltantes[3] [4] [5], el
objetivo de estas técnicas es queds datosestén completos en condiciones casi perfectas
para obtener un conocimiento de calidad. Una de las formas mas sencillas de resolver el

tema de los valores faltantes es laeliminaciéon de estas instancias el inconveniente de
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esta técnica es que si gisten muchas instancias que presentan valores faltantes se puede

perder mucha informacion degradandose el conocimiento esperado de los datos.

Otra forma alternativa para el tratamiento es rellenar los valores faltantes con algun
valor, esto se puede realtar por medio de la técnica de imputacién que a menudo implica
procesos y métodos es importante elegir un método de imputacién acorde a las

caracteristicas del conjunto de datospara minimizar el ruido y el sesgo en ellos [6] .

Una de las técnicas de la imputacién es la mediaes una de las formas mas sencillas de
estimar valores faltantes para obtener una muestra completa, consiste en reemplazar
cada uno de los valores faltantes con la media de los datos observados para esanable,
tiene como desventaja que modifica la distribucibn de la variable reduciendo

artificialmente su varianza [7].

Una manera massofisticada de estimar un valor es predecirlo a partir de otros ejemplos,
utilizando cualquier técnica predictiva del aprendizaje automatico (clasificacion o
regresion) [8] , donde se estima la variable como un objetivo y con las variables restantes,
se los emplea como predictores de la técrta empleada; o se pueden emfear técnicas

mas especificascomo por ejemplo determinar el sexo a partir del nombre.

También se pueden segmentar las tuplas por los valores que estan disponibles, se
obtienen modelos diferentes para cada segmento y luego se combinan. O bien modificar

la politica de calidad de datos y esperar hasta que los datos faltantesstén disponibles.

Los valores faltantes es un ejemplo de incertidumbre maxima donde no se conoce su
valor, pero muchas veces se tiene un poco mas de conocimientos sobre ellos, donde
conocemos un valor aproximado teniendo un grado de incertidumbre presente en los
datos, estos se pueden generaren la recoleccién de datos por diferentes factores en el
campo de la medicinase puededeterminar la edad de un paciente cuando no se conoce
y esfactible estimar que la misma oscilaentre 20 y 30 afios, porque el paciente es joven,
asi mismo puede darse el casale salarios de empleados expresados en intervalosdatos
tomados con sensores los cuales tienen un grado de error que vienen determinados qr

las caracteristicas

Como se ve hay varios trabajos desarrollados para realizar la limpieza de los datosn la
fase del aprendizajepara generar modelos 6ptimos, pero qué pasa Si hemos
aprendido el modelo con datos limpios y procesados vy, en la aplicacion del modelo, los
datos presertan incertidumbre . De acuerdo con la revisionde la literatura no se presenta
un método donde los modelos se aprenden con datos limpios, en condiciones casi

perfectas, pero que almomento de realizar su aplicacion los datosno se encuentran bajo

0
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las mismas condicionespresentando incertidumbre en sus datos. Este trabajo se centra
en como aplicar técnicas de mineria de datos a datos que contienen incertidumbre, solo
nos vamos a centrar en atributos numéricos donde la incertidumbre es facilmente

representable en intervalos.

Por lo tanto, el objetivo de esta investigacion es definir una nueva aproximacién para
aplicar modelos de clasificacién aprendidos con datos "limpios y sin incertidumbre”, a
datos inciertos durante la etapade test. Hemos desarrollado dos métodos diferentes: uno
que hace uso de las etiquetas de clase predichas por el modelo (es decir, usando
clasificadores de los llamados "crisp”) y la segunda usando las probabilidades de
pertenencia a cada clase predichas pr un clasificador "soft". Evaluamos estos dos
métodos experimentalmente usando diversas técnicas de generacion de los clasificadores

y varios conjuntos de datos

El resto del documento esta organizado de la siguiente manera. En el segundo capitulo
se revsan los conceptos basicos sobre el proceso deextraccion del conocimiento (del
i n g | Kbhewledgé Discovery in Database® (KDD)), sus diferentes fases asi comolas
tareas y técnicas aplicadas en la etapade mineria de datos. En el tercer capitulo,
presentamos los dos métodos que proponemos para aplicar modelos de clasificacion a
datos que contienen incertidumbre. En el cuarto capitulo se detalla la evaluacion
experimental de los métodos propuestos en el capitulo anterior, incluyendo la
metodologia empleada y los diferentes escenarios de experimentaciéon realizados, y se
comentan los resultados obtenidos. En elquinto capitulo se presentan las conclusiones
y se proponen trabajos futuros. Finalmente, en los anexos se incluyen los resultados

experimentales degjlosados por cada dataset.
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2. Prdiminares

Resumen : En este capitulo se introducirdn definiciones
fundamentales referentes al proceso KDD, descibiendo cada una de
sus etapas. Se realizara una revision detallada a cerca de la etapa de
mineri a de datos,abordando tépicos complementarios a cerca de sus
tareas y técnicas las cuales son fundamentales para elpara el
desarrollo del presente trabajo.

2.1. Proceso de Extraccion del conocimiento (KDD)

El procesoKDD consiste en un conjunto de técnicas ytecnologias, disefiado para resolver
problemas relacionados con la cantidad masiva de datos en la tarea de andlisis de
informacién de forma digital . Este proceso tiene como objetivo la identificacion de
patrones, que son capaces de explicar un problema y axiliar en su solucion [9] . Ha sido
de gran aporte para los sistemas de informacién ya que los datos que almacenan son
utilizados como materia prima, y al hacer uso de estoanediante modelos que ayudan a
la interpretacion y el analisis generan un valor agregado obteniendo conocimiento
necesariopara la toma de decisiones

CONOCIMIENTO

Bajo Alto
YVolumen Valor
CcIO
Alio Bajo
Yolume gm7’ \/ Valor

Figura 1Relacion entre dato, informacién y conocimiento [10].

Surge para ayudar a comprender el contenido de un repositorio de datos. Con este fin,
hace uso de practicas estadisticas y, en algunos casos, de algoritmos de busqueda
proximos a la Inteligencia Artificial y a las redes neuronales.

Existe una metodologia llamada CRISP-DM (Cross Industry Standard Process for Data
Mining) que se puso en marcha con un proyecto de laUnion Europea. El proyecto fue
dirigido por cinco empresas: PSS, Teradata, Daimer AG, NCR Corporation y Ohra. Es
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APLICACION DE MODELOS DE CLASIFICACION A DATOS INCIERTOS

un proceso estandar que han adoptado las industria s para la mineria de datos [11].
Consta de 6 fases definidas para su implementacion

Comprension del negocio
Comprension de Datos
Preparacion de datos
Modelado

Evaluacion

Despliegue

= =4 -8 -8 -8 _9

Data
Understanding
Data
Preparation

Business
Understanding

Deployment

.

Figura 2 Metodologia CRISP-MD [7]

Las flechas en el diagrama indican las dependencias mas importantes y frecuentes entre
fases. El circulo exterior en el diagrama simboliza la naturaleza ciclica de la mineria de

datos en si. Un proceso de mineria de datos contiua después del despliegue de una
solucion. Las lecciones aprendidas durante el proceso pueden provocar nuevas
preguntas de negocio, a menudo mas centradas y posteriores procesos de mineria de
datos se beneficiaran de la experiencia de los anteriores.

2.1.1. Fases del proceso de extraccion del
conocimiento

KDD es un procesoiterativo donde las salidas de algunas de sus fases pueden hacer
volver a pasos anteriores donde se requieren de varias iteraciones para obtener
conocimiento de calidad. También se consideraun proceso interactivo donde un experto
en el dominio del tema debe prestar ayuda para llevar a cabo procesos en algunas de las
fases. Acontinuacion, se describen las fases del proceso KDI[8] .

DSlc
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2.1.1.1. Integracion y recopilacién de datos.

Las bases de datos y las aplicaciones basadas para el proceso tradicional en linea son
suficientes para cubrir necesidades diarias de una organizacioncomo, por ejemplo:
control de inventarios, facturacion, etc. Pero resultan complejas para determinar
funciones como el andlisis, la planificacion y la prediccion, que nos sean Util para la toma
de decisiones.

Para poder realizar un proceso KDD lo mas normal es que los datos se encuentren
distribuidos en diferentes fuentes de datos, lo cual es un retomuy grande ya que pueden

utilizar diferentes claves primarias, formatos de registros, entre otros motivos. Lo

primero es lograr la integracion de las mdultiples bases de datos, dando lugara la

tecnologia de almacenes de datogdata warehousing).

En la Figura 3 se muestra un esquema sobre el proceso de integracién de un almacén de
datos a partir de distintas fuentes.

Integracion
Almacenamiento

Almacén de

Limpieza s

Figura 3 Integracion de en un almacén de datos [8] .

2.1.1.2. Seleccion, limpieza y transformacion

La calidad del conocimiento no solo depende del algoritmo de mineria utilizado, también
es importante la calidad de los datos para ello después de integrarlas diferentes fuentes
sedebe seleccionar, limpiar y trasformar p ara generar el conjunto o vista minable con el
fin de detectar datos coleccionados en la etapa anterior que sean irrelevantes para la tarea
de mineria de datos que se desea realizar.

Una vez que se identifican los datos a utilizar, se debe entender el sigificado de los
atributos, pudiendo detectar posibles errores en la integracién, como datos repetidos o
datos expresados en diferentes formatos los cuales puedesurgir al recolectarse de datos
de fuentes distintas. Se debe tener en cuenta qug@uede haber datos anomalos,los cuales
pueden representar errores en los datos o bien, pueden ser valores correctos que son
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APLICACION DE MODELOS DE CLASIFICACION A DATOS INCIERTOS

simplemente diferentes a los demas. Algunos algoritmos de mineria de datos ignoran
estos datos, pero en ocasiones no es muy recomendable elimingos ya que dependiendo
el contexto puede que estos sean relevantes para el analisis.

Ahora bien, analizado el tipo de problema y los datos disponibles se selecciona el
algoritmo o los algoritmos que se van a emplear. Los datos deben ser ajustados al for@to
de entrada que requiere cada algoritmo.Con esta fase se consigue tener un conjunto de
datos adecuados para la aficacion de las siguientes fases

2.1.1.3. Mineriade d atos.

El objetivo de esta fase es producir nuevo conocimiento que pueda utilizar el usuario. Se
realiza construyendo un modelo sobre los datos preparados y transformados en las fases
anterior es. El modelo es una descripcién de patrones y relaciones entre los datos que se
usan para hacer predicciones. En esta fase de deben tener algunos puntosano sobre el
problema a abordar, enfocandolo correctamente sobre las tareas de la mineria de datos
como, por ejemplo, si es un problema de clasificacion o regresion y asi poder determinar
la técnica a utilizar con respecto al tipo de tarea, por citar un eemplo dentro de las tareas
de clasificacion existen la técnica de arboles de decision.

2.1.1.4. Evaluacion e interpretacion.

Medir la calidad de los patrones descubiertos por los algoritmos de mineria de datos no
es un problema trivial, se interpretan y se evallan los resultados obtenidos en la etapa
anterior, utilizando técnicas que permitan un mejor analisis. Los patrones descubiertos
deben tener cualidades: ser precisos, comprensibles e interesantessi no cumplen con
las expectativassedebe aplicar nuevamentelos algoritmos con cambios de parametros o
ejecutar nuevos algoritmos a fin de obtener resultados mas deseables. Todo esto hace
gue el proceso de mineria de datos sea un proceso interactivo.

2.1.1.5. Difusion y uso.

Construido y validado el modelo puede usarse paa que un analista recomiende acciones
basandose en los resultados generados por el modelo, o proceder a integrarse con otras
aplicaciones que ayuden en la toma de decisionescomo en el caso del correo electrénico
determinar si un correo es spam, 0 asistr en las predicciones del clima, la aplicabilidad
del KDD es muy amplia y se puede enfocar hacia diversos contextos.

2.2. Tareas de la mineria de datos.

Se distinguen varios tipos de tareas cada una de las cuales se puede considerar como un
problema a ser restelto por un algoritmo de la mineria de datos. Cada tarea va a tener su
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propio enfoque y requisitos que necesitan cada tarea. En este apartado vamos a
diferencias las tareas de la mineria de datos en predictivas y descriptivas y explicaremos
brevemente algunas de ellas.

2.2.1. Predictivas

También conocidos como aprendizaje supervisado se basan en entrenar a un modelo o
método por medio de diferentes datos para poder predecir una variable partiendo de
estos mismos datos.

2.2.1.1. Clasificacion

Es quizas la mas utilizadade las tareas[8] tiene por objetivos asignar objetos a uno o
varios grupos definidos denominados clase de la instancia[13] El proceso general para
generar un modelo de clasifcacion se resume enla Figura 4.

Cenjunto de dalis de

Comjunto de datos de
Beslin

Figura 4 Etapas para la generacion de un modelo de clasificacion [13]

Los problemas de clasificacion parten de un conjunto de datos la cual tiene un conjunto
de caracteristicas y conoemos la clase a la cual pertenece llamandose a este conjunto de
entrenamiento o aprendizaje, creando un conjunto de reglas el cual nos permiten validar
con un conjunto de datos diferente, permitiendo estimar la precision del modelo de
clasificacion [14].

Clase C

Figura 5 Ejemplo de Clasificacion.
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APLICACION DE MODELOS DE CLASIFICACION A DATOS INCIERTOS

Hay varias técnicas que se pueden utilizar para la clasificacion, a continuacion,
mencionamos algunas de ellas:

Arboles de decision

Regresion Logistica

Maquinas de Soporte Vectorial (SVM)
Clasificadores Bayesianos

= =4 -8 -9

2.2.1.2. Regresion

El objetivo de las tareas de regresion es la prediccibn de umamero, construyendo un
modelo basado en uno o mas predictores (variables numéricas y categéricas), que
comienza con un conjunto de datos en el que se conocen los valores objetivos. En el
proceso de construcciébn de modelos, un algoritmo de regresionestima el valor del
objetivo en funcion de los predictores para cada caso de los datos de compilacionEstas
relaciones entre predictoresy objetivo se resumen en un modelo, que puede aplicarse a
un conjunto de datos diferente en el que los valores objetivo son desconocido$15].

El modelado de regresion tiene muchas aplicaciones en analisis de tendencias,
planificacion de negocios, marketing, prondstico financiero, prediccion de series de
tiempo, modelado de respuesta biomédica y de drogas y modelado ambiental.

El andlisis de regresion busca determinar los valores de pardmetros para una funcién que

hacen que la finciébn se ajuste mejor a un conjunto de observaciones de datosLa
siguiente ecuacidn expresa estas relaciones en simbolodMuestra que la regresion es el
proceso de estimar el valor de un objetivo continuo (y) como una funcién ( F) de uno o

mas predictores (x1,x2,..,xn) , un conjunto ldeepamrn)matr os
medida del error ( e).

®w Owh— Q

2.2.1. Descriptivas.

También conocidos como aprendizaje no supervisado permiten formar grupos de datos
rapidamente, las observaciones son clasificadas en grupos que no son conocidas con
anterioridad. Los elementos de las variables pueden estar conectados entre sfje acuerdo
con vinculos desconocidos de antemano.

2.2.1.1. Agrupamiento (Clustering)

Se caracteriza por descubrir grupos y la idertificacion de distribuciones similares. es el
proceso de dividir un conjunto de datos en grupos de tal manera que los miembros de
cada grupo sean lo mas similares posible entre si y los diferentes grupos seanan
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diferentes como sea posible El objetivo final es fragmentar el conjunto de elementos
dados en regiones homogéneas. El agrupamiento puede descubrir relaciones
previamente no detectadas en un conjunto de datos siendo aplicable a varios contextos
en los negocios, deportes, literatura, etc.[16].

®
” e
',"'. l .\__
\ ] [ ."'l
\ s
; m"\. e |. \
o [0
| \ r
og] (o @
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N, .
- 0| \®
. ® %)
M o

Figura 6 Ejemplo de Agrupamiento

Una cuestion importante en el agrupamiento es cémo determinar la similitud entre dos
objetos, de modo que los conglomerados se pueden formar a partir de objetos con alta
similitud dentro de los clisteres y baja similitud entre los clisteres. Cominmente, para
medir similitud o disimilitud entre objetos, se utiliza una medida de distancia como
Euclidean, Manhattan y Minkowski. Una funcion de distancia devuelve un valor infer ior
para pares de objetos que son mas similares entre si.

Clustering también puede usarse paradeteccion de anomalias.Una vez que los datos se
han segmentado en grupos, es posible que algunos casos no encajan bien en los
clusteres. Estos casos son anomaks o valores atipicos.

2.2.1.2. Reglas de a sociacion

Las reglas de asociacion encuentran todos los conjuntos de elementos que tienesoporte
mayor que el soporte minimo y luego utilizan los conjuntos de elementosgrandes para
generar las reglas deseadas que tienesonfianzamayor que la confianza
minima. La elevacionde una regla es la relacion entre el soporte observado y el esperado
si X e Y fueran independientes.Un ejemplo tipico y ampliamente utilizado de aplicacion
de reglas de asociacion es el analisis de leesta de mercado.
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Rule Confidence | Lift
A=D 2/5 2/3 10/9
C=>4 2/5 2/4 /6
A=C 2/5 2/3 5/6
B&C=D 1/5 1/3 5/9

Figura 7 Ejemplo de regla de asociacion

2.3. Técnicas de la mineria de datos.

En la seccion 2.2 hemos realizado una breve descripcidn sobre las tareas de la mineria
de datos, en el presente trabajo abordamos tema de clasificaciébn que pertenecen a las
tareas predictivas, para los cuales existen varias técnicas que permiten resolver
problemas de este tipo, para la ejecucién del experimento a realizar utilizaremos las
técnicas deArboles de Decision, Naive Bayesy Random Forest.

Este Ultimo es un algoritmo que pertenecen a los llamados combinadores de
clasificadores o ensambles [17], se desarrollan bajo el principio de generar mas de una
modelo, variando el conjunto de datos o la técnica empleadapara entrenar cada uno de
los clasificadores, posteriormente proceden a combinar sus predicciones lo que permite
que pueda dar mejores resultados que cada uno de los modelos utilizados
individualmente . A continuacion, se realiza una breve desdpcion de cada uno de ellos.

2.3.1. Ar boles de Decisién

Los &boles de decision son una serie de decisiones o condiciones organizadas de forma
jerérquica, a modo de &rbol, en donde a los nodos terminal se les llaman hojas y a cada
nodo no terminal del arbol se asocia un atributo y este a su vez a una condicién, que
determina cuéles datos de la muestra entran en esa ramg18], de tal manera que la
decision final se puede determinar siguiendo las condiciones que se cumplen desde la
raiz del &rbol hasta algunas de sus hojas permitiemo una facil interpretacion [9].
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Los arboles de decision que se usan para predecir variables categoricas se llaman arboles
de clasificacion, mientras que los arboles de deci®n que se utilizan para predecir
variables continuas se llaman arboles de regresion19].

Predictors Target
Decision Tree

Outiook Temp  Humidity Windy Play Golf
Ralny Hat High Faizs [ m
Ralmy Hot High Trus Mo . I B P T . 1
Ovemaxt Haot High Faice wen y
Sunny Mud High Failcs Tou sty ‘ Dt Reainy
sunny cocl Hormal Faizs wer ) ) : | } )
sunny Cool Nermal Trus Mo
Overact Ccool Normal True Tes - Yes
Ralny M High Faice [
Ralny Cool Normal Faise Teu £ 1 y [ 1T a
Sunny Mud Mermal Falcs Tou ‘ FALSE J TRUE High { Mormal ‘
Ralny Mud Normal True Tes \ ! J L J J
Ovemact Mud High Trus wer | | | |
Oversast Hat Nermal Faige Teu Yes Mo Mo Yes
sunny M High True Mo

Figura 8 Representacion de un arbol de decision.

El algoritmo béasico para la construccion de arboles de decign llamado ID3 por JR
Quinlan que emplea una busqueda de arriba hacia abajo, codiciosa a través del espacio
de posibles ramas sin retroceso[16]. ID3 utiliza Entropy y Gain de informacion para
construir un arbol de decision.

Entropia.

Un arbol de decision se construye de arriba hacia abajo desde un nodo raiz e implica
particionar los datos en subconjuntos que contienen instancias con valores similares

(homogéneos). Permite calcular la homogeneidad de una muestra. Si la muestraes

completamente homogénea la entropia es cero y si la muestra es una division igual tiene
entropia de uno.

%l OOBDUE Q p&Bd 1 & &

Os

T Os

Ganancia de informacion

La ganancia de informacion se basa a la disminucion de entropia después de dividir un
conjunto de datos en un atributo. La construccion de un arbol de decision tiene que ver
con encontrar un atributo que devuelva la ganancia de informacién mas alta (es decir,
las ramas mas homogéneas).

* A ESh %l OOBDU wv6! 1 8l O0IDU

, O
LOs
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2.3.2. Random Forest.

Random forest es ura técnica que combina una cantidad grande de &rboles de decision
independientes probados sobre conjuntos de datos aleatorios corigual distribucién [20] .

La fase de aprendizaje consiste en crear muchos arboles de decision independientes,
construyéndolos a partir de datos de entrada ligeramente distintos. Se altera, por tanto,
el conjunto inicial de partid a, haciendo lo siguiente:

1 Se selecciona aleatoriamente con reemplazamiento un porcentaje de datos de la
muestra total.

Es habitual incluir un segundo nivel aleatoriedad, esta vez afectando los atributos:

1 En cada nodo, al seleccionar la particion 6ptima, setiene en cuenta s6lo una
porcién de los atributos, elegidos al azar en cada ocasion.

Una vez que se generan muchos arboles, la fase de clasificacion se lleva a cabo de la
siguiente forma:

9 Cada arbol se evalta de forma independiente y la prediccion del bogue seré la
media de todos sus arboles en caso de que sea un problema de regresiéon, cuando
se trate de un problema de clasificacion realizara un voto mayoritario sobre todos
los arboles del bosque es decir la clase con ayor voto [21]. En la Figura 9
podremos ver de manera conceptual la descripcién del modelo.

| Ciasificador 1

Madulo d :
———| Chsificador2 |——f PO [ Reriace

Clasificador L

Figura 9 Representacion conceptual del modelo Random Forest[17].
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2.3.3. Naive Bayes.

Los clasificadores bayesianos sorclasificadores estadisticos que se basa en el teorema de
Bayes. Suponen que el efecto de un valor de atributo en una clase dada es independiente
de los valores de los otros atributos[22] . Esta suposicion se denomina indeperdencia
condicional de clase. Est4 hecho para simplificar la computacion involucrada y, en este
sentido, se considera "ingenuo”[23] .

El teorema de Bayes muestra la relacion entre una probabilidad condicional y su inversa.
Proporciona un método para calcular P (Y | X) usando P (X), P (Y) y P (X | Y), que se
define [24]

D 0 ws® 0 ®
0 WSW —
UL W

El teorema de Bayes proporciona una forma de calcular la probabilidad
posterior, 0 cgo , ded @ ,0 o y0 s® .El clasificador asume que el efecto del
valor de un predictor & en unaclase dada @ esindependiente de los valores de otros
predictores. Esta suposicién se llama independencia condicional de clase.

1 P(c|x) es la probabilidad posterior de la clase (objetivo)
dado predictor (atributo).

1 P (c) es la probabilidad previa de clase o probabilidad marginal, es "anterior" en
el sentido de que no tiene en cuenta ninguna informacion sobre Xx.

1 P(x]c) es laprobabilidad condicional de x dado c.

1 P (x) es la probabilidad previa de predictor.

La probabilidad posterior se puede calcular primero, construyendo una tabla de
frecuencia para cada atributo contra el objetivo. Luego, transformar las tablas de
frecuencia a tablas de verosimilitud y finalmente utilizar la ecuacion Bayesiana Naive
para calcular la probabilidad posterior para cada clase.La clase con mayor probabilidad
posterior es el resultado de la prediccién[16].

Plx|c)=P(Sunny |Yes)=3/9=033

- Play Golf
Play Golf Likelihood Table
Frequency Table Yes Mo
fa M
: ° Sunny 3/9 35 5/14
Sunny 3 2 ‘
Outlook Overcast aj9 ofs af1a
Outlook | Overcast 4 o
el 2 3 Rainy 2/9 3/5 5f14 P(x)= P(Sunmy )
Mag| s =5/14 =036

P(c)=P(Yes)=9/14 =0.64

Posterior Probahilit'f:| P(c| x)= P(¥es | Stovn)=033x0.64 +0.36 =0.60

Figura 10 Aplicacion del teorema de Bayes [16].
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3. Aproximacion

Resumen : En este capitulo se describe el proces@ropuesto que se va
a realizar para la aplicacion de modelos de clasificacion a datos inciertos.
Para lo cual se han definidos tres fases con la aplicacion de dos
aproximaciones. Ademas, se presenta un procedimiento general que
permita generar incertidumbre en atributos numéricos , que nos servira
para evaluar experimentalmente las aproximaciones presentadas.

Una vez que se ha revisado los conceptos necesarios para enmarcar el presente trabajo,
el cual consiste en alwrdar problemas de clasificacion, donde los modelo han sido
aprendidos con datos perfectos, pero que al momento de realizar su aplicacién los datos
no se encuentran bajo las mismas condiciones presentando incertidumbre en datos
numéricos, representada a través de intervalos, por lo que no son capaces de poder
ejecutarse debido a que esta incertidumbre no fue parte de su aprendizge. Se han
definido tres fases para la ejecucion del presente problema y se definen en la Figura 11

Aplicacion Combinacion
Generar N del de

Instancias Clasificador Predicciones

Figura 11Fases del proceso de experimentacion

Haciendo un resumen de cada una de las etapas, consisten en generar N instancias
partir de la instancia con incertidumbre y se obtendran a base de cubrirvalores en el
intervalo. Luego se aplicard a esas Nnstancias el clasificador, y a continuacion se
combinaran las predicciones para poder dar una Unica prediccion a la instancia.

La Figura 12 hace referencia al problema descrito donde se puede obervar que el
atri but o f Mppreseata iocert@ldm bte@xpresado a través de intervalos, con
este ejemplo se va a realizade manera detalladala explicacion de cada una de las etapas
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Peso Sexo Edad Monto

Crédito CREDITO (CLASE)
185 M 25 1500 — 2000 "
150 F 23 500 - 1000 -
168 M 30 1000 - 1500

Figura 12Ejemplo del problema de clasificacion a abordar.

3.1. Generacion de i nstancias.

El objetivo de esta faseconsiste en generar N valores de manera uniforme en uratributo
numérico expresado en intervalos, se deben tomar en cuenta los valores extremos de
cada intervalo, ya que son los datos que se tiene certezgue se conocery deben formar
parte ellos. N estara representadopara la aplicacion del experimento por 5,7,9,11,13y 15
para la realizacion de la explicacion se toma el valor de N=5.

[
1500 Peso Sexo Edad Monto
Crédito
1750 185 M 25 1500
Peso Sexo Edad Monto \
2di — 185 M 25 1750
Crédito 1620 \
185 M 25 1500 - 2000 185 M 25 1620
e—
1990 ~ 185 ™M 25 1990
185 M 25 2000
2000 —

Figura 13 Generacion de N instancias.

Como se puede observar en la Figura3 para la instancia que presenta incertidumbre en
el at Momutoo Ciit ®di t o 0 snstantias en base anlas vatoogerierados
dentro del intervalo , ahora que el atributo numérico se encuentra en condiciones que el
modelo sea capaz de poder ejecutrse, a continuacion, se detalla la aplicacion de los
clasificadores.

3.2. Aplicacion del Clasificador.

Para realizar la aplicacién de los clasificadores una vez que se han generado las N

instancias se debe ener en cuenta que el valor que tomara el atributod e | iMont o
cr®ditoo, ser8 cada uno de | os Selmhaplicaslecdoggener ado
tipos de clasificadores para la prediccion de las instancias.
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3.2.1. Apl i caci-n de clasificadores

Este tipo de clasificadores al ejecutarse da como regltado una etiqueta de clase[25]. La
figura 14 muestra que el clasificador ha sido ejecutado para cada instancia generada en
la fase 1.

Peso Sexo Edad Monto

Crédito
185 M 25 1500 — >
185 M 25 1750 _, L
Clasificador
185 M 25 1620 __ ”Crisp" - 1
185 M 25 1990 _, — 1
185 M 25 2000 __, [ 0o
Figura 14 Aplicacion clasificadores "Crisp"
3.2.1. Aplicacibndeclasif i c ad o Satd

Los <clasificador e sse dbtoefcbnioresultadods peobabilidadr de e
pertenencia de cada clase[25] . La figura 15 muestra un ejemplo de los resultados que se
obtienen al aplicar este tipo de clasficadores.

Peso Sexo Edad Monto
Crédito

25 1500 — —» 1=56%

185 M
185 M 25 1750 - — 0=90%
"~ Clasificador -
185 M 25 1620 —, “Soft” | .l 4 _ggo |
185 M 25 1990 _ — 1=55% |
M

185 25 2000 _ _,

Figura 15Aplicacion clasificadores " Soft"
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3.3. Combinacioén de predicciones.

Para realizar las combinaciones de las predicciones obtenidaspor los clasificadores
ACr i ps 0 seydefifelo método para cada una de ella y se muestra a continuacion
su manera de procedet

3.3.1. Aproximacion de voto mayoritario.

Para realizar la combinaciondel os resultados obtenidos por
usaremos la aproximacion de voto mayoritario, la cual consiste en tomar como
prediccion de la instanciala que mayor vez se repita paa cada clase, la Figura @ muestra

cémo se realiza la prediccién en base a los resultados obtenidos. Se puede vgue laclase

fild tiene 3 predicciones y la clasef0o tiene 2 predicciones, tomando como prediccion

final la clase 1.

Peso Sexo Edad Monto

Crédito
185 M 25 1500 —
uqn _

185 M 25 1750 _, Clase ”1”—3

Clasificador Clase “0” =2
18 M 25 1620 _,  “Crisp” Prediccion = “1”
185 M 25 1990 _,
18 M 25 2000 _ |

Figura 16 Prediccion por voto mayoritario

3.3.2. Aproximacion de  probabilidad de pertenencia

La siguiente aproximacion que permite obtener una prediccion, es la probabilidad de
pertenencia de la clase que procede a combinar los resultados obtenidos por los
cl asi fi c adbEnrdaecsal sB Ralifatlabsuma de probabilidad de cada clase y se
obtiene como prediccion la que mayor sea. En la Figura X se puede ver de que nanera
se realiza su prediccion, b suma de sus probabilidades de la claséiloes175mientras que
la suma de la clasef00es 185 con esto la prediccion de la instancia sera la clasé0o.
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Peso Sexo Edad Monto

Crédito

i)

185 M 25 1500 —» | 1=56% |
e Clase “1” =175
185 M 25 1750 — Clasificador St © Clase “0” = 185
u« ” e—— Prediccion = “0”

185 M 25 1620 — “Soft” [ _goy |

185 M 25 1990 __ | [ 1=55% |

185 M 25 2000 _, _,’—0= 959

Figura 17Prediccién por probabilidad de pertenencia

La diferencia en los resultados entre las aproximaciones puede generarse por motivo de
que, si el clasificador predice 3 instancias de la claséild  ynstdhcias de la clasef00, por
voto mayoritario se definira la clasefild , puedealarseel caso que en la probabilidad
de pertenencia la suma de probabilidades de las 2 instancias sea mayor que la suma de
probabilidades de las 3 instancias clasificadas tomando como prediccion la clasef0g,
como se puede observar en los ejemplos ilustrados en laFiguras 16 y 17 a pesar detener

el mismo numero clases predichas obtienen como prediccion final diferentes clases

3.4. Generacion de Incertidumbre

Para poder evaluar experimentalmente las aproximaciones propuestas se necesita
disponer de datos de test que presenten incertidumbre en dributos numéricos
expresados enintervalos, se procedera a generar esta incertidumbre de manera artificial
Para efectos de explicacion el atributo a considerar para generar incertidumbre es
AMomtdel cr ®di t o 0 .se pdede VerdasdesEripojhude s cbnfuntos de
datos que serviran de base para la aplicacion, es importante comentar que se hicieron
varias revisiones para generar conjunto de datos con incertidumbre. Las cuales se
describen a continuacion.
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Peso Sexo Edad Monto del Credibilidad

crédito (Clase)
185 M 45 1049 1
150 M 50 500 1
AG8 & 33 St 0 Conjunto de
8o M 25 2122 0 i
95 F 18 2171 1 Entrenamiento
60 F 38 8534 1
68 F 25 3398 0
78 M 31 1361 1
102 M 28 1098 0
77 M 29 10010 1
Peso Sexo Edad Monto del
. crédito
Conjunto de 1 18 55 3040
Validacion 2 8 35 0
4 24 18 6780
1 3 25 300
Figura 18 Conjunto de datos de entrenamiento y validacion.
3.4.1. Generacion de incertidumbre con K -means

K-means es un algoritmo que permite agrupar las instancia de un conjunto datos en K
grupos de acuerdo con la relacion entre ellos[26] . Para la ejecucién del modelo no se
han tenido en cuenta la clase y el atributo numérico donde se generara incertidumbre,
donde el nimero de grupos K es determinado por el usuario en este caso se realiza el
reemplazo de K=10y K = 20.

Peso Sexo Edad
185 M 25
150 F 23
168 M 30

Peso Sexo Edad

Datos para generar K-means

Peso Sexo Edad Grupo Monto Intervalo
K-means del Generado
crédito
185 M 25 1 3040 300-3040
150 F 23 2 700 700 - 6780
168 M 30 2 6780 700 - 6780
Peso Sexo Edad 1 300 300-3040

Matriz con grupos generados

Figura 19 Proceso K-means
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Con este proceso cada instancia del conjunto de validacion pertenece a uno de los grupos
generados Grupo K-means), ahora se debe tomar el valor minimo y el valor maximo del
atributo numérico que no se utilizé para realizar la agrupaciéon (Monto del crédito) de
cada grupo, @mo se puede ver en la Figura @, el grupo 1 tiene 2 instancias que
pertenecen a él, tomando su valor maximo y valor minimo el intervalo quedaria definido
por (300 - 3040), el cual se debe asignar a todadas instancias al mismo grupo, y realizar
este proceso para los demas grupos que se generen.

Al realizar este proceso se presentaron algunos inconvenientes, los grupos generados
tenian nimeros variados de instancias pertenecientes a ellos. Como spuede doservar
en las Figuras 20 y 21 la cual representan la relacion entre el valor maximo y valor
minimo de cada grupo aplicado para K = 10 y K = 20 respectivamente, no muestran
valores uniformes en la amplitud del intervalo. Para la aplicacion de la aproximacién
presentada, la realizacion de este proceso no sera de gran ayuda porque al tener distintos
rangos en la amplitud del intervalo no se podria controlar la incertidumbre que estos
presentan, por lo que no se hara uso de esta técnica.

maxime

minimo

1 @2 3 4 5 6 7 Os8 9 10

Figura 20 Agrupacion de instancias K = 10
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maximo

10k

Tk 2k 3k 4k Sk 6k 7k

minimo

1 @2 3 4 5 6 7 Os 9 10 1n @2z 13 14 15

Figura 21 Agrupacion de instancias K = 20

La Figuras 20, 21fueron generadas con el conjunto de datos German Credit) las cuales,
muestran la informacion que se generé en el momentode la validaciéon del proceso.

3.4.1. Generacion de incertidumbre  por célculo de
la media

Descartado el proceso de Kmeans para su aplicacion, se realiza el siguiente proceso, el
cual consiste en tomar el atributo numérico del conjunto de datos de entrenamiento en
que se va a generar incertidumbre y calcular la media de sus valores. Seemplean
porcentajes | de la media calculada y dicho valor se sumard y restara al valor conocido
que tenemos en el conjunto de validacion asegurandonos que no se generen valores
negativos, con esto conseguimos representar la incertidumbre a base de intervalos,
donde | se debe ir incrementando para ir teniendo un mayor grado de incertidumbre
presente. Para efectos debxperimento | varia en un 10%, 20%, 30%.A continuacion, se
muestra una descripcién grafica del proceso realizado.
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APLICACION DE MODELOS DE CLASIFICACION A DATOS INCIERTOS

Peso Sexo Edad Monto Crédito

185 M 25 3400
700
6780

Peso Sexo Edad Monto Crédito 300

185 M 25 3120 - 3680
1=10%

Media: 280
Peso Sexo Edad Monto Crédito i
g edia Calculada:
185 M 25 2841 - 3959 \ I__ZOA) 2795
Media: 559
Peso Sexo Edad Monto Crédito 1=30%
Media: 839

185 M 25 2561 - 4239

Figura 22 Generacion deincertidumbre con calculo de la media

Como se puede observar en la Figura 22or cada instancia del conjunto de validacion se

han creado niveles de ince t i dumbr e en el atributo num®rico
siguiendo con el ejemplo se tiene en la primera instancia, donde el valor del atributo es

3400 se procede a generar los intervalos en base al porcentaje | de la media, cuando | =

10% el intervalo queda definido por (3120 - 3680 ), | = 20% (284171 3959) e | = 30%

(2561 - 4239) repitiendo este proceso para todas las instancias del conjunto de
validaci - n. Con este proceso el atributo AMont
rangos de amplitud uniformes, y sera la manera de proceder para generar incertidumbre

en los diferentes conjuntos de datos queseapliquen para el experimento.

Ahora bien, una vez que se ha definido la manera de generar incertidumbre en el atributo
numeérico, y como se va a trataren basea las fases descritasen el siguiente capitulo se
explica la manera de realizar la experimentacién de los diferentes escenarios con
respecto a las variaciones de | y de N.
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4. EXxperimentos

Resumen. Este capitulo tiene por objetivo llevar a cabo diferentes

pruebas mediante el analisis experimental de proceso planteado en el

capitulo 3. Se definen las técnicas de mineria de datos a utilizar para la
experimentacion junto con los dataset y los recursos computaciones
usados. Finalmente se muestran y andizan los resultados obtenidos.

4.1. Metodologia.

En el capitulo 3 sedescribe la manera de proceder para la aplicacién de los modelos. La
Figura 23 muestra un esquema referente al proceso realizado.

Af er Modelo
. S
Conjunto de V o generado
Entrenamiento ‘

Voto Mayoritario
>0 Sl

> >0 S| — NO =2
Prediccion = Sl

>0

R — Ge;lgl;?; mterva_lo_s e — N Muestrear valores
Conjunto de SRR N dentro del intervalo.
Validacion

so se realiza para cada
| conjunto de

Validacién 51 55 %

Sl =175

SI60% C ¢ NO = 185

" Prediccién = NO

Figura 23 Descripcion de la metodologia a seguir para aplicar los modelos de clasificacién

41.1. Modelos de clasificacion

Para la ejecucion de la metodologia se aplican las siguientes técnicas de clasificacion:
Arboles de decision (AD), Naive Bayes(NB) y Random Forest (RF) de las cuales yase
hizo una breve descripcion en la secn 2.3.

DSlc .



APLICACION DE MODELOS DE CLASIFICACION A DATOS INCIERTOS

4.1.2. Medida de evaluacion.

Para determinar la precision de los clasificadores se ha utilizado la métrica de Accurary
(exactitud), la cual hace uso de la matriz de confusién que es una tabla de orden 2 donde
se muestra el nimero de predicciones correctas e incorrectashechas por el modelo en
comparacion con las clasificaciones reales en los datos de prueba, @hde, las filas
representan las clases actuales de una instancia y las columnas las clases predichas o
estimadas.

Prediccion
G Cn
C, | TP: True = FN: False
positive negative
Cy FP: False @ TN: True
positive negative
Figura 24 Matriz de Confusion [13]

|eau ase)

v 7 ¥ o7

%) 01 OO "YOT"YD "YO "O0 "O0

4.1.3. Escenarios de experimentacion

Se procede a explicarla manera de realizar la experimentacién en base a la variaciénde
los parametros | y de N, donde | se define comoel porcentaje que £ aplica a la media
calculada del conjunto de entrenamiento para generar incertidumbre en el conjunto de
validacion, y N sonlos valores que se debengenerar en los intervalos.

Definido | = (10%, 20% y30%) y N = (5,7,9,11,13 y15), paracada valor de | se generan
todos los valores de N cada combinacién se aplicaa todo el conjunto de validacion,
obteniendo un accuracy por cada uno de ellay para cada aproximacion. El modelo
también se ejecutara para cuando se cnoce su valor y cuando se tieneincertidumbre

maxima, a continuacion, se presentada cada escenario de manera visual.

Valores conocidos (  Incertidumbre  cero)

Este proceso seria un proceso normal de ejecucién donde sus datos de entrenamiento y
de test se encuentran bajo las mismas condicioneses decir que el atributo numérico no
presenta incertidumbre y se conoce su valor. Siendo este el primer resultado de accuracy
en el experimento.
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Figura 25 Valores sin incertidumbre

Rangos de Incertidumbre

En este proceso como vemos el atributo numérco muestra grados de incertidumbre en
base al porcentaje | que se establecieron. Es aqui donde se aplicaran las fases presentadas
en el capitulo 3. Donde ira variando el grado de incertidumbre en el atributo y
procediendo a muestrear N valores dentro de elos, y se obtendrd un valor de accuracy
por cada combinacion de parametro. En la Figura 26 se puede observar la combinacion
de los pardmetros establecidos.

Figura 26 Rangos de Incertidumbre

Incertidumbre maxima

Este escenario sepresenta cuando no se conoce el valor del atributo que vendra a
representar cuando se tiene incertidumbre maxima.

Figura 27 Incertidumbre maxima

Existen tres escenarios establecidos para la ejecucion del experimento presentadadonde
el modelo seejecutard cuando no se tiene incertidumbre presente en sus datos; es decir
gque se conoce su valor, cuando se tiene un cierto grado de incertidumbre, teniendo un
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