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Prefacio

La figura 1 sintetiza la organizacién de los contenidos del libro describiendo las rela-
ciones entre los capitulos a través de flechas y el caracter estratégico, funcional o técnico
del contenido de los capitulos mediante el codigo de colores.

La vision del problema pretende ser holistica, ya que la problematica que aborda el
desarrollo de Sistemas de Ayuda a la Decisién Médica, o mds comtinmente conocidos
por su término en inglés Clinical Decision Support Systems (CDSS), abarca multiples
aspectos procedentes de la medicina, la ingenierfa informaética, la teoria de la decisién, la
ingenieria biomédica, la biologia, la farmacia, las organizaciones, la ingenieria de procesos,
la evaluacién y el sentido comtun. En los capitulos siguientes elaboraremos los conceptos
estratégicos, funcionales y técnicos necesarios para concebir, disenar, adaptar, implantar
y evaluar CDSS. Los textos intentan dar una visién objetiva, pero siempre basada en la
experiencia de los autores en el desarrollo de proyectos donde los Sistemas de Ayuda a la
Decisién eran un instrumento y un fin.

El resto del libro se estructura de la siguiente forma. El capitulo 2 aborda los elementos
involucrados en los procesos de decisién médica a partir de la identificacién de casos reales
hasta llegar a una traduccién abstracta que nos permita modelar el problema mediante la
teoria de la decisién.

El capitulo 3 introduce los conceptos clave acerca de la teorfa de probabilidad y de-
cision. Este capitulo abre la rama de lectura del libro relacionada con CDSS basados en
modelos de aprendizaje automatico. Siguiendo esta rama, el capitulo 4 recoge técnicas de
seleccion y extraccion de caracteristicas aplicables a los tipos de variables mas comunes.
En paralelo, los capitulos 5, 6 y 7 recogen técnicas de procesamiento de cadenas, senales
e imagenes médicas que suelen ser necesarias para el tratamiento de datos biomédicos de
diferentes niveles biolégicos: desde secuencias genéticas hasta senales fisiol6gicas o incluso
el andlisis de caracteristicas de la voz.

El capitulo 8 desarrolla los fundamentos del aprendizaje automatico como metodologia
para el modelado predictivo. Estos se desarrollan especificamente en los diferentes tipos
de modelos de aprendizaje recogidos en los capitulos 9, 10, 11, 12 y 13, y se completan
mediante las diferentes aproximaciones para la evaluacién y seleccion de modelos en el
capitulo 14. Esta exposicién se desarrolla a partir de la teoria de la decision, tomando el
testigo del capitulo 2 para dar la soluciéon que para nosotros resulta natural y éptima.

Los capitulos 15 y 16 recogen técnicas especificas de Inteligencia Artificial y Mineria
de Datos para el desarrollo de CDSS. El capitulo 15 analiza la tecnologia Datawarehouse
aplicada a medicina, tecnologia ya introducida en los sistemas de gestiéon sanitaria junto a
politicas sanitarias en base a objetivos, pero que también ofrece posibilidades interesantes
para el uso clinico a nivel primario y secundario. El capitulo 16 expone la teoria y aplicacién
en medicina de razonadores seménticos, como base de los CDSS de Nivel III.
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El capitulo 17 aborda los elementos clave de un software de CDSS, repasa el uso de
estandares de datos y comparticién de conocimiento y, finalmente, propone un disefio dual
como arquitectura de CDSS. A continuacién el capitulo 18 analiza los aspectos clave para
el éxito en la implantacién de un CDSS en la préictica médica. Seguidamente, se analizan
las tendencias actuales de gestién de la innovacion como estrategia de contratacion de
sistemas de ayuda a la decisién y se analiza la propuesta de HIMSS? para la implantacién
de programas de ayuda a la decisién en entornos clinicos. El final del capitulo resume la
legislacién actual sobre dispositivos médicos donde se engloban los CDSS.

El capitulo 19 completa el ciclo de vida de un CDSS mediante la evaluacién de su valor
anadido al servicio sanitario que pretende apoyar. Para ello se analizan diferentes métricas
a utilizar y se estudian las técnicas necesarias para una evaluacion del sistema.

2http://www.himss.org
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Capitulo 1

Introduccion

Los Sistemas de Ayuda a la Decisién Médica, cominmente conocidos por su acrénimo
en inglés CDSS?, son sistemas computacionales que aportan conocimiento especifico para
las decisiones médicas que deben tomarse en los planes de tratamiento de pacientes, como
por ejemplo durante el diagnéstico, prondstico, tratamiento y administracion.

La medicina estd experimentando una evolucién que tiende a transformar la asistencia
sanitaria desde un modelo reactivo y general a un modelo preventivo y de precisién. Cada
vez es mas factible una medicina que incorpore diagndsticos multidisciplinares, tratamien-
tos personalizados y planes preventivos individualizados para cada paciente, en los que
ademads se sienta involucrado. En concreto, las iniciativas por una medicina de precisién,
derivada de los conceptos de medicina P4 (preventiva, predictiva, personalizada y parti-
cipativa) [1], asume un rol activo de todos los actores sanitarios para el cambio previsto
durante las préoximas dos décadas.

La medicina de precisién hace uso de la condicién especifica de las personas en el
momento de decidir sus planes de tratamiento [2]. Debido a que la observacién de la
condicion del paciente es siempre parcial, la decision 6ptima de estos tratamientos debe
basarse en los riesgos previstos condicionados a la observacién de los datos biomédicos
multinivel del paciente. Por otra parte, el plan de tratamiento debe ser visto como una
secuencia de decisiones interconectadas, no como una secuencia de decisiones aisladas.
Este punto de vista plantea varios retos a los disenadores de los CDSS:

1. Modelar y optimizar los planes de tratamiento como secuencias de decisiones en las
que se dispone de observaciones parciales del estado del paciente.

2. Incorporar herramientas de prediccion individualizada en las etapas clave de los
planes de tratamiento.

3. Actualizar continuamente el modelo de plan de tratamiento con el nuevo conocimien-
to adquirido a partir de los registros de datos y de los resultados de los procedimientos
médicos.

Ademas, los CDSS estén altamente conectados con el concepto de Medicina Basada
en la Evidencia (MBE) [3, 4], ya que:

2CDSS, del inglés Clinical Decision Support System.



Capitulo 1. Introduccién

= Recogen el conocimiento médico del problema a través de los protocolos de adqui-
sicién, de los biobancos utilizados en el desarrollo de los sistemas, del control de
calidad, de la anotacién de los casos, de las especificaciones del proceso sanitario y/o
de las guias de practica clinica.

= Dan soporte computacional para la implantacién en la préactica médica del cono-
cimiento obtenido a partir de la evidencia cientifica fruto de proyectos empiricos
(generalmente multicéntricos), o de consensos médicos (realimentacién e investiga-
cién traslacional).

= Evaluan el rendimiento de la solucién para cada problema especifico, asi como estu-
dian la aceptacién en el ambito sanitario y la cuantificacién del valor anadido para
la solucién del problema médico.

Los CDSS aportan funcionalidades para la préctica asistencial (uso primario en medici-
na) y para la explotacién de la informacién médica (uso secundario). Las funcionalidades
méas destacadas de los CDSS son la alerta y/o recordatorio de situaciones de salud de
pacientes concretos, la ayuda al diagndstico y al prondstico, la gestién de patologias cro-
nicas, el soporte a reuniones multidisciplinares, el triaje, la calidad asistencial, la gestién
de costes, tiempos y recursos, la interpretacion de senales biomédicas, la definicion de
biomarcadores discriminantes, la busqueda de casos similares, la bisqueda de informacién
bibliografica relacionada con el paciente, la bisqueda de patrones anémalos, las simula-
ciones de escenarios de salud y la educacion de personal sanitario basado en casos.

El objetivo principal de la implantacién de los CDSS en los servicios de salud es la
mejora de la atencion sanitaria individualizada. Para ello, los CDSS aportan conocimiento
especifico para la decisién en cada caso médico.

El segundo objetivo de la implantacién de los CDSS es el aumento de la eficiencia de los
servicios sanitarios. La recomendacién de los procedimientos diagnosticos, la asistencia en
reuniones multidisciplinares, la presentacion intuitiva y fiable del conocimiento aplicable
al caso médico, o la prescripcion asistida de tratamientos son ejemplos de funcionalidades
que pueden mejorar la eficiencia temporal y el aprovechamiento de los recursos sanitarios
y reducir los errores médicos.

En definitiva, los CDSSs potencian las habilidades de los profesionales de sanidad para
manejar multiples variables biomédicas, a través de herramientas computacionales de valor
anadido a sus tareas y al sistema sanitario en el que desarrollan los procesos asistenciales.

En la literatura especializada podemos encontrar diversas terminologias para referirse
a los CDSS segun el d&mbito o momento del que proceden. En este libro hemos conside-
rado prognostication tools, clinical decision support system, computerized clinical decision
support, y electronic clinical decision support system como sinénimos de CDSS. Ademas,
consideramos incluidos en CDSS a los nomogramas, las guias clinicas electrénicas, los
computerized physician order entry (CPOE) y los patient safety systems. Ademds, algunas
tecnologias que aportan funcionalidades a los CDSS son bussiness intelligence, sistemas
expertos y cada vez con mayor relevancia aquellas basadas en ciencia de datos [5]. En el
ambito del share decision makingy los personal health systems se puede también identificar
el concepto de meaning y de empowerment como las funcionalidades de valor anadido que
los CDSS dan a los sistemas de informacién sanitaria con el fin de involucrar activamente
al paciente en su salud.

2 ©Juan M Garcia-Gomez et al.



1.1. Caracteristicas de los CDSS

El anexo A contiene la recopilacién realizada en el momento de la edicién del libro
sobre los foros internacionales, revistas y congresos donde se fomenta la investigacion, el
desarrollo y la integracion de CDSS.

1.1. Caracteristicas de los CDSS

Los CDSS deben obtener una soluciéon 6ptima en base al conocimiento del problema
médico y utilizando la informacién especifica del caso a resolver. Por este motivo, es
deseable que un CDSS cumpla con las siguientes caracteristicas:

= Debe manejar adecuadamente situaciones con incertidumbre.

Las decisiones siempre vienen acompanadas de la falta de informacién ya que no se
suele saber a priori el diagnéstico de un enfermo, sino que se observan sus sinto-
mas. La teoria de la probabilidad y la teoria de la decisién estudian la resolucién
objetiva de decisiones en situaciones de incertidumbre, que minimicen el riesgo dado
el conocimiento disponible. Los CDSS disenados mediante aprendizaje automdtico
implementan soluciones basadas en estas teorias.

= Ser especifico con el problema médico a resolver.

Cuanto mas especifica sea la solucion aportada por el CDSS al problema médico mas
util y fiable serd para su propésito. Esto supone estudiar detenidamente el objetivo
del problema a resolver, asi como obtener conocimiento en forma de guias de practica
clinica, reglas de decisién y/o casos retrospectivos del problema.

= Estar basado en las evidencias cientificas.

Las hipétesis de partida que permiten definir el problema a resolver por el CDSS
deben estar basadas en evidencias cientificas. Por otra parte, es una buena costumbre
que el diseno de los CDSS venga avalado por la publicacién de los resultados en
revistas cientificas del dambito médico del problema, de informética biomédica, o
de ayuda a la decisién. Ademads, si se han utilizado datos biomédicos durante el
desarrollo del sistema, estos suelen venir acompanados de referencias bibliograficas a
los protocolos consensuados para su adquisicion, y de los estudios realizados mediante
los biobancos.

= Ser interoperable a nivel seméntico con las fuentes de informacién biomédica y la
historias de salud.

Para alcanzar el maximo despliegue posible de un CDSS, este debe interoperar con
la historia clinica electrénica del paciente y otros sistemas de conocimiento del sis-
tema sanitario. Vocabularios de terminologia médica en forma de ontologias (como
SNOMED CT, ICD9/10 y LOINC) han permitido la conceptualizacién de los diag-
noésticos, los procesos, el instrumental y demds términos involucrados en el proceso
asistencial. Los estdndares europeos ISO/EN 13606, definidos por el Comité Eu-
ropeo de Normalizacién (CEN), y EN 13940 estdn especificamente disenados para
la representacién de la historia clinica electrénica y para la representacion de la
continuidad del cuidado, respectivamente, asegurando la compatibilidad futura con
otros sistemas existentes. Otros estandares de amplia difusién para el intercambio
de informacién clinica electrénica son HL7-CDA y openEHR.
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= Integrarse con los procesos asistenciales.

Un factor fundamental de éxito en la implantacién de los CDSS es su adecuado ajuste
al proceso asistencial del entorno donde acttia. Asi pues, el conocimiento suminis-
trado por los CDSS debe transmitirse a los profesionales adecuados en el tiempo y
forma necesarios. Una herramienta interesante para adaptarse al proceso asistencial
son las Guias de Préctica Clinica (o Guias Clinica, GC). Una Gufa Clinica es un
documento que recoge directrices elaboradas sisteméticamente para asistir a clinicos
y a pacientes en la toma de decisiones sobre la atencion sanitaria adecuada para
problemas clinicos especificos. En los tltimos 25 anos podemos encontrar ejemplos
de sistemas de informacién que implementan GC, como EONP, Asbru®, PROformad,
Prestige®, PRODIGY, GLIF¢ y SAGE".

= Ofrecer fiabilidad en los resultados.

Es deseable una respuesta fiable en el uso continuado de un CDSS, lo que conlleva
la evaluacion dinamica de la calidad de las decisiones y la actualizacién de los flujos
de decisiones. Para llevar a cabo una evaluaciéon dinamica de forma diferencial se ha
propuesto recientemente un modelo de auditoria que tiene en cuenta el rendimiento
de las decisiones en tiempo de diseno y en tiempo de ejecucién|[6]. Ademads, otros
modelos miden lo adecuado de un sistema para el uso que se estd haciendo mediante
informacion contextual de los casos utilizados durante el disefio y los casos donde se
estd aplicando[6].

= Mantenerse actualizado.

Por tltimo, la aplicabilidad de los sistemas de ayuda en los entornos médicos puede
ser mejorada mediante la adaptabilidad continua al medio, asumiendo los cambios
observados en casos de nueva adquisicion o la redefinicion de nuevas decisiones a
solucionar.

1.2. Taxonomias de sistemas de ayuda a la decisién

médica

Los CDSS han sido catalogados por la National Electronic Health Records Taskforce

Report en cuatro niveles segtin la complejidad de la generacién del conocimiento especifico
del paciente [7]:

= Nivel I, engloba los CDSS que ofrecen acceso directo a informacién categorizada
relativa a los pacientes, pero que requiere un procesado posterior'.

Phttp://bmir.stanford.edu/projects/view.php/eon
‘http://www.asgaard.tuwien.ac.at/plan_representation/asbru_doc.html
dhttp://www.cossac.org/technologies/proforma
°http://www.openclinical.org/gmm_prestige.html

fttp://prodigy.clarity.co.uk/home

thttp://wuw.openclinical.org/gmm_glif .html

Mhttp://sage.wherever.org/

En este libro no consideramos el estudio de este nivel por no realizarse una elaboracién de conocimiento

a partir de informacién especifica del paciente.
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1.2. Taxonomias de sistemas de ayuda a la decision médica

Tabla 1.1: Soporte que dan los CDSS a las caracteristicas enumeradas de la seccién 1.1
categorizado por niveles de la National Electronic Health Records Taskforce Report.

Caracteristica

Manejar situaciones con incertidumbre N2 N3

N4
Adaptado al problema i ’—"I\Tz}—‘ ’—‘@—‘ ’ﬁz_‘
Basado en la evidencia/Referenciado | ﬁ

Segun la interaccion: estandares

Interoperable

Ajustado al proceso asistencial Segun la interaccion: guias clinicas

Fidedigno/Preciso IJ':_;—I I_;:_;—I
Actualizado/Dinamico ﬁ

Control del riesgo

" falie] [l
@

Interpretable en términos médicos

= Nivel II, incluye los CDSS que presentan alertas basadas en el cambio de estado de
algunas variables de los pacientes, pero que deben ser revisadas por los expertos.

= Nivel III, estos CDSS son sistemas deductivos que permiten inferir resultados segiin
una base de conocimiento y la situacién del paciente.

= Nivel IV, son CDSS basados en reglas de decision que utilizan modelos predictivos
inferidos a partir de casos del problema a resolver, generalmente basados en funciones
discrimiantes, modelos probabilisticos y/o 16gica difusa.

La tabla 1.1 ilustra de forma comparativa el soporte que da cada nivel de CDSS a las
caracteristicas enumeradas en la seccién 1.1.
Si atendemos a la interaccion con el sistema sanitario podemos distinguir entre:

= CDSS auténomos

Son aplicaciones de uso especifico, que requieren la introduccién manual de los datos
de entrada y dan el resultado de forma visual. Este tipo de interaccién debe ser
tenida en cuenta cuando la funcionalidad del CDSS aporte gran valor anadido al
profesional (por ejemplo, el célculo del riesgo en decisiones quirirgicas) y la cantidad
de informacién biomédica propia del paciente es pequena y de facil acceso. En estos
casos, la implementacion de las herramientas mediante interfaces responsive pueden
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aumentar la aceptacién por los profesionales y pacientes involucrados en el cuidado
de su salud al facilitar la asccesibilidad al sistema. Podemos por lo tanto considerar
a las calculadores de salud y riesgo encontrados en la literatura de mobile health
como CDSS auténomos implementadas para terminales méviles. Una modalidad
no totalmente introducia en la actualidad son los servicios a terceros por internet,
generalmente a través de navegadores o plataformas B2B, por lo que no requieren
un despliegue especifico por parte del usuario.

= Interconexién con dispositivos especificos.

La conexién se realiza con el dispositivo de adquisiciéon de datos biomédicos, como
puede ser un hemograma o los resultados obtenidos por laboratorios computerizados.
El CDSS aporta automdticamente un resumen de riesgos asociados a los resultados
de los andlisis.

= CDSS interoperables con la Historia Clinica Electrénica.

La interaccién natural de los expertos con un CDSS se realiza mediante los Sistemas
de Informacién Hospitalaria y Poblacional. En esta modalidad, los datos clinicos y las
sefiales biomédicas son incorporados en el CDSS mediante estdndares de integracién
(p.e. HLT7). Asimismo, los interfaces de usuario de los sistemas de informacién pueden
incorporar los resultados de los CDSS. También algunas aplicaciones mobile health
(por ejemplo, para el cuidado continuo de crénicos o la recuperacién de depresiones)
interactian con la Historia Clinica Electrénica y las guias clinicas para implementar
personal health systems.

Por ultimo, si atendemos a la iniciativa para interactuar con el usuario, podemos
clasificar los sistemas en:

= CDSS proactivo

Un sistema proactivo es capaz de comenzar la interaccion con el usuario por iniciativa
propia, mostrando en el momento y lugar adecuados la informacién necesaria para
la decision en curso.

= CDSS reactivo

Un sistema reactivo es aquel que debe ser interrogado para ofrecer una respuesta, y
por lo tanto la iniciativa debe partir del usuario para comenzar la interaccion.

Berlin et al. en [8] observaron dos grandes grupos de CDSS dependiendo del usuario al
que iban dirigidos. En un conjunto de articulos publicados entre 1998 y 2003 encontraron
un grupo formado por el 38 % de los casos que describfan CDSS para la asistencia directa
o indirecta (e.g. telefénica y correo) del cuidado preventivo de los pacientes. El segundo
grupo encontrado en su estudio estaba formado por el 18 % de los articulos que describian
sistemas de hospitalizacién dirigidas a los médicos.

En la seccion 18.1 se analiza cémo la eleccion del tipo de CDSS supone un factor para
el éxito o fracaso de la implantacién del mismo.
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1.3. Funcionalidades de los CDSS

Las funcionalidades de los CDSS encontrados en la literatura especializada y en es-
pecificaciones de productos disponibles en el mercado pueden agruparse en las siguientes
categorias:

= Sistemas de alerta, vigilancia y/o recordatorios de situaciones de salud de pacientes.

Estos sistemas proporcionan alertas para prevenir a los profesionales de condiciones
que estén contraindicadas a las intervenciones sobre los pacientes, por ejemplo los
sistemas de prescripcién electrénica, Computerized Physician Order Entry (CPOE).
Esta funcionalidad también incluiria la monitorizaciéon de datos biomédicos adquiri-
dos de forma continua, como por ejemplo como resultado de los analisis de labora-
torio.

= Ayuda al diagnéstico y al prondstico.

La ayuda al diagnostico y al prondstico médico han sido las funcionalidades mas
estudiadas por los proyectos de investigacién sobre CDSS de Nivel IV. Los sistemas
de ayuda al diagnéstico clasifican nuevos casos a partir de la informacién especifica,
asociandoles una probablidad de pertenencia a la clase y/o el riesgo de la clasifi-
cacién. Por su parte, los sistemas de ayuda al prondstico ofrecen un indicador de
prondstico del paciente ante la influencia de una serie de factores y/o tratamientos
posibles.

= Gestion de patologias cronicas.

El valor anadido que ofrecen los sistemas integrales de gestién de patologias créonicas
viene dado por la gestion de alertas, monitorizacién continua y recomendaciones a
los actores involucrados en dichas enfermedades: pacientes, cuidadores, médicos de
primaria y médicos de especialidades. Por ejemplo, un sistema de gestién de per-
sonas con diabetes muestra a los pacientes las causas y actuaciones recomendadas
a partir de reglas generales, riesgos y cumplimiento de objetivos, asi como su evo-
lucién histérica. Esta informaciéon se puede completar con reglas de seguimiento y
tratamiento para los servicios de primaria, ademds de las comorbilidades para los
servicios médicos especializados.

= Planificaciéon de procedimientos diagndsticos y tratamientos.

Relacionado con la planificacién eficiente de los procesos asistenciales, los CDSS han
sido utilizados para ayudar a decidir el mejor procedimiento diagndstico para un pa-
ciente dadas las circunstancias concretas en las que se encuentra. Como subproducto
del diseno de los CDSS para la decision de los procedimientos diagndsticos se pueden
llegar a obtener pautas para mejorar la estructura de los procesos asistenciales.

Las guias clinicas electrénicas son un buen soporte para la planificacién y control
de los procesos asistenciales, permitiendo introducir las conclusiones de la medicina
basada en la evidencia en la préctica clinica diaria.

La planificacién de tratamientos puede abordarse de forma similar a la ayuda al
diagnostico y prondstico, siendo comun incluir andlisis de riesgos y restricciones en

el diseno del CDSS.
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= Triaje.

Una funcionalidad de los CDSS dirigida a la mejora de la eficiencia es su uso como
sistema de triaje. En funcién de un conjunto minimo de variables observacionales y
poblacionales, estos sistemas procuran catalogar a los pacientes en base a criterios
expertos para asignarles los tiempos y recursos éptimos en un servicio masificado, co-
mo puede ser el de urgencias. Para estos sistemas, es critico el analisis de sensibilidad
del decisor.

= Calidad asistencial.

Las guias clinicas basadas en la evidencia cientifica permiten medir la variabilidad de
la asistencia respecto a un estandar. Asimismo, el registro de las acciones asistenciales
y la observacion de la evolucién del paciente permiten evaluar la calidad asistencial
obtenida a partir de los procedimientos aplicados. De esta forma, un guia clinica
electrénica implantada en un proceso asistencial e interoperable con los sistemas
de informacién permite el estudio y optimizaciéon de la variabilidad asistencial, la
deteccién de errores sistematicos y la evaluacion de decisiones criticas.

= Gestion de costes temporales y recursos.

Los cuadros de mando basados en business intelligence son habituales como herra-
mienta de ayuda a la decision en la gestion de servicios e instituciones sanitarias.
Estos sistemas permiten medir costes temporales y econémicos y planificar requeri-
mientos de los recursos para optimizar la eficiencia de la asistencia sanitaria.

= Interpretacién de senales biomédicas.

Tipicamente, los CDSS han servido para la interpretacién de senales biomédicas de
cierta complejidad utilizados en procedimientos diagnésticos. Asi pues, es extensa la
literatura en aplicacién de ayuda a la decision mediante reconocimiento de formas
para el diagndstico mediante espectroscopia de resonancia magnética.

= Busqueda de biomarcadores discriminantes.

La investigacion clinica es cada vez mas comun en los centros sanitarios. Esta inves-
tigacién se apoya en la experimentacion computacional, lo que permite contrastar
aquellas hipdtesis médicas que hagan uso de biomarcadores procedentes de datos
biomédicos de multiples niveles bioldgicos. Los equipos multidisciplinares de investi-
gacion suelen equiparse con librerias de andlisis de datos de facil uso en investigacién
clinica para el estudio estadistico de biomarcadores diagndsticos o prondsticos. El
acceso comprensible a las técnicas de anélisis de datos por los equipos multidiscipli-
nares en salud facilitan la investigacién clinica.

= Busqueda de casos similares.

Un buscador de casos similares puede dar mucha informacién a los médicos que reali-
zan un diagnéstico diferencial para un nuevo paciente. La bisqueda puede realizarse
mediante un conjunto de variables clinicas, senales biomédicas, imagenes o conceptos
clinicos estructurados.

= Busqueda de informacién bibliografica relacionada con el paciente.
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Los articulos cientificos indexados en pubmed son la fuente de conocimiento no es-
tructurada maés rica que existe en medicina. Una bisqueda basada en mineria de
textos en las bases de datos cientificas puede complementar el resultado de modelos
predictivos y guias clinicas con documentos relevantes relacionados con el problema
del paciente.

= Busqueda de patrones anémalos.

Complementario a la funcionalidad de alertas, la bisqueda de patrones anémalos
permite la deteccién de casos cuyos datos biomédicos observados no siguen la distri-
bucién de casos del problema médico. Estos casos suelen ser de interés por su difi-
cultad diagndstica, su falta de calidad o por reflejar posibles subpatrones en grupos
de pacientes. Esta funcionalidad permite a los CDSS la recomendacién de revisiones
de casos anémalos a los expertos.

= Simulaciones de escenarios.

Los sistemas dirigidos a pacientes deben aportar una gran componente educacional
que puedan servir para la prevencion de la enfermedades o el control de habitos en
pacientes cronicos, por ejemplo personas con diabetes. Un sistema de ayuda a la deci-
sion puede servir para simular escenarios donde los pacientes se sientan identificados
y por lo tanto puedan visualizar lo que ocurriria si continuaran o cambiaran a cierto
estilo de vida. De forma similar, la simulaciéon puede ser de gran utilidad para la
eleccion de terapias, mediante la visualizacion del célculo de riesgos o supervivencias
asociadas a las diferentes opciones durante la decision.

= Sistema educativo basado en casos.

Ciertos casos médicos o procedimientos diagndsticos son de dificil aprendizaje para
los profesionales noveles, por ejemplo la interpretacién de espectroscopia de resonan-
cia magnética nuclear. El uso de sistemas de ayuda a la decisiéon que incorporen la
prediccién de diagnosticos y la interpretacion de las senales es una herramienta de
aprendizaje basado en casos que puede adaptarse al perfil de profesionales que estan
aprendiendo nuevas técnicas.

1.4. Antologia de los sistemas de ayuda a la decisién
médica

Los primeros CDSS usados en la practica clinica fueron disenados entre 1970 y 1980.
Leaper et al. [9, 10] desarrollaron un CDSS para la ayuda al diagnéstico y la cirugfa del
dolor abdominal agudo basado en una aproximacion naive Bayes. Al principio de la década
de 1980, Shortliffe et al. [11, 12] disefié6 un CDSS para la asistencia médica al tratamiento
de pacientes de cancer que recibian quimioterapia.

Los textos histéricos en informética médica son una primera referencia para conocer
la evolucién de los CDSS. Shortliffe esta considerado como uno de los pioneros de la
Informatica Biomédica. La decisién médica y los sistemas de ayuda a la decision médica
han sido temas recurrentes en las diferentes ediciones [13, 14] del libro (Bio)Medical
Informatics. Berner recopila en [15] una serie de ensayos sobre Sistemas de Ayuda a la

©Juan M Garcia-Gomez et al. 9



Capitulo 1. Introduccién

Decision Médica en dos secciones. La primera seccidén se centra en la teoria y tecnologia
necesaria para el desarrollo y evaluacion de los sistemas, mientras que la segunda seccién
describe cuatro casos de uso en la practica clinica.

Generalmente, los estudios encontrados en la literatura sobre CDSS son especificos de
problemas médicos, como los siguientes ejemplos en deteccion, diagndstico o prondstico de
céncer: mama [16-25], gastrointestinal [26-29], hematoldgicos y linfaticos [30-36], piel [34,
37-42], oral [43, 44], pulmén [45-52], vejiga [53-57], o préstata [58, 59, 59, 60].

Ong recopila en [61] diversas experiencias de informdtica médica, incluyendo temas
sobre prescripcion electrénica, CPOEs, Retorno de la inversién (Rol), certificacién de ICT
en salud, gestion de la identidad, EHR, seleccion del software, direccién de proyectos,
calidad y transicién a organizaciones informatizadas.

Chen et al. profundizan en la gestién del conocimiento y la mineria de datos en bio-
medicina en la edicién de [62]. El recopilatorio incluye ensayos sobre técnicas de mineria
de datos, mineria de textos, gestion y extracciéon de conocimiento, ontologias biomédicas,
modelos de representacién de la informacion, privacidad, ética, casos practicos en centros
de salud y otros retos en bioinformatica. También incluyen varios ensayos con referencia
a la inclusién y anédlisis de datos procedentes de biologia molecular.

Escolar, en [63], identifica la ayuda a la decisién mediante la descripcién, deduccion e
inferencia sobre los datos de los pacientes dentro de las consecuencias de la implantacién
de las historias clinicas electrénicas.

Zamorano et al. abordan en [64] temas relacionados con la telemdtica y los modelos de
negocio relacionados con la telemedicina, que pueden inspirar posibles funcionalidades de
los CDSS.

En 2016 Gulshan et al. desarrollaron y validaron un CDSS basado en deep learning
para la deteccién de retinopatia diabética en fondo de ojo [65]. Un aflo mds tarde la Food
and Drug Administration (FDA) aprobé la comercializacién del primer dispositivo médico
usando inteligencia artificial para detectar retinopatia diabética.

La asistencia clinica y la gestion hospitalaria han incorporado la evidencia clinica y los
paneles de mando como herramientas informativas en su practica diaria. Ademads, desde
hace ya varias décadas se ha estado recopilando informacién biomédica de los pacientes
asociada a su asistencia clinica, certificacién de fallecimiento, participacion de ensayos
clinicos, etc. En la actualidad, existen unos 16.000 hospitales en el mundo recopilando
digitalmente datos biomédicos de pacientes [66]. El 80 % de esta informacién es no es-
tructurada y estd almacenada de forma distribuida en diversos formatos. La informacién
genética ya supone la cuarta fuente de informacién masiva mundial [67]. Se estima que los
servicios de radiologia mundiales generan 69 PB/afio y secuenciar a cada recién nacido
supondria 100 PB/afio [68]. Cada vez més pacientes estdn siendo monitorizados a través
de unidades de seguimiento médico a domicilio, estimandose que 5 millones de pacientes
usaran dichos servicios generando 1.000 lecturas por segundo y paciente [69]. En resumen,
en 2020 se tardara sélo dos meses en doblar la cantidad de datos de salud almacenados
por los servicios sanitarios, cuando hace 10 anos se tardaba menos de tres anos.

El futuro de la salud esté en los datos. Efectivamente, el avance en el conocimiento de
la etiologfa de las enfermedades y sus variantes, el resultado beneficioso o adverso de los
tratamiento en poblaciones cada vez maés especificas, la evaluacién del efecto combinado
de tratamientos y condiciones ambientales y en definitiva la personalizacién de la medicina
a los individuos vendran dados por el andlisis preciso de los datos biomédicos.
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En Europa se han comenzado a crear estructuras nacionales para coordinar las acciones
industriales en big data en salud. Concretamente, en Alemania se ha creado la plataforma
Smart Data Innovation Lab constituida en la regién de Baden-Wiirttemberg por 40 grandes
empresas tecnologicas e industriales y centros y asociaciones de investigacion con el fin de
transferir los adelantos en big data directamente a los sectores estratégicos, como son la
medicina personalizada. En Francia se ha creado la alianza Teralab entre Institut Mines-
Télécom y Groupe des Ecoles Nationales d’Economie et Statistique con el fin de acelerar
la investigacién e innovacién en andlisis big data para crear futuros profesionales en el
nuevo sector. En Reino Unido, el NHS National Institute for Health Research (NIHR) y la
Medicines and Healthcare products Regulatory Agency (MHRA) crearon el repositorio de
registros de atencién primaria anonimizados Clinical Practice Research Datalink (CPRD)
con informacién desde 1987. El instituto Farr de la UCL ha desarrollado sobre el CPRD
el repositorio de datos clinicos enlazados CALIBER para la investigacién epidemiolégica
en enfermedades cardiovasculares. También es interesante destacar en Europa la creacién
de la big data Value Association (BDVA) que, fundada por 24 miembros, ya retne a gran
parte de la comunidad académica e industrial del sector con el propdsito de promover el
desarrollo y aplicacién de las tecnologias big data en el programa Horizonte 2020.

En Estados Unidos, el National Institutes of Health (NIH) coordina 27 centros para el
desarrollo de Ciencia de datos en salud a través del NIH Scientific Data Council y de la
NIH Office of the Associate Director for Data Science (ADDS). Especificamente, el NIH
ha creado el programa especifico big data to Knowledge (BD2K) para el beneficio de la
investigacién sanitaria a través de la tecnologia big data. BD2K ha creado 13 centros de
excelencia en computacién big data para el desarrollo de nuevas aproximaciones, métodos,
software, infraestructura computacional y entrenamiento. El Informatics for Integrating
Biology and the Bedside (i2b2) es un centro NIH para la biomedicina computacional den-
tro del Partners Healthcare System (Boston). 12b2 desarrolla un sistema escalable para
la investigacién mediante datos clinicos y genémicos. 12b2 se estd consolidando como un
estandar de facto entre la comunidad internacional. Las regiones con una alto potencial
académico y grandes hospitales de referencia han visto la oportunidad de situarse a la
vanguardia de los servicios big data en salud mediante la formalizacién de alianzas inter-
disciplinares. La Pittsburgh Health Data Alliance entre la Carnegie Mellon University, la
University of Pittsburgh y el hospital UPMC. El modelo de colaboracion, financiado con
un presupuesto de $20M, espera la transferencia a través de UPMC Enterprises de los
resultados producidos por dos nuevos centros tecnoldgicos en big data en salud (Center for
Machine Learning and Health, CMLH y Center for Commercial Applications of Healthca-
re Data, CCA). A nivel privado, grandes farmacéuticas como AstraZeneca y Janssen han
establecido convenios con HelthCore y EuroRec, respectivamente, para la explotacién del
Real World Data (RWD) con el objetivo de determinar los tratamientos mds eficaces y
eficientes en enfermedades crénicas y complejas. También el sector tecnoldgico estd posi-
cionando sus servicios big data en el sector salud, como son las iniciativas IBM Watson
Health y diversos proyectos empresariales sobre la plataforma Azure de Microsoft.

Robert A. Greenes en [70] y en [71] recopild y actualizé una visién de la ayuda a la
decisién en salud cercana a los sistemas de informacion y a la gobernanza del conocimiento
médico. El anexo B hemos clasificado segin su nivel, interaccién y funcionalidades prin-
cipales algunos CDSS disponibles como productos, prototipos cientificos o proyectos de
investigacion en el momento de la edicién del libro.
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1.5. Integracion de los CDSS en entornos sanitarios

Los estudios sobre el valor anadido de las Historias Clinicas Electrénicas concluyen la
necesidad de incorporacién de funcionalidades de ayuda a la decisién clinica en los EHRs
como estrategia para aportar mejoras en la calidad asistencial de forma continuada. Se
espera que la siguiente generacion de sistemas para la atencion integral ambulatoria y
sanitaria sean sistemas con funcionalidades de ayuda a la decisién médica.

Para una integracién total de estos sistemas con los procesos asistenciales, estos in-
terfaces deberian adaptarse a la etapa concreta donde se encuentra el caso de estudio
obteniendo, a través de los motores de ayuda a la decisién, las consideraciones que opti-
micen la planificacién del paciente. Por tltimo, esta integracién convertiria los Sistemas
de Informacién Sanitaria en sistemas activos que generasen alertas ante condiciones de-
tectadas automaticamente en las Historias Clinicas Electrénicas.

La industria de los sistemas de ayuda a la decision tiene una de las mayores expectativas
de crecimiento en el sector de las Tecnologias de la Informacién. Solo el mercado de
Business Intelligence (BI) crecié un 12% en el ano 2003, y un 22% en 2008, con unos
ingresos de 8.8 billones de ddlares.

Concretamente, en medicina ya se tienen estudios de valor anadido sobre CDSS para la
prescripcion electrénica (CPOE), con resultados que demuestran una menor variabilidad
en las actuaciones entre profesionales, un aumento de la supervivencia y un descenso
de la tasa de error médico. Desde el punto de vista de la eficiencia, el uso de CPOE
con funcionalidades de CDSS se estima superior a 44 billones de ddlares anuales en el
servicio ambulatorio de EEUU gracias a la reducciéon de medicacién no requerida, de
pruebas radiolégicas y de tests de laboratorio, asi como un descenso de Efectos adversos
de farmacos (Adverse drug event) (ADEs). Johnston et al. en [72] estiman una reduccién
anual de 2 millones de ADEs mediante la implantaciéon nacional de un CPOE ambulatorio
con funcionalidades de CDSS.

1.6. Conclusion

En este capitulo hemos revisado los conceptos los conceptos bésicos relacionados con los
Clinical Decision Support Systems (CDSS). Tras definir los CDSS como sistemas compu-
tacionales que aportan conocimiento especifico para las decisiones médicas que deben to-
marse en los planes de tratamiento de pacientes, como por ejemplo durante el diagndstico,
prondstico, tratamiento y administracion, hemos comprobado su conexion con la medici-
na de precisién y su utilidad para convertir la practica clinica en preventiva, predictiva,
personalizada y participativa.

Como resultados, se estable que el objetivo principal de estos sistemas es la mejora de
la atencién sanitaria individualizada y el objetivo secundario es el aumento de la eficiencia
de los servicios sanitarios.

Para proporcionar conocimiento objetivo para la solucién de un problema médico ne
base a la informacion especifica de los pacientes, es deseable una serie de caracteristicas
de estos sistemas computacionales, siendo los mas destacables la capacidad de manejar
la incertidumbre, poder resolver problemas especificos, utilizar evidencia cientifica, ser
interoperable semanticamente, integrarse en procesos asistenciales, ser fiable y mantenerse
actualizado.
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Estas caracteristicas estdn sobretodo recogidas en los CDSS englobados en los Niveles
IIT y IV de la clasificacién elaborada por el National Electronic Health Records Taskforce
Report.

Las funcionalidades mas destacadas que los CDSS aportan a la practica asistencial
(uso primario en medicina) y a la explotacién de la informacién médica (uso secundario)
son la alerta y/o recordatorio de situaciones de salud de pacientes concretos, la ayuda
al diagnéstico y al prondstico, la gestién de patologias crénicas, el soporte a reuniones
multidisciplinares, el triaje, la calidad asistencial, la gestion de costes, tiempos y recursos,
la interpretacion de senales biomédicas, la definiciéon de biomarcadores discriminantes, la
busqueda de casos similares, la bisqueda de informacién bibliografica relacionada con el
paciente, la biisqueda de patrones anémalos, las simulaciones de escenarios de salud y la
educacién de personal sanitario basado en casos.

En definitiva, la industria de los sistemas de ayuda a la decisién tiene una de las
mayores expectativas de crecimiento en el sector de las Tecnologias de la Informacién,
siendo una de las tecnologias requeridas para la medicina de precisién y los sistemas de
informacion para las reuniones multidisciplinares.
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Capitulo 2
Decisiones en sanidad

Un plan de tratamiento del paciente esta formado por la secuencia de decisiones que se
van tomando con el objetivo de mejorar su salud en la medida de lo posible. Cada decisién
médica implica a varios actores, incluido el paciente, y conlleva una serie de acciones gene-
ralmente complejas. Los conocimientos, técnicas y recursos necesarios para llevar a cabo
las decisiones y acciones médicas requiere de grandes estructuras organizativas, denomi-
nadas servicios sanitarios, que suministran la asistencia sanitaria a la poblaciéon a través
de complejos y generalmente dispersos procesos asistenciales.

La dimensién de la asistencia sanitaria es enorme. En el plano social, la asistencia
médica estd recogida en el articulo 25 de Declaracion Universal de los Derechos Humanos
(1948) de la Organizacion de las Naciones Unidas. Desde el punto de vista econémico, los
servicios de salud rondan el 9% del Producto Interior Bruto (PIB) en los paises desarro-
llados. Desde el punto de vista del avance cientifico, la salud es uno de los potenciadores
mundiales de la investigacion, con programas propios como los de salud y tecnologias de
la informacién para la salud en los programas marco de I+D de la UE.

La tendencia actual de los servicios sanitarios es la optimizacion de los recursos. Préc-
ticamente todas las estrategias actuales comparten el estudio de los procesos asistenciales,
la reutilizaciéon de la informacion clinica para la investigacion y la incorporacion de los
avances cientificos en la practica clinica como marco de mejora de los servicios de salud.

En este capitulo repasaremos la estructura y los actores de la asistencia sanitaria,
llegaremos a definir los procesos asistenciales y veremos las tendencias actuales para in-
corporar las mejores practicas clinicas mediante guias clinicas. Finalmente, analizaremos
los elementos de las decisiones médicas bajo la perspectiva de la teoria de la decisién,
lo que nos llevara a justificar el uso de CDSS como herramienta objetiva de apoyo a los
planes de tratamiento personalizados, predictivos, preventivos y participativos.

2.1. La asistencia sanitaria

La asistencia sanitaria se define como la prevencion, tratamiento y manejo de las
enfermedades, lesiones, y otros problemas fisicos y mentales de las personas mediante
servicios profesionales ofrecidos por la medicina, enfermeria, farmacia, odontologia, fisio-
terapia, biotecnologia, tecnologias de la informacion para la salud y otras disciplinas afines.
Segin la Organizacién Mundial de la Salud (www.who.int), la asistencia sanitaria incluye
los recursos y servicios asociados a la promocién de la salud de individuos y poblaciones,
incluyendo intervenciones preventivas, curativas y paliativas.
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2.1.1. Tipos de asistencia sanitaria

El acceso a la asistencia sanitaria varia entre regiones y grupos sociales, siendo un
factor clave en la explicacion de dicha variacién la condicién socio-econémica y la politica
sanitaria de la regién. En términos generales, se suele identificar una estructura de pres-
tacion de asistencia sanitaria formada por atencién primaria, atencién secundaria y salud
publica. Los cambios sociales que aparecen conforme avanzan las sociedades han generado
nuevas necesidades de asistencia sanitaria a la poblacién, como por ejemplo la atencion en
el hogar, la atencién residencial, la atencién a personas en situacion de dependencia y la
promocion de su autonomia personal. En los servicios de salud, la unién de procesos asis-
tenciales de diferentes niveles es uno de los retos para conseguir una asistencia sanitaria
continuada, preventiva, personalizada y universal.

Atencién primaria

La Atencién Primaria se encarga de suministrar los servicios de salud fundamentales
a la poblacién local, por lo que resulta el nivel basico de asistencia sanitaria de cualquier
sistema de salud. Desde el punto de vista del ciudadano, es el primer punto de consulta
al servicio sanitario, generalmente a través de un médico de familia, médico de medicina
general o pediatra. Segun el modelo asistencial del sistema sanitario prestador de los
servicios, este primer profesional puede ser también una enfermera, un farmacéutico o un
trabajador sanitario.

La atencién primaria incluye el rango mas amplio de casos médicos a tratar, desde
casos agudos a crénicos, asi como problemas fisicos, mentales o psicosociales. La atencién
primaria puede ser urgente, planificada o continuada como se hacen con los pacientes cro-
nicos (esto es: hipertension, diabetes, asma, EPOC, depresién, ansiedad, dolor de espalda,
artritis y problemas de tiroides), infantiles y maternidad. Precisamente, la continuidad
asistencial, cualidad fundamental del servicio y el primer nivel de la pirdmide asistencial,
tiene un aspecto intrinsecamente regulador de la carga del sistema sanitario, de promotor
de la prevencién de enfermedades y de la salud poblacional, de recuperacion de la salud,
paliacién del dolor y de prescripcion de medicacién.

Atencién secundaria

La atencion secundaria es el conjunto de servicios sanitarios suministrados por espe-
cialistas médicos y profesionales de la salud que no suelen tener el primer contacto con
los pacientes. Aunque se suele identificar la atencién secundaria con la atencién hospitala-
ria, esta tltima no incluye toda la atencién secundaria, por ejemplo psiquiatria. Ademaés,
algunos servicios primarios se suministran en los hospitales. La atenciéon secundaria pla-
nificada en los sistemas sanitarios publicos se prescribe desde atencion primaria o desde
otro servicio de atencién secundaria. En los sistemas basados en seguros médicos privados
también suele imponerse este modelo. La atencion secundaria se encarga de la atencion a
pacientes agudos que requieren un tratamiento de urgencia durante un periodo corto de
tiempo. También se encarga de los servicios de cirugia, maternidad, oncologia, cuidados
intensivos, diagndstico por imagen o anatomia patoldgica, entre otros.

Algunos sistemas incluyen las especialidades médicas avanzadas como atencién tercia-
ria, ya que no suele ser prestada por todos los servicios de atencién secundaria, sino por
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algunos centros de referencia. Algunos de estos servicios son las unidades integrales de
cancer, neurocirugia, cirugfa cardiaca, neonatologia, foniatria y cuidados paliativos.

Atencién domiciliaria y atencién residencial

La inversiéon de la piramide poblacional en los paises desarrollados estd creando nue-
vas necesidades en la atencién sanitaria. Cada vez maés se generalizan servicios sanitarios
realizados fuera de las instalaciones sanitarias. La atencién domiciliaria se centra en el
seguimiento y tratamiento de pacientes crénicos, personas dependientes y personas mayo-
res, pero también se crean modelos de hospitalizacion domiciliaria en procesos largos de
recuperacién posquirurgica. Los objetivos europeos en TIC salud centrados en Personal
Health Systems 'y Ageing Well se han centrado en la capacitacién de las personas y sus
entornos para una participacion activa de los ciudadanos en la gestién de su salud. Por
su parte, la Atencién residencial suele identificarse con los servicios geriatricos llevados a
cabo en residencias permanentes o residencias de dia.

Salud publica

La salud publica no es un servicio sanitario directo al individuo, sino la encargada de
proteger la salud a nivel poblacional. Por ello, sus funciones van dirigidas a politicas y
actuaciones que engloban el total de la poblacién. Estas funciones hacen que los proce-
sos asociados a salud publica suelan ser a medio y largo plazo, incluyendo la generacién
de politicas para la proteccién y promocién de la salud, educacion de la poblacién y la
planificacién y capacitacién para la actuaciéon ante riesgos sanitarios. Si bien los siste-
mas sanitarios suelen separar la salud publica de la atencién sanitaria, cada vez mas se
establecen enlaces entre ambos, atendiendo al caracter preventivo asi como predictivo y
personalizado, por ejemplo los programas de screening de mama.

2.2. Los CDSS como servicio auxiliar de la atenciéon
sanitaria

Los CDSS pueden considerarse tecnologias de la informacién en salud y, como tales,
serfan servicios auxiliares a la atencion sanitaria. Estos sistemas pueden venir promovidos
por las propias instituciones sanitarias dentro de sus estrategias de modernizacién de los
procesos asistenciales.

En estos casos, los CDSS se plantean como servicios computacionales instalados en los
sistemas centrales de los servicios de salud e integrados con los sistemas de informacién
hospitalaria o historias de salud electronicas. También las farmacéuticas estan incorpo-
rando cada vez méas CDSS para la deteccion de alertas asociadas a pacientes incluidos
en ensayos clinicos, o inclusién de pacientes en los ensayos. Los laboratorios también son
otro de los lugares donde los sistemas de alertas tienen buena acogida a nivel institucio-
nal. Muchos médicos especialistas suelen ser promotores de CDSS para resolver problemas
generalmente dificiles en base a nuevas técnicas o protocolos relativos a su investigacién
particular que pueden ser publicados como prototipos cientificos. Por 1ltimo, empresas
integradoras de soluciones de historia clinica electrénica o incluso de empresas de servicios
en el hogar se plantean la inclusion de médulos de valor anadido basados en las tecnologias
de CDSS, por ejemplo, médulos inteligentes de seguimiento de diabéticos en el hogar.
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El anexo C presenta a los actores principales en salud y algunos ejemplos de servicios
sanitarios que pueden ser de interés para conocer el contexto humano y organizacional
donde se situan los CDSS.

2.3. Procesos asistenciales y guias de practica clinica

La European Foundation for Quality Management (EFQM) define un proceso como la
organizacion logica de personas, materiales, energia, equipos y procedimientos en activi-
dades de trabajo disenadas para generar un resultado especifico. En definitiva, un proceso
es una sucesién de actividades realizadas por una organizacién en el tiempo con un fin
determinado. Por ello, en el marco de la atencién sanitaria, un proceso asistencial es el
conjunto de decisiones y actividades que los actores principales realizan con el objetivo de
incrementar el nivel de salud de la poblacién.

En la actualidad ha habido un gran interés por representar de forma explicita los
procesos asistenciales, principalmente con el fin de medir su eficacia y aplicar mejoras
donde sea posible. La metodologia Integration Definition for Function Modelling (IDEF)
permite identificar como un proceso se relaciona e integra con el resto de procesos de
la organizacion, asi como definir las entradas de cada proceso, por ejemplo la solicitud
o requerimiento de un servicio, los recursos consumidos, los factores condicionantes (en
forma de gufas o protocolos) y la salida de cada proceso, es decir el servicio facilitado
al usuario. Los procesos asistenciales suelen representarse en varios diagramas de flujos a
distinto nivel: nivel 0 (macroproceso), nivel 1 (clinico asistencial), nivel 2 (subprocesos),
y nivel 3 (actividad de cada subproceso). En el nivel 3, representado como diagrama de
flujos aparecen puntos de decision, que son los puntos de inflexion en los caminos posibles
a recorrer durante los procesos y es donde los CDSS inciden. La representacién secuencial
de dichos puntos de decisién son en definitiva el plan de tratamiento de un paciente.

Como resultado de la redefinicién de los procesos asistenciales, se han puesto en marcha
iniciativas para alcanzar una gestion por procesos asistenciales integrados, que aseguren
la atencion sanitaria continuada a los pacientes mediante equipos multidisciplinares y en
base a guias de préctica clinica. Algunos de los procesos asistenciales integrados iden-
tificados por diversas organizaciones son: ataque cerebro vascular, atencién al enfermo
pluripatolégico, cancer de cérvix y ttero, cancer de mama, catarata, cefaleas, colecistitis,
colelitiasis, cuidados paliativos, dolor tordcico, dolor abdominal, amigdalectomia/adenoi-
dectomia, anemias, arritmias, asma del adulto, asma infantil, cdncer colorrectal, cancer
de piel, disfonia, disfuncion tiroidea, dispepsia, hemorragias uterinas anormales, brucelo-
sis, tuberculosis, diabetes, demencias, embarazo, parto y puerperio, enfermedad pulmonar
obstructiva crénica, fractura de cadera, hiperplasia prostatica benigna/céncer de présta-
ta, insuficiencia cardiaca, patologia ostearticular crénica, sindrome de ansiedad, depresién
y somatizaciones, VIH/SIDA, hepatitis virica, hernias abdominales, insuficiencia venosa
cronica, otitis, politraumatizados, prétesis articulares, sindrome febril de larga duracion,
sindrome febril en el nino, trastornos de la conducta alimentaria y trasplante hepatico.

La evaluacion tras varios anos de la implantacién de los procesos asistenciales integra-
dos destacan la utilidad para la continuidad asistencial, la mejora de la calidad asistencial
y la reduccion de la variabilidad en la practica clinica, asi como su utilidad para acercar
los flujos de trabajo de la atencién primaria y la atencién secundaria.
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2.3.1. Guias de practica clinica

Las guias de préctica clinica son recomendaciones para clinicos sobre el cuidado de los
pacientes con condiciones especificas, generalmente basadas en la mejor evidencia cientifica
y la mejor préctica clinica posible. Las guias clinicas recogen la revision sistemética de la
literatura sobre la pregunta médica y las recomendaciones para cada condicién especifica,
en base a un indice de evidencia. Las recomendaciones pueden ser A, B, C o E en funcién
del nivel de evidencia (ver tabla 2.1). A lo largo del documento se describird, siempre
que sea posible, el nivel de evidencia asociado a cada regla. El sistema de gradacién es el
siguiente:

= Nivel de evidencia A: existe una evidencia clara de estudios bien definidos, genera-
lizables y aleatoriamente controlados.

= Nivel de evidencia B: aporta una evidencia de estudios de cohorte bien definidos.
= Nivel de evidencia C: aporta una evidencia de estudios poco o nada controlados.

= Nivel de evidencia E: consenso de expertos o experiencia clinica.

El National Health Service (NHS) britdnico ha realizado una revisién intensiva de la
forma en que lleva a cabo la atencién sanitaria. Unos de los elementos més importantes han
sido la redefinicién de procesos asistenciales y ha generado una serie de recomendaciones
para los planes de tratamiento de los pacientes en forma de guifas de préctica clinica.
Como resultado, NHS, a través de NICE® difunde aproximadamente mil gufas de practica
clinica catalogadas en siete categorias: cancer, tratamiento, diagndstico, procedimientos
intervencionistas, tecnologias médicas, salud publica y evaluacion de tecnologia.

2.4. Teoria de la decision y Sistemas de Ayuda a la
Decision en la asistencia sanitaria

Como hemos visto en este capitulo, la asistencia sanitaria suele organizarse en procesos
asistenciales que implican secuencias de decisiones realizadas por miiltiples agentes, inclu-
yendo profesionales sanitarios y pacientes, entre otros. Arcelay [73] pone de manifiesto la
importancia de las decisiones en su definicién de proceso: “concatenacién de las decisio-
nes, actividades y tareas llevadas a cabo por diferentes profesionales en un orden légico y
secuencial para producir un resultado previsible y satisfactorio”. Estos flujos de decisiones
se caracterizan por cuatro caracteristicas muy marcadas: la incertidumbre, el coste de las
consecuencias, el dinamismo del ambiente y la gran complejidad del sistema.

Todo proceso de decisién se realiza en un ambiente de incertidumbre ya que nunca se
dispone del conocimiento completo de la situacién del paciente. Por lo tanto, toda accién
sobre el paciente producida tras la correspondiente decisién asume un riesgo. Por lo tanto,
definimos el riesgo como el coste esperado al tomar una decisién teniendo en cuenta el
conocimiento (siempre incompleto) del problema a resolver. El &mbito médico es experto
en su gestion y atiende, como premisa, a la minimizacién del riesgo de la persona atendida,
es decir, a llevar al maximo la salud de las personas atendidas. Asi pues, es necesario

“http://guidance.nice.org.uk/CG

©Juan M Garcia-Gomez et al. 19



Capitulo 2. Decisiones en sanidad

usar metodologias que estén basadas en la gestion del riesgo. Los CDSS deben incorporar
metodologias que permitan gestionar el riesgo en circunstancias de incertidumbre y utilicen
la informacién disponible de los pacientes junto con el conocimiento del problema para
resolver el caso de forma éptima.

En segundo lugar, los ambientes como el de salud son inherentemente dindmicos. Esta
caracteristica no ha sido totalmente identificada en los sistemas de informacién sanita-
rios actuales y, sin embargo, es de gran relevancia para apoyar un correcto desarrollo de la
practica diaria. El acceso a las tiltimas tendencias de la evidencia cientifica, a los biobancos
multicéntricos y a los datos biomédicos actualizados del caso a resolver, ofrece un conoci-
miento potencial para la decision individualizada que los CDSS deben poder aprovechar
para adaptarse a estas condiciones dinamicas que implica su continua actualizacion.

En tercer lugar, la relevancia y diversidad que implica la salud, su asistencia, promocién
y prevencién, hacen del sistema sanitario una de las mayores organizaciones desde el punto
de vista de su complejidad. En la actualidad se han incorporado metodologias de gestién
de procesos en la organizacion de las actuaciones y recursos necesarios para realizar los
diferentes actos asistenciales. Ademds, la definicién de los mejores procedimientos para
la atencién de cada patologia son en si mismo complejos. Con el objetivo de reducir la
variabilidad asistencial y aplicar las mejores préacticas médicas basadas en la evidencia
cientifica se adoptan, cada vez mas, protocolos estandarizados en los centros sanitarios
basados en las guias clinicas que han sido definidas por organizaciones multicéntricas de
gran prestigio nacional e internacional. Sin embargo, los sistemas actuales todavia no
tratan las secuencias de decisiones de los procesos asistenciales teniendo en cuenta la
incertidumbre ni el coste, ni mucho menos el dinamismo de los entornos médicos.

Otras caracteristicas inherentes al flujo de decisiones médicas son la heterogeneidad, la
gran dimension y la variabilidad de los datos biomédicos utilizados en todos los procesos de
decision en la asistencia médica como fuente de conocimiento especifico del caso de estudio.
Es una necesidad, y un reto en el desarrollo de los CDSS, la extracciéon de conocimiento
desde la gran variedad de fuentes de datos biomédicos. Serd necesario el estudio de las
fuentes de datos, su procesamiento y anélisis, para llegar a producir informaciéon de calidad
que sirva para el fin ultimo que es la ayuda a la decisién médica. En préximos capitulos
veremos las técnicas que nos permitan abordar estas tareas.

2.5. Notas bibliograficas

El informe realizado por Telefénica en [74] analiza el sistema sanitario espafiol y en las
comunidades auténomas, recopilando estadisticas del CIS y de otros organismos.

Escolar et al. [75] identifican de forma no exhaustiva a los actores principales de los
entornos clinicos. Escolar y Carnicero coordinan el monografico [76] sobre la integracién de
los sistemas departamentales, clinico-administrativos, econémico-financieros, de recursos
humanos y servicios de soporte de los servicios de salud. Carnicero coordina en [77] un
monografico sobre la gestion del medicamento en los servicios de salud.

La direccién general de la agencia de calidad del sistema nacional de salud define en [78]
los indicadores clave del sistema nacional de salud organizados por conceptos y atendiendo
a las leyes y estructuras aplicables.

El Servicio Andaluz de Salud preparé en 2001 una interesante guia sobre sus procesos
asistenciales integrados, que actualizé en el 2009 [79, 80]. La primera edicién resulta de
gran interés por su estudio sobre el diseno de procesos y la identificacién de los principales
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procesos asistenciales integrados. La segunda edicion muestra el estado de implantacién
anos después del disefo.

En 2018, E.H. Shortliffe, uno de los primeros creadores de CDSS usados en la préctica
clinica ha recopilado las que en su opinién son las capacidades y caracteristicas que a
fecha de publicacién deberian incorporarse en un CDSS para ser aceptado e integrado en
la rutina clinica [81].
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Nivel de evidencia

Descripcion de los estudios

A

Estudios multicéntricos bien definidos y concluidos.

Meta-analisis con indices de calidad incorporados.

Evidencia convincente no experimental, como la regla
“todo o nada” desarrollada por el Center for
Evidence Based Medicine de Ozxford.

Estudios bien definidos y concluidos en una o mas instituciones.

Estudios de cohorte prospectivos o registros bien definidos
y concluidos.

Meta-anélisis de estudios de cohorte llevados a cabo
correctamente.

Estudios de control de casos bien definidos.

Estudios clinicos aleatorios con un fallo metodoldgico
grave o tres o mas fallos metodoldgicos menores
que pudieran invalidar los resultados.

Estudios observacionales con un sesgo potencial
importante (como en series de casos comparados
con casos histéricos).

Series de casos o informes de casos.

Conflictos con el peso de la evidencia que apoya

la recomendacion.

E

Consenso entre expertos o experiencia clinica.

Tabla 2.1: Sistema de gradacién de la evidencia para recomendaciones de practica clinica.
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Capitulo 3

Teoria de la probabilidad y teoria de
la decisién

La teoria de la decisiéon Bayesiana desarrolla el procedimiento cuantitativo para la
toma de decisiones éptima. Para ello utiliza la teoria de la probabilidad para cuantificar
la verosimilitud de los sucesos inciertos y el coste o beneficio de las consecuencias de las
acciones ante dichos sucesos. Ademas, el estudio de este capitulo asienta las bases del
aprendizaje automatico, en cuyas técnicas profundizaremos en capitulos posteriores.

3.1. Teoria de la probabilidad

La probabilidad es una forma de cuantificar el grado de certeza asociado a un suceso.
Los procesos asociados a la decisién médica suelen venir acompanados de incertidumbre
debido a la falta de informacion o al caracter inherentemente ruidoso de la que se dispone.
La herramienta para cuantificar y manipular la incertidumbre es la teoria de la probabili-
dad. Su combinacién con la teorfa de la decisién (seccién 3.3) permite resolver la prediccién
6ptima de decisiones cuando se dispone de informacién incompleta y ruidosa.

3.1.1. Suceso, variable aleatoria y probabilidad

La probabilidad p(A|H) de un suceso A bajo unas condiciones H, es el grado de certeza
de A que sugieren las condiciones H a un observador. Por simplicidad de notacién, solemos
obviar las condiciones H cuando estas son evidentes, expresando lo anterior simplemente
como p(A).

Un suceso esta formado por un subconjunto de resultados elementales de un conjunto
de referencia €. Este conjunto 2 incluye todos los resultados elementales de los sucesos
en cuya verosimilitud estamos interesados. Todo suceso elemental tiene una probabilidad
en el rango [0, 1] y la suma de las probabilidades de todos los resultados elementales es 1.

Con el fin de poder operar con el conjunto €2, los resultados elementales de ) suelen
cuantificarse mediante una variable X, tipicamente llamada variable aleatoria. Esta va-
riable aleatoria tomard un valor X = x que estara contenido en el conjunto de referencia,
esto es x € Q.

Il Ejemplo 3.1 (Test de O’Sullivan)
Los protocolos de seguimiento del embarazo de bajo riesgo incluyen el Test de O’Sullivan en
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la semana 28 de gestaciéon, dentro del programa de screening de diabetes gestacional. Este test
consiste en la medicién mediante analitica quimica de la glucemia en plasma a los 60 minutos de
la ingesta de 50 g. de glucosa.

Un valor en la medicién igual o inferior a 140mg/dl se considera normal, por lo que el test
de O’Sullivan se considera negativo, mientras que si es superior a este valor, el test es positivo y
debe realizarse a la gestante una prueba de tolerancia oral con glucosa de tres horas y 100 g de
glucosa. De forma general, se ha observado que el 20 % de los test de O’Sullivan dan resultados
positivos [82].

Asi pues, podemos expresar el problema anterior mediante el conjunto de referencia Q =
{rango de valores de glucemia en plasma} = RT, ya que la glucemia no puede ser negativa y
no hemos establecido cota superior. Establecemos la variable aleatoria x como la medicion de
glucemia en plasma en mg/dl y definimos dos sucesos de interés, que en este caso son excluyentes
y cubren totalmente Q, O+ (test positivo) y O— (test negativo):

O+ = {z;z < 140mg/dl},
O— = {z;z > 140mg/dl}.

La evidencia cientifica disponible, que con este enunciado podriamos establecer de ni-
vel III y grado de recomendacién B?*, nos permite establecer, obviando las condicio-
nes H en la notaciéon, que la probabilidad de los sucesos bajo las condiciones H =
{gestante, 28 semanas, tras 60’ de la ingesta de 50 mg de glucosa} es:

p(O+) =0,2
p(O—) =1-p(O+) =08

3.1.2. Leyes aditiva y multiplicativa de la probabilidad y Teore-
ma de la probabilidad total

La relacién de sucesos en términos de probabilidad resulta de especial relevancia. Cono-
cidas las probabilidades de un conjunto de sucesos, A y B, las leyes aditiva y multiplicativa
permiten obtener las probabilidades de las relaciones entre ellos.

La ley aditiva dice que si, dado H, A y B son sucesos excluyentes, esto es, AN B = 0,
entonces

P(AU BIH) = p(A|H) + p(B|H). (3.1)

Asi pues, la probabilidad de que suceda A o B es la suma de las probabilidades de
cada suceso dada la condicion H.

La ley multiplicativa dice que
p(ANB|H) = p(A[H)p(B|A, H). (3.2)
Es decir, la probabilidad de que sucedan conjuntamente A y B es igual a la probabili-
dad de que suceda A multiplicada por la probabilidad de que suceda B condicionado

a que suceda A. p(AN B|H) suele expresarse también como la probabilidad conjunta

p(A, B|H).

2En base a Agency for Healthcare research and Quality (AHRQ) de los Estados Unidos. Disenado por
la Universidad de Aberdeen-Health Services Research Unit
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Supongamos ahora que conocemos las probabilidades conjuntas p(A, B;) del suceso A
y cada uno de los sucesos mutuamente excluyentes B;,i = 1, ..., k que forman el conjunto
de referencia 2. Como consecuencia directa de la ley aditiva (3.1) y debido a que AN B;
es excluyente con AN B;,Vj # i, podemos marginalizar sobre un conjunto de variables
para encontrar la probabilidad marginal del resto:

k

p(A) = p(A, By), (3:3)

i=1

y por la ley multiplicativa (3.2), el teorema de probabilidad total permite calcular p(A)

COoImo:
k

p(A) =Y p(A|B)p(B:). (34)
i=1
Il Ejemplo 3.2 (Valor predictivo positivo del test de O’Sullivan)
En el ejemplo 3.1 hemos visto que la probabilidad de obtener un test de O’Sullivan positivo
es p(O+) = 0,2. Sin embargo, tnicamente el 2,2% de las gestantes desarrollan diabetes gesta-
cional. Sabiendo que ninguna gestante con test negativo de O’Sullivan ha desarrollado diabetes
gestacional, ;cudl es el valor predictivo positivo del test de O’Sullivan?

El valor predictivo positivo del test de O’Sullivan da una idea de la tasa de acierto del test para
diagnosticar la diabetes gestacional, esto es, la probabilidad p(D+|O+) de haber desarrollado
diabetes gestacional habiendo obtenido un test positivo de O’Sullivan..

Podemos expresar el conocimiento enunciado de la siguiente forma:

p(0+) 0.2
p(D+) 0,022
p(D+10-) = 0,001

Como se puede observar se ha asignado una probabilidad minima pero no nula a p(D + |O—)
ya que ningtn suceso es imposible como premisa. Mediante las leyes aditiva y multiplicativa y el
teorema de probabilidad total, podemos desarrollar lo siguiente:

p(O-) = 1-p(O+)=08
p(D+,0-) = p(D+]0—-)p(O—)=0,0010,8=8e—4
p(D+) = p(D+,0-)+ p(D+,0+)
0,022 = 8e—4+ p(D+,0+)

p(D+,0+4) = 0,022 — 8¢ — 4 = 0,0212
p(D+,0+) = p(D+|0+)p(O+)
p(D+,0+)
D+lo+) = B2
p(D +|0+) 200
212
p(D+1(04+) = 0’82 =0,106

Por lo que el valor predictivo positivo del test de O’Sullivan se sitia en el 0,106. Por ello, podemos
esperar que Unicamente el 11 % de las gestantes con test positivo de O’Sullivan tengan realmente
diabetes gestacional.
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3.1.3. Teorema de Bayes

A través de la ley multiplicativa, ecuacién (3.2), podemos calcular la probabilidad
condicional de A habiendo observado B, p(A|B), como

p(B]A)p(A)
p(B)

El teorema de Bayes permite calcular la probabilidad final p(A|B) tras observar B a
partir de la probabilidad inicial p(A) y de la relacién que existe entre B y A.

p(A|B) = (3.5)

Il Ejemplo 3.3 (Prueba complementaria de la diabetes gestacional tras O’Sullivan)
Tras recibir el test de O’Sullivan, un médico puede tener sospechas de estar ante un caso de dia-
betes gestacional, por lo que para acercarse a su diagnostico, realiza una prueba complementaria
cuyo resultado positivo (X+) se asocia muy frecuentemente a la diabetes gestacional habiendo
observado un test positivo de O’Sullivan, de tal forma que:

p(X +|D+,0+) = 0,95
p(X +|D—,0+) = 0,10

;Como se modifica la probabilidad inicial p(D + |O+) con el nuevo conocimiento que aporta la
prueba complementaria?

Calcularemos la probabilidad a posteriori p(D+|X+, O+) mediante el teorema de Bayes para
incorporar el conocimiento nuevo que aporta X+ a la probabilidad inicial obtenida tras el test
de O’Sullivan,

p(X + |D+,0+)p(D + |O+)

D X O = )
PD +1X+,04) o

lo que requiere calcular el denominador mediante la ley de probabilidad total

p(X 4+ |0O+) p(X + |D+,0+)p(D + |O+) + p(X + |D—,0+)p(D — |O+)
p(X +|0+) = 0,95-0,106 +0,10 - (1 —0,106) = 0,1901.

Por lo tanto, la probabilidad final de tener diabetes gestacional es

0,95 - 0,106
D+ |X = = .
p(D + [ X+,0+) 0.1901 0,53

y la probabilidad de no tener diabetes gestacional es
p(D—|X+,0+) = 1-0,53 =047.

Con los nuevos resultados unidos al test de O’Sullivan, la hipdtesis de diabetes gestacional toma
peso frente al diagndstico negativo, lo que puede ayudar al médico a decidir poner en tratamiento
a la gestante.

3.1.4. Densidad de probabilidad y distribucion de probabilidad

Una variable aleatoria, X, se define a partir de los valores que puede tomar y la
probabilidad asociada a dichos valores. Cuando la variable es continua se puede conocer la
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probabilidad del suceso {X < x}, esto es P(X < z), siendo x € R. Esta funcién recibe el
nombre de funcion de distribucién de probabilidad acumulada y se representa por
F(z) = P(X < z). Una funcién de distribucién es monétona no decreciente y, ademés,
cumple que

Pla< X <b)=F(b) — F(a).
Se puede demostrar que, cuando Az — 0,

, Plx<X<z+Az) dF(z)
lim =
Az—0 Ax dx

= p(x),

donde p(z) recibe el nombre de funcién de densidad de probabilidad.

Por lo tanto, si un suceso A incluye un conjunto de resultados elementales en el rango
[a,b] € R de la variable aleatoria X, podemos calcular la probabilidad del suceso A a través
de la suma de la probabilidad de los resultados elementales en un intervalo infinitesimal
dx como

P(A)=Pla<z<b) = / p(x)dz. (3.6)

Ademéds, la funcidn de distribucidn de probabilidad F(z) puede expresarse como

x

P(X <z)=F(z) = / p(x)d. (3.7)

—00

La figura 3.1 muestra una funcién de densidad de probabilidad p(x) y su funcién de
distribucién de probabilidad F(x) asociada.

Las leyes aditiva y multiplicativa y los teoremas de probabilidad total y de Bayes
pueden extenderse para el uso de variables continuas o combinaciones de variables discretas
y continuas. Asi, por ejemplo, el teorema de la probabilidad total para dos variables
continuas z e y queda como

p(z) = / " ple,y)dy. (3.8)

o0

Es importante observar que p(z) no es una probabilidad, ya que puede tomar valores
mayores que 1, al contrario que F(z). Sin embargo, el elemento diferencial de probabilidad
P(x < X <2+ dx) = p(x)dx s es una probabilidad.

Cuando la variable aleatoria es discreta, esto es, los valores que pueden tomar son nu-
merables, cada posible valor estd asociado a una masa de probabilidad que representamos
como P(X = z). Esta masa de probabilidad se representard con una funcién de masa
de probabilidad, p(X). En adelante, con el fin de economizar la notacién matemdtica,
la probabilidad de un suceso, P(X = x) se expresard como p(x).
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I I 0
8 9 10

Figura 3.1: Funcién de densidad de probabilidad p(z) en linea sélida y funcién de dis-
tribucién de probabilidad F'(z) en linea discontinua. El drea roja ilustra la probabilidad
acumulada p(x)dz en un intervalo infinitesimal dx.
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3.1.5. Valor esperado de una funcién de variable aleatoria

Cualquier funcién f(z) de una variable aleatoria x es a su vez una variable aleatoria.
Una de las caracteristicas mas importantes de la distribucién de f(z) es el valor esperado
que se define como

Eu[f(2)] = > plai) f(x:) (3.9)

x,€Q

para variables discretas, y
Elf(@)) = [ pla)f(@)da (3.10)

para variables continuas. Por lo tanto, el valor esperado es la media ponderada por la
probabilidad de los valores que puede tomar z.

Cuando se dispone de una muestra limitada S de N casos de la distribucién F(z), el
valor esperado puede aproximarse por el valor esperado empirico como

E[f(x)]~ Y f(x) (3.11)

Cuando dos variables, x,y, estan relacionadas, puede ser de interés el calculo del valor
esperado de la funcién f(x) sobre 2 condicionada a un valor de y, que se calculard como

Euy[f(@)] =Y plwily:) f(x:) (3.12)
para variables discretas, y
Eaplf(@)) = [ plaly)fa)ds (3.13)

para variables continuas.

3.1.6. Varianza y Covarianza

La varianza de f(x) mide la variabilidad que hay en f(z) en torno a su valor esperado
E[f(x)], por lo que se define como

Eo[(f(2) = Eolf(2)])*] = Exl(f(2)*] = Eu[f(2)], (3.14)

y, en particular,
0" = Eil(e — Eulz])’] = Eulo”] — Esfa’. (3.15)

La covarianza expresa la variacién comun de dos variables x e y y se puede calcular
como

cov(w,y) = Euyl(x — Exlz])(y — Eyly])] = Euylry] — Ealz]Eyly]. (3.16)

Un caso de particular interés es conocer la matriz de covarianzas D x D de un vector
D-dimensional x
Y = cov(x) = By[xx"] — Ex[x]E,[x"]. (3.17)
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3.2. Distribuciones estadisticas

En la seccion 3.1.1, se ha definido el concepto de variable aleatoria y en la seccion 3.1.4
se definen la funcidn de distribucion de probabilidad, F(z), y la funcion de densidad de
probabilidad, p(x), que son dos formas alternativas para describir la distribucién de los
valores de la variable aleatoria. Generalmente, la descripcion de la distribucion de estos
valores es més sencilla cuando se utilizan funciones de densidad. Segin la variable aleatoria
sea discreta o continua tendremos funciones de densidad discretas o funciones de densi-
dad continuas, respectivamente. A continuacién se detallaran algunas de las funciones de
densidad discretas y continuas mas empleadas.

3.2.1. Distribucién de Bernoulli

Muchas de las variables con las que se va a trabajar tomaran unicamente 2 posibles
valores complementarios. Se dice que la variable aleatoria X tiene una distribucién de
Bernoulli X ~ Be(p) cuando se presentan estas dos alternativas, A con probabilidad p
y —A, la negacién de A, con probabilidad ¢ = 1 — p. Estos sucesos se pueden codificar
asignando, de manera arbitraria, el valor 1 cuando aparece A y 0 en caso contrario. La
funcion de masa de probabilidad quedara:

1—p  cuando ocurre el suceso =A (X = 0)
p(X) = (3.18)

P cuando ocurre el suceso A (X =1)

En estos casos se suele decir que la variable aleatoria X sigue una distribucion de
Bernoulli, X ~ Be(p). La funcién 3.18 se puede expresar como

p(X =x2)=p"(1-p' " (3.19)

La funcién de distribucién correspondiente es

Flz) = (3.20)
La esperanza matemética y la varianza son E[X]| =py V[X] = p(1 — p).
Ahora, supongamos un vector de variables independiente X = (X3,..., Xp) donde
Xl ~ Be(pl)7 <. '7XD ~ Be(pD)7

son independientes. Decimos entonces que X es Bernoulli D-dimensional de pardmetros
p=(p1,...,pp)" y sun funcién de masa de probabilidad es:

p(x) = [[wa =[] o0 (0 = pa) =2,
d d

3.2.2. Distribucién binomial

Una variable discreta X sigue una distribucién binomial X ~ B(n;p) cuando mide el
ntmero de ocurrencias de un suceso en n ensayos independientes donde la probabilidad de
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que dicho suceso ocurra es p. Esto es, la distribucién B(n;p) describe situaciones donde
un mismo suceso dicotémico se repite n veces”. La variable X no es mas que

X=X1+Xo+...+X,, (3.21)

donde cada variable independiente X; toma el valor 1 cuando el suceso de interés A ocurre
y 0 en caso contrario, —=A. Por lo tanto, esta variable X podrd tomar cualquier valor
natural entre 0 y n. Esto quiere decir que si se observa que X = x entonces, en las n
repeticiones que se han hecho del experimento, se ha observado x veces el suceso A. Como
se puede deducir, pueden darse numerosas combinaciones en las que el suceso A apareciese
exactamente x veces. Cada uno de los sucesos A se da con probabilidad p y cada suceso
—A se da con probabilidad ¢ = 1 — p. Por lo tanto, la funcién de masa de probabilidad es:

T

p(z) = <n> P (3.22)

La funcién de distribucion correspondiente es:

F(z) = i (?)piq("”, (3.23)

i=0
y la esperanza matemaética y la varianza son, respectivamente, F[X| = np y V[X]| = npq.

Il Ejemplo 3.4

En un programa de prevencién del cancer de mama se diagnosticaron, durante el afio 2007, 830
tumores malignos a partir de distintos cribados. De los tumores detectados un 86,75 % (720)
fueron carcinomas invasivos y un 13,25 % (110) fueron carcinomas in situ. Conocidos estos datos
y sin ningtn tipo de informacién anadida, estimar la probabilidad de encontrar exactamente 4
pacientes con carcinoma in situ si se han cribado 20 pacientes con tumor maligno.

Para estimar la probabilidad habra que proceder de la siguiente manera. En primer lugar,
se detecta que el suceso de interés A es la aparicién de carcinomas in situ que tienen una
probabilidad p = 0,1325 de aparecer. Ademas, el proceso de cribado se ha repetido n = 20
veces, luego la variable sigue una distribuciéon X ~ B(20;0,1325). Para estimar la probabilidad
de encontrar exactamente 4 carcinomas in situ y, por tanto, 16 carcinomas invasivos, basta con
aplicar la ecucacién 3.22. Sin embargo, se hard una deduccién previa para obtener el valor de la
estimacion.

Una posible combinacién para obtener 4 carcinomas in situ, A, y el resto invasivos, A seria
obteniendo la siguiente secuencia: A, A, A, A,—A,—A, ..., —A.

Este evento tendria como probabilidad el producto de las probabilidades de cada suceso
independiente, es decir, p(4, A, A, A,=A,=A, ..., =A) = [[22, p(A;) = p(A1)p(Az) - - p(As) =
plpApAplq...q:pﬁl.qu%0700003,

Sin embargo, este evento no es el inico que puede darse donde aparezcan 4 carcinomas in situ
y 16 carcinomas invasivos. Otro ejemplo seria este: A, A,—A,—~A, A, A,—-A,...,—A. De hecho,
hay hasta (240) combinaciones distintas en las que podemos encontrar los sucesos de interés. Esto
significa que la probabilidad total que buscamos sera:

2 ,
p(X =4)= <4O)p4q1° = 0,1536.

bLa distribucién de Bernoulli es un caso particular de la distribucién binomial para n = 1.
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3.2.3. Distribucién multinomial

La distribucién multinomial expresa la probabilidad de apariciéon de que D sucesos aleatorios
excluyentes Ay, ..., Ap, con probabilidades

D
p(A4;) = p; € [0,1], con Zpd =1, (3.24)

d=1
ocurran xy, ..., xp veces cada uno cuando se dan L ocurrencias. El conjunto de sucesos individua-
les observados pueden ser descritos mediante el vector de conteos x = (X; = 21,...,Xp == D)T,

donde x1 + ...+ xp = L. El namero de secuencias posibles de L ocurrencias que pueden dar el
vector de conteo x = (z1,...,2p)7 es

(L) o
x H§:1 4!

y, al ser ocurrencias independientes, la probabilidad de cada secuencia de conteo x es HdD:1 pgd,
por lo que la probabilidad del vector de conteo p(x) es

£

=D
[Ti=: zd! d=1

En estos casos se dice que el vector aleatorio sigue una distribucion multinomial

p(x) =p(z1,...,2p) Py

(X1,Xa,...,Xp) ~ M(L;p1,---,pD)-

Se puede observar que la distribucién multinomial es una generalizacion de la distribucién bi-
nomial ya que cada suceso individual sigue una distribucién binomial que se distribuye como
X; ~ B(n;p;), por lo tanto, la esperanza matemdtica y la varianza de cada suceso quedan

E[X;] = np; y V[X;i] = npi(1 — p;), respectivamente.

3.2.4. Distribucién uniforme

X q/a-bl
E1Iab

a b
Figura 3.2: Funcién de densidad de probabilidad para una variable aleatoria X ~ U(a;b).

Una variable aleatoria continua sigue una distribucién uniforme (ver figura 3.2) en el intervalo
[a,b], X ~ Ul(a;d) si su funcién de densidad de probabilidad es:
1

p(.r):b_a a<xz<b, (3.25)
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siendo 0 en otro caso. La funcién de distribucién de probabilidad es:

0 r<a
Flz)=4¢ 222 a<z<b (3.26)
1 x>b
1,
x
g
a b

Figura 3.3: Funcién de densidad de probabilidad para una variable aleatoria X ~ U(a;b).

La esperanza matematica y la varianza son, respectivamente,

BX] = a;—b
y -
V[X}:%,

3.2.5. Distribucién normal

Una variable aleatoria continua X sigue una distribucién normal, X ~ N(u;0?), con para-
metros g, la media, y 02, la varianza, cuando su funcién de densidad es:

1 1(x— p)?
p(z) = Py exp (—ET) . (3.27)

La funcién de distribucion de probabilidad es:

Pla) = ﬁ [ inf exp (7%“;72“)3 . (3.28)

El cédlculo de probabilidades a partir de la funcién de distribucién de probabilidad normal
con una variable aleatoria A(0;1) es muy complicado, ya que la funcién de densidad no tiene
una primitiva conocida, por lo que la aplicacion directa de la integral resulta complejo. Para
obtener estas probabilidades es necesario utilizar procedimientos de aproximacién muy tediosos.
Hace unos anos, para evitar estos calculos, se disponia de tablas que proporcionaban valores
aproximados de las probabilidades necesarias. A dia de hoy, cualquier entorno matemadtico (R,
Matlab, etc.) ofrece las probabilidades buscadas.
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La figura 3.4 muestra el aspecto de las densidades de probabilidad en funcién de los para-
metros. A la curva que se describe se la conoce como campana de Gauss. La curva es simétrica
alrededor del punto medio, u. Este punto medio coincide ademés con la mediana y la moda de la
distribucién. El pardmetro p de la distribuciéon especifica la posicién del pico de la campana y el
pardmetro o2 define la amplitud de la campana. Una caracteristica interesante es que el 68,27 %
de los posibles valores de la distribucién normal se encuentran a una desviacién estandar de la
media, p; un 95,45 % de los valores estdn a 2 desviaciones estdndar y un 99,73 % a 3 desviaciones
estandar. Esto se puede apreciar en la figura 3.6.

1 : :

——‘H=0v52=1
0.9 _H=0152=1-57
— = 2:

0.8¢ u 0,620.57
—u=-2,6%=1
0.7 b

0.6} g
X 05 i
o
0.4t g
0.3t g
0.2t g

0.1¢ 1

94 -3 -2 -1 0 1 2 3 4

Figura 3.4: Funcién de densidad de probabilidad para distintas variables aleatorias nor-
males.

—u=0,02=1

—u=0,6°=15

—u=0,02=0.5,

—u=—2,02=1
T T

2 3 4

Figura 3.5: Funcién de distribucién de probabilidad para distintas variables aleatorias
normales.

Se entiende por distribucién normal estandar cuando los pardmetros son =0y o2 = 1. La
esperanza matemética y la varianza son, respectivamente, E[X] = pu y V[X] = o2
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68,27%

95,45%

nw-2c u n+2c

99,73%

u-3c n u+3c

Figura 3.6: Arriba se muestra el drea de la region [ — o, u + o] que representa alrededor
del 68 % de la masa de probabilidad. En el centro tenemos el area [u — 20, u + 20] que
encierra aproximadamente un 95 % de los valores. Por 1ltimo, una masa de probabilidad
de un 99,7 % estd representada en la regién definida por [y — 30, 1+ 30]. En algunos sitios
conocen esta propiedad como la regla 3 sigma.

Hasta el momento se ha descrito la funcién de densidad normal para una unica variable. Sin
embargo, se puede generalizar la expresion de la funcién de densidad de probabilidad normal para
muiltiples variables. Dicho de otro modo, cuando la variable aleatoria que deseamos estudiar es un
vector aleatorio D-dimensional, con D > 1. Entonces, un vector aleatorio sigue una distribucién
normal multivariante con vector de medias g y matriz de covarianzas X, X ~ Np(u,X). La
funcion de densidad de probabilidad normal multivariante es:

po) = (2m) 215l o (—5x - "= k- ). (3.20)

Il Ejemplo 3.5
En un estudio sobre la diabetes de tipo II en una poblacién homogénea, se tomé la presién
sanguinea de 500 individuos. De las 500 observaciones se obtuvo un histograma por frecuencias,
la media, i = 70,9, y la desviacién tipica, & = 11,9 de la presién diastélica de la muestra. A
partir de estos datos se puede calcular la probabilidad de que un individuo de dicha poblacién
tenga una presién diastdlica mayor que 90 mmHg.

Para ello, puesto que deseamos hallar P(presién diastélica > 90), deberemos buscar 1 —
P(presién diastdlica < 90) = 1—F(90;{70,9;11,9}). En cualquier entorno matemético obtenemos
que F(90;{70,9;11,9}) = 0,9458, por lo tanto P(presién diastélica > 90) = 1 — 0,9458 = 0,0542.

3.2.6. Distribucion gamma

Una variable aleatoria continua seguird una distribucién gamma en el intervalo (0, c0), con
pardmetros 0 y k, si su funcién de densidad de probabilidad es:

(—=z/6)
_ k—1€
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20 40 60 80 100 120 140
Presion Diastdlica

Figura 3.7: Histograma y funcién de densidad de probabilidad estimada a partir de las
500 observaciones para la presién diastdlica medida en mmHg.

siendo I'(k) la funcién gamma expresada como:

o
(k) = / a* e da, (3.31)
0

donde x > 0y k > 0. En la figura 3.8 se muestran distintas parametrizaciones de la funcién de
densidad gamma.

La esperanza matemética es E[X] = kf y la varianza kf2. Conviene destacar que la distribucién
x? es un caso particular de la distribucién gamma cuando 6 = 2. En concreto, si X ~ I'(k,0 = 2),
entonces X ~ x2(2k). Ademés, en la inferencia bayesiana la distribucién gamma es, precisamente,
la distribucién conjugada de la inversa de la varianza®.

3.2.7. Distribucién beta

Una variable aleatoria continua sigue una distribucién beta en el intervalo [0, 1], con para-
metros vy (3, si su funcién de densidad de probabilidad es:

1 1 _
7)) = —— 2% (1 —2)f 1, 3.32
P@) = gy - ) (3:32)
siendo B(a, 8) una funcién conocida como funcién beta con expresion:
' [(a)L(B)
B(a, B :/ 201 — 2Pl = 3.33
@8)= [ =) ot (333)

siendo T'(+) la funcién gammay o > 0y > 0. De este modo, la funcién beta aparece como una
constante de normalizacion para garantizar que la probabilidad total sume 1.

°En la teorfa de la probabilidad bayesiana, cuando la densidad de probabilidad a posteriori, p(0|x), es
de la misma familia de funciones que la distribucién de probabilidad a priori, p(), entonces se dice que
son distribuciones conjugadas y a la a priori se le llama conjugada de la verosimilitud, p(z|6).
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0.5

—k=1,0=2
0.45 ——k=2,0=2 ||
—k=3,0=2
0.4 ——k=9,0=1/2 ||

0 5 10 15 20
X

Figura 3.8: Funcién de densidad de probabilidad gamma con distintos parametros k& y 6.

La esperanza matemética y la varianza son, respectivamente, E[X]| = o/(a+ ) y V[X] =
af/(a+ B)*(a+ B+ 1). En la figura 3.9 se observa que la densidad es finita cuando o, 3 > 1y
si se toma o = = 1 se obtiene la densidad de probabilidad uniforme estdndar. Una propiedad
importante, que se empleard en la teoria de la probabilidad bayesiana, es que la distribucién beta
es la distribucién conjugada de la probabilidad binomial.

3.2.8. Distribucién de Dirichlet

La distribucién de Dirichlet es una generalizaciéon multivariante de la distribucion beta. Es
también la distribucién conjugada de la distribucién multinomial. Se dice que un vector aleatorio
X sigue una distribucién de Dirichlet con pardmetros & = (v, g, ..., ax) y K > 2, X ~ Dir(a)
cuando la funcién de densidad de probabilidad es:

= — [« (3.34)
Ble) LL7F

donde z, > 0y >, xp = 1. El factor de normalizacién se puede expresar en términos de la
funcién gamma:

_ I lar)
B(a) = 5, a0 (3.35)

La esperanza matemaética y la varianza de cada suceso individual es

;

Dk %

B[Xi] =

E[X;](1 - E[X;

vy = B0 - Bl
1+ Zk g

Al igual que la distribucién beta, la distribucién de Dirichlet se empleard en la teoria de la

probabilidad bayesiana, ya que la distribucion de Dirichlet es la distribuciéon conjugada de la
probabilidad multinomial.
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Figura 3.9: Funcién de densidad de probabilidad beta con distintos pardmetros o y .

3.3. Teoria de la decisién Bayesiana

La teorfa de la decisién, junto con la teoria de la probabilidad, permite tomar decisiones ép-
timas en situaciones con incertidumbre, esto es, en ausencia de informacién completa y correcta.
En este tipo de situaciones se puede incluir el proceso de decisién médica.

Un problema de decision es aquel en “el que se debe elegir de forma razonada entre un
determinado conjunto de alternativas, en presencia de incertidumbre sobre algunos de los factores
que condicionan la consecuencias de la eleccién” [83].

El diseno de un problema de decisién implica las siguientes tareas:

1. Determinar el espacio de decisiones.
2. Definir los sucesos inciertos.

Definir los sucesos observados que aporten conocimiento a la resolucién del problema.

-~ W

Cuantificar la verosimilitud de la ocurrencia de los sucesos.

5. Determinar las consecuencias de tomar cada decisién bajo las circunstancias de producirse
los sucesos inciertos.

6. Definir la funcién utilidad (o funcién pérdida) de las consecuencias.
7. Definir la utilidad (o pérdida) esperada de las decisiones.

8. Resolver el problema mediante la decisién que maximiza la utilidad esperada (o minimiza
la pérdida esperada).

Estas tareas pueden estar relacionadas entre si y requerir revisiones para llegar a definir el
problema correctamente.

Il Ejemplo 3.6 (Diagndstico de tumores cerebrales en la infancia)
El grupo interdisciplinar de diagnéstico precoz de tumores cerebrales en la infancia considera
que un paciente menor de 14 anos tiene un tumor cerebral y consideran que puede ser de tipo
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Ependimoma (EP), Astrocitoma Pilocitico (AP) o Tumor Embrional (EM). Para este problema
concreto, el grupo interdisciplinar considera que es extremadamente importante decidir uno y
solo uno de los diagnésticos, y es importante no errar en la decision.

Deciden que la probabilidad inicial de cada diagndstico se realice mediante la prevalencia de
estos tipos de tumores en ninos entre 0 y 14 afios:

Para obtener més informacién concreta del caso, recurren a un indice radiolégico, obteniendo
un valor de 8,5 en unidades arbitrarias (u.a.). La respuesta de dicho indice se ha caracterizado
mediante estudios previos.

1 Qué decisién debe tomar el grupo interdisciplinar? Iremos solucionando el problema por
etapas a lo largo de la seccion.

Durante el diseno del problema de decision, debemos elegir el conjunto de posibles decisiones y
que denominaremos espacio de decisiones D, del cual se elegird un elemento d para dar soluciéon
al problema. Este espacio debe ser exhaustivo y los elementos que lo componen deberdn ser
excluyentes entre si. Si bien el espacio de decisiones suele ser finito, este puede también contener
infinitas alternativas.

Il Ejemplo 3.7 (Diagndéstico de tumores cerebrales en la infancia (cont. ej. 3.6))
El espacio de decisiones en el problema de diagnostico que se plantea el grupo interdisciplinar
es D = {EP, AP, EM} que representa la eleccién como diagnéstico de los tipos Ependimoma,
Astrocitoma Pilocitico y Tumor Embrional, respectivamente. El espacio D es exhaustivo y sus
elementos son excluyentes, ya que representan cada una de las posibilidades contempladas por
el grupo de expertos.

Debemos ahora identificar el conjunto de sucesos inciertos para cada una de las posibles
decisiones. Ante la situacién de incertidumbre que plantea un problema de decisién, como el
diagnéstico, prondstico, tratamiento y gestién médica, los sucesos inciertos pueden ser muchos
y muy variados, por lo que deben identificarse con sumo cuidado. Los sucesos inciertos en este
problema pueden tener diferente naturaleza. Por ejemplo, sucesos como “remisiéon del tumor”,
“proliferacion del tumor” o “muerte del paciente antes de 1 ano” tendrian un caracter prondstico.
Sucesos como “supervivencia a la operacién” o “secuelas”, podrian ser sucesos inciertos asociados
a tratamientos. Por 1ltimo, sucesos como “anemia ferropénica” o “talasemia” podrian ser sucesos
inciertos asociados a diagndsticos.

Il Ejemplo 3.8 (Diagndéstico de tumores cerebrales en la infancia, cont. ej. 3.6)

Los sucesos inciertos de interés para la resolucion de este problema son los tres tipos de tumor:
Y = {EP,AP,EM}. En este problema los sucesos inciertos son los mismos con independencia
de la decisién que se tome.

Si se tiene disponible mediante experimentacién u observacién algtin conjunto de sucesos que
puedan aportar informacion a la resolucion del problema, este puede ser utilizado para reducir
la incertidumbre de la decision. Por ejemplo, disponer de una prueba diagnostica puede reducir
la incertidumbre sobre el diagndstico gracias a la informacién especifica que aporta del caso.

Il Ejemplo 3.9 (Diagnéstico de tumores cerebrales en la infancia)
Como observaciones del paciente, el equipo disciplinar dispone de un valor x = 8,5 del indice
radiolégico.
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La cuantificacién de la verosimilitud de los sucesos inciertos y de los sucesos observados
condicionados a los sucesos inciertos se puede realizar mediante la teoria de la probabilidad
(ver seccion 3.1). Asf pues, podemos expresar la verosimilitud de los sucesos inciertos mediante
las probabilidades p(y), y las probabilidades de las observaciones condicionadas a los sucesos
inciertos a través de p(x|y).

Il Ejemplo 3.10 (Diagnéstico de tumores cerebrales en la infancia)

Mediante la consulta de los datos histdricos de tumores del sistema nervioso central estratificado

por edad, el grupo interdisciplinar puede asignar las probabilidades a priorid:

p(EP) = 0,15
p(AP) = 048
p(EM) 0,37

Supongamos que para el indice radiolégico, los estudios previos obtuvieron las siguientes densi-
dades de probabilidad condicionales a cada diagndstico:

p(z|EP) = N(z[5,2)

p(z[AP) N(z[10,1)

p(z|EM) = N(z|13,3)

Determinadas las posibles decisiones y definidos los sucesos inciertos, se pueden determinar las
consecuencias ¢(d, y) de tomar cada decisién d ante la eventual realizacién de cada suceso incierto

Y.

Il Ejemplo 3.11 (Diagnéstico de tumores cerebrales en la infancia, cont. ej. 3.6)
Podemos definir las consecuencias del problema por enumeracién de la siguiente forma:

{c(EP, EP) = “acierto”, ¢c(EP, AP) = “error”, ..., c(AP, EP) = “error”, .. .},

donde c¢(d, y) representa la consecuencia de decidir el diagnéstico d cuando el paciente tiene un
tumor de tipo y. Asi pues, podriamos definir de forma concisa el conjunto de consecuencias de
la siguiente forma:

c(d,y) = “acierto”; d=y
c(d,y) = “error”;  d #y.

Para poder operar con las consecuencias de las decisiones, a partir de los sucesos inciertos,
serd necesario establecer una funcién numérica de utilidad, o de pérdida, segin el contexto del
problema a resolver.

Una funcién de pérdida L(d,y) asigna el coste que se produce como consecuencia de decidir
d ante el suceso y, esto es, ¢(d,y). Una de las funciones tipicas de pérdida es la funcién 0-1.

0 siy=d
L(d,y) = (3.36)
1 sty #£d
Esta funcién suele utilizarse en problemas de clasificacion donde y toma un valor de una lista de

categorias y la decisién consiste en elegir un elemento de esa lista penalizando con 1 cuando la
eleccién es erronea.

4Un ejemplo donde consultar esta informacién es el registro CBTRUS http://www.cbtrus.org/.
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Il Ejemplo 3.12 (Diagnéstico de tumores cerebrales en la infancia, cont. ej. 3.6)
La funcién de pérdida 0-1 responde al enunciado del problema, ya que penalizard las decisiones
cuyo diagndstico no coincida con el diagnéstico real del paciente.

La utilidad (o pérdida) esperada al tomar la decisién d habiendo observado « es el valor esperado
de la funcién utilidad (o funcién pérdida) sobre y condicionado al valor observado en x. Para el
caso en el que y es una variable categérica con C posibles valores, podemos calcularlo mediante
la ec. 3.12:

C
By [L(d)] = p(yila) L(d, y;) (3.37)
i=1

Para el caso en el que y es una variable continua, podemos calcularlo mediante la ec. 3.13:
BylLd)] = [ plulo)L(d wdy (3.3%)
y

Il Ejemplo 3.13 (Diagnéstico de tumores cerebrales en la infancia, cont. ej. 3.6)
El valor esperado de pérdida vendra dado por la expresién 3.37, por lo que debemos calcular por
el teorema de Bayes, ecuacién 3.5:

p(EP|z) x p(EP)p(z|EP) = 0,15-0,0432 = 0,0065,
p(AP|x) < p(AP)p(z|AP) = 0,48 - 0,1295 = 0,0622,
p(EM|z) < p(EM)p(z|EM) = 0,37-0,0432 = 0,0160,
p(x) = p(EP|z) + p(AP|z) + p(EM|z) = 0,0846.

Por lo que la estimacién de la pérdida esperada para cada posible decision serd:

C
EyolL(d))] = > p(yila) L(dj, yi) = 1 — p(y;|2),

i=1

por lo que obtenemos:

E[L(EP)] = 1-0,0065/0,0846 =1 — 0,08 = 0,92,
E[L(AP)] = 1-0,0622/0,0846 =1 —0,73 = 0,27,
E[L(EM)] = 1-0,0160/0,0846 =1 —0,19 = 0,81.

La decisiéon 6ptima de un problema con incertidumbre es aquella que maximiza (o minimiza) la
utilidad (o pérdida) esperada.
La regla de decision basada en la utilidad esperada es:

d* «+ argénax By [L(d)] (3.39)
La regla de decision basada en la pérdida esperada es:

d" «+ argDmin Ey[L(d)] (3.40)
Il Ejemplo 3.14 (Diagnéstico de tumores cerebrales en la infancia, cont. ej. 3.6)
Aplicando la regla de decisién 3.40, el grupo interdisciplinar minimiza la pérdida esperada eli-

giendo como diagnéstico “Astrocitoma Pilocitico”.
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3.3.1. Teoria de la decision Bayesiana para una secuencia de
decisiones condicionales

Sea d = {di,...,d;,...,dx} el conjunto no ordenado de posibles decisiones que involucran
un proceso decisivo complejo y que pueden aparecer en diferentes momentos ¢ de una secuencia
temporal 1 hasta T'. En cada decision d; se puede elegir entre serie de alternativas, expresando
como d;; la alternativa j. Llamaremos decisién d; a una decisién del conjunto d que se toma en el
momento t. d;_1 es el vector ordenado de las alternativas seleccionadas desde el momento 1 hasta
t — 1. 01 es cada uno de los sucesos inciertos que pueden darse tras tomar la alternativa d;;. 0;
es el suceso acontecido en el momento ¢ty ©@;_; es la secuencia ordenada de sucesos acontecidos
desde el momento 1 hasta t — 1.

Segun la teorfa de la decisiéon Bayesiana, la solucién 6ptima a la decisién d; condicionada
a los sucesos ®;_1 y a las alternativas seleccionadas d;—; en la decisiones anteriormente, serd
la alternativa que maximice la utilidad esperada en el momento ¢ condicionada a los sucesos
acontecidos y las decisiones tomadas anteriormente:

d;|®;_1,di—1 = arg maxu*(dtj\G)t_l, di—1), (3.41)
J

con utilidad
U*(dt‘gt—h dt—l) = Hl]é,X u* (dtj‘et—h dt—l)a (342)

donde la utilidad de las alternativas de decisiones no finales se estiman a partir de las utilidades
estimadas de sus sucesos inciertos utilizando las decisiones sucesivas

uw(dg|O¢—1,dy—1) = Z POk |O¢—1)u" (diy1|O¢—1, Opjr, di—1, i), (3.43)
k

y para las alternativas de decisiones finales se utiliza la funcién de utilidad condicionada a los
sucesos inciertos

u*(dij|©1,di1) = > p(O1j|©11)uldyj, di—1104jx, ©4-1), (3.44)
k

siendo la funcién u(di;, d¢—1|0s8, @¢—1) la utilidad de las alternativas seleccionadas hasta el
momento t. Si la utilidad de las alternativas seleccionadas es aditiva podemos escribir:

U(dt]‘, dt—1|0tjk7 et—l) = u(dtj, |9t,k7 @t—l) =+ u(dt_l ‘G)t—l)~ (3.45)

Cabe destacar que todas las alternativas de una decisién comparten el conjunto de sucesos
inciertos, ya que todas las ramas deben comtemplar todas los posibles futuros tras la toma de la
decisién, es decir todos los posibles sucesos inciertos.

3.3.2. Incorporacién de observaciones realizadas durante las de-
cisiones a la metodologia de resolucién

Las observaciones o; realizadas al seleccionar una alternativa en una decisiéon en el momento ¢
se incorporan como sucesos a los vectores @} = [0, 0;] del modelo, por lo que los sucesos inciertos
posteriores quedan condicionados a dichas observaciones, e.g. p(0;|®}_;) = p(6;|©;_1,0,_1), y las
utilidades también pueden quedar condicionadas a dichas observaciones u(dy,;, |0¢ji O¢—1,0¢—1)-

Es importante recordar que para un modelo predictivo que vaya a funcionar en el momento
t inicamente se podran obtener observaciones asociadas a los momentos 1 hasta ¢ — 1.
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Il Ejemplo 3.15 (Decisién de produccién farmacolégica)
Nos basaremos en un ejemplo del libro [83] como primer ejemplo de la metodologia. En dicho
ejemplo, una empresa farmacéutica se plantea producir un nuevo farmaco al mercado. Los be-
neficios de la producciéon del nuevo farmaco dependerdan de su éxito alto, medio o bajo entre
los médicos. Para estudiar la viabilidad de la nueva produccién se plantea realizar una encuesta
de campo con un coste asociado, siendo el resultado de la encuesta aconsejar o no aconsejar la
produccién del nuevo farmaco.

Claramente es un proceso de decisién que implica dos momentos de decisiones encadenadas.
Identificamos los siguientes elementos del problema:

1. Decisién Encuesta (do): realizar la encuesta

2. Alternativas de do: s{ (y), no (n).

3. Sucesos inciertos tras do=sf: aconsejar producir (x=1), aconsejar no producir (x=0).
4. : Decisién Produccién (dp): comenzar produccién

5. Alternativas de dp: si (y), no (n).

6. Sucesos inciertos tras dp=si: exito alto (e=a), éxito medio (e=m), éxito bajo (e=b)

La figura 3.10 identifica los posibles caminos de decisiones y sucesos inciertos, donde los
cuadrados representan decisiones, las lineas tras las decisiones representan las alternativas, y las
lineas tras los circulos representan los posibles sucesos inciertos tras cada alternativa. Al final de
cada rama se identifica su utilidad, es decir de las decisiones condicionadas a los sucesos inciertos.

La resolucién del problema viene dada por el recorrido en profundidad del drbol, obteniendo
resultados parciales de la figura 3.11 segtn las ecuaciones de la seccién 3.3.1.

Il Ejemplo 3.16 (Decisién de Biopsia de Ganglio Centinela)

Los nodos linfaticos constituyen el principal drenaje de las glandulas mamarias. Esto justifica las
actuales guias clinicas que recomiendan una linfadenectomia completa (axillary lymph node dis-
section (ALND)) en aquellas pacientes en cuyos ganglios centinela (sentinel lymph node (SLN))
hay presencia de metdstasis.

Deseamos estudiar lo adecuado que es realizar el protocolo quirtirgico basado en la biopsia
intraquirdrgica del ganglio centinela (SNB) previa a una (ALND). Para ello especificamos el
proceso de decisién quirtirgico que implicaria las dos decisiones secuenciales, segiin los posibles
caminos indicados en la figura 3.12.

Identificamos los siguientes elementos en el arbol de decisién:

= Decisién: realizar biopsia de ganglio centinela (SNB)
= Alternativas de SNB: realizar SNB (y), no realizar SNB (n)

= Sucesos inciertos tras SNB=y y SNB=n: No metdstasis més alld del SNB (met=MO0),
Metéstasis més alld del SNB (met=M1)

= Decisién: realizar linfadenectomia (ALND)
= Alternativas de ALND: realizar ALND (y), no realizar ALND (n)

= Sucesos inciertos tras ALND=y y ALND=n: no linfedema (lim=n), linfedema (lim=y)

©Juan M Garcia-Gomez et al. 43



Capitulo 3. Teoria de la probabilidad y teoria de la decisién

u(do=y,dp=y|x=1,e=a)

u(do=y,dp=y|x=1,e=m)

u(do=y,dp=y|x=1,e=h)

O u(do=y,dp=n|x=1)

u(do=y,dp=y|x=0,e=a)

u(do=y,dp=y|x=0,e=m)

u(do=y,dp=y|x=0,e=b)

do

n
T u(do=y,dp=n[x=0)

n
\O\ /\y u(do=n,dp=y|e=a)
dp J e=m u(do=n,dp=yle=m)
”{
n

u(do=n,dp=y|e=b)

u(do=n,dp=n)

Figura 3.10: Arbol de decisiones y sucesos inciertos del proceso de decisién de realizar una
encuesta para la producciéon de un nuevo farmaco.
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e=a, p(e=ajx=1) u(do=y|x=1)+u(dp=yle=a)

e=m, p(e=m|x=1 u(do=y,x=1)+u(dp=yle=m)

¥, u*(dp=yldo=y,x=1) o=b, p(e=bjx=1)
u(do=y|x=1,u(dp=yle=b)

n, u*(dp=n|do=y,x=1) ~ 1
A

dp, u*(dp|do=y,x=1) u(do=y|x=1)+u(dp=n)

€23, pE=AZ0)_— y(gozy|x=0)+u(dp=yle=a)
x=1, p(x=1)

u(do=y|x=0)+u(dp=yle=m)

, U*(dp=y|do=y,x=0'
Y, u*(dp=ydo=y. b, p(e=blx=0)

u(do=y|x=0)+u(dp=y|e=b)

¥, ur(do=y) n, u*(dp=n|do=y,x=0)

dp, u*(dp|do=y,x=0)

u(do=y[x=0)+u(dp=n)

do, u*(do) n, u*(do=n)

e=a, p(e=a)

u(do=n)+u(dp=yle=a)
v, (dp=yldo=n) ﬁm

e=b, p(e=b) u(do=n)+u(dp=yle=m)

dp, u*(dp|do=n)
n, u*(dp=n|do=n)
u(do=n)+u(dp=yle=b)

u(do=n)+u(dp=n)

Figura 3.11: Resultados parciales obtenidos durante el recorrido en profundidad del arbol
para resolver la decision de realizar una encuesta para la produccién de un nuevo farmaco.

lim=n__ (SNB=n,ALND=n|met=MO0,lim=n)

u(SNB=n,ALND=y|met=M0,lim=n)

lim=n
ALND lim=y .
met=MO0 U(SNB=n,ALND=y|met=M0,lim=y)
n lim=n__,(sNB=n,ALND=n|met=Mu,lim=n)
met=M1 ALND
n lim=n _ - - T
- U(SNB=n,ALND=y|met=M1,lim=n)
lim=y
SNB .
u(SNB=n,ALND=y|met=M1,lim=y)
n lim=n__sNB=y,ALND=nmet=Mo,lim=n)
ALND
lim=n _ _ _ i
- u(SNB=y,ALND=y|met=MO0,lim=n)
lim=y
u(SNB=y,ALND=y|met=MO0,lim=y)
ALND —2 im=n__ , sNB=y,ALND=n|met=M,lim=n)
:!m:” U(SNB=y,ALND=y|met=M1,lim=n)
im=y

u(SNB=y,ALND=y|met=M1,lim=y)

Figura 3.12: Arbol de decisiones y sucesos inciertos del proceso de decisiéon quirirgico
basado en la biopsia de ganglio centinela (SNB) previa a realizar una linfadenectomia
(ALND).
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Tabla 3.1: Costes econémicos de los diferentes procedimientos del proceso de decisién SNB

Acrénimo Procedimiento Coste (kEUR)
costeSNB Cirugia SNB 1,420
costeALND Cirugia ALND 2,550
costePost Postoperatorio 0,3
costeLim  Tratamiento Linfedema 4,0

Tabla 3.2: Utilidad de realizar una ALND segun los sucesos inciertos de cada rama

ALND met lim utilidad (QALY/kEUR)
y MO n 1/(costeALND+costePost)
v MO y 1/(costeALND~+costePost+costeLim)
y Ml n 10/ (coste ALND+costePost)
v M1 y  (10*0.7)/(costeALND+-costePost+costeLim)

Para especificar la utilidad de las alternativas utilizaremos el indicador formado por el ratio
entre los anos de vida aportados por la decisién ajustados por calidad de vida (QALY) entre
el coste econémico que implica la decisién. Como se puede observar, la métrica de utilidad
QALY /kEUR tiene en cuenta la diferencia de esperanza de vida al realizar la operacién y la
esperanza de vida al no realizarla y el coste que implica.

En primer lugar, la tabla 3.1 especifica los costes econémicos de los diferentes procedimientos.

La utilidad directa para el paciente de decidir realizar la SN B es independiente del estado de
la metdstasis, por lo que u(SNB = y|M0) = w(SNB = y|M1) = 1/costeSN B. La utilidad de no
realizar SN B sera de 0 en cualquier caso, por lo que u(SNB = n|M0) = u(SNB = n|M1) = 0.

La tabla 3.2 especifica la utilidad de realizar una ALND dependiendo de los sucesos inciertos
de cada rama.

En caso de no realizar ALND, no se conseguird aumentar la esperanza de vida de la paciente,
y tampoco habrd un coste por operacién, por lo que definimos u(ALND = n|met = M0) =
uw(ALND = n)lmet = M1) = 0.

Si no se realiza SNB, la probabilidad de tener metastasis o no tenerla serda incondicional, y
por lo tanto estimada por conocimiento de estudios poblacionales, sera la circunstancia en la que
menos conocimiento dispongamos. Asumiremos entonces que p(met = M0) = p(met = M1) =
0,5. Al tomar la decisién de realizar SNB, dispondremos de una observacién que nos aporta
conocimiento de nuestros sucesos inciertos, ya que sabremos si hemos encontrado metastasis
en los ganglios centinela (Xgyp = M1) o no (Xgyp = MO0). Asumiremos la tabla 3.3 de
probabilidades condicionales.

Si utilizaramos variables observaciones del estado del paciente y de tumor primario podria-
mos mejorar el conocimiento de nuestros sucesos inciertos. Para ello, sustituiriamos las funciones
actuales por funciones que tuvieran en cuenta las observaciones previas disponibles. Por ejemplo,
podriamos tener el grado G del tumor, el tipo tumoral 7', y el perfil HER2, por lo que podria-
mos utilizar el modelo predictivo p(met|Xsyp, G, T, HER2 y p(met|G,T, HER2) en lugar de
p(met| Xsnp) y p(met), respectivamente.
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Tabla 3.3: Probabilidades condicionales de metdstasis tras realizar SNB
met/Xeypg MO Ml

MO 0.7 0.3
M1 03 0.7

Por 1ltimo, la probabilidad de sufrir limfedema tras una ALND se estima poblacionamente
en un 30 %, por lo que p(lim = y) = 0,3;p(lim = n) = 0,7.

La resolucién del problema viene dada por el recorrido en profundidad del arbol, obteniendo
resultados parciales de la figura 3.13 segun las ecuaciones de la seccién 3.3.1.

En caso de disponer de observaciones previas, podrian mejorarse los modelos predictivos de
los sucesos inciertos condiciondandolos también a dichas observaciones. En nuestra simulacién,
sin observaciones previas, asumiendo las utilidades y modelos de probabilidad especificado (sin
uso de conocimiento previo del tumor o perfil genético), la decisién dptima es realizar la biopsia
del ganglio centinela con una utilidad esperada de 2,23QALY/kEUR.

1, U*(ALND=nSNB=nmet=M0) U(SNB=n|met=M0) +u(ALND=njmet=Mo lim=n)

U(SNB=n|met=MO) +u(ALND=yimet=Mo lim=n)

tim=n, p(lim=n)

lim=y, p(lim=y)

ALND, u~(ALND|SNB=n met=M0), max
ALND, *(ALNDISNB=n met=M1), max

met=MO, p(met=M0) U(SNB=n|met=M0)+u(ALND=y|met=MO0 lim=y)

1, U*(ALND=n|SNB=nmet=M1

U(SNB=n|met=M1)+u(ALND=njmet=M1,lim=n)

n, U*(SNB=n)

, U*(ALND=y|SNB=n met=M1) tim=n, p(lim=n)

lim=y, p(lim=y)

U(SNB=n|met=M1)+u(ALND=y|met=M1,lim=n)

SNB, u*(SNB), max

U(SNB=n|met=M1) +u(ALND=yimet=M1,lim=y)

N, U*(ALND=N|SNB=y, met=MQ U(SNB=y|met=M0)+u(ALND=n|met=Mo lim=n)

ALND, u~(ALNDISNB=y,met=M0), max | _y_u*(ALND=y|SNB=y,met=M0)

. o
met=M1, p(met=M1/O(SNB)) U(SNB=y|met=M0)+u(ALND=y|met=MO0 lim=n)
lim=y, p(lim=y)
U(SNB=y|met=M0)+u(ALND=y|met=Mo lim=y)
n, U*(ALND=n/SNB=y,met=M1) (" — _
U*(ALND=y[SNB=y,met=M1) | 11)+u(ALND=nmet=M1lim=n)

ALND, u*(ALND|SNB=y,met=M1), max

lim=n, p(lim=n)
lim=y, p(lim=y)

U(SNB=y|met=M1) +u(ALND=yimet=M1,lim=n)

U(SNB=y|met=M1)+u(ALND=yimet=M1,lim=y)

Figura 3.13: Resultados parciales obtenidos durante el recorrido en profundidad del arbol
para resolver la decision de realizar el procedimiento quirirgico de biopsia de ganglio
centinela previa a la linfadenectomia.

3.3.3. Extensién de la metodologia para la resolucién de deci-
siones de guias clinicas

Para aplicar a guias clinicas la metodologia de resolucién de secuencias de decisiones mediante
la teoria de decisién Bayesiana debe realizarse la siguiente especificacién:

1. Identificar las decisiones que componen la guia clinica
2. Identificar las alternativas posibles en las decisiones

3. Identificar observaciones del paciente previas a la guia que puedan ser relevantes para los
estados del paciente

4. Identificar las observaciones obtenidas tras tomar cada alternativa posible para cada deci-
sion
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5. Identificar los sucesos inciertos que pueden acontecer en cada estado del paciente
6. Identificar los flujos de la guia clinica que definirdn las posibles secuencias de decisién
7. Identificar las consecuencias que supone cada alternativa ante los sucesos inciertos

8. Definir la métrica adecuada para la guia clinica que debera plasmar el beneficio conseguido
por el paciente y el sistema sanitario por la aplicacién de las decisiones

9. Definir las tablas de utilidad de las alternativas de las decisiones dependiendo de los sucesos
inciertos que afectan a las consecuencias identificadas en el punto 4

10. Estimar los modelos predictivos de los sucesos inciertos condicionados a sucesos anteriores
y observaciones previas

11. Aplicar la metodologia expuesta en la seccién 3.3.1 y 3.3.2.

Es necesario un trabajo bibliografico profundo para realizar la especificacién propuesta, ya
que las guias clinicas actuales carecen de: 1) métricas, 2) utilidades, y 3) sucesos inciertos, siendo
la ultima carencia la mas relevante y sorprendente. Ademads, las decisiones y sus alternativas no
suelen ser exhaustivas o son implicitas.

3.4. Notas bibliograficas

El libro de Bernardo [83] realiza una buena introduccién a la teorfa de la decisién mediante
ejemplos de la medicina y la biologia. Como alternativa, los libros de Hoff [84] y de Bailer-Jones
[85] ofrecen una introduccién practica a la teorfa de la probabilidad con especial hincapié en la
inferencia bayesiana empleando ejemplos con cédigo fuente.
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Capitulo 4

Seleccion y extraccion de
caracteristicas

4.1. Seleccion de caracteristicas

Anteriormente se analizé el problema de la dimensionalidad y cémo un excesivo ntimero de
variables, lejos de aportar mayor informacién, pueden complicar sustancialmente el analisis de los
datos. Se vio cémo un mayor nimero de variables requiere de més observaciones o, de lo contrario,
los datos quedan dispersos por el espacio muestral. En este capitulo veremos cémo se puede
reducir el nimero de variables para obtener un mejor analisis de los datos y, consecuentemente,
mejores modelos predictivos. Existen dos paradigmas a la reduccion de la dimensionalidad. La
primera de ellas es la seleccion de caracteristicas que vamos a ver a continuacion. La segunda es
la extraccion de caracteristicas que se verd en la siguiente seccion.

La seleccién de caracteristicas o de variables [86] consiste en seleccionar un subconjunto de
todas las variables que, idealmente, serd éptimo para comprender los datos y obtener los mejores
modelos. Los beneficios potenciales son muchos: descarta variables irrelevantes o redundantes,
facilita la comprension de los datos y de los modelos obtenidos, permite la visualizacién de los
datos, reduce los requerimientos de almacenamiento y los costes computacionales de los modelos
estimados y desaffa el problema de la dimensionalidad proporcionando modelos predictivos con
mejor rendimiento.

Existen fundamentalmente dos aproximaciones distintas para la seleccién de caracteristicas:
la aproximacién indirecta o filters y la aproximacion directa o wrappers. La primera consiste en
seleccionar aquellas variables que obtienen un mejor ajuste con respecto a una funcién objetivo
distinta del acierto o error del modelo predictivo. La segunda consiste en seleccionar aquellas
variables que obtienen directamente los mejores resultados para el modelo predictivo.

4.1.1. Filters

La aproximacién indirecta se basa en la optimizacién de una medida de ajuste -una funcién
objetivo- que es distinta de la medida de ajuste objeto de nuestra estimacion de modelos. Por
tanto, es un ajuste a una medida indirecta que permite establecer una clasificacién entre las
variables disponibles. De este modo, las variables se pueden ordenar de mayor a menor por orden
de relevancia. Esto permite la seleccién de aquellas variables que se ajusten mejor a la funcion
objetivo propuesta.

Formalmente, considérese un conjunto de N observaciones {x;,y;} con ¢ = 1,..., N, donde
x; se compone de D variables distintas e y; es la variable a predecir. Se selecciona una funcién
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objetivo F(j), donde j es la variable j-ésima. Se asume que un valor alto de la funcién F(-)
indica que la variable es relevante y asi se puede establecer un orden entre las distintas variables.
Obviamente, la seleccion de las variables més relevantes es independiente del modelo predictivo
final y puede ser considerado un método de preproceso de los datos. Los métodos indirectos,
aunque son subdptimos y se orientan hacia un objetivo distinto al objetivo que se busca con la
estimacién del modelo, son computacionalmente eficientes ya que solo es necesario realizar N
calculos y ordenarlos.

Cabe mencionar que una variable se considera estadisticamente relevante cuando su
eliminacién del conjunto de variables reduce el rendimiento predictivo del modelo final. Esto
puede ocurrir por dos razones: o bien la variable estd altamente correlacionada con alguna clase,
o bien la variable es parte de un subconjunto de variables que estd altamente correlacionada con
alguna clase.

Existen multitud de funciones objetivo para llevar a cabo la seleccién de las variables mas
relevantes mediante métodos indirectos o filters. A continuacién expondremos algunos de ellos.

= Test de hipétesis clasicos: los test de hipdtesis cldsicos como el test de x? para com-
paracién de proporciones o el test de comparacién de medias, tanto paramétrico como el
t-test como el no paramétrico como el test de Kruskal-Wallis, son muy utilizados para
comparar si la distribucién de las variables son iguales para cada clase. Si la probabilidad,
el llamado p-valor, es menor que un nivel de significacién « prefijado se rechaza la igualdad
entre las distribuciones de las variables para cada clase. El p-valor es una probabilidad y,
por tanto, 0 < p < 1. Generalmente, un valor p cercano a 0 indica mayores diferencias y
un valor p cercano a 1 indica diferencias menores.

= Informacién mutua [87]: cada variable z; y cada clase y mide la dependencia entre la
densidad de probabilidad de la variable j-ésima y la clase y. Se estima mediante

)= [ ol ) log LELY) 4
asin) = [ ooy tog BRI drydy

donde p(x;) es la densidad de probabilidad de la variable j-ésima, p(y) es la densidad
de probabilidad de la clase y y p(z;,y) es la densidad conjunta. Cuando las variables son
discretas o cuando se discretizan variables continuas se suele emplear la férmula equivalente
para funciones de masa de probabilidad

. N R _ o p(X]-:z,Y:y)
[(vay)*;%:p(xjf Y y)lgp(Xj:x)p(Y:y)7

donde las probabilidades se estiman mediante conteo de frecuencias. Esta medida se rela-
ciona con la entropia del siguiente modo:

I(X;,Y) = H(X;) — HX;[Y).

Donde H(Xj) es la entropia de la variable j-ésima y H(X;|Y') es la entropia de X; condi-
cionada a la observacién de la variable Y.

= Fisher Score [88]: es una métrica que selecciona como mds relevantes aquellas variables
que maximizan la separacion entre clases y minimizan la separacién dentro de la misma
clase mediante la féormula
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C
FS(CL‘]) — Zczl NC(N‘]C B M])Z
Zf:l NCO']ZC 7

donde p; es la media de la variable j, N, es el niimero de instancias de la clase ¢, ;. es la
media de la variable j para las instancias de la clase c y UJ2»C es la varianza de la variable j
para la clase c. La métrica de Fisher otorga mayor valor a las variables que mejor separan
las distintas clases y que agrupan de manera mas homogénea las instancias que pertenecen
a la misma clase. Es la misma idea que se aplicara en el andlisis discriminante lineal en la
seccion 4.2.2.

= Relief, ReliefF: el algoritmo Relief [89] para problemas de dos clases y la variante mul-
ticlase ReliefF [90] son algoritmos que estiman la relevancia de las variables en funcién de
su capacidad para distinguir instancias que son cercanas entre si. En el algoritmo Relief
se escogen aleatoriamente m instancias y se busca, para cada instancia escogida z;;, su
vecino més cercano que pertenezca a la misma clase, h;j, asi como el vecino més cercano
que pertenezca a la clase contraria, m;;. Asi, la estimacién de la relevancia es

1 n
R(I']) = 5 Zd(x” — mz-j) — d(.LU — hij),
i=1

donde d(-) es una métrica o distancia entre los dos puntos. Este algoritmo da mayor peso
a las variables que separan mejor las instancias que no pertenecen a la misma clase y a las
variables que separan peor las instancias que pertenecen a la misma clase.

Para problemas multiclase se emplea el algoritmo ReliefF. En este caso, para cada instancia
seleccionada aleatoriamente se escogen los K vecinos més préximos que pertenecen a la
misma clase ¢, hg;. También, para cada una de las otras clases se escogen los K vecinos
mas préximos, my; .. Asi, el criterio de relevancia queda
" 1 1 Pc)
RF(@']) = a ( — E Z d(xij - hkj) + Z El*ip(é) Z d($” - mkjc)) .

1
n
1 hj c#é Mije

2

La diferencia principal de la version ReliefF' es el empleo de una seleccién de K instancias
vecinas lo que garantiza una robustez mayor del algoritmo. Ademads, se tienen en cuenta
las diferencias con todas las clases existentes.

4.1.2. Wrappers

A diferencia de los métodos indirectos, los métodos directos [91] hacen uso de los algoritmos
de aprendizaje, o modelos predictivos, creados mediante los subconjuntos de variables escogidos
(ver capitulo 8). Es decir, los modelos ajustados se emplean como caja negra para evaluar los
subconjuntos de variables con el que se ha creado el modelo final. Posteriormente, se escogera el
subconjunto de variables que hayan dado el mejor modelo predictivo en el proceso de validacién.

Para llevar a cabo estos métodos directos es necesario definir cémo buscar en el espacio
de posibles subconjuntos de variables. Otras cuestiones a definir son: cémo medir la capacidad
predictiva de los modelos para que guien la bisqueda de variables y qué tipo de modelos emplear
para predecir.

La cuestién de la bisqueda de subconjuntos posibles es, quizds, la mas problemaética, ya que
el coste computacional de una bisqueda exhaustiva de posibles subconjuntos de variables crece
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exponencialmente con el niimero de variables. De hecho, la cardinalidad del conjunto potencia
para D variables es 2. Para este problema existen diversas estrategias que contrarrestan, en
la medida de lo posible, la bisqueda por fuerza bruta de todos los posibles subconjuntos de
variables. Las estrategias que se han mostrado particularmente exitosas son las estrategias vo-
races®, que aunque subdptimas, son computacionalmente mas eficientes y robustas al problema
del sobreaprendizaje.

Existen dos métodos basicos para las estrategias voraces: buisqueda hacia adelante o forward
selection y bisqueda hacia atras o backward elimination. En la primera, se escoge inicialmente una
variable. Se entrena un modelo con esta variable y se comprueba su capacidad predictiva mediante
una medida concreta M (puede ser un porcentaje de acierto, un error cuadratico medio, etcétera).
Después, se incorporan iterativamente nuevas variables creando sendos modelos y evaluando los
rendimientos correspondientes con la misma medida M. Se escoge un subconjunto de variables
cuando se converge a un subconjunto de variables tal que anadirle una nueva variable no aporta
ningun incremento respecto a la medida M.

El método backward elimination empieza creando un modelo partiendo del uso de todas las
variables. Este modelo se evaliia empleando la medida M. Iterativamente se van retirando va-
riables del subconjunto, creando nuevos modelos y evaluandolos con la medida M. Finalmente,
se escogera aquel subconjunto de variables cuyo modelo correspondiente haya obtenido el mejor
resultado con la métrica M y no exista un modelo con mejores prestaciones que incluya me-
nos variables. La figura 4.1 muestra esta metodologia para un caso supuesto con tres variables
disponibles.

A veces, la eleccién de uno de los dos métodos puede ser controvertida. Las caracteristicas
del método forward selection hacen que la construccién y evaluacién de cada nuevo modelo sea
computacionalmente mas eficiente que el método backward elimination para generar subconjuntos
de variables. Sin embargo, con el método backward elimination se suelen seleccionar subconjuntos
de variables con més potencia predictiva debido a que las variables se escogen, desde el principio,
teniendo en cuenta el contexto del resto de variables.

4.2. Extraccion de caracteristicas

La extraccién de caracteristicas esta intrinsecamente relacionada con el analisis multivariante.
Las miltiples variables observadas sobre un mismo objeto se representan como un vector D
dimensional que incluye cada una de las observaciones singulares:

x = (z1,29,...,2p)".

En general, el objetivo del andlisis multivariante es explotar las relaciones entre las variables
para encontrar transformaciones de los datos que faciliten su comprensién. Es muy habitual en-
contrar datos multivariantes donde la informacion relevante se encuentra oculta o latente entre
las multiples variables. Para extraer la informacion relevante se suelen aplicar transformacio-
nes lineales sobre los datos para obtener un nuevo conjunto de variables que proporcione la
informacién necesaria y suficiente para obtener conocimiento. Las transformaciones lineales son
menos costosas y los resultados son mas sencillos de interpretar. Estas transformaciones lineales
se representan en forma algebraica como:

z = W'x.

2Una estrategia voraz es aquella que escoge en cada iteracién el mejor resultado para una funcién
objetivo de entre un conjunto de posibilidades sin tener en cuenta futuras combinaciones.
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Figura 4.1: Espacio de busqueda para la seleccién de un subconjunto de variables. Se
dispone de tres posibles variables y cada nodo representa el niimero de variables que se
introducen en el modelo: un 1 indica que la variable se introduce y un 0 indica lo contrario.
Cada nodo se conecta con otros nodos que contienen una variable anadida o eliminada.
Por tanto, una estrategia forward selection partird del nodo superior y recorrera el espacio
hacia abajo por el camino que mejores prestaciones vaya obteniendo de manera voraz. La
estrategia backward elimination partira del nodo inferior y recorrera el espacio hacia arriba
del mismo modo.
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La ventaja de algunas de las técnicas que se aplican para extraer caracteristicas es que la
proyeccién de los datos se puede hacer en unas dimensiones reducidas sin més que obtener
una matriz de transformacion W con dimensiones D x K, con K < D. De este modo, si la
transformacién esta bien escogida se puede llegar a reducir las dimensiones de los datos a cambio
de perder un minimo de informacién.

4.2.1. Analisis de Componentes Principales

El andlisis de componentes principales (PCA, por sus siglas en inglés) proporciona una ma-
nera de facilitar la identificacién de patrones y de expresar los datos resaltando las diferencias
y similitudes de los mismos. Para ello, PCA busca la proyeccién de los datos en un espacio
cuyos ejes sean ortogonales entre si y representen la maxima varianza posible. Por lo tanto, las
variables, originalmente correlacionadas, se transforman en un conjunto de variables linealmente
no correlacionadas. Las nuevas variables son combinaciones lineales de las variables originales
donde los coeficientes asociados estan en orden decreciente, de tal modo que el primer coeficiente
explica tanta varianza de los datos originales como sea posible y, asi, sucesivamente.

Formalmente, se desea proyectar un conjunto de N datos d-dimensionales, X1, Xa, ..., Xy, en
un espacio con base ortonormal, esto es, un espacio cuyos ejes son vectores unitarios y ortogonales
entre si. El algoritmo PCA exige que la media empirica de los datos sea cero. Esto se puede
demostrar tedricamente, pero complica innecesariamente la explicacién. Por lo tanto, en adelante
asumiremos que la media de los datos es cero, m = 0.

Para la primera componente w; de la matriz W el objetivo de PCA es proyectar los datos
sobre una recta que pase por la media, asi,

X; =m-+ a;wj

(4.1)

ajwl

donde a; serd el coeficiente asociado a la observacién x;. Es posible encontrar un conjunto éptimo
de coeficientes si se minimiza el error cuadratico:

N
Jilar, .. an,w) =D [lawr — x| (4.2)
j=1
Como los vectores deben ser unitarios, tenemos que |[wi|| = 1, despejando, derivando parcial-

mente respecto a a; e igualando a cero se obtiene que

aj = wWix;. (4.3)

Si se sustituye la igualdad 4.3 en la ecuacion 4.2, se puede encontrar la mejor direccion del
vector wi que pasa por la media muestral. De modo que la funcion criterio queda:

N N

Ji(wy) = — ZWfXjX]T'Wl + Z 1112
p =1

N (4.4)

—wiSwi+ Y |IxlP%,

j=1

donde S = Z;VZI ij']r7 es la matriz de dispersion cuando m = 0. La matriz de dispersiéon no es
mds que la matriz de covarianzas muestral no sesgada multiplicada por (N —1): S = (N —1)X.
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En la ecuacién 4.4, se observa que para minimizar la funcién criterio .Ji(-) se debe maximizar
w]Swi. La maximizacién de esta expresién se transforma en un problema de vectores propios
donde w1 es el vector propio de S:

SW1 = /\Wl. (45)

Asf pues, para maximizar la funcién criterio .J;(+) se debe seleccionar el vector propio asociado al
mayor valor propio de la matriz de dispersion. De este modo, se podrian proyectar las observa-
ciones en una unica dimensién. Sin embargo, el andalisis de componentes principales nos permite
obtener el resto de componentes principales y, en consecuencia, aumentar la proyeccion a k di-
mensiones, donde k < d. Para ello, se generaliza la ecuacién 4.1 para proyectar las observaciones
en un espacio k-dimensional:

k
X; =m+ Z ajiWi. (4.6)
=1

Se demuestra que la funcién criterio

N k
Te(w) =11 aziws) — x| (4.7)
=1 =1

se minimiza cuando los vectores wi, wa, ..., Wy son los k vectores propios de la matriz de disper-
sion con los mayores valores propios asociados A1, Ag, ..., A\x. Dado que la matriz de dispersion
es simétrica, los vectores propios son ortogonales. Los coeficientes a; son los componentes prin-
cipales. Notese que el empleo de la matriz de covarianzas 3 en lugar de la matriz de dispersion
S no introduce ningin cambio en la magnitud ni la direccién de los vectores w;, ya que estas
dos matrices solo se diferencian en una constante. En cambio, la magnitud de los valores propios
si se verd afectada, aunque la relacién entre ellos permanecera constante. Esto quiere decir que
el uso de la matriz de covarianzas es tan vélido como el uso de la matriz de dispersion para el
calculo del PCA.

Se puede demostrar que la suma de las varianzas obtenidas mediante andalisis de componentes
principales es igual a la suma de varianzas de los datos originales. Es decir, Z?Zl Ai = Z?:l JY?.
Esto resultado es importante, ya que la variacién total explicada por las componentes principales
es igual a la cantidad total de variacion medida por las variables originales. Esto permite ordenar
los valores propios de las componente principales y poder escoger un numero k de variables
componentes principales de modo que representen un porcentaje de variacién del total de varianza
original. Es asi como se puede escoger una matriz de transformacion W = [wiwy...wy] con
dimensiones D x K que permita transformar los datos en un espacio de menores dimensiones
perdiendo el minimo de informacién posible.

Il Ejemplo 4.1 (Andilisis de Componentes Principales para tumores cerebrales)
Disponemos de una base de datos con la concentracién de diez metabolitos caracteristicos de la
actividad cerebral que se han obtenido mediante espectros de resonancia magnética. Algunos de
estos metabolitos resuenan en distintas frecuencias, por lo que se dispone de un total de 15 varia-
bles. Estos datos se utilizan para discriminar distintos tipos de tumores cerebrales, en concreto,
glioblastomas, astrocitomas y meningiomas. Sobre estos datos, aplicaremos un anélisis de com-
ponentes principales para reducir la dimensionalidad y proyectar los datos en dos dimensiones
cuyos ejes sean ortogonales.
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Valores propios

Figura 4.2: Es posible observar graficamente la cantidad de variacién que representa cada
componente principal para los datos de tumores cerebrales. Aqui se observa cémo la prime-
ra componente principal representa casi el 70 % de la variabilidad de los datos. Mientras,
la segunda componente principal y siguientes representan una variabilidad menor al 10 %
del total. La linea roja muestra la cantidad de variabilidad acumulada que se representan
con las componente principales. Solo las dos primeras representan casi el 80 % de la va-
riacién total de los datos. Si asumimos que el 20 % restante es ruido, entonces podremos
representar los datos en dos dimensiones.

El primer paso es tipificar las variables. Como se explicé anteriormente, esto se necesita
para que las variables se midan en unidades comparables. De lo contrario, si una variable tiene
una varianza mucho mas grande que las demads, dominara la primera componente principal, sin
importar la estructura de las covarianzas de las variables.

Una vez estandarizadas las variables, si se aplica el andlisis de componentes principales se
obtienen los valores propios A; asociados a cada vector propio w;.

A partir de los valores de la varianza de cada componente principal se puede obtener una gra-
fica en la que se establece qué porcentaje de varianza explica cada componente principal (ver
figura 4.2).

Si tomamos las dos primeras componentes principales, que representan cerca del 80 % de la
variabilidad de los datos, podemos proyectar cada instancia en un espacio muestral bidimensional
mediante una matriz de transformacién W de dimensiones 2 x 15. De este modo, se han podido
extraer las variables latentes detrds de las variables originales, reduciendo el niimero de variables

de 15 a 2.
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Figura 4.3: Una vez proyectados los datos mediante la matriz W utilizando las dos primeras
componentes principales podemos observar la disposicién de los casos disponibles en el
espacio bidimensional latente en los datos.

4.2.2. Discriminante lineal de Fisher

El objetivo del anélisis discriminante lineal de Fisher es encontrar una funcién lineal que
proyecte las observaciones a un espacio donde se maximice la distancia entre las medias de
las clases y se minimice la dispersién de las clases. Esta proyeccion busca, por tanto, aquellas
direcciones que sean eficientes para la discriminacién de clases.

Se considerara inicialmente un problema dicotémico, donde el objetivo es discriminar objetos
d-dimensionales entre dos clases posibles, C; y Co, con ny y ng observaciones respectivamente.
En el analisis discriminante cada observacién x € R? serd proyectada a un nuevo espacio a partir
de una combinacion lineal de x:

z=w"x, (4.8)

donde el vector de proyecciéon w determina la direccién del plano donde serdn proyectadas las
observaciones. Generalmente, se establece que ||[W|| =1 ya que la magnitud dnicamente implica
un escalado diferente de las proyecciones z. El problema reside en encontrar la direccién adecuada
de W, de modo que se maximice la separacién entre las clases y se minimice la dispersién dentro
de cada clase. Una medida de la separacion entre las clases es la matriz de dispersion interclase
que, para un problema de dos clases, se define como

SB = (m1 — mg)(ml — mQ)T. (4.9)
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La dispersién dentro de cada clase se puede medir a partir de la matriz de dispersion intra-
clase, que es la suma de las matrices de dispersién de cada clase:

c|
Sy = Zsi
i=1

(€]

= Z Z (x —m;)(x —m;)".

i=1 xeC;

(4.10)

La matriz de dispersién intraclase Sy es proporcional a la matriz de covarianzas muestral,
es simétrica y semidefinida positiva y, si el nimero de muestras es mayor que el nimero de
dimensiones n > d, normalmente es no singular.

Estas dos medidas permiten definir una funcién criterio a maximizar para encontrar los
valores 6ptimos del vector de proyeccién x:

wTSpw

J(w) (4.11)

wTSyw’
lo que implica que la mejor solucién serd aquella que separe lo maximo posible las medias de
las clases en relaciéon a la suma de dispersiones de los datos de cada clase. La expresion 4.11
es conocida como cociente de Rayleigh generalizado. Es facil demostrar que el vector w que
maximiza la funcién criterio J(-) satisface:

Spw = ASyyw, (4.12)
que es un problema de valores propios generalizado. Si Sy es una matriz no singular, se puede
obtener un problema de valores propios convencional a partir de 4.12,

Sy Spw = Aw. (4.13)

Para el problema de las dos clases, no es necesario resolver el problema de los valores propios
de S;Vl Sp va que Spw estard en la direccién de m; — my y, dado que el factor de escalado es
despreciable, la solucién que optimiza J(-) es:

W = S;Vl(ml — HlQ). (414)

De este modo, se obtiene el vector de proyeccion w para el discriminante lineal de Fisher que
maximiza la proporcién entre la dispersion interclase y la dispersion intraclase. La clasificacién
de las observaciones proyectadas se puede llevar a cabo estableciendo un umbral ¢ y escogiendo
la clase C; si se excede dicho umbral, o la clase Cs en caso contrario.

4.2.3. Analisis discriminante para multiples clases

En la generalizacién del analisis discriminante para multiples clases podemos asumir que el
nimero de dimensiones de las observaciones d es mayor que el nimero de clases |C|. Ademds,
la proyeccién se hard en un espacio de K = |C| — 1 dimensiones por razones que se explicardn
mas adelante. Para ello se necesitan K vectores de proyeccién wyi, que seran las columnas de la
matriz de transformacion W, asi

z=W"'x. (4.15)
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En este caso, la generalizaciéon para la matriz de dispersién intraclase es trivial y sigue la
misma expresién que en la ecuacién 4.10. La matriz de dispersién interclase generalizada se
obtiene a partir de la matriz de dispersién total Sy segin proponen Duda y Hart [92], ya que

Sr = Z(x —m)(x—m)". (4.16)

X

La matriz de dispersién total se puede descomponer en la suma de la matriz de dispersion
intraclase Sy y una expresiéon que se identifica con la matriz de dispersion interclase generalizada
sBa

St =Sw + Sp, (4.17)
donde
C]
Sp = an(ml —m)(m; —m)". (4.18)
i=1

De nuevo, el objetivo es establecer una funcién criterio J(W) que nos permita maximizar la
dispersién interclase y minimizar la dispersion intraclase. Este criterio puede depender explici-
tamente de la matriz de proyecciéon W y esté relacionada con la ecuacién 4.11:

[WTSEW
J(W) = WISoWI' (4.19)

El problema de encontrar la matriz de proyeccién que maximice J(W) puede resolverse
teniendo en cuenta que cada vector columna wj de una matriz W éptima corresponde a los
vectores propios asociados a los mayores valores propios:

SBWk = )\kSWWk. (4.20)

Como Sp es la suma de |C| matrices de rango menor o igual a uno, y dado que solo [C| — 1
de estas matrices son independientes, se deduce que

rango(Sp) < |C| — 1.

Esto explica que el nimero de valores propios distintos de cero no sea mayor que |[C — 1| y es la
razén por la que el espacio donde se proyectan las observaciones tenga estas dimensiones.

Il Ejemplo 4.2 (Analisis Discriminante Lineal para tumores cerebrales (cont.))

En el ejemplo anterior se aplicé un andlisis de componentes principales al problema de discri-
minacién de tumores cerebrales. Con ello se consiguié reducir la dimensionalidad de un espacio
de 15 dimensiones a otro bidimensional. Sin embargo, el PCA busca proyectar los datos en un
espacio cuyos ejes sean ortogonales entre si, reduciendo asi la correlacién entre variables, pero
sin tener en cuenta la capacidad discriminante de las variables latentes encontradas. El analisis
discriminante lineal, en cambio, extrae variables latentes que sean capaces de discriminar mejor
los datos de cada clase (ver figura 4.4).
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Figura 4.4: Comparacién entre la proyeccién empleando las 2 primeras componente princi-
pales de la proyeccién PCA (izquierda) y empleando las 2 primeras componentes discrimi-
nantes de la proyeccién LDA (derecha). Se observa cémo la separacion entre las distintas
clases es mayor cuando se emplea LDA. Esto se debe a que el objetivo de LDA es encon-
trar las variables latentes que mejor separen los datos de las distintas clases. En cambio,
el objetivo de PCA es encontrar una proyecciéon donde los datos no estén correlacionados
y cuyos ejes representen tanta variabilidad de los datos originales como sea posible.

4.3. Notas bibliograficas

Dos referencias bésicas donde se estudian las técnicas de extraccién de caracteristicas son
los libros de Duda, Hart y Stork de 2001 [92] y el libro de Bishop de 2006 [93]. El uso de la
informacion mutua es bastante comiin para seleccion de caracteristicas en el anélisis automaético
de textos y lenguaje natural, pero también en otros campos. Sus fundamentos se basan en la
Teoria de la Informacion fundada por Claude Shannon. Una buena introduccién a la Teorfa de la
Informacién es el libro de Cover y Thomas [94]. Si el lector desea profundizar més en el andlisis
discriminante lineal, introducido por Ronald Fisher, puede acceder al articulo original [88]. Para
profundizar en el andlisis de componentes principales es recomendable el trabajo de Jollife [95].
Las técnicas de seleccién de caracteristicas pueden estudiarse en [86] y [91]. Un anélisis tedrico y
empirico de los métodos Relief y ReliefF' y referencias a los métodos de seleccion de caracteristicas
se puede encontrar en Kononenko [96].

Finalmente, cabe mencionar la existencia de métodos de reduccion de dimensionalidad no
lineales los cuales tienen como fin capturar relaciones o posiciones relativas entre los puntos
presentes en dimensiones superiores y proyectarlas en un espacio de dimensién inferior [97].
Entre ellos cabe destacar el método tSNE ampliamente empleado para la visualizacién de datos
de grandes dimensiones [98].
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Capitulo 5

Procesamiento de cadenas

La primera parte del capitulo se centra en el uso de expresiones regulares segun el estandar
IEEE POSIX 1003.2 (Seccién 2.8) y en las aplicaciones de anélisis sintdctico para la manipulacién
de ficheros de texto. La segunda parte del capitulo profundiza en algoritmos de programacién
dindmica para el andlisis de similitud de cadenas, centrandose en su aplicacién para el apoyo a
la genémica.

5.1. Expresiones regulares para el tratamiento de da-
tos

En repetidas ocasiones, es necesario tratar los conjuntos de datos clinicos mediante herra-
mientas de buisqueda y sustitucién de cadenas, con el fin de preparar los datos para su posterior
tratamiento con algoritmos de reconocimiento de patrones o mineria de datos. Generalmente,
para conjuntos de datos pequenos puede ser suficiente con emplear un editor de textos y hacer
buisquedas y sustituciones manualmente, sin embargo, esta tarea se convierte en titdnica cuando
el conjunto de datos es mayor. Para estos casos existen herramientas para el tratamiento de
estos datos que habitualmente hacen uso de las expresiones regulares. Ademas, en el capitulo 15
veremos herramientas ETL para la transformacion de registros procedentes de bases de datos u
otras estructuras de datos.

Una expresién regular es un patréon que describe un conjunto de cadenas para la bisqueda
codificada en textos planos. La sintaxis queda definida por las expresiones regulares extendidas
(ERE) del estdndar IEEE POSIX 1003.2 (Seccién 2.8). Las ERE incluyen como subconjunto a
las expresiones regulares bésicas. De aqui en adelante nos centraremos en las ERE.

Empezaremos definiendo algunos términos importantes para componer expresiones regulares:

= literal: un literal es cualquier cardcter que se use en una busqueda. Es, literalmente, la
cadena que queremos encontrar. Por ejemplo, para encontrar la subcadena “ent” en la
palabra “paciente”; el literal sera “ent”.

= metacaracter: un metacaracter es un caracter especial que tiene un significado tnico y que
no se emplea como literal en la expresién de bisqueda. Por ejemplo, el cardcter “” es un

metacaracter.
= secuencia de escape: una secuencia de escape sirve para indicar que se quiere utilizar un

metacaracter como literal. En una expresién regular la secuencia de escape suele indicarse
mediante una contrabarra “\” antes del metacaracter que se desea emplear como literal.
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Las expresiones regulares se construyen combinando literales, metacaracteres y expresiones
mas pequenias. La expresion regular més sencilla es la que se corresponde con un caracter unico.
La mayor parte de caracteres, incluyendo digitos y letras, son expresiones regulares que se co-
rresponden consigo mismas. Los metacaracteres con significado especial deben estar precedidos
con una contrabarra “\”.

Cuando una lista de caracteres se enmarca entre corchetes se realiza una busqueda de cual-
quier cardcter en dicha lista. Si el primer cardcter es un circunflejo “*”, entonces se buscara,
cualquier cardcter que no esté en la lista. Por ejemplo, la expresion regular [0123456789] encon-
trarda cualquier digito entre 0 y 9. Dentro de una expresién entre corchetes, se puede indicar
rangos si se emplean dos caracteres separados por un guién. Por ejemplo, [0-9] es equivalente a
[0123456789]. También, el conjunto [a-d] equivale a [abed].

Existen también algunas clases de caracteres predefinidas®:

= [:alnum:] cualquier cardcter alfanumérico de 0 a 9, de “a” a “z” o de “A” a “Z”. Se puede
abreviar utilizando “\w”. Emplear “\W” es equivalente a ["[:alnum:]].

= [:alpha:] cualquier cardcter alfabético.
= [:entrl:] caracteres de control (retorno de carro, tabulador, etc).

= [:digit:] digitos del 0 al 9. Se puede abreviar utilizando “\d”. Emplear “\D” es equivalente
a [M[:digit:]].

= [:lower:] caracteres alfabéticos en minusculas.

= [:upper:] caracteres alfabéticos en maytsculas.

= [:print:] cualquier cardcter imprimible.

= [:punct:] simbolos de puntuacién.

= [:space:] caracteres con espacios en blanco.

= [:blank:] espacio y tabuladores.

= [:xdigit:] caracteres en notaciéon hexadecimal, del 0 al 9, de “a” a “f” o de “A” a “F”.

W

Para casar cualquier caracter se emplea el punto “.” que sirve como comodin. Ademas, una
expresion regular puede estar seguida por los siguientes operadores de repeticién:

= 7 el elemento anterior es opcional y a lo sumo se empareja una vez.
= * ¢l elemento anterior aparece cero o méas veces.

= + el elemento anterior aparece una o mas veces.

= {n} el elemento anterior aparece exactamente n veces.

= {n,} el elemento anterior aparece n o0 mds veces.

{n,m} el elemento anterior aparece al menos n veces, pero no mas de m veces.

2Es importante destacar que, segin los comandos que se utilicen, no siempre son vélidas estas clases
predefinidas. Por lo tanto, se debe tener especial cuidado al usar estas simplificaciones.
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5.2. Comandos para manipular ficheros de texto plano

Las expresiones regulares se pueden concatenar. También se puede emplear un operador
disyuntivo | para que se empareje cualquier cadena con una de las dos expresiones. Ademés, se
pueden emplear paréntesis para indicar la precedencia de las expresiones.

En algunos comandos que veremos a continuacién, las expresiones regulares pueden sufrir
variaciones en su sintaxis. Por esta razon se debe tener especial cautela al trabajar con estas
expresiones. Por ejemplo, cuando se emplean expresiones regulares basicas, los metacaracteres
“peqr w0 E(7 y “)7, pueden necesitar una contrabarra que les preceda, esto es, “\?77, “\+7,

AL ACY )

5.2. Comandos para manipular ficheros de texto plano
A continuacién se veran algunos comandos de Unix/Linux® muy qtiles para trabajar con
ficheros de texto plano, algunos de los cuales nos permitiran emplear expresiones regulares para
manipular las cadenas de texto de los ficheros de datos si disponemos de ellos en formato AS-
CIIL En todos los casos se recomienda hacer uso del manual de Unix/Linux para obtener una
informacion completa de los diferentes comandos. Esto se consigue mediante la orden man.

5.2.1. cut

El comando cut permite seleccionar columnas de cada linea del fichero. Generalmente, los
ficheros de datos contienen un paciente por fila y sus variables se muestran separadas por algin
tipo de separador (un espacio, una coma, etc). Con cut podemos seleccionar aquellas variables
que nos interesen por alguna razén concreta.

El comando tiene dos opciones muy interesantes. La primera (opcién -d) nos permite especi-
ficar el tipo de delimitador de campos. Por defecto, se asume que el delimitador es el tabulado.
La segunda opcién es necesaria utilizarla (opcién -f), ya que nos permite especificar qué campos
queremos seleccionar. Su sintaxis seria:

cut [-d delim] -f <lista_campos> <fichero>.

La lista de campos se puede indicar de varias maneras, por ejemplo:
= -f 1,3,5,7

seleccionard los campos 1, 3, 5y 7.
s -f 2-5

seleccionard los campos del 2 al 5.
s -f 5-

seleccionard los campos del 5 hasta el final.
= -f -5

seleccionard los campos del principio hasta el campo nimero 5.
También se pueden combinar las posibilidades anteriores mediante una coma, por ejemplo:
= -f -3,5,7,9-

permitira seleccionar los campos del 1 al 3, el 5, 7 y del 9 al final.
Un comando complementario para el cut es el comando paste, que permite fusionar las
columnas de dos ficheros distintos.

bTambién puede utilizarse la consola Cygwin para windows, http://www.cygwin. com.
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Il Ejemplo 5.1 (Uso de cut)
Se dispone de una base de datos de una escuela de enfermeria, de la que deben obtenerse modelos
de clasificacion para determinar a dénde deben derivarse los pacientes que estan en recuperacion
postoperatoria: a cuidados intensivos, a una planta de recuperacion general o prepararlos para
ser enviados a casa. El conjunto de datos estd en texto plano, lo cual deberia verse como una
ventaja, puesto que es un formato facilmente manipulable y se puede importar en numerosas
aplicaciones de tratamiento estadistico de datos.

Si quisiéramos seleccionar algunas variables, como las relacionadas con la temperatura del
paciente, las de estabilidad del paciente y la decisiéon que se toma para derivar al paciente,
podriamos usar el comando cut. Un vistazo rapido de los datos nos mostrard que cada fila del

fichero es un paciente y sus variables estdn separadas por “;”. Asi, se procederia del siguiente
modo:
$> cut -d ";" -f 1,2,6-8,10 post-operative.txt

5.2.2. uniq

El comando uniq nos permitird filtrar las lineas que se repiten de manera consecutiva de
un archivo de texto plano. Una opcién de entrada interesante nos permitira ademas contar el
ntimero de repeticiones de las lineas (opcién -c). Esta opcién es muy 1itil cuando se combina con
el comando sort que nos permite ordenar alfabéticamente las lineas del fichero. Estos comandos
se pueden combinar empleando tuberfas “|”. En entornos Unix/Linux, las tuberfas permiten
conectar la salida estdndar de un comando con la entrada estdandar del siguiente comando.

Por defecto, los sistemas tipo Unix/Linux dirigen la salida estdndar de datos hacia la pantalla
y la entrada estandar se lee del teclado. Sin embargo, existe la posibilidad de redireccionar la
salida estdndar y la entrada estandar. Esto se puede conseguir empleando “>" para redireccionar
la salida estdndar, de este modo, los resultados de un comando se pueden guardar en un fichero.
Si se emplea “>>" en su lugar, se puede anadir el resultado del comando al final del fichero que
se indique. Para cambiar la entrada estandar se emplea “<”.

Il Ejemplo 5.2 (Uso de cut y uniq)

Una de las primeras acciones deberia ser observar la prevalencia de cada una de las clases, donde
cada clase es una de las posibles derivaciones del paciente y dependera de las variables recogidas
en el conjunto de datos. Para obtener el nimero de observaciones por clase podremos aplicar
una combinacién de los comandos vistos hasta ahora:

$> cut -d ";" -f 10 post-operative.txt | sort | uniq -c

5.2.3. sed

El comando sed proporciona la capacidad de modificar cadenas de un fichero de texto plano.
Este comando puede hacer uso de expresiones regulares basicas, aunque existe la opciéon de
emplear expresiones regulares extendidas (opcién -E). Con el comando sed podemos eliminar,
anadir o sustituir cadenas de ficheros de texto, entre otras posibilidades.

La sintaxis para sustituir una cadena del fichero por otra es:

sed 's/expresién_buscada/expresién_sustitucién/g' <fichero>

la “s” indica que busque la cadena que se indica a continuacién. Después se indica la expresion
que debe sustituir a la buscada. El modificador “g” indica que debe aplicarse a todas las cadenas
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que se encuentren en la misma linea. Si no utilizamos el modificador “g”, la accién de eliminacién
de la cadena se aplicara tinicamente a la primera cadena que encuentre en la linea.

Para eliminar una cadena la expresion es similar, simplemente le indicamos que debe susti-
tuirse por una cadena vacia:

sed 's/expresién_buscada//g' <fichero>

El anadido de una cadena tras otra requiere del modificador “&” que indica que la expresién
a sustituir debe aparecer en la expresion de sustitucién. Por lo tanto, si deseamos anadir una
expresion a la cadena buscada se utiliza:

sed 's/expresién_buscada/&expresién_afiadida/g' <fichero>

Un comando que puede ser empleado como alternativa es el comando tr.

Il Ejemplo 5.3 (Uso de sed)

En el conjunto de datos de recuperacién postoperatoria aparecen variables continuas con los
decimales indicados mediante coma decimal. Sin embargo, muchos de los procesadores estadis-
ticos emplean punto decimal para indicar los decimales. Una forma de procesar esta variable es
emplear el comando sed del siguiente modo:

$> sed 's/,/\./g' post-operative.txt
Es importante observar que se ha empleado una secuencia de escape para el punto. Esto se debe
a que el punto tal cual es un metacardcter en las expresiones regulares como se explica en la
seccién 5.1.

Ademas, puede ser de utilidad sustituir el stimbolo de separacién de campos actual “;” por un
espacio. Esto se harfa de un modo parecido:
$> sed 's/;/ /g' post-operative.txt

Los dos procesos anteriores pueden encadenarse mediante tuberias del siguiente modo:
$> sed 's/,/\./g' post-operative.txt | sed 's/;/ /g

Las capacidades del comando sed son muchas mas de las aqui expuestas. Sin embargo, estos

ejemplos son suficientes para ilustrar algunos de los usos mas habituales a la hora de procesar
ficheros de datos multivariantes.

5.2.4. grep

El comando grep muestra las lineas del fichero que encajan con un patrén o expresién intro-
ducida por el usuario. Este patrén puede venir indicado como una expresién regular extendida.
La sintaxis del comando es:

grep [opciones] <expresién_buscada> <fichero>
Algunas de las opciones interesantes son:
= —c: en lugar de mostrar las lineas que encajan con el patrén muestra el nimero de ellas.

= -n: muestra el nimero de la linea junto a cada linea filtrada con éxito.
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= -v: invierte el filtro, de modo que muestra aquellas lineas que no encajan con el patron.
Esto es similar a usar “*” en las expresiones regulares.

= -w: selecciona tnicamente aquellas lineas donde el patron encaja para cadenas completas.
Es decir, cadenas que estan precedidas y sucedidas por espacios en blanco, tabulados o fin
de linea.

Este comando es verdaderamente 1til para filtrar conjuntos de datos por variables. Por ejem-
plo, si queremos seleccionar solo aquellos pacientes que pertenecen a una clase en concreto porque
se desea hacer un estudio especifico de ese tipo de pacientes. También nos permite filtrar pacientes
con datos perdidos.

Il Ejemplo 5.4 (Uso de grep)

En los datos de recuperacion post-operatoria existen pacientes con datos perdidos que, a falta
de conocer técnicas de imputacién de datos perdidos, podria ser necesario eliminarlos para no
perjudicar el estudio. En el fichero de datos los datos perdidos se muestran con un interrogante
“?7. Una forma de seleccionar los pacientes sin datos perdidos es:

$> grep -v 7 post-operative.txt

De este modo, podremos disponer solo de pacientes con los datos completos, lo que puede facilitar
el analisis de los mismos si no tenemos herramientas tolerantes a datos perdidos o no se emplean
técnicas de imputacién de datos perdidos.

5.2.5. Awk

Awk es un lenguaje de programacién interpretado como pueden ser Python, Perl o Lua. La
ventaja de Awk sobre el resto de lenguajes, respecto al tratamiento de ficheros de texto plano, es
su sencillez y velocidad. Sin embargo, Awk es menos versatil que otros lenguajes de programacion
interpretados. Awk estd orientado para el procesado de lineas de un fichero de texto plano, ya
que lleva a cabo un barrido de cada linea del fichero que encaje con el patrén especificado, si
lo hubiere. A cada patrén se le puede asociar una serie de acciones a realizar como parte del
proceso. Si no se indica un patrén concreto, las acciones se aplican a todas las lineas.

Una linea consiste en una serie de campos separados por un espacio en blanco o por algin tipo
de expresion regular. En caso de estar separados por alguna expresién regular se debe emplear la
opcién “-F” para definir el separador de campos. También se pueden asignar valores a variables
antes de ejecutar el programa mediante la opcion “-v”. La sintaxis general es:

awk [-F separador] [-v var=valor] '[/patrén/]J{acciones}' <fichero>

Los campos de cada linea se indican con la notacién $1, $2, etcétera. Si se utiliza $0 se referird
a toda la linea completa. La variable NF contiene el nimero de campos de la linea que se estd
procesando en ese momento. Igualmente, con $NF se puede referenciar al dltimo campo de la
linea. La variable NR contiene el niimero de linea que se estd procesando.

Las acciones pueden contener secuencias de instrucciones, incluyendo instrucciones condicio-
nales y de control de flujo, como if, while, for, etc. En la pdgina de manual de Awk (man awk)
se puede encontrar la sintaxis de estas instrucciones. Otra instrucciéon muy importante es printf
que imprime en la salida estandar los argumentos que se le indiquen. El formato de la funcion
printf se puede consultar en la pdgina de manual (man printf).
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Il Ejemplo 5.5 (Uso de awk para transformacién de variables)

La primera variable de los datos sobre recuperacién post-operatoria muestra la temperatura
interna del paciente en grados centigrados. Como en ocasiones es interesante discretizar los
datos continuos, se pasard la variable continua de temperatura a una variable categdrica ordinal
donde los valores serdn {baja, media, alta} y estardn basados en las siguientes reglas:

= baja: si la temperatura es menor que 36°C,
= media: si la temperatura esté entre 36°C y 37°C,
= alta: si la temperatura es mayor que 37°C.

Una posible forma de obtener esta discretizaciéon mediante Awk serfa asi:

$> awk -F ";" '{
if ($1<36) {
printf("low;")
} else {
if ($1<37) {
printf ("mid;")
} else {
printf ("high;")

3
};
for(i=2;i<NF;i++) {
printf $i ";"
};

printf $NF "\n"
}' post-operative.txt

Il Ejemplo 5.6 (Uso de awk para seleccién de variables)
Se quiere hacer un estudio de los pacientes que son enviados a casa y la presion sanguinea de
los mismos. Para ello, se desea aislar los datos de estos pacientes y escoger unicamente los datos
relacionados con la presién sanguinea: presion sistélica, presion diastélica y estabilidad de la
presion sanguinea.

Estas variables son los campos 4,5 y 8. Una forma de obtener los datos mediante Awk seria:

$> awk _F u;u |{
if ($NF=="8S") {
printf $4 non $5 non $8 ll\nll
Y

}' post-operative.txt

Con Awk es posible introducir unas instrucciones de control antes y después de procesar la
primera linea del fichero de datos. Esto se consigue mediante los entornos BEGIN y END. Estos
entornos dotan de mayor flexibilidad al programa.

Il Ejemplo 5.7 (Uso de awk con entornos BEGIN y END)

Si, en lugar de obtener los datos de presion sanguinea de los pacientes que son enviados a casa, se
desease comprobar la presion sanguinea sistélica media de dichos pacientes, los entornos BEGIN
y END resultan necesarios. La presion media podria conseguirse del siguiente modo:
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$> awk -F ";"
'BEGIN {
sum=0;
n=0;
}
{

if ($NF=="8"){
sum=sum+$4;
n=n+1;

END {
printf("%3.2f \n",sum/n)
}' post-operative.txt

Como se puede observar, el entorno BEGIN inicia las variables sum y n a 0. La primera
variable contiene la suma de los valores de presién sistélica de los pacientes; la segunda variable
contiene el nimero de pacientes. En el cuerpo del programa, se recorren las lineas del fichero de
datos y se suman los valores de presién sistdlica de aquellos pacientes que cumplen la condicién
de ser enviados a casa. Ademds, se van contabilizando en la variable n. Finalmente, el entorno
END nos permite calcular la media aritmética al dividir la suma total de presiones sistélicas
entre el nimero de pacientes encontrados.

Se debe tener en cuenta que también es posible guardar el cédigo fuente de las acciones a
realizar, en un fichero que se puede invocar mediante el comando awk directamente. En este
caso, la llamada al programa serfa del siguiente modo:

awk -f <fuente> <fichero>

Este tipo de llamada es conveniente si las acciones a realizar van a llevarse a cabo con frecuencia.

5.3. Los algoritmos de similitud entre cadenas

Los algoritmos de similitud realizan la comparacién entre pares o conjuntos de cadenas de
texto. El interés por comparar cadenas de texto en biomedicina es miiltiple. Actualmente, las
terminologias médicas (p.e. SNOMED) se estdn consolidando como nomenclatura esténdar de
la informacién médica, sin embargo, las descripciones que las personas entendemos son texto
libre, siendo de interés una busqueda eficiente de términos por una cadena de busqueda del
documentalista del hospital o servicio de salud. La comparacién entre cadenas supone ademaés
la tecnologia bésica para inferir relaciones funcionales o evolutivas entre genes y/o proteinas,
dando lugar a los sistemas de alineamiento de cadenas en bioinformética.

La programacién dindmica es el marco ideal para entender los algoritmos de alineamiento
de cadenas. El algoritmo de Needleman-Wunsch obtiene el alineamiento éptimo global entre
dos cadenas, mientras que el algoritmo de Smith-Waterman obtiene los alineamientos éptimos
entre subcadenas de las dos cadenas de entrada (alineamiento local). Si bien estos algoritmos
son Optimos en la resolucion de las tareas de alineamiento entre dos cadenas, su aplicacién para
comparar una cadena con una base de datos de millones de cadenas es computacionalmente
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inviable. Esto ha llevado al disefio de algoritmos como BLAST o g-Grams, que no aseguran el
alineamiento Optimo, pero obtienen resultados de busqueda aceptables a coste computacional
asumible a partir de la aplicacion de heuristicos. La tarea de alineamiento de cadenas puede
abordarse entre pares (1 a 1), en la biisqueda en una base de datos (1 a n) o entre multiples
cadenas (n a n). En este texto nos centraremos en las dos primeras, remitiendo a textos del
ambito de la gendmica y la filogenia computacional para una explicacion de alineamiento de
cadenas multiples.

Utilizaremos para nuestras explicaciones ejemplos sencillos de biologia molecular, si bien,
los algoritmos y la explicaciéon de los mismos es directamente aplicable a cualquier cadena de
simbolos de cualquier alfabeto.

Il Ejemplo 5.8 (Alineamiento de cadenas de nucleétidos y aminodcidos)

Una de las principales tareas en bioinformdtica es la comparacién de dos cadenas genéticas [99],
compuestas por un simbolos de un alfabeto de representacion de los nucleétidos en cadenas de
ADN (ver ejemplo en el tabla 5.1) o aminodcidos en caso de cadenas de proteinas (ver ejemplo
en el tabla 5.2).

Tabla 5.1: Cadena de nucledtidos correspondiente las posiciones 98041..98160 del Cromo-
soma II de la bacteria Brucella

ggecgtgtegt tccacgtcgg ctcgecagecag acggatctca cggettggga tcgtgegetg 98100
gctgacgegg cageggtctt ccgecacgett gecgatgagg geatcatctt gegeatggtc 98160

Tabla 5.2: Cadena de aminodcidos de la proteina Hemoglobin alpha chain (Human, chim-
panzee, and pygmy chimpanzee)

VLSPADKTNVKAAWGKVGAHAGEYGAEALERMFLSFPTTKTYFPHFDLSHGSAQVKGHGKKVADALTNAV
AHVDDMPNALSALSDLHAHKLRVDPVNFKLLSHCLLVTLAAHLPAEFTPAVHASLDKFLASVSTVLTSKYR

Los diferentes proyectos de secuenciacion han proporcionado cadenas de diferentes organis-
mos, cuya funcién y posible evolucién ha sido estudiada por la comunidad cientifica &mpliamente.
La comparacién de una cadena recién obtenida con cadenas cuyas funciones son conocidas es
uno de los mecanismos habituales de inferencia de conocimiento en bioinformatica.

5.3.1. El algoritmo del turista en Manhattan

Antes de abordar los algoritmos de alineamiento de cadenas, el problema del turista en
Manhattan nos ayudard a entender la resolucién de problemas mediante programacién dinamica.
Un turista se encuentra en la esquina noroeste de la calle 59 con la 8 avenida y quiere caminar
por Manhattan (ver figura 5.1) hacia el Sur y el Este hasta el edificio Chrysler en la esquina de la
calle 42 con la avenida Lexington de tal forma que visite el mayor niimero de atracciones posibles.
Desde una vista cenital, el turista estd en la esquina noroeste de Manhattan (vértice origen) y
desea llegar a la esquina sureste (vértice destino) andando unicamente en las direcciones Este
y Sur. Nuestro turista podrd tomar multiples caminos, eligiendo andar tnicamente hacia el sur
o el este en cada manzana, pero estas decisiones le llevaran a visitar mas o menos numero de
atracciones. Aun podemos complicar algo més el problema, asignando cierto valor de interés a
cada atraccién, como por ejemplo, visitar el Moma puede tener gran interés (10) y visitar Times
Square algo menos (7).
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Figura 5.1: Mapa simplificado de Manhattan que el turista quiere recorrer desde la esquina
Noroeste hasta la Sureste andando unicamente en direccién y sentido Sur o Este de tal
forma que consiga visitar el mayor niimero de atracciones.
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Figura 5.2: Grafo del problema del turista en Manhattan, donde cada vértice es una
esquina y cada arista contiene el valor de interés de cada calle. Se ha incluido en cada
nodo el interés acumulado al seguir el camino marcado en rojo.

La formulacién del objetivo del problema es: encontrar el camino més valioso para ir desde
el vértice origen (0,0) al vértice destino (n,m);
La entrada es: la rejilla G con pesos en las aristas (B”) para las aristas que unen el vértice

(¢,7—1)con (i,7) y lb” para las aristas que unen el vértice (i —1, j) con (4, j)), un vértice origen
(0,0) y un vértice destino (n,m);

Y la salida es: el camino més valioso en G desde el vértice origen (0,0) hasta el vértice
destino (n,m) con una puntuacion de s, .

La representacién del problema como grafo (ver figura 5.2) nos ayudard a plantear el problema
de forma esquemaética. Cada esquina se representa por un vértice y cada calle en direccién este
0 sur con una arista con un peso correspondiente al valor de interés de las atracciones de dicha
calle.

La solucién por fuerza bruta del problema con n X m esquinas recorreria todos los posibles
caminos desde el vértice origen hasta el vértice destino uno detras de otro, que viene dado por
la expresién recursiva:

1, si n=1 o m=1
c(n,m)
c¢(n,m — 1) + ¢(n — 1,m), otro caso

Esta solucién no parece viable ni siquiera con rejillas pequenas; por ejemplo, 10 calles y
10 avenidas nos supodria recorrer 48620 posibles caminos. Pensando en el problema como la
composicién en subproblemas podemos plantear una soluciéon basada en programacion dinamica.
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En lugar de resolver directamente el problema del turista en Manhattan, es decir, encontrar
el camino mas valioso desde el vértice (0, 0) hasta el vértice (n, m), resolveremos un problema més
general: encontrar el camino mds valioso (con una puntuacion s; ;) para ir desde el vértice origen
(0,0) hasta cualquier vértice (i,7), donde 0 <=4 <=ny 0 <= j <= m. Con este planteamiento,
resolveremos i X j problemas, que mediante la ayuda de la programacién dindmica seran de bajo
coste. El truco consistird en ingenidrselas para obtener la solucién del problema (i, j) utilizando
las soluciones de los problemas anteriores, de tal forma que no repitamos trabajo ya realizado.

En primer lugar asignaremos la puntuacién al vértice origen (0,0), en nuestro caso el interés
en este es claramente 0, por lo que sg = 0.

Comenzaremos por los problemas més sencillos, por lo que resolveremos las puntuaciones de
los vértices (0,7) (para 0 < j <= m). Para llegar a estos vértices, el turista no tendrd ninguna
flexibilidad en el camino a elegir ya que siempre ird hacia el Este. Por lo tanto, la puntuacién del
camino s(0, 7) serd la suma de los primeros j pesos de la fila 0 de nuestra rejilla (ver figura 5.3).
Incluso podremos expresar s(0, j) de forma recursiva como la suma de la puntuacién del vértice
anterior so j_1 y el valor de la arista que los une EO,]-.

5(0,7) < (0,5 — 1)+ wy

25| 4| 0

2—

7—

33—

33—

OO
i
66866

B -

Figura 5.3: Solucién de los problemas (0, 7) v (4, 0).

De forma similar, resolveremos los problemas (i,0), (para 0 < i <= n). Para llegar a estos
vértices, el turista no tendra ninguna flexibilidad en el camino a elegir ya que siempre ird hacia
el Sur. Por lo tanto, la puntuacién del camino s(0, j) serd la suma de los primeros ¢ pesos de la
columna 0 de nuestra rejilla (ver figura 5.3). Incluso podremos expresar s(i,0) de forma recursiva

. o . . {
como la suma de la puntuacién del vértice anterior s;_1, y el valor de la arista que los une wjg.

5(1,0) < s(i — 1,0)+ iy
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Il Ejemplo 5.9 (Camino desde (0,0) hasta (1,1) por programacién dindmica.)
En la expresiones anteriores ya hemos visto un adelanto de la forma de resolver cada problema
utilizando la resolucién de los problemas anteriores, jpodriamos ahora resolver el mejor camino
desde (0,0) hasta el vértice (1,1) sabiendo so,1 y s1,07

Como en la resolucién de los problemas anteriores ya disponiamos de los valores so1 y s1,0
no necesitaremos calcularlos de nuevo. El mejor camino hasta s;; que pasa por (0,1) tendra

una puntuacién de sq 1+ w‘il Alternativamente, el mejor camino hasta s1; que pasa por (1,0)

tendra una puntuacién de s o+ wtl El mejor camino serd aquel que tenga la mayor puntuacion
posible de los dos que llegan al vértice (1,1), por lo que mediante dos sumas y la funcién méximo
podemos resolver el problema (1,1).

Il Ejemplo 5.10 (Camino desde (0,0) hasta (3,4) por programacién dindmica.)
(Podriamos ahora resolver el mejor camino desde (0,0) hasta el vértice (3,4) sabiendo sq.1, S1,0
y s117

En este caso deberemos esperar un poco hasta poder resolver el problema (3, 4),ya que todavia
no sabemos cual es la puntuacién de los vértices desde lo que podemos llegar a él. Estos vértices
son (3,3) vy (2,4).

Ahora llega la hora de resolver los problemas (4, 7), (para 0 < i <=ny 0 < j <= m). Para
llegar al vértice (4, j), el turista tiene dos posibles caminos. Desde el norte hacia el sur llegamos a

(7,7) desde (i—1, j), con una puntuacién compuesta por el mejor camino ya calculado s;_1 ;+ 1%)”
Desde el oeste hacia el este llegamos a (,5) desde (i, j — 1), con una puntuacién compuesta por
el mejor camino ya calculado s; j_1+ 131] Como el objetivo es encontrar el camino més valioso,
elegiremos aquel cuya suma sea mayor, obteniendo como resultado el camino mas valioso entre
(0,0) y (i,7). El resultado del problema puede expresarse como una operacién con los resultados
de los problemas anteriores, por lo que podemos utilizar los resultados anteriores y evitar resolver
operaciones ya realizadas anteriormente.

+ —

y Sij—171 Wij
s(i,7) < maz '
Si—1,5F Wi

Vemos ahora, que la resolucion del problema del turista en Manhattan no es més que resolver
el problema (n,m) del caso general.

Estamos ahora en disposicion de escribir el algoritmo 5.1 del turista en Manhattan.

Como vemos en el algoritmo 5.1, los vértices se recorrerdn fila a fila (ver figura 5.4(izq)).
Esta topologia resuelve el problema (i — 1,7) y (i,7 — 1) antes de resolver (i, j), que es la tinica
restriccion que debe cumplirse para su correcta resolucién por programacién dinamica.

Il Ejemplo 5.11 (Recorridos de vértices mediante programacién dinamica.)
(Existen otras topologias posibles en el recorrido de los vértices (i,7)? Adapta el algoritmo
Turista en Manhattan para recorrer los vértices de forma diferente. Otra topologia es el recorrido
de los vértices columna a columna (ver figura 5.4(centro)), que de forma equivalente a la topologia
fila a fila cumple el orden necesario.

Otra topologia, todavia mds interesante, es el recorrido por las antidiagonales (ver figu-
ra 5.4(derecha)) sucesivas partiendo de sgg. Un posible c6digo para la resolucién mediante esta
topologia es:
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Algoritmo 5.1 TuristaEnManhattan

function = TuristaEnManhattan(ﬁ), w, n, m)
50,0 < 0
for iin 1:n do
Si0 < Si—1,0T Tbi,o
end for
for j in 1:m do
50,5 < 507]‘_1+ ’w‘(;j
end for
for for i in 1:n do
for for j in 1:m do

N
(5,) = maz { T
Si—1,j1 Wij
return s, ,,
end for
end for

e e e

— L I

Figura 5.4: Posibles recorridos para resolver el Problema del turista en Manhattan. (iz-
quierda) topologfa fila a fila, (centro) topologfa columna a columna, (derecha) topologia

antidiagonales.

Algoritmo 5.2 TuristaEnManhattanDiag

function TuristaEnManhattanDiag(&1, B, n, m)
50,0 < 0
for k in 1:n+m do

for j in 0:k do

14— k—j
N

Sij—171 Wi

Si,5 € max 1
Si—1,j+ Wi

return s, ,,

end for
end for
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Il Ejemplo 5.12 (Recuperacién del camino 6ptimo)
Con los algoritmos vistos hasta el momento, hemos conseguido averiguar el valor del mejor ca-
mino desde el vértice origen hasta el vértice destino. Sin embargo, nos costaria un buen esfuerzo
recuperar cual es ese camino directamente del grafo. ;Cémo modificarias el algoritmo TuristaEn-
Manhattan para poder recuperar la secuencia de movimientos del turista para recorrer el camino
més valioso desde el vértice origen (0,0) al vértice destino (n,m)?

Para poder recuperar el camino més valioso debemos guardar en cada (i,j) un puntero al
vértice predecesor desde el que hemos alcanzado el mejor camino.

Algoritmo 5.3 TuristaEnManhattanBackTracking

function = TuristaEnManhattanBackTracking(’z%J, 1737 n, m)
SO.,O < 0
foriin 1:n do
1
Si0 < Si—1,0F Wip
bio < (i —1,0)
end for
for j in 1:m do
N
S0,j €= So,j-17F Wo
bO,j <— (O‘] — 1)
end for
for iin 1:n do
for j in 1:m do
N
Sij—171 Wi
Sij < maxr !
Si-151 Wiy

(1,5 = 1),if (s = sij1+ wij)
(i = 1,7),if(sij = si—1;+ wij)
return (S, m, b)

end for
end for

b

i,J

El algoritmo 5.4 escribe el algoritmo que imprime la secuencia de vértices del camino maés
valioso.

Algoritmo 5.4 PrintTuristaEnManhattan
function = PrintTuristaEnManhattan(b, (4, j))
if i=0 and j=0 then

exit
end if
PrintTuristaEnManhattan(b,b; ;)
print(i, j)
Print TuristaEnManhattan(b,(n, m))

Il Ejemplo 5.13 (Generalizacién del algoritmo del turista a 3 aristas.)
Intenta generalizar la resolucién del problema del turista en Manhattan a un grafo donde a cada
vértice llegan 3 aristas (ver figura 5.5). Por ejemplo, puedes pensar que existen calles en diagonal
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que cruzan las manzanas de Manhattan: (i —1,7), (i —1,7—1) y (i, —1)). En este grafo existe
una topologia que permite un recorrido ordenado, de tal forma que cuando se visita (7, j) todas
las aristas que inciden en él, tienen su vértice origen resuelto.

) ()

Qi,j-n ()
. o o

Figura 5.5: Ahora en cada vértice inciden 3 aristas, la resolucién del problema es similar
al problema con 2 aristas.

. Cual serd la funcién que resuelva el valor del vértice (i, j)?
Extendiendo el caso general del turista en Manhattan encontramos la soluciéon por progra-
macién dindmica:

N

Sij—17F Wi

o h

Sij < max 52;1’]4- w;,

N

Si—1,j—1F Wi

A través del ejemplo del turista en Manhattan hemos analizado el procedimiento a seguir
para la resolucién de problemas mediante programacion dindmica. En el siguiente apartado
plantearemos el problema del alineamiento de cadenas y la distancia de edicién, que nos permitira
justificar completamente el papel de la programacién dindmica en los problemas biomédicos.

5.3.2. Distancias de edicion y alineamiento de cadenas

Dadas dos cadenas u y v, nos preguntamos cual es la similitud o distancia que tienen dichas
cadenas entre si. La distancia de Hamming D, se define como el ntiimero de posiciones que
difiere la cadena v de la cadena v. Dy de w = ATATATATATA y v = ATATATATCTA es
Dy (u,v) =1, que es muy razonable. Sin embargo, si tenemos las cadenas v’ = ATATAT AT AT A
y v/ = TATATAT AT AT la distancia Dy(u/,v") serd 11, que parece absolutamente excesiva, ya
que un desplazamiento de 1 posicion de toda la cadena u’, harfa corresponder 10 simbolos de
los 11 de cada cadena. Asi pues, vemos que la distancia de Hamming resulta insuficiente para
conseguir una comparacién adecuada de cadenas de texto libre o procedentes de secuenciacion
genética.

En 1966, Vladimir Levenshtein definié la distancia de edicidn entre dos cadenas de un mismo
alfabeto, como el minimo nimero de operaciones de edicién necesarias para transformar la cadena
u en v. Siendo las operaciones de edicion: la insercion de un simbolo, el borrado de un simbolo
y la sustitucién de un simbolo por otro.

El alineamiento de la cadena u de longitud | w | y v de longitud | v | es una matriz (ver
tabla 5.3) de 2 filas y un maximo de | u | * | v | columnas, donde cada fila tiene una cadena con
los caracteres en el mismo orden, pero no necesariamente adyacentes. Esta matriz representa la
disposicién 6ptima de los simbolos segin su distancia de edicién. En el alineamiento aparecen 4
tipos diferentes de columnas: match, que indica un emparejamiento entre los simbolos; mismatch,
que indica una la necesidad de realizar una sustitucién ya que no existe emparejamiento de los
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simbolos; delecién: indica el borrado del simbolo en la cadena u; e insercién, que indica la insercion
de un simbolo en u. Las operaciones de insercién y delecién se denominan conjuntamente indel®.

Tabla 5.3: alineamiento de la cadena u = ATGTTATC y la cadena v = ATCGCAC, m:
match; mm: mismatch; d: delecién; i: insercién

uw |A|T|-|G| T |T|A|T|C
v |A|T|C|G| C |-]A|-]|C

‘seq‘m‘m‘i‘m‘mm‘d‘m‘d‘m‘

Il Ejemplo 5.14 (alineamiento de cadenas de nucle6tidos o aminoécidos.)

Las cadenas genéticas es el nombre genérico con el que denominamos tanto a las cadenas de
ADN (ver figura 5.1) como a las cadenas de proteinas (ver figura 5.2). Uno de los factores més
importantes para decidir qué tipo de cadenas comparar radica en que el parecido entre cadenas
de nucleétidos con un origen comun se pierde mas rapidamente que el parecido en las cadenas
de aminoécidos correspondientes.

Esto es debido, por una parte a que el alfabeto es mds reducido (cuatro letras frente a veinte)
y por otra porque cada proteina puede ser codificada por varios tripletes de nucleétidos. Asi
pues, la comparacién de cadenas de nucledtidos se considera apropiada cuando se comparan
cadenas muy parecidas (con uno o dos nucledtidos de diferencia), como en estudios filogenéticos
de poblaciones o SNPs. También se utiliza para identificar genes, comparando zonas equivalentes
entre genoma de diferentes especies (p.e: ratén vs. humanos) y vemos que las regiones exdnicas
estdn mas conservadas que las intrénicas. Por supuesto, en el caso de querer comparar cadenas
no codificantes serd necesario utilizar comparacion de cadenas de nucleétidos.

Por otro lado, la comparaciéon de cadenas de aminodcidos se utiliza cuando se buscan homé-
logos més o menos cercanos, o cuando se desea identificar regiones importantes de las proteinas.
En las proteinas, el parecido en la cadena aminoacidica se pierde més lentamente y algunos
aminodacidos tienen propiedades mas parecidas que otros, por lo que podemos darle mas sentido
a los cambios que observamos.

El grafo de edicién. Una representacién 1til para esquematizar el proceso de alineamiento
de cadenas es el grafo de edicidn (ver figura 5.6). De forma similar al grafo construido en el
problema del turista en Manhattan, pero con aristas diagonales, se construye una rejilla de
alineamiento, donde cada vértice (i,j) corresponde al alineamiento de los prefijos u(1,7) con
v(1,7). Las aristas diagonales representan emparejamientos (matches) los simbolos u; con v; o
sustituciones del simbolo u; por el stmbolo v;, las aristas horizontales representan inserciones del
simbolo v; delante del w;, y las aristas verticales representan deleciones del simbolo u;. Cada
arista tendra asociada una puntuacion que da cuenta del valor de dicha operacién de edicién.
Cada camino entre el vértice (0,0) y el vértice (| w |,| v |) es un posible alineamiento entre las
cadenas u y v, y tendra asociada una puntuacion, siendo tarea de los algoritmos de alineamiento
descubrir cual de los caminos es el 6ptimo.

El grafo de edicién ofrece una visién clara sobre los posibles alineamientos que pueden esta-
blecerse entre las dos cadenas u y v. Desde los alineamientos mas drasticos como borrar toda la
cadena u e insertar toda la cadena v o viceversa, tenemos todas las combinaciones que dan las
posibles sucesiones de operaciones de edicién que pueden ser mas o menos acertadas.

“directamente adaptado del término inglés
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Figura 5.6: En cada vértice del grafo de edicién inciden 3 aristas, la arista diagonal es

un match o una , la arista horizontal es una delecion y la arista vertical una

insercion.

78

sustitucion
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5.3.3. El valor de las operaciones de edicion y las matrices de
puntuacién

En la eleccién del camino éptimo que recorra el grafo de edicién influye en gran medida el
valor de cada operacion de edicién. Por ejemplo, en el alineamiento de cadenas genéticas el valor
asociado a las operaciones de edicién estd determinado por evidencias bioldgicas de la operacién.
En la edicién de texto natural, la distancia de edicién puede venir determinada por la frecuencia
de errores para cada letra que un usuario medio comete al mecanofriar.

Il Ejemplo 5.15 (Operaciones de edicién en nucleétidos y aminodcidos.)

Algunas evidencias utilizadas para generar las matrices de puntuacién responden a propieda-
des quimico-fisicas de los nucleétidos en cadenas de ADN o de los aminodcidos en proteinas.
Se han estudiado puntuaciones basadas en la carga y propiedades estructurales, propiedades
estructurales y genéticas y patrones hidrofébicos.

Otras evidencias responden a tasas de sustituciéon observadas a través de grandes distancias
evolutivas. En la comparacion de cadenas de ADN generalmente el valor de la operacion de edicién
depende tnicamente de la operacién y no de los simbolos implicados. Asi pues, la operacién
tendra un valor positivo 4 en caso de emparejamiento (match), un valor negativo p en caso de
sustitucién y un valor negativo o en caso de insercién o borrado (indel).

En el alineamiento de cadenas protéicas, la mutacién de un aminodcido puede o no afectar
a la estructura de la proteina. Esto implica que algunas mutaciones son faciles de encontrar a lo
largo de la evolucién y otras son realmente dificiles. Asn, Asp, Glu y Ser son los aminoécidos mas
mutables, mientras que Cys y Trp son los que menores tasas de mutuacién tienen. Para hacernos
una idea, la probabilidad de mutacion de Ser en Phe es 3 veces la probabilidad de mutacién de
Trp en Phe. Las matrices de puntuacion expresan las evidencias de conservacién y sustitucion
de un aminoacido por otro a lo largo de periodos evolutivos, asi como el valor de las operaciones
de borrado e insercién para cada aminodcido. Para disenar las matrices de puntuacién PAM,
Dayhoff realizé el alineamiento de cadenas con similitud superior al 90 %. Dayhoff definié PAM1
(Point Accepted Mutation) como la probabilidad de mutacién de un residuo durante la cantidad
de tiempo aceptada para mutar el 1% de los aminodcidos de una cadena. Asf pues, PAMn (ver
tabla 5.4) serd la medida de mutacién de un residuo durante la cantidad de tiempo aceptada para
mutar el n % de los aminodcidos de una cadena. Matrices PAMn con n bajo puede ser utilizada
con cadenas con alta similitud, pero para la comparacion de cadenas homélogas lejanas, deben
utilizarse matrices de mayor tiempo de mutacién. Cuanto més lejanas son las cadenas a comparar,
mayor n deberd utilizarse (la tabla 5.5 contiene la matriz de puntuacién PAM250).

Henikoff y Henikoff en 1992 observaron las limitaciones de las matrices PAM, al ser derivadas
exclusivamente de cadenas con alta similitud entre ellas. Asi pues, calcularon diferentes matri-
ces de puntuacién llamadas BLOSUM (BLOcks SUbstitution Matrix) a partir del alineamiento
entre 71 bloques (base de datos BLOCKS) compuestos cada uno de ellos de cadenas altamente
relacionadas.

Estas matrices de puntuacién son utilizadas por los algoritmos de alineamiento de cadenas
para valorar cada camino posible en el grafo de edicién, pudiendo obtener diferencias significativas
en los alineamientos ptimos obtenidos segin las matrices de puntuaciénd. Las diferencias se
acentuan en alineamientos entre homologos lejanos.

94El servidor FTP del NCBI dispone de un repositorio de matrices de puntuacién accesible de forma
anénima en: .
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5.3.4. Alineamiento global: algoritmo de Needleman-Wunsch

El objetivo del alineamiento global es: encontrar el mejor alineamiento entre dos ca-
denas u y v bajo una matriz de puntuacién ¢; por lo tanto, la entrada del problema es
la cadena u de longitud |u| y v de longitud |v| compuestas por simbolos del alfabeto X,
una matriz (length(X) 4+ 2) x (length(X) + 2) de puntuacién 0; y la salida del problema es un
alineamiento de u y v cuya puntuacién s, |, (segin J) sea méximo entre todos los posibles
alineamientos entre u y v.

Resolveremos el problema mediante programacion dindamica, de forma similar a como re-
solvimos el problema del turista en Manhattan. Asi pues, iremos resolviendo los alineamientos
entre los prefijos u(1,7) y v(1,5), para 1 <= i <= |u| y para 1 <= j <= |v|. El uso de los
problemas anteriormente resueltos evitara el cdlculo de operaciones efectuadas con anterioridad,
lo que resultara una resolucion del problema eficiente ademas de éptima.

El célculo de la puntuacién s; ; del alineamiento éptimo entre los prefijos u(1,4) y v(1,j) es
el siguiente:

5ij—1 + 0(—,vj)(insercién de vj)
8i,j < MAT si—1,j + 6(u;, —)(borrado de u;)
Si—1,j—1 + 0(u;, vj)(match, siu; = v;,sino sustitucion (u;,v;))

donde asumimos que la matriz de puntuacion indica similitudes entre pares de simbolos, ya que
al utilizar la funcién max realizard una maximizacion de la puntuacion del alineamiento.

A partir del caso general s; ; y del algoritmo TuristaEnManhattan 5.1, podemos escribir el
algoritmo de Needleman-Wunsch para alineamiento global de cadenas.

Algoritmo 5.5 Needleman-Wunsch

function = Needleman-Wunsch(u,w,d)
50,0 < 0
foriin 1:]u | do
Si0 < Si—10 + 0(u;, —) (borrado de w;)
end for
for jin 1:] v | do
So,j = So,j—1 + 0—, v; (insercién de v;)
end for
foriin 1:]u | do
for jin 1:]v | do
Sij—1 + 0(—,v;),insercion de v;
Sij <= max si—1,j + 0(u;, —)borrado de u;

Si—1,j-1 + 0(u;, vj), match, si u; = vj, sino sustitucion(u;, v;)
return Sjy| ||
end for
end for

Il Ejemplo 5.16 (Alineamientos con matrices de puntuacién diferentes)
Aplicaremos el algoritmo de Needleman-Wunsch a las cadenas u = PAWHEAE y v =
HEAGAWGHEE con la matriz BLOSUM50 (ver tabla 5.6) y con la matriz PAM250 (ver
tabla 5.5)
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Tabla 5.6: Matriz de puntuacién BLOSUMS50

AARNDGCNQETGHTITLI KMTFU®PSTWY VB ZX

A 5

-1 -1 -5

1 0-3-2 0-2

-1-2-1-1-3-1

0 -2
0-3 0-4-3 3-2

-2-1-2-1-1-1

-3-1-3-1 0-1-5

0-4-2-3 4 0-1-5

-3-3-1-1

-4 -2

1

R-2 7-1-2-4
N-1-1

D

-3 -4 0 -2 1

7 2-2 0 0 0 1

-2 2 8-4 0 2-1-1

1-1-5

0-1-5-3-4 5

-4 -4 -1 -4 -5 -1

-2

c-1-4-2-413-3-3-3-3-2-2-83-2-2-4-1-1-5-3-1-3-3-2-5

0-1-1-1-3 0 4-1-5

-4 -1

-3-2 2 0
-4 -3

10 0-3 7 2-21
0 0 2-3 2 6-3 0

-1

Q

5 -1 -5

-3-1-1-1-3-2-3 1

1 -2

E -1

G 0-3 0-1-3-2-3 8-2-4-4-2-3-4-2 0-2-3-3-4-1-2-2-5

H-2 0
I-1
L -2

0-210-4-3 0-1-1-2-1-2-3 2-4 0 0-1-5

1

1-1-3

4 -4 -3 -1 -5

-3 -1

-3-4-4-4 5 2-3 2 0-3-3-1

-2-3-4-3 2 5-3 3

-4 -3 -4 -2

1-4-3-1-5

-2 -1

1-4-3-1

-4 -1
2 3-2 7 0-3-2-1-1

-3 -4 -4 -2

1-1-5

-3-2-3 0

0 -1

-3 -3 6 -2

1-2 0

K-1 3 0-1-3 2

1-3-1-1-5
4 -1 -4 -4 -2 -5

0

M-1-2-2-4-2 0-2-3-1

F -3-3-4-5-2

1

1-4 0 8-4-3-2

-4 -3 -4-1 0

-1 -2 -5

-3-4-1-3-410-1-1-4-3-3 -2

0-1-3-3 0-2-3-1

P-1-3-2-1-4-1-1-2-2

5 2-4-2-2 0 0-1-5

2 5

0 -1

-1 1 0-1

1
T 0-1

0 -5

-3-2 0 0-1

-2 -1

-1-1-1-1

0-1-1-1-1-2-2

-2 -3 -5

1-4-4-315 2-3-5

-1-3-3-3-3-2-3-1

-1-2-3-3-1-2-3 2

W-3-3-4-5-5

Y

-1-1-2 0 4-3-2-2 2 8-1-3-2-1-5

-2

5-4-3-1-5

-56-3-4 5 2-1-5
-2-2-3 2 5-1-5
-3-1-1-1-1-1-5

-3 -1
-5 -5 -5 -5

1-1-3-2 0

1 -3
-4 -4 0-3-4-2 0 O

-3 -3

V 0-3-3-4-1-3-3-4-4 4

B -2

1-1 0

4 5-3 0

-1

0 -1

-4 -1

1-3 4 5-2 0 1 -1

zZ-1 0 0

-1-1-2-1-1-1-1-1-2-2-1 0
-6 -6 -5 -5

X-1-1-1-1-2

* -5

1

-5 -5

-6 -6 -5 -5

-6 -6 -5 -5

-6 -6 -5 -5

La tabla 5.7 presenta el trellis del alineammiento, ademés del resultado final obtenido me-

diante BLOSUMS50 es:

A G A W G H E E
-5 -10 -15 -20 -25 -30 -35 -40 -45 -50

-2
-7

H E

0
-5

Tabla 5.7: Trellis y el alineamiento obtenido mediante BLOSUMS50.

-6 -11 -16 -21 -26 -31 -36 -41 -46

-3
-8

P

-6 -11 -16 -21 -26 -31 -36

-4
-8
-9

-1
-6

A -10

-1 -6 -11 -16

-9
-6
-9
-4

0

W -15 -12
H -20

-5 -10 -10

10
14
16

15
10

4
-1
-6

-3
-6

-6
-9

-4

1
-4
-9

E -25 -10
A -30 -15
E -35 -20

5

-5 -10

1

16 MoS E E

10 B

7,10 <- 6,9:
6,9 <-

5,9:

156 MoS E E

4,8:

5,9 <-

9 MoS HH

3,7:
-1

4,8 <-

I

3,6:

3,7 <-

4 MoS W W
-11 MoS A A

2,5:
-16 I

3,6 <-

1,4:
1,3:
0,2:

2,5 <-

1,4 <-

-11 MoS P A

-10 I

1,3 <-

- E

0,1:

0,2 <-

-5 1

0,0:

0,1 <-

La tabla 5.7 presenta el trellis del alineammiento, ademés del resultado final obtenido me-

diante PAM250 es:
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Tabla 5.8: Trellis y el alineamiento obtenido mediante BLOSUMS50.
- H E A G A W G H E E

0 -8 -16 -24 -32 -40 -48 -56 -64 -72 -80

P -8 0 -8 -15 -23 -31 -39 -47 -55 -63 -71
A-16 -8 0 -6 -14 -21 -29 -37 -45 -53 -61
W -24 -16 -8 -6 -13 -20 -4 -12 -20 -28 -36
H -32 -18 -15 -9 -8 -14 -12 -6 -6 -14 -22
E -40 -26 -14 -15 -9 -8 -16 -12 -5 -2 -10
A -48 -34 -22 -12 -14 -7 -14 -15 -13 -5 -2
E -56 -42 -30 -20 -12 -14 -14 -14 -14 -9 -1
7,10 <- 6,9 -1 MoS EE
6,9 <- 5,8 -5 MoS AE
5,8 <- 4,7 -5 MoS EH
4,7 <- 3,6 -6 MoS HG
3,6 <- 2,5 -4 MoS WW
2,5 <- 1,4 -21 MoS A A
1,4 <- 1,3 -23 1 -G
1,3 <- 0,2 -15 MoS P A
0,2 <- 0,1 -16 I - E
0,1 <- 0,0 -8 I H

5.3.5. Alineamiento local: algoritmo de Smith-Waterman

El objetivo del alineamiento global es encontrar el mejor alineamiento entre cadenas enteras.
El hecho que dos cadenas completas sean similares de forma global es muy raro. Por ejemplo, en
bioinformadtica, el alineamiento global solo se da en alineamientos entre miembros de familias de
proteinas, estudios filogenéticos de poblaciones o SNPs.

En muchas aplicaciones la puntuacién de alineamientos locales entre regiones de las cadenas
es mayor que el alineamiento global, esto es debido a que solo esas pequenas regiones son las
conservadas entre las cadenas de la comparacién. El gen homeobox (que desempena un papel
crucial en los primeros pasos de los embriones) es muy variable entre especies. Sin embargo, una
regiéon del mismo llamada homeodominio estd muy conservada entre especies. El alineamiento
global de dos cadenas seria totalmente ineficaz en la bisqueda de esta regién conservada en dos
cadenas que difieren en el resto de simbolos. Esto es debido a que el objetivo del alineamiento
global es encontrar el mejor camino entre los vértices (0,0) y (Jul,|v|) del grafo de edicién, y no
se detiene en pequenas regiones con gran similitud.

El objetivo del alineamiento local es: encontrar el mejor camino entre dos vértices
arbitrarios (4,j) y (i, ') del grafo de edicién. entre dos cadenas u y v bajo una matriz
de puntuacién J; por lo tanto, la entrada del problema es la cadena u de longitud |u| y v de
longitud |u| compuestas por simbolos del alfabeto 3, una matriz (card(X) + 1) x (card(X) +1)
de puntuacién ¢; y la salida del problema es la puntuacién de dos subcadenas de u y v cuyo
alineamiento global segin ¢ sea méaximo entre todos los alineamientos globales de las subcadenas
de u y v un alineamiento de u y v cuya puntuacién s, |, (segiin ) sea maximo entre todos los
posibles alineamientos entre u y v.

Il Ejemplo 5.17 (alineamiento local vs. alineamiento global.)

Observa las diferencias entre el alineamiento global y local entre las cadenas u y v.
u=TCCCAGTTATGTCAGGGGACACGAGCATGCAGAGAC.
v=AATTGCCGCCGTCGTTTTCAGCAGTTATGTCAGATC.

= alineamiento global

—-T--CC-C-AGT--TATGT-CAGGGGACACG-A-GCATGCAGA-GAC
AATTGCCGCC-GTCGT-T-TTCAG-——-CA-GTTATG-T-CAGAT--C
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= alineamiento local

tccCAGTTATGTCAGgggacacgagcatgcagagac
aattgccgececgtcgttttcagCAGTTATGTCAGatc

Il Ejemplo 5.18
Numero de alineamientos de pares de subcadenas. {Cuédntos posibles pares de subcadenas de
maés de 1 simbolo existen en dos cadenas de 4 y 5 simbolos respectivamente?

El nimero de subcadenas de longitud mayor que 2 para una cadena de 4 simbolos 7 (3+2+1).
y para una cadena de 5 simbolos serd 10 (4+3+42+1). Por lo tanto el nimero de posibles pares
de subcadenas es 70 (7 * 10).

Por lo tanto, abordar el problema como un alineamiento global de cada par de subcadenas
resulta inviable, ya que tendriamos que alinear desde el principio 70 cadenas de longitud variable
desde 2 hasta 5 (el méximo de las longitudes de las cadenas).

Una solucion adecuada para resolver el problema serd incluir aristas directas desde el vértice
(0,0) hasta cada uno de los vértices (i,7) con una puntuacién 0 (ver figura 5.7). Esto hard que
desde el comienzo de la cadena exista un camino directo a cada vértice, por lo que el prefijo no
influird en el alineamiento de la subcadena.

Figura 5.7: Las flechas punteadas representan las aristas directas desde (0,0) hasta cada
vértice.

0 nuevo alineamiento local
8i,j—1 + 0(—,v;)(insercion de v;)

Si,j < max
si—1,j + 0(us, —)(borrado de u;)

Si—1,j—1 + 0(u;, vj)(match, si u; = vj, sino sustitucion(u;, v;))

La puntuacién méxima s;; sobre el grafo de edicién total es el mejor alineamiento local.
Podemos observar que el tnico cambio entre la funcién del alineamiento global y la nueva para
alineamientos locales es la inclusién de una nueva alternativa de valor 0 correspondiente a la
arista directa desde (0,0).

A partir del caso general s; ; podemos escribir el algoritmo 5.6 de Smith-Waterman para el
alineamiento local de cadenas.
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Algoritmo 5.6 Smith-Waterman

function = Smith-Waterman(u,w,d)
50,0 < 0

foriin 1:]u | do

for jin 1:]v | do

Si0 0
end for

S0,

j(*o

end for

foriin 1:]u | do

for jin 1:]v | do

Si,5 < max

return sy, jy|

end for
end for

Onuevo alineamiento local
sij—1 + 0(—,v;),insercion de v;

si—1,j + 0(u;, —), borrado deu;

Si—1,j-1 + 0(u;, vj)match, si u; = v;, sino sustitucion (u;, v;)

Il Ejemplo 5.19
Aplica el algoritmo de Smith-Waterman a las cadenas
u=TCCCAGTTATGTCAGGGGACACGAGCATGCAGAGAC y
v=AATTGCCGCCGTCGTTTTCAGCAGTTATGTCAGATC

utilizando la matriz de edicién § =

15,33
14,32
13,31
12,30
11,29
10,28
9,27
8,26
7,25
6,24
5,23
4,22
3,21
2,20
2,19
1,18

<-
<-
P

<-
<-

<«
<«
<«
<«

<-
<-

<-

14,32:
13,31:
12,30:
11,29:
10,28:

9,27:
8,26:
7,25:
6,24:
5,23:
4,22:
3,21:
2,20:
2,19:
1,18:
0,17:

A T C G -
A1 -1 -1 -1 -1
7T -1 1 -1 -1 -1
¢ -1 -1 1 -1 -1
G -1 -1 -1 1 -1

-~ -1 -1 =1 -1 0

El mejor alineamiento local obtenido es:

G
A
C
T
G
T
A
T
T
G
A
C
C
C
T

HarPaoaaoaradadrErAadaaQ>Q
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5.3.6. Alineamiento con huecos

En algunas tareas de alineamiento de cadenas nos podemos encontrar con que la penaliza-
cién de borrados (o inserciones sucesivas) no responde a la realidad del problema. Por ejemplo,
el borrado de varios nucleétidos en una cadena de ADN es normalmente causado por errores
en la replicacién del ADN. La naturaleza generalmente borra o inserta subcadenas enteras co-
mo unidad, en contraposicén a la deleciéon o insercién de nucledtidos individualmente conforme
realizan los algoritmos anteriormente vistos.

Il Ejemplo 5.20

En el alineamiento de cadenas de nucleétidos, las deleciones o inserciones de multiples simbolos
se da como fenémeno corriente, por lo que al alinear v = ATAGC con v = ATATTGC es
preferible el alineamiento:

ATA__GC
ATATTGC

al alineamiento

ATAG_GC
AT_GTGC

aunque el algoritmo visto hasta el momento calcula idénticas puntuaciones en ambos.

Un gap en un alineamiento se define como una cadena contigua de espacios en una de las filas.
Desde el punto de vista evolutivo, en el que se basa el alineamiento de cadenas genéticas, una
penalizacién de un gap de z espacios por —o * x es excesiva y no representa el proceso evolutivo
que produjo dicha mutacién.

La penalizacién de huecos contiguos (affine gap penalties) se define como la puntuacién
linealmente ponderada de huecos largos. De esta forma, la puntuacién de un gap de longitud x
serd —(p + ox), donde p es la penalizacién inicial del hueco y o > 0 es la penalizaciéon por cada
simbolo en el hueco. Generalmente p serd un valor grande respecto a o.

Esta nueva propuesta de puntuacién en las deleciones e inserciones modifica el calculo de la
puntuacion s; j del alineamiento entre el prefijo v(0,) y v(0, j), no pudiendo inicamente depender
de los valores s;_1, s;j—1 y si—1,j—1 de las funciones vistas hasta el momento. Incorporando
aristas horizontales de larga duracién desde los vértices (i, j—x) hasta (4, j) con puntuacién —(p+
ox) solucionamos la penalizacién de huecos contiguos producidos por deleciones. Incorporando
aristas verticales de larga duracién desde los vértices (i — x, j) hasta (4, j) con puntuacién —(p+
ox) solucionamos la penalizacién de huecos contiguos producidos por inserciones.

Una implementacién directa de las funciones de puntuacién con estas nuevas férmulas in-
crementarian el coste del algoritmo, ya que cada nodo depende de todos los antecesores de su
columna, todos los antecesores de su fila y del elemento anterior en su diagonal. Sin embargo, la
funcién de penalizacién de huecos contiguos —(p + ox) pueden descomponerse para realizar su
calculo mediante la siguiente férmula recursiva:

1
1 si—1,; — o (continuar gap)
Si,j¢ max ’
si—1,; — (p + o)(iniciar gap)
- .
5 sij—1 — 0 (continuar gap)
Sij¢ max

$i,j—1 — (p + o)(iniciar gap)
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Si—1,j—1 + 0(uj, vj)(match, siu; = v;(, sino sustitucién(u;, v;)

Sij < maxr

( match o sustitucién)

st]- (delecién: puede ser hueco)

— . .
si; (insercién: puede ser hueco)

donde sij contiene los alineamientos entre el prefijo u(0,4) y el prefijo v(0, j) que finaliza con

una delecién (posible gap en u). De forma similar, ,573 contiene los alineamientos entre el prefijo
u(0,1) y el prefijo v(0, j) que finaliza con una insercién (posible gap en v). En un grafo de edicién,

sij y sj] son las puntuaciones de los caminos éptimos que llegan al vértice (7, j) mediante aristas
verticales u horizontales.

Por medio de la nueva férmula, es posible resolver el problema con el mismo coste temporal
que el algoritmo original, a costa de multiplicar por 3 el coste espacial.

Il Ejemplo 5.21 (Comparacién de alineamiento con y sin huecos.)
El alineamiento de las cadenas u = ” AAACGCTCGGGAA” yv =" AAAGGAA” mediante el al-

goritmo Needleman-Wunsch utilizando la matriz de puntuacién 6 =

produce el alineamiento:

- A A A G G A A

- 0 -1-2-3-4-
A -1 1 0-1-2-
A -2 0 2 1 0-
A -3 -1 1 3 2
cC -4 -2 0 2 2
G -5 -3-1 1 3
cC -6 -4-2 0 2
T -7 -5-3-1 1
cC -8 -6-4-2 0
G -9 -7-5-3-1
G -10 -8 -6 -4 -2
G -1 -9 -7 -5 -3 -
A -12 -10 -8 -6 -4 -
A -13 -11 -9 -7 -5 -
13,7 <- 12,
12,6 <- 11,
11,5 <- 10,
10,5 <- 9,5:
9,5 <- 8,4:
8,4 <- 7,4:
7,4 <- 6,4:
6,4 <- 5,4:
5,4 <- 4,3:
4,3 <- 3,3:
3,3 <- 2,2:
2,2 <- 1,1:
1,1 <= 0,0:

5
3
1
1

O RN W

o

1
2
3

-6 -7
-4 -5
-2 -3
0 -1
0 -1
2 1
2 1
1
0
1

1
0
0
0 -1
1
0
1

3 MoS
2B

3 MoS
2 MoS
1 MoS

=000 Q> >

= =

EEE Q@

A
T
C
G

A
1
-1
-1
-1
-1

T
-1

C
-1
-1

G -
-1 -1
-1 -1
-1 -1
1 -1
-1 0

donde vemos que el alineamiento producido realiza borrados ((11,5), (10,5)) , ((8,4), (7,4),
(6,4)) v ((4,3)); alternados con matches ((9,5)) vy ((4,3)).
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El alineamiento del algoritmo alineamiento con huecos con los pardmetros §(7i”,”i”) = 5
(match), §("¢”,”j”) = —5 (sustitucién), p = —15 (comienzo de gap), ¢ = —1 (factor sumatorio
de continuacién de gap) resuelve el alineamiento de la siguiente forma:

"Trellis Borrado"
- A A A G G A A
-156 -31 -32 -33 -34 -35 -36 -37
-16 -32 -33 -34 -35 -36 -37 -38
-17 -11 -27 -28 -29 -30 -31 -32
-18 -12 -6 -22 -23 -24 -25 -26
-19 -13 -7 -1 -17 -18 -19 -20
-20 -14 -8 -2 -6 -19 -20 -21
-21 -16 -9 -3 -7 -1 -17 -18
-16 -10 -4 -8 -2 -6 -19
-23 -17 -11 -5 -9 -3 -7 -11
-24 -18 -12 -6 -10 -4 -8 -12
-26 -19 -13 -7 -11 -5 -9 -13
-26 -20 -14 -8 -12 -6 -10 -14
-27 -21 -156 -9 -13 -7 -11 -15
-28 -22 -16 -10 -14 -8 -7 -11

o aoHQQQE > |
U
N
N

"Trellis Insercion"

- A A A G G A A
-15 -16 -17 -18 -19 -20 -21 -22
-31 -32 -11 -12 -13 -14 -15 -16
-32 -33 -27 -6 -7 -8 -9 -10
-33 -34 -28 -22 -1 -2 -3 -4
-34 -35 -29 -23 -17 -6 -7 -8
-35 -36 -30 -24 -18 -12 -1 -2
-36 -37 -31 -256 -19 -20 -17 -6
-26 -20 -21 -18 -19
-38 -39 -33 -27 -21 -22 -19 -20
-39 -40 -34 -28 -22 -16 -17 -18
-40 -41 -35 -29 -23 -17 -11 -12
-41 -42 -36 -30 -24 -18 -12 -13
-42 -43 -37 -31 -25 -26 -23 -7
-43 -44 -38 -32 -26 -27 -24 -18

Pro0o0aHQQ QR >
!
w
~
!
w
0
!
w
IS

"Trellis Sustitucion"
- A A A G G A A
0 -Inf -Inf -Inf -Inf -Inf -Inf -Inf

A-Inf 5 -11 -12 -13 -14 -15 -16
A-Inf -11 10 -6 -7 -8 -9 -10
A-Inf -12 -6 15 -1 -2 -3 -4
C-Inf -13 -7 -1 10 -6 -7 -8
G -Inf -14 -8 -2 4 15 -1 -2
C-Inf -15 -9 -3 -7 -1 10 -6
T -Inf -16 -10 -4 -8 -2 -6 5
¢ -Inf -17 -11 -5 -9 -3 -7 ~-11
G -Inf -18 -12 -6 0 -4 -8 -12
G -Inf -19 -13 -7 -1 5 -9 -12
G -Inf -20 -14 -8 -2 4 0 -13
A -Inf -21 -16 -9 -13 -7 9 &
A -Inf -22 -16 -10 -14 -8 -2 14
13,7 <~ 12,6: 14 MoS A A

12,6 <- 11,5: 9 MoS A A

11,5 <- 10,4: 4 MoS G G

10,4 <- 9,3: -1 MoS GG

9,3 <- 8,3 -6 B G -

8,3 <- 7,3 -5 B c -

7,3 <- 6,3 -4 B T

6,3 <- 5,3 -3 B c -

5,3 <- 4,3 -2 B G -

4,3 <- 3,3 -1 B c -

3,3 <= 2,2 15 MoS A A

2,2 <- 1,1 10 MoS A A

1,1 <- 0,0 5 MoS A A
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En estos resultados observamos un tnico gap en la parte central de alineamiento, ya que
favorece los huecos largos a los cortos gracias a la menor penalizacién en caso de la continuidad
del hueco respecto a la penalizacion de la iniciaciéon de un nuevo hueco tras un match o sustitucion.

5.3.7. El algoritmo BLAST

Una vez hemos revisado los métodos del programacién dindmica,estudiaremos BLAST, algo-
ritmo utilizado por la herramienta homénima ampliamente utilizada en biologia molecular.

Los algoritmos de programacién dindmica obtienen la solucién éptima de los problemas de
alineamiento de cadenas con un coste temporal O(n x m), donde n y m son las longitudes de las
cadenas a alinear. Este coste resulta prohibitivo cuando se trata de comparar una cadenas con
toda una base de datos. Por ejemplo, una cadena de 1000 simbolos, comparada con una base
de datos que contiene 100 millones de sfmbolos (10%) requiere un total de 10'! comparaciones,
que, suponiendo una capacidad de célculo de 107 comparaciones/segundo, tardarfa 17 minutos
en finalizar. Es por ello que los algoritmos de alineamiento de cadenas dedicados a la bisqueda
de cadenas similares en bases de datos realizan alineamientos heuristicos que encuentran buenas
soluciones pero sin poder asegurar el alineamiento 6ptimo.

BLAST es la herramienta de bisqueda en bases de datos dominante en la biologia molecular.
Su primera versién [100] fue desarrollada por Alschul, Gish, Miller, Myers y Lipman en 1990,
motivados por el convencimiento de poder acelerar la busqueda de cadenas eligiendo menos,
pero mejores, puntos calientes de las cadenas durante una primera fase de ventanado. En 1997,
Altschul, Madden, Schaffer, Zhang, Zhang, Miller y Lipman, publicaron [101] la nueva versién
gapped-BLAST. que incorporaba el alineamiento con gaps y aceleraba la bisqueda en un factor
3 respecto al BLAST original.

Desde el mismo servidor del NCBI definen BLAST como ”"La herramienta de alineamiento
local basico que busca regiones de similitud local entre cadenas. El programa compara cadenas
de nucleétidos o proteinas con bases de datos de cadenas y calcula la significancia estadistica
de los emparejamientos. BLAST puede ser usado para inferir relaciones funcionales o evolutivas
entre cadenas, asi como ayudar a identificar miembros de familias genéticas”. Sin embargo, cabe
destacar que el algoritmo BLAST puede configurarse de tal modo que su aplicacién a otras
aplicaciones es perfectamente viable.

Necesitaremos algunas definiciones para entender el funcionamiento del algoritmo BLAST:

= Hit: subcadenas de longitud w de la base de datos que se alinean con subcadenas de la
cadena problema con una puntuacién mayor que supera el umbral ¢

= Par de segmentos (Segment Pair): par de subcadenas de la misma longitud que forman un
alineamiento sin GAPs

= Par de segmentos localmente méximo: par de segmentos cuya puntuacién de alineamiento
no puede ser mejorado por extensién o acortamiento

= Par de segmentos maximo: par de segmentos con la méxima puntuacién sobre todos los
segmentos de las cadenas

= HSP (High-Scoring Segment Pairs): pares de segmentos con puntuacién de alineamiento
mayor que un umbral s

El procedimiento bésico de la herramienta BLAST consta de los siguientes pasos:

1. Alinear la cadena problema con todas las cadenas de la base de datos
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2. Establecer un rango de similitud basado en las puntuaciones de alineamiento

3. Mostrar los HSP (High-Scoring Segment Pairs)

A continuacién veremos el algoritmo BLAST, tanto en su versién original (1990) como versién
gapped BLAST(1997).

1. Elegir los parametros de longitud w y umbral t.

El umbral t se utilizara para la seleccién de hits, un aumento de ¢t hara que el algoritmo
funcione de forma mas rapida; una ¢t méas baja aumentara la habilidad de detectar
relaciones distantes (con un efecto de aumento de ruido).

w establece la longitud de los hits. Para la comparacién de proteinas w generalmente
estéd entre 3 y 5. Para la comparacién de ADN w tendrd un valor entre 11 y 12
nucleétidos.

2. Hacer una lista de todas las subcadenas de la cadena problema de longitud w. Antes de
cualquier busqueda en la base de datos.

3. Para cada subcadena de la cadena problema,

a)

evaluar la puntuacion del alineamiento con el emparejamiento exacto utilizando una
matriz de puntuacién (generalmente BLOSUMG62), incluir las subcadenas en la lista
SW.

Para w=3:

PQG

PQG

7T+5+6=18

evaluar la puntuacion del alineamiento con emparejamiento muy cercanos que superen
el umbral ¢; incluir las subcadenas cercanas en la lista SW.

Por ejemplo, si w = 3, habra 20" = 8000 posibles subcadenas de longitud 3; sim em-
bargo, solo unas 50 tienen una puntuacion superior al umbral ¢, las otras directamente
se no las consideramos.

4. Para toda subcadena sw de la lista SW, buscar los emparejamientos (HIT) exactos que
existan en la base de datos mediante un arbol de busqueda® Es importante la utilizacién
de un método rapido para este paso, ya que utiliza todas las subcadenas de longitud w de
la base de datos.

)

Versién BLAST original:

Extender el alineamiento local de cada HIT hacia ambos lados sin deleciones ni
inserciones, hasta alcanzar el Par de segmentos localmente maximo. La extension en
cada direccion termina cuando la puntuacion cae por debajo de cierta distancia de la
mejor extensién obtenida por una extension més corta. Una vez finalizado, se debe
comprobar si su puntuaciéon es mayor que s.

En el articulo original [100] los autores comentan, también, una implementacién de
la extensién mediante programacion dinamica que permitia inserciones y deleciones,
que mejora la sensibilidadf, siempre a costa de perder selectividad y sobretodo el
aumento del coste temporal.

¢Un arbol de busqueda interesante puede ser el Arbol de Palabras Clave propuesto por Aho-Corasick

([102])

fhabilidad para encontrar cadenas lejanas
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b) Versién Gapped BLAST:

1) Método "2-hits”: realizar una extensién sin deleciones ni inserciones entre 2 HITS
que se encuentre en la misma diagonal dentro de una distancia A el uno del otro.
El objetivo es reducir el niimero de extensiones a realizar, esto disminuye la
sensibilidad de la busqueda, por lo que se utiliza una t de 11 en lugar de 13.
Como concadena, se tendra un mayor nimero de HITS, pero solo se extenderan
aquellos que se encuentra cercanos, por lo que habra menor nimero de regiones
extendidas.

2) Extender las regiones de alta similitud por programacién dindmica con huecos.
Si la puntuacién de la regién supera el umbral s4, entonces alinear mediante
programacién dindmica comenzando por el centro de la regién. s, se elige de
forma que 1/50 de las cadenas sean comparadas.

Para valorar si un alineamiento constituye una evidencia de una homologia, es bueno saber
como de fuerte puede ser esperado un alineamiento por casualidad (por azar) dnicamente. En
el contexto de la comparacion de cadenas homodlogas, casualidad puede interpretarse mediante
tres significados: (i) la comparacién de cadenas reales pero no homélogas; (ii) la comparacién
de cadenas reales que han sido barajadas para preservar las propiedades de su composicién; (iii)
comparacién de cadenas que son generadas aleatoriamente basadas en un modelos de cadenas
de ADN o proteina. Los resultados estadisticos obtenidos analiticamente usan la definicén (iii)
mientras que los empiricos o simulaciones pueden utilizar cualquier definicién.

Il Ejemplo 5.22 (La herramienta BLAST)
BLAST puede ser utilizado online desde multiple servidores, p.e desde el NCBI®. También puede
descargarse libremente” para su instalacién en un servidor local en el cual podemos incorporar
bases de datos estandar réplica de las disponibles piiblicamente o crear nuestras propias bases
de datos de propésito particular.

La tabla 5.9 muestra un ejemplo de utilizacion de BLAST desde linea de comandos para
buscar homologos de una cadena de Hemoglobina en la base de datos Swissprot.

Existen varias versiones de la herramienta BLAST, que realizan la busqueda de cadenas de
nucledtidos y aminoacidos en bases de datos. Segtn el tipo de busqueda que se desee realizar se
debe utilizar una version de la herramienta :

= blastn: Compara una cadena de nucledtidos frente a una base de cadenas de nucleotidos.
= blastp: Compara una cadena de aminoacidos frente a una base de cadenas de proteinas.

= blastx: Compara una cadena de nucleétidos traducida en todas las fases de lectura abierta
frente a una base de cadenas de proteinas. Esta opcion se utiliza para encontrar productos
potenciales de la traduccién de una cadena de nucleotidos desconocida.

= tblastn: Compara una cadena de aminoacidos frente a una base de cadenas de nucleétidos
traducida dinamicamente en todas las fases de lectura abiertas.

= tblastx: Compara una cadena de nucledtidos traducida en las 6 fases de lectura abierta
frente a la traduccién de las 6 fases de lectura abierta de una base de cadenas de nucleétidos.
No se puede usar on line con la base de datos nr por ser computacionalmente intensivo.

Shttp://www.ncbi.nlm.nih.gov/BLAST/
hftp://ftp.ncbi.nih.gov/blast
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Tabla 5.9: Ejemplo de utilizacion de BLAST desde linea de comandos para buscar homo-
logos de una cadena de Hemoglobina en la base de datos Swissprot

cat > hahu.aa

>HAHU | 1114 | Hemoglobin alpha chain - Human, chimpanzee, and pygmy chimpanzee
VLSPADKTNVKAAWGKVGAHAGEYGAEALERMFLSFPTTKTYFPHFDLSHGSAQVKGHGKKVADALTNAV
AHVDDMPNALSALSDLHAHKLRVDPVNFKLLSHCLLVTLAAHLPAEFTPAVHASLDKFLASVSTVLTSKYR

../bin/blastall -p blastp -i hahu.aa -d swissprot > hahu.blast

more hahu.blast

BLASTP 2.2.13 [Nov-27-2005]

Reference: Altschul, Stephen F., Thomas L. Madden, Alejandro A. Schaffer,
Jinghui Zhang, Zheng Zhang, Webb Miller, and David J. Lipman (1997),
"Gapped BLAST and PSI-BLAST: a new generation of protein database search
programs", Nucleic Acids Res. 25:3389-3402.

Query= HAHU | 1114 | Hemoglobin alpha chain - Human, chimpanzee, and
pygmy chimpanzee

(141 letters)

Database: swissprot
186,234 sequences; 69,023,086 total letters

SearChing. ..ot done
Score E

Sequences producing significant alignments: (bits) Value
gi|57013850|sp|P69905 |HBA_HUMAN Hemoglobin alpha subunit (Hemogl... 285  3e-77
£11122407 | sp|P01923|HBA_GORGO Hemoglobin alpha subunit (Hemoglob... 283  7e-77
£1114194806|sp|Q9TS35|HBA1_HYLLA Hemoglobin alpha-1 subunit (Hem... 281 5e-76
g11122467|sp|P01924 |HBA_PREEN Hemoglobin alpha subunit (Hemoglob... 280 1le-75
gi1122466 | sp|P06635|HBA_PONPY Hemoglobin alpha subunit (Hemoglob... 279 1le-75

>gi|57013850|sp|P69905 | HBA_HUMAN Hemoglobin alpha subunit
(Hemoglobin alpha chain) (Alpha-globin)

Hemoglobin alpha subunit (Hemoglobin alpha chain) (Alpha-globin)
Hemoglobin alpha subunit (Hemoglobin alpha chain) (Alpha-globin)

Length = 142
Score = 285 bits (728), Expect = 3e-77
Identities = 141/141 (100%), Positives = 141/141 (100%)
Query: 1 VLSPADKTNVKAAWGKVGAHAGEYGAEALERMFLSFPTTKTYFPHFDLSHGSAQVKGHGK 60

VLSPADKTNVKAAWGKVGAHAGEYGAEALERMFLSFPTTKTYFPHFDLSHGSAQVKGHGK
Sbjct: 2 VLSPADKTNVKAAWGKVGAHAGEYGAEALERMFLSFPTTKTYFPHFDLSHGSAQVKGHGK 61

Query: 61 KVADALTNAVAHVDDMPNALSALSDLHAHKLRVDPVNFKLLSHCLLVTLAAHLPAEFTPA 120
KVADALTNAVAHVDDMPNALSALSDLHAHKLRVDPVNFKLLSHCLLVTLAAHLPAEFTPA
Sbjct: 62 KVADALTNAVAHVDDMPNALSALSDLHAHKLRVDPVNFKLLSHCLLVTLAAHLPAEFTPA 121

Query: 121 VHASLDKFLASVSTVLTSKYR 141

VHASLDKFLASVSTVLTSKYR
Sbjct: 122 VHASLDKFLASVSTVLTSKYR 142
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Tabla 5.10: Versiones de la herramienta BLAST. Seguin el alfabeto de la cadena problema,
de la base de datos y del alfabeto que se desee utilizar para realizar la comparacién,
utilizaremos diferentes versiones. aa: aminodcidos, nt: nucleétidos

Programa Seq problema Base de Datos Comparacién

blastp aa aa aa
blastn nt nt nt
blastx nt aa aa
tblastn aa nt aa
thlastx nt nt aa
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Capitulo 6

Procesamiento de senales biomédicas

En este capitulo estudiaremos técnicas béasicas de procesamiento de senales biomédicas utili-
zadas tipicamente para el uso médico. Seguiremos una aproximacion clasica, basada en el texto
de referencia sobre andlisis de senales biomédicas escrito por Rangayyan [103]. Asi pues, veremos
las propiedades basicas de las sefiales, seguida de una introduccion a filtros digitales para la elimi-
nacion de artefactos de la sefial y métodos para la deteccion de eventos. A continuacién, veremos
una introduccion al andlisis espectral y para finalizar analizaremos sefiales no-estacionarias. Una
senal determinista es aquella cuyo valor en cada instante de tiempo puede ser calculada mediante
una ecuacién con solucién en forma cerrada en funcion del tiempo. Por lo contrario, las seniales
que no cumplen esta condiciéon se denominan senales aleatorias.

En la ltima parte del capitulo, estudiaremos la voz humana, con el fin de utilizarlo en
problemas de foniatria o psicologia.

6.1. Propiedades de las senales

Una senial estocdstica es un proceso aleatorio (o estocdstico) que se caracteriza por la obser-
vacién de valores de una (o varias) variable aleatoria en funcién de otra variable (generalmente
el tiempo). Por ser variables aleatorias responden a la teorfa de la probabilidad, estudiada en la
seccién 3.1, por lo que vienen caracterizadas por sus distribuciones de probabilidad 3.7.

Las medidas estadistica de las variables aleatorias de los procesos estocasticos tienen sentido
fisico. Asf pues, el valor medio (i.e. 3.10) es la componente continua de la senal (CC), y la media
cuadrética E[n?] = [*°_p(n)n*dn es la potencia media de la sefial. También es de utilidad conocer
la varianza o2 (ecuacién 3.15) del proceso estocistico 7.

Como casi siempre pasa con las variables aleatorias, serda raro conocer la distribucion de
probabilidad de los procesos estocdsticos, por lo que sera comun estimar las medidas estadisticas
a través de observaciones del proceso que originan las sefiales. Supongamos que disponemos de
M observaciones de un proceso aleatorio 2 con funcién de densidad de probabilidad p(x) como
M funciones del tiempo 1 (t), z2(t), ...,z (t).

La media en cada instante especifico ¢; puede ser calculada mediante promediado muestral
de forma similar al célculo del valor esperado empirico 3.11:

1M
B(t) = lim — Y a(t;

o(t:) Moo M —~ 2(t),
siendo el prototipo del proceso x una funcién media que estd compuesta por la media muestral

en cada instante:
1M
T(t) = Ii — t
() Moo M 2:196( )
n—

95



Capitulo 6. Procesamiento de sefiales biomédicas

De forma general, si elevamos = al exponente k& obtendremos de forma similar el estadistico de
orden k.

La funcién de autocorrelacién (ACF, autocorrelation function) se define como el valor esti-
mado de la multiplicacién de dos valores de x(t) separados un retardo de tiempo 7:

(o]

x(t;)x(t; + mp(x)d,

Dyp(tit; +7) = /

que podemos estimar de forma empirica como

M
i)mz(ti, t; + 7') = Z {tl(ti)l‘l(tz + T).

i=1

La autocorrelacién indica la relacién estadistica entre los valores de x en dos instantes de tiempo.

6.2. Transformaciones y propiedades temporales de
senales

Decimos que una transformacion sobre una senal es una operaciéon que intenta enfatizar una
informacion sobre el proceso estocdstico que la genera que no es facilmente observable con la
senal original. Muchas transformaciones se obtienen mediante la comparacién de la senial de
interés con una funcién patrén sumada (o integrada) a lo largo del tiempo:

oo

Z(m) = / x(t) fm (t)dt,
—00

donde fp,(t) suele ser una familia de funciones similares (llamada base). Un ejemplo de transfor-

macion es la transformada de Fourier, donde

o0

i) = [ ale > v,
—00

siendo f el conjunto de frecuencias.

Generalmente, la sefial viene expresada en tiempo discreto como z(n) = z(nT') = [z(1),...,z(N)],
donde n es el indice del vector de valores que toma la senal muestreada a intervalos, y At re-
presenta el intervalo entre dos muestreos consecutivos (por lo que f; = 1/At es la frecuencia de
muestreo). Si la senal puede tomar valores cuantizados de un rango, entonces se denomina senial
digital.

Para operar con senales discretas, la integral se convierte en el sumatorio sobre un rango

finito®:
N

B(m) =Y a(n) fm(n),

n=1
sobre el que se puede aplicar ademas una funcién de ventanado para limitar la operacion a un
espacio determinado, lo que se expresa como

N

12'(7’71,) = Z x(n)fm(n)w(n)’

n=1

20 un producto escalar x(n) - f(n)
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pudiendo ser W (n) una ventana rectangular entorno a n, o una triangular, de Hamming, de
Hanning, etc.

La operacién convolucién sobre dos sefiales z(t) y h(t) se define como la superposicién de
una de ellas y una version trasladada e invertida de la otra,

x(t) = h(t) = /jo z(T)h(t — T)dT,
y de forma discreta
N
a(n)  h(n) =Y x(k)h(n — k).
k=1

Il Ejemplo 6.1 (Convolucién de dos funciones simples)
Comprueba que en la implementacién en matlab el resultado de la convolucién de x y h se obtiene

como xz(n) x h(n) = Zszl z(k)h(n+1—k).

x=[0,1,3,4,5,6,7];
h=[1,3,2];
conv(x,h)
ans =
0 1 6 15 23 29 35 33 14

La correlacién cruzada identifica la similitud entre el valor de dos seniales en diferentes ins-
tantes, para ello desplaza una sefial respecto a la otra. Al igual que la correlacién, el valor 1
indica una relacién lineal positiva, el -1 indica una relacién lineal negativa, y 0 indica que no hay
correlacion.

T
O1(t) = '/0 z(t)h(t + T)dT,

o de forma discreta
N

Oon(n) = S a(m)h(n + k),
k=0
que se convierte en el estadistico temporal autocorrelacion ®,, si ambas senales son la misma.
La funcién de correlacién asume que las funciones estan normalizadas, si no es asi, hablaremos
de covarianza.

Il Ejemplo 6.2 (Correlacién cruzada de dos funciones senoidales)
Buscamos mediante correlacién cruzada del retraso entre las senales senoidales x y 22 de periodo
10s digitalizadas con frecuencia de muestreo f; = 250H z.

sampling_frequency=250; JHz
sampling_interval=1/sampling_frequency;
time_length=5%60; %in secs. 5 min
time=0:sampling_interval:(time_length—sampling_interval);
x=sin(2*pi/10*time) ;

x2=sin(2*pi/10*time-pi/2) ;

%el desfase es de desfase de 45° (1/4 de periodo)
xxx2=xcorr (x,x2,'coeff');

figure

subplot(2,1,1);

plot(time,x);

hold on;
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plot(time, x2,'r');
subplot(2,1,2);
timexxx2 = -time(size(time,2)):sampling_interval:time(size(time,2));
plot(timexxx2,xxx2) ;
[maxxxx2,imaxxxx2]=max (xxx2) ;
timexxx2 (imaxxxx2)
ans =
-2.4920

Por lo tanto, la sefial x2 estd retrasada 2,5s respecto a x1.

De forma similar, podriamos calcular la media de un rango de tiempo de la senal, mediante
la ponderacién temporal de la senal a lo largo del rango.

6.3. Procesos estacionarios y no estacionarios

1. Proceso estacionario en el sentido estricto (stacionary in the strict sence/strongly stacio-
nary): un proceso es estacionario (de orden k, p.e. k = 1,2) si el promediado muestral no
depende del tiempo (por lo tanto es constante).

2. Proceso estacionario en el sentido amplio (stacionary in the wide sense/weakly stacionary):
un proceso es estacionario en sentido amplio si la media y su autocorrelacién no varfan
con el tiempo.

3. Proceso estacionario y ergddico: un proceso estacionario es ergddico si sus estadisticos
temporales son independientes de la muestra i que se elija.

Generalmente, se suele asumir que las senales biomédicas son observaciones de un proceso
estacionario y ergddico. Resumiendo, un proceso estacionario y ergédico cumple que: 1) la media
temporal calculada con cualquier muestra ¢ es igual al valor medio de la senal, 2) el valor de
autocorrelacién solo depende del intervalo 7 (o k en discreto) y no de la posicién donde se calcule,
y ademads es independiente de la muestra i elegida.

6.4. Ruido blanco, ruido estructurado e interferencia
fisiologica

Generalmente, la observacion de la senal biomédica z(t), fruto de la realizacién de un proceso
estocdstico x con densidad de probabilidad p(z), se realiza en un entorno con ruido aleatorio €(t),
por lo que la senal adquirida y(t) puede considerarse la realizacién de otro proceso estocéstico y,
caracterizable por una distribucién de probabilidad p(y). Lo mas comtn es que el ruido se sume
a la senal biomédica (ruido aditivo), por lo que y(t) = z(t) + €(t).

La relacién senal/ruido (SNR, signal to noise ratio) se calcula como la divisién entre la
potencia de la sefial y la potencia del ruido. De forma alternativa el SNR también se define como
el ratio entre el rango de amplitud pico a pico y la potencia del ruido.

El ruido blanco es una interferencia procedente de un proceso estocastico como el ruido
térmico de un dispositivo electronico. Viene caracterizado por una densidad de probabilidad
normal de media cero y desviacion estandar o, por lo que la ponderacion muestral con N muestras
del mismo proceso disminuye el ruido blanco un factor de VN.

El ruido estructurado es aquel que posee un patrén preestablecido, y por lo tanto puede
predecirse. Por ejemplo, el ruido estructurado tipico superpuesto a senales biomédicas es la
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interferencia de 50 o 60 Hz producida por la red eléctrica, que constituye un ruido estructurado
en los harmoénicos fundamentales de dichas frecuencias.

Ademas, el cuerpo humano es una mixtura de diversos procesos, de los cuales podemos estar
interesados en aislar la sefial de uno de ellos. Sin embargo, varios procesos pueden estar presenten
en las capturas que realicemos, por lo que estaréan superpuestas en la senal obtenida. Algunos
ejemplos de estas interferencias fisioldgicas son el registro de EGG (electrogastrograma) en ECG
precordial, o el registro del ECG materno al tomar el ECG fetal, o la interferencia del ECG en
el EEG (electroencefalograma).

Il Ejemplo 6.3 (Promediado muestral de ECG para la eliminacién de ruido blanco)
Supondremos que tenemos disponible la adquisiciéon de multiples muestras del ECG de un pa-
ciente realizadas en diferentes momentos de tiempo. Buscamos desarrollar un procedimiento para
la reduccién del ruido blanco de nuestro ECG basado en promediado muestral, que sabemos que
reduce el nivel de ruido en un factor \ﬂN ), siendo N el niimero de muestras utilizadas en el
promediado.

El promediado muestral aplicado a nuestro problema tiene dos inconvenientes principales
a tener en cuenta: i) al realizar un promediado muestral, debemos suponer que el proceso que
origina el ECG es ergddico, pero no tiene por qué serlo, por ejemplo, simplemente por el cambio
de ritmo cardfaco del paciente; ii) las muestras de ECG utilizadas no tienen por qué estar en
fase, es decir, los ciclos de cada muestra no tienen que comenzar necesariamente en el mismo
instante.

La correlacién cruzada entre senales (ecuacién 6.2) nos dard informacién valiosa para ambos
problemas:

= Para solucionar el segundo problema, podemos desarrollar un algoritmo de alineamiento de
senales que adelante o retrase una senal el invervalo 7 que obtiene el maximo de correlacion
entre sefiales. Asi pues, alinearemos todas las senales respecto a una senal de referencia
(p.e. la primera) y cuantificaremos la correlacién entre sefiales mediante el valor méaximo
de correlacién calculado.

= Podemos establecer un umbral sobre el indice de correlacion por debajo del cual descartar
las muestras a la hora de realizar el promediado muestral. Este método descarta las senales
que difieren de forma excesiva de la sefial de referencia y por lo tanto acerca el muestreo
a las generadas por un proceso ergddico.

Por lo tanto, el promediado muestral se realizard mediante senales alineadas cuyos valores
maximos de correlacion cruzada superan un umbral preestablecido. Podemos realizar el procedi-
miento descrito mediante el siguiente cédigo en Matlab, donde suponemos que la matriz ecgll
tiene n muestras de longitud length, muestreadas con T = sampling_interval:

timel=time(1:1);

ecgll=zeros(n,1l);

ecgllaligned=zeros(n,1);

xcmax=zeros(n,1);

ecgllaligned(l,:)=ecgli(l,:);

xcmax (1)=1;

subplot(2,1,1)

plot(timel,ecgll)

for i=2:n
xc=xcorr(ecgli(l,:),ecgll(i,:),'coeff");
timelxc = -timel(size(timel,2)):sampling_interval:timel(size(timel,2));
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subplot(2,1,1)
plot(timel,ecgll(l,:))
hold on
plot(timel,ecgll(i,:),'r")
hold off
subplot(2,1,2)
plot(timelxc,xc);
%buscamos el maximo en un entorno de +-1 ciclo cardiaco aprox. 1s.
range=[1-1/sampling_interval:1+1/sampling_interval];
[maxxc,imaxxc]=max(xc(range)) ;
xcmax (i) =maxxc;
shift=timelxc(1l-1/sampling_interval+imaxxc);
shift_positions=round(shift/sampling_interval)
if shift_positions <0
ecgllaligned(i,1:(1+shift_positions))=ecgll(i, (1-shift_positions):1);
end
if shift_positions > 0O
ecgllaligned (i, (1+shift_positions):1)=ecgll(i,1:(1-shift_positions));
end
if shift_positions ==0
ecgllaligned(i,:)=ecglli(i,:);
end
subplot(2,1,2)
plot(timel,ecgllaligned(1,:))
hold on
plot(timel,ecgllaligned(i,:),'r")
hold off
end
ecglimean=mean(ecgllaligned);
subplot(2,1,1)
plot(timel,ecgllimean)
ecglimeant=mean(ecgllaligned(xcmax>threshold,:));
subplot(2,1,2)
plot(timel,ecgllimeant)

La figura 6.1 muestra 75 adquisiciones de 4s de una derivacién de ECG, muestreadas con un
intervalo de muestreo de 0,004s y a las que se les ha superpuesto un ruido blanco de desviacion
estandar 0,1.

El procedimiento descrito anteriormente obtiene como resultado una reduccién del ruido
blanco de la senal, tal como vemos en la figura 6.2. Este algoritmo es sensible a la longitud de
las senales promediadas, ya que a mayor longitud, mayor dificultad para alinear las secuencias.
También la eleccién del umbral serd un factor clave en la obtencién de un buen promedio. Vemos
que en el cuadro superior no hemos aplicado el umbral sobre el indice de correlacién cruzada,
y esto provoca la distorsién de componentes del ECG (p.e. el complejo QRS), La aplicacién de
un umbral de 0.7 implica reducir el nimero de muestras ponderadas a 11, y por lo tanto menor
atenuacion del ruido blanco; sin embargo, se mantiene més estable la forma de las componentes
del ECG. Teniendo en cuenta que el ruido se reduce por la raiz cuadrada del nimero de muestras
utilizadas, es mejor utilizar muestras con una correlacion cruzada alta que aumentar el nimero
de muestras no correlacionadas.
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6.4. Ruido blanco, ruido estructurado e interferencia fisiologica

ALMLARUAED A

t(s)

Figura 6.1: Setenta y cinco adquisiciones de 4s de una derivacién de ECG, muestreadas
con un intervalo de muestreo de 0,004s y a las que se les ha superpuesto un ruido blanco de
desviacién estandar 0,1. Como vemos, las senales no estan en fase. La senal mostrada en
el cuadro superior es la primera de las senales, que se utiliza como referencia del algoritmo
de eliminacion de ruido blanco por promediado de senales alineadas.
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Figura 6.2: Resultado de la reduccién del ruido blanco de la senal de ECG mediante
promediado muestral.
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6.5. Analisis en frecuencia

Como hemos visto, en la seccién 6.2, la transformada de Fourier (ecuacién 6.2) representa
la senal z(t) mediante un vector de las amplitudes de funciones senoidales de un rango de
frecuencias. En definitiva, el andlisis de Fourier se basa en que toda funcién puede expresarse
como la suma de un nimero infinito de funciones senoidales de diferentes frecuencias, cada una
con su amplitud y su fase.

Una funcién continua z(t) al ser muestreada en N muestras a intervalos de T  segundos, queda
representada por una secuencia xz(n) = x(nT),n = 1,..., N. Para estimar la transformada de
Fourier de esta sefial a partir de sus valores muestreados, la integral de la trasnformada continua
se sustituye por un sumatorio:

N
#fi) = 5 Do alme 2,
n=1

Para optimizar el proceso de cédlculo se han desarrollado algoritmos especificos que han dado
lugar a la llamada Transfomada Répida de Fourier (Fast Fourier Transform, FFT), que es la
que utilizaremos usualmente en el analisis de las senales. La FF'T reduce el coste temporal de la
transformada desde N2 hasta N log,(N).

6.5.1. Resolucién frecuencial o espectral

La resolucién espectral Af = 1/NT = f;/N nos indica la capacidad de distinguir dos
componentes espectrales muy proximas, y depende del tiempo muestreado NT'y de la frecuencia
de muestreo fs. Asi, si se quiere distinguir entre dos componentes que difieran en 0,001 Hz, Af
tendrad que ser menor que 0,001H z. El “zero-padding” es una técnica que aumenta la definiciéon
del espectro pero no su resolucion, es equivalente a realizar una interpolacién en el dominio de
la frecuencia. No da mayor resolucién frecuencial, para ello deberiamos aumentar el tiempo de
adquisicion.

6.6. Eliminacion de artefactos de la senal

Como ya hemos visto, las senales adquiridas distan de ser observaciones puras de los procesos
fisiologicos que deseamos estudiar, ya que suelen estar superpuestas a interferencias de diferente
naturaleza. Antes de comenzar con un proceso de deteccién o clasificacién para la ayuda a la
decisién médica, deberemos eliminar los artefactos de la senal. El filtro digital es la herramienta
principal para esta tarea cuando procesamos senales digitales.

Un filtro digital h(k) es un sistema discreto que transforma una secuencia entrada x(n), en
una secuencia salida y(n).

y(n) =Y h(k)z(n — k).
k

Como su nombre indica, la tarea de un filtro es filtrar o separar partes de una senal de acuerdo
con un criterio. Por ejemplo, separar una senal del ruido con el que estd mezclada, como es el
caso de los ECGs, donde el ruido es la interferencia de 50 Hz de la red eléctrica y del arménico
de 100 Hz.

El diseno de un filtro digital consiste en identificar los coeficientes de la funcién que relaciona
la entrada con la salida, para ello, la transformada Z es de gran utilidad.
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6.6.1. Transformada Z

Dada la senal z(t), muestreada como x(n) = x(nT’), podemos expresar la secuencia en forma
de sumatorio e introducir un operador en cada sumando que indique el orden de la muestra. Esta

operacion se denomina Transformada Z y facilita el trabajo con las senales digitales.
Asi pues, la transformada Z de una secuencia x(n) se define como:

[e.¢]

X(z) = Z x(n)z"",

n=0

donde z™" indica que el valor x(n) estd retardado n intervalos T' desde el comienzo del proceso

de muestreo.

Il Ejemplo 6.4 (Transformada Z de una secuencia)
La transformada Z de la secuencia z(n) = {1,2,5,3,0,0,0,...} es

Il Ejemplo 6.5 (Transformada Z de una funcién impulso)
Sea la funcién impulso z(t) = {1,0,0,0,0,...}, su transformada X es X (Z) = 1.

Il Ejemplo 6.6 (Transformada Z de una funcién escalén unitario)
Sea la funcién impulso z(t) = {1,1,1,1,1,...}, su transformada X es

X(2) =142z 4527243273,

X(z)=14z1 4224234,

que si multiplicamos ambos lados por (z — 1) se convierte en

=DX(E) =41+ 4224 )= (42 +224. ..

por lo que

6.6.2. Operadores basicos de un filtro digital

z 1
z2—1 1—z71

X(z) =

Encontraremos los siguientes filtros béasicos. Estos filtros corresponden a operaciones basicas
sobre secuencias: retraso de una secuencia, multiplicacién de una secuencia por un escalar y suma
de secuencias. Estos operadores simples podran combinarse para disenar filtros méds complejos

= Retardo unidad: z~!

= Amplificacion: k

= Suma de secuencias

y(n) ==z(n —1)
Y(z) = kX(2)
y(n) = ky(n)

Y(2) = X1(2) + Xa(2)

y(n) = z1(n) + w2(n)
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6.6.3. Funcion de transferencia de un filtro digital

La funcién de transferencia (o fdt) de un filtro digital es el cociente entre la transformada Z
de la salida y la transformada Z de la entrada:

_Y(2)

H(z) = XG)

Il Ejemplo 6.7 (Funcién de transferencia de un filtro dado X(z),Y (z))
Si al aplicar la entrada X (z) = 14 27! + 272 obtenemos la salida Y (z) = 227! + 2272 4 2273,
jcudl es la funcién de transferencia H(z) del filtro?
H(z) = 2(z71 —|—j;‘2 +j_3) _ 22711 +,Z_1 —|—72_2) gt
142714272 142714272
Por lo que el filtro es una combinacién de un retardo y una amplificacién k = 2.

6.6.4. Tipos de filtros digitales

Existen dos tipos de filtros digitales, los no recursivos y los recursivos. En los no recursivos
la fdt contiene un numero finito de elementos y estan en forma polinomial. También se llaman
filtros FIR (finite impulse response), all-zero o moving-average (MA).

N
H(z) = Z hiz "t
=0

En los recursivos, la fdt se expresa como cociente de dos polinomios. También se llaman
filtros IIR (infinite impulse response), all-pole, recursivos o autoregresivos (AR). En estos filtros
el valor de la salida depende de los valores de la entrada y de los valores previos de salida.

B(z) it bjz™
Az Y iz

que puede expresarse como polinomios en 2! como

Y (z) = B(2)X(2) + A(2)Y (2),

con lo que vemos que la salida depende de la entrada y de salidas anteriores.

6.6.5. Polos y ceros de un filtro digital

Los valores de z para los cuales H(z) se hace cero son llamados ceros de la fdt, y los valores
para los cuales H(z) tiende a infinito son llamados polos.

. A .
Si H(z) = B(é;, para encontrar los ceros resolveremos la ecuacién A(z) = 0, los que anulan
el denominador. Para encontrar los polos resolveremos la ecuacién, B(z) = 0, los que anulan el
denominador. Los filtros no recursivos como no tienen B(z) solo tienen un polo en z = 0.

Para estudiar la respuesta de los filtros desde un punto de vista practico, se sustituye
= T = cos(wT) + isen(wT)

y se halla la fase y el médulo de la funcién de transferencia. Si |z| = 1 la expresién anterior
es la ecuacién de un circulo de radio unidad en el plano z (ver figura 6.3), por lo que podemos
centrarnos en la fase w1 del punto.
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Eje imaginario
Plano z

wT Eje real

Figura 6.3: Circulo unidad en el plano z.

En el plano z representaremos el circulo unidad, asi como los ceros y los polos que, en general,
seran numeros complejos. El angulo correspondiente al cero o al polo en el plano complejo nos
indicard de una forma gréfica y sencilla, qué frecuencias atenuardn (cero) o amplificardn el filtro
(polo).

Como w =2nf y T =1/fs, siendo f la frecuencia especifica y fs la frecuencia de muestreo, la
fase del punto en el plano z es w1 = 27r£7 siendo f—i la frecuencia normalizada que toma valores
entre 0 y 0.5°. Por ejemplo, wT =0, f = 0Hz, wT = 7/2 =90, f = fs/4, y wT =7 = 180, f =
fs/2. Por lo tanto, la frecuencia especifica del filtro dependerd de la frecuencia de muestreo. Por
ejemplo, un filtro con un cero en 7/2 tendria una frecuencia especifica de 50 Hz para una senal
muestreada a 200 Hz, pero para una senal muestreada a 100 Hz, la frecuencia especifica seria de
25 Hz.

Il Ejemplo 6.8 (Anadlisis de polos y ceros de un filtro)
Sea el filtro H(z) = (14271 +272), para encontrar sus polos y ceros multiplicamos y dividimos
por z2.
1 22 24z41
Hiz)=Z(1+z 1+ ="———
(2) 3( A )z2 =2

Igualando el numerador a cero, obtenemos los ceros
Z4z+1=0=z=-0,5%i0,866
Igualando el denominador a cero, obtenemos los polos
2=0=2=0

Situdandolos en el circulo unidad del plano z de la figura 6.4 observamos la situaciéon de polos y
Ceros.

Sabemos que los ceros de la H(z) anulan la salida, por tanto para la frecuencia especifica de
los ceros la salida del filtro tendera a cero eliminando por lo tanto cualquier sefial a esa frecuencia.
El dngulo especifico sera

0,866 2
T = 180 — arctan——— = 120 = —
w arctan 075 3 y

y como w1 = 277%, entonces f = % Si la senal de entrada estd muestreada a 180 Hz, el cero en
120° eliminard las senales de 60 Hz.

PEsto es debido a que si suponemos que f = f, entonces wT = 27 = 360, siendo la frecuencia especifica
igual a la de muestreo, pero por el teorema de Nysquit fs > 2f,Vf, esta situacién no puede darse.
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Plano z
@ Ceros
X Polos
-0.5+j0.866
0
-0.5-j0.866

Figura 6.4: Polos y ceros de H(z) en el circulo unidad en el plano z.

Il Ejemplo 6.9 (Eliminacién de artefactos de baja frecuencia de ECG)

Los artefactos de baja frecuencia y el nivel de continua de las derivaciones precordiales de un ECG
son causados por la tos o respiraciones profundas, mientras que en las derivaciones periféricas
pueden deberse al movimiento de un brazo o una pierna. La conexién incorrecta de los electrodos
v los contactos también pueden causar ruido de baja frecuencia. Por su parte, el aumento del
nivel de continua puede proceder de la variacion de la temperatura o desajustes del instrumental
o de los amplificadores.

En el ECG de la figura 6.5 observamos que la componente de continua es muy elevada.
Ademas, gracias a la representacién en frecuencia, vemos que las frecuencias muy cercanas a 0
tienen una energia considerable. Por ultimo, se observa también el rizado de la red eléctrica en
los 60 Hz.

El nivel de continua puede elmininarse cuando calculamos la derivada de la senal, por lo que
podemos plantear un filtro de artefactos de nivel de continua mediante un operador derivada:

1

y(n) = (a(n) — a(n ~ 1)) (6.1)
Y(z) = £(X(2) - X(2)27) (6.2)
Y(z) 1 -
X0 = 71—z 1 (6.3)
1 _
H(z) = fl — ! (6.4)

En el plano z vemos que, efectivamente, el filtro tiene un cero en la frecuencia 0H z, por lo
que habra una atenuacién en esta zona.

Una forma inmediata de identificar la respuesta de un filtro serd la representacién grafica de
la amplitud y fase de su respuesta en funcién de la frecuencia. En la figura 6.7 vemos la respuesta
del filtro para cada frecuencia.

Podemos realizar en Matlab el filtrado de nuestro espectro de la siguiente forma:

b=[1 -1]
a=[sampling_interval 0]
zplane(b,a);
ecgl_fdl=filter(b,a, ecgl);
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Figura 6.5: Primeros 8s y espectro en frecuencia de una derivacién de ECG adquirida con
una frecuencia de muestreo f; = 250H z durante 300s.
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Figura 6.6: Cero en la frecuencia 0H z del filtro derivada.

©)Juan M Garcia-Gomez et al. 107



Capitulo 6. Procesamiento de sefiales biomédicas
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Figura 6.7: Respuesta en frecuencia del filtro derivada.

La figura 6.8 muestra el resultado del filtro sobre la senial de ECG. Observamos que efec-
tivamente el nivel de continua se ha corregido gracias al filtro. Sin embargo, muchas de las
componentes, como la onda P y la onda T, se han perdido en la salida, y el complejo QRS (de
alta frecuencia) ha sido amplificado.

Il Ejemplo 6.10 (Mejoras del filtro derivada (cont. ej. 6.9))

El filtro derivada del ejemplo anterior provoca un aumento considerable de ruido de alta fre-
cuencia. Esto es debido a que la respuesta crece continuamente con la frecuencia. Una mejora
del filtro derivada consiste en realizar la media de dos salidas sucesivas de un filtro derivada.

pa(n) = Sy +y(n—1) (65)
1

= ﬁ(x(n) —z(n—1)+z(n—1) —z(n—2)) (6.6)
1

= ﬁ(a:(n) —x(n—2)) (6.7)

H(z) = %(1 _ (6.8)

1 Rt _
= F-z 1)5(1—0—2 B! (6.9)
(6.10)

En la figura 6.7 vemos la respuesta del filtro para cada frecuencia y el plano z. Ahora existen
ceros tanto en las frecuencias bajas como en las frencuencias altas de la senal.

FEl resultado que obtenemos no es nada éptimo, y seguimos teniendo una atenuacion grande
en la mayoria de frecuencias con informacién de la sefial ECG.

Si queremos mantener los niveles de las componentes de la senal entre las frecuencias 0.5 y
1.0 Hz debemos mantener el nivel de ganancia de esas regiones. Podemos mantener la ganancia
de las regiones de baja frecuencia incluyendo un polo en z = 0,995, obteniendo la fdt

1, 1-—271

Hz) = 71— 0,995z*1)'
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Figura 6.8: Resultado del filtro del operador derivada sobre el ECG.
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Figura 6.9: Respuesta en frecuencia del filtro derivada promediado. Ahora existen ceros
tanto en las frecuencias bajas como en las frencuencias altas de la senal.
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Figura 6.10: Respuesta del filtro de continua con un polo en 0.995 para la recuperacién de
las ganancia de frencuencias bajas.

La respuesta del filtro (ver figura 6.10) serd un rechazo de la linea de continua, con la
recuperacién rapida del nivel de ganancia para las frecuencias inmediatamente superiores.

Finalmente, aplicado a la senal de ECG, vemos en la figura 6.11 que efectivamente hemos
eliminado el nivel de continua, y conservamos bastante la forma original de las componentes
de la senal cardiaca. Sin embargo, vemos que el filtro requiere un transitorio hasta conseguir la
eliminacion del nivel del continua.

Il Ejemplo 6.11 (Filtrado del rizado de red eléctrica de 60 Hz)

Con el resultado obtenido en el ejemplo 6.10 hemos mejorado la senal respecto al ruido de baja
frecuencia y nivel de continua. Sin embargo, nos sigue apareciendo un rizado de alta frecuencia
provocado por la senal de 60 Hz de la red eléctrica.

Podremos eliminar este ruido estructura de alta frecuencia mediante un filtro rechazo banda
centrado en la frecuencia de 60 Hz. El filtro H(z) = 1 — 0,1256z7' + 272 tiene la respuesta
mostrada en la figura 6.12, por lo que es adecuado para eliminar el ruido de 60H z de nuestra
senal muestreada a 256 H z.

Si aplicamos el filtro rechazo-banda a la senal obtenida en la figura 6.11, obtendremos la
senal de la figura 6.13. En el espectro de frecuencias vemos cémo se ha eliminado la componente
de 60H z y sus armonicos.

6.7. Deteccion de eventos

Una de las tareas més demandadas en el procesamiento de senales fisiolégicas es la detec-
cién de eventos. Esta detecciéon puede ser de interés para caracterizar una senial (p.e. calcular
la frecuencia cardiaca), o para seleccionar caracteristicas relevantes sobre las que realizar una
clasificacién (p.e. detectar el complejo QRS para la clasificaciéon de arritmias cardiacas), etc.

La deteccién de eventos dependerd de la senial tratada y el evento a detectar y, generalmen-
te, combinard la aplicacion de métodos de mejora de la senal por ponderacién, extraccion de
estadisticos temporales y filtros para enfatizar las caracteristicas deseadas.
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Figura 6.11: Resultado del filtro del operador derivada mejorado sobre el ECG.
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Figura 6.12: Respuesta en frecuencia del filtro rechazo-banda de 60Hz.
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Figura 6.13: Resultado del filtro rechazo-banda de 60Hz sobre el ECG.

Il Ejemplo 6.12 (Deteccién del complejo QRS)

Balda et al. propusieron un algoritmo para la deteccién del QRS basado en operadores derivada.
El filtro, preparado para una sefial muestreada a 200H z, limpia de artefactos de baja frecuencia
y ruido de red eléctrica, se basa en la ponderacién de un filtro derivada

yo(n) = |z(n) — 2(n - 2)|,
y un filtro de segunda derivada
yi(n))|z(n) — 2x(n — 2) + x(n — 4)|,

para dar lugar al filtro
y2(n) = 1,3yo(n) + 1,1y1(n).

El resultado de y2(n) se escanea de forma continua, y si seis muestras de ocho seguidas superan un
umbral de 1.0, entonces, el segmento de ocho muestras se considera parte de un complejo QRS. El
algoritmo puede ser sensible a ruido de alto nivel, ya que estd basado en los operadores derivada,
por lo que suele requerir un suavizada antes de la aplicaccién del heuristico de deteccién.

6.8. Analisis de senales no-estacionarias

Las senales no estacionarias son las méds comunes en el cuerpo humano. Para el andlisis de
senales no estacionarias, no es 1til estudiar el contenido frecuencial de toda la senal. Su analisis
requiere utilizar técnicas tiempo/frecuencia que analizan el contenido frecuencial de una senal
en funcién del tiempo.

La idea bésica de una distribucién tiempo-frecuencia (o espectrograma) es la de tomar ven-
tanas de tiempo contiguas y calcular el espectro de frecuencias asociado a cada una de ellas. Si
representamos los espectros en funcién del tiempo nos queda una representacion bidimensional
que puede ser visualizada con mapas de color o con representaciones 3D.
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Figura 6.14: EEG muestreado a 256Hz, claramente muestra que es un proceso no-
estacionario.

Hl Ejemplo 6.13 (Distribucién tiempo-frecuencia de un EEG)

Representaremos la distribucién tiempo-frecuencia del EEG muestreado a 256 Hz de la figu-
ra 6.14. Para ello, utilizaremos la funcién CTF de Matlab, que toma la sefial de entrada, el
tamano de la ventana y el paso para ir desplazando la ventana.

function [T] = CTF(signal, win, inc)

i=1;

n=1;

while(n+win-1<length(signal)),
ven=signal (n:n+win-1);
val=abs(fft(ven))
for j=1:128, T(i,j)=val(j); end;
n=n+inc;
i=i+1;

end;

mesh(T), xlabel('Frecuencia'), ylabel('Tiempo'), zlabel('Amplitud');

Como resultado obtenemos la distribucion tiempo-frecuencia de la figura 6.15, que claramente
muestra que las componentes frecuenciales de la senal varian segtin el instante de muestreo.
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0 Tiempo

Frecuencia

Figura 6.15: Distribucién tiempo-frecuencia del EEG muestreado a 256H z, claramente
muestra diferentes componentes frecuenciales segun la ventana de muestreo.

6.9. Analisis de la voz

6.9.1. El proceso de comunicacion, acustica, la voz y el oido
humano

En la comunicacién lingiiistica podemos identificar los siguientes elementos de un sistema de
comunicacién:

= Emisor: el cerebro del hablante.

= Transmisor: érganos articulatorios del hablante que generan ondas sonoras.
= Canal: aire, y otras etapas intermedias.

= Receptor: aparato auditivo del receptor.

= Destino: cerebro oyente.

Las ondas sonoras se originan por el movimiento vibratorio de un cuerpo. Dicha vibracién
provoca el choque de particulas cercanas, que comprimen y descomprimen particulas cercanas,
provocando la transmision de la vibracién. La vibracién puede caracterizarse por un péndulo que
repite un movimiento de amplitud A con un ciclo de periodo T (y frecuencia (f = 1/T'), por lo
que su propagacion se observarda como una onda senoidal.

Como curiosidad, las ondas sonoras emitidas por una persona pueden transmitir del orden
de 100kb/s, sin embargo la comunicacién hablada basada en el lenguaje humano transmite apro-
ximddamente 50b/s.

La voz humana forma una sefial compuesta de ondas de diversas frecuencias y por lo tanto
puede tratarse mediante el procesamiento de senales visto en este capitulo. En efecto, una de las
herramientas bésicas para el andlisis de la voz es el espectrograma, ya visto en la seccién 6.8. Sin
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embargo, los patrones observables en la voz humana hace posible un andlisis méas especifico de
sus caracteristicas, que estudiaremos en esta seccién.

El oido recoge las ondas sonoras mediante el pabellén auditivo y las canalizan a través del
conducto acustico externo que actia como resonador de las frecuencias entre 3 y 4kHz. El
timpano transforma la vibracion aérea en vibracion sdlida que se amplifica de 25 a 30 veces
por los huesecillos. Por ultimo, el caracol éseo trasnforma las vibraciones mecanicas en impulsos
nerviosos.

La intensidad de sonido percibida es logaritmica, es decir, un crecimiento geométrico de la
intensidad de las ondas de presién se manifiesta en un crecimiento aritmético de la sensacién.
La presion del aire es de 10°Pa, y el oido humano puede percibir modulaciones de presién de
107%Pa. El sonido se mide en variaciones relativas de presién (decibelios, dB).

6.9.2. Aplicaciones del procesamiento de voz en medicina

El procesamiento de la voz tiene multiples aplicaciones en el &mbito médico. Enumeraremos
una lista no exhaustiva de ambitos de uso:

1. Dictado de informes médicos. Existen sistemas, por ejemplo en radiologia, que permiten
la transcripcién de los informes médicos a texto libre escrito a través del reconocimiento
automatico del habla.

2. Analisis al diagndstico de foniatria y apoyo al servicio de logopedia. El andlisis de las
caracteristicas de la senal acistica puede revelar problemas en el aparato fonador o audi-
tivo. Las caracteristicas que veremos en la seccién 6.9.4 pueden revelar evidencias para el
diagnostico.

3. Monitorizacion de depresiones. Las caracteristicas de la voz indican estados animicos de la
persona, que pueden dar pistas sobre la evolucién de su estado depresivo, y por lo tanto de
la efectividad de los tratamientos. En el ejemplo 6.14 veremos trabajos cientificos sobre el
tema, un posible protocolo de adquisicién de voz y en andlisis de algunas caracetiristicas
para el estudio de la depresion.

4. Ayuda a discapacitados. Personas con dificultades para usar interfaces tipicas como el
teclado podrian comunicarse por habla, o personas con dificultades auditivas podrian ob-
tener transcripciones de lo dicho por sus interlocutores, personas inmovilizadas podrian
manejar dispositivos domoéticos mediante voz.

6.9.3. Adquisicién de la senal

La adquisiciéon de la voz se realiza mediante un micréfono, que transforma las ondas de
presién en una senal eléctrica. Bésicamente un micréfono consta de un diafragma que responde a
a las variaciones de presién del aire y un transductor que puede funcionar mediante la variacion
de la capacitancia de un conductor, o mediante el efecto piezoeléctrico o mediante induccién
electromagnética.

Una vez adquirida, la senal se transforma mediante un conversor Analégico/Digital, que
discretiza la sefial con una frecuencia de muestreo (p.e. 48kHz) y se cuantifica en unos niveles
predeterminados (p.e. 32bits), obteniendo un vector de valores como resultado.

La figura 6.16 muestra la senal digitalizada, llamada sonograma, correspondiente a la lectura
algunas frases en castellano.
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Figura 6.16: Sonograma de voz digitalizada.

Para realizar un andlisis de la voz para fines digndsticos sera necesario definir un protocolo
de grabacién que incluyan los pardmetros de adquisicién y digitalizacién de la senial. Ademads
serd comun encontrarse un texto que especifique los ejercicios de voz (lecturas) que el paciente
debe realizar para homogeneizar la muestra a analizar.

6.9.4. Caracteristicas de la voz

Una vez digitalizada la sefial y obtenido el sonograma s se pueden extraer caracteristicas
utiles para el andlisis de la voz. Veremos algunas de ellas de utilidad en medicina. Algunas de
estas caracteristicas pueden obtenerse directamente de la representacién temporal de la senal,
mientras que las més interesantes suelen obtenerse del espectrograma de la misma.

Antes de comenzar, discribiremos el ejemplo que nos servird para ilustrar algunas de las
caracteristicas estudiadas.

Il Ejemplo 6.14 (Procesamiento de la voz en depresiones)
La psicologia ha visto en la voz una expresiéon del estado animico de las personas. Esto se ha
utilizado para caracterizar estados depresivos, esquizofrenias y otras afecciones.

Disfunciones en el flujo actstico de la voz, como lentitud, retardos, monotonia, imposibilidad
de expresar el rango habitual de respuestas afectivas, y retardo psicomotor, pueden dar evidencias
de problemas psicoldgicos®.

Ellgring y Scherer describen algunos indicadores de la voz para detectar cambios de humor
en depresion. Algunas de las caracteristicas que observaron fueron el incremento de velocidad
del habla y el decremento en la duracién de las pausas con la mejora del humor y por lo tanto
una remisién de la depresion. Ademas, especificamente en mujeres se observé que el descenso de
frecuencia del pitch correlacionaba con la mejora del tratamientod.

EmoVoice es un software reconocedor de emociones basado en anélisis de la voz®. EmoVoice,
utiliza caracateristicas como el pitch, la energia, la calidad de la voz e informacién espectral para
realizar el reconocimiento de las emociones.

Durante los ejemplos sucesivos ilustraremos el uso de las caracteristicas de la voz en depresion
leve. Se ha utilizado el programa Audacity para grabar y editar el sonido y el programa Praat
para el andlisis de voz.

Il Ejemplo 6.15 (Protocolo de grabacién de la voz en depresiones (cont 6.14).)
El grupo Stassen en el “Psychiatric University Hospital Zurich” disefié6 un protocolo de graba-
cién de la voz para el estudio clinico de la voz en pacientes con problemas psicoldgicos. Las

‘http://www.bli.uzh.ch/vox04.html
dhttp://www.springerlink.com/content/y477726741200u5q/
°http://mm-werkstatt.informatik.uni-augsburg.de/EmoVoice.html
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caracteristicas principales de protocolo son las siguientes':

= La grabacién se realiza en un laboratorio insonorizado preparado para un rango dindmico
de 60dB. La persona esta sola en la habitacion. El micréfono estda a 50em.

= La grabacion se calibra con la lectura de un texto, de tal forma que la amplitud maxima
quede entre 0dB y —2dB.

= La grabacién digital se realiza con una resolucion de 48k H z a 20 bits de resolucién.

= Las grabaciones se realizan en las mismas horas del dia para evitar variaciones debidas a
fluctuaciones circadianas.

= Los pacientes siguen un guion que incluye un conteo de 1 a 40, pausa de 30 segundos,
lectura de un texto, pausa de 30 segundos, y conteo de 1 a 40.

Para nuestros experimentos, hemos simplificado el protocolo, si bien, se ha intentado seguir
al maximo el protocolo anteriormente descrito. La digitalizacion de la senal se realizd a 48kH z y
32 bits, si bien se guardé en ficheros wav de 16 bits. En nuestro guion se ha incluido el siguiente
texto:

diez, nueve, ocho, siete, seis, cinco, cuatro, tres, dos, uno, cero.

(10 segundos de respiracién)

Las cosas podian haber sucedido de cualquier otra manera y, sin embargo, sucedieron asi. Daniel, el
Mochuelo, desde el fondo de sus once anos, lamentaba el curso de los acontecimientos, aunque lo acatara
como una realidad inevitable y fatal. Después de todo, que su padre aspirara a hacer de ¢l algo més que
un quesero era un hecho que honraba a su padre. Pero por lo que a él afectaba...

(15 segundos de respiracién y saliva)

a (silencio), aaa (silencio), aaaaaaaa (silencio)

e (silencio), eee (silencio), eeeceeee (silencio)

o (silencio), ooo (silencio), 0ooooooo (silencio)

u (silencio), uuu (silencio), uuuuuuuu (silencio)

(10 segundos de respiracion y saliva)

diez (silencio), nueve (silencio), ocho (silencio), siete (silencio), seis (silencio), cinco (silencio), cuatro
(silencio), tres (silencio), dos (silencio), uno (silencio), cero.

(FIN)

Un actor ley6 el guion con su propia voz (voz normal) y en una segunda grabacién fingié un
estado depresivo leve (voz depresion).

Energia. La energia puede calcularse en el dominio del tiempo, y se calcula como la integral

del cuadrado de la senal £ = Zi:[:_ol s2. La energfa puede utilizarse para detectar intervalos de

voz e intervalos de silencio en la muestra.

Il Ejemplo 6.16 (Lentitud, retardos y monotonia en la voz en depresiones (cont 6.15).)
La figura 6.17 representa los fonogramas de la voz normal y voz depresién Observamos que

el mismo texto ha sido leido con mayor lentitud en el segundo caso, de 30s a 40s. El analisis
mediante niveles de energia nos permite detectar que en la voz normal se realizan 70 cortes y los
silencios ocupan el 43 % del tiempo, mientras que en la voz depresién hay 74 cortes y un 47 %

del tiempo se utiliza en silencios.

fhttp://www.bli.uzh.ch/vox01.html

©Juan M Garcia-Gomez et al. 117



Capitulo 6. Procesamiento de senales biomédicas

0.3558
0
o 20TV POAWE N R
0 29.63
Time (s)
0.1673
0.
02225 Lt iy
0 40.96
Time (s)

Figura 6.17: Voz normal (arriba) y voz simulando depresién (abajo) de un barén de 30
aflos. Sonograma y energia (representada bajo cada sonograma). Observamos que el mismo
texto ha sido leido con mayor lentitud en el segundo caso, de 30s a 40s. La cantidad de
retardos (70 cortes y 43 % del tiempo frente a 74 cortes y un 47 % del tiempo) es mayor
en la voz depresion que en la voz normal.

Pitch. El Pitch es la frecuencia fundamental de vibracién del sistema vibrante del aparato
fonador (laringe y cuerdas vocales).

Il Ejemplo 6.17 (La variacién del pitch (cont 6.16).)

Para este estudio y los siguientes vamos a utilizar la pronunciacién sostenida de la vocal ’a’.
Compararemos las caracteristicas que encontramos en el tramo central de la pronunciacién entre
la voz normal y la voz depresion recogida mediante nuestro protocolo.

La figura 6.18 presenta el sonograma, el espetrograma y algunas de las caracteristicas prin-
cipales de la voz normal. El pitch esta representado por la linea continua azul, superpuesta en el
gréafico de los formantes. La figura 6.19 presenta la misma informacién pero para la voz depresion.
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Figura 6.18: Pronunciacién sostenida de la vocal ’a’ con voz normal. Sonograma (cuadro
superior), espectrograma (cuadro inferior), pulsos gléticos (lineas vertiles azules), pitch
(linea azul) y formantes (cinco puntos rojos por cada instante).
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Figura 6.19: Pronunciacion sostenida de la vocal ’a’ con voz depresion. Ver etiqueta de 6.18
para leyenda.
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En nuestra muestra observamos que el pitch medio del locutor con voz normal es de 127H z,
sin embargo el mismo locutor simulando depresiéon bajé la frecuencia principal a 108 Hz. Sin
embargo, el estudio de Ellgring y Scherer no observaron una variacién signitiva del pitch en
hombres. Con este resultado tinicamente podemos afirmar que el pitch desciende para un mismo
locutor simulando depresién respecto a un voz normal.

Formantes. Los formantes son los arménicos de la frecuencia principal con una alta inten-
sidad. En el espectrograma se suelen observar como bandas oscuras (mayor intensidad). Suelen
presentarse 5 formantes siendo los dos primeros fundamentales para la percepcién de las vocales.

Il Ejemplo 6.18 (La observacién de los formantes (cont 6.17).)

Seguimos con el estudio de la ’a’ presentado para la voz normal en la figura 6.18 y para la voz
depresion en la figura 6.19. Podemos observar que en la zona seleccionada de la voz normal,
tanto el formante primero como el segundo estan bien definidos, pudiéndose ver lineas continuas.
Sin embargo, en la voz depresién, observamos que el segundo formante no esta representado por
una linea continua a una misma frecuencia, pudiendo caracterizar menor control de la voz en la
pronunciacién sostenida de la vocal.

Pulsos gldticos. Los pulsos gléticos son la expresién sonora de la apertura y cierre de la glotis.
Las figuras 6.18 y 6.19 representan los pulsos gléticos como lineas verticales azules. Cuando un
pulso glético aparece mds alld del 125% del periodo medio entre pulsos (pitch), se considera
que se ha producido un corte de voz. El grado de cortes de voz se utiliza en foniatria con fines
diagnoésticos.

Jitter. La variacién media del periodo entre pulsos gléticos consecutivos respecto al periodo
medio se denomina Jitter. Es una medida de la calidad de la voz, y el software MDVP considera
patoldgico un Jitter mayor de 1.04 %.

Shimmer. EI Shimmer es la variacién absoluta media de la amplitud entre dos periodos
consecutivos, dividido por la amplitud media.

Il Ejemplo 6.19 (Jitter y Shimmer en depresién (cont 6.18).)

En la ventana seleccionada en la figura 6.18, que intenta abarcar el momento de mayor estabilidad
de la pronunciacién sostenida de la vocal 'a’; hemos medido el Jitter y el Shimmer, obteniendo
un valor de 0.187% y 2.390 %, respectivamente. Cuando medimos ambas caracteristicas en el
intervalo seleccionado de la figura 6.19, el Jitter aumenta hasta 0.537 %, y el Shimmer pasa a
ser de 4.861 %. Serfa interesante demostrar que las variaciones de Jitter y Shimmer sirven de
marcadores de las variaciones de estados depresivos. Esto puede estar producido por un mayor
o menor control de la voz segin el humor del paciente.

Estas caracteristicas, asi como parametrizaciones de la voz para representar los fonemas
pueden ser utilizados mediante algoritmos de programacién dindmica (ver seccién 5.3) para el
reconocimiento de estados clinicos o reconocimiento de palabras aisladas.

6.10. Notas bibliograficas

Rangayyan en [103] desarrolla el procesamiento de senales biomédicas mediante un buen
conjunto de aplicaciones bien documentadas sobre las senales biomédicas mas conocidas.
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Procesamiento de imagenes médicas

7.1. Introduccién

Las imdagenes médicas vienen siendo una importante herramienta de diagnéstico practica-
mente desde el descubrimiento de los rayos X por Rontgen en 1895. Desde entonces han surgido
numerosas técnicas para obtener imagenes de la anatomia interna de los pacientes. Desde los
rayos X, pasando por la tomografia computerizada, la ecografia, la imagen nuclear hasta la reso-
nancia magnética, todas han proporcionado evidencias que pueden ser empleadas para ayudar a
los médicos a tomar las decisiones pertinentes cuando el proceso de las imagenes ha sido comple-
tado. Las imagenes médicas son, pues, un conjunto de técnicas y procesos que se emplean para
crear imagenes anatomicas del cuerpo humano o partes de él, con el fin de revelar, diagnosticar
o examinar enfermedades o para ayudar al estudio de la anatomia no patolégica y su funcién.

Las distintas técnicas para obtener imagenes médicas pueden ser caracterizadas segun su
interaccién con los tejidos, seguin su capacidad para separar objetos a diferentes profundidades o
segin la naturaleza del contraste. Asi pues, en funcién de la interaccién con los tejidos podemos
tener técnicas con:

= Radiaciones ionizantes: son radiaciones con energia suficiente como para ionizar la mate-
ria. Por ejemplo, la radiografia o las imagenes de medicina nuclear como la tomografia
por emisién de positrones (PET) o la tomografia computerizada por emisién de fotones
individuales (SPECT).

= Radiaciones no ionizantes: no tienen suficiente energia como para ioinizar la materia. Unica-
mente pueden provocar calentamiento en los tejidos. Por ejemplo, la resonancia magnética
nuclear (MRI, MRSI) o la ecograffa.

En funcién de la capacidad para separar objetos se tienen (ver figura 7.1):

= Imdgenes proyectivas: son técnicas que superponen los objetos en un mismo plano como
las radiografias.

= Imdgenes tomograficas: son técnicas que pueden proporcionar varios cortes de los objetos
bajo estudio. Como la tomografia computerizada, las tomografias de imagen nuclear o las
resonancias magnéticas.

Segin la naturaleza del contraste se disponen de:

= Imdagenes morfoldgicas: tratan de representar partes de la anatomia con una buena reso-
lucion.
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Figura 7.1: Las imagenes proyectivas, como su nombre indica, proyectan los objetos del
espacio bajo estudio sobre un mismo plano P. En cambio, las imédgenes tomograficas ob-
tienen distintas secciones, o tomos, de los objetos del espacio bajo estudio. De este modo,
se pueden obtener distintos cortes Sy, So, etcétera. Posteriormente, si se tienen suficientes
cortes de los objetos bajo estudio se puede llevar a cabo una reconstruccion tridimensional
de los objetos analizados.

= Imdgenes funcionales: tratan de representar el funcionamiento del metabolismo. Por ejem-
plo, la resonancia magnética funcional o las tractografias.

En este tema no se va a profundizar en los fundamentos fisico-quimicos de las técnicas de
adquisicion de imagenes sino que partiremos del supuesto en el que las imédgenes ya han sido
adquiridas pero no procesadas para nuestros propésitos.

7.2. Representacion digital de la imagen

Anteriormente se ha visto que las imégenes permiten tener una informacién morfolégica o
funcional acerca de las texturas, brillos, colores y formas de los objetos analizados. El proce-
samiento o tratamiento digital de las imdgenes adquiridas pretende facilitar e incrementar la
informacion potencial que puede ser extraida a partir de dichas imégenes.

Las imagenes suelen ser tratadas digitalmente como datos bidimensionales. Generalmente,
muchas de las técnicas de procesamiento de sefiales son aplicables a imdgenes, aunque algu-
nas de estas técnicas deben adaptarse para tratar con datos en dos dimensiones, por ejemplo,
convolucién, filtros digitales o transformada de Fourier.

Es muy habitual representar las imdgenes como una matriz de pixeles®, aunque estas repre-
sentaciones dependen del tipo de imagen que estemos tratando. Por ejemplo, las imagenes en
color que sigan el modelo de codificacion RGB estardn representadas por tres matrices, donde
la primera indicara la intensidad del color rojo de cada pixel, la segunda la intensidad de color
verde y la tercera la intensidad de color azul. Las imagenes en escala de grises podran ser re-
presentadas en una tnica matriz, asi como las imédgenes en blanco y negro. Sobre estas matrices
se podran llevar a cabo multitud de operaciones para transformar las imagenes. Para construir

aUn pizel (del inglés, picture element) es un elemento de imagen minimo.
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imagenes tridimensionales bastara con combinar imégenes bidimensionales tomograficas tomadas
de distintas secciones correlativas a partir de un mismo objeto.

Asi pues, se dispone de una o varias imégenes que pueden entenderse como funciones bi-
dimensionales de intensidad de luz f(z,y), donde z e y son las coordenadas de un pixel y la
funcién f(z,y) determina la intensidad de luz para el par (z,y). La intensidad de luz tiene una
escala [0, L], donde L es un valor méximo tal que 0 < f(x,y) < L. El nimero maximo de pixeles
en los ejes X e Y determinara la resolucién espacial de la imagen, mientras que la resoluciéon
en intensidad vendrd determinada por el valor maximo L. Los dos tipos de resolucién provienen
de los conceptos de muestreo y de cuantificacion, respectivamente. Al digitalizar las imédgenes
analdgicas continuas, las coordenadas espaciales deben transformarse a coordenadas discretas,
este proceso es conocido como muestreo. Del mismo modo, la cuantificacion es la discretizacién
de la intensidad de los colores o de una escala de grises de la imagen analdgica continua.

Existen diferentes esquemas de codificacién para la representacion de las imégenes. En la
gran mayoria de programas con capacidades para procesar imagenes digitales podemos encon-
trar la codificacién en color RGB, ya mencionada, la codificacién por indices, codificacién por
intensidad y codificaciéon binaria. Las dos primeras clases de codificaciéon estdn orientadas a la
representacion de iméagenes en color. En las imédgenes indexadas los valores de los pixeles son
indices a una tablas que asocian a dicho indice un color. Aunque es una buena forma de alma-
cenar la informacion, este tipo de codificacion no es apta para realizar operaciones aritméticas,
por lo que el procesamiento de las imagenes codificadas de este modo no siempre producen como
resultado imdgenes con sentido. Ademds, las imagenes indexadas necesitan estar relacionadas
con una matriz que contenga el mapa de colores (colormap).

La representacién de imagenes en escala de grises se lleva cabo mediante una codificacién por
intensidades, donde el valor de cada pixel representa el brillo o el valor de gris de la imagen en
el punto concreto. Si la imagen es en blanco y negro exclusivamente, entonces el pixel se codifica
con un valor binario que toma el valor 0 si es negro y el valor 1 si es blanco.

Como se ha comentado, la resolucién espacial de la imagen depende del muestreo. Una imagen
de M x N pixeles se representara con una matriz de M filas y N columnas. Cuanto mayor sea la
resolucién en pixeles mayor serd la calidad de la imagen y menor la pérdida de informacién (ver
figura 7.2). Sin embargo, serd necesaria mds memoria y, puesto que la matriz que represente la
imagen serd mayor, también conllevara un mayor coste computacional a la hora de procesarla.

La resolucién en intensidad depende de la cuantificaciéon. El valor de estas intensidades puede
ser mas o menos preciso en funcion del formato de datos que se emplee. Es decir, una intensidad
se puede representar empleando un nimero concreto de bits. Cuanto mayor sea el nimero de
bits mayor serd la calidad de la imagen y menor la pérdida de informacién, aunque también serd
necesaria mas memoria y mas esfuerzo computacional para procesar las imagenes. Normalmente,
se suele emplear un byte®, dos bytes o un tipo de variable que es el doble precisién (double)
que equivale a 8 bytes para representar las intensidades. En nuestros ejemplos con imégenes
médicas trabajaremos con un formato de 1 byte, esto es, 8 bits. De este modo, en cada pixel
se empleard una palabra de 8 bits, con lo que se podran codificar 28 = 256 niveles distintos de
intensidad, desde 0 hasta L = 2% — 1. En general, si se representa una imagen con n bits, se
podran representar 2" niveles de intensidad: desde 0 hasta L = 2™ — 1.

Il Ejemplo 7.1

El espacio requerido en memoria variard en funcién del formato de los datos y de la resolucién
espacial, es decir, los pixeles de la imagen. La tabla 7.1 resume los requisitos en memoria de
algunos formatos de imagen.

bUn byte son ocho bits contiguos.
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256x256 64x64

32x32 16x16

Figura 7.2: Imagen de Resonancia Magnética de un corte axial del cerebro. En las distintas
imagenes se puede apreciar la pérdida de informacién y de calidad de imagen al reducir la
resolucién espacial.
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M x N pixeles n bits Memoria requerida (bytes)
16 x 16 1 32
16 x 16 8 256
16 x 16 16 512
32 x 32 1 128
32 x 32 8 1024
32 x 32 16 2048
64 x 64 1 512
64 x 64 8 4096
64 x 64 16 8192
256 x 256 1 8192
256 x 256 8 65536
256 x 256 16 131072

Tabla 7.1: Los requisitos en memoria varfan en funcién de la resolucion espacial y la
resolucion en intensidad.

7.3. Tratamiento digital de imagenes médicas

Los objetivos principales del tratamiento digital de imagenes médicas son: mejorar la apa-
riencia visual de las imagenes, preparar las imagenes para un posterior andlisis e identificar, en
la medida de lo posible, formas o patrones relevantes dentro de las imégenes. Por ejemplo, un
tumor o anomalias fisiolégicas, entre otras.

Muchas de las técnicas que se emplean para tratar las imégenes se basan en la informacién
que proporcionan los histogramas de las imégenes. Un histograma es una funcién que asocia a
cada nivel de gris su frecuencia absoluta de aparicién en la imagen. Esto es,

donde N P(z) es el numero de pixeles que encontramos con intensidad x y NP es el nimero total
de pixeles. En definitiva, el histograma es una grafica que muestra las frecuencias de aparicién
de cada posible intensidad de gris. Cuando tenemos imégenes en formato RGB es posible, con
algunas aplicaciones, obtener los histogramas de los niveles de intensidad de rojo, verde y azul.
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Figura 7.3: Arriba, imagen de resonancia magnética de un corte axial del cerebro. Debajo,
el histograma de intensidades de grises asociado a la imagen de resonancia magnética
anterior. Se puede observar que la imagen estd representada con 1 byte puesto que las
intensidades de grises van de 0 a 255.

7.3.1. Brillo y contraste

Los cambios de brillo y contraste en las imagenes son métodos que se basan en una trans-
formacion lineal de los valores de intensidad de los distintos pixeles que conforman una imagen.
Esto es, sobre cada pixel P(i,j), coni € [0,M — 1] y j € [0, N — 1], se da una transformacién T’
de modo que los nuevos valores de los pixeles son S(i,7) = T(P(i,7)).

El brillo se puede entender como la cantidad de luminancia de una imagen. Esto es, mayor
brillo implica niveles de gris mas claros. Como habitualmente el valor del negro es 0 y el valor
del blanco es 255 (con representacién de 1 byte), para aumentar el brillo se debe sumar una
cantidad constante ¢ a cada pixel de la imagen. Es decir,

S(i,§) = P(i, ) +c.

El contraste se puede ver como la diferencia relativa en intensidad entre distintos objetos de
la imagen. Un contraste alto implica una diferenciacién clara entre los distintos objetos (fondo y
figura, por ejemplo). Un contraste bajo hard mas dificil la diferenciacién entre objetos. Aumentar
el contraste significa multiplicar el valor de cada pixel de la imagen por una constante c. Esto es,

S(i,4) = P(i.j) - e
Obviamente, si el valor S(i,7) > L, donde L es el mdximo valor de intensidad, entonces S(i,7) =

L. Asf pues, un contraste alto implica un histograma ancho y un contraste bajo implica un
histograma estrecho.
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Figura 7.4: Arriba, una radiografia del pecho digitalizada con resolucién espacial de 363 x
264 y 1 byte de resolucién de intensidad. Abajo, la misma imagen con més brillo. El
histograma se ve desplazado 100 posiciones a la derecha puesto que la intensidad de todos
los pixeles ha sido aumentada en 100 puntos.
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Figura 7.5: Arriba, la radiografia con un contraste menor. Su histograma es méas estrecho
que la imagen de abajo, donde se ha multiplicado la intensidad de todos los pixeles por 2.
De este modo, la forma se distingue mejor del fondo.

7.3.2. Ecualizacién

La ecualizacién es una transformacion que se aplica a todo el histograma. Su objetivo es
obtener un histograma cuya distribucién sea lo mas uniforme posible conservando su entropia.
Es decir, la ecualizaciéon maximiza el contraste de una imagen sin perder informacién de tipo
estructural. Dicho de otro modo, se busca que todos los niveles de gris tengan un ntmero de
pixeles lo mas equilibrado posible.

Aunque la ecualizacién puede producir imdgenes poco realistas, es muy util para tratar
imagenes médicas. La ecualizacion se basa en una normalizacién de la funcién de distribucién de
probabilidad (cdf). La transformacién para cada pixel es:

B cdf (v) — cdfmin
h(U) o rOLlnd((]\/{ X N) - Cdfmi,n ‘ (L B 1)>7

donde cdf (v) es el valor de la funcién de distribucién para el valor de intensidad de gris v.
Cualquier pixel con una intensidad v, P(i,j) = v serd transformado de manera que su nuevo
valor de intensidad serd P(i,j) = h(v). Ademds, cdfmin es el valor minimo de la funcién de
distribucion del histograma, M y N son las dimensiones de la imagen y L es el nivel méximo de
intensidad de la imagen.
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Figura 7.6: Arriba, la imagen original con un poco mds de brillo. Abajo, se aprecia el
resultado de ecualizar la imagen y el histograma correspondiente.
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Il Ejemplo 7.2 (Ecualizacién de una imagen.)
Supongamos que se dispone de una imagen en escala de grises de 7 x 7 pixeles con 1 byte para
la representacion de la intensidad. La matriz para representar esta imagen es:

48 50 59 87 TT 52 T3
68 55 56 90 108 84 61
60 63 68 109 146 98 65
A= 161 49 71 118 150 104 71
70 70 70 112 128 90 75
81 66 58 78 76 60 62
82 75 64 62 60 57 54

Se puede obtener la frecuencia absoluta de cada nivel de gris con el histograma:

Asi como los valores de la funcién de distribucién acumulada:

Si quisiéramos obtener el nuevo valor de los pixeles con una intensidad de gris de 82 se deberia
aplicar la férmula de la siguiente manera:

cdf (82) = 36.

36 -1
= — 2 = 186.
h(78) = round <49 — 55) 86
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Int  Frec Int Frec Int Frec Int Frec

48 1 49 1 50 1 52 1
54 1 55 1 56 1 o7 1
58 1 99 1 60 3 61 2
62 2 63 1 64 1 65 1
66 1 68 2 70 3 12
731 ™2 76 1 o1
81 81 1 82 1 84 1

87 1 90 2 98 1 104 1
108 1 109 1 112 1 118 1
128 1 146 1 150 1

Tabla 7.2: En esta tabla se puede observar la frecuencia absoluta de los niveles de inten-
sidad de gris de la imagen.

Esto quiere decir que las intensidades de gris con valor 82 deberdn tomar el valor 186. Asi, la
matriz de la imagen ecualizada quedaria:

0 12 49 194 170 16 150
113 28 32 202 223 190 73
61 89 113 227 251 210 101
E=173 4 142 239 255 219 142
125 125 125 235 243 202 158
182 105 45 174 166 61 81

186 158 97 81 61 36 20

7.3.3. Segmentaciéon

La segmentacion es un proceso que trata de dividir una imagen digital en miltiples segmentos
con el objetivo de detectar estructuras o simplificar la representaciéon de la imagen para poder
mejorar el andlisis de la misma. Existen multitud de métodos para llevar a cabo una buena seg-
mentacién y es, todavia, un campo de investigacién de métodos nuevos para segmentar imagenes.
Para profundizar en estos métodos de segmentacion, aplicados a imagen en tumores cerebrales,
pero extrapolables a otras aplicaciones se puede consultar la cita [104].

Las técnicas mas sencillas para segmentar son las basadas en umbrales. Estas son técnicas
que modifican los valores de aquellos pixeles cuyo valor de intensidad de gris se encuentra entre
unos umbrales inferior y superior. A estos pixeles se les da un valor extremo (negro o blanco) y
a los pixeles cuyos valores de intensidad caigan fuera de los umbrales se los sustituye por el otro
extremo.
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Int cdf Int cdf Int cdf Int cdf
48 1 49 2 50 3 52 4
54 5 55 6 56 7 57 8
5.9 59 10 60 13 61 15
62 17 63 18 64 19 65 20
66 21 68 23 70 26 71 28
73029 75 31 76 32 77 33
78 34 81 35 8 36 84 37
87 38 90 40 98 41 104 42
108 43 109 44 112 45 118 46
128 47 146 48 150 49

Tabla 7.3: Las frecuencias absolutas acumuladas de la imagen conforman la distribucion
acumulada. En base a esta tabla se pueden obtener los valores de transformacién de cada
pixel en base a su nivel de intensidad.

Il Ejemplo 7.3 (Segmentacién por umbrales)

Se tiene una imagen de resonancia magnética de un corte coronal del cerebro. El objetivo de
una segmentacion podria ser conseguir detectar o separar lo que es materia blanca del talamo,
el ventriculo lateral y la materia gris.

Para ello, basta aplicar un umbral inferior cercano a 80 y un umbral superior en 255. De este
modo se obtiene el resultado que se muestra en la figura.

Existen algoritmos para establecer umbrales 6ptimos con los que minimizar la varianza intra-
clase de los pixeles blancos y negros obteniendo una segmentacién 6ptima. Algunos algoritmos
para segmentar partes de la imagen son mucho mas sofisticados, permitiendo seleccionar varios
pares de umbrales.

El algoritmo de segmentacién por crecimiento de regiones permite establecer un criterio para
admitir pixeles a partir de una semilla, de modo que la regién pueda aumentar si los pixeles de
alrededor cumplen la condicién definida por el criterio de admision. Generalmente, se proporciona
una semilla s y un umbral 6. De este modo, solo se incorpora el pixel P(i, j) a la regién segmentada
cuando se cumple que |s — P(i,7)| < 6.

Il Ejemplo 7.4 (Segmentacién por crecimiento de regiones.)

A un paciente se le realiza un corte sagital del cerebro mediante una imagen de resonancia
magnética. Se sospecha que pueda tener un tumor cerebral y para ello se emplea un algoritmo
de segmentacion por crecimiento de regiones. En una resonancia magnética potenciada en T1
los tumores suelen aparecer mas oscuros que la materia gris del cerebro. Si se establece un valor
de intensidad de gris de s = 65 y un umbral 6§ = 40, se puede conseguir una segmentacion de la
zona tumoral. La zona segmentada se ha pintado con un color amarillo para resaltarla.
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Figura 7.7: Segmentacién de la imagen. Los pixeles cuyas intensidades caen fuera de los
umbrales se tornan blancos y los pixeles cuyas intensidades estan dentro del rango de los
umbrales, se sustituyen por negro. De este modo, se ha diferenciado una estructura del
cerebro del resto.

Figura 7.8: Resultado de emplear el algoritmo de segmentacién por crecimiento de regiones
para segmentar el tumor localizado en la zona parietal del cerebro a partir de una imagen
de resonancia magnética potenciada en T1.
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7.4. Técnicas de filtrado

Fl filtrado de iméagenes es una operacion local que se basa en la informacion que aportan los
pixeles vecinos. Es decir, el valor del pixel filtrado se calcula como una combinacién lineal de los
pixeles de alrededor. Estos filtros utilizan, por lo tanto, una convolucién en dos dimensiones de
manera andloga al filtrado de senales en una dimensién.

En el filtrado de imégenes digitales se necesita una matriz W, conocida como mascara, con
los coeficientes del filtro. Con esta matriz se realiza la convolucién con la matriz de la imagen
siguiendo la expresién:

dim dn
S(i,j)= > > w(m,n)-P(i+m,j+n).
m=—d;, n=—d,
Il Ejemplo 7.5 (Aplicacién de un filtro.)
Un filtro clésico para imagen digital es el filtro Sobel, que es un operador diferencial discreto
-horizontal o vertical- que calcula una aproximacion al gradiente de la funcién de intensidad de
una imagen. Este filtro se presenta mediante la siguiente matriz:

1 2 1
WSobel = 0 0 0
-1 -2 -1

Suponiendo que tuviésemos una matriz que representa un subconjunto de los pixeles de una
imagen:

124 72 52 48 O

101 49 62 48 12
I=169 59 54 10 22
45 53 43 17 68
67 55 8 33 122

podriamos aplicar el filtro tal y como se describe en la figuras 7.9 y 7.10.

124 | 72 | 52 | 48 | O 0|8 |10]| 0 0

101 ) 49 | 62 | 48 | 12 1 2 1 83 |79 |47 |52] 0
—

69 | 59 | 54 | 10 | 22 X 0 0 0 — 166 | 67 | 65 | 25 | O

45 | 53 | 43 | 17 | 68 -1 2| 91 156 73| O 0

67 [ 55 | 8 | 33 | 122 5129129 | 0 0

Figura 7.9: Al aplicar sobre el pixel de la tercera fila y la tercera columna el filtro Sobel,
se obtiene el valor correspondiente a aplicar la siguiente operacion: 49-1462-2+48 -1+
59-0454-04+10-0+53-(—1)+43-(=2)+17-(—1) = 65.
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Figura 7.10: Al aplicar el filtro de contorno horizontal de Sobel sobre una imagen de reso-
nancia magnética completa de un corte axial del cerebro se obtiene el resultado observado.

Como es natural, los filtros que se pueden aplicar a una imagen son précticamente infinitos.
Sin embargo, la aplicacién para todos ellos sigue la misma estrategia. Entre los multiples tipos
de filtros podemos distinguir al menos tres clases: filtros de contorno, filtros paso bajo y filtros
paso alto.

7.4.1. Filtros de contorno

Los filtros de contorno son aquellos que realzan los margenes de las figuras de la imagen.
Se ha visto como ejemplo el efecto del filtro Sobel horizontal. Este filtro puede realzar también
los margenes verticales sin mas que aplicar la matriz traspuesta del filtro. Casi todos estos filtros
pueden realzar los margenes horizontales o verticales segiin se aplique la matriz traspuesta o no.
Algunos de estos filtros son:

= Filtro Sobel:

1 2 1
0o 0 0
-1 -2 -1
= Filtro de diferencia de pixeles:
0 -1 0
0 1 0
0 0 0
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= Filtro Roberts:

-1 0 0
0 1 0
0 0 O
= Filtro Prewitt:
-1 -1 -1
0o 0 O
1 1 1

En la figura 7.11 se puede ver qué resultados se obtienen al aplicar algunos de estos filtros a una
imagen médica.

Original Roberts

Prewitt horizontal Prewitt vertical

Figura 7.11: Resultados al aplicar distintos filtros de contorno sobre la imagen de resonan-
cia magnética.

7.4.2. Filtros de paso bajo

El objetivo de los filtros de paso bajo es eliminar el ruido de las imagenes. Esto es, suavizar
la imagen. El ruido son variaciones sobre los niveles de gris de la imagen que corresponden a
senales de alta frecuencia. Por ello, las matrices que se utilizan como filtros para eliminar ruido
estan simulando la aplicacién de filtros paso bajo. Existen varios tipos de filtros posibles:
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= Filtro de media: se combinan linealmente todos los pixeles vecinos del pixel central otor-
gando el mismo peso a cada uno de ellos. Si la matriz del filtro es de 3 x 3, cada pixel se
multiplicard por 1/9.

1/9 1/9 1/9

= Filtro de media ponderada: es similar al filtro anterior, pero se le da més peso al pixel
central para evitar que la imagen aparezca borrosa.

1 1 1
/10 /10 /10
1 2 1
/10 %/10 /10
1 1 1
/10 /10 /10
= Filtro Gaussiano: es un filtro que proporciona un buen suavizado manteniendo la nitidez

de la imagen. El filtro Gaussiano simula una distribucién gaussiana bivariante empleando
la expresién

a72+y2
}s

1
wiw,y) = 2ma? P {- 202

donde z es la distancia horizontal al punto central de la matriz u origen e y es la distancia
vertical. Ademds, la matriz méscara debe normalizarse para que sume 1. Por ejemplo, un
filtro Gaussiano de tamafio 3 x 3 y parametro ¢ = 0,5 quedaria:

0,0113 0,0838 0,0113
0,0838 0,6193 0,0838
0,0113 0,0838 0,0113

7.4.3. Filtros de paso alto

El objetivo de los filtros de paso alto es resaltar las zonas de mayor variabilidad. Por lo
tanto, realizan el efecto contrario a los filtros paso bajo, eliminando las bajas frecuencias en lugar
de las altas frecuencias. Si los elementos de los filtros paso alto suman menos de 1, entonces el
resultado de aplicar el filtro debe sumarse a la matriz original para obtener un efecto de enfoque.
También existen varios filtros posibles:

= Filtro media opuesta: este filtro se consigue restando a la matriz del filtro indentidad® la
matriz del filtro de media. Los elementos de la méscara suman 0. Esto quiere decir que,
si el objetivo es enfocar la imagen, se deben sumar la imagen original y el resultado de
aplicar el filtro a dicha imagen.

°La matriz del filtro indentidad pondera con 1 el pixel central y los pixeles de alrededor son multipli-
cados por 0, de modo que una imagen filtrada con este filtro no varia.
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Original Media

Gaussiano, ¢ = 25

Figura 7.12: Resultados al aplicar distintos filtros paso bajo sobre la imagen de resonancia
magnética.

—1/9 —1/9 —1/9
e Sle e
—1/9 —1/9 —1/9

= Filtro Laplaciano: se obtiene aproximando la forma de un operador laplaciano bidimensio-
nal,

9’1 0
w(z,y) = 2T Eh

su representacion matricial, cuya suma de elementos es 0, es:

0 1 0
1 -4 1
0 1 0

= Filtro Laplaciano inverso: suele emplearse para mejorar el contraste. Esto se consigue
eliminando las bajas frecuencias espaciales que son las que restan nitidez a la imagen. Se
calcula a partir de un filtro negativo laplaciano en base a un pardmetro « € [0, 1] :
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- a—-1 -«
! 1 5 1
P a— a+ a—
- a—1 -a
Si a = 0 la méscara quedard asi:

0 -1 o0
—1 5 —1
0 -1 o0

Original

Figura 7.13: Resultados al aplicar distintos filtros paso alto sobre la imagen de resonancia
magnética.

7.4.4. Operaciones con imagenes

En ocasiones, las informacién relevante puede estar contenida en varias imégenes en lugar de
una Unica imagen. Para obtener la informacién deseada puede ser 1til operar con las distintas
imagenes empleando algunos operadores como los que se explican a continuacion. Originalmente,
los operadores trabajaban con formatos de doble precisién. Pero esto puede suponer cuatro veces
maés requerimientos computacionales. Actualmente, para reducir los requisitos computacionales,
muchas herramientas proporcionan operadores para formatos de 1y 2 bytes.
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Sean dos imégenes I e I3, con el mismo formato de representacién de la informacién, sobre
las que se aplicaran las operaciones dando como resultado una tercera imagen S. Los pixeles en
la posicién (i, 7) de las imégenes se representaran como I (i, 5), I2(i,7) y S(i, 7). Por dltimo, sea
L la méxima intensidad que se puede representar segtin el formato de las imagenes. Entonces,
algunas de las operaciones que se pueden aplicar a imagenes serdn:

= Suma de imdgenes: S(i,j) = [1(i,7) + I2(i, 7).

= Diferencia de imégenes: S(i,5) = I1(i,5) — I2(4, j).

= Diferencia absoluta de imédgenes: S(i, j) = |11 (i, ) — I2(4, j)|.
= Complemento de una imagen: S(i,j) = L — I1(, 7).

= Producto de imédgenes: S(i,7) = I1(i,7) - I2(4, 7).

= Divisién de imdgenes: S(i,7) = [1(4,5)/I2(i, 7).

= Méximo de imégenes: S(i,7) = max([1(4,7), I2(4, j)).

= Minimo de imdgenes: S(i, j) = min(I; (3, 5), I2(7, 5))-

7.5. Formato de datos DICOM

Aunque no se va a profundizar en este tema, es conveniente mencionar el estdndar que se
estd imponiendo para la transmisién y almacenamiento de las imdgenes médicas: el estdndar
DICOM[105]9. DICOM responde a las siglas Digital Imaging and Communications in Medicine.
El método estandar para la transmisién de imagenes médicas y la representacion de la informacién
asociada aparecié en 1985 a partir de la colaboracién del American College of Radiology (ACR)
y el National Electrical Manufacturers Association (NEMA). Adem4s, el estindar DICOM lleva
desde 1999 trabajando en conjunto con el estdndar de interoperabilidad en medicina HL7.

DICOM ha sido adoptado ampliamente por hospitales y otros sistemas sanitarios. Ademés,
multiples fabricantes y proveedores de maquinaria para la obtencién de imdgenes médicas tienen
una declaracién de conformidad con el formato DICOM que establece claramente las clases DI-
COM que soportan. DICOM permite integrar la informacién que se obtiene a partir de escaneres
médicos, servidores en red, impresoras, etcétera en un sistema de almacenamiento llamado PACS
(Picture Archiving and Communication System).

Un objeto de datos DICOM consiste en un conjunto de atributos més la informacién de
la imagen. Un objeto DICOM sencillo puede contener solo la imagen. Sin embargo, también
puede contener multiples imdgenes de un mismo objeto permitiendo almacenar imagenes en tres
dimensiones e, incluso, imégenes en movimiento. Los pixeles de la imagen se pueden comprimir
usando diversos formatos de compresién, incluyendo JPEG o RLE.

Al agrupar la informacién en conjuntos de datos DICOM difiere de otros formatos de imagen.
Por ejemplo, un fichero que contenga un imagen de rayos-X contendra, ademés, el identificador
del paciente dentro del mismo fichero, asi como los pardmetros de adquisicién de la imagen. De
este modo, la imagen nunca ira separada de la informacién del paciente o de la forma en que se
adquirid, evitando posibles errores en el futuro y facilitando, en algunos casos y si fuese necesario,
el procesado posterior de la imagen.

4Se puede encontrar toda la informacién necesaria en la URL http://www.dicomstandard.org/.
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7.6. Notas bibliograficas

Beutel, Sonka y Fitzpatrick recopilan las fuentes de imagen médica y las principales técnicas
de su procesamiento en [106]. En Semmlow [107] encontramos técnicas de procesamiento de
senales e imagenes biomédicas basadas en Matlab.
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Capitulo 8

Aprendizaje automatico para la
ayuda a la decision médica

Supongamos un problema tipico de decisién médica: diagnosticar a un paciente tras observar
un conjunto de datos biomédicos. El mismo médico podria tener que decidir el mejor tratamiento
que debe aplicar a la persona que tiene esperando su decision o plantearse el prondstico del
paciente (por ejemplo, dosis de un farmaco). El sistema de ayuda a la decisién mds intuitivo
de imaginar es aquel que predice el diagndstico, prondstico o tratamiento adecuado utilizando
la informacién disponible relacionada con el paciente: conocimiento previo y datos biomédicos
procedentes del paciente.

Para llegar a disponer de esta ayuda debemos implementar una funcién que asigne la res-
puesta que maximice el beneficio del paciente teniendo en cuenta la informacién observada. En
este capitulo, trataremos el disefio de esta funcién mediante un conjunto limitado de casos pre-
viamente observados. Abordaremos por lo tanto el diseno de sistemas de ayuda a la decisiéon
mediante el aprendizaje automdtico.

Una vez descrita la metodologia de aprendizaje automético a nivel de bloque, profundizare-
mos en el disenios de los modelos predictivos. Partiremos de la teoria de la decision y la teoria
de la probabilidad, que nos proporcionaran una base racional para tomar las decisiones éptimas
en los problemas.

8.1. Diseno de modelos de prediccion

Un Clinical Decision Support Systems (CDSS) produce un resultado ttil para la decisién de
un profesional sanitario sobre un paciente a partir de la informacion disponible. El aprendizaje
automético se basa en el uso de patrones o regularidades en la informacién de los casos para
ajustar los modelos predictivos y, posteriormente, adoptar decisiones tales como su clasificacién
automadtica (por ejemplo, diagnosticar el tipo de arritmia de un paciente mediante hallazgos en
su ECG).

Estas regularidades pueden ser especificadas en forma de reglas mediante conocimiento ex-
perto de mayor o menor nivel de evidencia. El capitulo 16 profundiza en la especificacién de
conocimiento experto para su uso en razonadores semanticos para la ayuda a la decisiéon médica.
Esto permitiria aplicar las reglas a nuevos casos y realizar la decisién sobre el caso concreto
basado en la evidencia acumulada en las fuentes de conocimiento.

Podriamos también descubrir estas regularidades en casos del dominio del problema. Para
ello, se utiliza un conjunto representativo de casos del dominio del problema, llamado corpus
o dataset, que permite estimar las regularidades de la muestra con la que especificar una regla
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con la que resolver el problema de decisién en nuevas observaciones. Esta forma de proceder
se estudia en la disciplina del aprendizaje automético, que suele constar de las etapas descritas
en la figura 8.1. Entre estas etapas consta una fase de entrenamiento o ajuste de los modelos
predictivos para el CDSS. Esta fase partird de un corpus de entrenamiento con datos del dominio
del problema. Posteriormente, los modelos deberdan ser validados con un corpus de evaluaciéon
para poder estimar la capacidad predictiva de los modelos entrenados.

En primer lugar se realizarad el preprocesado de los casos para adecuarlos al uso posterior.
Esta etapa suele incluir diferentes pasos de procesado de datos multivariantes o de procesado de
senales biomédicas como los estudiados en el capitulo 6.

Una vez preprocesados los casos, se realizard una etapa de seleccion y extraccion de caracteris-
ticas que tiene como objetivo la obtencién de la mejor representacion de los casos para resolver
el problema. Esta etapa implica generalmente la comparacién de varios métodos alternativos
de seleccién y extraccion de caracteristicas, como los estudiados en el capitulo 4. Alternativa-
mente, también pueden extraerse caracteristicas interesantes mediante métodos de deteccion de
hallazgos en sefiales biomédicas (por ejemplo, pardmetros del complejo QRS de un ECG) o cuan-
tificacién de componentes (por ejemplo, concentraciéon de metabolitos en un Magnetic Resonance
Spectroscopy (MRS)).

El paso siguiente a la seleccién de caracteristicas consiste en la estimacion del modelo pre-
dictivo, que establecerd la regla de decisién del CDSS. Este es el propésito del capitulo actual, y
supone el nicleo de la metodologia del aprendizaje automatico. Generalmente, esta etapa con-
sistird, al igual que la etapa anterior, en la comparacién de diferentes métodos de prediccién con
el fin de elegir aquel con mayor capacidad de generalizacién. Para la selecciéon del método de
clasificacién podremos aplicar los métodos descritos en la seccién 14.4.

Para un correcto desarrollo del modelo predictivo se deberd aplicar una estricta metodologia
de evaluacién que incluya, tanto la etapa de seleccién/extraccién de caracteristicas, como la
etapa de estimacién del predictor. El capitulo 14 esta dedicado en su mayor parte a estrategias
y métricas para una correcta evaluacion de los modelos predictivos.

Reconocimiento: uso del CDSS en entorno médico

Caso de Seleccion/Extraccion Prediccion Prediccion,

Datos Preproceso icticas |1 i

Biomeédicos Test L de Caracteristicas del caso Ayuda a la decision
A A

1 1
Corpus de
entrenamiento

Figura 8.1: Etapas para el diseno de modelos predictivos.

=S T T
Seleccion/Extraccion Estimacion
de Caracteristicas del predictor

Evaluacién

Entrenamiento: desarrollo del CDSS

Una vez obtenido el modelo de prediccién el sistema puede implementarse para su uso dentro
del CDSS en un entorno médico. En esta fase, la entrada serd un nuevo caso de test, nunca
visto por el modelo predictivo. Para que el caso sea compatible con el modelo predictivo, debera
realizarse el mismo preproceso que durante el entrenamiento y aplicar el método de seleccié-
n/extracciéon de caracteristicas seleccionado. Con el resultado de estos pasos podremos invocar
la regla de decisién que implementa el modelo predictivo, obteniendo el resultado de decision
para el caso particular de estudio.
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8.2. Problemas de aprendizaje automatico

Tras el modelo general de decision presentado en la seccién 3.3, podemos estudiar algunos
problemas tipo como la clasificacion, regresion 'y clustering que han sido ampliamente tratados
por la disciplina del aprendizaje automético.

Vapnik [108] describe el problema general de aprendizaje automdtico mediante tres elementos:

= Un generador produce muestras z € X siguiendo una funcién de distribucién de probabi-
lidad F(x).

= Un supervisor devuelve un valor y € ) tras observar cada muestra z, siguiendo una funcién
de distribucién condicional F'(y|z).

= Un decisor que recibe como entrada un conjunto de pares (x;,y;) de acuerdo a la distri-
bucién conjunta F(z,y) = F(x)F(y|x). Este decisor es capaz de implementar un conjunto
de funciones § = f(z,a),« € A para aproximar el valor y producido por el supervisor.

Las consecuencias de elegir § = f(x,a) cuando el decisor observa x, pueden expresarse
mediante una funcién de pérdida (o utilidad) L(y, §), que conforme a la ecuacién (3.37), asume
un riesgo condicional

R(glx) = EyolL(y, f(z, )], (8.1)

que para variables continuas sera:

R(gls) = [ L0y, fw.0))pllo)d, (82)
y para variables discretas:
R(jlz) = > Lly, f(z,0)p(ylz). (8.3)
yey

Ante una observacién x, el minimo riesgo que asume el decisor viene dado por la opcién que
minimiza el riesgo condicional, por lo que la regla de decision se define como

g < arg min R(y|z). (8.4)
jeY

En general, el decisor asumird un riesgo funcional en su tarea igual al valor esperado de la
pérdida de decidir § cuando el supervisor dice y, sobre los posibles valores conjuntos (z,y),

R(a) = Eu[Byo[L(y, f(2,a))]] = Ery[L(y, f(z,a))]. (8.5)

Por ejemplo, suponiendo que x e y toman valores continuos y condicionando sobre z, la ecua-
cién (8.5) se puede expresar como

R(a) = / L(y, f(z, 0))p(z, y)dwdy = / L(y, f(z, 0))p(@)p(y|c)dady. (8.6)

De forma general, el objetivo del aprendizaje automatico es encontrar la funciéon cuyo parametro
« minimice el riesgo segin la ecuacion (8.5).
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8.2.1. Clasificacion

En un problema de clasificacién, un decisor (llamado clasificador) que dispone de la infor-
macion ¢ € X de un nuevo caso, se pregunta cual es la etiqueta y elegida por el supervisor de
un conjunto Y = {y1,...,yc} (conjunto de sucesos inciertos). Por lo tanto, para un problema de
clasificacion, el espacio de decisiones D es el mismo que el espacio ).

Un clasificador puede representarse mediante un conjunto de C' funciones discriminantes

g={9;: X =>R,i=1,...,C}, (8.7)
asociadas al conjunto de clases ), y que tras observar x de una nueva muestra, asigna la clase
Yi COMo

Yi < argmaxg;(z), (8.8)
Ui 4+ arg ;1in hi(x), (8.9)
K3
hi(z) o« —gi(x). (8.10)

FEl clasificador éptimo a* es aquel cuyas funciones discriminantes corresponden a las funciones
de riesgo condicional (8.1),
hi(z) = R(gi|x),i =1,...,C. (8.11)

Regiones de decisién y fronteras de decisién

Como hemos visto en la ecuacién (8.4), la regla de decisién asigna un valor § a cada obser-
vacién z. Como consecuencia, el espacio muestral X' queda dividido en C' regiones de decision
disjuntas asignadas a cada posible valor de y; € Y. Asi pues, el decisor asigna la clase y; a una
observacion x que cae en una regién de decisién R;, esto es,

Ri={z:gi(x) > gj(x),Vj#i},i=1,...,C. (8.12)

Las caracteristicas de esas regiones de decisién dependeran de la topologia que pueda representar
el método de clasificacion.

La frontera de decision entre dos clases, y; e y;, es la frontera entre las regiones de decisién
de ambas clases. La frontera de decisién entre estas clases corresponde al conjunto de puntos
donde las funciones discriminantes correspondientes, g;(x) y g;(x), son iguales:

Fyy; = {71 9i(z) = gj(2)}, (8.13)
A su vez, la frontera de decisién 6ptima entre las clases y; e y; es el conjunto de puntos = donde
el riesgo condicional de elegir g; o y; es igual, es decir,

F;,, = {x: Rljila] = Rlyla}. (8.14)

YiYj

Clasificador de Bayes

En un problema de clasificacién es razonable pensar que el decisor desea reducir la probabili-
dad de errar en la prediccién de cada nuevo caso, por lo que la funcién de pérdida 0-1 (ecu. 12.7)
parece acertada para este propdsito. Como la decisién estard basada en la informacién observada
x, se puede expresar la decisién como una funcién f(z, ) dependiente de x y con pardmetros a.
Por tanto, se puede expresar la funcién de pérdida 0-1 como:

0 siy = f(z,«
LSy =1 ) ; E ; (8.15)
siy T,
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Para la clasificacién de un nuevo caso observado x, el decisor tendré una pérdida esperada
que viene dada por la ecuacién (8.1) y un riesgo global (8.5),

R(@) = [ X L f.0))plyla)p(a)de. (5.16)

yeY

La funcién de pérdida 0-1 hace que tinicamente los términos del sumatorio donde y # f(z,a)
sean distintos de 0. Mediante el suceso complementario se puede expresar el riesgo como,

Rle)= [ > pylo)p)de = | (1 - plylz))p(z)de. (8.17)
/y#f(mya) /

Podemos ver que 1 — p(y|x) es la probabilidad de error del clasificador dada la muestra z,
también llamada probabilidad de error a posteriori, p(error|z), por lo que el riesgo R(«) serd
el error esperado del clasificador, p(error), también llamado probabilidad de error o error de
generalizacién.

Por lo tanto, el clasificador 6ptimo o de minimo riesgo, asigna la clase y que minimiza el error
esperado condicionado a x. Esto es equivalente a asignar la clase que maximiza la probabilidad
condicional,

7" < argminp(error|z) (8.18)
yey

7* +  argmaxp(y|x). (8.19)
yey

A este clasificador se le denomina clasificador de Bayes, cuyas funciones discriminantes son

gi = plyilz),i=1,...,C, (8.20)

y sus fronteras de decisién

p(yile) = plyjlz),i=1,....C - Lj=i+1,....C (8.21)
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Figura 8.2: Clasificador de Bayes para dos clases y; e yo y observaciones unidimensinales
Zg.

La figura 8.2 muestra un clasificador de Bayes para muestras de las que se observa una
variable unidimensional x € R en dos clases y; e y2. El eje de abscisas representa el rango de
interés del espacio de la variable z y el eje de ordenadas representa la probabilidad conjunta
p(z,y),y € {y1,y2}. La solucién del problema define la regién x € R de decisién y; y la regién
r € Ry de decisién y,. La frontera de decisién entre ambas regiones es el punto zg, donde
p(y1]z) = p(y2|z). Finalmente, podemos observar que la probabilidad de error p(error) es la
suma de las dreas coloreadas en azul y verde que corresponden a la probabilidad de que una
muestra de una clase caiga en la regién de decisién asignada a la otra clase.

Funcién de pérdida asimétrica

El clasificador de Bayes (8.19), disenado mediante la funcién de pérdida 0-1, supone una
pérdida similar para cualquier tipo de error. Sin embargo, ciertas decisiones médicas pueden
tener pérdidas asimétricas, como por ejemplo cuando se trata de diagnosticar un tumor como
benigno o maligno. En este caso, decidir que el paciente tiene un tumor benigno cuando en
realidad es maligno puede tener una pérdida asociada mayor que diagnosticarlo como maligno
cuando realmente es benigno.

Para una clasificacion en el espacio Y = y1, ..., yc, la funcién de pérdida mediante la tabla de
pérdidas, donde cada celda i, j define la pérdida provocada por elegir 3; cuando la clase correcta
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€es Y;:
R v | Lix - Lic
Ly.g)=""| | , (8.22)
yo | Leqa -+ Loc

En un problema de clasificacién entre dos clases y1, y2 que estd definido por la siguiente tabla
de pérdidas asimétrica (L1 2 # La1):

(8.23)

El clasificador éptimo para este problema sera:

) oy Leap(zy2) < Ligp(z,y1)
Y2,  Loap(z,y2) > Liap(z,y1),

Il Ejemplo 8.1 (Diagnéstico de tumores benignos y malignos)
Un grupo interdisciplinar de diagnéstico decide que el diagnéstico erréneo de un tumor maligno
(m) supone una pérdida equivalente a cinco veces la pérdida de errar al diagnosticar un tumor
benigno (b) como si fuera maligno.

Si definimos como unidad de pérdida aquella producida al diagnosticar incorrectamente un
tumor benigno como maligno, la tabla de pérdida del problema queda como sigue:

por lo que la regla de decisién sera:

i Y, 5p(x, ym) < p(,yp)
Ym,  Op(@,ym) > p(T, 1),

y la frontera de decision sera:

0 : 5p(Ym|0) = p(ys|20)-

La figura 8.3 representa el riesgo asumido al clasificar el tumor como benigno R(g) y al
clasificar el tumor como maligno R(g,,). Podemos observar como el riesgo de clasificar como
benigno cuando el tumor es maligno es muy alto debido a la funcién de pérdida asimétrica, lo
que provoca que la frontera de decisién 6ptima zo se desplace hacia la derecha respecto a la
frontera de decisién del clasificador de Bayes zp, ampliando la regién de decisién de y,.
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Figura 8.3: Clasificador con matriz de pérdida asimétrica.

8.2.2. Regresion

En un problema de regresién, un decisor que dispone de la informacién x € RP de un nuevo
caso, debe aproximar con § = f(x) el valor y € R elegida por el supervisor que responde a
y = f(x)+ec SiyeRP entonces el problema se denomina regresién multiple.

Una funcién de pérdida adecuada para el problema de regresion es la funcion error cuadrdtico,

Ly, f(x)) = (y = (%)), (8.24)
por lo que el riesgo en la tarea de regresién sera
R(F)) = Byl 1) = [ (0= F0)?p(o. )y (5.25)

Como queremos minimizar el riesgo, podemos igualar su derivada respecto a f(x) a 0,

OR(f(x) _
0fx) — ofw

donde se ha ﬁJado a: al valor observado, por lo que si R(f(z)) es minimo, para cada  fijo, también
cada término [ (f(z) — y)*p(z,y)dy, debe ser minimo,

7o / (f(z) z,y)dy = 2/(y — f(@))p(z, y)dy = 0, (8.27)

: / (v — F(2))p(, y)ddy = 0, (8.26)

por lo que

A 1

flz)= T) /yp(x,y)dy = /yp(ylw)dy = Ey.lyl, (8.28)
por lo que la mejor solucién f (2), es el valor esperado de y condicionado a la observacién
de z.
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8.2.3. Estimacion de la densidad de probabilidad

En un problema de estimacion de la densidad de probabilidad, el decisor desea conocer la
densidad de probabilidad p(z) de la cual procede un conjunto de muestras observadas S. Para ello,
asume que la distribucién se encuentra representada en un conjunto de densidades p(z|«a), a € A.

Para este problema, la funcién de coste tipicamente elegida es

L(p(z, ) = —logp(z, «). (8.29)

8.3. El proceso de aprendizaje automatico

Recordemos que ante una observacién = la mejor decisiéon que se puede tomar es aquella que
minimiza el riesgo condicional, tal como expresa la regla de decisién (8.4).

El riesgo esperado es una estimacion de la pérdida esperada basada en el conocimiento de la
distribucién p(y|z) de los sucesos inciertos y dada la observacién x. Por lo tanto, cuanto mejor
conozcamos esta distribucion, mejor serd el calculo del riesgo y mejor la decision tomada.

La dificultad viene dada por el desconocimiento de la distribucién real de p(y|z). Por lo
tanto, debemos conseguir encontrar modelos que aproximen lo mejor posible dicha distribucién.
Precisamente, el proceso de aprendizaje automdtico permite aproximar, de forma implicita o
explicita, dicha distribucién mediante la incorporacién de la informacién proporcionada por
el conocimiento previo del problema y los experimentos realizados en relaciéon con los sucesos
inciertos.

8.3.1. Estimacién por maxima verosimilitud

Para aproximar la funcién de probabilidad p(y|z) dado un conjunto de observaciones inde-
pendientes e idénticamente distribuidas (iid) S = {s;} = {(x;,4:)}, i = 1,..., N, con x; € XP
e y; € R, el método de maxima verosimilitud trata de maximizar la probabilidad con la que se
obtendria el conjunto S si se generase con un modelo funcional f(S,#), siendo 0 los pardmetros
asociados de dicho modelo. En otras palabras, la estimacién por maxima verosimilitud consiste
en estimar los parametros 6 de modo que la funcién f(S,6) alcance su valor méximo. Por lo
tanto, la funcién de verosimilitud dependera de los datos observados S y nos dard como
resultado unos parametros 0. Puesto que las variables observadas se asumen independientes la
probabilidad conjunta serd, por la ley multiplicativa (3.2), el producto de las probabilidades
individuales:

£(8]S) = p(5]6)

1=1

0
p(s:16). (8.30)

Como se puede observar en la ecuacién (8.30) maximizar la verosimilitud nos dard el estimador
maximo-verosimil 8* que serd equivalente a maximizar el logaritmo de la verosimilitud:

0" = argmax L£(0]5)
0

= arg max log £(0|S
0 (615) (8.31)
N
= arg maleogp(siw).
0

i=1

©Juan M Garcia-Gomez et al. 149



Capitulo 8. Aprendizaje automdtico para la ayuda a la decision médica

Para obtener 6* bastaré con calcular las derivadas parciales de L(S|6) respecto de los pardmetros
e igualar a cero en busca de las singularidades que hacen maxima la funcién de verosimilitud:

9L(]S) _
0

Una vez se han estimado los pardmetros éptimos 6* del modelo, se podrad emplear para
predecir los valores de observaciones futuras, Sy, empleando f(Spew

o).

0. (8.32)

Il Ejemplo 8.2 (Forma de un tumor de estirpe vascular observada por MRI))

Un hallazgo de interés en las imagenes de resonancia magnética cuando se estudian tumores de
partes blandas suele ser la forma de la lesién, que indica la morfologia externa de la misma. De
forma categdrica, podemos asumir que la forma de una lesién, puede tomar uno de los siguientes
valores cualitativos: redonda, oval, lobulada, serpinginosa, fusiforme, cordon e irregular.

Un grupo multidisciplinar de diagndstico por la imagen quiere caracterizar la forma de los
tumores de estirpe vascular. Para ello, realiza un estudio aleatorio mediante el que obtiene un
conjunto de 81 muestras cuya histologias fueron linfangioma, tumor glémico, hemangiopericitoma
maligno, hemangioma o angioleiomioma.

Por el caracter cualitativo de la variable forma, x, deciden asumir una distribucién multino-
mial con vector de pardmetros p (la probabilidad de cada posible valor de la forma) y L = 1.
El vector de probabilidades p = (p1,...,pp) que define los pardmetros de una distribucién
multinomial puede ser estimado mediante maxima verosimilitud sobre una muestra de N casos
independientes S = (x;),i =1,...,N;x; € ND,E(?ZI a:id) = L, como

p = argmaxp(S|p) (8.33)
P
N
= argmaleogp(xﬂp) (8.34)
Poi=
= argmax » —m——— | | g (8.35)
po i M= 20
X
= ﬁzxi. (8.36)
i=1

De forma ilustrativa, un caso de forma oval estard representado por (0,1,0,0,0,0,0).
La estimacién por méxima verosimilitud de p puede calcularse mediante la ecuacién (8.36)
por conteo sobre el conjunto de muestras, obteniendo como resultado

p = (0,0370;0,1235; 0,0988; 0,5679; 0,0370; 0; 0,1358).

Como critica al método de maxima verosimilitud podemos observar en nuestros resultados que
segin la estimacién basada en los 81 casos de nuestra base de datos, no es posible que un tumor
de tipo vascular tenga forma de corddn, lo cual puede ser demasiado taxativo para cualquier
resultado estadistico. Existen soluciones que corrigen estos resultados mediante suavizado [109],
y aproximaciones que estiman la distribucién de los posibles valores de los parametros p, en
lugar de estimar un valor puntual, como veremos en el ejemplo 8.3.

Clasificador de maxima verosimilitud

La aproximacién cldsica del reconocimiento de formas describe el clasificador de Bayes (ver
seccién 8.2.1) en términos de probabilidades a priori y probabilidades a posteriori,
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g = argmaxp(yl|z)
yey

= argmax p(y)p(z|y)
yey

= argmaxlogp(y) + log p(z|y)
yey

= argmaxlog p(y) + log p(zy),
yey

donde p(y) y p(z|y) son estimados mediante maxima verosimilitud sobre el conjunto de muestras
de entrenamiento & = (x;,v;),i = 1,...,N. Para cada posible clase en Y = y1,...,y¢, la
probabilidad a prior se puede estimar como p(y) = N./N, y los pardmetros de la funcién de
densidad de probabilidad se calcula mediante la ecuacién (8.32).

8.3.2. Inferencia bayesiana en problemas de decision

El inconveniente de la aproximacion por maxima verosimilitud es que el verdadero problema
que se desea resolver no es p(S|0), es decir, la probabilidad de los datos dados los pardmetros sino,
precisamente, la probabilidad de los pardmetros dados los datos, esto es, p(0|S). La aproximacién
por inferencia bayesiana nos permiten resolver este problema a partir del teorema de Bayes (3.5).

Si se aplica este teorema al problema de hallar los pardmetros de un modelo dados los datos
p(0]|S) tendremos que

p(S10)p(9)
p(S)
que es la expresion fundamental de la aproximacion bayesiana donde p(S|0) es precisamente la

verosimilitud. La expresién p() es la probabilidad a priori y representa la informacién que
tenemos de antemano. Por ultimo, p(S) es la verosimilitud marginal o evidencia:

p(0]S) = (8.37)

P(S) = / P(S16)p(6)do. (8.38)

Con esta expresién podemos obtener p(6|S), denominada probabilidad a posteriori de los
parametros. En resumen, tenemos que:

verosimilitud x priori

posteriori = - -
evidencia

Una vez estimados los parametros del modelo se deseara predecir el valor desconocido de
una observacién futura s,e,. En este punto conviene sefialar que los pardmetros 6 no son fijos
y tnicos sino que, en la aproximacién bayesiana, siguen una distribucién de probabilidad. Por
tanto, se deberan integrar las predicciones del modelo respecto a la distribucién a posteriori de los
parametros. Esto es, dada la cantidad desconocida s,,¢.,, obtenemos la distribucién predictiva
final para dicha cantidad del siguiente modo:

P(Snew|S1s---,SN) = /p(snw|9)p(0|s17 ...,sn)d6. (8.39)

En ocasiones, el célculo de la integral de la distribucién predictiva final de la ecuacién (8.39) es
computacionalmente compleja. Un aproximaciéon muy empleada es encontrar un tinico valor con
densidad de probabilidad a posteriori maxima 6*. El uso de esta probabilidad a posteriori maxima
(o MAP, mazimum a posteriori) se suele describir como un método bayesiano, sin embargo
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esta caracterizacién es poco acertada, excepto cuando la estimacién del MAP se aproxima a la
ecuacion de la integral (8.39). Sin embargo, esta situacién no suele ser habitual.

La distribucién predictiva final puede tener otras formas en el caso de la regresion o la
clasificacion de observaciones. Cuando el objetivo es encontrar la distribucién predictiva final,
Ynew, PAra Un nuevo caso cuyas variables independientes han sido observadas X, se emplea la
siguiente expresion:

p(ynewlxneu)a (X17 yl)a (X27 y2)7 R (XN7 yN)) =

(8.40)
p(ynew|xneu178) = /P(ynew|xnew,9)17(9\3)6197

siendo § = {(z1,v1), (z2,¥2),..., (zn,yn)}. No se debe olvidar que, en este caso, la expresién
de la verosimilitud para estos casos sera:

N
£(018) = ] plwaln, 0).
n=1
El célculo de las expresiones indicadas suele ser bastante complejo. Analiticamente, para
las expresiones que estiman la probabilidad a posteriori de los pardmetros se puede lograr si se
cumple una condicién: que la probabilidad a priori de los pardmetros p() sea conjugada. Una
definicién formal de probabilidad a priori conjugada es la siguiente:

Definicién Sea P una clase de distribuciones a priori de pardmetros p(f) y sea F una clase de
distribuciones p(y|f), entonces la clase P es conjugada de la clase F si

Vp(y|0) € F Ap(d) € P = p(lly) € P.

En otras palabras, si al multiplicar la distribucién a priori por la verosimilitud va a resultar una
distribucién a posteriori (debidamente normalizada) que sea de la misma clase que la a priori.
Este tipo de conjugadas nos permite obtener expresiones analiticas del calculo de los parametros.
Sin embargo, no siempre el calculo de las expresiones se podran llevar a cabo de forma analitica.
Cuando esto ocurre, se emplean métodos de muestreo de Monte Carlo.

Il Ejemplo 8.3 (Forma de un tumor de estirpe vascular (cont. ejemplo 8.2))
Supongamos ahora que disponemos de conocimiento a priori sobre la forma de los tumores de
estirpe vascular, podemos entonces combinar dicho conocimiento con la informacién obtenida
por experimentaciéon mediante el Teorema de Bayes:

P(plS) = r(P)p(Slp).
p(S)
donde el conocimiento previo se expresa mediante p(p), que es la distribucién a priori de los
parametros que supondremos, que siguen una distribucién de Dirichlet, por ser la conjugada de
la multinomial. Los parametros a de dicha distribucién pueden interpretarse de forma intuitiva
como el conteo de un conjunto de muestras anteriores producidas por la distribucién multinomial
de parametros p. En nuestro caso:

a = (170,500, 367, 2203, 162, 62, 536)
Por otra parte, podemos expresar el conteo para cada valor de x como Efi 1 Xn, que resume el
experimento de N muestras del ejemplo 8.2:

N
D xa=(3,10,8,46,3,0,11).

i=1
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0
0.52 0.53 0.54 0.55 0.56 0.57 0.58

Pserpinginosa

Figura 8.4: Muestreo de p(serpinginosa) tras la estimacién de la distribucién final p(p|S).

Por las propiedades de las distribuciones conjugadas, la distribucién final (o distribucién a
posteriori) de p serd una distribucién de Dirichlet de pardmetros « + Efi 1 Xn, por lo que para
nuestro problema,

N
p(p|S) = Dir(a-&-an)

= Dir(173,510, 375, 2249, 165, 62, 547).

Para observar la distribucién que toman los pardmetros podemos muestrear, por ejemplo, mil
observaciones y obtener el histograma de la figura 8.4 para la forma “serpinginosa”, que vemos
que tiene una forma normal centrada en 0.55. Del mismo modo, podriamos observar que el valor
“cordén” ya no tiene una probabilidad 0 conforme calculdbamos por méaxima verosimilitud en el
ejemplo 8.2, sino que puede tomar valores distribuidos en torno a 0,015.

8.4. Notas bibliograficas

Los libros sobre reconocimiento de formas y aprendizaje automéatico de Duda, Hart & Stork [92]
y de Bishop [93] son fundamentales para conocer la disciplina y las técnicas de aprendizaje au-
tomatico.

La llegada del big data provocé el despegue de la aplicacion de las tecnologias del analisis
masivo de datos biomédicos. Tal como muestra la edicién del 2018 del Big Data and Artificial
Intelligence landscape [110] y el Al in Healthcare: Industry landscape [111] muchas de estas
tecnologias se han especializado en aplicaciones en las industrias de la salud y ciencias de la
vida. Si bien la definicién generalista de big data se refiere al tratamiento de grandes volumenes
de datos de alta velocidad, complejos y variables que requieren técnicas y tecnologias avanzadas
para su captura, almacenamiento, distribucién, gestién y andlisis [112].
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Sin embargo, la aplicacién de big data a salud pone el acento en el uso del anélisis de datos para
extraer informacién y tomar decisiones mejor informadas [113]. Big data en salud no tiene por
tanto la prioridad de manejar grandes conjuntos de datos o procedente de multiples fuentes. El
término se ha establecido como paraguas de los diferentes andlisis computacionales que permiten
obtener valor a partir del estudio de datos biomédicos. Por lo tanto, big data en salud se centra
en el desarrollo y aplicacion de técnicas computacionales para apoyar la investigacion biomédica
mediante el andlisis de datos procedentes de fuentes de datos diversas, complejas, desorganizados,
masivas, y multimodales, que pueden ser generados los investigadores, los hospitales, los centros
de salud y dispositivos méviles en todo el mundo, incluyendo informacién clinica, fenotipica,
genotipica, de comportamiento, de tratamiento, de exposicién, molecular e imagenes y otras
senales biomédica. Estos datos pueden ser utilizados para descubrir nuevos farmacos, estratificar
pacientes, determinar las causas genéticas y ambientales de las enfermedades humanas, predecir
prondsticos y supervivencia y para mejorar la gestién de los servicios sanitarios. Desde un punto
de vista tecnolégico, big data para salud se enfrenta a muchos desafios: la gran y creciente
cantidad de datos, la inherente variabilidad de la informacién, la complejidad de los procesos
generadores de informacion, el cardcter semi-estructurado de las fuentes de datos, la complejidad
de las preguntas clinicas y de los modelos biomédicos. Ademads, es necesario validar y actualizar
las soluciones computacionales para dar un servicio preciso a la clinica y a la investigacién
traslacional.

Tal es el interés, que informes como el emitido por Deloitte [114] conffan la inteligencia ar-
tificial y la evidencia extraida del mundo real para desbloquear el valor de los datos de salud.
Los datos del mundo real (RWD) proporcionan la informacién necesaria para que los investiga-
dores puedan desarrollar una medicina mas precisa y los médicos puedan predecir la respuesta
de los pacientes a los tratamientos. Asi pues, big data para salud se estéa convirtiendo en una
infraestructura prioritaria para los servicios de salud y un activo empresarial fundamental.

Los ejemplos de mayor magnitud que encontramos en Europa estdn coordinados bajo el
programa marco Horizonte 2020, la Agenda Digital de la Comisién Europea y la colaboracién
publico/privada con la industria farmarcéutica. Especificamente, se han definido y estdn en
desarrollo las teméticas “Big Data for Better Outcomes” del programa de trabajo IMI y “Big
Data supporting Public Health policies” del programa de trabajo “Health, demographic change
and well-being”. La Comisiéon Europea estd realizando una gran inversiéon en la busqueda de
nuevos paradigmas de gestion activa de la salud, incluyendo prevencién primaria, gestién de
crénicos pluripatoldgicos, ancianidad, enfermedades complejas y condiciones genéticas.
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Capitulo 9

Funciones discriminantes, Redes
Neuronales y Maquinas de vectores
soporte

En este capitulo estudiaremos los fundamentos de las funciones discriminantes como solucion
al problema de clasificacién. Relacionadas con las mismas, estudiaremos también las redes neuro-
nales y las maquinas de vectores soporte. Para conocer la disciplina y las técnicas de aprendizaje
automdético es recomendable acercarse a los libros de Duda, Hart y Stork [92] y de Bishop [93].

9.1. Funcidén discriminante lineal

El objetivo de los problemas de clasificacién es asignar, a un objeto observado x, una clase
de entre |)| clases posibles. Donde ) es el conjunto de todas las clases posibles para el problema
y donde la clase a la que pertenece el objeto se anota como y € ). Como se indica en la
seccion 8.2.1, el espacio muestral donde se representan las instancias observadas queda dividido
en regiones de decision separadas por las fronteras de decision. El clasificador se representara
mediante un conjunto de || funciones discriminantes, como indica la ecuacién (8.7). Cuando se
aplica una funcién lineal al vector x se le denomina funcion discriminante lineal:

g(x) = wlx + wy, (9.1)

donde w es un wector de coeficientes, también llamado wvector de pesos, y wqg es el término
independiente.

Inicialmente se centrard la atencién en el problema més sencillo que consiste en discriminar
un objeto entre dos clases posibles y; e y2, donde cada clase deberia representarse mediante
sendas funciones discriminantes lineales g1(x) y ¢g2(x). La regla para clasificar los objetos x serfa
decidir la clase cuya funcién discriminante es mayor, esto es,

i = Y1 sigi1(x) > g2(x) 9.2)
Y2 stogi(x) < ga(x).

155



Capitulo 9. Funciones discriminantes, redes neuronales y SVM

Sin embargo, ambas funciones pueden ser simplificadas en una dnica funcién cuando solo se
consideran dos clases, ya que

9(x) = g1(x) — g2(x)
= (w1 — w2)"x + (wig — wa) (9.3)

=wlx + wg.

En este caso la regla de clasificacién sera:

. y1 sl g(x) >0
Y2 si g(x) <0.

La frontera de decisién entre las dos clases corresponderd a los puntos donde la funcion
discriminante es igual a cero, esto es g(x) =0

F={x:9(x) =0}

Cuando un objeto observado cae en la frontera de decision el objeto x se puede asignar
arbitrariamente a cualquiera de las dos clases o puede dejarse indefinido. La frontera de decisién
F divide el espacio en dos regiones disjuntas asociadas a cada una de las clases: R a la clase y;
vy R2 ala clase ya. Si g(x) es una funcién discriminante lineal, esta frontera de decisién serd un
hiperplano separador.

A continuacién se analizan algunas propiedades geométricas de las funciones discriminantes
lineales. Supongamos que se toman dos puntos distintos, x; y Xo, que pertenecen a la frontera
de decision F. Por definicién,

WTXl + wp = wa2 + wp.
Eliminando los términos independientes se obtiene w7 (x1 —x2) = 0. Este resultado nos muestra
que el vector de pesos w es normal al hiperplano separador, ya que su producto escalar con el
vector que definen los puntos x; y x2 es nulo (ver figura 9.1). Por tanto, se deduce que el vector
de pesos, w, determina la orientacién del hiperplano separador. Ademds, como x pertenece a
la regién R si g(x) > 0, sabemos que el sentido del vector apunta a dicha regién. La funcién
g(x) ofrece también una medida de la distancia de x al hiperplano F. Para entender esto se
puede expresar x como la suma de su proyeccién, x,, sobre el hiperplano F maés el producto de
la distancia r por el vector unitario de w:
w
x xp—|—7"||wH. (9.4)
Teniendo en cuenta que g(x,) = 0, si aplicamos la funcién discriminante a la ecuacién (9.4)
tenemos g(x) = r||w||, por lo tanto la distancia r sera:

r= , (9.5)

ya que la distancia siempre debe ser r > 0.
A partir de la ecuacién (9.5), se puede deducir la distancia del hiperplano F al origen de
coordenadas. Como ¢(0) = wy, la distancia es:
r= 0 (9.6)

[wll
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T2
Ry
~ w
R2
e x
wl
, 7 o)l
’ [wl|
/ Xp

Figura 9.1: La geometria de una funcién discriminante lineal en dos dimensiones. La fronte-
ra de decisién, en color magenta, separa el espacio bidimensional en dos regiones disjuntas,
R1 v Rs. Esta frontera es normal al vector w y su desplazamiento viene definido por el
parametro wy.

Por tanto, si wg > 0 el origen de coordenadas estara en el lado positivo de F. Si wg < 0, el origen
de coordenadas estard en el lado negativo del hiperplano separador. Finalmente, si wyg = 0 el
hiperplano F pasard por el origen de coordenadas. Ver figura 9.1.

9.1.1. Clasificacién de multiples clases

El problema de clasificaciéon con multiples clases aparece cuando el niimero de clases a discri-
minar es |J| > 2. En este caso la simplificacién realizada en la ecuacién (9.3) no puede llevarse
a cabo. En su lugar, se empleard una funcién discriminante lineal g;(x) para caracterizar cada
clase y; € Y, Vi = 1,...,]Y|. Bajo estas condiciones la regla de clasificacién serd

§" = argmax g;(x). (9.7)
i

Como se comenta en la seccién 8.2.1, esta regla es equivalente a escoger la clase y; cuando
gi(x) > gj(x), para todo i # j. La frontera de decisién entre cada par de clases y; e y; se
compone de aquellos puntos que cumplen g;(x) = g;j(x). Esta frontera de decisién F;, es también
un hiperplano separador definido como

(wi — w;)"x + (wio — wo;) = 0, (9.8)

y tiene la misma forma que la frontera de decisién descrita para el problema de las dos clases y,
por tanto, también tiene las mismas propiedades geométricas. El clasificador lineal para multiples
clases divide el espacio muestral en |Y| regiones disjuntas, conexas y convexas.

Hasta aqui hemos visto las funciones discriminantes lineales y sus propiedades para clasificar
las observaciones x en base a la regién a la que pertenece una vez aplicada la regla de clasificacién.
Sin embargo, necesitamos algoritmos capaces de obtener los valores adecuados para el vector de
pesos de cada funcién discriminante w;, asi como los valores de los términos independientes w;g.
A continuacién se presentan algunos de los algoritmos més conocidos para el ajuste de estos
parametros.
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9.1.2. Estimacion de parametros por minimos cuadrados

El método de minimos cuadrados se aplica habitualmente a problemas en los que se debe
resolver un sistema de ecuaciones sobre-determinado, es decir, con mas ecuaciones que incégnitas.
La resolucién exacta de estos sistemas de ecuaciones no suele ser posible. En su lugar, se busca
minimizar una suma de cuadrados. El caso tipico es el de la regresion lineal donde se tienen
N observaciones, que corresponden con las N ecuaciones, y d variables independientes, que
corresponden a las d incégnitas, siendo N > d. En la regresion lineal se trata de minimizar la
suma de residuos al cuadrado.

En clasificacién se puede emplear el método de los minimos cuadrados para ajustar los
parametros de las funciones discriminantes lineales. Inicialmente, se considera la clasificaciéon de
dos clases para lo que unicamente se necesita una funcién discriminante lineal como muestra
la ecuacién (9.3). Partiendo de una muestra S = {(x;,4;)} parai = 1,..., N, con x; € RP ¢
yi € {+1,—1}, se puede expresar cada una de las observaciones como la combinacién lineal de
los pardmetros de la funcién discriminante y las variables independientes:

Y1 = wo +wir11 + weri12 + ... +wprip + €1
Y2 = Wo + W1T21 + Wakoy + ... +Wpxap + €3 (9 9)

YN = wo + wi1ZN1 + W2kN2 + ... F WDIND + EN

y en forma matricial

Y = XW +E, (9.10)

donde X es la matriz de observaciones aumentada® y el vector Y contiene las clases asociadas
a dichas observaciones; la matriz W es la matriz de parametros, incluyendo el término indepen-
diente wq; por ultimo, E es el vector de residuos, que es el error a minimizar. Concretamente,

Y1 1 z11 z12 ... ZiD
Y2 1 xo1 x22 ... T2p
Y = ; X = ;
YN 1 xy1 N2 ... ZND
wo
€1
w1
€2
W = wy | E =
enN
wp

2La matriz X es aumentada porque incluye un vector columna de unos que se multiplica por la constante
del término independiente.
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Para obtener los valores apropiados de W que minimicen la expresién tenemos que E =
Y — XW y, por la resolucién de minimos cuadrados, el problema se plantea como minimizar la
expresion

E(W) = |[EB[? =[|(Y - XW)]? (9-11)

derivando con respecto a W, igualando a cero y reajustando la expresion se obtiene la siguiente
solucién para el célculo de la matriz de pesos:

W= (XTxX)"1xTy. (9.12)

Cuando se trabaja con multiples clases, || > 2, es conveniente emplear una codificacién 1-
de-C que convierte la salida en un vector binario donde la posicién de la clase a la que pertenece
la observacion toma el valor 1 y el resto toman el valor 0. En este caso, el vector de clases Y se
convierte en una matriz donde la fila i es el vector codificado 1-de-C que representa la clase a
la que pertenece la observacién x;. El vector de pesos W también se convierte en una matriz de
dimensiones (D + 1) x | V|, cuya fila k contiene el vector wy, = (wr, wy). El célculo de la matriz
de pesos es equivalente a la expresién de la ecuacién (9.12).

Un problema importante de la estimacién por minimos cuadrados para modelos lineales es
su falta de robustez frente a observaciones atipicas. En presencia de datos anémalos distribuidos
asimétricamente la estimacién por minimos cuadrados puede ser sesgada e ineficiente.

9.2. Redes neuronales

Las redes neuronales artificiales (ANN, por sus siglas en inglés) [115, 116] son modelos muy
empleados en las tltimas décadas para clasificacion y regresién. Estos sistemas se caracterizan
por ser adaptativos, distribuidos y paralelos. El conocimiento que almacenan estos modelos,
y que infieren a partir de observaciones, se distribuye a través de los pesos de las conexiones
entre las unidades basicas de procesamiento. Las redes neuronales son capaces de generalizar a
partir de observaciones ruidosas o incompletas. Existen multitud de tipos de redes neuronales
artificiales, pero en esta seccién nos centraremos unicamente en las redes conectadas totalmente
hacia adelante (feed-forward), también conocidas como perceptrén multicapa. Este tipo de
redes son capaces de ajustar cualquier tipo de funciéon por compleja que sea. Todo depende del
nimero de unidades bésicas que se empleen para ello [117].

Las redes neuronales artificiales son modelos conexionistas que intentan emular el comporta-
miento de los sistemas nerviosos donde el elemento fundamental es la neurona. Del mismo modo,
en las ANN el elemento fundamental seran las unidades basicas de procesamiento basadas en el
perceptréon de Rosenblatt.

9.2.1. El perceptréon

El perceptrén de Rosenblatt [118] es un ejemplo de modelo discriminante lineal capaz de
discriminar dos clases. Dadas unas observaciones x en un espacio D-dimensional, la expresion
general del perceptrén es

y= f(iwdzﬁwo) (9.13)

donde f es la funcién de activacién que se verd a continuacién; x; es la entrada j-ésima de la
neurona, equivalente a las dendritas en una neurona; w; el peso de esa entrada en el proceso
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de activacion de la unidad, equivalente a la conexién entre neuronas, pudiendo ser excitadoras
-pesos positivos- o inhibidoras -pesos negativos-; wp es el componente independiente, conocido
como bias, que se corresponderia con el umbral que desencadena la sinapsis eléctrica; la funcion
de salida y seria equivalente a la salida de la neurona. En ocasiones, el bias se integra en el
sumatorio de la expresién (9.13), siendo multiplicado por una entrada zp = 1, de modo que la
expresion queda

0 (9.14)

~ 1w

La funcién de activacién desempena un papel destacado en la unidad perceptréon ya que determina
y delimita los posibles valores de salida.

D
y=1r < > wdfcd>
d—

1A
w1

To_ W2

N wWo

Figura 9.2: Tlustracién del modelo perceptrén. La entrada se compone del vector x cuyas
componentes se combinan linealmente con las componentes del vector de pesos w, inclu-
yendo el bias wy que se multiplica por 1. A esta integracién también se la conoce como
funcién de red. Posteriormente, se aplica la funcién de activacién cuyo resultado serd el
valor de salida de la unidad.

El perceptrén presenta una limitacién importante ya que inicamente puede discriminar pro-
blemas dicotémicos linealmente separables [119]. Sin embargo, si se conectan varios perceptrones
entre si se puede llegar a aliviar ambas limitaciones. En la seccién 9.2.3 se verd un tipo de red
neuronal artificial que conecta perceptrones para superar estos problemas: el perceptréon multi-
capa.

9.2.2. Funciones de activacion

Existen multiples funciones de activacién aplicables a un perceptron. Las funciones de acti-
vacién mas empleadas son:

Funcién escalén: es la forma mas facil de definir la activacién de una unidad. Si la combinacion
lineal de las entradas y los pesos supera un cierto umbral establecido, la activacién es 1. Si
no lo supera, la activacion es 0. La derivada de esta funcién es 0, por lo que no se puede
emplear con algoritmos de aprendizaje basados en descenso por gradiente. Se comenta aqui
por motivos histéricos. La funcién escalén queda definida por la siguiente expresion:

1 six>=40

Ja) =

0 sizx <6
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9.2. Redes neuronales

Funcién lineal o identidad: la funcién lineal o identidad responde a la expresién f(x) = x.
Su derivada es f'(z) = 1.

Funcién logistica: es una funcién sigmoide mondtona creciente con limites asintéticos inferior,
0, y superior, 1. Al contrario que en la funcién escaldn, la funcién logistica es continua y

derivable en todo el intervalo. Se define como:
) 1
@)= 1=

cuya derivada es:

f'(@) = f)(1 - f(=))

Funcién tangente hiperbdlica: es una funcién sigmoide monétona creciente, continua y de-
rivable con limites asintéticos inferior, —1, y superior 1. Se define como:

et —e *
et +e 7T

f(z) = tanh(z) =

cuya derivada es:

f@)=1- f(x)?

Funcién softmax: la funcién softmax se emplea generalmente para obtener una interpretacion
probabilistica en la salida de las redes neuronales ya que normaliza los valores de las
unidades empleando la siguiente expresién:

N exp{z;}
T = 5 oot

Su derivada se expresa asi:

K zi) = F@i) (1= flas)) sii=j
%4 faf) s

Funcién lineal rectificada: la funcién lineal rectificada [120] es uno de los grandes avances
en el desarrollo de las redes neuronales de principios de siglo, especialmente en la ltima
generacién de redes neuronales conocida como deep learning. Esta funcién de activacién
permite representacion dispersas de los datos al saturar exactamente en 0, ademés cuando
el valor de activacion es mayor, que uno su derivada es exactamente 1 lo que evita un
problema comun en redes profundas donde el gradiente puede anularse al entrenar la red.
Este problema se conoce en inglés como vanishing gradient [121]. Se define como:

f(x) = méx (0,z)

cuya derivada es:

1 six >0
F(a) =

0 siz <0
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Funcién lineal rectificada paramétrica: la funcién lineal rectificada [120] tiene una desven-
taja potencial durante la fase de entrenamiento debido a que el gradiente puede ser 0
cuando no se activa la unidad, lo que podria provocar que dicha unidad no se ajusta-
se a los datos. Para evitar este problema surge la funcién lineal rectificada paramétrica
que, compromete la saturaciéon exacta a 0 mediante un pardmetro «, a cambio de poder
optimizar la unidad perceptrén durante el entrenamiento de la red. Se define como:

T six>=0
fla) =
ax siz <0
cuya derivada es:
, 1 six >0
fl(x) =

« six <0

Funcién lineal rectificada exponencial: esta funciéon propone rectificar la funcién lineal me-
diante una aproximacién exponencial con el fin de aproximar la activacién media de la
unidad a 0, consiguiendo un entrenamiento més rapido a la vez que evita el problema de
anulacién del gradiente [122]. Su expresién es:

siz>=0
fz) =
alexp(z) — 1) siz <0
cuya derivada es:
, 1 siz>=0
F(a) =

a+ alexp(z) + 1) siz <0

9.2.3. El perceptron multicapa

Existen multitud de arquitecturas de redes neuronales artificiales. Una de las mas empleadas
son las redes totalmente conectadas hacia adelante, también conocidas como perceptrones mul-
ticapa. En estos modelos se tienen numerosos elementos simples de procesamiento -perceptrones-
conectados unos con otros y dispuestos en capas. Una capa es un conjunto de unidades cuyas
entradas provienen de la misma fuente (la entrada x u otra capa de unidades), y cuyas salidas
se dirigen al mismo destino (la salida y u otra capa). La capa de entrada estd compuesta por
unidades que reciben la informacion directamente del vector de observaciones x, transmitiendo
esta informacién a la siguiente capa a través de las conexiones entre ellas. Cabe mencionar que,
en muchas ocasiones, la capa de entrada no se considera realmente una capa. Esto sucede cuando
se considera que las capas estan conformadas por las conexiones entre unidades w en lugar de
por las unidades. La capa de salida esta formada por las unidades que devuelven la respuesta
final de la red. Estas unidades pueden estar directamente conectadas con la capa de entrada o
con una capa intermedia llamada capa oculta. La capa oculta puede estar conectada a su vez
a otra capa oculta. El perceptrén multicapa funciona como una caja negra donde la entrada y la
salida son conocidas, pero los valores intermedios que pasan por las capas ocultas no. Asi pues,
las unidades que forman parte de las capas ocultas no tienen contacto directo con la entrada ni
con la salida. En la figura 9.5 se puede observar un esquema de red hacia adelante.
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9.2. Redes neuronales

Figura 9.3: Tlustracién de las funciones de activacién (izquierda) y sus derivadas (derecha)
para la funcién lineal o identidad (arriba), logistica (centro) y tangente hiperbdélica (abajo).
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Figura 9.4: Ilustracién de las funciones de activacién (izquierda) y sus derivadas (dere-
cha) para la funcién lineal rectificada (arriba), lineal rectificada paramétrica con o = 0,2
(centro) y lineal rectificada exponencial (abajo).
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ij

Figura 9.5: Ejemplo de arquitectura de un perceptrén multicapa con dos capas ocultas
y una de salida. La entrada consta de un vector con tres variables x = (x1, xa, x3), por
tanto, son necesarias tres unidades de entrada. La salida consta de dos unidades, lo que
equivale a dos clases para discriminar. Los pesos de las conexiones se definen como wfi
donde k hace referencia a la capa a la que llegan las conexiones, i se refiere a la unidad a
la que llega la conexién y j se refiere a la unidad de la que sale la conexién. Los valores

de bias estan representados por un valor 1 y son considerados una conexion mas.
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En un problema de clasificacién con |Y| clases a discriminar, la capa de salida de un per-
ceptrén multicapa consta exactamente de |Y| unidades. Cada unidad de salida se corresponde
con una funcién discriminante para la clase correspondiente. De este modo, como se vio con las
funciones discriminantes lineales, el espacio muestral queda dividido en |)| regiones. Las capa-
cidades de un percetrén multicapa dependen directamente de la arquitectura que se emplee. La
arquitectura se refiere a la descripcién del nimero de unidades en cada capa, del nimero de capas
en la red, de la funcién de activacién de cada capa y de las conexiones entre las capas. Segun
la arquitectura de la red se podré describir una topologia mas o menos compleja. Una red sin
capas ocultas divide el espacio muestral en regiones disjuntas, conexas y convexas con fronteras
lineales; si la red cuenta con una capa oculta, el espacio queda dividido también en regiones
disjuntas, conexas, pero no convexas, a partir de fronteras lineales a trozos; una red con dos
capas ocultas divide el espacio en regiones disjuntas, pero pueden ser no conexas y no convexas.
Hasta el desarrollo del deep learning, no se empleaban mas de dos capas ocultas porque se consi-
deraba suficiente para ajustar cualquier funcién y, ademds, anadir més capas ocultas introducia
el problema de la anulacién del gradiente lo que impedia entrenar correctamente redes con mas
capas ocultas. Actualmente, con el desarrollo de nuevas estrategias como las de pre-aprendizaje,
las nuevas funciones de activacién rectificadas y el entrenamiento mediante dropout se ha conse-
guido llevar a cabo con éxito el entrenamiento de redes neuronales con mas de dos capas ocultas,
en lo que se considera la tercera generacion de las redes neuronales después de la primera —la
invencién del perceptrén—, y la segunda —la invencién del algoritmo de retropropagacion del error
para entrenar perceptrones multicapa—.

9.2.4. Algoritmos de aprendizaje

Hasta ahora se han visto las redes neuronales como modelos no lineales que ofrecen un vector
salida y a partir de un vector de entrada x que se transmite hacia la salida mediante unas
conexiones entre unidades con cuyos pesos se combinan linealmente y a las que se les aplica una
funcién de activacién. Sin embargo, no se ha descrito ningun algoritmo para ajustar los pesos de
las conexiones w ni los bias wy de modo que aprendan a partir de las observaciones. Para ello,
la aproximacién es minimizar una funcién de error que dependa de los parametros w.

Asi pues, dado el conjunto de observaciones S = {(x1,y1), (X2,¥2),--., (Xn,yn~)}, donde x,
son los vectores de caracteristicas e y, es el vector de salida que sigue una codificacién 1-de-
C, donde se activa a 1 inicamente el elemento del vector correspondiente a la clase a la que
pertenece la observacion, se debe minimizar la funcién de error

N
1 .
E(w) = 53 llya - ull? (9.15)
n=1

donde y,, = f(x,, W), esto es, el valor de la red neuronal con pardmetros w para la entrada x;,.

Asf pues, el ajuste de los pesos trata de hallar un vector w de manera que el error F(w)
se minimice. Para ello, los métodos de descenso por gradiente permiten ajustar los parametros
de manera iterativa hasta llegar a un minimo local de la funcién de error E(w). Durante el
algoritmo de entrenamiento, los pesos de la red convergen gradualmente a valores tales que cada
vector de entrada genere el vector de salida deseado.

El aprendizaje se basa en el algoritmo de retropropagacién del error. Inicialmente, los pesos
de las conexiones toman valores aleatorios pequeiios w(©). Después, estos valores se ajustan en
el espacio paramétrico sucesivamente con el objetivo de reducir el error:

w(tD) — w® L Aw(® (9.16)
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donde i es el nimero de iteracién y Aw® es el incremento de los pesos. El cdlculo de este
incremento se calcula como:

OF
p@wij
siendo p el factor de aprendizaje. Se puede ver que este incremento depende de la derivada
del error respecto de w. Por esta razén, siendo E(w) una funcién que depende de (x4, w), es
necesario que las funciones de activacién de las unidades sean derivables. En el algoritmo de
retropropagacién del error estandar se emplea la regla delta generalizada. Para explicar esta
regla, emplearemos una expresion escalar del error para la muestra n:

Aw =

(9.17)

1

E, = 3 Z(ynj — i)’ (9.18)

J

donde yy,; es el valor deseado para la salida j-ésima cuando la entrada a la red es la observacién
X, y donde §p; es el valor que devuelve la red para esa misma muestra y la misma unidad de
salida. Ademds, E = ), E, es la medida total del error. Partiendo de un modelo perceptrén
multicapa donde las unidades envian sus valores de salida a las capas siguiente y que tienen
funciones de activacién no lineales, mondtonas no decrecientes y derivables, llamaremos funcién
de red a la expresién

%

donde g; = x; si la unidad 7 es de entrada. De este modo, con la funcién de activacién no lineal
tendremos

gnj = fj(gnj) (920)

donde ¢ es diferenciable y no decreciente. Para obtener la generalizacién correcta de la regla
delta se debe establecer

oE,

Apwi; o< — 9.21
s o — 021)
De nuevo, aplicando la regla de la cadena tenemos,
oFE OE,, Ogn;
aqu‘, agnj aw]'i
Por la ecuacién (9.19), el segundo factor es
agnj 0 N ~
= p = Uns 9.23
awji 8wji zk: WikYnk = Yni ( )
Ahora se define,
OFE,
Onj = — 9.24
nj 8gnj ( )
Para calcular esta expresion se recurre de nuevo a la regla de la cadena:
oF 0E, Oyp;
8y = —oor B O (9.25)

Ogp; OYpj OYp;

©)Juan M Garcia-Gomez et al. 167



Capitulo 9. Funciones discriminantes, redes neuronales y SVM

Se calcula el segundo factor. Por la ecuacién (9.20) tenemos

6?;71]'
8971]’

= fi(gnj) (9.26)

que es la derivada de la funcién no lineal g; para la unidad j. Para calcular el primer factor, se
deben considerar dos casos. Primero, se asume que la unidad y; es una unidad de salida. En
este caso, de la definicion de FE, se sigue que

0E,
6@7@]’

= _(ynj - gnj)> (9'27)

que es el mismo resultado obtenido para la regla delta estandar. Asi, sustituyendo ambos factores
en la ecuacién (9.25) se obtiene la férmula para corregir los pesos de la capa de salida:

5nj = (ynj - gnj)f]/(gnj) (9'28)

Siu; no es unidad de salida, se puede emplear la regla de la cadena para derivar el primer
factor:

8En _ 8E7L agnk
8@71]’ & Ognk ayn]’

oE, 0 N
- ; agnk‘ ayn ; {Ohkidni

J

Z o, N (9.29)
—~ Ogni:
== bk
k
Sustituyendo ambos factores en la ecuacién (9.25), obtenemos
Sng = F1(9n3) Y Suktwrs, (9.30)
k

cuando la unidad u; no es de salida. Las ecuaciones (9.28) y (9.30) nos proporcionan un procedi-
miento recursivo para calcular los valores 0 para cada unidad de la red. Estos valores se emplean,
a su vez, para calcular las variaciones de los pesos de las conexiones de la red neuronal:

Anwji = pénjfl)ni- (931)

A este procedimiento se le llama regla delta generalizada y se aplica para entrenar per-
ceptrones multicapa con conexiones hacia adelante con funciones de activacion mondtonas no
decrecientes y derivables. En el algoritmo estdndar de retropropagacién del error la eleccién del
factor de aprendizaje 6ptimo es uno de los problemas comunes a la hora de abordar tareas de
aprendizaje. Generalmente, valores de aprendizaje pequenos convergen lentamente a la solucién,
mientras que para valores més altos, la convergencia es mas rapida pero la oscilacién mucho
mayor, pudiendo llegar a situaciones de divergencia en las que la solucién no se alcanza.

Otra version del algoritmo es el de retropropagacién con momento. La regla de aprendizaje
de este algoritmo es:

Aw) = 0 L AwO),
ow
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siendo p el factor momento que pondera el antiguo valor del peso de la conexién como parametro
para calcular el nuevo, introduciendo asi un factor de inercia. La introduccién de la inercia evita
algunos problemas de oscilacion en el algoritmo de retropropagacién e incrementa la velocidad
de aprendizaje de manera significativa.

El ajuste de todos los pardmetros de una red neuronal es bastante tedioso. La eleccion de
la arquitectura de red, el algoritmo de aprendizaje, sus parametros y establecer un criterio de
parada hacen que estos métodos necesiten una metodologia robusta para validar los modelos.
Habitualmente, se preparan una serie de redes neuronales con distinto ntimero de capas ocultas y
unidades en cada capa, cuyos parametros toman valores aleatorios inicialmente. Posteriormente,
se aplican distintos algoritmos de aprendizaje con distintos pardmetros y se entrena la red con un
conjunto de entrenamiento. Se establece un criterio de parada para no sobreajustar los modelos
y, finalmente, se comparan los resultados de cada modelo frente a los datos de un conjunto de
evaluacién.

9.3. MaAquinas de vectores soporte

Las maquinas de vectores soporte® (SVM, por sus siglas en inglés) se han convertido en un
método muy popular para resolver problemas de clasificacién y regresion. Son clasificadores no
paramétricos basados en las funciones discriminantes lineales. Las SVM son clasificadores dico-
témicos, ya que se limitan a discriminar 2 clases distintas. Para ello, las SVM tratan de hallar un
hiperplano éptimo que separe en dos regiones el espacio muestral de modo que cada region per-
tenezca a una clase. Intuitivamente, se considera que el hiperplano es éptimo cuando la distancia
entre los dos puntos mas cercanos de cada clase al hiperplano es maxima. A este concepto, clave
en las SVM, se le llamard margen. A continuacién, se verd un caso linealmente separable que
servira para derivar el cdlculo de los pardmetros de la funcién discriminante lineal que definird el
hiperplano 6ptimo. Posteriormente, se extendera la explicacion a casos no linealmente separables
y el uso de kernels.

9.3.1. Clases linealmente separables

Las SVM en su versién més sencilla son modelos lineales de la forma

g(x) = w'x + wp.

Como ya se ha dicho, los modelos de SVM discriminaran uinicamente dos clases. Asi pues, el
objetivo serd ajustar un hiperplano separador dado un conjunto de observaciones cuyas clases
son conocidas, S = {(x1,%1), (X2,2), - - -, (X, yn)}, donde x,, € R” son las observaciones y sus
respectivas clases y, € {—1, 1} son, por hipdtesis, linealmente separables.

El hiperplano definido por un modelo discriminante lineal es una funcién tal que

whix, +wyg>0 siy,=1

wix, +wo <0 siy,=—1

Sin embargo, lo que se busca con las SVM es un hiperplano separador éptimo que maximice el
margen entre las observaciones mas cercanas de cada clase. Para ello, se requiere que el hiperplano

Y A menudo se las conoce como mdquinas de soporte vectorial, pero es una traduccién errénea del inglés
support vector machines.
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F = {x: g(x) = 0} satisfaga las siguientes restricciones:

wix, +wo>1 siy, =1 (9.32)

wix, +wy < -1 siy,=-1 (9.33)

Estas condiciones se pueden resumir en una unica condicién sin mas que multiplicar por y, y
restar 1 en ambos lados de las desigualdades:

Yn(W'X, +wo) —1>0, i=1,...,N. (9.34)

Considérese un primer hiperplano H, = {x : g(x) = 1}, formado por los puntos que cumplen
la igualdad de la restriccién (9.32) y un segundo hiperplano Ha = {x : g(x) = —1}, formado por
los puntos que cumplen la igualdad de la restriccién (9.33). La distancia al origen del hiperplano
Hi serd |wo—1|/||w|| y la del hiperplano Hsg serd |wo+1|/||w||. Ambos son paralelos al hiperplano
separador, que determina la frontera de decisién, F, cuya distancia al origen es |wol|/||w]|. Asi
pues, no es dificil establecer que la distancia de los hiperplanos H; y Ho a la frontera F es
r = 1/||w||. Por tanto, la distancia minima entre dos clases, es decir, el margen serd m = 2/||w||
y no habrd ningin punto en la regién definida entre los planos H; y Ho (ver figura 9.6). Los
puntos que cumplan la igualdad de la condicién 9.34 son los llamados vectores soporte ya que,
si se eliminasen, la solucién final cambiaria totalmente. Por lo tanto, para optimizar el hiperplano
separador F lo que se debe buscar es maximizar el margen, lo que equivale a minimizar ||w||?,
sujeto a la condicién 9.34.

Figura 9.6: Tustracion del hiperplano separador en dos dimensiones y los hiperplanos
Hi v Ho que definen el margen maximo. El margen es la distancia entre H, y Hs. Los
puntos enmarcados por un circulo son los vectores soporte que definirdn los pardmetros
del hiperplano separador F.

Por conveniencia, el problema de optimizacion se resuelve mediante multiplicadores de La-
grange. En el método de Lagrange, las restricciones se multiplican por valores positivos o nulo
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An > 0y se restan a la funcién que se desea optimizar. Asi pues, la funcién lagrangiana a
minimizar queda:

N
1
Lp(w,wp, A) = 5||w\|2 = An(yn(Wxp + wo) — 1). (9.35)

n=1

Ahora, se debe derivar la funcién Lp(w,wp, A) respecto a w y wy, con lo que se obtienen las
siguientes condiciones:

N
W= Ayn (W Xy + wp), (9.36)
n=1
N
> Anyn =0. (9.37)
n=1

Si aplicamos estos resultados a la funcién Lp(w, wp, A) se obtiene una nueva lagrangiana conocida
como representacion dual:

N 1 N N
LD(A) = Zl )\n — 5 Zl Z_l )\n)\mynymxnxmv (938)
sujeta a las restricciones
Ay Am >0, n,m=1,...,N, (939)
N
Z Anyn = 0. (940)
n=1

La funcién dual Lp se maximiza derivando respecto a A e igualando a cero. El problema de
optimizacién satisface las condiciones de Karush-Kuhn-Tucker:

An 20, (9.41)
Yn(W'xy) =120, (9.42)
)‘n(yn(wan) - 1) =0. (9.43)

Cuando se cumplen las condiciones de Karush-Kuhn-Tucker, se garantiza encontrar una solucion
para problemas de optimizacién convexos como es el caso de las SVM. De este modo, dada la
condicion 9.43, para cada observacién x,,, o se anula el multiplicador de Lagrange, A\,, = 0, o bien
yn(Wrx,) = 1. Esto implica que solo los puntos que cumplan y,(w'x,) = 1 podrén tener un
multiplicador de Lagrange asociado no nulo, A,, # 0. Estos puntos serdn los vectores soporte y
perteneceran a alguno de los hiperplanos que forman el margen, H; o Ha. El conjunto de vectores
soporte se define como VS = {x,, : A,, # 0}.

Finalmente, la solucién 6ptima (w™*,wg, A*), una vez se tienen los valores éptimos de los
multiplicadores de Lagrange, \}, queda

N
wh = Z /\:zynxn = Z A:zynxn7 (9'44)
n=1 xXn €EVS
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Wo =Y — WXy, VX, €VS. (9.45)

Una vez se han obtenido los valores éptimos de los parametros del hiperplano separador se
pueden clasificar nuevas observaciones empleando la siguiente funcion:

g(X) = Z /\Z’ynXZX + wo. (946)
Xn€VS

Para clasificar nuevas observaciones a partir del modelo entrenado con los datos del conjunto S,
se evalia el signo de la funcién g(x), donde x es la observacién a clasificar. Si g(x) > 0, entonces
x pertenecerd a la clase positiva y si g(x) < 0, entonces pertenecerd a la clase negativa. Por
ultimo, si g(x) = 0, entonces x pertenecerd a la frontera de decisién F.

9.3.2. Clases solapadas

Hasta ahora se ha visto un caso linealmente separable, donde es posible encontrar un hiper-
plano que separe perfectamente todas las muestras de las dos clases. Ante este tipo de problemas,
las SVM ofrecen modelos que separan exactamente los datos. Sin embargo, los problemas reales
suelen presentar probabilidades condicionadas a la clase, p(x|y), que estdn solapadas. En estos
casos no es posible hallar una separacion lineal perfecta. Ante esta situacion, la optimizacion
anterior no encontraria una solucién 6ptima. Por esta razén las SVM pueden ser modificadas
para admitir que algunos puntos de entrenamiento puedan ser mal clasificados. Esto se puede
conseguir relajando las restricciones (9.32) y (9.33). Para ello se introducen unas variables de
holgura &, > 0 conn =1,..., N definidas como &, = |y, —g(x5)|. En la figura 9.7 se caracterizan
estas variables. De este modo, las restricciones quedan redefinidas como:

|
—_

WTXn + wo Z 1- fn si Yn = (947)

WTxn +wo < -1+ gn si Yn = -1 (948)

Estas restricciones se pueden resumir en una unica restricciéon al multiplicar por y, en ambos
lados de las desigualdades:

Yn(W'xp +wo) >1-¢&,, n=1,...,N. (9.49)

Cada vez que se encuentre un error, la variable de holgura asociada a la observacién mal
clasificada serd &, > 1. Por lo tanto, Y, &, serd una cota superior del nimero de errores de
entrenamiento. Se debe considerar que, aunque las variables de holgura permiten trabajar con
distribuciones solapadas, los datos anémalos® tienen una influencia importante ya que la cota
superior de error crece linealmente con &,.

Asi pues, la funcién objetivo a optimizar para maximizar el margen teniendo en cuenta que
las distribuciones de las clases pueden estar solapadas tendra en cuenta la cota superior de error
que estara controlada por un pardmetro constante C' > 0,

1 N
SIWIF+CY & (9.50)

n=1

°En este caso concreto, por dato anémalo se entiende una observacion que cae a una gran distancia de
la frontera de decisién y en la regién equivocada.
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Figura 9.7: Tlustracién de los valores de las variables de holgura &, > 0. Si una observacion
se encuentra en la regién correcta y en el margen o mas alla de él, entonces &, = 0. Si la
observacién cae en la regién correcta, entre el margen y la frontera de decision F, entonces
&, < 1. Sila observacién cae en la frontera de decision, entonces &, = 1. Si la observacion
cae en la regién incorrecta, entonces &, > 1. De ahi que 25:1 &, sea una cota superior del
error de clasificacion.

En el limite, cuando C' — o0, el resultado serd un modelo de SVM para el caso linealmente
separable. Asi pues, el objetivo para encontrar el hiperplano de separacién 6ptimo se debe mi-
nimizar la expresién (9.50) sujeto a la restriccién (9.49), junto a las variables de holgura &, > 0.
De nuevo, empleando multiplicadores de Lagrange tenemos

Lp(w, wo,A>:||w|\2+CZ£n ZA (Yn(WTx +wo) — 1+ &) — Zunﬁn, (9.51)

n=1 n=1

donde A\, > 0y py > 0 son los multiplicadores de Lagrange. En este caso, también se deben
cumplir las condiciones de Karush-Kuhn-Tucker:

An >0,
Yn(W'x +wg) — 1+ &, >0,
A (Yn (WX +wp) — 1+ &,) =0,
Hn = 0,

€7L Z 07

Nngn =0.
Derivando Lp con respecto a w, wqg y € e igualando a cero y sustituyendo de manera anédloga
al caso linealmente separable se obtiene la funcién lagrangiana dual:

N 1 N N
LD(A) = Z )‘n - 5 Z Z )\n)‘mynymxnxm- (952)
n=1 n=0m=0
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La expresion es idéntica que para el caso linealmente separable, excepto por las restricciones. Si
se deriva Lp respecto de &, se obtiene que A\, = C' — . Como A, > 0y uy, > 0, se deduce que
A < C. Asi pues, se debe minimizar 9.52 respecto a A, sujeto a las restricciones

0< M\ <G, (9.53)

N
> A =0, n=1,.. N (9.54)
n=1

Las restricciones como la (9.53) se conocen como restricciones de caja (box constraints, en inglés).
Finalmente, la solucién para los parametros es como antes

W= > AynX, (9.55)
Xn€VS
Wy =Yn — WXy, Vx, €VS. (9.56)

La tunica diferencia con respecto al caso linealmente separable es que los multiplicadores de
Lagrange tienen una cota superior en C. Esto quiere decir que el niimero de vectores soporte es,
generalmente, mayor que para casos perfectamente separables mediante un hiperplano.

9.3.3. Kernels

Hasta ahora, incluso empleando margenes con holgura, inicamente se han visto fronteras de
decisién lineales definidas mediante hiperplanos. Sin embargo, existe la posibilidad de generalizar
las fronteras de decisién a formas mas complejas. Para ello se emplean métodos de kernels, que
llevan a cabo una proyeccion de los datos de entrenamiento de su espacio original D-dimensional
a un espacio M-dimensional donde M > D, de tal forma que los datos, que originalmente no son
linealmente separables, puedan serlo en el nuevo espacio. Una de las grandes ventajas de las SVM
es la posibilidad de emplear kernels para calcular las fronteras de decisién, lo que proporciona a
estos métodos una gran flexibilidad para definir distintos tipos de fronteras.

Los modelos lineales pueden emplear una combinacién lineal de los pardmetros del modelo
y una transformacién de los datos, ¢(x), donde la funcién ¢ aplica dicha transformacién a los
vectores originales para pasar de un espacio R” a otro RM | esto es, ¢ : RP? — RM. De este
modo, el modelo lineal puede ser

9(x) = w'(x) + wo.

Es l6gico pensar que si los datos se proyectan a un espacio de dimensiones mayores el coste
computacional aumente en consecuencia. Sin embargo, lo métodos basados en kernels pueden
evitar la proyeccion explicita de los datos. Como se ha visto, el vector w se puede expresar como
una combinacién lineal de todos o algunos de los datos de entrenamiento, en base a los vectores
soporte escogidos, esto es, w = 25:1 anXy, donde ay, = A\yyy,. Asi pues,

N
g(x) = Z apXpX + wp. (9.57)

n=1
Cuando se emplea la funcién ¢(-) para transformar los datos, la expresién (9.57) toma la siguiente
forma

N
9(x) = and(xn)"(x) + wo. (9.58)
n=1

174 ©Juan M Garcia-Gomez et al.



9.3. Maquinas de vectores soporte

A esta representacién, empleando escalares v, para la combinacion lineal, se la conoce como re-
el b)

presentacién dual. El producto ¢(x)"¢(z), puede ser calculado de manera eficiente, sin necesidad

de proyectar los datos, empleando una funcién kernel, que se define como:

k(x,2) = ¢(x)" ¢(z). (9.59)
Al aplicar la funcién kernel en la expresion (9.58) se obtiene la expresién de la funcién discrimi-
nante en representaciéon dual con kernels:

Z ank(xp,X) + wp. (9.60)

Para emplear funciones de kernel vahdas se debe asegurar que el resultado del kernel es un
producto escalar en el espacio muestral. Es decir,

k(x,2) = $(x)"(2) = Z¢m<x>¢m>

Existe toda una aritmética para la construccion de kernels validos si se tiene uno o mas
kernels de partida. Tipicamente, los kernels mas empleados son los siguientes:

= Kernel polindmico: k(x,z) = (x"z + ¢)®.

= Kernel gaussiano: k(x,z) = exp(—ﬁﬂx— z||?). Donde o > 0 es el pardmetro que controla
la anchura de la gaussiana.

= Kernellaplaciano: k(x,z) = exp(—1|x—z[). Donde, del mismo modo, & > 0 es el pardmetro
que controla la anchura de la laplaciana.

La combinacién de un kernel adecuado y margenes con holgura proporcionan a las SVM la
capacidad de crear modelos a partir de casi cualquier tipo de problema con el que se encuentre.
De ahi su éxito como método para clasificar y ajustar regresiones en los 1ltimos afios.

Il Ejemplo 9.1 (Caracterizacién de kernels validos)

Si tenemos un espacio muestral bidimensional con x = (1, x2) y queremos comprobar si un kernel
k(x,2z) = (xTz)? es valido, siendo x,z € R2, todo lo que debemos hacer es desarrollar el producto
escalar y comprobar que se puede descomponer en el producto escalar de las transformaciones
de los vectores cuando se les aplica una funcién ¢(-). Veamos,

k(x,z) = (x"z)?
= (2121 + T222)°
(2.2 2 2
= (a72{ + 2x1212222 + 525)

2
21

= (a1, V20122, 23) - [ V22129
4
= ¢(x)" P(2).
Siendo la funcién de transformacién ¢(x) = (23, v/22129, #3). Es decir, la funcién de transforma-
cién es una aplicaciéon ¢ : ]R2 — R3, donde las funciones base se corresponden con ¢1(x) = 27,

pa(x) = V2r120 y P3(x) = 3.
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9.4. Notas bibliograficas

El Aprendizaje Profundo, también conocido del inglés como Deep Learning, ha conseguido
alcanzar niveles comparables a soluciones humanas en los 1ltimos anos. El aprendizaje profun-
do permite que los modelos computacionales compuestos de multiples capas de procesamiento
aprendan multiples niveles de abstraccién a partir de los datos [123]. Implementaciones de li-
brerias de redes neurales profundas como TensorFlow y Theano, computacién grafica y en red
y la gran cantidad de datos disponibles han permitido significativos avances en campos como
la visién por computador, el reconocimiento del habla, el procesamiento del lenguaje natural, el
reconocimiento de audio, el filtrado de redes sociales, la traduccién automatica, la bioinforméa-
tica, el diseno de farmacos, la segmentacion, clasificacién y prondstico de imagenes médicas, la
inspeccién de materiales y los programas de juegos de mesa [124].
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Modelos generativos

En los modelos generativos, la funcién discriminante se determina a partir de las probabilida-
des de la clase dado el objeto, P(y|x). Para ello, los modelos generativos utilizan la estimacién de
las funciones de densidad de probabilidad condicionadas por la clase p(x|y) y las probabilidades
de las clases a priori P(y) para resolver el problema de clasificacién. Es decir, la probabilidad a
posteriori de la clase se genera a partir de la probabilidad a priori de la clase y de la probabilidad
condicionada. Esto supone resolver un problema més complejo que el de la pura clasificacion,
pero a cambio podemos calcular las probabilidades a posteriori de las clases para los nuevos casos
observados.

10.1. Clasificador de Bernoulli

El clasificador generativo de Bernoulli es un clasificador de Bayes (ver seccién. 8.2.1) cuyas
funciones de densidad de probabilidad de cada clase son distribuciones Bernoulli D-dimensionales,
x|c ~ Be(pe) (3.2.1).

Por lo tanto, la regla de clasificacion que define un clasificador de Bernoulli serd elegir aquella
clase cuya funcién discriminante sea maxima,

¢" + arg max g.(x)
c

donde las funciones discrimantes son (8.21),

ge(x) = plc]x) (10.1)
_ p(e)p(x[c)
= e (10.2)

Puesto que el denominador de la ecuacién p(x) es comin a todas las clases, se deduce que la
clase que maximice (10.2) serd la misma clase que maximice al numerador, esto es,

plop(xle)y
argznax{w} = arg(r:nax {p(c)p(x|c)} (10.3)
= arg(r:nax { logp(c) + logp(x\c)} (10.4)
D
= argmax { log p(c) + Z x2glogpeq + (1 — xz4)log1 — pcd} (10.5)
¢ d=1
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Siendo ¢ cada una de las clases y d cada una de las variables. Se puede observar que la expresién
final es una funcién lineal de x, ya que g.(x) se puede expresar como

9e(X) = WX + weo, (10.6)

donde
w. = logp.—logl — p. (10.7)
wey = logp(e)+logl — pe. (10.8)

Si disponemos de N = >N, casos, podemos obtener la estimacién de los pardmetros de
nuestro clasificador mediante la maximizacién de la funcién log-verosimilitud

IOg ‘C(@) = Z 1ng(cn + Z Tnd 1ngcnd + (]- - wnd) logl — Pcnd,
n d

como
. N
=c 10.9
ple) = 57 (10.9)
1
Pe= 3 D Xn- (10.10)

Ne

La estimacion por maxima verosimilitud es asintoticamente insesgada. Esto significa que los
parametros estimados se aproximan al parametro real cuando el niimero de casos disponible
tiende a infinito. En términos préacticos, cuando el nimero de casos N es suficientemente grande.
En caso contrario, esto es, cuando se dispone de un ntimero de casos insuficiente el clasificador
estimado por méxima verosimilitud corre el riesgo de sobreajustar los pardmetros a las particu-
laridades de los casos de entrenamiento y no generaliza lo suficiente. Este problema se agudiza
cuando nuestra muestra no presenta todos los eventos posibles del espacio D-dimensional, lo que
provoca que alguno de los pardmetros sea nulo, provocando un aumento del error del clasificador
debido a estimaciones que se anulan por esta causa.

Una solucién 6ptima para evitar este problema es utilizar otros criterios de estimacién como
la inferencia bayesiana. Otra solucién es utilizar métodos de regularizacién o suavizado. Esto
quiere decir que el valor de los pardmetros aprendidos se “suaviza” para evitar los problemas
comentados anteriormente.

En distribuciones de Bernoulli podemos utilizar dos métodos de suavizado:

= Recortado simple. A partir de un umbral definido ¢, redefinimos cada pardmetro estimado
Ped COMO

€ , 81 Peg < €
Ped = l—€ ,sipgg>1—c¢€
Ped  €n otro caso.
= Simulacién de muestras. Anadimos una muestra artificial con todos los valores a 0 y otra

con todos los valores a 1 en cada clase. Esto consigue que ninguno de los pardmetros sea
nulo. Este planteamiento equivale a modificar la estimacién de p. como

) 1
Pe = Nc+2(1+zx”)'

Ne
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10.2. Clasificador multinomial

De forma similar al clasificador de Bernoulli, podemos definir el clasificador multinomial cuan-
do la observacion responde a una variable aleatoria multinomial X = (X1,..., Xp), ZdD:1 Xys=1L
(ver seccién 3.2.3) de pardmetros L, p, y por lo tanto las funciones de densidad de probabilidad
de cada clase son distribuciones multinomiales x|c ~ Mult(L, p.) (3.2.3).

Por lo tanto, la regla de clasificacién definida por un clasificador multinomial seréd elegir
aquella clase cuya funcién discriminante sea maxima,

¢* + arg max g.(x)
(&

con funciones discriminantes lineales de la forma

arg max {gc(x)} = argmax {p(c\x)} (10.11)
= argmax { logp(c) + log L! — Z log zq! + Z T4 logpcd} (10.12)
i d d

= argmax { log p(c) + Z Zq logpcd} (10.13)

¢ d

- g )
= argmax< We + W.X (10.14)

donde

weo = log p(c) (10.15)
w. = log pe. (10.16)

El estimador maximo-verosimil para el clasificador multinomial con N muestras de entrena-
miento es de nuevo compatible con el valor esperado para cada clase de la distribucién multino-
mial:

Ne

N (10.17)

ple) =
P D
¢ ch Zd Xnd ne "

Un uso tipico del clasificador multinomial sera la clasificacién de textos mediante el conteo de
la aparicién de palabras clave en el documento. Sin embargo, no todos los documentos tendran
la misma longitud, por lo que en un documento de 4000 palabras, serd normal encontrar mas
ocurrencias de una palabra que en un documento de 500 palabras, con lo cual la L, de cada
documento podra ser diferente. Asi pues, para hacer comparables los conteos x,, de los documen-
tos, debemos normalizarlos por su L,, para hacerlos comparables. Para ello, podemos dividir el
vector de conteos por Ly, y (opcionalmente) multiplicarlo por una constante, como la longitud
media de los documentos L, es decir, sustituir x,, por

(10.18)

Tp=L—
n
Una vez mds, en caso de tener un conjunto amplio de sucesos aleatorios (D grande) y una
muestra N limitada, la estimacién mediante maxima verosimilitud puede dar valores nulos en
algunos de los pardmetros p.. Esto hard que el cdlculo de p(x|c) sea 0, lo que resulta poco
operativo a la hora de resolver la decision. Para solucionar este problema, podemos optar por
por varias alternativas:
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= Suavizado de Laplace. Sumaremos una pequena cantidad ¢ > 0 a todos los contadores
> . Xnd ¥ volvemos a normalizar.

= Descuento absoluto. Se descuenta una cantidad fija b a todas las estimaciones no nulas,
y se redistribuye entre los pardmetros nulos (backing-off) o entre todos los pardmetros
(interpolacion).

10.3. Clasificador gaussiano

El clasificador generativo gaussiano es también un clasificador de Bayes (seccién 8.2.1) don-
de las funciones de densidad de probabilidad de cada clase son distribuciones gaussianas D-
dimensionales, x|c ~ N (p,, ).

De nuevo, la regla de decision es la habitual en los clasificadores de Bayes, esto es, se escoge
la clase que maximiza las funciones discriminantes

¢* + arg max g.(x),
c

En el caso de un clasificador gaussiano, como en los anteriores clasificadores de Bayes, las fun-
ciones discriminantes son equivalentes a obtener la probabilidad a posteriori de la clase, esto es,
ge(x) = p(c|x) y, por tanto, aplicando la regla de Bayes
p(c)p(x]c)
ge(x) = pre) (10.19)
donde se asume que la probabilidad condicionada a la clase es una gaussiana multivariante
p(xle) = N(pe, Ze)

p(c)p(xlc) (10.20)

= logp(c) + logp(x|c) (10.21)
1 _ 1 1 _

= logp(c) — EXTZCX xS, — 3 log [2¢| — 5;1326 L. (10.22)

Se puede observar que las funciones son cuadraticas, ya que g.(x) se puede expresar como

ge(x) = X"Wex + WixX + weo, (10.23)
donde
L
W = 5% (10.24)
w, = Y lp, (10.25)
1 1 _
Weo = Ing(C) - 5 log |EC| - 5#326 1”(:‘ (1026)

Sin embargo, cuando las matrices de covarianza son comunes a todas las clases, esto es, 3. = X,
entonces el clasificador gaussiano es lineal ya que el pardametro W, también es comin y, por tanto,
no aporta ninguna informacién para clasificar. Asi pues, cuando las matrices de covarianza de
las clases son comunes, la funcién discriminante queda

9e(X) = WX + wep, (10.27)
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con

w. = Y lp, (10.28)

1 _
Wep = lng(C) - 5”:26 1/*"0' (1029)

Para estimar los parametros de la distribucion y de las probabilidades a priori se emplea el mé-
todo de maxima verosimilitud. Si se dispone de un conjunto de datos S = {(x1, 1), (X2,%2),- - -,
(xn,yn)}, con x; € RP y siendo y; € C la clase a la que pertenece la observacién i-ésima,
entonces se puede maximizar la funcién log-verosimilitud log L(©). Derivando log L(©) con res-
pecto a © = {p(1),...,p(C); 1, c; 21,. .., X} e igualando a cero nos da las siguientes
estimaciones:

. N
= — 10.30
p(c) N (10.30)
. 1
e = > xn (10.31)
¢ n:cp=c
- 1 N .
Yo = A Z (% — fe) (%0 — f1)", (10.32)
¢ n:cp=c
donde ¢ = 1,...,C, N es el numero total de observaciones y N, es el nimero total de observa-

ciones de la clase c.

Como se ha visto, los clasificadores gaussianos permiten disponer de funciones discriminantes
lineales y funciones discriminantes cuadraticas. Con las primeras se pueden describir fronteras
mediante hiperplanos. Con las segundas pueden describir fronteras mediante curvas cénicas (ver
figura 10.1).

Los clasificadores gaussianos disponen también de técnicas para suavizar los pardametros con
el fin de evitar sobreajuste, especialmente cuando se disponen de pocas observaciones ya que
las estimaciones de las matrices de covarianza en estas condiciones son poco robustas. Para
solucionar este problema se disponen de, al menos, dos alternativas:

= Covarianza con umbral: establece un umbral § para los coeficientes de correlacién de modo
que si se observa que |p;j| < 1 — 6 entonces se anula la covarianza correspondiente, esto
es, o;; = 0. Si se estable un umbral § = 0 entonces se obtiene una matriz de covarianza
diagonal.

= Regularizacién: se trata de realizar una combinacion lineal convexa de la matriz de cova-
rianza de la clase X, la matriz de covarianzas comin ¥ y la matriz de identidad I:

Ye =13+ aoX + asl,

donde a1, 0,3 >0y a1 +ag +az = 1.
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(c) Frontera de decisién parabdlica

(d) Frontera de decisién eliptica

Figura 10.1: Ilustracién de los posibles tipos de fronteras de decision en dos dimensiones
empleando un clasificador gaussiano para discriminar dos clases (gris y magenta).
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Modelos discriminativos

En los modelos discriminativos, la funcién discriminante se determina a partir de las pro-
babilidades de la clase dado el objeto, P(y|x). Sin embargo, al contrario que en los modelos
generativos vistos en el capitulo anterior, dicha probabilidad se calcula directamente y no a tra-
vés de la descomposicién mediante la regla de Bayes. Un caso tipico de modelo discriminativo es
la regresién logistica, que es uno de los modelos més consolidados y estudiados dado que es un
método que procede originalmente de la disciplina estadistica. Para profundizar en estos métodos
es recomendable acercarse a las obras de Hosmer y Lemeshow [125] sobre regresién logistica y
de McCullagh y Nelder [126] sobre modelos lineales generalizados.

11.1. Regresion logistica

Cuando se emplea el vector original que representa a un objeto x un modelo discriminativo de
regresion logistica se limita a describir fronteras de tipo lineal. Sin embargo, existe la posibilidad
de utilizar funciones de expansion sobre el vector x que nos permitiran hacer modelos no lineales
que describan fronteras polinémicas de todo tipo. Una funcién de expansién se representa como
o(x) = (¢1(x),...,dnm(x)) donde cada componente ¢,,(x) presenta una transformacién sobre los
datos originales. De ahora en adelante desarrollaremos la explicacion empleando como entrada
la expansién ¢(x).

En un problema de clasificacién de dos clases, definimos un modelo discriminante lineal
generalizado sobre la expansién de ¢(x) como el logaritmo de la razén entre las probabilidades
de la clase y =1 e y = 0, asi pues

op Py = 11X)
log p(y = 0[x)

Como p(y = 1|x) = 1 — p(y = 0|x), podemos obtener la probabilidad a posteriori de la clase
y = 1 despejando la expresién (11.1)

= wTo(x) (11.1)

1
1+ exp(—w'o(x))

ply = 1]x) = (11.2)

Esta funcion recibe el nombre de funcion logistica. Esta funcion define una curva sigmoide
con codominio (0, 1). Es la misma funcién que se emplea como funcién de activacién en la redes
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neuronales artificiales. Es fécil observar que la probabilidad a posteriori de la clase y = 0 se
obtiene con facilidad a partir de la igualdad anterior (11.2),

p(y =0lx) =1 —p(y = 0|x)
_exp(—wo(x))
1+ exp(—wT¢(x)) (11.3)
1
T 1+ exp(wie(x))

Ademés de poder obtener la probabilidad a posteriori de cada clase, la regresién logistica
permite mediante test de hipdtesis cldsicos obtener la importancia relativa de cada variable de
entrada, lo que nos aporta una informacién muy valiosa a la hora de seleccionar variables. La idea
se fundamenta en la importancia de evitar modelos sobreajustados ya que la regresion logistica
es muy propensa a este problema cuando los datos son linealmente separables. Por lo tanto, lo
que se busca es obtener un modelo parsimonioso, esto es, un modelo con pocos pardmetros que
sea capaz de explicar los datos. Estos modelos nos permiten también explicar la influencia de
cada una de las variables de entrada sobre la variable de salida. Esta caracteristica se explica a
continuacién.

Interpretacion de las variables en regresion logistica

Para explicar esta caracteristica trabajaremos con una funcién de expansion identidad tal que
¢(x) = x. De este modo, podemos desarrollar la expresion (11.1) para analizar la interpretacion
de las variables independientes,

log]M =wy +wix1 + ... +wpxp (11.4)
p(y = 0[x)
La influencia de la variable i-ésima x; viene ponderada por el valor del parametro asociado w;.
Para analizar la influencia de esta variable debemos suponer que el resto de variables tienen
valores nulos. De este modo, podremos observar que

p(y = 1]x)

oy = o) oW (11.5)

es decir, el incremento en una unidad de la variable x; incrementa la razén en exp(w;). Por
lo tanto, podemos deducir que si w; > 0 entonces la variable x; es un factor que aumenta la
razén entre la probabilidad de la clase y = 1 y la clase y = 0. Dicho de otro modo, aumenta
la probabilidad de la clase 1 y disminuye la probabilidad de la clase 0. Al contrario, si w; < 0
entonces la variable x; aumenta la probabilidad de la clase 0 y disminuye la probabilidad de la
clase 1. Ademads, cuanto mayor sea la magnitud de w; sabremos que la influencia en la razén de
probabilidades serd mayor. Este efecto, sin embargo, debe comprobarse con un test de hipotesis
sobre si dicha influencia es realmente significativa (ver Hosmer y Lemeshow [125]).

Por ultimo, se puede observar cémo el término independiente wg nos proporciona informacién
acerca de las probabilidades a priori de las clases, dado que

ply=1)

Py =0) = exp(wo) (11.6)

11.1.1. Estimacién por maxima verosimilitud

Para estimar por maxima verosimilitud, lo primero que debemos hacer es definir la funcion
verosimilitud. La verosimilitud para cada observacién disponible (x,,y,) es la probabilidad a
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posteriori p(y = yn|xy), enfatizando su dependencia del modelo con los pardmetros w, podemos
expresarla como

Py = ynlx, W) = p(y = 1xn)"" (1 — p(y = 1[x,,)) 740 (11.7)

recordemos que la expresion de la probabilidad a posteriori depende de los pardmetros w en
virtud de la expresién (11.2).

Dada una muestra de entrenamiento, S = (Xp,yn),7 = 1,..., N;xn € R%y, € {0,1}, 1a
funcion de verosimilitud dados los datos puede escribirse como el producto de la probabilidad a
posteriori de cada observacién que se asume independiente e idénticamente distribuida al resto
de observaciones,

N
((wlS) =[] p(y = 1xn)"" (1 = p(y = 1)) 70", (11.8)

n=1
Generalmente se emplea el logaritmo de la verosimilitud por razones computacionales, de este
modo la log-verosimilitud queda

N
L(w|S) = log {(w|S) = log p(yn|xn, W) = Zyn log(p(y = 1[x)) + (1 — yn) log(1 — p(y = 1|xn)).
n=1
(11.9)
Cuyo gradiente respecto a w es
IL(w) & B
OT = ;Qxxn)(yn _p(y = 1|xn)) (11'10)

donde p(y = 1|x,) viene dado por la expresién (11.2).

Al obtener una expresion no lineal, debido al uso de la funcién logistica, no es posible calcular
una solucién cerrada para W, por lo que se debe aplicar un esquema iterativo de optimizacién.
Se suele emplear para ello una funcién de error que es

E(w) = —L(w|S) (11.11)
cuyo gradiente respecto de w es
N
VE(W) =Y ¢(xn)(p(y = 11%n) = yn) (11.12)
n=1

La funcién de error es convexa, por lo que es posible minimizarla mediante el algoritmo iterativo
de Newton-Raphson (ver seccién E.1). La solucién obtenida se denomina Iterative Reweighted
Least Squares (IRLS), y en cada iteracién el vector de pardmetros w se actualiza de la siguiente
forma

wlt) = (¢™Ve) ¢V, (11.13)
donde (¢) es la matriz N x M, donde cada fila i es ¢(xy)", V una matriz diagonal donde cada
valor de la diagonal es la varianza de la distribucién de Bernoulli con V,,,, = p(y = 1|z,,)(1—p(y =

1zn)), y
2D = pw) —V(p—y), (11.14)

donde p es un vector de dimensién N donde el elemento n toma el valor p(y,|z,).

Como ya se ha advertido, la estimacion de modelos de regresion logistica por maxima vero-
similitud cae facilmente en el sobreajuste del modelo al conjunto de entrenamiento S; en efecto,
para un problema linealmente separable, el rango de valores que puede tomar w permite encon-
trar una solucion donde las probabilidades a posteriori de las muestras de entrenamiento para
las clases etiquetadas sean 1, aunque los pesos tenga que llegar a valores en el infinito.
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Il Ejemplo 11.1 (Prediccién de metdstasis en ganglios no-centinelas)

Los ganglios linfaticos axilares constituyen las estaciones de drenaje de la glandula mamaria.
Esto ha justificado que las gufas practicas aplicables en cirugia del cancer de mama recomienden
la linfadenectomia axilar completa (ALND: axillary lymph node dissection) en pacientes con
ganglios centinelas metastdsicos para evitar la recaida axilar. Estudios recientes indican que
entre el 30% y el 70% de las pacientes con ganglios centinela positivos no presentan ganglios
no-centinela afectados, lo que podria evitar la linfadenectomia. Asi pues, estamos interesados
en desarrollar un modelo predictivo de la afeccién de otros ganglios linfiticos axilares cuando
el ganglio centinela es metastdsico. Este modelo permitiria decidir si es necesario realizar una
linfadenectomia axilar completa o limitar el tratamiento a la extirpacién de los ganglios centinela.

Supongamos que podemos adquirir durante la operacién quirtirgica dos variables discrimi-
nantes (e.g. el tamano de la metdstasis en el ganglio centinela, z1; y el tamano tumoral, x2) para
decidir si existe algun ganglio axilar no-centinela afectado de metéstasis, y.

Nos planteamos resolver el problema como un problema de clasificacion. Para ello, utilizare-
mos un modelo lineal generalizado de regresion logistica, sobre el que aplicar la siguiente regla
de decision

Si p(y = 1|z, 22) > 0,5 entonces y = 1

Para el entrenamiento del modelo se han recopilado 500 casos quirirgicamente tratados, de
los que se dispone la confirmacién histolégica de la existencia de metastasis en ganglios no-
centinela®.

Para observar el efecto de la complejidad del modelo en el aprendizaje se han entrenado
seis modelos. El primer modelo M; se basa en un polinomio de orden uno cuya funcién de
expansion es ¢(x) = (1,1, 21, x2), por lo que el vector de pardmetros w tendra tres componentes;
el segundo modelo My se basa en un polinomio de orden dos, cuya funcién de expansion es ¢(x) =
(1, l,arl,:cg,x%,m%); el tercer modelo M3 se basa en un polinomio de orden tres, cuya funcién
de expansién es ¢(x) = (1,1, 31, 32,22, 23, ¥3, 23); siguiendo la estructura de estas funciones de
expansion, el cuarto modelo My, quinto modelo Mj y sexto modelo Mg se basan en polinomios
de orden cuatro, cinco y seis, respectivamente. Estos modelos no capturan interacciones entre
variables y requieren G(D + 1) componentes en el vector de pardmetros w, siendo D el nimero
de dimensiones o variables independientes y G el grado del polinomio. En este caso los modelos
cuentan con 3, 5, 7, 9, 11 y 13 pardmetros respectivamente.

Pretendemos obtener una estimacién puntual de w para cada modelo de regresion logistica
por méxima verosimilitud mediante IRLS. Para ello se emplean los datos de entrenamiento para
ajustar los parametros del modelo y se evalia usando datos de evaluacién independientes de
los datos de entrenamiento. La figura 11.1 muestra las fronteras de decisién descritas por cada
modelo.

En la siguiente seccién compararemos las prestaciones de los modelos discriminativos de regre-
sion logistica estimados mediante méxima verosimilitud con sus equivalentes estimados mediante
inferencia bayesiana.

2En este ejemplo utilizamos datos simulados y por lo tanto no relacionados a casos reales, especifica-
mente, los datos pertenecen al corpus “rip” utilizado por Marc Girolami en el curso APG en la UPV.

186 ©Juan M Garcia-Gomez et al.



11.1. Regresion logistica
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(a) Modelo M, (b) Modelo Mj
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Figura 11.1: Fronteras de decisién descritas por los modelos de regresion logistica estimados
con el algoritmo TRLS.

11.1.2. Regresion logistica bayesiana

Como hemos visto, el estimador méaximo verosimil nos permite calcular una estimacion pun-
tual que maximiza la verosimilitud de los pardametros w dados los datos observados. La estimacién
por inferencia bayesiana introduce los siguientes cambios conceptuales: en primer lugar, asume
que los pardmetros son una variable aleatoria y, por tanto, podemos obtener una distribucién de
dichos pardametros; en segundo lugar, asume que las probabilidades representan creencias subjeti-
vas; en tercer lugar, estas creencias subjetivas se representan mediante una probabilidad a priori
de los pardmetros p(w|a) y se modifican a partir de la observacién de los datos. La probabilidad
estimada de los parametros se conoce como probabilidad a posteriori de los parametros w, dada
la muestra de entrenamiento observada S = (X,y),
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p(y|X, w)p(wla)

p(wly, X, a) = X (11.15)
_ p(y,w|X,a)
= LX) (11.16)

donde
p51X.) = [ 51X, wip(swla)dw

y asumiendo una distribucién inicial (a priori) de los pardmetros p(w|a) = N(0,a'T). Ademas,
también se emplea la funcién verosimilitud a partir del conjunto de las N muestras independientes
e idénticamente distribuidas con la expresion:

exp(w’ ¢(x))¥

N
pyXow) = I oo

n=1

Uno de los problemas con el que nos encontramos es que la integral multidimensional no puede
ser calculada analiticamente, por lo que necesitaremos calcularla mediante una aproximacion
determinista como la aproximacion de Laplace o mediante una aproximacion numérica, como
los métodos de muestreo como Markov Chain Monte Carlo (MCMC). A continuacién, el método
de Laplace que aplicaremos propone aproximar la distribucion a posteriori a una distribucion
gaussiana.

Estimacién maximo a posteriori

Siguiendo la aproximacién de Laplace, cuando el nimero de casos N es mucho mayor que el
numero de pardmetros w, la distribucién final del modelo es aproximadamente gaussiana multi-
variante con valor medio wjs4p aquel que maximiza la distribucién a posteriori y cuya matriz
de covarianzas (C) captura la curvatura de la distribucién a posteriori

C o -
- _<awa log p(t, w|X, a)) (11.17)

en el valor maximo wys4p. Por lo que se puede establecer que

p(ylX, w)p(wla)
P S

Asi pues, podremos aproximar la distribucién a posteriori de w si obtenemos el valor maximo
wyrap de dicha distribucién y su curvatura C~! en dicho punto. Como p(y|X, a) no depende
de los pardmetros, el méximo de la distribucién a posteriori p(wly, X, ) es el mismo que el
obtenido por la verosimilitud conjunta p(y|X, w)p(w|a). Por lo tanto, la funcién a maximizar
serd el logaritmo de la verosimilitud conjunta,

p(wly, X, a) = (Wwarap, C).

N
L =logply,w|X,a)= Zyan¢(xn) —log(1 + exp(w™d(x,))) — lWTW - glog (2ma?),
a
i=1

cuya primera derivada es

N
STLV = D ynd(xa) = o(xa)p(y = 1xa) = éw (11.18)
= 6"y -p) W (11.19)
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y cuya segunda derivada es

2 N
= Y w00 ply = 1) (1~ ply = 1)) ~ -1 (11.20)
i=1
= _¢(X)Tv¢>(x)—é1, (11.21)

donde V es una matriz diagonal conde v; = p(y = 1|x)(1 — p(y = 1|x)).

Con estos resultados ya nos es posible calcular la matriz de covarianzas C de la distribucién
aproximada y la curvatura C~!. Sin embargo, como tampoco es posible obtener una solucién
cerrada de wjs4p, de nuevo se resuelve mediante el algoritmo iterativo de Newton-Raphson (ver
seccién E.1) como

¢ t %L \-10L
Wb = Wilap— (W> lm (11.22)
= wlap + (000TVO) — 1) 000y — 600 TP - w)  (11.23)
= ()" Ve(x) - il)*lqﬁ(x)T(w(x)w +t-p), (11.24)

donde p es un vector de dimensién N con p; = p(yi|z;), y que se actualiza en cada iteracién,
junto con V.

Distribucién predictiva final

Hasta este momento se ha calculado la distribucién de la probabilidad a posteriori de los para-
metros. Pero falta saber cémo podemos usar esta distribuciéon para llevar a cabo predicciones
cuando se empleen datos nuevos. Para ello, una vez obtenida la aproximaciéon de 11.15 como
N(wrap, C), podemos realizar predicciones mediante la distribucién predictiva final, que se
expresa como

Py = 1Xnew, o, X, y) = /p(y = 1Xnew, W)p(wly, X, a)dw,

donde X;,¢, €s el caso nuevo del que se desea conocer su probabilidad. Esta probabilidad deberia
estimarse computando la integral pero, de nuevo, esta integral no tiene una solucién analitica
conocida y solo podemos aproximarla por simulacién o empleando la probabilidad Méxima A
Posteriori (MAP). Para aproximar el valor de la probabilidad predictiva final por simulacién (ver
anexo E.3.4) se emplean los S modelos obtenidos mediante Monte Carlo,

N+

S
Zp(y = 1‘XI‘IEW7WS) (11.25)
s=1

S

S ! (11.26)

1 1+ eXP(*WsT¢(Xnew))7

p(y = 1|chw7 a, X, Y)

%]

donde wg ~ N (wprap, C).

Otra alternativa para aproximar la probabilidad predictiva final es asumir que la distribucién
final es apuntada (leptocirtica) alrededor de w4 p, por lo que se considera despreciable la masa
de probabilidad que rodea a este punto. De este modo, se aproxima dicha probabilidad como

p(y = 1‘Xn€w7 Q, X7 Y) ~ p(y = 1|Xnew7 WMAP) (1127)

1
, 11.28
T+ oxp(— W, ap () (11.28)
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Por lo que la regla de decisién queda como sigue: si p(y = 1|Xpew, @, X,y) > 0,5, entonces
Xpew S€ asigna a la clase y = 1 y sino a la clase y = 0.

Il Ejemplo 11.2 (Prediccién de metdstasis en ganglios no-centinela (cont. ej. 11.1))
Seguimos intentando obtener modelos discriminativos de regresién logistica para la clasificacién
del problema del ejemplo 11.1. En este caso, realizamos una estimacién méximo a posteriori
(MAP) de la distribucién del vector de pardmetros w, asumiendo que siguen una Normal con
una moda en wysap y asumiendo también que la distribucién aproximada es suficientemente
leptocurtica. Al igual que antes, abordamos el aprendizaje de seis modelos de orden 1 a 6.

En este caso, tras obtener wpsap mediante el algoritmo Newton-Raphson (ecuacién 11.24,
podemos realizar predicciones asumiendo que la distribucién de w esta representada por wsap,
por lo que aplicando 11.28, podemos obtener la probabilidad p(y = 1|Xpew, @, X, y) para estimar
las fronteras de decisién de cada modelo (figura 11.2).

Sis =l 05 0 05 1 15 Sis =l 05 0 05 1 15

(a) Modelo M; (b) Modelo M

Sis =l 05 o 05 1 15 s =l 05 o 05 1 15

(¢) Modelo Ms (d) Modelo My

Sis El 05 o 05 1 5 Sis El 05 o 05 1 s

(e) Modelo M () Modelo Mg

Figura 11.2: Fronteras de decision descritas por los modelos de regresion logistica estimados
con con inferencia bayesiana y estimacién méaximo a posteriori.
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Estimacién por simulacién de Monte Carlo

El marco MCMC nos permite obtener una solucién Bayesiana de la distribucién de la probabili-
dad a posteriori de los parametros en lugar de aproximarla mediante la aproximacion de Laplace.
El anexo E.3.4 describe la simulacion de distribuciones a posteriori mediante el algoritmo Me-
trépolis y su generalizacion, el algoritmo de Metrépolis-Hastings.

Algoritmo 11.1 Algoritmo Metropolis para Regresion Logistica
w® ~ N(0,T)
fort=0,1,2,...,m do
w* ~ N(w® €1)

N p(y X, w*)p(w*|a)
wilw®) = min{l, ( X ))p(w(t)|0z)}
— xp (p(X)w*) Tt — Zf\il log(1 + exp ¢(x;)w*)p(w*]0, o 1T) )

exp (¢(X)W“))Tt = 3L, log(1 + exp d(x,)w®)p(w®0,a~T)

u~Unif(0 1)
if a(w*|wl )>uthen

wtt) — w*
else
w(ttD) — w®
end if
end for

Especificamente, resolvemos la distribucién final de w|y, X del modelo de regresion logistica
(ecuacién 11.15) mediante el algoritmo Metrépolis 11.1. En el algoritmo asumimos un valor
inicial de w muestreado a partir de una distribucién normal tipificada y una distribucién de
transicién ¢(0]0®)) = N(w(®, *I), siendo € un factor de escala de la distribucién esférica. Como
distribucién a priori de los pardmetros se ha asumido p(w,a) = N(0,a~'T).

Para el cdlculo de a, las constantes de normalizacién p(y|X, «) de numerador y denominador
se cancelan, lo que resulta de gran interés practico.

Finalmente, el numerador y el denominador de a se pueden implementar de forma robusta
tomando la exponencial del logaritmo de p(y|X,w), por lo que

N
p(y|X, w) = exp ((X)w) 't — > " log(1 + exp ¢(x;)w)
i=1
Se suele considerar la cadena w1 ... w(™ como muestra representativa de w, descar-

tando los b primeros casos muestreados, para dar un margen de convergencia al algoritmo (p.e.
10 % del tamafo muestral).

Asi pues, podemos aproximar mediante 11.24 el valor esperado de w como w = ﬁ S 11 w®,
De forma similar se aproximarfa la probabilidad a posteriori p(Ynew|Xnew, X,y) de una nueva

muestra Xy, (i.e. cualquier valor puntual de la distribucién predictiva final) como p(Ynew | Xnew, X, y) =

ﬁ Z?ib+l p(yncw ‘chwa W<Z))

Il Ejemplo 11.3 (Prediccién de metastasis en ganglios no-centinelas (cont. ej. 11.1))
El modelo bayesiano de regresién logistica aplicado en el ejemplo 11.2 asume una distribucién
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normal de los parametros w. Podemos resolver los modelos a posteriori para resolver el problema
sin asumir esta suposicién mediante simulacion MCMC.

Aplicamos pues el algoritmo 11.1 a los seis modelos presentados en el ejemplo 11.1. Calculan-
do la probabilidad a posteriori de las muestras de entrenamiento y test, obtenemos los resultados
presentados en las dos tltimas columnas de la tabla 11.1. Adema&s, comparamos las prestaciones
de todas las aproximaciones presentadas para el desarrollo de modelos discriminativos de regre-
sién logistica. Se puede observar cémo, en general, la versién de maxima verosimilitud (IRLS)
ofrece peores resultados para aquellos modelos con mayor nimero de pardametros al generalizar
peor y sobreajustar el modelo a los datos de entrenamiento. Esta conclusion se aprecia al obser-
var como el error de entrenamiento es mas bajo que el error de generalizacién. En cambio, las
distintas versiones bayesianas ofrecen mejor generalizacion y sobreajustan menos a los datos de
entrenamiento. Esto se debe a una propiedad de los modelos estimados con inferencia bayesia-
na como es la capacidad de regularizar de forma intrinseca gracias a la aplicacién de hipétesis
(subjetivas) de partida a través de la probabilidad a priori de los pardmetros. Como desventaja,
la simulacién MCMC requiere mayor tiempo de cémputo ya que necesita muestrear un nimero
suficientemente grande de casos (e.g. 250.000 en nuestros experimentos), que pueden suponer el
calculo de distribuciones complejas.

Tabla 11.1: Resultados de los modelos de regresion logistica para el error del conjunto
de entrenamiento, E(Tr), y el error de generalizacién, E(Gn), medido con el conjunto de
evaluacién con el modelo estimado con maxima verosimilitud mediante el algoritmo IRLS,
mediante inferencia bayesiana con la aproximacién de Laplace para la probabilidad a
posteriori de los pardmetros (LAP) y con aproximaciéon Méximo A Posteriori (MAP) y por
simulacién (SIM) para la distribucién predictiva final y, por tltimo, mediante aproximacién
por MCMC para la distribucién de la probabilidad a posteriori de los parametros y la
predictiva final.

IRLS LAP-MAP LAP-SIM MCMC

Modelo | E(Tr) E(Gn) | E(Tr) E(Gn) | E(Tr) E(Gn) | E(Tr) E(Gn)
M, 122% 11.9% | 120% 11.9% | 120% 11.9% | 12.0% 11.9%
Mo 120% 101% | 124% 10.7% | 124% 10.7% | 124% 10.7%

M 98% 93%|106% 88% |106% 88% |106% 88%
My 100% 93% | 106% 89% |106% 88% |104% 9.1%
M; 88% 93% |106% 88% |106% 88% |104% 88%
M 84% 95%|106% 88% |106% 88% |106% 88%
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Modelos graficos

Las redes bayesianas son modelos probabilisticos que pueden representar las relaciones de
causalidad entre multiples variables aleatorias mediante un Grafo Aciclico Dirigido (GAD). El
modelado de problemas médicos reales, a partir de conocimiento experto, mediante redes baye-
sianas resulta intuitivo gracias a la representacion grifica de la causalidad. Ademas, las redes
bayesianas permiten analizar las relaciones entre variables mediante la inspeccién del grafo, co-
mo por ejemplo la independencia condicional entre variables, lo que facilita el refinamiento del
modelo mediante métodos formales.

Una vez modelado el problema, una red bayesiana puede ser utilizada para calcular las
probabilidades conjuntas y marginales de las variables, asi como la probabilidad condicional a la
observacién (llamada evidencia) de algunas de sus variables. La existencia de algoritmos eficientes
para el calculo de estas probabilidades hacen de las redes bayesianas una herramienta practica
para la ayuda a la decision médica.

En esta secciéon nos centraremos en la aproximacion a las redes bayesianas de variables
discretas desarrollada en la Universidad de Aalborg y que resulté ser uno de los pilares para
llevar esta metodologia a su aplicacién en problemas reales de decisién. Por ultimo, también
enumeraremos algunos métodos de aprendizaje automatico de la estructura y de los parametros
de las redes bayesianas a partir de muestras de entrenamiento.

12.1. Causalidad y d-Separacion

Una red bayesiana se compone de un conjunto de nodos y un conjunto de arcos dirigidos
entre los nodos formando un GAD G.

Los nodos, 4, (o vértices) de la red bayesiana (RB) representan a las variables aleatorias, Xj.
Las variables de una RB pueden ser continuas o discretas. Por ejemplo, la variable discreta Xg
podria tomar dos valores para indicar si un paciente fuma s o no fuma s y la variable Xp puede
indicar si un paciente sufre un episodio de bronquitis b o no b.

Los arcos (o aristas) dirigidos entre dos nodos pueden representar una relacién de causalidad
entre variables. Por ejemplo, S — B establece que fumar (Xg) es, en mayor o menor medida,
causa de episodios de bronquitis (Xp). De forma grafica, si hay un arco desde S hasta B diremos
que S es padre de B y que B es hijo de S. Asi pues, si sabemos que un paciente es o no fumador
Xg = eg, donde eg puede tomar los valores {s,5} diremos que la evidencia de S influye en B
y, por lo tanto, modifica la certeza (probabilidad) de que el paciente tenga bronquitis. De forma
similar, al observar que un paciente tiene bronquitis, lo primero que se nos viene a la cabeza es
plantearnos si el paciente fuma. Por lo tanto, a falta de evidencia de Xg, la observacion de la
evidencia de Xp modifica la creencia de Xg.
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Figura 12.1: Red bayesiana Asia [127].

Il Ejemplo 12.1 (Red Asia de Lauritzen & Spiegelhalter [127])
Para ilustrar las explicaciones tedricas del capitulo utilizaremos la RB Asia (ver figura 12.1),
introducida sin dnimo diagnéstico por Lauritzen & Spiegelhalter en [127].

Este modelo simplificado de diagnéstico establece que un paciente puede tener una enferme-
dad de pulmén (Xg) debido a tuberculosis (X7) o a cdncer de pulmén (X1). Haber viajado a
Asia (X 4) recientemente puede ser causa de tuberculosis (X7). Ademds, fumar (Xg) provoca
cédncer (X¢) y bronquitis (Xpg). A su vez, tener una enfermedad de pulmén (Xg) y tener bron-
quitis (Xp) son causas de disnea (Xp). Por dltimo, una enfermedad de pulmén (Xpg) influye en
el resultado de la radiografia de pecho (Xx).

En los sucesivo denotaremos la variable X 4 por el nombre de su nodo, A, sin que esto nos
suponga una pérdida de generalizacién debida a la ambigiiedad.

12.1.1. d-Separacion

Como hemos visto, la evidencia de un nodo influye en la certeza de sus padres e hijos si estos
no tienen evidencia observada. Ademas, esta actualizacién de la certeza de los nodos se extiende
a lo largo de la red, modificando la certeza del resto de nodos. El aspecto mas importante a
estudiar en las redes bayesianas es, sin duda, cémo el cambio de la certeza de una variable
influye en la certeza de otras variables.

Podemos estudiar el tipo de conexiones que se producen entre los nodos de una red para
caracterizar si la evidencia de un nodo llega a influir o no en la creencia de otros. Las conexiones
que pueden darse en una red bayesiana pueden resumirse en tres situaciones:
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1. Conexién en serie.

Tomemos del ejemplo 12.1 la conexién en serie entre los nodos {A, T, E} (también llamada
cola-cabeza o no cabeza-cabeza). El nodo A influye en T' que, a su vez, influye en E. Por lo
tanto, se podria pensar que la evidencia de A influye en E a través de T' y, de forma similar,
la evidencia de F influye en A. Sin embargo, si se observa la evidencia de T entonces la cosa
cambia ya que T" bloquea la conexion, haciendo que A y E se convierten en independientes
condicionados a la observacién de T'. De este modo la evidencia de A ya no influye en F
y viceversa. Se dice entonces que T d-separa a Ay E.

2. Conexién divergente.

Tomemos ahora la conexién divergente entre los nodos {L, S, B}, donde en el nodo inter-
medio S no hay arcos convergentes (cola-cola o no cabeza-no cabeza). La observacién de
la evidencia en B hara que modifiquemos la creencia de S, cambiando asi la creencia de L.
Sin embargo, si disponemos de la evidencia de S entonces la observacién de B ya no influird
en la creencia de L ya que S bloquea la conexién, por lo que B y L son condicionalmente
independientes dado S. Diremos que S d-separa a Ly B.

3. Conexién convergente.

Por 1ltimo, como ejemplo del dltimo tipo de conexion que puede darse en una red baye-
siana, se toma la conexién entre los nodos {T, E, L}, donde todos los arcos convergen en
el nodo intermedio E (cabeza-cabeza).

Supongamos que disponemos de la evidencia T'. Podemos pensar que E vera su creencia
modificada. Sin embargo, L no tiene porque verse influida, ya que L y T son dos causas
independientes. Pero si disponemos de la evidencia F, entonces el hecho de conocer T
modificard la creencia de L. Esto se debe a que si se conoce la evidencia de la consecuencia
E, entonces conocer una causa (7') nos modificara la creencia acerca de la influencia de la
otra causa (L) sobre E.

Ahora anadamos a nuestro estudio los descendientes de E: los nodos {X, D}. Si alguno de
estos nodos es observado, entonces F modifica su creencia por lo que, una vez mas, Ty L
dejan de tener un comportamiento independiente.

Los tres tipos de conexiones anteriores son las formas en las que una evidencia puede trans-
mitirse por una variable. Por lo tanto, podemos generalizar los ejemplos en el criterio de d-
separacion.

Criterio de d-separaciéon Dos conjuntos de variables X s y Xp son independientes, dada la
evidencia introducida en el conjunto de variables Xz de una red bayesiana (Z d-separa A, B),
si en todos los caminos no dirigidos entre los nodos de A y B existe un nodo N tal que:

1. N no es un nodo de aristas convergentes y N esta en Z.

2. N es un nodo de aristas convergentes y ni N ni sus descendientes estan en Z.

La figura 12.2 resume los tres casos de d-separacién, donde las nubes representan grupos de
nodos y des(NN) representa el conjunto de nodos descendientes de N.

La d-separacion de A y B por Z, esto es, la independencia condicional de A y B dado
Z, nos asegura que, conocida la evidencia Z, los cambios en la certeza de A no tienen impacto
en la certeza de B y viceversa. Este hecho nos serd de gran utilidad para simplificar el calculo
de actualizacion de la certeza de la red cuando introduzcamos una evidencia en la misma.
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Conexion en serie

Conexion divergente

e
Conexién convergente
e

v

Figura 12.2: El grupo de nodos Z, de la cual se ha observado una evidencia e, d-separa A
y B, si para toda ruta entre nodos de A y B existe un nodo N tal que i) no es convergente
y N pertenece a Z; o ii) N es convergente (cabeza-cabeza) y ni N ni sus descendientes,
des(N), pertenecen a Z.
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Il Ejemplo 12.2 (d-Separacién en la red Asia (cont. ej. 12.1))
Queremos saber qué nodos de la red Asia (figura 12.1) son d-separables de B cuando disponemos
de una evidencia F = e.

Evaluaremos el criterio de d-separacién sucesivamente a cada nodo A, T, E, X, D, L,S de la
red para comprobar si es d-separable de B dado Z = F.

= ;| F d-separa A, B?

La figura 12.3 analiza en profundidad la d-separacién de estos nodos por F. Como vemos,
podemos recorrer dos caminos para llegar desde A hasta B. El primero de ellos no esté
bloqueado. El segundo camino esta bloqueado por D, ya que es un nodo cabeza-cabeza
que no pertenece a Z, ni tampoco sus descendientes. También esta bloqueado por E, al ser

cabeza-no cabeza y estar en Z. Como el primer camino no estd bloqueado, F no d-separa
A, B.

Camino 1: ningin nodo bloquea

E en Z, cabeza-cabeza -> No bloquea Camino 2: D bloquea
T no en Z, no cabeza-cabeza -> No bloquea E en Z, no cabeza-cabeza -> Bloquea
L no en Z, no cabeza-cabeza -> No bloquea T no en Z, no cabeza-cabeza -> No bloquea
S no en Z, no cabeza-no cabeza -> No bloquea D no en Z, cabeza-cabeza -> Bloquea

Figura 12.3: FE no d-separa A, B. Los nodos en naranja son los testeados, los nodos en
azul son los nodos observados, y el resto de nodos estan en blanco. La cruz indica que el
nodo bloquea el camino.

= ; F d-separa T, B?

La figura 12.4 analiza en profundidad la d-separaciéon de estos nodos, que como vemos es
bastante similar al caso anterior. Como vemos, podemos recorrer dos caminos para llegar
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desde T hasta B. El primero de ellos no esta bloqueado. El segundo camino esta bloqueado
por D, ya que es un nodo cabeza-cabeza que no pertenece a Z, ni tampoco sus descendien-
tes. También esta bloqueado por F, al ser cabeza-no cabeza y estar en Z. Como el primer
camino no esta bloqueado, Z no d-separa 7', B.

Camino 1: ningin nodo bloquea

E en Z, cabeza-cabeza -> No bloguea Camino 2: D,E bloquea
L no en Z, no cabeza-cabeza -> No bloquea E en Z, no cabeza-cabeza -> Bloquea
S no en Z, no cabeza-no cabeza -> No bloquea D no en Z, cabeza-cabeza -> Bloquea

Figura 12.4: FE no d-separa T, B. Los nodos en naranja son los testeados, los nodos en
azul son los nodos observados, y el resto de nodos estan en blanco. La cruz indica que el
nodo sobre la que esta blogquea el camino.

s ;FE d-separa X, B?

La figura 12.5 analiza en profundidad la d-separacién de estos nodos. Como vemos, po-
demos recorrer dos caminos para llegar desde X hasta B. Ambos estén bloqueados por
E, al ser un nodo de arcos no convergentes y estar en Z. Ademads, el camino 2 también
estd bloqueado por D, ya que es un nodo cabeza-cabeza sin evidencia cuyos descendientes
tampoco la contienen. Por lo tanto, £ d-separa X, B.

= ;F d-separa D, B?
Como existe un arco directo entre By D, los nodos no pueden ser d-separados.
= ;| F d-separa E, B?

Como F pertenece a Z la cuestién no procede.
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Camino 1: E bloquea

E en Z, cabeza-no cabeza -> Bloquea Camino 2: E blogquea
L no en Z, cabeza-no cabeza -> No bloquea E en Z, no cabeza-no cabeza -> Bloquea
S no en Z, no cabeza-no cabeza -> No bloquea D no en Z, cabeza-cabeza -> Bloquea

Figura 12.5: FE d-separa X, B. Los nodos en naranja son los testeados, los nodos en azul
son los nodos observados, y el resto de nodos estan en blanco. La cruz indica que el nodo
sobre la que esta bloguea el camino.

= ;F d-separa L, B?

La figura 12.6 analiza en profundidad la d-separacién de estos nodos. Como vemos, po-
demos recorrer dos caminos para llegar desde L hasta B. Como el primer camino no esta
bloqueado, E no d-separa L, B.

= ;I d-separa S, B?

Como existe un arco directo entre S'y B, los nodos no pueden ser d-separados.

Por lo tanto, F tinicamente d-separa B de X, por lo que si queremos calcular la creencia de B
dada la evidencia observada en F, podremos prescindir de X, ya que no influye en el resultado.

12.2. Probabilidades condicionales
Para cuantificar la creencia de los estados que pueden tomar las variables de una red bayesiana
se utiliza la teoria de la probabilidad, ya estudiada en la seccion 3.1.

Utilizaremos la probabilidad condicional p(D|E) para cuantificar la certeza de cada uno de
los valores que puede tomar D condicionada a observar los valores de E, siendo E padre de D.
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Camino 2: E,D bloquea
Camino 1: ninglin nodo bloquea E en Z, no cabeza-cabeza -> Bloquea
S no en Z, no cabeza-no cabeza -> No bloquea D no en Z, cabeza-cabeza -> Bloquea

Figura 12.6: FE no d-separa L, B. Los nodos en naranja son los testeados, los nodos en
azul son los nodos observados, y el resto de nodos estan en blanco. La cruz indica que el
nodo sobre la que esta blogquea el camino.

Como D tiene més padres, véase B, entonces E y B cooperan en la certeza de D, por lo que
serd mds util especificar p(D|E, B). Generalizando, especificaremos p(D|pa(D)), para cada nodo,
donde pa(D) son los padres del nodo. Si un nodo no tiene padres, pa(A) = 0, entonces su certeza
vendrd expresada por la probabilidad incondicional, p(A).

En RB de variables discretas las probabilidades condicionales se suelen especificar mediante
tablas que contengan las probabilidades condicionales de los valores del hijo dadas las combina-
ciones de valores de los padres.

Il Ejemplo 12.3 (Creencia p(D|E, B) en la red Asia (cont. ej. 12.1))
La probabilidad condicional p(D|E, B) de la red bayesiana Asia que expresa con probabilidades
la creencia de la variable disnea influida por E y B tiene la forma de la tabla 12.1.

En general, llamaremos potencial, y 1o denotaremos como ¢, a cualquier estructura que ex-
prese la creencia de los valores de las variables mediante niimeros reales positivos. Los potenciales
suelen tener forma de tabla de contingencia, como el ejemplo que encontramos en la tabla 12.1.
Es importante reflejar que los potenciales no necesariamente expresan las creencias como proba-
bilidades normalizadas.

Il Ejemplo 12.4 (Potenciales de la red Asia (cont. ej. 12.1))
La tabla 12.2 define los potenciales de la red Asia.
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Tabla 12.1: Probabilidad condicional p(D|E,B) de la red Asia.

E=e¢ E=e¢
B=b B=b B=b

D=d 09 0.7 0.8 0.1

D=d 01 0.3 0.2 0.9

Tabla 12.2: Potenciales de la red Asia.
Potencial (¢) Probabilidad condicional

ba p(A)
os p(5)
ér p(T]A)
oL p(L[S)
0)3 p(BlS)
¢ p(E|T, L)
bx p(X|E)
ép p(D|E, B)
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12.3. Independencia condicional y definicién de red
bayesiana

En las conexiones serie y divergente que hemos estudiado en la seccién 12.1.1, la observacion
de la evidencia en una variable Z bloquea la influencia que una variable A puede tener sobre otra
variable B a través de la conexion. Este fendmeno se conoce como independencia condicional
y puede expresarse en forma probabilistica como

p(B|A, Z) = p(B|Z), (12.1)
o de forma equivalente
p(AlB,Z) = p(AlZ), (12.2)
p(A,B|Z) = p(A|Z)p(B|Z). (12.3)
(12.4)

En la conexién convergente, que también hemos estudiado en la seccién 12.1.1, las variables
Ay B que comparten un hijo N son independientes cuando N no estd observado, por lo que la
observacion de A no influye en B. Sin embargo, la observaciéon de N hace que la observacién de
A influya en B, por lo que son dos variables condicionalmente dependientes. Cabe pensar que
esto sucede porque, al conocer N y A, se puede saber cuanto del valor de N se debe a B.

Una red bayesiana de variables discretas se compone de:

= Un conjunto de variables (nodos) y arcos dirigidos, donde

= cada nodo tiene un conjunto finito de estados disjuntos, que forma
= una estructura en forma de GAD, donde

= cada nodo tiene asociado un potencial ¢4 = p(Alpa(A)).

Como vemos, esta definicién no se refiere al concepto de causalidad. De hecho, no es impres-
cindible que exista dicha relacién entre los nodos enlazados en la red. Formalmente, decimos que
X = [X1,...,Xp] es una red bayesiana en base a G si para cada par de nodos A, B, sus variables
aleatorias son condicionalmente independientes dado Z p(A, B|Z) = p(A|Z)p(B|Z), donde Z
d-separa A y B.

12.4. Factorizacién

Disponer de la distribucién de probabilidad conjunta p(X) cuando la dimensién D es grande
es dificil y costoso. Ya que el GAD G de una RB define las independencias condicionales entre
las variables, esta es una representacién eficiente (ademds que intuitiva) de p(X). Asi pues, la
distribucién de probabilidad conjunta p(X) se factoriza como el producto de probabilidades
condicionales (o potenciales) asociadas a los nodos de la red bayesiana?,

D

p(X) = [ [ p(Xilpa(X3)). (12.5)
i=1

2La demostracién de este enunciado es una aplicacién directa de la d-separacién, y puede encontrarse
en la seccién 1.4.3 de [128]
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Il Ejemplo 12.5 (Factorizacién de la red Asia (cont. ej. 12.1))
Siguiendo el grafo de la figura 12.1 para la red Asia podemos factorizar la probabilidad conjunta
como:

p(A, 5T, L, B, E, X, D) = p(A)p(S)p(T|A)p(L|S)p(B|S)p(E|T, L)p(X|E)p(D|B, E).  (12.6)

Teniendo acceso a la distribucién de probabilidad conjunta p(X) = p(Xi, ..., Xp) podemos
calcular la probabilidad de una variable p(X;) mediante la marginalizacién (3.3). El cédlculo
eficiente de esta marginalizacién es uno de los objetivos mas importantes en redes bayesianas y
el objeto de estudio de la seccién 12.5.

Supongamos ahora que disponemos de una evidencia e. Por ejemplo, podemos saber que
L toma el valor [. La probabilidad conjunta p(X,e) es la tabla resultante de poner a 0 todas
aquellas posiciones donde L # [. Como L toma los valores {t, f}, podemos expresar la evidencia
observada mediante el vector e = (1,0), donde 1 indica que L toma el valor de la posicién
correspondiente. Con esta notacién, podemos resolver p(X, e) como la multiplicacién de p(X) y

e, que factorizado
D

n
p(X,e) = p(X)-e=[[ p(Xilpa(X:)) [ ] es,
i=1 j=1
donde e; son cada uno de los n hallazgos observados.
Por marginalizacién (3.3) y aplicando el teorema de Bayes (3.5), podemos calcular la pro-

babilidad de una variable X; (o conjunto de variables) condicionada a la evidencia observada

e: L a(Xee
bl = S,

12.5. Propagaciéon de la creencia

Supongamos una red bayesiana de variables X = X,..., Xp con una estructura G y poten-
ciales ¢. Los dos usos fundamentales que tiene una red bayesiana son i) calcular la probabilidad
marginal p(X;) de una variable (o de un conjunto de variables) y ii) la probabilidad condicional
p(Xile) de una variable (o de un conjunto) condicionada a la evidencia e.

Ambas tareas pueden resolverse mediante la marginalizacién de la probabilidad conjunta
p(X) gracias a la factorizacién (12.5) de la red bayesiana. El coste temporal y espacial de la
resolucién, dependerd bédsicamente de la estrategia de marginalizacion que sigamos. Estudiaremos
el algoritmo HUGINP, desarrollado por investigadores de la Universidad de Aalborg, que esta
considerado uno de los més eficientes para resolver esta marginalizacion.

Il Ejemplo 12.6 (Célculo de p(B) de la red Asia (cont. ej. 12.1))
Antes de desarrollar el algoritmo HUGIN, a modo de introduccién, supongamos que queremos
calcular p(B) en la red Asia trabajando directamente con la marginalizacién de (12.6).

p(B)=>_ p(X)=>_ p(A)p(S)p(T|A)p(L|S)p(B|S)p(E|T, L)p(X|E)p(D|B, E),
X\B X\B

siendo X\ B el conjunto de nodos de la red distintos de B.
Utilizando la propiedad distributiva podemos evitar el célculo de p(X) mediante diferentes
estrategias, por ejemplo

p(B) = p(A)> p(TIA)>  p(S)p(BIS) > p(LIS) > p(E|T,L)Y p(X|E)> p(D|E,B),
A T S L E X D

bwww.hugin.dk
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implica que los sumatorios sucesivos sobre D, X, E y L sean 1. El potencial resultante del suma-
torio sobre S tendrd una dimensién 1x2, que al multiplicarlo por p(T'|A) genera un potencial de
dimension 4x2, que es mayor que todos los potenciales asociados a la red bayesiana.

Como alternativa se puede plantear la estrategia

p(B) =Y _p(S)p(BIS) Y p(A)Y_p(TIA) Y p(LIS)Y p(EIT,L)Y p(X|E) Y p(D|E,B),
S A T L E X D

qye implica que los sumatorios sucesivos D, X, E, L, T, A sean 1, y el potencial p(S)p(B|S) es de
dimensién 2x2, y por lo tanto no superior a la dimensién de los potenciales de la red.

En el ejemplo 12.6 hemos visto la importancia, en términos de coste espacial, de realizar la
marginalizacién sucesiva (también llamada reduccién de variables) en un orden adecuado. Los
algoritmos de propagacién de la creencia buscan una estrategia éptima de resolucién.

12.5.1. Algoritmo HUGIN
El algoritmo HUGIN consta de dos fases:

1. Obtencién del arbol de cliques.

En esta fase se pretende conseguir una estructura en forma de arbol que permita un reco-
rrido ordenado de los nodos respetando las dependencias expresadas por la red bayesiana.

2. Célculo de probabilidades.

Una vez tenemos el arbol de cliques, podemos comenzar con las operaciones sobre los po-
tenciales (tablas de probabilidad condicional) para calcular las probabilidades marginales
de nuestras variables o las probabilidades condicionales a una evidencia. Para ello, segui-
remos el las rutas del arbol de cliques para resolver las probabilidades marginales de los
nodos.

Il Ejemplo 12.7 (Aplicacién de HUGIN a la red Asia (cont. ej. 12.1))
A continuacién realizaremos la explicacion del algoritmo HUGIN sobre la red Asia para evitar
la complicacién terminoldgica que supone una explicacién genérica del mismo.

Obtencidén del arbol de cliques Seguiremos los siguientes pasos para obtener un drbol de
cliques asociado a la red bayesiana.

= Obtencién del grafo de dominios.

El grafo de dominios de una red bayesiana es el grafo de arcos no-dirigidos que conecta
cada nodo con sus padres, sus hijos y con los nodos con los que comparte hijos (arcos
morales).

Il Ejemplo 12.8 (Grafo de dominios de la red Asia (cont. ej. 12.7)
La figura 12.7 presenta el grafo de dominios de la red Asia.

= Obtencién del grafo triangular mediante rellenado de aristas.

Un grafo triangular es aquel que no tiene ciclos con mas de tres nodos. Esto se puede
obtener mediante el rellenado de aristas. En el rellenado de aristas, elegimos un orden de
eliminacién de nodos, seleccionamos el primero y se anaden aristas hasta conseguir que el
conjunto de nodos adyacentes del nodo sea completo®. Una vez hecho esto, se elimina el
nodo y las aristas que lo conectan y se elige el siguiente nodo de la lista.

“un conjunto es completo si todos sus nodos estan conectados a pares.
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Figura 12.7: Grafo de dominios de la red Asia. Los arcos morales se representan mediante
lineas discontinuas.

Il Ejemplo 12.9 (Grafo triangular de la red Asia (cont. ej. 12.8))
Tras aplicar el rellenado de aristas al grafo de dominios de la figura 12.7, con el orden de
eliminacién o = A, X, T, D, E, L, S, B, obtenemos el grafo triangular de la figura 12.8.

= Identificacion de los cliques del grafo triangular.

Identificaremos ahora los cliques del grafo triangular obtenido del paso anterior. Un clique
es un conjunto de nodos completo y maximal. Decimos que un conjunto es completo cuando
todos sus nodos estén conectados, y que es maximal cuando el conjunto es el mayor posible,
y por lo tanto no estd incluido en otros conjuntos completos.

El coste computacional del algoritmo de propagacién de la creencia dependerd principal-
mente del peso de los cliques, donde el peso se define como el producto de la cardinalidad
de las variables incluidas en el clique. La seleccién del orden recorrido por el rellenado de
aristas hard que el peso sea mayor o menor, y por lo tanto, resulta de interés una buena
seleccién del orden seguido.

Il Ejemplo 12.10 (Cliques la red Asia (cont. ej. 12.9))

La tabla 12.3 enumera los cliques de la red Asia. Como todas las variables tienen dos
posibles valores, los cliques de dos nodos tendréan un peso de 4, y los cliques de tres nodos
tendran un peso de 8.

= Construccién del arbol de cliques.

Una vez tenemos identificados los cliques del grafo triangular, construiremos el drbol de
cliques comenzando desde la raiz hacia las hojas. Como raiz estableceremos el clique de
menor peso. A continuacién se selecciona el clique libre cuya interseccién con el arbol sea
méxima, enlazandose con el clique enraizado con el que comparte mayor niimero de nodos.
Se continua hasta que no quedan cliques libres.

El conjunto de nodos que un hijo comparte con su padre se denomina separador. Cada
arco entre un padre y un hijo tendra un buzén de doble direccién anotado con el separador
del hijo. El conjunto de nodos que un hijo no comparte con su padre se denomina residual.
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Figura 12.8: Grafo triangular de la red Asia. El arco anadido por rellenado de aristas en
la etapa del nodo F tiene una trama discontinua.

Tabla 12.3: Cliques del grafo triangular de la red Asia.
Clique
AT
T L E
S,L,B
L E B
E B, D
E X
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Figura 12.9: Arbol de cliques de la red Asia.

Bl Ejemplo 12.11 (Arbol de cliques para la red Asia (cont. ej. 12.10))
La figura 12.9 presenta el arbol de cliques disenado para la red Asia. Como ejemplo, el
clique F, L, T tiene el nodo separador T' con su padre A, T y los nodos residuales E, L.

Calculo de probabilidades

= Célculo de potenciales.

Comenzaremos asignando el potencial ¢ de cada nodo a un solo clique. Entonces calcu-
laremos el potencial ¥ de cada clique como el productorio de los potenciales ¢ que tiene
asignados, siendo ¥ = 1 en caso de no tener ningiin potencial ¢ asignado.

Como resultado, la probabilidad conjunta p(X) es la factorizacién de los potenciales de los
cliques:
C

p(X) =W,
-1

siendo C' la cardinalidad del arbol de cliques. El mismo arbol servird también para calcular
probabilidades condicionadas a cualquier evidencia observada.
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Tabla 12.4: .
Potencial de clique i (0;)
Uy = ¢gag9r = p(A)p(T|A)
Vy = ¢p = p(E|T, L)
Ty =1
W, = dobin = p(S)p(BIS)P(LIS)
U5 = ¢p = p(D|E, B)
Ve = ¢x = p(X|E)

Il Ejemplo 12.12 (Célculo de potenciales ¥ de cada clique (cont. ej. 12.11))
Asignaremos los potenciales de la red Asia (table 12.2) a los cliques de la siguiente forma:
¢4, ¢r al clique 1, ¢ al clique 2, ¢r, ds, ¢p al clique 4, ¢pp al clique 5y ¢x al clique 6.
Por lo tanto, los potenciales ¥ de los 6 cliques, numerdndolos segun la figura 12.9 serdn
los presentados en la tabla 12.4.

Fase de absorcién de la evidencia.
Si hemos observado una evidencia E* = e en un conjunto de nodos E* podremos calcular

la probabilidad condicional de las variables condicionada a dicha evidencia, p.e. p(X;|e).

Para tener en cuenta esta condicién, actualizaremos el potencial Psi; de cada clique que
contenga algiin nodo con evidencia observada:

0 si el valor de algin nodo del clique no es consistente con e
Ut = (12.7)
v en otro caso

No serd necesario actualizar los cliques que no contienen nodos con obervaciones, por lo
que sus potenciales no se modifican, ¥, = W;, k # j.

Por lo tanto, la probabilidad conjunta condicionada a e sera:
C
p(Xle) =[] i,
i=1

Il Ejemplo 12.13 (Absorcién de evidencia E = ¢ en red Asia (cont. ej. 12.12))
Si hemos observado que la variable D toma el valor d y la variable X toma el valor z, dispo-
nemos de una evidencia e que afecta a las variables D, X. Para calcular las probabilidades
condicionales a e, modificaremos los potenciales W5 como

0 D=d
v = } (12.8)
Vs =p(D|E,B) D=d,
y WUg como
e =p(X|E) X =uz,
=y ¢ P(X|E) (12.9)
0 X =1z
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= Fase de propagacion.
Una vez definidos definitivamente los potenciales de los cliques, estamos en disposicién
de propagar la evidencia y creencia por el arbol para calcular las probabilidades de cada
clique.

La fase de propagacion se realiza en dos etapas:

e Etapa ascendente.
Recorremos el drbol desde las hojas hacia la raiz todos los cliques. Para cada clique
i con nodos G; y padre j, calculamos la probabilidad p(R;|S;) del residual de R;
condicionado a su separador S;,

m; = Z U;,081 8, =0,m; = sumg, V; (12.10)
R;
v,
p(Ri|S;) = — (12.11)
(12.12)

y propagamos la marginalizacién del potencial de i hacia j,
\I/]‘ = \I/jmi.
Il Ejemplo 12.14 (Fase ascendente de propagacién (cont. ej. 12.12))

La tabla 12.5 desarrolla la traza de la fase ascendente de propagacién de la red Asia
siguiendo el drbol de cliques de la figura 12.9.

e Etapa descendente.

Una vez calculadas las probabilidades del residual condicionado al separador de ca-
da clique, podemos calcular la probabilidad conjunta de cada clique. Conocidas las
conjuntas de cada clique, es inmediato calcular la probabilidad de cada variable por
marginalizacién del resto del clique.

En esta ocasién, recorreremos el arbol desde la raiz a las hojas. Como el clique raiz
no tiene separador, ya tenemos calculada la probabilidad conjunta p(G1) de la etapa
anterior. Para cada clique ¢ > 1 con padre j, calcularemos la probabilidad conjunta
de sus nodos G; como

p(S) = > p(Gy), (12.13)
Gi\Si
p(Gi) = p(Ri[Si)p(S;). (12.14)
Il Ejemplo 12.15 (Fase descendente de propagacién (cont. ej. 12.14))

La tabla 12.6 desarrolla la traza de la fase descendente de propagacién de la red Asia
siguiendo el arbol de cliques de la figura 12.9.

Una vez acabada la fase descendente, podemos calcular la probabilidad de cada nodo p(X})
por marginalizacién del clique de menor cardinalidad que lo incluya:

p(X) = 3 pl(Gy).
G\ Xk

Il Ejemplo 12.16 (Probabilidad de una variable en Asia (cont. ej. 12.15))

Si quisiéramos conocer la probabilidad p(F) de nuestra red Asia, simplemente tendriamos
que marginalizar la probabilidad conjunta del clique més pequeno que contenga el nodo
FE, ie. el clique 6,

p(E) = 3 p(E, X).
X
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Tabla 12.5: Traza de la fase ascendente de propagacién para la red Asia.

Clique 6
me =3 x P(X|E)
P(Ro|S6) = p(X|E) = <&

(X|E)

x P(XTE)

Wy = p(E|T, L) 3 x P(X|E)

Clique 5
=>.pp(DI|E,B)

p(Rs|S5) = p(D|B, B) = s Bl B2
=2 pr(DI|E,B)

Clique 4

ma =325 p(S)p(B|S)p(L|S)
p(R4|Ss) = p(S|L, B) =

=>pp(DIE,B) ¥ g p(

p(S)p(B[S)p(L|S)
> s P(S)p(B[S)p(L[S)

S)p(B|S)p(L|S)

Clique 3

ms =3 5 >.p P(D|E, B) 325 p(S)p(B|S)p(L|S)

> p P(D|E,B) 35 p(S)p(B|S)p(L|S)

p(R3|S3) = p(B|L, E) =

> p 2p P(DIE,B) 35 p(S)p(BIS)p(L]S)

W2 = p(E|T, L) > x P(X|E) > 5 > p P(DIE, B) 325 P(S)p(B|S)p(L|S)

Clique 2

=2r,mPEIT, L) X x p(X|E) 5 2 p p(DIE, B) g p(S)p(BIS)p(LS)

p(EIT,L) 3 x p(X|E) > p > p p(DIE,B) 55

p(S)p(B[S)p(L|S)

p(Rzlsz) =p(L, EIT) =

1.5 PETL) S x p(X1B) S5 > p P(DIEB) 35 p(sw(msmw
U1 =p(A,T) = p(A)p(TIA) 3o g P(EIT, L) 3 x P(X|E) 35 3 p P(DIE, B) 35 p(S

p(B|S)p(L|S)

Clique 1

m1 =324 o P(AP(TIA) 3, pp(EIT, L) 3 x p(X|E) 35 32 p p(DIE, B) 36 p(S)p(B|S)p(L|S)

p(A)p(T|A) X pP(EIT,L) ¥ x p(X|E) X p X p P(P|E,B) 35 p(S)p(B|S)p(L|S)

p(R1|S1) = p(A,T) =

2 a7 P(Ap(TIA) Y pr(EIT,.L) Y x P(XIE) Y p 2 p p(DIE,B) 35 p(S)P(B[S)p(L]S)

Tabla 12.6: Traza de la fase descendente de propagacién para la red Asia.

Clique i p(S;) p(Gi)

1 p(A,T)

2 p(T) =3 4p(AT) p(E,L,T) =p(E, L|T)p(T)

3 p(L.E)=>2rp(E,L,T) p(B,L,E)=p(B|L,E)p(L, E)
4 p(L,B) = gp(B,L,E) p(S,L,B) =p(S|L, B)p(L, B)

5 p(B,E)=3,p(B,L,E) p(D,B,E)=p(D|B,E)p(B,E)
6 p(E) =7 p(T,L,E)  p(BE,X)=pX|E)p(E)
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En caso de observar una evidencia e la fase de propagacién seria similar a la expuesta en
los ejemplos anteriores, pero utilizando los potenciales U* actualizados durante la fase de
absorciéon de la evidencia. Como resultado obtendriamos las probabilidades condicionales
p(Xile) de cada variable k a la evidencia e. Internamente, la diferencia consistiria en
que las sucesivas multiplicaciones por 0 en las posiciones de los potenciales anularian las
condiciones no consistentes con la evidencia del calculo de probabilidades.

12.5.2. Simplificaciones

El algoritmo HUGIN es eficiente para calcular las probabilidades marginales de todos los
nodos de la red bayesiana. Si nuestro interés reside en el calculo de uno de los nodos, podemos
aplicar dos simplificaciones que hagan la operacién més eficiente:

= Simplificacién por d-separacion.
Si estamos interesados en calcular la probabilidad de X; condicionada a E* = e, p(X;le),
los nodos que E* d-separa de X; no influyen en el célculo, por lo que pueden eliminarse
de la red.
Il Ejemplo 12.17 (Simplificacién por d-separacién de p(B|E = ¢) en Asia)
Tal como vimos en el ejemplo 12.2, E d-separa X, B, por lo que podemos eliminar X de
los célculos de la probabilidad de B condicionada a observar evidencia en E, p(B|E = e).

= Simplificacién de nodos estériles.

Un nodo es estéril si no recibe evidencia y todos sus hijos son estériles. Los nodos estériles no
contribuyen a la probabilidad de los nodos no estériles, solo contribuyen a la probabilidad
de sus descendientes.

Il Ejemplo 12.18 (Simplificacién de nodos estériles p(B|E = ¢) en Asia)

Si observamos E = e, los nodos X, D son estériles, por lo que no contribuirédn al calculo
de probabilidades del resto de nodos, por lo que pueden ser eliminados del calculo.

12.6. Modelado basado en conocimiento experto

Supongamos ahora que queremos disenar una nueva red bayesiana para un problema médico
especifico. Podremos seguir tres aproximaciones:

= Modelado basado en conocimiento experto.
= Aprendizaje basado en casos.
= Combinada de conocimiento experto y aprendizaje basado en casos.

La tabla 12.7 comparar las pros y contras del modelado basado en conocimiento experto y
el aprendizaje basado en casos.

Para el modelado de una red bayesiana mediante conocimiento experto seguiremos el siguiente
procedimiento general:

1. Eleccién de variables.

Deberemos elegir las variables que constituyen los nodos en la red bayesiana teniendo
en cuenta la especifidad del problema médico a resolver. Debe tenerse en cuenta que la
complejidad de la red depende, entre otros factores, del niimero de nodos, por lo que la
seleccién de variables deberd ser lo mas precisa posible.
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Tabla 12.7:
pros contras
Experto  barato sesgo psicologico, credibilidad, di-
ficultad de cuantificar pontencia-
les

Apredizaje directo (prospectivo), insesgado tamafio de la base de datos, ses-
(prospectivo), rdpido (retrospec- go (retrospectivo), lento (prospec-
tivo), barato (retrospectivo), tivo), caro (prospectivo)

2. Determinar los rangos de valores de las variables.

Sera necesario elegir un rango de valores que represente adecuadamente el conocimiento
que aporta la variable al problema médico. En una red de variables discretas, debe tenerse
en cuenta que el tamano de los potenciales depende de la cardinalidad de las variables. No
es obvio en variables cualitativas de caracter subjetivo comprobar que los valores elegidos
son disjuntos y que abarcan todo el dominio de la variable.

3. Capturar la estructura de la red bayesiana.

Teniendo las variables definidas, podemos pensar en las relaciones entre variables. Para
variables con significado conceptual es facil para las personas pensar en relaciones de
causalidad, por lo que puede se de interés realizar una primera aproximacion de la red
mediante esta estrategia.

4. Refinar la estructura de la red bayesiana.

Es un buen ejercicio intentar reducir el nimero de padres que un nodo recibe. Esto tiene
dos razones: i) la dimensién de los potenciales de la red bayesiana y de la propagacién de
la evidencia dependen en gran medida del nimero de conexiones en la red; ii) nos puede
permitir detectar redundancias debidas a disenos pobres de la red.

5. Comprobar la independencia condicional entre las variables del modelo.

En este paso, al contrario que en el anterior, nos plantearemos si las independencias con-
dicionales que se han generado por nuestro modelo son conceptualmente aceptables o no.
En caso negativo, deberemos establecer nuevas relaciones entre variables, para subsanar la
carencia conceptual de nuestro modelo.

6. Determinar las probabilidades condicionales.

Como paso definitivo, deberemos especificar los potenciales de nuestra red bayesiana, que
desde un punto de vista probabilistico se traduce en completar las tablas de probabilidades
condicionales asociadas a cada nodo.

Como regla general aplicable a los puntos 1,2,3, deberemos tener en cuenta los niveles de
evidencia cientifica que incorporan nuestras elecciones, segiin la MBE. Asi pues, preferiremos
aquellas variables, escalas y relaciones citadas en documentos con niveles de recomendacién altos
en las escalas de MBE (p.e. AHRQ). En definitiva daremos prioridad a las variables estudiadas
mediante disenios multicéntricos (nivel A) y que han seguido una rigurosa metodologia basada
en ensayos aleatorios controlados (> nivel B) y daremos menos prioridad a aquellos documentos
que reflejen opiniones de comités de expertos (nivel E). Para la correcta interpretacién de las
fuentes de conocimiento médico, deberemos colaborar estrechamente con expertos, que podran
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guiar al disenador en la relevancia de los elecciones para la resolucién del problema médico a
resolver.

Il Ejemplo 12.19 (Modelo emocional para terapia de depresién mayor)

La depresién mayor es una de las causas mas comunes de discapacidad a corto y largo plazo
en Europa. Ademaés del sufrimiento de los propios pacientes, esta enfermedad implica un coste
directo a los servicios de salud y un coste indirecto por la pérdida de productividad y la carga
de cuidado que conlleva al entorno.

El uso de ordenadores para la terapia cognitivo-conductual para el tratamiento de la depre-
sion mayor se apoya en la evidencia encontrada que indica que una terapia psicolégica puede
ser efectiva sin el contacto cara a cara, sin embargo, el valor de estos sistemas estd limitado
por la dificultad de mantener al paciente involucrado en la terapia durante largos periodos de
tiempo. Esta limitacién se intenta subsanar con paradigmas de la comunicacién hombre-maquina
basados en agentes virtuales. Especificamente, la interaccién empética de estos avatares deberia
proporcionar una comunicaciéon adecuada para trasmitir mensajes valiosos para la terapia del
paciente siguiendo las guias establecidas por el terapeuta, pero adaptadas a cada momento.

Para conseguir una respuesta empdtica del avatar, es necesario conocer el estado afectivo
del paciente. Para ello, nos planteamos realizar un modelo psicolégico del paciente que permita
predecir tanto el humor bajo un determinado ambiente y la emocién ante un evento a través
de la evidencia observada mediante la monitorizacién de habitos y expresiones del paciente y
premisas del terapeuta sobre el estado clinico y las reacciones posibles del paciente.

Asf pues, nos centraremos en el disefio de una red bayesiana para determinar el estado afectivo
mas probable del paciente durante la interaccién con un agente virtual de asistencia a la terapia
cognitivo-conductual de la depresién mayor.

Estado clinico. Siguiendo los objetivos de una terapia para la depresién mayor, podemos
definir tres posibles estados del paciente:

1. Estable: cuando el paciente sigue su vida normal, sin recaidas.
2. Recaida posible: cuando hay signos iniciales de una posible recaida.
3. Situacién de riesgo: cuando hay fuertes signos de recaida con posible situacién de riesgo.

En un sistema de terapia continuada, nos planteariamos un modelo predictivo para clasificar el
estado clinico del paciente en estos tres posibles valores: estable, recaida y riesgo. Por ejemplo,
este modelo predictivo podria basarse en la monitorizacion de los hébitos del paciente, p.e.
patrones de sueno, actividad fisica y de alimentacién; de expresiones del paciente, p.e. tono de
voz; y de senales fisiol6gicas, p.e. conductividad de la piel, ritmo cardiaco, etc.

Asumiremos que el estado clinico influye en el estado afectivo del paciente, por lo que lo
incluiremos como variable de nuestra red bayesiana.

El ambiente del paciente y los eventos que le afectan. Segiin el modelo determinista
de evaluacién propuesto por la teoria cognitiva de las emociones de Ortony, Clore and Collins
(modelo OCC) [129], una persona estd continuamente evaluando los eventos, situaciones y cosas
que le rodean basandose en unos estandares, creencias y objetivos. Implementar un modelo de
derivacién de las variables de evaluacién como [130] de un paciente con depresién mayor puede
resultar complicado, por lo que optamos en primera aproximacion por utilizar dos variables
indicadoras. La primera recoge la percepcién que el terapeuta tiene del ambiente del paciente,
que podra tomar dos valores: adecuado o inadecuado. La segunda indica la percepcién que el
paciente puede tener de un evento en el que estd involucrado (tipicamente durante la interaccién
con el agente virtual). Los valores que puede tomar un evento son: orden, buena noticia, mala
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noticia, pregunta cognitiva, pregunta emocional, charla o silencio. El caracter de buena o mala
noticia y pregunta cognitiva o emocional, puede ser preestablecida por el terapeuta, por lo que
para cada evento se establece la percepcion del evento mediante una tabla de correspondencia.

El modelo afectivo. Ell objetivo de nuestra red bayesiana es estimar el estado afectivo del
paciente ante la observacion de informacién como el estado clinico, el ambiente, el humor anterior
del paciente, la percepcion de un evento y la monitorizacién de habitos y expresiones de la voz.

El estado afectivo de un paciente viene caracterizado por el humor y por la emocién que
produce un evento. Comenzaremos por la caracterizacién del humor.

El humor. EI humor es el estado emocional de media/larga duracién, por lo que, temporal-
mente, es menos especifico que la emocién (no se refiere a la reaccién de un solo evento), y es mas
especifico que la personalidad. Para caracterizar esta transitoriedad del humor en el paciente,
tendremos en cuenta en nuestro modelo el estado de humor anterior, y el estado de humor actual.
Segun [131], el humor puede descomponerse en dos componentes ortogonales de menor nivel: la
energia y la tensién.

Respecto a la Energfa, una persona puede estar mds energética o mas cansada. En nuestro
modelo, como estamos interesados en enfatizar la relacién entre variables, hemos optado por
discretizar la variable, por lo que tendremos dos posibles valores: energética, y cansada. Para
establecer las relaciones entre variables, consideramos que la Energia estd condicionada a la
Energia anterior y al Estado clinico. En un Estado clinico estable, es relativamente probable que
una persona continte con la misma energia que en el momento anterior, con una ligera tendencia
al incremento de su energia con el tiempo. Sin embargo, ante una posible recaida, podriamos
pensar que la tendencia se invierte, y que es posible observar un cambio en la tendencia hacia el
cansancio. La tabla 12.8 especifica las probabilidades condicionales de la variable Energia dadas
las observaciones de Estado clinico y la Energia anterior.

Tabla 12.8: Probabilidades condicionales de la Energia.

Clinical State Energy Past energetic tired

stable energetic .85 .15
stable tired 2 .8
possible energetic .5 5
possible tired 1 9
imminent energetic 2 .8

imminent tired .05 .95

Decimos que una persona estd tensa o calmada, y podemos establecer una escala continua
de Tension entre estos dos polos. Una vez mas discretizaremos la variable, por lo que la Tensién
podra tomar los valores tenso y calmado. Consideraremos que la Tensién estd condicionada a
la Tensién previa, el Estado clinico y al Ambiente. Asi pues, un ambiente inadecuado, o una
recaida aumentard la Tensién del paciente. La tabla 12.9 especifica la tabla de probabilidades
condicionales de la variable a sus padres.

La emocion. La emocién es un fendmeno fisiologico que expresan la adaptacién de un in-

dividuo a cierto evento. Lang [132] propuso caracterizar la emocién mediante dos dimensiones
ortogonales de menor nivel: la atencién (arousal) y la valencia (valence).
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Tabla 12.9: Probabilidades condicionales de la Tensién
Clinical State Tension Past Environment tense calm

stable tense favorable 7 3
stable tense unfavorable .8 2
stable calm favorable .1 9
stable calm unfavorable 3 .7
possible tense favorable .6 4
possible tense unfavorable 9 .1
possible calm favorable 3 7
possible calm unfavorable .6 A4
imminent tense favorable 9 1
imminent tense unfavorable 95 05
imminent calm favorable 5 5
imminent calm unfavorable .8 2

La atencién (arousal, o excitacién) es el estado fisiolégico y psicolégico de estar alerta, des-
pierto o reactivo ante un evento. Discretizaremos la atencién de un paciente en los valores atento
y calmado. Podemos pensar que el humor actual (tanto la Energfa como la Tensién) de una perso-
na condiciona la atencién de un paciente ante un evento; la tabla 12.10 recoge las probabilidades
condicionales de la Atencién a dichas variables.

La Valencia (valence o predisposicién) establece la atraccién intrinseca (placentera, o valencia
positiva) o la aversién (no placentera, o valencia negativa) hacia un evento, objetivo o situacién.
En nuestro modelo, la Valencia estd condicionada a la Tensién, pero no a la Energia del paciente;
la tabla 12.11 especifica las relaciones condicionales de la Valencia.

Haéabitos y expresiones del paciente El sistema de terapia cognitivo-conductual al que
va dirigido el modelo afectivo que estamos disefiando estd pensado para trabajar en el ambiente
personal de un paciente, pudiendo monitorizar algunos de sus habitos, como el Patrén del sueno,
la Alimentacién y el Ejercicio fisico. Ademas, el interfaz principal del paciente con el sistema
serd la voz, por lo que también disponemos del tono de voz como indicador de las expresiones
del paciente.

Hemos simplificado a valores binarios las cuatro variables, incluyendo un componente clinico
es sus valores. Asi pues, el Patron del sueno sera placentero o no placentero; la Alimentacién
serd saludable o no saludable; y el Ejercicio fisico serd adecuado o inadecuado. Por su parte,
solamente consideramos que el tono de voz tiende a ser placentero o enojado.

Las tres variables referentes a hébitos estaran condicionadas al humor, por lo que podemos
establecer las probabilidades condicionales del Patrén del sueno, la Alimentacién y el Ejercicio
fisico mediante las tablas 12.12, 12.13, y 12.14, respectivamente.

Por su parte, consideramos que el tono de voz viene directamente condicionado por la emocion
del paciente, por lo que establecemos la tabla 12.15.
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Tabla 12.10: Probabilidades condicionales de Arousal

Event configuration  Energy  Tension calm aroused

order energetic tense 0.1 0.9

order energetic calm 0.5 0.5

order tired tense 0.5 0.5

order tired calm 0.7 0.3
goodNew energetic tense 0.1 0.9
goodNew energetic calm 0.7 0.3
goodNew tired tense 0.6 0.4
goodNew tired calm 0.8 0.2
badNew energetic tense 0.1 0.9
badNew energetic calm 0.7 0.3
badNew tired tense 0.6 0.4
badNew tired calm 0.8 0.2
cognitiveQuestion  energetic tense 0.7 0.3
cognitiveQuestion  energetic calm 0.8 0.2
cognitiveQuestion tired tense 0.7 0.3
cognitiveQuestion tired calm 0.85 0.15
emotionalQuestion  energetic  tense 0.2 0.8
emotionalQuestion  energetic calm 0.6 0.4
emotionalQuestion tired tense 0.5 0.5
emotionalQuestion tired calm 0.6 0.4
chat energetic tense 0.1 0.9

chat energetic calm 0.7 0.3

chat tired tense 0.6 0.4

chat tired calm 0.8 0.2

silence energetic tense 0.4 0.6
silence energetic calm 0.5 0.5
silence tired tense 0.5 0.5
silence tired calm 0.9 0.1
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Tabla 12.11: Probabilidades condicionales de Valencia

Event configuration Tension pleasant unpleasant

order tense 0.5 0.5

order calm 0.8 0.2
goodNew tense 0.8 0.2
goodNew calm 0.9 0.1
badNew tense 0.2 0.8
badNew calm 0.1 0.9
cognitiveQuestion tense 0.8 0.2
cognitiveQuestion calm 0.85 0.15
emotionalQuestion tense 0.6 0.4
emotionalQuestion calm 0.7 0.3
chat tense 0.8 0.2

chat calm 0.9 0.1

silence tense 0.8 0.2
silence calm 0.9 0.1

Tabla 12.12: Probabilidades condicionales de Patrén del suenio
Tension Energy Past pleasant unpleasant

tense energetic .2 .8
tense tired 3 7
calm energetic 7 3
calm tired 3 7

Tabla 12.13: Probabilidades condicionales de Patrén de alimentacién
Tension Energy Past healthy unhealthy

tense energetic 5 5
tense tired 3 7
calm energetic .8 2
calm tired 2 8
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Tabla 12.14: Probabilidades condicionales de Actividad fisica

Tension Energy Past appropriate inappropriate

tense energetic 4 .6
tense tired 2 8
calm energetic .8 2
calm tired 3 7

Tabla 12.15: Probabilidades condicionales de Patrén de tono de voz
Arousal Valence anger pleasure

calm pleasant 1 9
calm unpleasant 7 3
aroused pleasant 2 8
aroused unpleasant 9 1
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Red bayesiana del estado afectivo del paciente La figura 12.10 muestra la red ba-
yesiana obtenida de la relaciones especificas detectadas entre el estado Clinico (C), el Ambiente
(En), el Evento (Ev), la Energfa (E) y la Tensién (T) del humor, la Atencién y la Valencia (V)
de la emocién, el Patrén de sueno (S), el patrén Alimenticio (Ea), la Actividad Fisica (P) y el
tono de voz (Vo) del paciente. El vector de variables observadas en un escenario tipico de fun-
cionamiento de la red bayesiana es: Z = {C, En, Ev, PE, PT, Fa, S, P,Vo}. Ademds, estaremos
interesado en obtener la probabilidad p(X|ey), para toda X en E,T,V, A, condicionada a la evi-
dencia ez observada en Z. Sin embargo, como hemos visto, la red bayesiana es suficientemente
flexible para calcular la probabilidad esperada de cada variable dado un subconjunto de Z. Esto
puede ser interesante en caso de no disponer del estado de humor anterior o no se dispone de
informacion actualizada de la monitorizacién de los hébitos del paciente.

Deteccion de nodos estériles. Teniendo en cuenta que en un escenario usual, los nodos
del vector Z estaran observados, la red bayesiana de la figura 12.10 no tiene nodos estériles.

D-separacién de los nodos no-observados. Analizamos la D-separacion entre los nodos
E,T,V, A, asumiendo que en el escenario normal observaremos la evidencia del vector Z.

Los nodos E,T no son d-separable por Z porque son condicionalmente dependientes dado
Fa,S, P or Vo, es decir, cuando Fa, S, P or Vo son observados. El mismo razonamiento se puede
realizar para los pares E, A, T,V y V| A, por lo que ninguno de ellos es d-separable dado Z. Sin
embargo, todos los pares anteriores son condicionalmente independientes dado Z. Por ejemplo,
V, A son condicionalmente independientes dado Z porque la observacién de Ev, y C bloque
los caminos desde V hasta A. Asi pues, la demostracién de independencia condicional entre
E,T y entre V, A es consistente con la descomposicién del humor y la emocién en componentes
ortogonales.

Simulaciones del modelo afectivo. Tomamos una serie de Pacientes Virtuales [133] con
depresiéon mayor para simular el comportamiento de nuestra red bayesiana ante diferentes cir-
cunstancias. La tabla 12.16 define el conjunto de Pacientes Virtuales y las situaciones en als que
se encuentra. Hemos planificado las simulaciones siguiendo una estrategia paso a paso, por lo que
Unicamente se modifica una variable desde las simulaciones VP2 a VP6, con el fin de detectar
los cambios producidos por la variacion del valor de una variable de Z.

La tabla 12.17 describe los valores estimados por el modelo afectivo, calculados mediante
la propagacién de la evidencia observada en cada simulacién de la tabla 12.16. Es importante
darse cuenta como en la simulacion VP3, la observacion de los resultados de los habitos produce
un estado afectivo que podemos considerar como “no malo”. Si estos habitos no hubiesen sido
observados (i.e. VP3.2), el humor previo tendria mucho peso al calcular el humor actual, por lo
que el estado afectivo actual empeoraria. También es importante darse cuenta de lo fuerte que es
el estado clinico en el modelo, por lo que una recaida lleva rapidamente la Energia del paciente
al estado cansado, aumentando la probabilidad con el agravamiento de la recaida.

12.7. Aprendizaje basado en casos
El aprendizaje basado en casos de una red bayesiana pretende i) construir la estructura G

de la red bayesiana, y ii) estimar el conjunto de pardmetros (©) que controlan las relaciones
entre los nodos (i.e. probabilidades condicionales) a partir de una muestra de entrenamiento

S = (xi),i = 1,..., N, extraida aleatoriamente de una distribucién conjunta de probabilidad
desconocida po(X) = p(X1,...,Xp), de tal forma que cada caso i es el vector D-dimensional
Xi = Til, .- TiD-
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Tabla 12.16: Pacientes Virtuales y situaciones de estimulos. Las senales fisioldgicas son
enumeradas en el siguiente orden: patréon de alimentacion, patrén del sueno, actividad
fisica y tono de voz.

VP

C

En

Ev

Previous mood

Physiological
signs

VP1

VP2

VP3

VP3.2
VP4

VP5

VP6

VP7

stable

stable

stable

stable
stable

stable

possible

imminent

favorable

favorable

favorable

favorable

favorable

unfavorable

unfavorable

unfavorable

badNew

order

order

order

order

order

order

order

energetic/calm

energetic/calm

tired /tense

tired /tense

tired /tense

tired /tense

tired /tense

tired/tense

healthy,
pleasant,
appropriate,
pleasure

healthy,
pleasant,
appropriate,
pleasure

healthy;,
pleasant,
appropriate,
pleasure

na, na, na, na
healthy,
pleasant,
appropriate,
anger

un-

healthy, un-
pleasant,
appropriate,

anger

healthy, un-
pleasant,
appropriate,

anger

healthy,
pleasant,
appropriate,
anger

un-
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Tabla 12.17: Creencias del afecto del paciente, calculadas por la propagacién de la evidencia
observada en cada simulacion en la figura 12.16

VP PA mood PA emotion

VP1  energetic: .992, calm: .991  calm: .826, unpleasant: 0.710
VP2  energetic: .992, calm: .993 calm: .540, pleasant: .944

VP3  energetic: .721, calm: .741 calm: .532, pleasant: .914

VP3.2 energetic: .781, tense: .813 arousal: .615, unpleasant: .791
VP4  energetic: .525, tense: .800 arousal: .709, unpleasant: .782
VP5  energetic: .525, tense: .872 arousal: .727, unpleasant: .800
VP6 tired: .675, tense: .941 arousal: .678, unpleasant: .821
VP7 tired: .815, tense: .972 arousal: .637, unpleasant: .831

Para la construccién de la estructura de la red bayesiana G existen algoritmos, casi siempre,
basados en teoria de grafos y en descubrimiento de la independencia condicional que permiten
encontrar una estructura compatible con la muestra de entrenamiento. Esta tarea queda fuera
de los objetivos de este texto, y se remite al estudiante al curso de Redes bayesianas de Pedro
Larranaga [134] para una introduccién al tema.

12.7.1. Aprendizaje de los parametros de una red bayesiana

Supondremos una red bayesiana de la que sabemos su estructura Gy de la cual pretendemos
aprender sus pardmetros ® a partir de una muestra S. En una red de variables discretas, donde
1) (ri)

cada variable X;,7 = 1,...,D puede tomar los valores x; ’,...,z; ", estamos interesados en

aprender la probabilidad condicional ¢, = p(X; = xl(k) |pa(X;) = palw),k =1,...,r,7 =
1,...,q;, siendo ¢; el nimero de posibles instancias diferentes de los padres de X;, i.e. ¢; =
I1x,epa(x,) 7p- En definitiva, estamos interesados en aprender el valor de cada posicién de los

potenciales ¢; de cada nodo i de la red.

Il Ejemplo 12.20 (Pardmetros a estimar de la red bayesiana Asia)
Supongamos lared de Asia (ej. 12.1), con los nodos numerados en el siguiente orden A, S, T, L, B, E, X, D
y que por lo tanto identificaremos numéricamente como ¢ = 1,2,3,4,5,6, 7,8 respectivamente.
Supongamos también que el valor positivo de cada nodo, p.e. ¢t para el nodo T, se numera con
el valor k = 1, y el valor negativo, p.e. t, con el valor k = 2.

Podemos identificar los parametros necesarios para especificar el potencial ¢; del nodo A

como
4= ¢1=(¢1-1,91-2) = (p(Xa = a), p(Xa = a)),
los pardmetros del potencial ¢ que depende de A (r3 = 2,q3 = 2) son
dr=¢3 = (P31, P321, P312, P322) (12.15)

= (p(Xr = t|Xa = a), (p(Xr = t|Xa = a), (12.16)
P(Xr =t[Xa = a), (p(Xr = 1| X4 = a)), (12.17)
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y los pardmetros del potencial ¢g que depende de T, L (r¢ = 2,qs = 4) son

b =¢¢6 = (o611, P21, D631, P6a1, Pe12, D622, P632, P642) (12.18)
(P(Xp =e|lXp =t, X, =1), p(Xp = ¢| X7 = t, X[ = 1), (12.19)
(p(Xe=elXr =t,Xr =1), p(Xg =e|X7 =1, X =1), (12.20)
(p(Xp=elXr=t,X;=1),(p(Xg=eXr=tX,=1), (12.21)
(P(Xp =elXr =1, X, =1), (p(Xp =e|Xr =1, X, =1). (12.22)

Independencia global de los parametros. La verosimilitud de la muestra S dados los
parametros P,

N N
L(S,®) = p(S|®) = (xl,...,xN|<I’)=l_Ip(x5|<I>):I_Ip(xsl,...,:L'SD\‘II')7

puede escribirse por factorizacion de la probabilidad conjunta 12.5 como

N D D N
H Hp(‘rsi|pa(xsi7 @)) = H Hp(xsi ‘pa(zsiy "I)))7

s=1i=1 i=1s=1

que asumiendo independencia entre los potenciales

D N D N D
®) = [[[[ p(zsilpa(za, ®) = [[ ][ plasilpales, 1) = [] L(Si, ¢1),
i=1s=1 i=1s=1 i=1
donde con S; denotamos las variables involucradas en el potencial ¢;.
Asi pues, podemos estimar por méxima-verosimilitud los pardmetros del potencial ¢; me-
diante las variables que influyen en X;, independientemente del resto de variables.

Il Ejemplo 12.21 (Independencia global de pardmetros en Asia (cont. ej. 12.20))
Tomaremos como ejemplo la variable E sin perdida de generalizacion al resto de variables.
Gracias a la propiedad 12.7.1, la estimacién de los parametros del potencial ¢ solo depende de
las variables T, L, F/, por lo que tinicamente se tomaran en consideracion los valores que toman
dichas variables en los casos deS.

Independencia local de los parametros. Reescribimos la verosimilitud mediante la agru-
pacién de los casos de S; por las combinaciones ¢; de valores que toman los padres de Xj,

D D N

H L(Si &) = [[ [ plesilpa(aa), 1)) (12.23)
i i=1s=1

D g Ni D g

I I pasilpatea) Y, é) = TT T T £(Sis- ¢5): (12.24)

i=1j=1s=1 i=1j=1

L(S, ®)

donde Nj; es el nimero de casos en S donde se observa la configuracién pa(x; @) )
Asi pues, asumiendo independencia entre los parametros de ¢;, la estlmacmn de cada columna
del potencial ¢; (ver tabla 12.2) es independiente del resto.

Il Ejemplo 12.22 (Independencia local de pardametros en Asia (cont. ej. 12.21))
Tomaremos de nuevo como ejemplo la variable E sin perdida de generalizacion al resto de varia-
bles. Gracias a la propiedad 12.24, el calculo de los pardmetros ¢g1x, k = 1,2 solo se tendrén en
cuenta los casos de la muestra donde 7' = t, L = [. De forma similar, ¢g3, kK = 1,2 solo requiere
observar las muestras donde T'= ¢, L = [.
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Estimacién por maxima verosimilitud Si definimos N;j, como el niimero de casos que
toma simultdneamente el valor X; = x,gk) y sus padres pa(X;) toman los valores pa(z;)), es fcil
demostrar que la estimacién por méxima verosimilitud del pardmetro ¢ es
Sigi = p(X; = 2 [pa(X;) = pa(z) V) = %
1

Cabe destacar que existen aproximaciones que solucionan la posible dispersién de las bases
de datos, y que pueden dar conteos iguales a 0 para ciertas combinaciones de valores. Algunas de
las soluciones estdan basadas en inferencia bayesiana, para incorporar conocimiento a priori sobre
la distribucion de los pardmetros. Otras soluciones plantean suavizados sobre los potenciales.

También es importante comentar lo frecuente que es encontrar bases de datos con valores
no observados en variables de algunos de sus casos. Si los datos no observados estan dispersos
y no resultan excesivos en comparacién con el tamafio de la muestra, pueden ser de utilidad la
aplicacion de soluciones basadas en la imputacion de la moda, o imputacién de datos perdidos
por el algoritmo Expectation-Maximization (EM).

12.8. Notas bibliograficas

Finn Jensen en [128] explica las bases, modelado, inferencia y aprendizaje de las redes baye-
sianas con variables discretas de forma clara y concisa. Pedro Larranaga, en su curso de redes
bayesianas [134], resuelve unos ejemplos muy aclaratorios del concepto de d-separacién. Eva
Milldn, en su tesis doctoral, desarrolla un excelente capitulo [135] sobre los algoritmos de ac-
tualizacién de probabilidades en redes bayesianas. NETICA (norsys.com) permite modelar las
redes bayesianas de forma rdpida e intuitiva, ademdas de comprobar su comportamiento ante la
observacion de evidencias.
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Modelos basados en memoria

Los modelos vistos hasta ahora cuentan con unos parametros que se ajustan en el proceso
de entrenamiento en base a las observaciones disponibles. Posteriormente, pueden utilizarse para
predecir nuevos casos sin necesidad de acceder a los datos observados anteriores. Estos son
modelos que podemos llamar “sin memoria”. Existen otro tipo de modelos que, al contrario que los
modelos vistos en los capitulos anteriores, requieren el almacenamiento de los datos observados.
En estos modelos basados en memoria la regla de clasificacién depende de una métrica y no de
los parametros ajustados con los datos observados. El caso més conocido de modelo basado en
memoria es el del vecino més préximo.

13.1. K-vecinos mas proximos

Los modelos basados en el vecino més préximo (nearest neighboury K-nearest neighbour) son
modelos no paramétricos basados en distancias. Estos modelos asumen que el espacio muestral es
un espacio métrico { X, d}, donde X es el conjunto de puntos u observaciones y d es una métrica
o distancia, definida como d : X x X — R. Ademads, una métrica debe cumplir las siguientes
propiedades para todo x; € X:

= No negativa: d(x1,%2) > 0. Siy solo si x; = X2 entonces d(x1,x2) = 0.
= Simétrica: d(x1,x2) = d(x2,x1).
= Desigualdad triangular: d(x1,x3) + d(x2,%x3) > d(x1,X3).

Como sabemos, las observaciones pueden ser consideradas vectores de un espacio vectorial. Esta
representacion nos permite establecer un espacio métrico a partir del espacio vectorial empleando

J ) .. 1 o
las métricas de la familia L, = d,(x1,%2) = (3, [21; — 22:|P) /7. De este modo, las tres métricas
méas empleadas son:

L] LU (() Loo) d(Xl, XQ) = méXlSiSD |(331Z — $2L)|
= Ly d(xy,x2) = 7 (@1 — i)l
[ LQ: d(xl,XQ) = (Zil(mh — SCQZ‘)2)1/2.

Estas tres distancias son las méds empleadas y comtinmente se conocen como distancia del ajedrez
o de Cheryshev (L0), distancia de Manhattan (L1) y distancia euclidea (L2).
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Figura 13.1: Tlustracién de las métricas LO, L1 y L2, respectivamente. La distancia entre
ambos puntos es 4 si se emplea la métrica L0, 7 si se emplea la métrica L1 y 5 si se emplea
la métrica L2.

Si se dispone de un conjunto de observaciones S = {(x1,y1), (X2,¥2), ..., (XN, yn)}, donde
x; € X,i=1,...,N ey, es la clase a la que pertenece a observacion i-ésima, se puede establecer
un espacio métrico {X,d}. Una vez establecido el espacio métrico, la clase a la que pertenece
una nueva muestra x se calcula en base a la observacién u observaciones mas cercanas segun la
distancia d(-,-). Esto es, si los puntos vecinos son de la clase y, entonces se asigna la clase y a
la observacién nueva x. Este modo de proceder ha tenido bastante éxito debido a que es muy
intuitivo.

13.1.1. Vecino mas préximo

El vecino mds préximo [136] es la regla mds sencilla de estos métodos, ya que tnicamente
busca la clase del vecino maés cercano en funcién de la métrica que se esté empleando. A los datos
observados de una clase ¢ se les denominan prototipos de la clase, P,. La regla de decisién para
una nueva observacion x es

x€é+e=3z€ P::d(x,2) <d(x,2)Vz € P.,,1<c<C,c#é. (13.1)

Es decir, a x se le asigna la misma clase a la que pertenece la observacién z mas cercana,
bajo la métrica d. En el improbable caso de empate nos encontramos en una situacion donde
d(x,z1) = d(x,22) con z1 € ¢1 y 22 € ca. En este caso se escoge la clase que mds representantes
tiene. Esto es, se asigna la clase con mayor prevalencia o probabilidad a priori.

Las fronteras que describe el método del vecino mas préximo quedan determinadas por el
conjunto de puntos S. De este modo, las funciones discriminantes son lineales a trozos ya que
cada subconjunto de K vecinos describe una frontera lineal.

Una propiedad muy interesante del clasificador por el vecino més préximo es que, cuando el
nimero de observaciones tiende a infinito, N — oo, el error del clasificador puede acotarse como:

P* ngP*(Z—LP*> <2p*
C—1

donde P* es el error tedrico de Bayes, P es el error del clasificador y C' es el nimero de clases.

13.1.2. K-vecinos mas préximos

Se puede generalizar este concepto si, en lugar de tener en cuenta la etiqueta de clase del
vecino més proximo, se tienen en cuenta las etiquetas de clase de los K vecinos més préximos [92].
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De hecho, el vecino més préximo es el caso particular cuando K = 1. Si se tiene un conjunto
de prototipos de cada clase P. y siendo Py el conjunto de los K vecinos més préximos bajo la
métrica d, la regla de decisién de este tipo de clasificadores se define como

X€é<:>|PkﬂPé|Z‘PkﬂPcLlSCSC,C#é. (13.2)

Esta regla quiere decir que, una vez calculados los K vecinos més proximos, se contabilizan los
representantes de cada clase y aquella clase que tenga mayor niimero de representantes entre
los K vecinos més préximos sera la etiqueta de clase que se asigne a la nueva observacién x.
Generalmente, en caso de empate se desempata empleando la regla 1-NN.

Al igual que los modelos NN, los K-vecinos més préximos definen fronteras lineales a tro-
zos (ver figura 13.2). Ademds, un clasificador K-NN tiende al error teérico de Bayes cuando
se cumplen tres condiciones: N — oo, K — oo y ¥/x — 0. Por ejemplo, si se selecciona un
valor K = v/N se tiene garantias de alcanzar el error de Bayes si N — oo [92]. Aunque este
comportamiento tedrico asintdtico es inmejorable, depende en gran medida del nimero de obser-
vaciones disponibles. En este sentido, cuando se disponen de conjuntos de datos finitos resulta
dificil garantizar dicho ideal.

K=1 K=3

Figura 13.2: Tlustracién de las fronteras y regiones definidas por modelos K-vecinos con
distintos valores de K. Se puede observar que cuando K crece, las fronteras de decisién
son menos abruptas.

Estos modelos no paramétricos se caracterizan por la necesidad de almacenar todos los pro-
totipos etiquetados disponibles. Esto podria implicar unos elevados costes computacionales y de
almacenamiento. Ademds, en la practica nunca es posible saber por adelantado cudl es el mejor
valor de K o cudl es la mejor métrica para cada problema, por lo que sera necesario realizar un
buen diseno experimental para acertar con estos valores.
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13.2. K-vecinos probabilistico

El modelo de clasificacion de los K-vecinos mas proximos resulta atractivo por su sencillez, el
amplio estudio tedrico y los resultados empiricos recogidos en la literatura cientifica. Sin embargo,
existen algunos inconvenientes con los K-vecinos:

1. Escoger el valor é6ptimo de K no es trivial. El método mds empleado es usar una validacién
cruzada para seleccionar el mejor valor de K.

2. Las ventajas de su comportamiento asintotico depende de disponer de un ntimero de datos
suficientemente grande, cosa que no siempre es posible en problemas biomédicos reales.

3. Independientemente del valor de K, las predicciones del modelo no proporcionan una in-
terpretacién probabilistica razonable. Generalmente, se adjudica una probabilidad que
depende de la tasa de casos que pertenecen a la clase ganadora de entre los K vecinos mas
préximos. De este modo la probabilidad se discretiza en saltos de 1/K. Este problema
impide hacer un uso apropiado de los modelos de K vecinos mas proximos en procesos de
decision.

En 2002 Holmes y Adams en [137] propusieron un clasificador de K-vecinos probabilistico
que devuelve una probabilidad a posteriori de la clase y que a su vez es independiente del
numero de vecinos. Esto es posible gracias a la aplicaciéon de inferencia bayesiana y al uso de
multiples modelos con diferentes valores de K. A continuacién se explican los detalles del K-vecino
probabilistico.

13.2.1. Modelo matematico

Dados unos datos observados S = {(x1,y1), (X2,¥2),- ., (Xn,yn~)}, se define una funcién de
verosimilitud como

N exp g > imontli OWns y5)
p(y‘XJC,B) — H - {k ; |k J }
n=1 Zczl €xp {E Zj~n|k 5(67 yj)}

donde el vector y de dimensién N x 1 representa la clase a la que pertenecen las observaciones,
X es la matriz de las caracteristicas de las observaciones de dimensién N x D, k es el nimero de
vecinos que se va a evaluar y 3 es una variable que pondera la intensidad de la asociacién entre
los vecinos. La expresiéon

(13.3)

> 6(yn.ys) (13.4)

jrnlk

representa el nimero de k vecinos mds préximos de x,, bajo la métrica escogida, donde (-, ) es
la funcién de Dirac (§(a,b) =1 si a = b, en otro caso 6(a,b) = 0).

Siguiendo los principios de la inferencia bayesiana, la estimacién de la clase de una nueva
observacion Xpe,, se estimard mediante la distribucion predictiva final que marginaliza los para-
metros del modelo, 5y k. Como k es un pardmetro discreto, se emplea el sumatorio en lugar de
la integral:

p(ynew|xneum Yy, X) = Z /p(ynew|xnewa Yy, X7 ka ﬂ)p(k, ﬁ‘y7 X)d/B (135)
k

228 ©Juan M Garcia-Gomez et al.



13.2. K-vecinos probabilistico

Se puede observar que esta expresion se compone de dos factores: la probabilidad de la clase dado
el modelo p(Ynew|Xnew, ¥, X, k, 3) y la probabilidad a posteriori de los pardmetros p(k, 8y, X).
La primera de estas probabilidades tiene una expresién similar a la ecuacién (13.3):

exp {% ijnew\k 6(y"€w’ yj)}
chzl €Xp {% ervnew\k 6(07 y])}

de este modo, la clase yne, Mmas probable para la observacion X, vendrd dada por la clase mas
comun entre los k vecinos mas préximos, donde el pardametro 8 funciona como una variable de
escalado.

Para la segunda, la probabilidad a posteriori de los parametros, se estima mediante muestreo
por Metropolis (ver apéndice E.3). Para ello, se asigna una distribucién a priori para § y para
k v se aplica el método de inferencia bayesiana que establece que la probabilidad a posteriori es
proporcional a la verosimilitud por la probabilidad a priori, de modo que:

p(ynewlxncwaY7X7k7/6) = (136)

p(k, Bly, X) x p(y|X, k, B)p(k, 5) (13.7)

La aproximacién comun [137, 138], propone adoptar una probabilidad uniforme discreta para
el pardmetro k y una probabilidad normal centrada en 0 y con una varianza pequena para [3.
Ademsds, como el pardmetro [ debe tomar valores positivos, cuando 8 toma valores aleatorios
negativos se adopta la practica de asignar 5 = —f. Asi pues, al aplicar el algoritmo Metropolis
se generan los parametros k y 8 empleando las siguientes expresiones:

kn+1 - kn + U[O m(u} (138)

6n+1 = /Bn + N(07 82) (139)

siendo Kjnqe un maximo niimero de vecinos definido por el ingeniero y s? una varianza general-
mente menor que 1. Estos pardmetros se aceptan con probabilidad

(13.10)

a({kn+1, Bas1}{kn, Bu}) = mln{ (Y|X’f+1/3+1>}

Donde los factores del numerador y el denominador se estiman mediante la ecuacién (13.3).

Tras generar mediante el algoritmo de Monte Carlo un conjunto de M pares de pardmetros
k y 3, se puede estimar la probabilidad de una clase para una nueva observacién aproximando
la probabilidad predictiva final de la ecuacién (13.5) mediante el cémputo de M modelos que
empleen la ecuacién (13.6):

1 eXp {ﬁ ijnew\k 6(yn€w? y])}
M k.3 Zc—l eXp {ﬂ Zanew\k 5(67 y])}

Este tipo de célculo nos permite estimar una frontera de decisién basada en las probabilida-
des predictivas finales estimadas y que, por tanto, permiten establecer una frontera suave con
gradiente como ilustra la figura 13.3.

(yncw|xncw7 y? X k ﬁ)

(13.11)
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Figura 13.3: Tlustracion de las fronteras y regiones definidas por el modelo K-vecinos més
proximos probabilistico. La frontera de decision se define como un gradiente de probabi-
lidad donde la decisién de la clase se tomaria en la curva donde la probabilidad es 0,5.
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Capitulo 14

Evaluacion y seleccion de modelos de
aprendizaje automatico

Como hemos visto en el capitulo 8, el proceso de aprendizaje automaético tiene como objetivo
encontrar la solucién que minimice el riesgo (8.5) de un decisor, es decir la pérdida esperada al
afrontar nuevas situaciones del problema que resuelve.

Para obtener una solucion al problema, empleando técnicas de aprendizaje automatico, se
dispone de conocimiento previo y de muestras procedentes de experimentos relacionados con el
problema mediante los cuales se espera obtener un modelo lo mas aproximado a la solucién de
minimo riesgo y, por tanto, sea generalizable a nuevos casos. Cuando se abordan problemas de
clasificacién o regresion, cuyas funciones de pérdida son 0-1 (8.16) o el error cuadrético(8.25)
respectivamente, el riesgo del modelo suele denominarse error de generalizacion. Por lo general,
el error de generalizaciéon de un modelo estara influido por el sesgo y la varianza (o precisién) de
las soluciones obtenidas por un algoritmo de aprendizaje, por lo que dicho error no llegara a ser
el minimo posible.

Conocer el riesgo (o el error de generalizacién) implica conocer la distribucién real del pro-
blema, que suele estar oculta en los problemas de interés. Por lo tanto, necesitaremos realizar
una estimacién del riesgo lo més fiable posible mediante un conjunto de muestras limitado.

Antes de continuar, debemos considerar que nuestras estimaciones deben ser fiables. Todo
estimador tiene un sesgo y una varianza, que definen su fiabilidad:

= Sesgo: € — E(€)
» Varianza: E[(¢é — E(¢))?]

Donde € es el error de generalizacion, € es una estimacion conseguida con un conjunto de muestras
y E[é€] es el valor esperado (media) de las estimaciones realizadas con diferentes conjuntos de
muestras La figura 14.1 ilustra la fiabilidad de los estimadores en los términos de sesgo y varianza.

De forma practica, durante el disefio de los decisores, podremos usar la estimacién del riesgo
para dos tareas: i) la evaluacidn de modelos, es decir, saber si los modelos son suficientemente
buenos; ii) la seleccidn de modelos, es decir, saber si un modelo es mejor que otro para la resolucién
del problema.

14.1. Descomposicion del error de generalizaciéon

El error de generalizacién puede descomponerse en tres componentes, cuyo andlisis nos dard
pistas sobre la mejor estrategia de disenio de un modelo de decisién.
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m»

Figura 14.1: La fiabilidad de los estimadores ¢; y é; vendra dada por su sesgo y la varianza.
El sesgo sera la distancia de la estimacién media al valor real €, la varianza serd la de su
distribucion ante cambios de las muestras utilizadas durante la estimacién.

La primera componente es el error irreductible, que corresponde al solapamiento entre clases
que da lugar al error de Bayes en un clasificador y que corresponde al error € en un problema de
regresién y = f(z) + e. Como ya hemos estudiado, es el minimo error posible y, por lo tanto, el
objetivo del proceso de aprendizaje. Esta componente serd cero si no existe solapamiento entre
distribuciones, y distinto de cero si existen los casos (x,c1), (x,c2) en (X,)). El objetivo de un
proceso de aprendizaje con funciones 0-1 o cuadrético es obtener este error irreductible.

La segunda componente es el sesgo, que indica la calidad media de las soluciones al problema
que puede aportar el modelo. Corresponde a la discrepancia (distancia) entre el modelo medio
estimado y el modelo de Bayes correspondiente a la distribucion real. Indica la calidad media de
las soluciones al problema que puede aportar en la familia de modelos elegida (p.e. LDA, QDA,
1-NN). Un sesgo alto indica que la familia elegida tiene una capacidad pobre de solucionar el
problema de decisién. El sesgo tiende a ser mayor en familias de modelos simples (con pocos
grados de libertad).

La tercera componente es la varianza, que corresponde a una medida de precision de la
solucién al problema. Corresponde a la medida de variabilidad de los modelos estimados respecto
al modelo medio estimado. Donde los modelos estimados pertenecen a una misma familia, y cada
uno de ellos se ha estimado con diferentes muestras de la poblacién. Una varianza alta indica que
el modelo elegido puede variar facilmente con pequenas variaciones del proceso de aprendizaje,
por lo que resultard una solucién débil del problema. La varianza tiende a ser mayor en familias
de modelos complejas (con muchos grados de libertad).

El sesgo y la varianza influyen en el error total de forma diferente dependiendo de la funcion
de pérdida utilizada. Cuando la funcién de riesgo de un problema de regresiéon se define mediante
el valor esperado de la funcién error cuadratico, el error final sera la suma del error irreductible,
el sesgo al cuadrado y la variabilidad [139)].

Sin embargo, cuando abordamos un problema de clasificacién, la influencia del sesgo y la
varianza en el error final no es lineal y la interaccién entre ambos hace que el sesgo asigne el
signo al error producido por la variabilidad [92]. De esta forma, el valor absoluto del sesgo no sera
importante ya que tnicamente su signo influye en el error de generalizacién. El valor absoluto
de la varianza, por lo contrario, si que influye en el error por lo que es importante mantenerlo
en valores bajos.
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En general, podemos pensar que modelos con alto poder representativo tienen la suficiente

flexibilidad para aproximar su solucién a la solucién éptima y, por lo tanto, tener un sesgo
relativamente bajo. Sin embargo, esto se consigue a costa de aumentar su complejidad, lo que
implica una mayor varianza, ya que los modelos complejos requieren el ajuste de un espacio
paramétrico mayor que los modelos mas simples. Como consecuencia, los modelos complejos
requieren un niimero de muestras suficientemente alto, para llegar a reducir la varianza que las
soluciones obtenidas pueden tener al utilizar conjuntos pequenos de muestras.
En cambio, los modelos simples requieren el ajuste de menor niimero de parametros, por lo que
su varianza serd menor y por lo tanto requeriran menor ntimero de muestras para su estimacion.
Sin embargo, la limitada flexibilidad de los modelos hard mas dificil su aproximacién a la solucién
oOptima, por lo que serdn modelos con un sesgo mayor.

La estimacion de las componentes error irreductible, sesgo y varianza en problemas reales es
dificil. Ademas, es el error de generalizacion el que necesitamos saber para evaluar y comparar
los modelos. Sin embargo, con el andlisis realizado, podemos decir que para el aprendizaje de
modelos de clasificacién serd importante mantener ajustada la complejidad de los modelos, ya
que es la varianza la que domina su error. Ademads, intentaremos aumentar en lo posible el uso de
las muestras disponibles para entrenamiento para ajustar mejor el modelo a las caracteristicas
del problema.

Como conclusién del estudio de descomposicién del error, podemos dar las siguientes reco-
mendaciones:

= La estimacion de las descomposicion del error es dificil de llevar a cabo en problemas reales

= Si que se puede realizar con simulaciones, o asumiendo distribuciones reales por conoci-
miento experto o complementario

= Duda & Hart deducen que en el error de generalizacién en clasificacién influye:

e La magnitud de la varianza

e El signo del sesgo
= Por lo tanto es imprescindible controlar la varianza del modelo en valores pequenos

e Se conseguird manteniendo baja la complejidad de los modelos

e Ademads, intentaremos aprovechar el méximo de muestras de entrenamiento posible
para realizar un ajuste robusto de sus pardmetros

e Algunas aproximaciones buscan utilizar modelos complejos pero acotados mediante
informacion a priori

14.2. Estimacién del error de generalizacion

Recordemos que el objetivo de los problemas de aprendizaje es la minimizacion del riesgo,
expresado mediante la ecuacién (8.5). El calculo del riesgo implica el conocimiento de la distribu-
cién del problema, pero esta suele ser desconocida. Podemos estimar el riesgo empirico mediante
un conjunto de muestras S = {(x;,y;)},i =1,..., N, segtin la ecuacién (3.11):

N

Rsla] = %ZL[ynf(xm)] (14.1)
i=1
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Asi pues, para los problemas de clasificacién y regresién, calcularemos la estimacién del
error de generalizacion mediante un conjunto de muestras pertenecientes a la distribucién del
problema.

Cuando utilizamos las mismas muestras de entrenamiento para estimar el error, utilizamos la
aproximacion por resustitucidn y obtenemos como resultado el llamado error de entrenamiento.
Como resumen tendremos las siguientes caracteristicas de nuestra estimacion:

= Es una estimacion optimista: subestimacién del error
= Especialmente optimista en la evaluacion de modelos complejos estimados por méxima
verosimilitud
e El modelo puede sobreajustarse a las muestras

e La estimacion basada en las mismas muestras resulta en un error irrealmente bajo

Il Ejemplo 14.1 (Clasificacién de cdncer de mama por la morfologia celular®)
Supongamos que el clasificador de Bayes entre los caracteres Benigno (B) y Maligno (M) para
cancer de mama basado en la morfologia de nicleos celulares observados mediante imégenes
citolégicas puede representarse mediante:

ply=B) = 05

plzly =B) = N(12,1465;1,7805)
ply=M) = 05

plaly=B) = N(17,4628;3,2040)

g* « argmaxp(y|z),
yey
siendo « el radio del niicleo celular (calculado como distancia media del centro a los puntos del
perfmetro), y las funciones de densidad de probabilidad condicional responden a distribuciones
normales.

El error de generalizacién podria calcularse facilmente ya que sabemos su distribucién real®
y en nuestro ejemplo obtendriamos p(error) = 0,1349.

Si, por el contrario, el modelo anterior fuera una estimacién, no tendriamos la certeza que
nuestra estimacién fuera la correcta y, por lo tanto, lo que podriamos hacer es estimar el error de
generalizacién mediante un conjunto & = {(z;,¥;)},7 = 1,..., N, obteniendo el error empirico
mediante la ecuacién (14.1). Por ejemplo, para un conjunto i.i.d. de N = 10% muestras, el error
empirico obtenido fue ps(error) = 0,1352¢.

Por lo que vemos, parece intuitivo utilizar el conjunto de muestras de entrenamiento dis-
ponible durante la preparacién del modelo, Sy = {(z;,%i)},7 = 1,..., N para estimar el error,
obteniendo el llamado error de entrenamiento,

LN
errr =+ > Ly, f(wi, ). (14.2)
i=1

Sin embargo, cuando el nimero de muestras es limitado, esta estimacién puede resultar
optimista y, por lo tanto, no representar el rendimiento del predictor en muestras futuras. Esto
es debido al sobreajuste del modelo al conjunto de entrenamiento (o sobreentrenamiento) que se
produce principalmente en modelos complejos estimados por maxima verosimilitud.

PEn este ejemplo hemos utilizado la integracién numérica por trapecios sobre el rango [0,30] de la
funcién p(z, error) = min(p(x,y = B),p(z,y = M)).

°La repeticién del experimento supuso una desviacién de la estimacién respecto al error de generali-
zacién inferior a 1073,
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Il Ejemplo 14.2 (Clasificacién de cdncer de mama por la morf. celular (cont 14.1))
Utilizaremos ahora dos caracteristicas, textura y drea, extraidas de la morfologia de los ntcleos
celulares para clasificar cancer de mama. La textura se mide como la desviacién estandar de los
pixeles del niticleo frente a la media de la base de datos, por lo que ambas variables estaran en
rangos de reales positivos.

Una vez més, queremos distinguir entre Benigno (B) y Maligno (M). Supongamos que el cla-
sificador de Bayes responde a un clasificador gaussiano de matrices de covarianzas independientes
con la siguiente configuracion:

ply=B) = 0,6274
17,0148
B =
462,7902
15,9610 —20,9526
g =
—20,9526 18033,0301
ply=M) = 0,3726
21,6049
M =
978,3764
14,2843 144,2469
v =

144,2469 135378,3553

+— argmax p(y|x),
yey

y con error de generalizacién p(error) = 0,0974, si bien tanto el clasificador de Bayes como su
error quedan desconocidos para el disenador.

Supongamos que se dispone de una muestra de 200 casos para el entrenamiento de cuatro
métodos de clasificacién diferentes: clasificador gaussiano (con matrices de covarianza indepen-
dientes por clase), clasificador gaussiano con matriz de covarianza comin a todas las clases, red
neuronal artificial (perceptrén de dos capas ocultas de 30 y 15 neuronas cada una) y clasificador
por el vecino més proximo. Calculamos el error de entrenamiento con este mismo conjunto de
200 muestras de entrenamiento, esperando obtener una estimacién del error de generalizacion.

Si este experimento lo repetimos un niimero moderado de veces (por ejemplo, 50 repeticiones)
obtendremos los resultados parecidos a los diagramas caja-bigotes con la leyenda “entrenamiento”
de la figura 14.2. Observamos que el clasificador gaussiano obtiene un error de entrenamiento
errorp de 0,095 de mediana, que se aproxima bastante el error de Bayes. El clasificador gaussiano
con covarianza comun tiene una mediana de 0,12, que podria indicarnos que tiene un rendimiento
algo menor que el clasificador gaussiano con matrices independientes. La red neuronal tiene una
mediana de 0,08 y su distribucién se sitia en los valores inferiores del rango 0-1. Esta red neuronal
puede considerarse un modelo complejo para el problema a resolver, y ademas ha sido entrenada
sin ningtin método de regularizacién o de parada temprana, por lo que podemos sospechar que se
ha producido sobreentrenamiento y que el error de generalizacién estéd subestimado al calcularlo
como el error de entrenamiento. Por tltimo, el clasificador del vecino més préximo, que es un
clasificador local basado en diccionario de datos obtiene un error de entrenamiento igual a 0,
debido a la propia metodologia. Evidentemente, este error no es correcto, y deberemos disponer
de métodos alternativos de estimacion del error de generalizaciéon que sean mas informativos.
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Figura 14.2: Errores de clasificacién de cdncer de mama mediante Textura y Area.

Como hemos visto, el error de entrenamiento no nos asegura una estimacion fiable del error
de generalizacion. Sin embargo, nuestras tareas de evaluacion y seleccién de modelos requieren
disponer de una estimacion 1til. La solucién obvia, pero no siempre factible, es estimar el error
de generalizacién mediante nuevas muestras que no hayan sido utilizadas para el entrenamiento
de los modelos. Asi pues, definimos:

= el conjunto de test, Sy, como el conjunto de muestras utilizado para evaluar el modelo de
decisién mediante la ecuacién (14.1), obteniendo el error de test;

= el conjunto de validacion, S,, como el conjunto de muestras para seleccionar el modelo de
decision de un conjunto de modelos posible.

Il Ejemplo 14.3 (Clasificacién de cdncer de mama por la morf. celular (cont 14.2))
La evaluacién de los clasificadores entrenados en el ejemplo 14.2 mediante 200 casos nuevos de test
obtendria unos resultados similares a los expresados por los diagramas caja-bigotes con la leyenda
“test” de la figura 14.2. Podemos observar que el clasificador gaussiano obtiene un error de test de
mediana 0,105, lo que supone una ligera sobreestimacién del error de generalizacion, pero sigue
siendo muy similar al error real y al estimado mediante el conjunto de entrenamiento. Cuando
testeamos el clasificador gaussiano con matriz de covarianza comun, la mediana obtenida es 0,135,
lo que indica que este modelo tiene un rendimiento algo inferior que el anterior. La evaluacién con
test independiente de la red neuronal pasa ahora a distribuirse con una mediana de 0,115, que
reafirma la subestimacién del error calculado mediante las muestras de entrenamiento. Ahora
conseguimos una estimacién del error del clasificador del vecino més préximo, que resulta tener
un rendimiento relativamente bajo respecto a los otros métodos, estando en valores entorno a
0,155.
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La situacion donde disponemos de un conjunto relativamente alto de muestras para dividir-
las en tres bloques: entrenamiento, validacion y test es idilica y poco realista actualmente en
medicina. Por otra parte, como deciamos, nos interesa aumentar el conjunto de entrenamiento
al maximo posible, por lo que buscaremos estrategias de entrenamiento, validacion y evaluacion
que nos permitan aprender los modelos y calcular su error de generalizacién con un uso eficiente
de las muestras disponibles.

14.2.1. Intervalo de confianza del error

En general, la estimacién empirica del rendimiento de un clasificador mediante un valor pun-
tual, por ejemplo el error de test, no es informativa si no estd acompanado de un intervalo de
confianza donde acotemos el rendimiento real, por ejemplo mediante el error de generalizacion.
Concretamente, acompanar nuestros resultados con sus intervalos de confianza es de gran im-
portancia cuando el niimero de casos de evaluacion es pequeno, ya que la precision de nuestra
estimacién es menor.

Podremos estimar el intervalo de confianza del error de generalizacién p(error) de un clasi-
ficador mediante la evaluacion con N muestras donde se han observado k errores, suponiendo
que k tiene una distribucién binomial (ver seccién 3.2.2) y que N — o0, el error de test serd
érr = k/N, por lo que se puede estimar que el error verdadero p(error) estara contenido en el
intervalo,

Iys o (p(error)) = [érr — zs, érr + zs], (14.3)

con un 95% de probabilidad, siendo z = 1,96 y, el error estdndar de la distribucién binomial,
s=/err(l —err)/N 4.

Il Ejemplo 14.4 (Calculo del tamafnio muestral de test)
Un grupo multidisciplinar en radiologia estd interesado en evaluar un clasificador basado en
hallazgos de imagen para tumores de partes blandas del que esperan un p(error) = 0,1. Para
planificar la recopilacién de muestras, se plantean cudl es el nimero de muestras de test que
necesitan para tener una confianza al 95 % de que el resultado estard dentro de un intervalo del
+i = £0,03 alrededor del error esperado.

Para ello, asumiendo los intervalos de confianza del modelo binomial de la ecuacién 14.3,
podemos calcular el niimero minimo de muestras necesarias como

[zzp(error)(l — p(error))

2 1

N = (14.4)

Por lo que resuelven que el niimero de casos adquiridos para test debe ser como minimo N > 385.

Kohavi en [141] propone una aproximacién normal a la binomial y obtiene una alternativa
mas acertada al intervalo de confianza,

(1 — 2érr) 22

I35 o (p(error)) = [err + SN T 22) =+ zs], (14.5)
donde
err(l — érr) 22 _ e 22
= 1—-4 1-— 24+ —)|.
s \/ N + [2(N+z2)]2[ err(l —err)(2 + N)]

La figura 14.3 muestra los intervalos de confianza obtenidos mediante la aproximacion de Kohavi
(14.5) variando el nimero N de muestras y el error de test err.

dCuando N es pequeiio, suele sumarse 0,5/N en ambos limites del intervalo.
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Figura 14.3: Intervalos de confianza al 95% del error de generalizacién p(error) para
distintos valores de error de test err y distintos tamanos N de la muestra.

Las aproximaciones anteriores son validas cuando el tamafio de la muestra N es relativamente
grande. La aproximacion binomial asume que N — oo y la propuesta de Kohavi se considera
vélida cuando Nérr(1 — érr) > 5 [142], por lo que para muestras pequellas, 0 pequeiios errores
de test, estas propuestas no son las més adecuadas. Una alternativa util cuando 10 < N <200 y
0<k< %N es la estimacién bayesiana de los intervalos de credibilidad [143, 144], que asumen
una distribucién binomial de los errores y ausencia de conocimiento del problema especifico. Se
define como
2(N — 2k)z+/0,5 err(1 —err)

2N (N + 3) N +25

cos % (p(error)) = [err + ] (14.6)
Bajo esta aproximacién, conforme aumenta la NV, los intervalos de credibilidad se estrechan, tal
como muestra la figura 14.4. Sin embargo, es interesante observar la correccién de las estimaciones
de valores extremos, es decir, con resultados totalmente erréneos o perfectos, obtenidos con un
numero bajo de muestras.

Il Ejemplo 14.5 (Clasificacién de cdncer de mama por la morf. celular (cont 14.3))
Supongamos ahora que se disponen de N = 100 muestras para realizar evaluar el clasificador
obtenido en el ejemplo 14.3, y de ellas, k = 10 son errores de prediccion.

El error de test sera % = 0,1, y como el conjunto de test se considera pequeno, ya que
100 - 0,1 - 0,9 = 4,75 < 5, calcularemos el intervalo de credibilidad del error de generalizacion
mediante la ecuacién (14.6), por lo que cgs o (p(error)) = [0,0527,0,1688].

En resumen, si disponemos de un conjunto de N muestras suficientemente grande, podemos
realizar el entrenamiento y seleccién de nuestro predictor y una estimacién honesta de su error
de generalizacién separando aleatoriamente las muestras en tres conjuntos: conjunto de entrena-
miento, conjunto de validacion y conjunto de test. Este método se denomina en inglés holdout o
partition.
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Figura 14.4: Intervalos de credibilidad al 95 % del error de generalizacién p(error) para
distintos valores de error de test érr y distintos tamanos N de la muestra.

Como resumen, si tenemos pocas muestras, holdout serd pesimista, ya que solo una parte de
los datos son usados para el entrenamiento del modelo, lo que perjudicard el modelo evaluado
respecto al modelo que obtendriamos con todas las muestras.

Cuando repetimos k veces esta particién y promediamos los resultados el método se denomina
repeated holdout. Por ejemplo, dejar 30 % de muestras aleatorias para test, y repetir 200 veces).
Esta estimacion poco sesgada (depende del ejecto del niimero de muestras usadas para entrenar
en cada repeticién), pero serda muy variable por similitud de conjuntos de test. Cuando utilizamos
esta estimacion, no es correcto calcular la desviacién estdndar de la media muestral ya que las
repeticiones no son independientes al compartir casos.

. « s
14.3. Estimacion por remuestreo del error de genera-
. L4
lizacion

Generalmente, dispondremos de un conjunto de muestras S de tamano N para disenar el
modelo predictivo, incluyendo las etapas de entrenamiento, seleccién de modelos y evaluacion
del modelo final. Como hemos visto, es deseable utilizar el méaximo nimero de muestras para
ajustar el modelo, pero al mismo tiempo, una evaluacién con un alto niimero de muestras hard
mas precisa la estimacion del riesgo de nuestro modelo. Para conseguirlo, los experimentos de
aprendizaje automatico suelen utilizar técnicas de remuestreo, como validacion cruzada o boots-
trap, mediante las que reutilizaremos las muestras para entrenar los modelos de prediccién y para

estimar honestamente el error de generalizacién.
Debemos tener en cuenta que:

= Utilizar una muestra para testear un modelo que se ha entrenado con ella SESGA la
estimacién del error subestima el error
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= Utilizar menos muestras de las disponibles SESGA la estimacién, porque sobrestima el
error al no conseguir el mejor modelo posible mediante las muestras disponibles

= Utilizar conjuntos similares de entrenamiento y test aumenta la VARIANZA de la estima-
cion, ya que no sabremos que pasaria con conjuntos diferentes de muestras

14.3.1. Validacion cruzada

En la validacién cruzada con K bloques, el conjunto S = {(z;,y;)} de N muestras se divide
en K conjuntos mutuamente excluyentes, Sy, ..., Sk, de aproximadamente el mismo tamano y
que se usaran como conjuntos de evaluacién de forma iterativa. El predictor se entrena y evalua
K veces. En cada iteracién k € 1,..., K, se entrena un modelo f(-%) con las muestras S\Sk,
y se evalia con el conjuntos Sy, obteniendo para cada muestra i del conjunto Sy el resultado
F=R) (x;). El error de generalizacién puede estimarse mediante el error de validacion cruzada
como,

N
oy = 5 3 Ll /9 @), (14.7
i=1

Si el modelo predictivo es estable ante los cambios producidos por el borrado de casos en
las particiones, entonces la estimacién por validacién cruzada no estard sesgada y la varianza
del estimador serd aproximadamente érrcy (1 — érroy)/N, por lo podremos pensar que hemos
obtenido una estimacién realista del rendimiento del modelo.

La eleccién del tamano K de la particion suele ser decisién del disenador. Cuando K = N, el
método se denomina leave-one-out y es el que maximiza el nimero de muestras utilizadas para el
entrenamiento del modelo de cada iteracion. Por lo tanto, podremos pensar que la estimacién por
leave-one-out tendra un sesgo pequeno. Sin embargo, como todos los modelos han sido entrenados
con conjuntos muy similares, no estaremos seguros de la precisién de la estimacién ante cambios
en las muestras, por lo que el estimador puede tener una varianza considerable. Disminuyendo
el valor K obtendremos conjuntos de evaluacién maés heterogéneos, bajando la varianza de la
estimacién. Sin embargo, el tamaino de los conjuntos de entrenamiento también disminuye, por
lo que podremos obtener modelos mas sesgados. El valor 6ptimo de K sera aquel que obtenga un
equilibrio entre el sesgo y la varianza del estimador. Mediante estudios empiricos se ha observado
que K = 10 suele ser una buena eleccién para problemas reales de clasificacién [141].

Como resumen podemos decir que:

= La estimacion es poco sesgada, si se usa un K que deje bastantes muestras para entrenar

= La estimacién es muy variable, porque se entrena con conjuntos similares, por lo que los
modelos son similares (sin embargo los conjuntos de test son diferentes, lo que mejora)

Il Ejemplo 14.6 (Clasificacién de cdncer de mama por la morf. celular (cont 14.2))
Entrenamos de nuevo los clasificadores gaussiano y red neuronal para solucionar la clasificacion
de cancer de mama mediante la textura y el area de los nicleos celulares. Para mostrar la
diferencia de comportamiento de las evaluaciones, dejaremos sobreentrenar la red neuronal. En
esta ocasion unicamente disponemos de 100 muestras de entrenamiento y estamos interesados
en observar la estabilidad de los modelos ante la variacion de las muestras utilizadas.

La figura 14.5 muestra los resultados obtenidos en 50 repeticiones variando el nimero de par-
ticiones de la validacién cruzada, desde 2 hasta N. En la figura observamos que ambos modelos
no alcanzan la clasificaciéon de Bayes, pero de forma comparativa, el clasificador gaussiano tiene
menos sesgo y es mas estable ante los cambios de K. También observamos una ligera sobreesti-
macién de su error cuando se evaliia mediante menos de 10 particiones. El sobreentrenamiento
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de la red neuronal se observa claramente con el aumento del error conforme aumenta K, lo que
refleja la poca estabilidad del clasificador.
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Figura 14.5: Evaluacién mediante validacién cruzada con 100 muestras y variando el ni-
mero de particiones K de los clasificadores basados en un modelo gaussiano con matrices
de covarianza independientes (azul) y la red neuronal 30x15 sobreentrenada (verde). Ca-
da valor corresponde a la media de 50 evaluaciones, y se han anadido los intervalos de
confianza. El banda amarilla corresponde al intervalo al 95 % del clasificador de Bayes.

14.3.2. Bootstrap

Otro método de estimacién basado en el remuestreo es bootstrap. En bootstrap se realizan B
iteraciones sobre un conjunto S de N muestras. En cada iteracién b se creard un conjunto Sy
de entrenamiento de N muestras, mediante muestreo con repeticion siguiendo una distribucion
uniforme. El resto de muestras formaran el conjunto S_y) de test de la iteracién b. La proba-
bilidad que tiene una muestra de no aparecer en el conjunto de entrenamiento es de (1 — ﬁ)N .
Cuando N — oo, entonces dicha probabilidad se aproxima a e™! ~ 0,368. Esto implica que la
probabilidad de aparecer en el conjunto de entrenamiento es aproximadamente 0,632. Para cada
repeticion b, calcularemos el error de entrenamiento e/r\rg?) y el error de test eV
ecuacion (14.1) y calcularemos el estimador ,632-bootstrap como

mediante la

B

o~ 1 _ (=

T 632b00t = 5 E 0,63267‘7‘§b) + 0,368erT(T 2 (14.8)
i=1

Bootstrap permite aproximar la varianza del error estimado a través de las repeticiones reali-
zadas. La estimacion del error por ,632-bootstrap compensa el sesgo que e’ﬂ“gb)tiene debido al uso
del inicamente el 63,2 % de las muestras para entrenamiento. Para ello se pondera el error de test
con el error de entrenamiento, o una estimacion por leave-one-out. Para clasificadores locales, co-
mo el vecino mds proximo, donde el error de entrenamiento subestima el error de generalizacién,
bootstrap claramente sesga la estimaciéon del error de generalizacion, sin embargo, para modelos
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sencillos o regulados obtiene estimaciones insesgadas y, por lo tanto, fiable. Ademads, permite el
calculo de la varianza de la estimacion.

Il Ejemplo 14.7 (Clasificacién de cdncer de mama por la morf. celular (cont 14.6))
Cambiamos ahora de método de evaluacién y utilizamos bootstrap variando el niimero de repe-
ticiones B desde 2 hasta 100, manteniendo los métodos de clasificacién, 50 repeticiones de los
experimentos y disponiendo de 100 muestras para nuestros experimentos. En la figura 14.6 ob-
servamos que el error estimado para modelo gaussiano se acerca mas al clasificador de Bayes que
la solucién evaluada mediante validacién cruzada. Ya que el modelo gaussiano no es un modelo
local, que podria hacernos sospechar de una subestimacion de su error, podemos suponer que
bootstrap obtiene una estimacién de bajo sesgo. El comportamiento de la estimacién del error de
la red neuronal es el esperado de un modelo complejo con sobreentrenamiento.
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Figura 14.6: Evaluacion mediante bootstrap, con 100 muestras y variando el nidmero de
repeticiones B, de los clasificadores basados en un modelo gaussiano con matrices de cova-
rianza independientes (azul) y la red neuronal 30x15 sobreentrenada (verde). Cada valor
corresponde a la media de 50 evaluaciones, y se han anadido los intervalos de confianza.
El banda amarilla corresponde al intervalo al 95 % del clasificador de Bayes.

Il Ejemplo 14.8 (Valoracién en screening del cdncer de mama)

La mamografia es actualmente el método de screening mas efectivo para cdncer de mama. Las
tendencias actuales en ayuda a la decisién al screening de mama van por graduacién BI-RADS
segin los hallazgos en mamografia para predecir la severidad (benignidad o malignidad) de las
masas observadas.

Vamos a utilizar las variables edad y densidad de la masa de la base de datos “Mammographic
Mass Data” [145] para entrenar y evaluar un clasificador gaussiano con matriz de covarianza
comun sobre la severidad de las lesiones: benigna o maligna. Trataremos las dos variables como
si fueran continuas, si bien la variable densidad de la masa es ordinal, siendo 1 alta densidad,
2 media, 3 baja y el valor 4 indica que la masa contiene grasa. Para realizar nuestro estudio,
disponemos de un total de 516 casos benignos y 445 casos malignos, pero méds que obtener un
clasificador de bajo error, nos interesa observar el comportamiento de los métodos de estimacién
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del error por remuestreo, validacion cruzada y bootstrap. Por ello, hemos estimado el error de
generalizacién mediante 500 muestras extraidas aleatoriamente y hemos repetido el proceso 500
veces, obteniendo un valor medio con el cual hemos calculado los intervalos de confianza del
error de generalizacién que estan representados mediante la banda amarilla de la figura 14.7.
A continuacién, hemos observado el error estimado mediante validacién cruzada, variando K
y mediante bootstrap, variando B, utilizando tnicamente 300 muestras. Se han obtenido los
resultados mostrados en la figura mediante las series azul y rojo, respectivamente. Observamos
que en ambos casos tenemos resultados estables, con ligeras perturbaciones con valores muy bajos
de K y B. Observamos que validacién cruzada tiende a sobreestimar el error méas que bootstrap,
suponiendo que este iltimo método funciona correctamente para modelos simples como este.
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Figura 14.7: Evaluacién por validacién cruzada (azul) y bootstrap (rojo) de un clasificador
gaussiano con matriz de covarianza comun sobre la severidad de las lesiones: benigna o
maligna, preparado con 300 muestras aleatorias (repitiendo el experimento 50 veces). La
banda amarilla indica el intervalo al 95 % de confianza del error de generalizacién estimado
con 500 muestras aleatorias, repetido 500 veces.

14.4. Seleccion de modelos

Suele ser comun que durante el diseno del predictor probemos varios modelos, bien porque
dispongamos de diversas metodologias, bien porque nuestra metodologia requiera de la elecciéon
de algin pardmetro por parte del disenador.

Evidentemente, dado el conjunto de alternativas, queremos saber cudl de ellas es la mejor
para nuestro propdsito de obtener el predictor de menor riesgo. Asi pues, en esta tarea, estamos
maés interesados en comparar los modelos entre si que en hacer una estimacion precisa del riesgo.

La primera alternativa ya la hemos visto en la secciéon 14.2 y consiste en estimar el error
mediante un conjunto de validacién (error de validacién) distinto del conjunto de entrenamiento
v del conjunto de test. Seleccionaremos aquel modelo con menor error de validacién.
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La segunda alternativa cuando queremos utilizar una estrategia de seleccién basada en va-
lidaciéon pero no disponemos de suficientes muestras, es la seleccion de modelos por error de
validacion con remuestreo. En este caso, podemos utilizar los métodos de remuestreo estudiados
en la seccién 14.3 para estimar el error de validacién. Sin embargo, este método de seleccion de
modelos debe utilizarse adecuadamente cuando se necesita evaluar el modelo final y disponemos
de muestras limitadas. Para obtener un resultado honesto, deberemos reservar un conjunto de
test, con el que obtener una evaluacién del modelo final, y utilizar el resto para entrenar y se-
leccionar el modelo mediante remuestreo. Si necesitamos aumentar las muestras de evaluacién,
serd necesario anidar los bucles de remuestreo para la seleccién de modelos y para evaluacion.
Es habitual encontrar resultados publicados con el error del mejor modelo obtenido en la se-
lecciéon de modelos, en lugar del error de test, que seria el resultado honesto del experimento
computacional.

La tercera alternativa consiste en el cédlculo de indicadores basados en el comportamiento
del modelo sobre el conjunto de entrenamiento y la complejidad del modelo. Como hemos visto,
el optimismo al calcular el rendimiento de un modelo sobre el conjunto de entrenamiento suele
incrementarse con la complejidad del modelo, por lo que un indicador que compense este op-
timismo es interesante para seleccionar un modelo con el sesgo y la varianza equilibrados. Un
indicador bastante empleado es el indicador AIC' (Akaike’s information criterion),

2 d
AIC = ——loglik + 2—,
NI Ay
donde el primer sumando de AIC' hace referencia al rendimiento del modelo sobre el conjun-
to de entrenamiento, mientras que el segundo término indica la dimensién relativa del modelo.
Este indicador esta definido mediante la log-verosimilitud® (loglik) sobre el conjunto de entre-
namiento, que para un problema de clasificaciéon automaética puede calcularse como loglik =
N . .. . , 2z
> ey log p(yi|@i). La dimensién d, para modelos no regulados, serd el nimero de pardmetros a
estimar en el modelo.

Il Ejemplo 14.9 (Clasificacién de cdncer de mama por la morf. celular (cont 14.2))
Entrenamos de nuevo nuestros tres modelos para la clasificacién de benigno/maligno con 100
muestras de morfologia celular. Suponemos ahora que no disponemos de muestras de validacién,
y queremos establecer un ranking de preferencia entre los modelos, disponiendo del rendimiento
de los modelos conjunto de entrenamiento, por lo que utilizamos el indicador AIC'. La figura 14.8
muestra el error de entrenamiento (érrp), AIC y error de test (erry) para los modelos gaussiano
con matrices de covarianza independientes (cuadrdtico), gaussiano con matriz de covarianza
comun (lineal) y la red neuronal 30x15 (RN). Si bien la red neuronal consigue el mejor error de
entrenamiento (mediana de 0.08), su indicador AIC se penaliza por el término de complejidad.
El modelo cuadrético obtiene el mejor AIC, que efectivamente corresponde al modelo con menor
error de test.

Existen otros indicadores similares, como BIC (Bayesian information criterion), definido a
través de la comparacién bayesiana de modelos [146], o la dimensién de Vapnik-Chervonenkis
(VC-dimension).

Por otro lado, si se desea validar la existencia de diferencias significativas en el rendimiento
de un modelo predictivo respecto a otro, o respecto a otros métodos clinicos, debemos disenar
un proyecto de estudio de valor anadido sostenido sobre un test estadistico, como los estudiados
en el capitulo 19.

¢Es importante observar que AIC no se define mediante la funcién de pérdida 0-1 u otras.
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Figura 14.8: AIC en seleccién de modelos. Si bien la red neuronal tiene el error de entre-
namiento mas bajo, se ve penalizada por la complejidad del modelo. El modelo gaussiano
de matrices de covarianza independientes obtiene el AIC' méas bajo, gracias a una log-
verosimilitud mayor que el modelo con matriz de covarianza comun, pese a tener mas
pardmetros que estimar. La penalizacién sobre los modelos complejos puede llegar a re-
sultar excesiva.
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14.5. Métricas de evaluacion

En la seccién 3.3 definimos la funcién de pérdida (o utilidad) esperada (riesgo) como objetivo
a optimizar por nuestros decisores. Estas funciones son las métricas de evaluacién méas generales
que podemos utilizar para evaluar nuestros modelos predictivos.

En las secciones anteriores se ha utilizado el error de generalizacién a partir de la funcién de
pérdida para el problema de clasificaciéon automatica. Sin embargo, en la seccién 8.2.1 vimos que
para ciertos problemas puede ser interesante observar (y decidir) el riesgo de tomar decisiones
sobre problemas donde las equivocaciones tienen consecuencias distintas. Ademads, para proble-
mas donde alguna de las clases es poco prevalente respecto al resto, el error de generalizacion
puede ser poco informativo del rendimiento real del predictor. A continuacién, revisaremos las
métricas de evaluacién mas utilizadas para clasificadores.

Por simplicidad en la notacion, pero sin pérdida de generalidad, supondremos un problema
de clasificacién de dos clases, {y1,y2}. Diremos que y; es la clase positiva, mientras que ys serd
la clase negativa. Si evaluamos un clasificador para estas dos clases con un conjunto de N casos,
definiremos la matriz de confusion de la evaluacién como:

1 Y2
Y1 ni1 (VP) nio (FN)
y2  na1 (FP) nay (VN)

donde n1; es el nimero de muestras positivas clasificadas correctamente como positivas (Ver-
dadero Positivo (VP)), v ng; es el niimero de muestras negativas clasificadas incorrectamente
como positivas (Falso Positivo (FP)). De forma similar, nagg es el nimero de muestras negativas
clasificadas como negativas (Verdadero Negativo (VN)), y nig es el nimero de muestras positi-
vas clasificadas incorrectamente como negativas (Falso Negativo (FN)). Los FP también suelen
denominarse errores de tipo I, y los FN se denominan errores de tipo I1.

Las métricas de evaluacion tipicamente utilizadas son el érr y el ace (acierto o accuracy). El
err, ya definido mediante la ecuacién 14.1 como error empirico, que para nuestra notacién para
dos clases serd

T + n21

=TT (14.9)

De manera opuesta, el acc se define como

. ni1t+n2
cc=——2

14.1
. (14.10)
Si fijamos como referencia la clase yi, se define Recall (R) como
n11
Ry=—11 14.11
T ( )

que nos indica la tasa de acierto del predictor para la clase y;. También definimos Precision (P)

como

p=—"1 (14.12)

n11 + nat

para indicar la tasa de aciertos cuando se predice como resultado g;. De forma similar, podrian

definirse el recall y la precisién para la clase 2. En medicina, se suele llamar sensibilidad al recall

de la clase positiva (y; en nuestra notacién), y se llama especificidad al recall de la clase negativa.
Basandonos en el recall y la precision podemos definir otras métricas de evaluacion alterna-

tivas, que enfatizan el comportamiento de los predictores en las clases del problema.
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Definimos Geometric Mean of Recalls (GMOR) como

GMOR = /R Ry, (14.13)

para dos clases. De forma genérica, la GMOR se define como

(14.14)

La GMOR resulta de gran interés cuando las clases del problema son de diferente prevalencia,
por ejemplo, cuando estamos abordando problemas de screening, clasificaciones de diagndsticos
raros, o clasificaciones de un diagnéstico frente a la agrupacion de todos los demés diagndsticos.
Como podemos observar en la figura 14.9, valores altos de accuracy (acierto) (acc), no tienen
porque deberse a una alta tasa de acierto para ambas clases, sobretodo, cuando las muestras de
una clase son muchas menos que las de la otra clase. Ante esta situacion, el uso de GMOR puede
ser mucho mas realista que acc para informar de los resultados.

GMOF

Rl

Figura 14.9: Representacién en forma de superficie de la métrica de evaluacion GMOR
en funcion de los recall Ry y Rs. Se ha representado mediante lineas azules los posibles
valores GMOR que podria tener un clasificador con tasa de acierto 0.7 evaluado con 100
muestras de test distribuidas entre las clases y; e y2 como [10,90], [30,70], [50,50], [70,30] y
[90,10]. De forma similar se representa con lineas verdes los valores GMOR para un acierto
de 0.75, rojas para 0.8, cyan para 0.85, magenta para 0.9 y amarillo para 0.95.

Similar a GMOR, se define el Balanced Accuracy Rate (BAR) como

R+ Ry

BAR =
R 2

(14.15)
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En la figura 14.10 se observa que el BAR es menos pesimista que GMOR cuando uno de los
recall es bajo y otro es alto, debido a su comportamiento lineal. Sin embargo, podemos observar
que las lineas de posibles valores que puede tomar dado un conjunto de test es similar a GMOR.
De forma similar a BAR, podemos definir Balanced Error Rate (BER) utilizando las tasas de
error por clase en lugar de las tasas de acierto por clase.
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Figura 14.10: Representacién en forma de superficie de la métrica de evaluacion BAR en
funcién de los recall Ry y Ry. Se ha representado mediante lineas azules los posibles valores
BAR que podria tener un clasificador con tasa de acierto 0.7 evaluado con 100 muestras
de test distribuidas entre las clases y; e yo como [10,90], [30,70], [50,50], [70,30] y [90,10].
De forma similar se representa con lineas verdes los valores GMOR para un acierto de
0.75, rojas para 0.8, cian para 0.85, magenta para 0.9 y amarillo para 0.95.

Il Ejemplo 14.10 (Comparacién de métricas para tumores hepaticos)

Veamos un caso extremo para entender la utilidad de las métricas propuestas. Se dispone de 100
pacientes, a 5 se les ha diagnosticado un tumor en el higado a partir de unos marcadores hepaticos,
el resto no tienen tumor. Deseamos desarrollar unos modelos de clasificacion de tumores hepéticos
a partir de datos cuyas clases estdn muy desbalanceadas, la clase positiva estd infrarrepresentada
en comparacion a la clase negativa. Debemos pensar qué métrica es la mas adecuada. Por ejemplo,
partiendo de un clasificador trivial que prediga siempre que el paciente no tiene tumor hepético.
Tomando como métrica el acierto, un clasificador trivial tendrd de media un 95 % de acierto.
Sin embargo, su sensibilidad sera nula. Es decir, nunca acertard cudndo un paciente tiene un
tumor hepdtico, precisamente, el objeto del modelo de clasificacion. La solucién opuesta, predecir
siempre que el paciente sufre un tumor hepatico, es igualmente poco deseable porque tendria
un acierto del 5% y una especificidad nula. Se tendria que tratar a todos los pacientes con su
consiguiente coste econdémico y disminucién de calidad de vida. La solucién adecuada es fijar
una métrica alternativa como la GMOR o el BAR que tienen en cuenta tanto sensibilidad como
especificidad con el fin de encontrar una solucién equilibrada entre ambas clases.
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Por ultimo, definimos Geometric Mean of Recall and Precision (GMRP) para la clase positiva
como

GMRP, = /R, Py, (14.16)

que viene definida por el recall y la precisién de la clase. Como vemos en la figura 14.11, podemos
destacar que GMRP detecta las bajas tasas de acierto en la clase positiva cuando esta es poco
prevalente, si bien a coste de penalizar su valor absoluto respecto al acc.
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Figura 14.11: Representacién en forma de superficie de la métrica de evaluacion GMRP
en funcién del recall R; y la precisién P; de la clase y;. Se ha representado mediante lineas
azules los posibles valores GMRP que podria tener un clasificador con tasa de acierto
0.75 evaluado con 100 muestras de test distribuidas entre las clases y; e y» como [10,90],
[50,50], y [90,10]. De forma similar se representa con lineas verdes los valores GMRP para
un acierto de 0.95.

14.5.1. Curva ROC: Recetver Operating Characteristic

Una de las métricas mas empleadas a la hora de evaluar un modelo es la conocida curva ROC.
La curva ROC recibe su nombre del inglés Receiver Operating Characteristic ya que originalmente
se empled en el andlisis de senales de radar durante la segunda guerra mundial. La curva ROC
representa graficamente la sensibilidad de un modelo de clasificacién de dos clases frente al valor
complementario de la especificidad. Dicho de otro modo, compara la tasa de falsos positivos con
la tasa de verdaderos positivos.

Si revisamos la matriz de confusion, la sensibilidad o tasa de verdaderos positivos representa
el nimero de verdaderos positivos que el modelo ha clasificado correctamente. Esta informacién
se representa en el eje Y del gréfico de la curva ROC. A su vez, la especificidad representa el
nimero de verdaderos negativos que el modelo ha clasificado correctamente. Sin embargo, en el
eje X de la curva ROC lo que representamos es 1-especificidad, es decir, la tasa de falsos positivos.
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En la figura 14.12 podemos observar tres puntos que corresponden a tres modelos de clasifi-
cacion distintos. El punto A representa un modelo practicamente perfecto con una sensibilidad
y especificidad del 100 %. El punto B representa un modelo con una sensibilidad del 90 % y una
especificidad del 70 %. Al estar por encima de la diagonal representada por la funcién identidad
mediante una linea discontinua se acepta como un modelo mejor que un modelo aleatorio. En
cambio, el punto C representa un mal modelo de clasificacién con una sensibilidad aceptable del
70 % pero con una especificidad muy baja del 20 %. Al estar bajo la linea diagonal se considera
un modelo peor que el que conseguirfamos con un clasificador aleatorio. Otros puntos a tener en
cuenta son: el punto (0,0), con sensibilidad nula y especificidad del 100 %, representa un modelo
que siempre clasificaria las observaciones como pertenecientes a la clase negativa y por tanto
siempre clasificaria correctamente los casos negativos, pero siempre fallarfa al clasificar los casos
positivos; el punto (1,1), que representa un modelo con 100 % de sensibilidad y especificidad nula,
es el caso complementario en el que todos los casos positivos serfan bien clasificados, pero ningin
caso negativo se clasificarfa correctamente; el punto (0,1) representaria el modelo perfecto como
se explica con el punto A; por ultimo, cualquier punto que caiga en la diagonal representaria un
modelo aleatorio similar a clasificar lanzando una moneda al aire. Por ejemplo, el punto (0.5, 0,5)
representa un modelo que clasificarfa las clases positiva y negativa correctamente el 50 % de los
casos. Otro ejemplo, el punto (0.9, 0.9) representaria un modelo que clasificarfa correctamente
el 90 % de los casos positivos, pero fallarfa el 90 % de los casos negativos.

La curva ROC se crea a partir de los resultados de un modelo para un conjunto de observa-
ciones que se emplean como validacion o evaluacion. El modelo debe clasificar cada observacion
y atribuir una probabilidad de pertenecer a la clase positiva. Ordenando las observaciones por
su probabilidad estimada se pueden establecer puntos de corte donde los casos con probabilidad
mayor que dicho punto de corte se consideran pertenecientes a la clase positiva y el resto se
consideran pertenecientes a la clase negativa. Si se procede de esta manera de forma iterativa
obtenemos n+1 puntos en la grafica que formardn la curva ROC si se anaden los puntos (0,0)
y (1,1), siendo n el nimero de observaciones para validar. Si la curva estd por encima de la
diagonal se considera que el modelo es mejor que el azar. La figura 14.13 representa varias curvas
incluyendo la curva del azar que es la diagonal.

Pero cémo cuantificamos si el modelo es un poco mejor que el azar o mucho mejor que
el azar? Para eso se dispone de una herramienta que resume la capacidad de clasificacién del
modelo: el drea bajo la curva ROC, también conocida como AUC o estadistico C. Como se
puede observar, el area bajo diagonal es un tridngulo de area 0.5. A partir de aqui, el drea de
cualquier curva que esté por encima de la diagonal serd mayor que 0.5. El drea puede calcularse
numéricamente con el método de los trapecios. Habitualmente, se considera que un modelo de
clasificacién con un area de 0.6 es un modelo pobre. A partir de ahi, un modelo con un AUC de
0.7 se considera un modelo aceptable, uno con un AUC de 0.8 se considera un buen modelo y uno
con un AUC de 0.9 o mayor es considerado un modelo muy bueno o excelente. El AUC puede
interpretarse probabilisticamente, ya que es equivalente a la probabilidad que tiene el modelo
de clasificar una observacién positiva escogida al azar por encima de una observacion negativa
escogida al azar. Es decir, si un modelo tiene un AUC del 90 %, esto quiere decir que, dadas
una observacién positiva aleatoria y una observacion negativa aleatoria, en 9 de cada 10 casos
la observacion positiva tendra una probabilidad de pertenecer a la clase positiva mayor que la
observacién negativa. Piense el lector qué ocurrirfa con un modelo cuyo AUC fuese del 10 %.

Cabe mencionar que el area bajo la curva ROC estd intimamente relacionada con el indice
de Gini, ya que Gini + 1 = 2 AUC. En este caso, un AUC de 1 equivale a un indice de Gini de
1y un AUC de 0.5 equivale a un indice de Gini de 0.

Finalmente, cuando se dispone de una curva ROC, es posible escoger el punto de corte del
modelo que nos dard una combinacién de sensibilidad y especificidad 6ptima. Este corte depende-
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r4 de la naturaleza del problema. Por ejemplo, es posible que en un programa de cribado sea mas
importante tener una alta especificidad sin comprometer especialmente la sensibilidad mientras
que en un problema de ayuda al diagndstico cobre mayor relevancia la sensibilidad en detrimento
de la especificidad. Sin embargo, existen algunas estrategias matematicas que permiten escoger
una combinacién de sensibilidad y especificidad equilibrado. Una de estas formas es emplear una
métrica que combine ambas medidas o semejantes. Por ejemplo, el F-score permite encontrar el
punto de corte éptimo para optimizar la sensibilidad y el valor predictivo positivo. Otra forma
més grafica para encontrar un punto de corte 6ptimo y equilibrado consiste en escoger el punto
de la curva que corta a la recta que va del punto (0,1), que representarfa un modelo perfecto,
al punto (0.5, 0.5). Esta forma de escoger asume que la curva ROC es perfectamente convexa vy,
por tanto, ese punto de corte es el mds cercano al punto (0,1). Esta forma es bastante conocida
en la préictica médica, sin embargo es aconsejable establecer los criterios de seleccion del punto
de corte éptimo antes de llevar a cabo la evaluacion de los modelos para no cometer errores de
decisién mediante la estrategia grafica aqui explicada.

14.6. Notas bibliograficas

Hastie en [139] es una buena referencia para las estrategias de evaluacién en aprendizaje
automdtico. Para profundizar, algunos conceptos deben ser consultados en [92]. Los estudios de
Kohavi fueron interesantes para caracterizar las metodologias de evaluacién por remuestreo y
la descomposicién de las funciénes de error 0-1 [91, 141]. El articulo de Berrar [142] recoge una
serie de recomendaciones y alternativas para estimar los intervalos de error que son de gran
interés cuando nos encontramos con muestras de tamano pequeno. En el articulo de Kim [147]
se demuestra empiricamente las ventajas y desventajas de emplear los métodos de validacion
cruzada y holdout con repeticion frente al bootstrap.
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Figura 14.12: Tlustracién de algunos ejemplos de modelos hipotéticos en el grafico ROC.
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Figura 14.13: Tres curvas ROC representan los resultados de tres modelos de clasificacién

diferentes. El mejor modelo esté representado por la curva azul y tiene un AUC de 0.99.

El peor modelo estd representado por la curva ROC y tiene un AUC de 0.61. La curva
magenta representa un modelo con un AUC de 0.87.
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Capitulo 15

Almacenes de datos y procesamiento
analitico en linea

La Historia Clinica Electrénica (EHR) de una poblacién es una de las mayores fuentes de
informacion sobre la salud de sus ciudadanos, asi como de situaciones que puedan comprometer
la salud ptublica de una regién. Efectivamente, una vez cubierta la asistencia médica de los
pacientes, que representa el uso primario de un EHR, la informacion estructurada que contiene
se puede emplear para usos secundarios como la prediccién, prevencién, planificacién y gestién
sanitaria.

En este capitulo, nos centraremos en la explotaciéon de los datos historicos de salud mediante
herramientas de Business Intelligence (BI) para apoyar programas de prevencién de salud publica,
planificar actuaciones sobre grupos de pacientes y gestionar recursos hospitalarios, entre otras
utilidades. Dejaremos la prediccién para el capitulo 8, donde veremos el uso de datos para la
preparacién de modelos predictivos.

15.1. Introduccién

En un proyecto de BI se suelen estudiar indicadores o medidas sobre unos hechos agrupados
bajo unas condiciones llamadas dimensiones. Asi, por ejemplo, podemos estar interesados en
saber el porcentaje (indicador) de camas ocupadas (hecho) en los hospitales de la Comunidad
Valenciana (dimensién localizacién) a lo largo de un ano (dimensién fecha). Algunos indicadores
que se suelen definir en proyectos de sanidad son el consumo de tiras de glucemia capilar, la
incidencia de tipos de cancer, el niimero total de antibiéticos prescritos, el porcentaje de bacterias
resistentes a antibiéticos® o el coste total. Las agrupaciones que se suelen definir vienen dadas
por dimensiones temporales (tiempo), o geogréficas (localizacién), pero también organizativas
(servicios médicos), factores clinicos o poblacionales (diagndsticos o grupos poblacionales), o
productos sanitarios. Ademds, las dimensiones suelen definir jerarquias de niveles para refinar en
mayor o menor medida los agrupamientos. Asi por ejemplo, la agrupacion de los hechos a través
de la dimensién tiempo puede realizarse por afios, meses, quincenas, semanas, dias, etcétera.
En definitiva, los proyectos BI facilitan la navegacion a través de tablas de contingencia sobre
agregaciones o desagregaciones de las dimensiones del modelo dimensional.

De forma general, BI es el término que engloba al conjunto de herramientas para la explo-
tacién de datos existentes en una organizaciéon o empresa. Para facilitar la integracion de los

2Un refinamiento de este indicador serfa utilizar el CMI promedio de resistencia bacteriana a antibi6-
ticos: Concentracién minima inhibitoria (CMI) de un antibidtico se define como la minima cantidad de
antibiético capaz de impedir el crecimiento bacteriano.
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datos procedentes de miiltiples fuentes de datos y su procesamiento analitico se suele prepa-
rar un almacén de datos (o datawarehouse) mediante plataformas que incluyen herramientas de
i) Extract, transform and load (extraccién, transformacién y carga de datos) (ETL); ii) diseno
de modelos multidimensionales; iii) On-line Analytical Processing (procesamiento analitico en
linea) (OLAP); iv) obtencién de resimenes; y v) cuadros de mandos. Algunos textos incluyen
las herramientas de Data Mining (minerfa de datos) (DM) como herramientas BI, pero resultan
vagos en su descripcion. En este capitulo trataremos las herramientas BI necesarias para integrar
el procesamiento analitico en linea en cuadros de mando y dejaremos las herramientas de DM
para el capitulo 8 donde se estudiaran bajo el contexto del aprendizaje automatico.

Para guiar la exposicién del tema, desde un punto de vista aplicado a medicina, desarrolla-
remos un ejemplo sobre vigilancia geografica de la resistencia bacteriana y el uso de antibidticos.
Complementaremos la exposicién tedrica del capitulo con una vista de implementacién sobre
Pentaho CE desarrollada en el anexo D.

Il Ejemplo 15.1 (Vigilancia de la resistencia bacteriana y el uso de antibiéticos.)
Las bacterias son los organismos mas abundantes del planeta. Las bacterias patogenas pueden
causar enfermedades infecciosas, como tuberculosis, colera, sifilis, lepra, tifus, difteria, escarlatina,
etcétera. Para combatir las infecciones bacterianas se utilizan los antibidticos, que inhiben la
formacion de la pared celular o detienen otros procesos de su ciclo de vida.

Al igual que el resto de organismos, aquellas bacterias con mutaciones que les permitan re-
sistir la accion antibidtica seran las que crearan una descendencia resistente al antibidtico. Si
bien la seleccién natural es propia de la evolucién, se ha comprobado [148] que ciertos patrones
sistematicos de uso de los antibidticos aumentan el niimero de organismos resistentes a los anti-
bidticos en una localizacién geografica concreta. Especificamente, los siguientes factores pueden
aumentar la resistencia antibiética:

= Uso excesivo de antibidticos de amplio espectro (por ejemplo, las cefalosporinas de segunda
y tercera generacién, acelera en gran medida el desarrollo de resistencia a la meticilina).

= Los diagndsticos incorrectos.
= Las prescripciones innecesarias.
= El uso incorrecto de antibidticos por parte de los pacientes.

= El uso de los antibidticos como aditivos en la alimentacién del ganado para aumentar el
engorde.

= El uso intensivo de antibidticos en la agricultura.
= La introduccién de antibidticos en limpiadores del hogar.

El control de la resistencia bacteriana y su relacién con el uso de los antibiéticos se considera
actualmente un problema de salud ptiblica mundial [149], y se aborda como tal por los servicios
de salud, como en el proyecto ViResiST P en el Hospital Vega baja de Orihuela (Alicante) y sus
centros asociados de atencién primaria.

Un programa de salud publica para la vigilancia geogréfica de la resistencia bacteriana y el
uso de antibidticos debe considerar las siguientes cuestiones:

= Observar la evolucién temporal de la resistencia de una bacteria determinada frente a un
antibidtico determinado en una localizacién geografica.

bwww.viresist.org
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= Observar la relaciéon temporal entre el uso de los antibidticos y la resistencia de las bacterias
en una localizacién geogréfica.

A lo largo del capitulo, desarrollaremos un sistema de vigilancia basdndonos en herramientas
BI para dar soporte a un programa de salud publica que aborde estas preguntas. Durante el
ejemplo, utilizaremos el contexto planteado por el proyecto ViResiST, pero los datos presentados
son totalmente simulados y no responden en ningtin caso a la realidad.

Mas alld del modelo BI que disefiaremos en este capitulo, se podria disenar un CDSS para la
prescripcién de antibiéticos mediante modelos predictivos de la resistencia local esperada de las
bacterias a antibidticos. Para ello, serfa interesante complementar el desarrollo descrito en este
capitulo con la metodologia de diseno de modelos predictivos del capitulo 8.

Il Ejemplo 15.2 (Resistencia bacteriana y uso de antibiéticos (cont. ej. 15.1.))
Basdndonos en las tablas de Bretén en [150] sobre resistencias tipicas de las bacterias a los anti-
bidticos en cuatro hospitales valencianos formamos la tablas de aparicién de bacterias (tabla 15.1)
y su resistencia a antibiéticos (tabla 15.2).

Tabla 15.1: Numero de casos de infecciones bacterianas durante el periodo de estudio en
cada hospital. Se incluyen los porcentajes de las bacterias (svi: Streptococcus viridians, sp:
Streptococcus pneumoniae y sau: Staphylococcus aureus) condicionadas a cada hospital, asi
como los conteos y porcentajes marginales por hospital y bacteria.

Hospital svi Sp sau TOTAL
H. General de Elche 262 (33%) 263 (33%) 267 (34%) 792 (23.3%)
H. de la Vega Baja 57 (26 %) 27 (12%) 134 (62 %) 218 (6.4 %)
H. Dr. Peset 74(22%) 59 (18%) 200 (60%) 333 (9.8%)
H. Clinico 204 (49%) 92 (15%) 216 (36%) 602 (17.8%)
H.General de Castellén 202 (14 %) 836 (58 %) 411 (28 %) 1449 (42.7%)
TOTAL 889 (26.2%) 1277 (37.6%) 1228 (36.2%) 3394

Simularemos un ano de incidencias de antibiéticos segtn las distribuciones de probabilidad
expresadas por las tablas de aparicién de bacterias (tabla 15.1) y su resistencia a antibidticos
(tabla 15.2).

Segtn la revisién de Bretén en [150], se han observado aumentos de la resistencia de las
bacterias de la tabla 15.1 a antibidticos segin el resumen de la tabla 15.3.

Por simplicidad del ejemplo, simularemos tinicamente el consumo de los antibiéticos Penici-
lina (PEN), Amoxicilina (AMX), Ciprofloxacino (CIP) en las zonas de los hospitales del estudio
segun las tabla 15.4.

En nuestro ejemplo, supondremos que disponemos de un acceso de consulta al subconjunto
del EHR que contiene los estudios de laboratorio de resistencia bacteriana a antibidticos y el
uso de los antibiéticos en los hospitales involucrados. La figura 15.1 representado por el modelo
entidad-relacién del subconjunto de la fuente de datos.
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Tabla 15.2: Porcentaje (%) de bacterias con resistencia a antibiéticos en los hospitales de

estudio.
Bacteria Hospital PEN (%) AMX (%) CIP (%)

svi H. General de Elche 40.9 39.5 45.0
H. de la Vega Baja 0 0 31.3
H. Dr. Peset 41.5 0 25.0

H. Clinico 22.8 26.5 0
H.General de Castellon 40.9 40.9 15.4
Sp H. General de Elche 59.2 53.7 61.8

H. de la Vega Baja 70.0 0 0
H. Dr. Peset 27.3 17.7 10.5

H. Clinico 46.7 16.0 0

H.General de Castellon 62.8 0 0
sau H. General de Elche 97.4 98.7 10.2
H. de la Vega Baja 91.8 91.4 2.9

H. Dr. Peset 93.7 0 2.9

H. Clinico 75.2 69.5 0

H.General de Castellon 93.5 93.9 3.8
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Tabla 15.3: Consumos de antibiéticos que provocan resistencia de bacterias.

Consumo de

hace que la Bacteria

tienda a la resistencia a

[-lactamicos, macréli-

dos

penicilina, miltiples

Streptococcus viridans
(svi)

Streptococcus
moniae (sp)

pneu-

Staphylococcus aureus
(sau)

(B-lactdmicos (v.g. penicili-
nas), macrélidos (v.g. eri-
tromicina) y tetraciclinas

eritromicina, S-lactdmicos

penicilina, multiples

©Juan M Garcia-Gomez et al.



15.1. Introduccién

Tabla 15.4: Consumo simulado de antibidticos.

Hospital Antibiético Unidades administradas
H. General de Elche PEN 2640
AMX 2532
CIP 2789
H. de la Vega Baja PEN 643
AMX 682
CIP 1350
H. Dr. Peset PEN 1252
AMX 758
CIP 1310
H. Clinico PEN 3568
AMX 2591
CIP 456
H.General de Castellén PEN 9431
AMX 7952
CIP 2467
n |' n
Hospital reaiza Bacteria

mide
resistencia
a

Antibiotico

Figura 15.1: Modelo entidad-relacién de la fuente principal de datos para el problema de
resistencia bacteriana a antibidticos.

©Juan M Garcia-Gomez et al. 259



Capitulo 15. Almacenes de datos y procesamiento analitico en linea

15.2. Modelo multidimensional

El uso de los datos en un proyecto BI va dirigido a calcular indicadores que resuman los
hechos que se agrupan a través de las dimensiones. El modelo relacional utilizado por la mayoria
de bases de datos no es adecuado como modelo conceptual para un almacén de datos. El modelo
multidimensional es el més extendido entre las soluciones de BI. Este modelo organiza los datos
en torno a los hechos que ocupan el centro de una estrella figurada rodeada de las dimensiones.
Si las dimensiones constan de varios niveles a través de los cuales agregar los datos, en lugar de
datos en estrella se denomina estrella jerarquica o copo de nieve si hay caminos alternativos.

Las plataformas BI suelen incorporar un editor de esquemas (o disefiador de cubos) que nos
permitira definir cada cubo a través de las medidas de los hechos de estudio y las dimensiones
que definen las condiciones a través de las jerarquias de niveles.

La implementacién 1égica de un modelo multidimensional puede tener varias arquitecturas:
ROLAP (Relational OLAP), MOLAP (Multidimensional OLAP) y HOLAP (Hybrid OLAP).
La arquitectura ROLAP utiliza modelos relacionales para implementar el modelo de estrella
mediante tablas de hechos y de dimensiones. La principal ventaja de esta arquitectura es su fle-
xibilidad ante los cambios. La arquitectura MOLAP enlaza mediante indices multidimensionales
los hechos y medidas precalculadas para las agregaciones en tiempo de diseno, lo que permite una
ejecucion mas rapida del procesamiento en linea. Las arquitecturas hibridas HOLAP almacenan
la informacién detallada en estructuras relacionales ROLAP y las medidas precalculadas para
agregaciones en cubos MOLAP.

En una arquitectura ROLAP, podemos implementar el modelo de estrella mediante:

= Tablas de dimensiones. Incluiremos una tabla por cada dimensién, que contenga una clave
primaria y un campo por cada nivel de la dimensién, por ejemplo una tabla localizacion,
podrd tener como registro “(1, Hospital General de Valencia, Valencia, Comunidad Valen-
ciana)”, donde el primer campo es la clave primaria y los siguientes son los valores de los
niveles hospital, provincia y comunidad auténoma de la dimension localizacién.

= Tablas de hechos. Incluiremos una tabla para cada hecho que contendra las medidas del
hecho y una clave ajena a cada dimensién de la estrella. Asi, por ejemplo, la tabla de
hechos “prescripcién de medicamentos” tendrd un campo “coste” como medida, y los cam-

” L W

os “localizacién medicamento”, “fecha causa” corresponderan a las dimensiones de la
’ ) )
estrella.

Visualmente es facil imaginar un modelo con tres dimensiones en forma de cubo, cuyo volumen
se trocea en pequenos cubos correspondientes a cada combinacion de valores de cada dimensién,
pudiéndose estos pequenos cubos agregarse subiendo de nivel en las jerarquias de las dimensiones
o disgregarse, bajando de nivel en las dimensiones.

Generalmente, se denomina datawarehouse (o almacén de datos) al repositorio que contiene
el conjunto de hechos y dimensiones definidos para un problema. Cada una de las estrellas
que estudian un aspecto concreto del problema se denomina datamart, y pueden compartirse
dimensiones entre ellos.

Il Ejemplo 15.3 (Modelo multidimensional (cont. ej. 15.2.))

Definiremos los hechos, indicadores y dimensiones de un modelo con dos estrellas jerarquizadas.
En primer lugar podemos identificar los dos hechos relevantes de nuestro estudio: “resistencia de
bacteria a antibidtico” y “uso de antibiotico”. Definimos los indicadores para el modelo multidi-
mensional enumerados en la tabla 15.5.
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Tabla 15.5: Indicadores de resistencia de bacterias y uso de antibidticos.

Hechos Indicadores

Resistencia de bacterias a antibidticos Porcentaje de bacterias resistentes a antibidticos

Uso de antibidtico Ntumero de administraciones

La primera dimensién que definimos en el modelo es la bacteria causante de infecciones.
Estudiaremos la resistencia de las bacterias enumeradas en la tabla 15.6. Es una lista limitada,
pero suficiente para propdsitos académicos. Por simplicidad, tampoco incluimos niveles de agre-
gacion de las bacterias (familias y caracterfsticas comunes), que podrfan ser de interés para un
estudio real.

Tabla 15.6: Bacterias incluidas en el modelo multidimensional.

svi Streptococcus viridans
sp  Streptococcus pneumoniae

sau Staphylococcus aureus

La segunda dimensién incluida en el modelo son los antibiéticos, que pueden ser agrupados
en familias. Restringiremos el estudio a los antibidticos incluidos en la tabla 15.7.

Tabla 15.7: Antibiéticos incluidos en el modelo multidimensional.

Nomenclatura  Antibiético Familia

PEN Penicilina Penicilinas
AMX Amoxicilina  Penicilinas
CIP Ciprofloxacino  Quinolonas

La tercera dimensién del modelo sera el tiempo, cuyo nivel mas alto de detalle sera el mes
y el mas bajo serd el ano.

La cuarta y tltima dimensién del modelo es el lugar geogréafico de medida de resistencia
de bacterias y administracién de antibidticos. El nivel més bajo de detalle serd el hospital donde
se ha realizado la observacion. Definiremos un nivel de menor detalle mediante agregacion de
hospitales en provincias. La tabla 15.8 enumera los hospitales incluidos en el ejemplo.
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Tabla 15.8: Hospitales incluidos en el ejemplo, agregados por provincia.

Provincia Hospital
Alicante H. General de Elche
Alicante H. de la Vega Baja

Valencia H. Dr. Peset
Valencia H. Clinico

Castellon H.General de Castellén

Como resultado, obtenemos el datawarehouse con dos estrellas y cuatro dimensiones que
presenta la figura 15.2.

Bacteria

Hechos
resistencia
(porcentaje)

Localizaciéon Antibiético

Hechos Uso
antibiético
(conteo)

Figura 15.2: Datawarehouse de resistencia bacteriana a antibiéticos.

Este proceso puede llevarse a cabo mediante el editor de esquemas de nuestra plataforma
BI. Para ello, definimos el esquema del datawarehouse con dos estrellas (o cubos), uno de ellos
con la medida de porcentaje de bacterias resistentes a antibiéticos y el otro con el nimero de
administraciones. Incorporaremos las dimensiones correspondientes a cada uno de los cubos, para
lo que necesitaremos una tnica jerarquia en cada una de ellas. Dentro de la jerarquia de cada
dimensién, se definiran los niveles en orden decreciente.

En paralelo al diseno del cubo, realizamos la implementacién del modelo en una arquitectura
ROLAP mediante una base de datos relacional con dos tablas de hechos (una para resistencia
bacteriana y otra para uso de antibidticos) y tres tablas de dimensiones (antibidtico, bacteria
y localizacién). La tabla de hechos “resistencia bacteriana” dispondrd de una clave primaria
autonumerada, un campo indicador del resultado de test de resistencia, la fecha del test y tres

262 ©Juan M Garcia-Gomez et al.



15.3. Carga y mantenimiento de un almacén de datos

claves ajenas a las tablas de dimensiones. La tabla de hechos “uso de antibiéticos” dispondra
de una clave primaria autonumerada, un campo fecha y claves ajenas a las tablas localizacién y
antibidtico. Las tablas de dimensiones tendran tantos campos como niveles tenga la dimensién,
pudiendo ser la clave primaria el nivel de menor agregacién o un autonumérico. Los niveles de
la dimensioén fecha pueden implementarse mediante funciones SQL de cédlculo de anos y meses
sobre el campo fecha de las tablas de hechos, por lo que no es necesario una tabla explicita en la
arquitectura ROLAP.

15.3. Carga y mantenimiento de un almacén de datos

Una vez diseniado el modelo multidimensional, debe poblarse de datos procedentes del EHR.
Las suites ETL estan generalmente formadas por un conjunto heterogéneo que facilitan princi-
palmente

= la conexion con multiples fuentes de datos para recuperar los registros;

= la manipulacién de tablas y registros de datos, mediante transformaciones, uniones, gene-
racién de indices, etcétera;

= la creacién de esquemas relacionales ROLAP de las estrellas, y metadatos para su mante-
nimiento y actualizacién (por ejemplo, time stamping);

= la planificacién de cargas periédicas de datos que alimenten el almacén de datos.

No es demasiado comun encontrar en el repositorio de informacién hospitalaria tablas de
correspondencia entre los niveles de las dimensiones. Podremos completar nuestras fuentes de
informacion creando tablas de correspondencia en bases de datos cercanas a nuestro almacén
de datos que proporcionen la informacion de dominio necesaria para poder navegar por todos
los niveles de nuestras dimensiones. Las herramientas ETL generalmente incluyen wrappers que
permiten hacer conversiones entre ficheros de texto, hojas de célculo, HTML, XML y tablas de
bases de datos relacionales.

Il Ejemplo 15.4 (Creacién de mapeo entre niveles de localizacién (cont. ej. 15.3.))
Para completar la informacién necesaria para el almacén de datos importaremos una matriz de
correspondencia hospital-provincia desde una hoja de calculo a nuestro sistema de informacién,
consiguiendo el modelo entidad-relacién ampliado de la figura 15.3. Para ello, serd de utilidad
utilizar las transformaciones que suministran las herramientas ETL de las plataformas de BI.

Una vez asegurado el acceso a las fuentes de datos, y que disponemos en ellas de la infor-
macion para completar los datos de hechos y dimensiones, deberemos cargar los datos en el
modelo multidimensional. Podremos integrar todas las fuentes de datos facilmente mediante las
herramientas de transformacién y planificacién de nuestro ETL.

Il Ejemplo 15.5 (Integracién de datos (cont. €j. 15.4.))

En nuestro caso de estudio simulado supondremos que tenemos acceso al subconjunto de un
sistema de informacién que almacena los estudios de resistencia bacteriana a antibiéticos y
el uso de los mismos segin el modelo entidad-relacién de la figura 15.3. Con la creacién de
tablas de correspondencia entre niveles de localizacién tenemos todos los datos necesarios para
nuestro almacén de datos. La integracién de los datos es viable y sencilla gracias a que el ETL
puede establecer conexion con todas las fuentes para realizar las transformaciones necesarias
para obtener los datos unificados.
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Provincia
1
n
realiza

Hospital W Bacteria

n

mide
resistencia
a

n

Antibiotico

Figura 15.3: Modelo entidad relacién ampliado de la fuente principal de datos para el
problema de resistencia bacteriana a antibioticos.

Para una arquitectura ROLAP, se realizara la carga de datos mediante transformaciones
desde el modelo relacional del sistema de informacién al modelo relacional de tablas de hechos
y dimensiones que implementan las estrellas del datawarehouse. Ademds, esta carga debe ser
planificada periédicamente para mantener el almacén de datos actualizado. Estas operaciones
generalmente requieren un uso intensivo de los repositorios de informacién (por ejemplo EHR,
sistemas de informacién externos o bases de datos departamentales), por lo que se suele planificar
para momentos donde la actividad primaria del sistema de informacién es minima o nula.

Il Ejemplo 15.6 (Carga del almacén de datos (cont. ej. 15.5.)

Las herramientas ETL permiten realizar la carga del almacén de datos a través de un interfaz

grafico para el disenador del almacén o mediante la planificacién de procesos en segundo plano.
Especificamente, cargaremos las tablas de la arquitectura ROLAP con datos de nuestro

subconjunto simulado de EHR mediante la transformacién del modelo entidad-relacién de la

figura 15.3 al modelo estrella jerarquica de la figura 15.2.

15.4. Procesamiento analitico en linea

El objetivo de la preparacién del almacén de datos es explorar la informacién de nuestros
datos histéricos con el fin de encontrar tendencias que describan algin aspecto relevante de
nuestro sistema de informacion sanitario. El nicleo de una plataforma BI para la exploracién del
almacén de datos es el servidor OLAP. El servidor OLAP se encarga de consultar el almacén de
datos segin el modelo multidimensional para generar tablas de contingencia con las medidas de
los datos agregados a cierto nivel en cada dimension.

El servidor OLAP ofrece los siguientes operadores de almacenes de datos (o de anélisis):

= Drill: disgrega los datos a niveles mas finos de detalle de una dimensién o varias.

= Roll: agrega los datos a niveles més gruesos de detalle de una dimensién o varias. Cuando
Drill y Roll se ejecutan sobre dimensiones definidas en la primera consulta se denominan
drill-down y roll-up; cuando son dimensiones diferentes, o hacen desaparecer dimensiones,
se denominan drill-across y roll-across.
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= Slice & Dice: este operador filtra los datos utilizados para calcular las medidas. El filtrado
puede realizarse por valores de una o varias dimensiones.

= Pivot: reorientar las dimensiones en la tabla de contingencia.

Estos operadores actiian sobre el resultado obtenido por el servidor OLAP para ofrecer al usuario
la vista de la estrella sobre la que trabaja. Por lo tanto, los operadores de andlisis refinan la
consulta realizada al abrir el cubo.

Ademés, los servidores OLAP ofrecen normalmente una representacién gréfica de las tablas
de contingencia obtenidas mediante la manipulacion de los cubos.

Il Ejemplo 15.7 (Resistencia bacteriana por afos y provincias (cont. ej. 15.6))
Una vez creado el almacén de datos de nuestro problema de resistencia bacteriana y uso de
antibidticos, podemos aplicar los operadores de andlisis para disgregar los datos por anos y por
provincias, manteniendo unidos todos los antibidticos y bacterias. Si aplicamos sobre la dimen-
sion localizacion el operador pivot conseguiremos tres series temporales, una por provincia, del
porcentaje de bacterias resistentes a los antibidticos. La figura 15.4 muestra las series temporales
obtenidas, en forma de tabla de contingencia y como graficas de lineas.

La navegacion mediante las operaciones de agregacion y filtrado nos hardn facil la revision
de los patrones més frecuentes del almacén de datos. Es posible guardar las vistas de andlisis
que se han obtenido durante la navegacién por el almacén de datos. Ademas, las plataformas BI
permiten componer cuadros de mando para integrar diferentes vistas de andlisis en una pantalla
unica, con el objetivo de presentar el estado del proyecto de un solo vistazo.

Il Ejemplo 15.8 (Series temporales (cont. ej. 15.7))

La navegacién por el cubo de resistencia bacteriana de antibidticos nos puede llevar a observar
un patron interesante en algin nivel de agregacién. Por ejemplo, con datos simulados, hemos
encontrado que en los meses de mayo y junio de 1998 se produjo un aumento de la resistencia
de la bacteria Staphylococcus aureus (sau) a los antibidticos en la provincia de Alicante. La
visualizacién conjunta mostrada en la figura 15.5 de la serie temporal de porcentaje de resistencia
de antibidticos en los niveles de Provincia y Mes junto con la serie temporal de uso de Penicilina
(PEN) durante el mismo periodo podria revelar una relacién de causalidad entre este suceso y un
aumento de la administracion de penicilina durante marzo, abril y mayo del mismo ano. Estas
observaciones deberfan venir acompanadas de un andlisis estadistico con contraste de hipotesis
para ratificar los hallazgos descriptivos encontrados.

15.5. Mineria de flujos de datos

La salud y el bienestar son aspectos atemporales que involucran hébitos, monitorizacion y la
prevencion de eventos adversos de los ciudadanos durante su vida cotidiana. Los avances actuales
en monitorizacién y comunicacién de sefiales biomédicas e informacién ambiental del entorno del
ciudadano hace cada vez mas viable la gestién continua de sus condiciones vitales. Escenarios de
la vida cotidiana de los ciudadanos, como el control de habitos saludables de personas activas,
la monitorizacién de ancianos, pasando por la terapia asistida de personas con depresién mayor,
son algunos ejemplos de aplicaciones de la ayuda a la decisién que involucran grandes flujos de
datos relacionados con la salud del paciente y que requieren una respuesta continua e inmediata.

La mineria de flujos de datos (Mining data streams) es una subdisciplina de la minerfa de
datos que estudia la forma de extraer estructuras de conocimiento desde modelos y patrones en
flujos continuos de informacién. Esta disciplina se ha desarrollado en su aplicacién a problemas
financieros, transacciones bancarias, telecomunicaciones, seguridad informatica, tecnologia web,
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datos multimedia, etcétera. Por ello, es facil prever su aplicacién tanto en laboratorios biotec-
nolégicos y clinicos como en ambientes personales del ciudadano para el control de su salud y
bienestar.

El requisito fundamental de la mineria de flujos de datos es la rapidez de respuesta de sus
algoritmos de decisiéon y un coste espacial asumible. Sin embargo, las aplicaciones de mineria
de flujos de datos requieren procesos complejos, como la deteccién de cambios por encima de
niveles de ruido, el agrupamiento, la clasificacion, la deteccién de patrones frecuentes y el andlisis
de series temporales. Por estas razones la minerfa de flujos de datos es una disciplina de alta
intensidad cientifica y de gran proyeccién en el ambito biomédico.

15.6. Notas bibliograficas

La explicacién tedrica del capitulo se ha basado fundamentalmente en el libro [151] de Orallo,
Ramirez y Ferri y en la documentacion técnica de Pentaho CE. La elaboracién del ejercicio de
resistencia bacteriana a antibidticos se basa en la informacion publica disponible del proyecto
ViResist (http://www.viresist.org) y en la tesis de Gervas [149], si bien los datos son totalmente
ficticios.

Gaber et al. en [152] realiza una buena revisién sistemdtica sobre la mineria de flujos de
datos. Las paginas web http://www.csse.monash.edu.au/ mgaber/WResources.htm y http:
//wis.cs.ucla.edu/ hxwang/stream/bib.html mantienen bibliografia actualizada sobre esta
subdisciplina.

266 ©Juan M Garcia-Gomez et al.



15.6. Notas bibliogréficas
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Figura 15.4: Tabla de contingencia y gréafica con las series temporales de resistencia bac-
teriana por afios y provincias obtenido por el servidor OLAP sobre el cubo de resistencia

bacteriana a antibidticos.

©Juan M Garcia-Gomez et al.

267



Capitulo 15. Almacenes de datos y procesamiento analitico en linea

049

08

07

0,6

0,5

04

03

02

01
0,0

1/,-\\
,

T L A S R T P
U L N L P PG L S I SR

Slicer; (All)=Todos los antibioticos

— Porcentaje de Resistencia.Alicante. — Porcentaje de Resistencia.Castellon.

—— Paorcentaje de Resistencia.Valencia.

200
175
150
125
100
75
50
25

ool e aade o ool oo ) ol ke 2
RN A R S G R R R

Slicer: Antibiotico=PEN

— Dispensaciones de antibioticos.Alicante. — Dispensaciones de antibieticos.Castellon,

— Dispensaciones de antibioticos.\alencia.

Figura 15.5: La visualizacién conjunta de la serie temporal de porcentaje de resistencia de
antibidticos en los niveles de Provincia y Mes de 1998 junto con la serie temporal de uso
de Penicilina (PEN) durante el mismo periodo podria revelar una relacién de causalidad
entre este suceso y un aumento de la administracién de penicilina durante marzo, abril y

mayo del mismo ano.
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Capitulo 16

Razonadores semanticos aplicados a
medicina

La forma de resolver algunos problemas viene definida por un conjunto de reglas determinis-
tas. La aplicacion de estas reglas sobre una situacién particular permite deducir conclusiones de
forma légica, y por lo tanto aplicar el conocimiento que se tiene sobre el problema a la situacién
particular.

Este tipo de resolucién constituye una forma cémoda de resolver decisiones basandose en el
conocimiento experto, si bien, no tiene en cuenta la incertidumbre intrinseca asociado a todo
problema de decisiéon. En este capitulo haremos un breve repaso a la légica formal para estable-
cer los fundamentos sobre los que se sustentan los sistemas basados en reglas. Posteriormente,
estudiaremos los sistemas basados en reglas y aplicaremos uno de ellos para resolver un sistema
de medicion del riesgo de un diabético de sufrir un evento adverso y un sistema de alertas para
la prescripcién de medicamentos.

Utilizamos el lenguaje Jess (www.jessrules.com), basado en CLIPS para resolver los ejemplos
y ejercicios del capitulo, por lo que son directamente ejecutables en su motor de reglas. Los
ejemplos utilizan estructuras estandar del lenguaje, que pueden ser facilmente entendidas por el
estudiante con el manual de Jess accesible desde la seccién documentacién de la pagina web del
motor de reglas.

16.1. Introduccion a la légica simbdlica

Lalégica estudia los métodos de formalizacion del conocimiento. Este conocimiento se expresa
mediante frases declarativas. Es decir, frases que expresan algo sobre el dominio de trabajo.
Existen, al menos, dos niveles de abstraccion segin el grado de detalle que se quiera formalizar:

= Loégica proposicional o l6gica de enunciados
= Légica de predicados de primer orden

El elemento atémico de las proposiciones son las frases declarativas que constituyen por si
solos una unidad de comunicacién de conocimientos y que llevan asociados un valor veritativo,
esto es, pueden ser considerados Verdaderos o Falsos.

16.1.1. Férmula bien formada

La légica proposicional se compone de un alfabeto, compuesto a su vez de proposiciones y
conectivas légicas que son: la negacién (—), la O 16gica o disyuncién (V), la Y 1égica o conjuncién
(A), la implicacién (—) y la coimplicacién ().
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Las gramédticas determinan qué combinaciones de simbolos son férmulas bien formadas (fbf).
Ademds, debe existir un mecanismo que nos permita asignar un valor veritativo (verdadero o
falso) a una férmula. En principio, cualquier variable proposicional es considerada una férmula
bien formada. La negacién de una férmula bien formada es, a su vez, una férmula bien formada.
Del mismo modo, la disyuncién, conjuncién, implicacién y coimplicacién de 2 férmulas bien
formadas son, a su vez, férmulas bien formadas. Es decir, si p y ¢ son féomulas bien formadas de
un sistema, entonces (pV q), (p A q), (p — q), (p <> q) también son férmulas bien formadas.

Il Ejemplo 16.1 (Férmulas bien formadas)
Si tenemos que p, ¢, 7 y s son férmulas bien formadas, entonces

“(pVg AT —s

es, a su vez, una férmula bien formada, pero

“V(pAgr) s

no es una férmula bien formada, pues concatena conectivas légicas entre si (—V) y férmulas bien
formadas sin una conexién entre ellas (gr).

16.1.2. Tablas de verdad

Las tablas de verdad son tablas matematicas que muestran los valores veritativos o valores
de verdad de las férmulas bien formadas compuestas. A cada conectiva légica bésica se le suele
asociar una tabla de verdad. Su uso se extendié a partir del Tractatus Logico-Philosophicus de
Ludwig Wittgenstein. En la tabla 16.1 se muestra la tabla de verdad de la negacién. La negacién
de una proposicién toma el valor contrario de dicha proposicién. La tabla 16.2 muestra la tabla
de verdad de la disyuncion. La disyuncién solo es falsa si ambas proposiciones son falsas. En la
tabla 16.3 se muestra los valores de verdad de la conjuncién. La conjuncién solo es verdadera
si ambas proposiciones son verdaderas. En la tabla 16.4 se muestra la tabla de verdad de la
implicacién. La implicacién estd formada por un antecedente (que es p) y un consecuente (que
es q). Si p es verdadero y q es falso, entonces el valor de la implicacién es falso. En cualquier
otro caso, el valor es verdadero. Por tultimo, la tabla 16.5 muestra los valores de verdad de la
coimplicacién. La coimplicacién (o doble implicacién) es equivalente a decir que p implica q y q
implica p, por lo tanto, solo cuando ambas proposiciones son verdaderas -o ambas son falsas- la
coimplicacion es verdadera.

= <

F
v

Tabla 16.1: Tabla de verdad de la negacién.
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Pla|lpVag
VIV] V
VIF| V
F|V| V
FIF| F

Tabla 16.2: Tabla de verdad de la disyuncion.

P|la|pPAd
VIV \Y%
VI|F F
FlV F
F|F F

Tabla 16.3: Tabla de verdad de la conjuncion.

p—q

0Ho< < |T
m < ™o < e
5|

Tabla 16.4: Tabla de verdad de la implicacion.

P|q | pP<dq
V|V \Y%
VI|F F
F |V F
F|F \Y%

Tabla 16.5: Tabla de verdad de la coimplicacién.
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16.1.3. Equivalencias légicas

Una equivalencia légica (=) se da cuando dos férmulas bien formadas obtienen la misma tabla
de verdad ante los mismos valores de verdad de las proposiciones atémicas. Un ejemplo, vemos
que p — q es légicamente equivalente a —pV q. Es lo que se llama supresion de la implicacién. Esto
se puede comprobar en las tabla de verdad que se muestran en la tabla 16.6. Existen una serie
de equivalencias légicas conocidas, algunas de las cuales se pueden encontrar en la tabla 16.7.

Plal-p|p—~da ~pPVdq
V|V| F Y% \Y%
V|IF| F F F
F|V| V \Y% \Y%
F|F| F \Y% \Y%

Tabla 16.6: Las tablas de verdad de las férmulas de la derecha son iguales, por lo tanto
ambas férmulas son légicamente equivalentes.

Idempotencia PvP =P PAP =P
Absorcion Pvw =V PAF =F
PV(PAQ) =P PA(PVQ) =P
Elemento neutro PVF =P PAV =P
Elemento complementario Pv-P=V PA-P =F
Propiedad conmutativa PvQ = QVvP PAQ = QAP
Propiedad asociativa PV(QVR) = (PVQ)VR PA(QAR) = (PAQ)AR
Propiedad distributiva PV(QAR) = (PAQ) vV (PAR) | PA(QVR) = (PVQ) A (PVR)
Leyes de De Morgan -(PvQ) = -P A -Q -(PAQ) = -P VvV =Q
Doble negacién -—P =P
Supresién de la implicacién P—Q = -PvQ
Supresién de la coimplicacién | P+Q = (P—Q) A (Q—P)

Tabla 16.7: Tabla de equivalencias légicas mas empleadas.

Cabe mencionar la importancia que tienen las leyes de De Morgan que nos facilita el con-
vertir conjunciones en disyunciones y viceversa. Asi como la equivalencia de la supresién de la
implicacién vista anteriormente y la propiedad distributiva en la conformacién de Formas Clau-
sales, relacionadas con la Forma Normal de Skolem, que se emplea comtinmente en los sistemas
basados en reglas. Mas adelante profundizaremos sobre ello.

16.1.4. Regla de inferencia

En el célculo proposicional existe una serie de reglas de inferencia para deducir consecuencias
dadas unas premisas que se suponen verdaderas. En concreto, una regla de inferencia que va a ser
sumamente 1til para los motores de razonamiento semantico es la conocida como modus ponendo
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ponens o simplemente modus ponens, que en latin significa “el modo que afirma (el consecuente)
afirmando (el antecedente)”. Basicamente, si tenemos una implicacién y el antecedente de esta
implicacién es verdadero, entonces podemos admitir como verdadero el consecuente

P=Q
P

Q

esta regla se puede leer como “si P implica Q y P es verdadera, entonces Q es verdadera”. Una
regla de este tipo se compondra de un conjunto de premisas que constituyen el antecedente y un
conjunto de conclusiones que constituyen el consecuente

P1>P21“'7PnéQhQZM'WQm

Generalmente, en los motores de razonamiento seméntico actuales las comas que conectan las
premisas del antecedente y las conclusiones del consecuente representan conjunciones. Un hecho
se representa como una regla cuya premisa es un conjunto vacio. En los motores de inferencia
deductiva actuales siempre se suele asumir que un hecho esta representando algo del dominio de
trabajo por lo que es, en efecto, verdadero.

Por lo tanto, de aqui en adelante consideraremos que un hecho es una proposicion verdadera
que nos informa de algo que ocurre en el dominio que estamos representando formalmente. Asi,
si representamos que un paciente tiene fiebre, es porque realmente dicho paciente tiene fiebre.

El conjunto de hechos y reglas junto con el modus ponens como silogismo es la base de de-
duccién de todos los razonadores semanticos desarrollados y, por tanto, la base de representacion
del conocimiento de los sistemas de ayuda a la decision de tipo I1I.

16.1.5. Légica de primer orden

En la 16gica de predicados de primer orden, los predicados equivalen a expresiones lingiiisticas
y son tratados como funciones cuyos argumentos son constantes o variables de individuos. Estas
funciones estan bajo el alcance de algin cuantificador de tipo ezistencial (3) o de tipo universal
(V). El cuantificador universal quiere decir que los predicados se cumplen para todas las instancias
de una variable y el cuantificador existencial quiere decir que existe alguna instancia que cumple
el predicado.

El ejemplo clésico del silogismo de Aristételes puede servir de ilustracién. Asi, tenemos una
proposicién de aridad 1 (que emplea una variable) como H(z) y que asociamos al siguiente
significado: “z es un hombre”; tenemos también la proposiciéon M (z) que significa “x es mortal”;
por ultimo, tenemos una constante p que hace referencia a “Platén”:

Todos los hombres son mortales

Platén es un hombre

Luego Platén es mortal
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Este ejemplo se puede formalizar mediante la 16gica de predicados de primer orden como

VoH(z) = M(x)
H(p)
. M(p)

Asf pues, podemos formalizar la expresién lingiifstica “todos los hombres son mortales” como
una regla y la proposicién “Platén es un hombre” como un hecho, pudiendo deducir por modus
ponens la consecuencia que asegura que “Platén es mortal”, de nuevo como un hecho.

El uso de cuantificadores en la 1égica de primer orden también conlleva una serie de leyes de
suma importancia en los motores de inferencia deductiva o razonadores semdnticos. Algunas de
estas leyes se muestran a continuacién. Entre ellas encontramos las més empleadas para obtener
Formas Clausales que, como veremos enseguida, es la forma normal necesaria para implementar
un sistema basado en reglas.

Descenso cuantificacional
Ve A(z) = 3z A(z)

Conmutatividad de cuantificadores
Vavy A(z,y) = VyVaz A(z,y)
JzIy Az, y) = Jy3z Az, y)
FaVy Az, y) = VyIz A(z,y)
Vedy A(z,y) % IyvVz A(z,y)

Gran distributividad
Va (A(z) AB(z)) =
33: (A(z) VB(2)) =
vz (A(z) vV B(z)) #
Jz (A(z) AB(z)) #

(Vz A(z) AVz B(x))
(3x A(z) vV 3z B(x))
(Vz A(z) VVz B(x))
(32 A(z) A Jz B(x))
Leyes de De Morgan con cuantificadores

—dz A(x) = Vo -A(z)

Vo A(z) = 3z -A(z)

—Vz -A(z) = 3z A(z)

—dz —A(z) =Vz A(z)

Una expresién en Forma Clausal se compone de una conjuncién de predicados, donde los sim-
bolos conjuntivos A se sustituyen por comas, y cuyas variables estdn cuantificadas universalmente
de forma implicita. Asi por ejemplo,

Pl,...,P":>01,...,Cm
—_—

Cuerpo Cabeza

En la parte izquierda de la Forma Clausal encontramos los antecedentes y recibe el nombre
de cuerpo. En la parte derecha se encuentran las conclusiones y recibe el nombre de cabeza.
Cuando solo existe cabeza y no hay cuerpo, esto es, cuando n = 0, entonces en lugar de una
regla tendremos un hecho. Para pasar cualquier expresién légica a Forma Normal y, por tanto,
poder implementarla en un sistema basado en reglas se deben pasar por una serie de formas
normales intermedias que se veran en la siguiente seccién.
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16.1.6. Formas normales
Forma Normal Prenexa

Una férmula estd en Forma Normal Prenexa (FNP) si estd compuesta de un prefijo consti-
tuido de una cadena de cuantificadores y una férmula sin cuantificadores o matriz de la férmula.
Es decir, una FNP es de la forma

Q171Q272 . .. Qur M

donde cada @; es un cuantificador existencial o universal y donde M es la matriz o férmula bien
formada sin cuantificadores. Se puede demostrar que cualquier férmula bien formada cerrada se
puede transformar en una férmula equivalente en FNP. Un formula bien formada es cerrada si
no tiene variables libres, es decir, variables que no estén bajo el alcance de algin cuantificador.
Si la férmula no fuese cerrada se podria aplicar el cierre existencial. El cierre existencial consiste
en anadir al principio de la férmula un cuantificador existencial por cada variable. Para ello
deberfan seguirse los siguientes pasos:

1. Renombrar aquellas variables que tengan el mismo simbolo y distinto cuantificador
2. Eliminar las dobles implicaciones y las implicaciones

3. Conseguir que las negaciones solo afecten a férmulas atémicas mediante la aplicacién de
las leyes de De Morgan con cuantificadores

4. Pasar los cuantificadores al principio de la férmula aplicando las leyes conmutatividad y
gran distributividad de cuantificadores

Forma Normal Conjuntiva

Una férmula estd en Forma Normal Conjuntiva (FNC) si se expresa como una conjuncién
finita de clausulas donde cada clausula es un literal o una disyuncién de literales. La FNC
no cuenta necesariamente con cuantificadores en la férmula. Asi, por ejemplo la férmula bien
formada

“PA(QVR)A(SVT)

estd en FNC, mientras que

(PAQ)VR

no estd en FNC, aunque se puede expresar como tal sin mas que aplicar la ley distributiva de la
conjuncién respecto a la disyuncién y dejarla como (P VR) A (Q V R).

Cuando la férmula se compone de una disyuncién finita de clausulas donde cada clausula es
un literal o una conjuncién de literales entonces se dice que la férmula estd en Forma Normal
Disyuntiva (FND). Toda férmula en FND puede transformarse a una FNC, y viceversa, sin mds
que aplicar las leyes de De Morgan y las propiedades distributivas.

Forma Normal de Skolem

Una férmula bien formada cerrada estd en Forma Normal de Skolem (FNS) si estd en Forma
Normal Conjuntiva Prenexa, es decir, en FNC y en FNP y, ademds, todos los cuantificadores

©)Juan M Garcia-Gomez et al. 275



Capitulo 16. Razonadores seménticos aplicados a medicina

son universales. Para ello es necesario suprimir los cuantificadores existenciales mediante va-
lores constantes. Es importante ver que la férmula obtenida en FNS no serd necesariamente
logicamente equivalente a la original, pero ambas formulas seran equisatisfacibles®.

Para convertir una fémula cerrada en una FNS se deben buscar los cuantificadores existen-
ciales comenzando por la izquierda. Después, si el cuantificador existencial esté al principio de
la férmula, 3z P(z), se sustituye la variable cuantificada existencialmente por una constante y
se elimina el cuantificador, quedando P(a). Si el cuantificador existencial estd precedido por un
nimero de cuantificadores universales,

Yoy .. Ve, dy Pz, ..., 20, )

entonces se sustituye la variable cuantificada existencialmente por una funcién de las variables
cuantificadas universalmente que le preceden, quedando

Vay ... Vo, Pz, xn, f(21,...,20))

Forma Clausal

Una férmula cerrada que estéd en FNS puede convertirse facilmente en una Forma Clausal sin
mas que suprimir los cuantificadores universales que estan presentes de forma explicita y asumir
que estaran presentes de forma implicita. Ademads, las conjunciones A se sustituyen por comas.
Es decir, la formula en FNS

VavVyVz P(z,y) A Q(z)

quedaria
P(z,y),Q(2)

en Forma Clausal, que como ya se ha dicho su implementacién posterior en un sistema basado
en reglas es directa. En el siguiente ejemplo pedagdgico veremos como podriamos pasar desde
el planteamiento de una expresién lingiiistica en un problema médico hasta la Forma Clausal
asociada pasando por las formas normales intermedias.

Il Ejemplo 16.2 (Ejemplo de paso a Forma Clausal)
Supongamos que se nos plantea la siguiente expresion en un problema de oftalmologia:

“Todo paciente con presién intraocular alta o defectos periféricos del campo visual
serd, examinado por un oftalmodlogo experto en glaucoma y se le hardn todas las
pruebas que aporten informacién sobre el nervio éptico.”

El primer paso es establecer unas proposiciones con seméntica relacionada con el problema:

P(x) = x tiene presién intraocular alta.
V(z) = x tiene defectos periféricos del campo visual.
O(z,y) = z es examinado por y.
G(z) = z es un oftalmélogo experto en glaucoma.
M(z,y) = x pasa la prueba médica y.

N(z) = z aporta informacién sobre el nervio Gptico.

2Dos férmulas son equisatisfacibles si, y solo si, una férmula es satisfacible entonces la otra también lo
es. Una férmula es satisfacible si es posible encontrar una interpretacién o modelo que la haga verdadera.
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De este modo, el problema expresado mediante lenguaje natural se puede expresar mediante
l6gica simbdlica del siguiente modo:

Ve[ (P(2) v V(@) = 3y(G(y) A O, ) AVy(N(y) = M(z,))]

El primer paso para dejar la expresién en Forma Clausal es renombrar las variables comunes
a cuantificadores distintos, de este modo, podemos cambiar la variable y que es comun a los
cuantificadores 3 y V por una variable z en el iltimo cuantificador sin modificar el significado de
la expresién:

Va [(P(x) V V(@) = Fy(G(y) A Oz, y)) AVz(N(z) = M(z, z))]

El segundo paso es eliminar las coimplicaciones y las implicaciones empleando las equivalencias
apropiadas:

Va [ﬁ (P(z) v V(x)) V 3y(C(y) A O(x, y)) AVz(-N(2) v M(a, z))]

Ahora, se aplican las leyes de De Morgan para conseguir que las negaciones solo afecten a formulas
atémicas y no a clausulas compuestas:

Va [(—\P(m) A=V (2)) V Iy(G(y) A O(x,y)) AVz(~N(z) v M(x, z))]

El cuarto paso busca obtener la FNP al pasar todos los cuantificadores al principio de la formula
obteniendo el prefijo y la matriz de la misma:

VaIyvz [(—\P(z) A=V (2)) V (G(y) A O(z,9)) A (-N(2) V M(z, z))]

El siguiente paso debe lograr obtener la Forma Normal Conjuntiva Prenexa aplicando la propie-
dad distributiva:

)V G(y))A
-P(z) Vv O(x, 1/))/\
P(z) vV =N(z) V M(z, z))/\
=V(x)V G(y))/\
~V(z) vV O(z,y))A
(ﬁV(a:) Vv =N(z) V M(z, z))

V
V

A/—\/]\/—\/—\

El sexto paso es eliminar los cuantificadores existenciales para dejar la expresién en Forma Normal
de Skolem. Para ello se sustituye la variable y del cuantificador existencial por una funcién de x
que es el cuantificador que hay a la izquierda del cuantificador existencial, asi:

VaVz(—-P(x
-P(x
-P

(@) V G(f(@)))A

(z)

(z)
~V(z)

(z)

(z)

v
Vv O(z, f(x)))A

V =N(z) V M(z, 2)) A
V G(f(@)))A

Vv O(, f(2)))A

V =N(z) V M(z, 2))

x

=-V(x
-V(x

A~ N N~~~
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Por 1ltimo, se sustituyen las conjunciones por comas y se asumen como implicitos los cuantifi-
cadores universales eliminando su aparicion explicita de la férmula:

(—\P(as) v G(f(:)c))), (—\P(ac) vV O(z, f(;zc)))7 (ﬂP(z) V =N(z) V M(z, z)),
(ﬂV(a:) \% G(f(m))), (—|V(sc) vV O(z, f(m))), (—|V(m) Vv =N(z) V M(z, z))

El objetivo pedagdgico de este ejemplo es ver cémo es posible transformar una expresion
lingiifstica en su version logica y cémo esta ultima se puede transformar en una Forma Clausal.
Esto no significa que esta fuera la mejor forma de implementarlo en un Sistema Basado en Reglas,
ya que cada posible regla debera disenarse conforme a las necesidades de cada momento y de
cada usuario. De forma ilustrativa, la expresién anterior se ha convertido en un hecho con cabeza
y sin cuerpo. Pero podria haberse convertido en un par de reglas con cuerpo y cabeza donde las
expresiones de ambos estuvieran en Forma Clausal, por ejemplo

P(z) = O(z, f(x)), G(f(x)), M(z, 2), N(2)
V(z) = O(z, f(2)), G(f(x)), M(z, 2),N(z)

16.1.7. Unificacién como método de razonamiento

Los sistemas basados en reglas (SBR) estan formados por un conjunto de reglas (si-entonces),
que representa el conocimiento de un problema, y por una memoria de trabajo o base de hechos
que representa una situacion particular del dominio del problema. Mediante la unificacién de los
hechos con los antecedentes de las reglas se puede llevar a cabo el razonamiento deductivo que nos
permite obtener conclusiones. La unificacién se puede definir como una sustituciéon de las variables
de dos predicados distintos por otras variables que, aplicadas a ambos predicados, hacen que éstos
sean iguales. Por ejemplo, la sustitucién o = [x/f(z),y/z] unifica las expresiones P(z, f(2)) vy
P(f(y),x) al hacerlas ambas iguales a P(f(z), f(z)). En los sistemas basados en reglas existen,
al menos, dos métodos de razonamiento que emplean el mecanismo de la unificacién para llevar
a cabo la inferencia deductiva. El primero es el encadenamiento hacia delante (forward chaining,
en inglés) y el segundo es el encadenamiento hacia atrés (backward chaining).

En el encadenamiento hacia delante se parte de los hechos de la memoria de trabajo para
unificar los antecedentes de las reglas de inferencia y, empleando el modus ponendo ponens se
extraen nuevos hechos, que se interpreta como nuevo conocimiento, hasta llegar al objetivo
deseado. Sistemas basados en reglas como CLIPS o Jess funcionan generalmente como sistemas
con encadenamiento hacia delante.

En el encadenamiento hacia atras se parte de los objetivos o hipétesis de trabajo y se recorren
las reglas desde el consecuente al antecedente tratando de comprobar, por unificacién, si existen
hechos en la memoria de trabajo que confirmen el objetivo. El lenguaje de programacién Prolog
funciona mediante encadenamiento hacia atras.

Las siguientes secciones estan orientadas a sistemas basados en regla con encadenamiento
hacia delante ya que los ejemplos estdan enfocados al uso de sistemas como CLIPS o Jess.

16.2. Sistemas basados en reglas

Como se ha adelantado, los sistemas basados en reglas estan formados por un conjunto de
reglas (si-entonces) y por una memoria de trabajo.

La memoria de trabajo contiene la informacién de la situacién particular en forma de afirma-
ciones (llamados hechos). Cada regla del conjunto de reglas es una declaracién si antecedentes,
entonces consecuente, donde la satisfaccion de todos los antecedentes por la memoria de trabajo,
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provoca que la regla se accione. En un sistema deductivo, todas las reglas accionadas se disparan,
por lo que todos los hechos expresados en los consecuentes de las reglas disparadas se incluyen
en la memoria de trabajo. En un sistema de reaccion, normalmente solo una regla se dispara
al mismo tiempo, por lo que tnicamente las acciones expresadas en su consecuente son ejecuta-
das. En los sistemas de reaccién, un procedimiento de resolucion de conflictos (p.e. una lista de
prioridades) decide cuél de las reglas accionadas se dispara.

De forma resumida, vemos como podremos deducir nuevos hechos y realizar acciones apli-
cando las reglas a los hechos de la memoria de trabajo que el sistema tiene en un momento
concreto.

Il Ejemplo 16.3 (Recursos para procedimientos sanitarios)

Queremos disenar un sistema que recuerde la lista de recursos necesarios para realizar proce-
dientos asociados a ginecologia. El objetivo del sistema es comprobar que se dispone de todos
los recursos, incluidos aquellos requeridos por otros recursos, antes de realizar el procedimiento,
y asi evitar preparatorios y encuentros fallidos con la paciente.

Una situacién particular relacionada con nuestro sistema podria ser la realizacién de un
procedimiento exudado vaginal a la paciente con identificador 234, que formaria parte de la
memoria de trabajo del sistema.

Podemos incluir este hecho en la memoria de trabajo de un motor Jess mediante la siguiente
linea:

(assert (procedimiento exudado-vaginal paciente234))

donde assert incluye el hecho (preedimiento exudado-vaginal paciente234) en la memoria de
trabajoP.

Para realizar un exudado vaginal se requiere un hisopo, por lo que debemos reservar este
recurso para la paciente 234. Para expresar esta condicién, podriamos escribir una regla, del
estilo si se realiza el procedimiento exudado vaginal a la paciente 234, entonces asigna el re-
curso hisopo a la paciente 234, que serfa una de las reglas del conjunto de reglas del sistema.
Fécilmente, podemos generalizar mediante variables esta regla para que contemple cualquier pro-
cedimiento, paciente y recurso: Si se realiza el procedmiento ?p a la paciente ?id, y para realizar
el procedimiento ?p se usa el recurso ?x, entonces asigna un recurso ?x a la paciente ?id.

(defrule si-usa-material
(procedimiento ?7p ?7id)
(usa 7p 7x)
=>
(assert (recurso-asignado ?x 7id))

Al generalizar la regla, necesitamos un conjunto de hechos que nos digan que recursos se usan
en cada procedimiento, por lo que debemos definir tres nuevos hechos con esta informacién en
la memoria de trabajo:

(deffacts requisitos-exudados-vaginales
(usa exudado-vaginal camilla)
(usa exudado-vaginal hisopo)
(usa exudado-vaginal tubo)

PPodemos apreciar la sintaxis prefija de las funciones (p.e. (+ 2 3) realiza la suma de los niimeros 2 y
3)
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Si ejecutamos nuestro sistema de reglas, encontraremos que tres nuevos hechos han sido
incluidos en la memoria de trabajo, debido a la accién de la regla “si-usa-material” sobre el
procedimiento exudado-vaginal en la paciente 234.

(recurso-asignado tubo paciente234)
(recurso-asignado hisopo paciente234)
(recurso-asignado camilla paciente234)

Podemos observar que los consecuentes de las reglas disparadas pueden incluir nuevos hechos
en la memoria de trabajo, que provocan nuevas satisfacciones de reglas y por lo tanto nuevos
disparos.

Cuando el encadenamiento sucesivo de reglas se realiza desde los antecedentes hacia los con-
secuentes, estamos aplicando un razonamiento hacia delante, y lo denominamos encadenamiento
progresivo. Este razonamiento nos lleva desde los datos del problema (entrada) a la solucién
(salida), y es adecuado cuando se dispone de todos los hechos de entrada y cuando se sabe que
la cantidad de posibles soluciones (conclusiones) es pequena.

Il Ejemplo 16.4 (Recursos para procedimientos sanitarios (cont. ejemplo 16.3))
Profundizando en el problema, vemos que para usar el hisopo durante el exudado vaginal, se
requiere un espéculo, entonces, también deberiamos reservar uno para la paciente. De la misma
forma, un tubo, que necesitaremos para depositar la muestra, también requiere una pipeta y suero
fisiolégico para su correcta utilizacién en el exudado vaginal, por lo que también debemos reservar
estos dos elementos. Observamos, pues, que tenemos una regla de requisitos entre recursos, que
podemos expresar de forma genérica como: si un recurso ?z se ha asignado a la paciente ?id y
este recurso ?r requiere un otro recurso ?y, entonces debe asignarse el recurso ?y a la paciente
?id y definir un conjunto de hechos con los requisitos particulares de los recursos de nuestro
problema:

(deffacts requisitos-recursos
(requiere hisopo especulo)
(requiere tubo pipeta)

(requiere frasco pipeta)
(requiere tubo suero-fisiologico)

(defrule si-requiere-asigna
(recurso-asignado ?x 7id)
(requiere ?x 7y)
=>
(assert (recurso-asignado 7y 7id))

La ejecucién del sistema de reglas ahora aplicard el encadenamiento progresivo para reservar
suero fisilégico, pipeta por requerirse para usar el tubo y espéculo para usar el hisopo.

(recurso-asignado suero-fisiologico paciente234)
(recurso-asignado pipeta paciente234)
(recurso-asignado especulo paciente234)

Algunos motores de reglas también permiten comprobar el cumplimiento de hipétesis. Para
ello, el sistema encadena hacia atrds (encadenamiento regresivo) las reglas hasta llegar a aceptar
la hipétesis si las entrada lo corroboran, y rechazarla si no se dan las condiciones. Cuando el
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problema a resolver es tal que un conjunto de entradas puede resultar en muchas conclusiones
(alta amplitud de salida), entonces el encadenamiento regresivo es util. Este encadenamiento
también es de interés cuando no todas las entradas estan disponibles al mismo tiempo, pero es
suficiente saber si una conclusién es verdadera.

Algunos sistemas para el célculo de riesgos se basan en reglas establecidas por los expertos
por lo que resulta relativamente facil extraer dicho conocimiento en forma de reglas para calcular
el riesgo asociado a la situacién del paciente.

Il Ejemplo 16.5 (Célculo del riesgo de padecer un suceso adverso por diabéticos)
Se quiere disenar un sistemas de alertas para diabéticos en su hogar, basado en el calculo del
riesgo de padecer un suceso adverso dado su estilo de vida y datos biomédicos de facil obtencién.

Asi por ejemplo, podemos disefiar un sistema que recoja datos biomédicos como el tipo de
diabetes, el habito tabaquico, los niveles de colesterol LDL y HDL, triglicéridos, Presién Arte-
rial Sistélica (PAS) y cantidad de hemoglobina glucosilada en la sangre (HbAlc), y convertir el
conocimiento médico, como por ejemplo Hiperglucemia: asociada a un aumento de la morbimor-
talidad por enfermedad cardiovascular. Por cada 1% de disminucion de la HbAlc, se reduce el
riesgo de muerte asociada a diabetes un 14 %, a una regla como

(defglobal 7*HbAlcMaxRecomendado* = 6)
(defrule hiperglucemia_HbAlc
7p <- (person {HbAlc < 7xHbAlcMaxRecomendado*})
=>
(bind 7*riesgox (- 7xriesgo* (x (- 7xHbAlcMaxRecomendado* 7p.HbAlc) 0.14)))
(printout t "Riesgo reducido por porcentaje de hemoglobina
glucosilada en sangre " 7*riesgo* crlf)

)

donde el indice riesgo, que acumulamos en una variable global, disminuye un 14 % por cada valor
de HbAlc menor de 6.

Veremos a continuacién el diseno de un CPOE que tiene en cuenta las contraindiaciones
por interaccién de medicamentos, alergias, enfermedades, y dosis. El sistema estd basado en
reglas hace uso de la prioridad para resolver conflictos entre reglas, y utiliza una estructura
terminolégica para resolver las interacciones entre medicamentos.

Il Ejemplo 16.6 (CPOE)

Se desea disefiar un CPOE que trabaje de forma permanente, admitiendo la entrada concurrente
de prescripciones, y que actie de filtro de las mismas, deteniendo aquellas que presenten alguna
contraindicacién. Las contraindicaciones de un medicamento pueden ser debidas a varios motivos:

1. La cantidad de dosis total administrada al paciente segin su edad.

2. La interaccion de alguno de sus componentes con los componentes de los medicamentos
que actualmente toma el paciente.

3. La alergia de paciente a algiin componente.

4. Laincompatibilidad de algtin componente del medicamento con los sintomas o enfermedades
del paciente.

Tomaremos como caso de estudio la administracion de paracetamol en una presentacién de
comprimidos de 500 mg, y para ello estudiamos las contraindicaciones y dosimetria que aparecen
en su prospecto.
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En primer lugar definimos las plantillas de hechos, ya que la complejidad del problema hace
preferible utilizar estructuras que hechos ordenados.

La persona estard definida por una plantilla que incluya un identificador, la edad (para saber
la dosis), y listas (campos multislot) de alergias, enfermedades y sintomas.

(deftemplate persona

(slot ID)

(slot edad) HH

(multislot alergias) ;;1ista de alergias del paciente

(multislot enfermedades) ;;1lista de alimentos actualmente ingeridos
(multislot sintomas) ;;lista de sintomas actuales del paciente

Mantendremos las dosis de los principios activos administradas durante el dia a las personas
en hechos de la siguiente plantilla:

(deftemplate persona-componenteActivo-dosis
(slot persona)
(slot componenteActivo)
(slot dosis))

Los medicamentos estardn representados por un identificador, un componente activo, una
lista de componentes, una presentaciéon en forma de texto y una lista de indicaciones.

(deftemplate medicamento
(slot ID)
(slot componenteActivo)
(multislot componentes)
(multislot presentacion)
(multislot indicacion)

En un sistema real, estos hechos deberian alimentarse a través de un Vademecum, en nuestro
ejemplo definimos dos presentaciones de paracetamol.

(deffacts Vademucum "Medicamentos en la Farmacia"
(medicamento (ID Mundogen500mgComprimidosEFG)
(componenteActivo paracetamol)
(componentes paracetamol almidon-pregelatimizado povidona acido-estearico)
(presentacion comprimido 500)
(indicacion fiebre dolor-muscular dolor-cabeza dolor-intensidad-leve
dolor-intensidad-moderada)

)

(medicamento (ID Termalgin650mgComprimidos)
(componenteActivo paracetamol)
(componentes paracetamol talco almido-maiz silice coloidal-anhidra
celulosa-microcristalina almidon-pregelatimizado povidona acido-estearico)
(presentacion comprimido 650)
(indicacion fiebre dolor-muscular dolor-cabeza dolor-intensidad-leve
dolor-intensidad-moderada)

)
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La prescripcién de un medicamento va dirigida a una persona y tiene asociado un valor
numérico que indica la dosis.

(deftemplate prescripcion
(slot ID)
(slot persona)
(slot medicamento)
(slot dosis)

v las acciones que el sistema reactivo realizara serdn la detencién de una prescripcion de un
medicamento a una persona, o la administracién de una dosis de componente activo, que puede
ser nueva para el paciente o la continuacién del tratamiento.

(deffunction accion-detener (7pr 7p 7m 7t ?7i)
(printout t "Detener prescripcion " 7pr.ID " de " m " a " 7p " por " 7t " de "
?7i "." crlf)

(retract ?pr)

)
(deffunction accion-administrar-nuevo (7pr ?p 7m 7c ?7d)

(printout t "Administar prescripcion " 7pr.ID ": " ?d " dosis de " "m " a "
?p "." crlf)

(assert (persona-componenteActivo-dosis (persona ?p) (componenteActivo 7c)
(dosis 7d)))
(retract 7pr)

)
(deffunction accion-administrar-continuacion (?pr ?p 7m ?7c 7d ?7pcd)

(printout t "Administar prescripcion " 7pr.ID ": " ?d " dosis de " "m " a "
?p "." crlf)

(modify ?pcd (dosis (+ ?d ?pcd.dosis)))
(retract ?pr)

Un componente tendra que estar identificado de forma unica, y especificar las dosis méxi-
mas para adultos y nifios, ademds de las contraindicaciones por enfermedades, interacciones y
sintomas.

(deftemplate componente
(slot ID)
(multislot es-un)
(slot dosisMaximaAdultos)
(slot dosisMaximaNinyos)
(multislot contraindicacion-enfermedad)
(multislot contraindicacion-interaccion)
(multislot contraindicacion-sintoma)

Como vemos en la plantilla componente, hemos incluido un atributo es-un. Efectivamente,
los componentes estan clasificados en familias jerarquicas, como por ejemplo la aspirina, que es
un antinflamatorio no esteroide, y por lo tanto es un analgésico. Por lo tanto, los componentes de
nuestra memoria de trabajo pueden provenir de una terminologia farmacoldgica para establecer
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las relaciones es-un que permitan buscar interacciones entre componentes, directamente o por
parentesco, por ejemplo, el paracetamol no debe interactuar con otros analgésicos, por lo tanto,
si un paciente tiene como medicacion actual ibuprofeno, no debe ser medicado con paracetamol.

En nuestro ejemplo especificaremos la terminologia de los analgésicos y completaremos los
atributos de paracetamol y unas contraindicaciones ficticias de sintomas incompatibles con los
analgésicos.

(componente (ID amina)

(es-un analgesico)

(contraindicacion-sintoma empeoramiento dolorNinyo5Dias dolorAdultolODias
fiebre3Dias fiebre3Dias)) ;;fiebre3Dias para que se propague a paracetamol

(componente (ID antinflamatorio-no-esteroide) (es-un analgesico))
(componente (ID cannabinoide) (es-un analgesico))
(componente (ID opioide) (es-un analgesico))

(componente (ID fenacetina) (es-un amina))
(componente (ID paracetamol) (es-un amina)
(contraindicacion-interaccion analgesico)
(contraindicacion-enfermedad higado renal cardiaco pulmonar anemia
alcoholismo-menor alcolismo-mayor embarazo lactancia)
(contraindicacion-sintoma empeoramiento dolorNinyo5Dias dolorAdultolODias)
(dosisMaximaAdultos 8)
(dosisMaximaNinyos 5)

(componente (ID aspirina) (es-un antinflamatorio-no-esteroide))
(componente (ID celecoxib) (es-un antinflamatorio-no-esteroide))
(componente (ID diclofenaco)(es-un antinflamatorio-no-esteroide))
(componente (ID ibuprofeno) (es-un antinflamatorio-no-esteroide))
(componente (ID ketoprofeno) (es-un antinflamatorio-no-esteroide))
(componente (ID ketorolaco) (es-un antinflamatorio-no-esteroide))
(componente (ID meloxicam) (es-un antinflamatorio-no-esteroide))
(componente (ID naproxeno) (es-un antinflamatorio-no-esteroide))
(componente (ID rofecoxib) (es-un antinflamatorio-no-esteroide))
(componente (ID indometacina)(es-un antinflamatorio-no-esteroide))

(componente (ID cannabis) (es-un cannabinoide))
(componente (ID tetrahidrocannabinol) (es-un cannabinoide))

(componente (ID alfentanilo) (es-un opioide))
(componente (ID carfentanilo) (es-un opioide))
(componente (ID buprenorfina) (es-un opioide) )
(componente (ID codeina) (es-un opioide) )
(componente (ID codeinona) (es-un opioide))
(componente (ID dextropropoxifeno) (es-un opioide) )
(componente (ID dihidrocodeina) (es-un opioide) )
(componente (ID beta-endorfina) (es-un opioide) )
(componente (ID fentanilo) (es-un opioide) )
(componente (ID heroina) (es-un opioide) )
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(componente (ID hidrocodona) (es-un opioide))
(componente (ID hidromorfona) (es-un opioide))
(componente (ID metadona) (es-un opioide) )
(componente (ID morfina) (es-un opioide) )
(componente (ID morfinona) (es-un opioide))
(componente (ID oxicodona)(es-un opioide) )
(componente (ID oximorfona) (es-un opioide) )
(componente (ID meperidina) (es-un opioide) )
(componente (ID remifentanilo) (es-un opioide))
(componente (ID sufentanilo) (es-un opioide) )
(componente (ID tebaina) (es-un opioide) )
(componente (ID tramadol) (es-un opioide))

)

Para no administrar mas dosis diaria de un medicamento a un paciente, declaramos dos
reglas, una para comprobar la administracion de su componente activo no se supera la dosis
maxima diaria en adultos la otra para la misma condiciéon en ninos.

(defrule contraindicacion-dosis-adulto

?pr <- (prescripcion (persona ?p) (medicamento 7m)(dosis 7d))

(persona (ID 7p) {edad > 11})

(medicamento (ID 7m) (componenteActivo 7ca))

(componente (ID 7ca) (dosisMaximaAdultos 7d1))

(persona-componenteActivo-dosis (persona ?p) (componenteActivo 7ca) (dosis 7dh))
;;dosis historica que lleva el paciente

(test (> (+ 74 ?7dh) 7d41))

=>

(accion-detener ?pr ?p 7m dosisAcumulada (+ 7d ?dh))

)

(defrule contraindicacion-dosis-ninyo

?pr <- (prescripcion (persona ?p) (medicamento 7m) (dosis 7d))

(persona (ID 7p) {edad <= 11})

(medicamento (ID 7m) (componenteActivo 7ca))

(componente (ID 7ca) (dosisMaximaNinyos ?7d1))

(persona-componenteActivo-dosis (persona 7p) (componenteActivo 7ca) (dosis 7dh))
;;dosis historica que lleva el paciente

(test (> (+ 7d 7dh) ?7d1))

=>

(accion-detener 7pr 7p 7m dosisAcumulada (+ 7d ?dh))

)

Para detener la prescripcién si el paciente es alérgico a algin componente del medicamento,
hemos de comprobar si alguno de ellos estd en la lista de alergias del paciente. Esto puede
realizarse comprobando que la interseccion de ambas listas es distinto de cero, en cuyo caso,
debe detenerse la prescripcion.

(defrule contraindicacion-alergia-componente
(persona (ID 7p) (alergias $7a))
(medicamento (ID ?m) (componentes $7c))
?pr <- (prescripcion (medicamento 7m) (persona 7p))
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(test (> (length$ (intersection$ 7a ?c)) 0))
=>
(accion-detener ?pr ?p 7m alergia (intersection$ 7a 7c))

Con esta regla, no estarfamos cubriendo la totalidad de alergias del paciente. Supongamos
que el paciente es alérgico a todos los analgésicos, sabemos que el paracetamol es un analgésico,
sin embargo, la lista de componentes del medicamento no contiene el término analgésico, sino
paracetamol. Es necesario anadir a la lista de alergias del paciente todos los componentes que
estén relacionados mediante “es-un” con todo término incluido en la lista.

(defrule extiende-alergias-—terminologia
(componente (ID ?7z) (es-un 7x))
7p <- (persona (alergias $7a 7x $7b))
(not (test (member$ ?z 7a)))
(not (test (member$ 7z 7b)))
=>
(modify ?7p (alergias 7a 7x 7b 7z))
;5 (printout t ?p.ID " " 7p.alergias crlf)
)

Igualmente con las contraindicaciones por interaccién de un componente, si especificado por
un ancestro (p.e. amina), debe extenderse a todos sus descendientes (p.e. fenacetina y paraceta-
mol), excepto si el componente a incluir en la lista de interaccién es el propio componente.

(defrule extiende-interaccion-terminologia
(componente (ID ?7z) (es-un 7x))
?c <- (componente (ID ?7id) (contraindicacion-interaccion $7a ?x $7b))
(not (test (member$ 7z 7a)))
(not (test (member$ 7z ?7b)))
(not (test (eq 7z 7id)))
=>
(modify ?c (contraindicacion-interaccion 7a ?x 7b 7z))

)

Y de forma similar, las posibles enfermedades y sintomas.

(defrule extiende-enfermedad-terminologia
(componente (ID 7z) (es-un 7x))
(componente (ID ?7x) (contraindicacion-enfermedad $7a 7e $7b))
?c <~ (componente (ID 7z)(contraindicacion-enfermedad $7e2))
(not (test (member$ 7e 7e2)))
=>
(modify ?c (contraindicacion-enfermedad 7e2 7e))

(defrule extiende-sintoma-terminologia
(componente (ID ?7z) (es-un 7x))
(componente (ID ?7x) (contraindicacion-sintoma $7a 7e $7b))
?c <~ (componente (ID ?z)(contraindicacion-sintoma $7e2))
(not (test (member$ 7e 7e2)))
=>
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(modify ?c (contraindicacion-sintoma ?7e2 7e))

)

Lo que nos permite definir sin miedo a dejarnos interacciones, enfermedades o sintomas con
las contraindicaciones, las siguientes reglas:

(defrule contraindicacion-componente-enfermedad
(componente (ID ?c) (contraindicacion-enfermedad $7ce))
(medicamento (ID 7m) (componentes $7 7c $7))
?pr <- (prescripcion (persona ?p) (medicamento 7m))
(persona (ID 7p) (enfermedades $7e))
(test (> (length$ (intersection$ 7e 7ce)) 0))
=>
(accion-detener 7pr ?p 7m enfermedad (intersection$ 7e 7ce))

(defrule contraindicacion-componente-sintoma
(componente (ID ?c) (contraindicacion-sintoma $7cs))
(medicamento (ID 7m) (componentes $7 7c $7))
?pr <- (prescripcion (persona ?p) (medicamento 7m))
(persona (ID 7p) (sintomas $7s))
(test (> (length$ (intersection$ 7s 7cs)) 0))
=>
(accion-detener ?pr 7p 7m sintoma (intersection$ ?s 7cs))

(defrule contraindicacion-componente-interaccion
(persona-componenteActivo-dosis (persona 7p) (componenteActivo 7c¢2))
?pr <- (prescripcion (persona ?p) (medicamento 7m))

(medicamento (ID 7m) (componentes $7 7c $7))

(componente (ID ?c) (contraindicacion-interaccion $7 7c2 $7))
=>

(accion-detener 7pr 7p 7m interaccion 7c2)

Con estas reglas, el sistema puede detener las prescripciones que no deben llevarse a cabo
por contraindicaciones. La accion de detener, implica a su vez eliminar el hecho prescripcién de
la memoria de trabajo. La resolucién de conflictos por prioridad, nos permite implementar la
administracion de medicamentos de forma elegante, ya que podemos definir reglas de adminis-
tracién de baja prioridad que se ejecuten sobre las prescripciones que no satisfacen las reglas de
contraindicacién. Asi pues, definiremos una regla de continuacién de prescripcion, de baja priori-
dad (p.e. -99), que administrard y aumentard la dosis acumulada en el paciente del componente

activo prescrito.

(defrule prescripcion-correcta-continuacion

(declare (salience -99))

?pr <- (prescripcion (persona ?p) (medicamento 7m) (dosis 7d))

(medicamento (ID 7m) (componenteActivo 7c))

?pcd <- (persona-componenteActivo-dosis (persona ?7p) (componenteActivo ?7c)
(dosis 7dh))

=>
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(accion-administrar-continuacion 7pr 7p ?m 7c 7d 7pcd)

)

Finalmente, una regla de menor prioridad (-100) que administrard un medicamento no prescrito
al paciente anteriormente, creando un hecho “persona-componenteActivo-dosis” en la memoria
de trabajo para inicializar las dosis administradas al paciente.

(defrule prescripcion-correcta-nueva
(declare (salience -100))
?pr <- (prescripcion (persona 7p) (medicamento 7m)(dosis 7d))
(medicamento (ID 7m) (componenteActivo ?7c))
=>
(accion-administrar-nuevo 7pr ?p ?m 7c 7d)

Ante un paciente como

(persona (ID Juan)
(edad 32)
(alergias pescado penicilina)
(enfermedades renal)
(sintomas fiebre)

)

se detendria una prescripciéon de paracetamol por enfermedad renal.

(prescripcion (ID Juan-20100505-1001)
(persona Juan)
(medicamento Mundogen500mgComprimidosEFG)
(dosis 1)

)

A un paciente con alergia a las aminas, se detendria una prescripciéon de paracetamol, o a
un paciente de 32 anos se le permitiria tomar dosis sucesivas de paracetamol siempre que no
superasen la dosis maxima acumulada para adultos.

Il Ejemplo 16.7 (Mycin)

Existen varios casos de uso de sistemas basados en reglas en el d&mbito clinico. Uno de ellos es
Mycin® es un sistema experto que fue adaptado para diagnéstico médico que realiza preguntas
al usuario para llegar a conclusiones a través del encadenamiento.

16.3. Razonamiento semantico sobre ontologias

Una ontologia, desde el punto de vista informético, es una formulacién de un esquema concep-
tual de un dominio. Asf pues, una ontologia describe los conceptos de un dominio, sus individuos
y las relaciones entre los mismos. La especificacién formal de la ontologia hace viable el razona-
miento semantico sobre la misma, obteniendo implicaciones mediante los encadenamientos sobre
las instancias y sus proiedades.

Web Ontology Language (OWL) es un lenguaje de marcas condificado en eXtensible Markup
Language (XML) y construido sobre Resource Description Framework (RDF) para especificar

‘http://lazax.com/software/Mycin/mycin.html, http://www.cs.utexas.edu/users/novak/
tmycin.html
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ontologias. OWL por si solo no es un lenguaje de reglas, por lo que se cre6 A Semantic Web
Rule Language (SWRL) (http://www.w3.org/Submission/SWRL) para combinar OWL-Lite y
OWL-DL con el lenguaje de reglas Rule Markup Language (RuleML). Como resultado, SWRL es
un lenguaje de reglas del tipo antecedente-consecuente con capacidad inferencial sobre OWL-DL.

OWL y SWRL son lenguajes de especificacion, por lo que necesitaremos un motor de razo-
namiento, como Jess y Pellet, para ejecutar o validar lo que describimos con ellos.

La herramienta Protégé-OWL [153] permite la creacién y explotacién de de ontologias me-
diante una intefaz grafica para la creacién de clases, propiedades e instancias. Ademads, Protégé
permite la incorporacién de plugins, para extender sus funcionalidades mediante el mismo inter-
faz de la herramienta. El plugin SWRLTab anade una nueva ventana a Protégé para la edicién
de reglas en SWRL que incluyan las clases, instancias y propiedades de la ontologia del proyecto
que editamos. Por si solo, el plugin SWRLTab no ejecuta un razonador semantico, sino que seran
otros plugins, como SWRLJessTab, los que invoquen al razonador, convirtiendo el conocimien-
to OWL y las reglas SWRL a la base de conocimiento y reglas del razonador, ejecutando el
razonador, y transfiriendo los hechos inferidos por el razonador como axiomas del modelo OWL.

Il Ejemplo 16.8 (CPOE en OWL+SWRL)
Implementaremos una pequena parte de nuestro ejemplo 16.6 como ontologia en OWL y reglas
SWRL. Concretamente, tinicamente extenderemos las alergias de una persona a componentes
de medicamentos mediante la taxonomia de analgésicos. Utilizaremos para ello la herramienta
protégé, que nos abstraera de la sintaxis de los lenguajes, sin pérdida de control sobre nuestros
modelos conceptuales.

Restringiremos nuestra ontologia de dominio a dos clases: Componente y Persona, que seran
los mismos conceptos de los templates en Jess del ejemplo 16.6 (ver figura 16.1).

™ cpoe Protégé 3.4.4 (file:/Users/yossua54/Docencia/ayudaDecision_MineriaDeDatos_ReconocimientoFor...

File Edit Project OWL Reasoning Code Tools Window Collaboration Help

Del +BE wa ¢ BEE 4> <§pmrégé
| @ Metadata(OntologyCPOE.owl) | OWLClasses | BN Properties | 4p Individuals | = Forms | — SWRLRules |
' pLoRER a .

For Project @ cpoe Fo 5 i o tologies.com/OntologyCPOE.owl#Persona ] Inferred
I IN:
Asserted Hierarchy W & L5 [ [H
o Thing Property [ RiTe
@) Compaonente = rdfs:comment
W Fersona

> surla:Entity

& & ___
1 d I [n]
& B B (-} ® Logic View () Properties View

Figura 16.1: Clases Compnente y Persona en Protégé-OWL.

A continuacién definiremos dos propiedades: es-un, con dominio y rango Componente; y
alergia-a con dominio Persona y rango Componente (ver figura 16.2).

Poblaremos nuestra ontologia con la taxonomia de analgésico descrita en la pagina 284 y con
dos Personas: Juan con alergia a las aminas (ver figura 16.3) y Pedro con alergia al cannabis.

Siguiendo la taxonomia de los analgésicos, una persona con alergia a las aminas, tendra
alergia al paracetamol y a la fenacetina. Podremos inferir la lista completa de alergias de Juan
y Pedro aplicando la siguiente regla légica (ver figura 16.4):

Persona(?p) A Componente(?c) A alergica-a(?p, 7c) A es-un(?c2, 7c)
— alergica-a(?p, 7c2)
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Figura 16.3: Instancia Juan de la clase Persona con alergia-a amina.
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16.3. Razonamiento semantico sobre ontologias

La ejecucién de un razonador (ver figura 16.4), como Jess?, nos dard como resultado dos
nuevas instancias de la propiedad alergia-a asociadas a Juan: alergia-a paracetamol y alergia-a
fenacetina (ver figura 16.5).

File Edit Project OWL Reasoning Code Tools Window Collaboration Help

OeE * ey ¥ EEED 4B <§pmtégé
| @ Metadata(OntalogyCPOE.owl) | | OWLClasses | B Properties | 4 Individuals | = Forms | = SWRL Rules |

SWRL Rules Lol E &, &
Enabled | Name | Expression

ExtiendeAlerg... = Personafp)  Componentefcl » alergica-alp, 7o) 4 es-un?c2, 71 — alergica-a@p, Pc2)

= SWRUessTab | = Rules | = Classes | = Individuals | = Axi
Inferred Axioms
http: [ fwww.owl-ontologies.com/OntologyCPOE.owl#alergica-alhttp:/ fwww.owl-ontologies.com/OntologyCPOE.owl#uan, paracetamaly
http:/ fwww.owl-ontologies.com/OntologyCPOE.owl#alergica-alhttp:/ fwww.owl-ontologies.com/OntologyCPOE.owl#uan, fenacetina)

% |’ 5_3_. Inferred Axioms |

Figura 16.4: Especificacién en SWRL y ejecucion en Jess de la regla para extender las
alergias con la taxonomia de los analgésicos.

INDIVIDUAL EDITOR for Juan (instance of Persona)

For Individual: |htep:/ fwww.owl-ontologies.com/OntologyCPOE.owl#uan

O ez [

Property | Value
= rdfs:comment

alergica-a & Q; L
& amina

@ fenaceting
& paracetamaol

[

- 8 % €

D]

Figura 16.5: Resultado de la ejecucion de la regla de inferencia para extender alergias a
los analgésicos.

dDeberemos incluir jess.jar en el directorio plugins/edu.stanford.smi.protegex.owl para poder invovar
al razonador desde Protégé
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16.4. Lenguajes de guias clinicas

Un factor fundamental de éxito en la implantacién de los CDSS es su ajuste al proceso
asistencial del entorno donde actia. Asi pues, el conocimiento suministrado por los CDSS debe
trasmitirse a los profesionales adecuados en tiempo y forma. Una herramienta interesante para
adaptarse al proceso asistencial son las Guia de Préctica Clinicas (o simplemente Guias Cli-
nicas). Una Gufa Clinica es un documento que recoge directrices elaboradas sistematicamente
para asistir a clinicos y a pacientes en la toma de decisiones sobre la atencién sanitaria adecuada
para problemas clinicos especificos. En los ultimos 25 anos podemos encontrar ejemplos de sis-
temas de informaciéon que implementan Guias Clinicas. Entre otros mencionamos T-HELPER,
DILEMMA, EON, Asgaard, PROforma, el proyecto europeo PRESTIGE, y el proyecto britdnico
PRODIGY.

Sin duda los dos proyectos americanos mas relevantes en la definicion de estandares de Guias
Clinicas son GLIF y SAGE. GLIF especifica formalmente guias clinicas. Su versién 3 incorpora
el estandar de mensajeria de HL7 y con la intenciéon de ser un estandar de Intercambio de
Guias Clinicas. El proyecto SAGE incorpora esténdares como HL7, junto con terminologias
controladas ya existentes como LOINC y SNOMED sobre los conceptos desarrollados en GLIF.
Mas aun, investiga las relaciones entre estos estandares y los requisitos para completar el ciclo
de vida completo de implementacién de una guia clinica. En este sentido, presta gran atencion
al intercambio de conocimiento con la Historia Clinica Electrénica. Por desgracia, estos dos
grandes proyectos no han tenido una continuidad, ni tampoco se ha dejado libres sus motores de
ejecucion.

En Europa, el lenguaje con mayor proyeccién ha sido PROforma. PROforma ha sido apli-
cado en herramientas clinicas como Tallys, para la asistencia de reuniones multidisciplinares de
seguimiento de cdncer de mama en UK.

Un razonador semantico con niveles de evidencia cientifica y bibliografia asociada a las reglas
que implementa, junto con un control del workflow puede implementar facilmente un razonador
semantico bastante flexible.

16.5. Notas bibliograficas

La explicacién de los sistemas basados en reglas ha sido mayoritariamente extraida de los
textos [154]. Los ejemplos han sido disefiados siguiendo los prospectos de medicamentos como
Mundogen 500mg, guias de actuacién contra la diabetes y manuales de toma de muestras en
laboratorios clinicos [155]. Jess ofrece un manual para el programador suficiente para desarro-
llar todos los ejemplos del capitulo. La informacién de Protégé ha sido de gran ayuda para la
explicacién del ejemplo de OWL+SWRL.
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Capitulo 17

Diseno de sistemas de ayuda a la
decisiéon médica

El objetivo final de un CDSS es proporcionar conocimiento especifico a los usuarios para
tomar decisiones médicas asociadas a la salud de cada paciente. Como vimos en la seccion 1.3,
los CDSS pueden ser utilizados para uso primario o secundario como sistemas de alerta y/o
recordatorio de situaciones de salud de pacientes concretos o poblaciones, ayuda al diagnostico
y al prondstico, gestion de patologias crénicas, triaje, control de la calidad asistencial, gestién
de costes temporales y recursos, planificacién de riesgos, control de la calidad de biobancos
multicéntricos, interpretacién de senales biomédicas, bisqueda de marcadores discriminantes,
buisqueda de casos similares, bisqueda de informacién bibliogréfica relacionada con el paciente,
bisqueda de patrones anémalos, simulaciones de escenarios, control de alertas poblacionales y
aprendizaje basado en casos de personal sanitario.

La aproximacién planteada en este libro para el diseno de un CDSS estd basada en técnicas
de Inteligencia Artificial (IA) y de Aprendizaje Automético (AA). Los capitulos 15, 16 y 8 pro-
fundizan en las tecnologias para desarrollar un modelo de conocimiento que resuelva el problema
médico planteado al CDSS. En este capitulo analizaremos los elementos clave que rodean un
modelo de conocimiento para hacer que un CDSS sea operativo en un entorno asistencial.

17.1. El modelo de conocimiento

Un simil de las aplicaciones informaéticas con el lenguaje verbal situaria los CDSS en el nivel
semantico, ya que requiere la “interpretacion” del significado de los conceptos médicos para rea-
lizar la funcionalidad requerida. Por lo tanto, plantear un sistema genérico con caracteristicas
de CDSS, més alld de una aplicacién adhoc, tendra como ntcleo un modelo de conocimiento
médico que represente la semantica asociada al problema abordado. En este libro planteamos
tres tecnologias complementarias para la construccion de modelos de conocimiento médico. En
el capitulo 15 se estudia el uso de almacenes de datos y procesamiento en linea como base de
conocimiento de un sistema de alertas poblacionales. En el capitulo 16 se estudian los motores
de inferencia para implementar conocimiento médico en forma de reglas légicas. Por tltimo,
el capitulo 8 estudia teoria de la decisién y aprendizaje automatico como métodos supervisa-
dos de construccién de modelos probabilisticos para la prediccién de diagndstico, prondstico y
tratamiento de pacientes.

La implementacién del nticleo de un CDSS genérico debe disponer de:

= Un motor de ejecucion de modelos de conocimiento.

El motor debe ser suficientemente versétil para ejecutar diferentes tipos de modelos de
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conocimiento. Generalmente, los motores de ejecucion de modelos de conocimiento estaran
basados en un motor de inferencia (capitulo 16) para CDSS de nivel III y en motores de
modelos predictivos (capitulo 8) para CDSS de nivel IV.

= Plugins de técnicas de modelos de conocimiento.

Como se estudio en el capitulo 8, existen diversas técnicas de clasificacién y regresion en los
que se pueden basar los modelos predictivos: modelos lineales, cuadréaticos, Support Vector
Machines (SVM), Artificial Neural Networks (ANN), etcétera. Los plugins permiten incluir
nuevas técnicas a un motor de ejecuciéon de modelos, pudiendo actualizarse las capacidades
del CDSS conforme es necesario.

= Lectura de ficheros de especificacion de modelos de conocimiento.

El esquema formado por el motor de ejecucion y los plugins de técnicas de modelos de
conocimiento se completa con la especificacion de los modelos mediante ficheros formales
legibles en tiempo de ejecucién por el CDSS. Esto permite utilizar un mismo motor para
multiples problemas médicos y ademés actualizar los modelos una vez desplegados en el
entorno médico.

= Identificacion del problema médico independiente del modelo de conocimiento.

Un sistema que identifique, de manera independiente, los problemas médicos a resolver
y los diferentes modelos de conocimiento que lo resuelven permite 1) el uso versétil de
los CDSS; 2) diferentes versiones de los modelos de conocimiento que resuelven un mismo
problema, 1til para auditorias posteriores; 3) la actualizacién de los modelos predictivos
tanto de forma manual como automética. Por ejemplo, durante el estudio con resonancia
magnética de un posible tumor cerebral, el radiélogo puede tener la hipdtesis de que la ma-
sa estudiada es un glioblastoma. En tal caso, el radidlogo podria estar interesado en todos
los modelos predictivos que clasifiquen glioblastoma con el resto de tipos de tumores. Sin
embargo, si el radidlogo estuviera interesado en un diagnéstico diferencial entre glioblas-
toma y astrocitoma anaplastico, entonces el CDSS deberia mostrar inicamente soluciones
generadas por modelos de este problema dicotémico.

17.1.1. Metodologia para el modelado del conocimiento médico

La consolidacion de las tecnologias de ingenieria del conocimiento y aprendizaje automati-
co durante las ultimas décadas impulsé la creacién de una metodologia para el desarrollo de
proyectos de minerfa de datos. Este modelo metodoldgico, conocido como CRISP-DM? [156],
fue concebido en 1996 por los lideres del momento en el mercado de mineria de datos y estaba
enfocado principalmente a estandarizar el desarrollo de estas aplicaciones en la industria y las
organizaciones comerciales. Aunque pretende ser una metodologia genérica, los problemas de
mineria de datos biomédicos presentan algunos matices y peculiaridades que deberian tenerse
en cuenta para poder encajar en dicho modelo metodoldgico. En esta seccién se presentard, por
tanto, una adaptacién de dicha metodologia al campo biomédico.

Cualquier metodologia de mineria de datos deberia incorporar al menos las siguientes seis
fases: 1) andlisis de la organizacién y el problema a resolver, ii) anélisis de los datos, iii) prepa-
racién de los datos, iv) modelado, v) evaluacién y vi) implantacién de las soluciones. Ademés,
las distintas fases del proceso de mineria de datos deben ser interdependientes, de modo que el
resultado de una fase alimente a la siguiente o realimenten a las anteriores con el fin de revisar

2CRoss-Industry Standard Process for Data Mining.
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posibles errores. Este ciclo queda ilustrado en la figura 17.1, donde las flechas indican las depen-
dencias més importantes entre fases y el circulo exterior simboliza el ciclo natural del proceso de
mineria de datos donde lo aprendido a lo largo de todo el proceso puede servir como experiencia
para futuros proyectos de mineria de datos.

Andlisis de la
Org. Sanitaria

Andlisis de
los Datos

Preparacién
de los Datos

=
Datos
Biomédicos

Modelado

Figura 17.1: La mineria de datos biomédicos puede basarse, con matices, en la metodologia
CRISP-DM [156] para proyectos de minerfa de datos.

Anadlisis de la organizacion sanitaria y el problema a resolver

El anélisis de la organizacién sanitaria es quizds la fase mds importante ya que el resto
de fases dependen de una correcta comprensién de los objetivos del proyecto. Por lo tanto, es
imprescindible determinar correctamente los objetivos del proyecto y asegurar que no se obten-
drén resultados que respondan correctamente a la pregunta equivocada. Esto incluye detectar
el tipo de problema ante el que nos encontramos: ayuda al diagndstico, alertas médicas, gestién
hospitalaria, planificacién del tratamiento del paciente, sistemas de triaje automatico, etcétera.

Una vez detectado el problema y los objetivos es muy importante valorar la situacién de los
recursos disponibles para hacer frente al proyecto. Esto incluye analizar tanto la disponibilidad
del personal médico como del directivo, técnico y/o administrativo, asi como la disponibilidad
de recursos tecnoldgicos y de bases de datos, especialmente. Ademas, se deberia incorporar un
andlisis de riesgos eventuales acompanado de una lista de soluciones potenciales ante dichos
imprevistos.
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Por tltimo, para determinar si se han alcanzado los objetivos del proyecto de mineria de
datos biomédicos deben establecerse una serie de métricas. Por ejemplo, en un proyecto en el que
se desee incorporar un sistema de ayuda al diagndstico para glaucoma los objetivos podrian ser
conseguir un modelo de clasificacién automatica con una especificidad y una sensibilidad superior
al 95% y al 90 %, respectivamente. Esta fase deberfa concluir con el desarrollo de un plan de
proyecto que incluya los pasos a seguir mediante un calendario de tareas, hitos y entregables
junto a un plan de contingencias.

Analisis de los datos

Como es obvio, la fase de andlisis de los datos debe contar con un repositorio o coleccién
inicial relativa al problema que se desea resolver. Esta fase permitira al analista familiarizarse con
los datos, identificando problemas de calidad, descubriendo caracteristicas interesantes o detec-
tando relaciones entre los mismos que permitan establecer hipdtesis iniciales sobre la informacién
subyacente.

Por lo tanto, esta fase incluye la recoleccién de un conjunto de datos iniciales. Esto no impide
que a lo largo del proyecto se vayan obteniendo nuevos datos relativos al problema a resolver.
Es de vital importancia poder establecer la disponibilidad de los mismos o el tiempo que llevara
obtener un conjunto minimo de datos con suficiente calidad, ya que el resto del proyecto puede
depender por completo de esto. Una vez estén disponibles los datos, es conveniente llevar a
cabo una exploracién y un andlisis estadistico descriptivo de los mismos: cantidad de casos
disponibles, nimero de variables, frecuencias de aparicién por clases y variables, distribuciones
de las variables, analisis de correlacion, visualizacién de los datos, deteccién de casos anémalos,
test de hipdtesis, etcétera.

Ademsds, es muy habitual encontrar gran cantidad de datos perdidos, especialmente si los
datos se han obtenido de distintos centros y en distintos periodos de tiempo. Por lo tanto,
se deberfan revisar las variables perdidas o datos con espacios en blanco. También se deberia
comprobar si todos los valores posibles se dan en una variable, verificar si los valores de los datos
disponibles estdan dentro de los rangos establecidos, comprobar si hay una seméntica asociada
(por ejemplo, si los valores 0 y 1 se refieren a “no fumador” y “fumador”, respectivamente), asi
como comprobar que no haya datos que entren en conflicto con el sentido comin (por ejemplo,
tener un caso de una paciente que haya dado a luz a los 85 anos de edad).

Muchos de los inconvenientes que se encuentren en esta fase pueden resolverse en la siguiente
una vez detectados y catalogados. Sin embargo, existe la posibilidad de observar problemas en los
datos que pudieran obligarnos a volver a la fase anterior para replantear los objetivos y redefinir
las cuestiones a resolver.

Preparacion de los datos

La preparacién de los datos incluye tareas como seleccionar, limpiar, transformar, integrar y
formatear el conjunto de datos disponibles (ver capitulo 4). Esta fase es fundamental ya que un
mal procesamiento de los datos garantizard un mal modelado posterior. Si se desea tener éxito en
las siguientes etapas del proyecto es imprescindible que esta fase se haya realizado correctamente.

En la seleccion de datos se disponen de diversas aproximaciones para llevar a cabo la tarea. En
principio, se deberian incorporar distintos criterios de inclusién y exclusién de casos si se fuesen
a llevar a cabo analisis numéricos o estadisticos. Para esta tarea conviene contar con el apoyo
de un experto relacionado con el problemaP. La seleccién de datos también estd intrinsecamente

PEs muy posible que esta colaboracién deba estar clara en la primera fase para evitar problemas a
estas alturas del proyecto.
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relacionada con los métodos de seleccion de caracteristicas para establecer qué variables pueden
ser de mayor interés para el modelado posterior.

La limpieza de datos implica garantizar cierta calidad a los mismos. El conjunto de datos
deberia ser correcto, completo y consistente. Una forma directa de conseguir esto es rechazando
aquellos casos que no cumplan los requisitos minimos. Sin embargo, esto podria causar que
el niimero de datos fuera insuficiente para la siguiente fase. Para evitar esto existen técnicas de
imputacion de datos perdidos, que pueden dotar al conjunto de cierta completitud y consistencia.

La transformacién de los datos incluye tareas de tipificaciéon, normalizacién, categorizacién y
discretizacion de variables. Estas operaciones permiten que los datos estén preparados para poder
ser empleados en la fase de modelizacién segun las técnicas que se empleen. Ademas, se incluyen
tareas de derivacion de atributos donde se producen nuevas variables a partir de otras que estén
contenidas en la base de datos. Por ejemplo, el indice de masa corporal se puede derivar a partir
de los valores de altura y peso de un paciente o el equivalente esférico en oftalmologia que se
deriva de la potencia esférica (miopfa o hipermetropia) y la potencia cilindrica (astigmatismo).
También es importante dar el formato apropiado a los datos para que puedan ser empleados
posteriormente, esto incluye la codificacién de datos (dummy o 1-de-C, por ejemplo). Por iltimo,
la integracion de datos conlleva la combinaciéon de multiples tablas para crear nuevos registros o
la agregacion de nuevos valores a partir de sumarios de multiples registros.

Tras esta fase de preparacién de los datos se podrd llevar a cabo el modelado de los mismos
en la etapa siguiente.

Modelado

Esta fase constituye probablemente el corazon del proyecto ya que los modelos a implantar
seran probablemente utiles si se concluye con éxito. En esta etapa se seleccionan y se aplican
distintas técnicas de modelado (ver capitulo 8) cuyos pardmetros se calibran en funcién de los
datos o el conocimiento disponible a estas alturas del proyecto. En algunos casos puede ser
necesario volver a la etapa de preparacion de los datos para adaptarlos a las necesidades de cada
técnica.

En esta etapa deberd disenarse un conjunto de experimentos para calibrar y evaluar cada uno
de los modelos que se obtengan para lo que se seleccionard también una metodologia de evaluacién
(ver capitulo 14). Bésicamente, el analista deberd elegir entre una evaluacién independiente, una
validacién cruzada o un método de remuestreo en funcién del nimero de casos disponible. Las
pruebas empiricas permitiran evaluar la calidad y validez de los modelos en funcién de algin
tipo de métrica. Por ejemplo, en problemas de clasificacion es habitual medir la proporcién de
acierto o error de cada modelo.

Tras seleccionar el mejor tipo de modelo, el analista deberia llevar a cabo un modelado
completo con los datos disponibles respetando las condiciones y parametros que mostraron mejor
comportamiento durante el entrenamiento y la evaluaciéon de los diferentes modelos. En este
sentido es importante observar que el resultado que se obtenga mediante la metodologia de
modelado no serd sino una estimacién del error, o acierto, y la generalizacién del modelo final.
Pero su verdadero desempeno solo podra conocerse cuando se lleve a cabo una evaluacién clinica
independiente con datos obtenidos con posterioridad, esto es, en un entorno de uso real.

Evaluacién clinica

Hasta esta fase y antes de proceder a la implantacién de los modelos como solucién de los
problemas planteados al inicio del proyecto, el analista debe evaluar el modelo a conciencia y
garantizar que alcanza los objetivos esperados. Las evaluaciones previas durante la fase de mode-
lados daban cuenta de factores como la precision o la generalizacién de los modelos. Sin embargo,
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esta etapa debe valorar hasta qué punto se ajustan los modelos a los objetivos planteados inicial-
mente. Cabe mencionar que esta evaluaciéon debe contar con el apoyo de expertos, generalmente
médicos, que nos permitan cuantificar, en primer lugar, el desempeno o valor anadido de las
soluciones proporcionadas y, en segundo lugar, la utilidad y facilidad de uso percibida por los
usuarios.

El valor anadido de los modelos biomédicos puede llevarse a cabo mediante pruebas aleatorias
controladas que, idealmente, se disenaron en la fase inicial. Las pruebas aleatorias controladas
se consideran ajenas a cualquier tipo de sesgo cognitivo, por lo que ofrecen una de las formas
de evidencia cientifica mas fiables. Por otro lado, la utilidad y facilidad de uso pueden medirse
empleando cuestionarios Technology Acceptance Model (TAM) para medir la aceptacién de la
tecnologfa [157]. En cualquier caso este tipo de evaluaciones completas pueden ser costosas en
tiempo y recursos y siempre existe la posibilidad de llevar a cabo un andlisis de los resultados
menos riguroso, aunque puede no ser aconsejable segin el problema que se desee resolver.

Ademéds, en caso de no alcanzar los objetivos propuestos, es conveniente analizar si existen
tareas o factores importantes que se hayan podido obviar por cualquier razén y hayan repercutido
en unos resultados por debajo de lo esperado. En funcion de las conclusiones de este andlisis el
analista o el lider del proyecto puede decidir dar por terminado el proyecto y pasar a la fase de
implantacion o, por el contrario, iniciar una nueva iteracién del proyecto.

Implantacién de las soluciones

El conocimiento adquirido a lo largo del proyecto y, normalmente, plasmado a través de los
modelos desarrollados, debe ser organizado y presentado de forma que el usuario final, sea este
un clinico o un directivo de la organizacién sanitaria, pueda usar la herramienta desarrollada de
manera transparente en sus procesos de toma de decisiones cotidianos.

En funcién de los requerimientos, la implantacién puede ser tan simple como generar un
informe o tan compleja como implementar un servicio de minerfa de datos dindmico funcionan-
do de manera distribuida entre diversos centros. La implantacion debera, por tanto, seguir un
plan concreto que especifique una estrategia para facilitar la tarea. Ademds, es muy importante
poder comunicar a los técnicos del centro sanitario todas las funcionalidades de la herramienta
desarrollada, asi como todas las acciones que deberan llevar a cabo ya que generalmente son
ellos, y no los analistas, quienes terminan integrando las soluciones presentadas en los sistemas
de informacién clinicos donde vayan a usarse.

También conviene disenar un plan para monitorizar ciertos eventos de la aplicaciéon de mineria
de datos que puedan considerarse importantes para llevar a cabo el seguimiento de la misma
y proporcionar un servicio de mantenimiento a la organizacion sanitaria. Una estrategia de
mantenimiento cuidadosamente disenada y preparada evitard un uso incorrecto de los resultados
del proyecto de mineria de datos biomédicos.

Finalmente, se debe redactar un informe final con los resultados de todo el proyecto, donde
se recojan las experiencias positivas y negativas del desarrollo y la implantacion, las tareas
desarrolladas, los resultados obtenidos y los errores y aciertos cometidos, incluyendo claves para
la seleccién de técnicas de mineria de datos biomédicos para poder emplearlas en situaciones
futuras similares.

17.2. Verificacion y evaluacién de modelos de cono-
cimiento

Es deseable que un modelo de conocimiento médico sea lo mas eficaz posible para solucionar
el problema médico a resolver, por lo que verificar que el modelo de conocimiento se ajusta
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a lo esperado y evaluar su eficacia para resolver el problema médico serd de gran interés. El
capitulo 14 estudia la evaluacién de modelos predictivos basados en AA y el capitulo 19 estudia
la evaluacion del efecto de un CDSS implantado en un servicio sanitario utilizando la metodologia
TAM para medir la eficiencia, eficacia y aceptabilidad del sistema.

Para modelos basados en evidencia médica y guias clinicas, las metodologias de verificacion
suelen reunir una serie de pasos que comienzan por la verificacién funcional de la respuesta de la
implementacién dadas las condiciones que deben lanzar las reglas del sistema. La extension que
suele tener una guia clinica hace adecuada una metodologia de testeo apoyada por un software
que genere las combinaciones de valores en los rangos alrededor de los umbrales que lanzan las
condiciones. Por ejemplo, la implementacién de la guia de cuidados de salud para diabetes en
adultos de la American Diabetes Association (ADA) abarcan un total de 75 paginas de reglas
aproximadamente, lo que traducido a pruebas funcionales, corresponde a una magnitud de miles
de combinaciones a testear. Acosta et al. en [158] utilizaron una aproximacién de caja-negra
durante un estudio de auditoria. Para ello reprodujeron sesiones de Cancer Multidisciplinary
Meeting (MDM) para detectar discrepancias entre las recomendaciones del sistema y los acuerdos
registrados por el panel de expertos. Groot et al. [159] utilizan la metodologia model checking
para validad las acciones de los médicos en comparacién con el protocolo de acciones predefinidas
a través de una guia clinica.

17.3. Credibilidad y evidencia médica referenciada

La credibilidad de un CDSS debe se siempre méaxima debido a que su funcionalidad estéd
directamente relacionada con la decisiéon de los médicos y la seguridad de los pacientes. Evi-
dentemente, un CDSS tendra gran credibilidad entre sus usuarios si realiza su tarea lo mas
correctamente posible. Sin embargo, los potenciales usuarios que no han podido utilizar el sis-
tema durante un tiempo suficiente, no tendran un criterio objetivo para confiar en el sistema
sino es a través de referencias bibliograficas donde se demuestren los resultados de evaluacién del
CDSS sobre datos reales y donde se referencien claramente las fuentes de datos y conocimiento
en las que se basa el sistema.

Una vez superada la credibilidad en el sistema, la siguiente credibilidad que debemos asegurar
es la de cada decision que realice el sistema ante un nuevo caso médico. Una vez mas, el acierto del
sistema sera su mejor aliado, pero también al médico le gustara saber en base a que conocimiento
se ha tomado la decisién. Generalmente, el médico confiard més en un sistema que 1) interpreta
la decisién en base a los datos de entrada y que 2) muestra un intervalo de confianza de la
prediccién realizada.

Los CDSS basados en guias clinicas suelen asociar a cada respuesta las referencias a los tra-
bajos clinicos que fueron usadas durante el disefio de la guia por consenso del comité editor. Cada
una de las referencias tendra asociada un nivel de calidad de la evidencia dependiente del método
utilizado para generar la recomendacién, tal como vimos en la seccién 16.4. Otro indicador de
idoneidad utilizado por Guyatt el al. [160] y Acosta et al. [158] es la solidez de la recomendacién
para el caso médico. A este respecto, una recomendacién puede estar i) contraindicada para un
caso médico, ii) los beneficios de la recomendacién superar ampliamente los riesgos, o iii) los
beneficios son similares que los riesgos.

17.4. Adaptacién de CDSS a procesos asistenciales

El CDSS tipico encontrado en la literatura cientifica suele ayudar a la resolucion de un
diagnéstico médico mediante un conjunto de observaciones puntuales del paciente. El tipo de
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preguntas médicas abordadas suele ser 1) una respuesta dicotémica (por ejemplo, un diagnéstico
diferencial entre glioblastoma y metastasis), 2) ratificar una hipdtesis médica (p.e. el tumor es
de tipo glioblastoma), 3) una clasificacién multiclase (por ejemplo, entre mas de dos posibles
diagnésticos), 4) un prondstico de supervivencia, o 5) un célculo de dosis.

Este tipo de CDSS no requiere gran esfuerzo para su adaptacién ya que apoya al médico
en un punto especifico del proceso asistencial. Sin embargo, suele ser dificil llegar a ver estos
sistemas en produccién en un ambiente asistencial. Algunas buenas practicas en el diseno de
estos CDSS para facilitar su adaptacién son:

1. Detectar las preguntas médicas susceptibles de ser abordadas por CDSS y especificarlas
de la forma lo més detallada posible.

2. Seleccionar aquellas preguntas de las que se dispone conocimiento, o datos biomédicos
suficientes para abordarlo.

3. Buscar referencias bibliogréficas y otros sistemas que aborden el problema médico a resolver
con cualquier tipo de dato biomédico.

4. Estimar el coste que supondrd utilizar los datos biomédicos en un CDSS en produccion.
5. Estimar el valor anadido que aporta el CDSS a la pregunta médica a resolver.
6. Disenar la evaluacién multicéntrica del sistema desde el principio del diseno del sistema.

Una circunstancia de particular interés donde los CDSS se hacen de particular interés en
en los protocolos de actuacién médica basados en consenso (p.e. método RAND/UCLA) donde
un gran numero de variables deben ser consultadas. Generalmente, estos protocolos llegan a
tener una longitud tal que hace inviable su consulta durante la préactica clinica, por lo que
un CDSS que implemente dicho protocolo puede dar valor al protocolo consenso. Un ejemplo
de protocolo consenso RAND/UCLA son los “Estdndares de Uso Apropiado de Cesdreas”. Las
tablas de consulta son 130 paginas, y un conjunto de variables nada despreciable. Sin embargo,
un software que implemente el protocolo, recoja de la EHR la informacién clinica e interrogue
Unicamente con las variables necesarias al médico, puede llevar a la préactica clinica el protocolo
dificilmente utilizable en papel.

Un escenario especialmente critico para la implantacién de un CDSS es el quir6éfano. Por
ejemplo, los ganglios linfaticos axilares constituyen el principal drenaje de las gliandulas del
pecho. Esto justifica que las guias de practica clinica actuales recomienden completar una linfa-
denectomia axilar a pacientes de cdncer e mama cuyos ganglios centinela contienen metéstasis,
con el fin de evitar recaidas. Sin embargo, estudios recientes muestras que entre el 30 % y el 70 %
de las pacientes con metastasis en el centinela, no tienen metastasis en el resto de ganglios, por
lo que la linfadenectomia podria ser evitada. Evitar una linfadenectomia cuando no es necesaria
supone una reducciéon de los efectos adversos a la paciente y costes quirtrgicos y postquirirgi-
cos cuantificables en un rango entre 4kEUR a 25kEUR por paciente. Un CDSS que ayude a la
decisién en el momento de la decision quirtrgica puede ayudar a resolver este dificil problema.
La implementacién de un sistema tal, debe estar perfectamente validado, y deberia aplicar las
técnicas de teorfa de la decisién vistas en el capitulo 8 sobre unas matrices bien estimadas de
costes.

En algunos paises, por ejemplo Reino Unido y Bélgica, el tratamiento del cancer debe rea-
lizarse por consenso del equipo médico multidisciplinar del hospital. El formato para realizar
dicha tarea son reuniones (MDM) de aproximadamente una hora donde todo el equipo médico se
reune para decidir sobre aproximadamente treinta pacientes. El grupo principal de participantes
es el de médicos senior, incluidos los oncélogos (oncologia médica y oncologia radioterdpica),
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el radidlogo, el histopatélogo y los cirujanos. Ademés también participan las enfermeras jefe
y lo médicos residentes. Generalmente un médico residente destacado se encarga de preparar
la reunién. La sesion se estructura por tipos de pacientes, por ejemplo en céancer de mama se
comienza por los pacientes en postoperatorio y se contintia con biopsiados, analizados con agu-
ja fina jnto con Magnetic Resonance Imaging (MRI), solo MRI, etc. La mayorfa de casos son
rutinarios y no llevan complicacién, por lo que los requisitos de un CDSS que apoye un MDM
deben ser 1) ofrecer un interfaz intuitivo, adaptado a flujo de decisién del caso especifico y que
se puede seguir por todos los asistentes a la reunién, 2) ofrecer la informacién relevante del EHR
del paciente 3) registrar todas las decisiones tomadas durante el MDM, 4) corroborar la decisién
médica basada en las mejores guias de practica clinica, 6) justificar las recomendaciones median-
te evidencia médica, 7) ofrecer acceso a las herramientas predictivas disponibles en el mercado
(por ejemplo, adjuvant online!, y 8) responder inmediatamente a las peticiones de los médicos.
Para los casos complicados (generalmente uno en toda la sesién) pueden surgir discrepancias, y
la recomendacién de la guia puede ser de ayuda para hacer dudar al comité. Generalmente la
discusién acabard en la solicitud de més datos biomédicos del paciente para apoyar la decisién en
mas informarcién. Para dar una respuesta correcta para los casos dificiles, es importante que 1)
la base de conocimiento del CDSS haya sido disenada por un ingeniero de conocimiento médico
(generalmente médico de formacion, y experto en el campo especifico de estudio), 2) la base
de conocimiento esté totalmente actualizada con las tendencias mundiales de tratamiento en el
campo, y 3) el CDSS sea operado por un experto que conozca las gufas clinicas (preferentemente
el ingeniero de conocimiento).

Cuando un CDSS va a trabajar sobre diferentes puntos del proceso asistencial (ver capitulo 2),
es crucial que esté disenado para poder adaptarse totalmente al proceso, para ello debe tener
en cuenta que en un proceso asistencial participan multiples actores y que se suelen realizar
varias acciones simultdneas para un mismo paciente. Es crucial que la implementacién de estos
sistemas sean genéricas y permitan total flexibilidad ya que los procesos asistenciales pueden
cambiar facilmente y suele ser un héndicap la adaptacién de los sistemas de informacién a los
mismos. Para este caso de uso, es imprescindible la conexién de un CDSS al EHR y a las interfaces
de los usuarios del sistema sanitario para que tenga alguna posibilidad de ser utilizado.

Ademés, si el sistema detecta deficiencias médicas o alertas en los pacientes, debe diseniarse
de tal forma que sea poco invasivo con el desempeno asistencial, e incentivar la subsanacién de
los mismos, de forma directa o indirecta. Una forma directa de interaccién poco invasiva podria
ser marcar las circunstancias y registrarlas para préximas auditorias, un método indirecto serfa
utilizar las auditorias para mejorar el disefio de los sistemas de informacién y los CDSS para
evitar el problema. En caso de deteccion de errores, por ejemplo en CPOE, se debe cuidar bien la
tasa de falsos positivos que se generan, debidas a circunstancias no contempladas por el CDSS,
siempre cuidando que la tasa de falsos negativos se mantenga en el minimo posible.

El tratamiento continuado y sostenible de enfermos crénicos es en la actualidad uno de
los focos principales de investigacion en Independent Test (IT) para la Salud. Los costes y
consumo de recursos de estos enfermos, junto con el aumento de la esperanza de vida y la
inversion de la pirdmide poblacional, llevan a los sistemas sanitarios a plantearse modelos donde el
paciente se hace responsable proactivo de su salud y complementa los servicios de salud ofrecidos
directamente por el sistema sanitario. Esto abre posibilidades a la incorporacién de CDSS en los
Personal Health System (PHS) que empoderen a los pacientes con las herramientas necesarias
para una vigilancia activa de su salud. Generalmente un CDSS serd en ntcleo inteligente del
PHS ofreciendo alertas y recomendaciones a los pacientes atendiendo a las premisas del médico,
y mandard reportes resumidos puntuales e histéricos a los servicios de salud. En la actualidad
se trabaja en sistemas de este tipo para pacientes de diabetes tipos 1 y 2, y en personas con
depresion mayor leve o moderada.
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17.5. Interfaces de usuario en salud

Los interfaces en medicina deben facilitar la interacciéon del usuario con el sistema. Un interfaz
para profesionales médicos deberd tener en cuenta la limitacion de tiempo que tiene el usuario,
y saber que su actividad principal no es la introduccion de los datos en el sistema, sino su tarea
clinica, que generalmente involucra la interaccion directa con el paciente. La generacion de alertas
debe planificarse cuidadosamente ya que serd fundamental para su aceptacién que el sistema la
ofrezca en el momento y formato adecuado, para no ser ignorada o incluso molesta.

Un CDSS debera ser siempre que se pueda activo, y no esperar que el paciente acuda al
sistema e introduzca los datos para obtener la informacién, ya que en ese caso serd poco utilizado.
Ademés, un sistema debe aportar conocimiento al profesional, si no este simplemente lo ignoraré.

Histéricamente, los interfaces de usuario médicos seguian un paradigma funcional, donde el
profesional accedia a partir de ments o listas a las funciones del sistema relacionadas con su
actividad. Esto requiere una navegacion larga por ments y ventanas, ademas de requerir que el
usuario recuerde las rutas. La tendencia actual del diseno de interfaces tiende a basarse en el
proceso, por lo que el profesional debe tener accesible en su pantalla todo aquello que necesita en
un momento dado a una distancia de un click. Estos interfaces recuerdan los cuadros de mando.

Microsoft Health ICT Resource Center desarrollé junto con diferentes profesionales de las tec-
nologias de la informacién (IT), y profesionales de la salud, tales como la Organizacién Mundial
de la Salud (OMS), la Agencia Nacional de Seguridad del Paciente (NPSA), Institute for Safe
Medication Practices (ISMP), el Servicio Nacional de Salud (NHS) una colaboracién abierta®
sobre Interfaces de Usuario en Salud, que publicé en junio del 2007. El propdsito del estudio fue
estandarizar los elementos de la pantalla para que los profesionales de atencion médica puedan
cambiar entre distintas aplicaciones e identificar rapidamente la informacién que necesitan con
el propdsito de aumentar la eficacia clinica y la mejora de la seguridad del paciente, mejorando
la aceptacion, fiabilidad y confianza en la aplicacién. Como resultado, Microsoft proporciona
una guia de disefio y un kit de herramientas de controles. La guia sirve al implementador para
normalizar las interfaces clinicas de usuario, y al evaluador como guia de ergonomia y seguridad
clinica de la aplicacién.

La guia aborda distintas dreas, datos y terminologia clinica, navegacién, medicamentos, iden-
tificacion del paciente y diseno. Respecto a las reglas que aplican més directamente a CDSS
podemos destacar:

= La identificacién del paciente debe estar destacada como cabecera permanente.

= Se recomienda el uso de tablas, cuyo nimero 6ptimo de columnas es dos, deben ser confi-
gurables.

= Las cabeceras de estados clinicos deben destacarse y siempre estar visibles. Las cabeceras
deben agrupar la informacién de manera clara, y su término no debe repertirse en la
informacion agrupada.

= Se recomienda usar terminologias médicas, como SNOMED-CT, pero sin mostrar etiquetas
descriptivas poco entendibles por el usuario y destacando lo relevante.

= Deben evitarse los scrolls.
= Los gréaficos deben tener una escala comtn, y la variable tiempo debe estar en el eje x.

= Los formularios de bisqueda deben ser autocompletables, y el orden no debe importar.

°http://etdevents.connectingforhealth.nhs.uk
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= La etiqueta “Decision Support” en fondo gris indica que el sistema tiene todas las funcio-
nalidades activas. La etiqueta en naranja indica que no estd funcionando con todas las
funcionalidades, y un simbolo de exclamacién delante de la etiqueta indicard que el estado
ha cambiado desde la ultima consulta.

= Un sfmbolo verde de “visto” indica que el servicio (por ejemplo, comprobacién de alergias)
estd activo. Un aspa roja indicara lo contrario. Textos en gris indican que los servicios no
estdn disponibles.

= Si no hay recomendaciones, debe indicarse.

= Si existen recomendaciones, deberan seguir un orden. Siempre deben mostrar la fecha, hora
y prioridad. Las recomendaciones deberdan ofrecer el acceso a ampliacion de la informacion.

= Las alertas de alta prioridad deben aparecer expandidas, con la cabecera en rojo y preva-
lecer sobre el resto.

Ademés, la guia detalla el uso de formas, fuentes, colores y focos de tabulacién y ratén.
Ademds de gufas de implementacién, existen entidades certificadores de estdndares de uso
médico de interfaces para profesionales y usuarios.

17.6. Acceso a fuentes de datos heterogéneas

Es un hecho que la informacién médica relevante para la decisién médica sobre un paciente
suele estar distribuida en multiples fuentes de estructuras heterogéneas. Un CDSS no debe ser el
encargado de resolver la integracién de dichas fuentes de informacién, pero si que debe dar faci-
lidades para poder utilizarlas. Los almacenes de datos y herramientas de procesamiento en linea
suelen incluir médulos ETL (ver capitulo 15) que faciliten la seleccién de registros provenientes
de diferentes fuentes de datos y la transformacién de valores y registros a los requisitos del cubo
de datos. De forma similar, existen multiples herramientas para los desarrolladores que facilitan
el mapeo de los datos para su explotacién, tanto primaria como secundaria (por ejemplo, la
herramienta LinkEHR accede y mapea diferentes fuentes a documentos estructurados mediante

arquetipos de diferentes estdandaresd.

17.7. Consistencia semantica

El tratamiento de la informacién de los CDSS se realiza a nivel seméntico. Por lo tanto, se
debe asegurar que los conceptos utilizados por el sistema mantengan siempre el mismo significado
en todas las instancias. Esta consistencia adquiere especial relevancia en abstracciones temporales
(por ejemplo, recientemente), en agregaciones, contextualizaciones de los conceptos o definicién
por composicién de términos estandarizados. En definitiva, cuando un CDSS se compone de
muiltiples modelos de conocimiento es imprescindible la harmonizacién de los mismos.

17.8. Interoperabilidad de CDSS con EHR

La interoperabilidad semantica es la capacidad de compartir, agregar, analizar y comprender
informacién ajena al sistema de manera automatica, es decir, va mas alld de comunicar datos o
procesos entre sistemas.

dhttp://www.linkehr. com
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Cada sistema implementa la persistencia, la l6gica de negocio y la légica de presentacién que
mejor se ajusta a su funcionalidad y contexto. En particular los CDSS tienen funcionalidades
muy diferentes a la de los médulos generalistas de los Health Information System (HIS).

La esencia de la solucién para obtener la interoperabilidad seméantica es la estandarizacién
que se compone de tres componentes: 1) la estructura de los datos (modelos de referencia), 2)
la definicién de los conceptos del dominio (arquetipos, y templates) y 3) el uso de vocabularios
compartidos (terminologias).

Un modelo de referencia establece un modelo de datos comun que define la sintaxis para la
comunicacién de informacién. Algunos ejemplos de modelo de referencia son UNE-EN 13606-
Parte 1, HL7 v3 RIM, openEHR RM, CDISC Object Data Model, y Continuity of Care Record.

Una terminologfa es un vocabulario orientado al concepto (cada concepto solo tiene un signi-
ficado, si bien puede haber ambigiiedad entre términos). La construccién de una terminologfa se
realiza mediante la recopilacién de todos los conceptos de un dominio y su definicién tnica. Las
ontologias amplian esta definicién mediante las relaciones entre los conceptos. Existen diferentes
terminologias médicas, por ejemplo SNOMED-CT, LOINC, CIE-9/10, CPT, etc.

Un arquetipo es una estructura formal de representacién de modelos clinicos detallados para
ser procesables automaticamente. David Moner en su Taller UNE-EN 13606 establece la siguiente
metafora: “Los c6digos son las palabras de un diccionario. El modelo de referencia es la gramética.
Con palabras y una gramatica podemos crear frases que tengan sentido o no. Los arquetipos
definen aquello que tiene sentido”. Los arquetipos dependeran del modelo de referencia utilizado,
pudiéndose definir arquetipos y sus instancias en HL7-CDA, UNE-EN 13606, openEHR, etc.

17.8.1. Estandares de conocimiento

Al igual que los estdndares de terminologias (p.e. SNOMED-CT) y los estdndares de ar-
quitectura (p.e. HL7-CDA) contribuyen para la interoperabilidad en las soluciones informéticas
de los sistemas sanitarios, también son necesarios lenguajes de comparticién de conocimiento
médico que sean automaticamente ejecutables por los ordenadores.

El conocimiento médico puede ser expresado de varias formas, en forma de reglas légicas,
en forma de diagrama de flujo, en forma de modelo estadistico, etc. Para cada una de estas
representaciones han aparecido diferentes estdndares, unos directamente relacionados con la me-
dicina, otros generalistas y utilizables en medicina de forma més o menos directa. A continuaciéon
veremos algunos ejemplos de estandares de conocimiento.

PMML: Predictive Model Markup Language

Predictive Model Markup Language (PMML) (http://www.dmg.org/) es un lenguaje de
marcas basado en XML desarrollado por el Data Mining Group (DMG) para facilitar la compar-
ticion de modelos predictivos y de mineria de datos entre aplicaciones. PMML es independiente
del vendedor, por lo que facilita la utilizaciéon de herramientas diferentes para, por ejemplo,
crear los modelos predictivos mediante un programa estadistico y posteriormente visualizarlos
mediante un programa integrado en el escritorio médico o en un cuadro de mandos directivo.

PMML, al ser un esquema basado en XML, especifica el estandar mediante un esquema XML
(i.e. documento XSD) que recoge la sintaxis que debe cumplir cualquier documento PMML. Este
esquema XML puede obtenerse directamente desde la web del DMG.

La figura 17.2 describe marca PMML de un documento PMML versién 4.0, que tipicamente
contiene la especificacion los modelos predictivos. Los componentes principales que contiene
PMML son los siguientes:

= Header: contiene, entre otros datos, el copyright del modelo, su descripcién, y un timestamp
para especificar la fecha de creacién del modelo.
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= DataDiccionary: contiene la definicién de todos los campos usados en el modelo, asi como
el tipo (optype) del campo: continuo, categdrico u ordinal.

= DataTransformations: contiene transformacién aplicada a los datos de entrada antes de
aplicar el modelo. Algunas transformaciones son: normalizacion, discretizacion, mapeo de
valores discretos, o la aplicaciéon de una funcién.

= Model: contiene los modelos predictivos, como, por ejemplo, la descripcion de una red neu-
ronal. Los modelos que admite PMML se clasifican en AssociationModel, ClusteringMo-
del, GeneralRegressionModel, MiningModel, NaiveBayesModel, NeuralNetwork, Regres-
sionModel, RuleSetModel, SequenceModel, SupportVectorMachineModel, TextModel, Ti-
meSeriesModel, y TreeModel.

= MiningSchema: contiene la especificacién del uso (useType) de cada campo del modelo (p.e.
active, predicted, and supplementary), identificindolos por su nombre (atributo name).
También permite el tratamiento de outliers.

= Targets: permite el postproceso de las variables de prediccién, mediante el escalado de
variables continuas, o con valores por defecto en clasificaciones ante valores perdidos.

= QOutput: especifica los campos de salida del modelo predictivo.

Cada tipo de modelo se especifica mediante una estructura adaptada a las caracteristicas de
la técnica utilizada para crearlo. Por ejemplo, la figura 17.3 representa la estructura de un Arbol
de Decisién (TreeModel) en un documento PMML-4.0. En un 4rbol de decisién, el objeto clave
es el nodo (Node), que tiene una estructura recursiva mediante la cual se crea el drbol de decision
a través de reglas simples sobre una variable expresadas mediante la marca SimplePredicate.

Il Ejemplo 17.1 (Arbol de decisién Meningioma vs. No-Meningioma)

El diagnédstico de tumores cerebrales mediante espectroscopia de resonancia magnética es una
tarea dificil. Esto es debido en gran medida a la dificultad de interpretacién que presenta el
espectro de resonancia magnética. Puede ser de interés un sistema de ayuda a la decisiéon médica
para el diagnéstico de tumores cerebrales mediante espectroscopia de resonancia magnética nu-
clear. De hecho, existen varios prototipos cientificos para dicha tarea, entre los que se encuentran
CURIAM-BT, Interpret, eTUMOR-CADS, y HEALTHAGENTS.

Nos planteamos como ejemplo la discriminacion del tipo de tumor meningioma frente al
resto. Es una discriminacién relativamente sencilla, ya que un radiélogo puede distinguir un
meningioma facilmente mediante MRI. Para ello, utilizando el algoritmo C4.5, se ha aprendido
el arbol de decisién de la figura 17.4, que va realizando cortes sucesivos sobre los rangos de
las variables para decidir si un caso es meningioma o no-meningioma. Por ejemplo, el primer
nodo representa la separaciéon en meningioma y no-meningioma sin utilizar ninguna variable
predictora. Cuando utilizamos field12, y establecemos un corte en 0.8, obtenemos una primera
separacién de la muestra, que hace que el 94.67 % de los casos con un valor menor o igual a
0.8 caigan en el nodo de la izquierda, con lo cual, comenzamos a obtener una discriminaciéon
interesante de la muestra. La inclusion de més variables va mejorando el resultado, hasta cierto
criterio de parada para evitar el sobreentrenamiento.

En PMML este diagrama se representa mediante un modelo predictivo de tipo TreeModel, del
cual podemos ver el primer nodo y la primera separacién en la figura 17.5. Vemos como el primer
nodo presenta el conteo total de casos (recordCount = 217), e incluye dos nodos, de los cuales
hemos expandido el primero de ellos. En este nodo hijo, aparece una marca SimplePredicate que
contiene la regla field12 < 0,801374, con un conteo de 150 casos. El documento sigue con nodos
recursivos que van desarrollando la especificacion del arbol de decision hasta llegar a las hojas,
donde se clasifican definitivamente los casos de estudio.
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Figura 17.2: Diagrama de la marca PMML de un documento PM
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Figura 17.3: Diagrama de la marca TreeModel de un documento PMML, que contiene la
estructura de un Arbol de Decision.
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Figura 17.4: Arbol de Decisién para discriminar meningioma y no-meningioma.
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Figura 17.5: Parte del documento PMML representando el arbol de decisiéon de la figu-
ra 17.4.

17.9. Calidad del software

Un CDSS es un software que se utiliza para la asistencia sanitaria de los pacientes, por lo
que debe cumplir con los més altos estandares de calidad. Actualmente, los requisitos de calidad
en software de propdsito médico estdn regulados a través de las directivas sobre dispositivos
médicos. La seccién 18.4 resume las directivas aplicables y cita las normas para su cumplimiento.

El estdndar internacional IEC 62304, Medical device software - Software life cycle processes,
especifica como requisitos generales 1) la gestion de la calidad del sistema, 2) la gestién de
riesgos, y 3) la clasificacién de seguridad del software. El estdndar plantea un ciclo de vida de
desarrollo apoyado por una documentacién donde se permita trazar que 1) el plan de desarrollo
y el andlisis de requisitos se verifican en el testeo del sistema, 2) la arquitectura y el diserio
detallado (por ejemplo, especificaciones funcionales y especificaciones técnicas se verifican en el
test de integracién y funcional y 3) que la especificacién y desarrollo de médulos unitarios se
verifican en los test unitarios. En definitiva, un ciclo de vida de software en forma de V bien
documentado, apoyado por una matriz de trazabilidad que identifique cada elemento y su test,
v la identificacién de las responsabilidades y responsables de cada parte de software. También
el mantenimieto del software requeriria una documentacion similar continuando con el ciclo del
software.
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Se debe tener en cuenta que el componente mas importante de un CDSS es el modelo de co-
nocimiento médico. Este modelo de conocimiento puede implementarse incrustado en el software
o como documentos formales leibles por el software. En cualquier caso, el proceso de construccién
del modelo debe seguir una metodologia bien definida (por ejemplo CRISP, ver seccién 17.1.1)
y disponer de una documentacién y testeo similar a los aplicado a los médulos puramente de
software del CDSS. La documentacién del CDSS debe incluir las estimaciones del rendimiento
que ofrece el modelo de conocimiento (publicadas generalmente en revistas cientificas siguiendo
las metodologfas explicadas en el capitulo 14). Ademés, debe incluir las evaluaciones de acepta-
bilidad, eficacia y eficiencia que la implantacién del CDSS (ver capitulo 19).

17.10. Calidad de datos

Los resultados de la investigacién biomédica, incluido el desarrollo de CDSS, dependen de
la toma de decisiones basadas en la informacién disponible. Los datos detras de tal informacién
son registrados por humanos o dispositivos basados en observaciones de hechos, en cualquier
etapa del proceso de atencién de la salud, y bajo un entorno o contexto. Sin embargo, tanto
los humanos como los dispositivos estan lejos de ser perfectos. Como resultado, pueden ocurrir
errores, omisiones o cambios en los protocolos o préacticas durante la adquisicion de datos en
cualquiera de estas etapas del proceso de atencién sanitaria o en cualquier contexto, lo que
conduce a una informacién sanitaria poco fiable causada por una falta de calidad de datos.

Tal falta de calidad de datos es un asunto importante que conduce a decisiones equivocadas
y procesos subdptimos. Esto es particularmente importante en la asistencia sanitaria, donde
la fiabilidad de la informacién puede tener consecuencias directas en el proceso de atencién
de los pacientes. Ademds, una calidad de datos insuficiente puede perjudicar directamente los
resultados de los estudios que reutilizan los datos, como los ensayos clinicos o, en el caso que nos
ocupa, el desarrollo de CDSS. Muchos de los problemas de calidad de datos relacionados con la
reutilizacién de la informacién clinica estdn relacionados con dos causas principales [161]: (1) las
historias clinicas electrénicas originales estan disenadas para su principal objetivo de atencién al
paciente, sin tener en cuenta que la reutilizacién posterior de los datos puede requerir diferentes
grados de calidad, y (2) las historias clinicas no estdn diseniadas para la prevencién de problemas
de calidad de datos. Por lo tanto, una evaluacién de la calidad de datos es importante para estar
al tanto de tales problemas para una reutilizacién adecuada de los datos, mejorar el valor de los
datos y conducir a mejores decisiones.

El problema de calidad de datos ha sido estudiado durante anos, especialmente en el &mbito
industrial, basdndose en la hipdtesis de que los datos pueden considerarse un producto fabricado
por las organizaciones. Aunque los datos biomédicos en la mayoria de los casos representan el
estado del paciente, los datos en si mismos son producidos por los profesionales de la salud, asf
como por los dispositivos. Bajo este supuesto, el Massachusetts Institute of Technology (MIT)
lanzé en 1992 el programa Total Data Quality Management (TQM) [162], basado en las carac-
teristicas de TQM introducidas a principios de la década de 1980 para la gestién de la calidad
en la industria. Ademds, muchas otras propuestas de investigacion y aseguramiento industrial de
TDQM se han relacionado con la metodologia de mejora de procesos Six Sigma de TQM [163—
165]. Concretamente, el modelo ‘DMAIC’ puede ser utilizado para mejorar la calidad de datos
y sus procesos relacionados, involucrando el siguiente ciclo de etapas: Definir, Medir, Analizar,
Mejorar y Controlar.

Los protocolos de aseguramiento de calidad combinan actividades a diferentes niveles, desde
el diseno del sistema de informacién, la formacién de los usuarios en calidad de datos, hasta un
control continuo de calidad de datos. Definir qué medir y cémo hacerlo es la base del asegura-
miento de calidad de datos, siendo ellos los pasos iniciales para cualquier mejora de calidad de
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datos. Existe un acuerdo general sobre la definicién de calidad de datos en términos de idoneidad
para el propdsito [166, 167], y esto puede expresarse mediante las llamadas dimensiones calidad
de datos. De este modo, se define como dimensiones a los atributos que representan un solo
aspecto o construccién de la calidad de datos [168]. El trabajo de Wang and Strong (1996) [168]
establecié un trabajo seminal hacia un marco conceptual para la evaluacion de DQ considerando
las dimensiones de DQ. Nos referimos al trabajo de [169] para una revisién exhaustiva de las
metodologias de evaluacién de DQ y su relacién con las dimensiones. En el d&mbito biomédico,
encontramos miultiples clasificaciones de dimensiones de calidad de datos, como las propuestas
en [170], [171], [172], o [173]. En la Tabla 17.1 recopilamos una propuesta de dimensiones de cali-
dad de datos biomédicos que en la opinién de los autores cubren los problemas mas importantes
relacionados con el reuso de datos para el desarrollo de CDSS. En ella, incluimos dos factores
de confusién potencialmente problemdticos en los datos generados entre muiltiples fuentes (lo-
calizaciones geogréficas, hospitales, proefsionales, etc.) y a lo largo del tiempo. En concreto, las
diferencias en los protocolos, las poblaciones o incluso los sesgos inesperados, ya sea causados
por los sistemas o por los seres humanos, pueden conducir a una heterogeneidad no deseada en
los datos entre sus fuentes o a lo largo del tiempo. Esta variabilidad multifuente y temporal de
los datos se reflejard en sus distribuciones estadisticas, en relacién con los factores de confusién
antes mencionados que, al final, representan un problema de calidad de datos (DQ) que debe ser
abordado para una reutilizaciéon fiable de los datos. Estos problemas son considerados entonces
en la dimensién de Estabilidad (nominacién positiva de variabilidad), dimensién cuyos métodos
de andlisis e implicaciones se encuentran en el estado del arte [174-176].

Dimensién Descripcion
Completitud Los valores de los datos estan presentes
Consistencia Los datos satisfacen restricciones (formato, rangos y valores

permitidos, reglas de dominio, relaciones)

Correccion Los valores son verosimiles, verdaderos o imparciales con respecto a
su estado real

Unicidad Los registros que representan a una misma entidad del mundo real no
se replican

Temporalidad Los datos se encuentran actualizados respecto a su estado real para la
tarea en cuestion

Estabilidad temporal y espacial Los conceptos y estadisticas inherentes a los datos son comparables
entre fuentes (hospitales, profesionales, etc.) y a lo largo del tiempo

Relevancia Los datos son ttiles para su tarea

Contextualizacion Los datos estan anotados respecto al contexto de su adquisicién, su
significado y su seméntica

Confianza Los datos son confiables de acuerdo a la reputacién de las partes
involucradas en su adquisicion

Tabla 17.1: Definiciones de dimensiones de calidad de datos propuestas por los autores
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17.11. Notas bibliograficas

El estdandar australiano HB307-2007 en [7] elaborado por la National Electronic Health Re-
cords Taskforce cataloga los Sistemas de Ayuda a la Decision Médica segin la elaboracién de
conocimiento sobre el paciente. Kawamoto [177] y Garcia-Gémez [178] identifican funcionalida-
des deseables en los Sistemas de Ayuda a la Decisién Médica. Recomendamos el trabajo descrito
en [179] por Séez et al. como caso de estudio de disefio de un CDSS interoperable con Sistemas
de Informacién Médica mediante el estandar HL7-CDA.
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Capitulo 18

Implantacién de sistemas de ayuda a
la decision médica

El objetivo inmediato de la implantaciéon de un CDSS es facilitar su uso a los profesionales
de la salud, gestores, proveedores de servicios, y pacientes cuando y donde necesitan realizar una
decision relacionada con salud. Evidentemente, el objetivo final de la implantacién de un CDSS
es la mejora de la calidad asistencial y de la salud individual y colectiva de las personas.

18.1. Adopcion de los CDSS

El despliegue en un sistema sanitario de un CDSS debe centrarse en el problema a resolver
para tener éxito teniendo en cuenta las caracteristicas intrinsecas de los problemas de decisién
médica; esto es, riesgo, complejidad y dinamismo, entre otros.

Estas caracteristicas, si bien no identificadas explicitamente, llevan al foro A Roadmap for Na-
tional Action on Clinical Decision Support del American Medical informatics Association (AMIA)
a definir tres pilares fundamentales para la adopcién de los CDSS en el dmbito médico [180]:

= El conocimiento disponible cuando es necesario

El conocimiento del problema médico a resolver y la informacién especifica del paciente
deben necesariamente reducir el riesgo de la decision a tomar, por lo que debe ser analizado
durante el momento de tomar la decisién.

= Alta adopcién y uso eficiente

El uso sistematico de los sistemas basados en conocimiento reduce la variabilidad en la
toma de decisiones, por lo que conllevan mayor eficiencia (temporal y econdmica) y eficacia
(valor anadido al paciente) en el sistema sanitario.

= Mejora continua del conocimiento y de los métodos de ayuda a la decisién

El acceso a las ultimas tendencias de la evidencia cientifica, la auditoria y la realimentaciéon
de las consecuencias de las decisiones en la base de conocimiento lleva a la excelencia del
sistema y por tanto a la convergencia hacia el objetivo primario de los CDSS.

Parece sin embargo sorprendente que las herramientas CDSS son una de las funcionalidades
menos adoptadas en sistemas sanitarios, pese a ser las que potencialmente pueden aportar ma-
yor valor anadido tanto al clinico como al paciente. Esto puede deberse a ciertas barreras que
intentareamos identificar de forma extensiva.
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18.1.1. Barreras a la adopcién de los CDSS

La experiencia previa en implantaciones de CDSS en entornos médicos ha identificado una

serie de barreras que pueden dificultar la incorporacién de sistemas funcionalmente bien definidos.
Estas barreras deben considerarse desde las primeras etapas del diseno del sistema y reservar
los recursos necesarios durante la implantaciéon A continuacién se enumeran algunas barreras
detectadas por [177, 181-186] entre otros:
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= Retraso de la introduccién de las Tecnologias de la Informacién y Comunicaciones (TIC)

en el ambito sanitario.

Las TIC y la Ingenieria de Procesos estdn ampliamente integradas en sectores como la
banca, la automocion, la energia o la logistica. Sin embargo, es una realidad el retraso de
estas tecnologias en el &mbito sanitario.

Sistemas de informacién corporativos, cuadros de mando, sistemas de explotacion de datos,
que pueden encontrarse méas o menos extendidos de forma transversal en grandes corpora-
ciones u érganos directivos, han requerido mas tiempo para ser introducidos en el &mbito
sanitario. Si en los niveles gerenciales se observa el retraso en la incorporacién de las TIC,
todavia se hace mas evidente cuando observamos el nivel clinico, donde el primer sistema
a implantar, la EHR, puede considerarse completamente implantando tinicamente en el
1.5% de hospitales de U.S [185].

Si que se observa una mayor implantacién de las TIC en unidades histéricamente asocia-
das con el procesamiento de senales biomédicas, como son los servicios de laboratorio y
radiologfa, con un 75 % de implantacién en EE.UU. [185].

Metodologia y variabilidad en la practica médica.

La practica médica ha desarrollado a lo largo de la historia una metodologia muy especifica
de trabajo, que viene avalada por los resultados obtenidos y que hace del profesional médico
un decisor muy centrado en su experiencia. Esto, unido a la complejidad y riesgo de la
tarea a resolver, incrementa la resistencia al cambio [186], y por lo tanto a la introduccién
de elementos externos a su practica diaria.

Sin embargo, se observa una variabilidad importante en la aceptabilidad de novedades
dependiendo de las especialidades médicas. Sintchenko et al. en[181] observaron un claro
aumento de aceptabilidad de los CDSS entre los médicos especialistas en cuidados intensi-
vos respecto a los especialistas en enfermedades infecciosas. En su analisis apuntan hacia
unos estilos diferentes en las especialidades, estando cuidados intensivos mas predispuesta
a buscar evidencias que puedan reducir el riesgo ante una decision.

De forma general podemos decir que la resistencia al cambio es un hecho cuando implica
gran volumen de usuarios, lo que conlleva un abanico heterogéneo de percepciones. Con-
cretamente, Jha [185] registra una resistencia por el personal médico cercana al 36 % de
los casos encuestados, que resulta algo superior en hospitales con EHR que en hospitales
donde no se han implantado.

Dificultades de integracion en el flujo de trabajo.

La préctica clinica estd migrando actualmente de la actuacién por conocimiento tacito de
los profesionales a la actuacién en base a guias clinicas y procesos asistenciales integrados.
A dia de hoy se han hecho grandes esfuerzo en la definicién de procesos asistenciales que
identifican flujos de trabajo de los profesionales involucrados. Sin embargo, todavia se esta
en fase de adopcién y evaluacién en la mayoria de los casos, lo que resulta una barrera para
la identificacién de las etapas clave de decisién y los actores involucrados durante el diseno
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de un CDSS especifico para una pregunta médica. Ademads, la complejidad de los sistemas
sanitarios hace que cada escenario de implantacién tenga particularidades intrinsecas, por
lo que se observa una clara heterogeneidad entre centros y entre servicios sanitarios.

Caracteristicas de los pacientes y situacién clinica.

Gravel, Graham et al. [182, 183] destacan las caracteristicas de los pacientes y la situacién
clinica como dos barreras importantes para el uso de Sistemas de decisiéon compartida
(Shared Decision-Making) (SDM). Esta barrera estd realmente relacionada con la iden-
tificacién correcta de la pregunta médica a resolver mediante los CDSS y el andlisis del
entorno de implantacién, que deben ser cuidados desde las primeras etapas de desarrollo
del sistema.

Dificultad para acceder a la informacién relevante de los pacientes.

Un problema inherente a la decisién es la falta de informacién procedente de los casos de
estudio. Sin embargo, mucha de esta informacién podria estar registrada pero es realmente
complicada de obtener por involucrar a multitud de personas. Por ejemplo, es sabido
los grandes esfuerzos gubernamentales por involucrar a las mujeres en los programas de
prevencién secundaria (cribado) del cancer de mama. Otra informacién dificil de obtener
es el seguimiento de los pacientes, tras un tratamiento, o episodio, que suele requerir
mecanismos adecuados de registro, contacto con el paciente, etc; lo que conlleva un gran
gasto de recursos. Ademads, los pacientes pueden cambiar de sistema sanitario, lo que
conlleva el cese de seguimiento de dicho paciente.

Dificultad para conseguir una muestra significativa para un ensayo clinico.

La evalucién de las tecnologias sanitarias es fundamental para avalar su implantacién
en la préictica clinica, incluso en base a las regulaciones sanitarias existentes [184]. Esta
evaluacién debe incluir la aceptacion de la tecnologia por parte de los profesionales invo-
lucrados en los procesos donde se incide, y demostrar el valor anadido en la salud de los
pacientes, lo que implica realizar muestreos clinicos que involucren a profesionales y casos
médicos (ver capitulo 19). Estos muestreos suelen ser complejos, econdmicamente costosos
y temporalmente extensos, por lo que deben planificarse cuidadosamente y ser apoyados
institucionalmente para que sean viables y rentables.

EHR no implantada universalmente.

Los CDSS adquieren su méaxima utilidad cuando son interoperables con los sistemas de
informacién del sistema sanitario (ver seccién 1.2). Es evidente que la carencia de un EHR
minimo en el sistema sanitario limita las posibilidades de explotacion de datos que puedan
realizarse del mismo, si bien pueden suplirse con sistemas de laboratorio u otras soluciones
ad-hoc.

Jha subraya en una encuesta entre hospitales de EE.UU. que tan solo el 1.5% de que
respondieron disponen de un EHR global y un 7.6 % tiene sistemas bésicos que implican
al menos una unidad funcional.

Bajo nivel de interoperabilidad seméntica.

La méxima utilidad de un CDSS puede obtenerse cuando interopera con el resto de sis-
temas de informacién y conocimiento del sistema sanitario al que da apoyo. Si bien en la
actualidad se hacen grandes esfuerzos a través de programas nacionales e internacionales
de estandarizaciéon de historias clinicas electrénicas, comparticién de datos de laboratorio e
imédgenes médicas y definicién de terminologias médicas es complejo encontrar un entorno
interoperable mas alld de pilotos o partes especificas del sistema sanitario. En la revisién
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sistemdtica de Garg [184], el 47% de los cien CDSS analizados estaban interconectados
con la EHR o con el CPOE del sistema sanitario.

Dentro de esta barrera, podriamos incluir la falta de estructuracion de la informacién
clinica, cuyo ejemplo mas claro es el registro del conocimiento médico en texto libre. Una
solucién a este limitante es la extraccion automatica de conocimiento médico mediante
procesamiento de lenguaje natural [187], siendo esta una rama de estudio completa a
estudiar en si misma.

Restricciones de tiempo.

La agenda diaria del profesional en medicina, y de los servicios sanitarios en general, suele
estar sobresaturada, por lo que el profesional necesita maxima eficacia en su gestién del
tiempo. Ademads, en ciertas circunstancias, la decision debe tomarse lo antes posible. En
este sentido, Friedman et al. [188] argumentan que la utilidad de la informacién médica
percibida por los usuarios es una funcién de su relevancia, validacién y el esfuerzo realizado
para encontrarla.

Sintchenko en [181] argumenta un incremento del tiempo necesario para llevar a cabo la
tarea, aumentando de 113 a 245s/caso de media en su estudio de 62 escenarios, por la
falta de entrenamiento de los profesionales en los sistemas evaluados.

También en la revisién sistemdtica de SDM realizada por Gravel, Graham et al. [182, 183]
la gran mayoria de médicos encuestados indicaron la falta de tiempo como barrera a la
hora de utilizar , lo que indica la clara necesidad de desarrollar metodologias adecuadas
de implantaciéon de CDSS en los entornos médicos.

Por lo tanto, podemos asegurar que la accesibilidad, usabilidad, y adaptatividad son tres
factores directamente relacionados con el éxito o fracaso de la implantacién de un CDSS.
Asi pues, la integracion eficiente de los sistemas en los procesos asistenciales y con la rutina
del servicio sanitario, la formacién y la asistencia a los profesionales son fundamentales
para la implantacién de los CDSS (ver seccién 18.3.2). Como mejor solucién, Garg observéd
en [184] que el valor anadido que los CDSS activos ofrecian a la eficiencia de los médicos
era significativamente mayor que los sistemas pasivos (ver seccién 1.2).

Ademads de estas barreras directamente aplicables a la problemética de los CDSS, Jha et.

al [185] describe algunas barreras extra para la implantacién de una EHR que pueden ser también
aplicables a nuestros sistemas:
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= Presupuesto inadecuado.

En el estudio presentado por Jha, el 74 % de los hospitales consultados consideraré inade-
cuado el presupuesto invertido en el proyecto. Sin embargo, en hospitales con EHR, esta
barrera se identifica como tal en un 60 % de los encuestados.

Coste de mantenimiento.

El 44 % de los hospitales consultados indicaron que el coste de mantenimiento es una barre-
ra para decidir realizar una implantacién del sistema, sin embargo esta barrera desciende
al 30 % en aquellos hospitales donde tienen un EHR integrado.

ROI indefinido.

Otra barrera expresada por hospitales ante la implantacion de EHR es la falta de una
definicién clara del retorno de la inversién. El 30 % de los hospitales encuestados que no
tenfan EHR observaron esta barrera, mientras que en hospitales con EHR es el porcentaje
fue del 25 %.
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Durante el disefio de un CDSS debe evaluarse el retorno de inversién, para dimensionar
correctamente el sistema a desplegar. Por ejemplo, en un un andlisis coste-beneficio Johns-
ton et al. en [72] evaluan adecuado un CPOE con funcionalides de CDSS para un sistema
ambulatorio con méas de 10 médicos.

= Equipo informético inadecuado.

Por tltimo, el estudio de Jha identifica un 30 % de hospitales donde se considera que
el personal informéatico para la implantaciéon y mantenimiento es inadecuado, si bien el
porcentaje desciende a un 20 % en los hospitales donde disponen de EHR.

18.1.2. Factores clave para la adopcion de los CDSS

Una vez identificadas las barreras, podemos enumerar una serie de factores beneficiosos para
llevar a cabo la implantacién de un CDSS en un entorno clinico:

= Entender el problema médico a resolver como primer objetivo de la fase de disenio. Identi-
ficar e involucrar a los actores relevantes para el problema médico. Identificar y consensuar
las preguntas a resolver, los sucesos inciertos y el espacio de decisiones. Definir las fun-
ciones de pérdida asociadas a cada decisién y simular los casos de uso mds comunes (ver
secciones 3.3 y 18.3.2) .

= Analizar el riesgo del proyecto (ver seccién 18.2.4). Justificarlo en base a la evidencia
cientifica [177] y las necesidades médicas.

= Estudiar el retorno de inversién proporcionado por el CDSS y compararlas con alternativas
no computacionales o de menor complejidad. En favor de los sistemas computacionales,
Kawamoto [177] encuentra diferencias significativas en el valor anadido ofrecido por estas
soluciones frente a otras.

= Ofrecer sistemas inteligentes. Algo mds que un sistema simple de gufa (ver taxonomia en
secci6n 1.2). Kawamoto [177] encontré que ofrecer recomendaciones daba un valor anadido
significativamente mas alto que ofrecer inicamente evaluaciones del proceso asistencial.

= Analizar las caracteristicas de los pacientes y el entorno de decision clinica para identificar
limitaciones y facilitadores de la implantacion.

= Integrar el CDSS con el proceso asistencial: dar la informacién adecuada en el momento
adecuado. Kawamoto y Pearson identifican este factor como clave de la implantacién [177,
186].

= Desarrollar sistemas activos. Los sistemas que inician la interaccién con el usuario de forma
auténoma aumentan el valor aniadido a la eficiencia del decisor en un 25 % [177, 184, 186].

= Asegurar la accesibilidad, usabilidad, discrecién y adaptatividad del CDSS mediante in-
terfaces de usuario adecuadas [184], para reducir al minimo la resistencia al cambio del
personal médico.

= Asegurar la interoperabilidad con el resto de sistemas de informacién sanitarios.
= Asegurar la rapidez del sistema, brindar la informacién en tiempo real.
= Reservar los recursos de implantacién (ver seccién 18.3.2).

= Disenar planes de formacién y de asistencia para los decisores que usaran el CDSS.
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= Identificar y reservar los recursos necesarios para demostrar la aceptabilidad, el valor ana-
dido y el impacto obtenido. Difundir adecuadamente los resultados al sistema sanitario, la
comunidad cientifica y divulgarlo entre los pacientes y poblacién interesada.

= Disenar la evaluacion del sistema desde la perspectiva del valor anadido que ofrece el CDSS
a la eficiencia al resolver la tarea médica y asegurar que el resultado hacia el paciente estéd
en los niveles de eficacia esperados.

= Permitir la actualizacién y capacidad de evolucién del CDSS.

18.2. Gestion de la innovacion en CDSS

La implantacion de un sistema de ayuda a la decision médica es generalmente de tal enver-
gadura que son las grandes instituciones publicas (ministerios, servicios de salud, u hospitales) o
grupos de salud privados los potenciales compradores interesados en incorporarlos en sus procesos
asistenciales integrados en los EHR.

Como hemos visto en los sucesivos capitulos, los CDSS se fundamentan en tecnologias inno-
vadoras e incluso en tecnologias que se encuentran mas alla del estado del arte de los actuales
sistemas informaticos desplegados en el ambito de la salud. Esta conlleva una dificultad clara
para la especificacion de sistema, asi como su integracion con los procesos asistenciales y sistemas
actuales de las organizaciones.

Una institucién que se plantee la incorporacién de esta tecnologia en su organizacién requiere
una metodologia de gestion de la innovacién que le permita gestionar la inversién necesaria para
conseguirla, respondiendo a un doble objetivo: 1) controlar el riesgo de la inversién en nueva
tecnologfa, y 2) estimular a sus proveedores para que produzcan las mejoras en sus productos que
respondan a los avances en dicha tecnologia. Estos objetivos requiere una solucién de compromiso
entre ambos y la contrataciéon pre-comercial puede llevarla a cabo, por lo que es una buena
herramienta para la estrategia de gestién de la innovacién en grandes instituciones de salud y
por lo tanto para la evolucién de los EHR actuales a CDSS corporativos.

18.2.1. Modelo actual

El modelo de contratacién actual basado en el desarrollo exclusivo implica que un comprador
publico se reserva para su propio uso todos los resultados y beneficios del desarrollo (incluidos
los derechos de propiedad intelectual). Esto hace que la propuesta de contratacién tenga 1) un
precio elevado, ya que las empresas que desarrollan los productos o servicios no puedan utilizarlos
con otros posibles clientes, que suele conllevar que 2) no resulte atractiva cuando supone un alto
riesgo debido la incorporacién de nueva tecnologia todavia en fase de consolidacion.

Los compradores publicos europeos tienden a utilizar el desarrollo exclusivo, aunque sean
uno mas de los muchos usuarios potenciales de la solucién desarrollada, por lo que dicha ex-
clusividad no es imprescindible. Ademés, los compradores publicos suelen infravalorar los costes
v los esfuerzos adicionales necesarios para cosechar los beneficios de los resultados, sobretodo
cuando los desarrollos requieren mejoras tecnoldgicas. Como consecuencia, el desarrollo exclusi-
vo obstaculiza la innovacién, provocando una fragmentacién del mercado mediante barreras que
destruyen oportunidades de encontrar la comercializacién de soluciones innovadoras.

18.2.2. Contratacién precomercial: ambito y definicién

Algunas de las mejoras requeridas son tan exigentes desde el punto de vista tecnoldgico que
o bien no existen aun soluciones comercialmente estables en el mercado, o bien las soluciones
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existentes presentan deficiencias que exigen mads innovacién, generalmente aplicada al caso de
uso especifico demandado por el cliente. Asi pues, no solo es necesaria la compra de productos y
servicios comercialmente disponibles sino que también es necesaria la contratacién de innovacion
de nuevas soluciones que mejoren lo que ofrece el mercado.

El 4mbito de la la Contratacién precomercial se incluye por lo tanto en la fase de gestion de
la demanda dentro del ciclo de gestiéon de proyectos de una institucién piblica o privada. Por lo
tanto, podemos verla como una etapa previa a la comercializacién y complementaria a la gestién
de los proyectos de implantacién de productos o servicios en la organizacion.

El marco de la contratacién precomercial se define como el planteamiento de la contratacién
de servicios de innovacién distinto de aquellos segtn los que los beneficios pertenecen exclusiva-
mente a la entidad adjudicadora para su utilizacién en el ejercicio de su propia actividad.

Una contratacién precomercial puede cubrir actividades como la definicién de soluciones com-
petidoras, el desarrollo de prototipos o la implementacion de un volumen limitado de primeros
productos o servicios a medida con el fin de demostrar que el resultado se presta al despliegue
masivo satisfaciendo normas aceptables de calidad. Sin embargo, la innovacién no incluye ac-
tividades una produccién o despliegue a gran escala por lo que no se plantea una integracién
completa de la solucién que requiera el ajuste fino del desarrollo a los procesos existentes.

La caracteristica fundamental de la contratacién pre-comercial consiste en el reparto de
riesgos y beneficios entre el adjudicatario y el proveedor, es decir, el comprador piblico no se
reserva los resultados de la innovacién para su propio uso en exclusiva sino que comparte con las
empresas los beneficios de la innovacién necesaria para desarrollar soluciones que superen las que
hay disponibles en el mercado; como contrapartida también comparte los riesgos del proyecto con
los proveedores. La contrataciéon precomercial implica una competencia entre posibles proveedores
de soluciones, que debe permitir al comprador 1) aprender sobre el problema y las soluciones
posibles y 2) elegir las mejores soluciones que ofrece el mercado a los mejores precios. Una vez
alcanzado el final de la fase de innovacion, la contratacién publica para la produccién comercial
puede incluir cualquier empresa que haya participado o no en la contratacion precomercial.

Beneficio de la empresa

Los beneficios esperados por las empresas participantes en una contratacién precomercial
son:

= Reparto de beneficios de la innovacién a través de la explotacién de resultados

= Mejora del rendimiento de la innovacion en relacion con sus principales competidores
(ventaja del pionero)

= [nversiones en innovacion e investigacion

= Anticipacién de la demanda de nuevas soluciones que permite acortar el tiempo de llegada
al mercado

= Reduccién de costes de los proveedores pioneros para adoptar normas adoptadas poste-
riormente

= Mercado simétrico en la contrataciéon publica para la produccién comercial, basado en el
conocimiento del problema y las posibles soluciones

Beneficio de las instituciones

Los beneficios esperados por las instituciones contratantes en una contratacién precomercial
son:
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Precios ajustados
Elegir entre las mejores soluciones

Mercado simétrico en la contratacién piiblica para la produccion comercial, basado en el
conocimiento del problema y las posibles soluciones

Mejora la calidad y la eficiencia de los servicios piblicos a medio/largo plazo
Asegura la competencia en la fase de comercializacién (presiéon competitiva positiva)

Aprendizaje mediante evaluacién del rendimiento de los prototipos y de los productos de
prueba en un auténtico entorno operativo comercial

Influencia en los planes de trabajo de las empresas y en las futuras normas para ajustar
los productos a sus necesidades

Introducir nuevas soluciones més rapidamente

La pronta participacion en el proceso de innovacion permite que los poderes publicos
detecten antes posibles aspectos normativos

La comprobacion precoz de que la innovacién responde a necesidades concretas de los
servicios publicos

Optimizacién del gasto destinado a innovacién

Beneficio de la sociedad

Como beneficio general obtenido por la sociedad debido a la proliferacién de este tipo de
contratacion, se podrian esperar los siguientes {tems:

Reforzar la capacidad innovadora de la sociedad

Estimular la innovacién

Promover el potencial de la contratacién publica

Mejorar el rendimiento de la innovacion y la competitividad de la industria
Solucionar escasez de inversiones en I+D-+i

Mejorar la capacidad de convertir las nuevas invenciones en nuevos productos y puestos
de trabajo

Promover normas abiertas de las soluciones

18.2.3. Contratacién precomercial: posible implementacién

Una implementacién eficiente promovida por la Comisién Europea [189] consiste en distribuir
la innovacion en fases temporales asegurdandose de que las empresas compiten para crear una
serie de opciones evaluables tras cada fase. Cada fase, por lo tanto, consiste en 1) un desafio
al mercado que se traduce en una invitacién a varias empresas a desarrollar en competencia
las mejores soluciones posibles para abordar el problema, y 2) la evaluacién de los pros y los
contras de cada solucién. Como resultado, se produce un proceso de aprendizaje mutuo para los
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compradores y las empresas que ayuda a determinar las necesidades funcionales de los problemas
y el rendimiento y limitaciones de las soluciones.

Un posible esquema de ciclo de la innovacién en fases aplicado a un problema especifico
podria incluir:

= Fase 0. Investigacién del problema
e Input: creacién de la necesidad, conocimiento de tecnologfa, conocimiento cientifico/-
técnico
e Output: idea del producto
e Actores: institucion publica, comités de expertos internos y externos independientes

e Evaluacion: consenso de idea del producto, robustez ante disensos
= Fase 1. Exploracién de soluciones

e Input: idea del producto
e QOutput: catalogo de soluciones
e Actores: miltiples empresas

e Evaluacién: seleccion de soluciones por comités internos y externos
= Fase 2. Prototipos

e Input: soluciones seleccionadas

e Qutput: prototipos exitosos, nuevas ideas, refinamiento de idea, refinamiento de so-
luciones

e Actores: empresas de soluciones seleccionadas

e Evaluacién: seleccién de prototipos por comités internos y externos
= Fase 3. Desarrollo de primeros productos como pruebas de concepto

e Input: prototipos seleccionados

e Output: primeros productos limitados, refinamiento de idea, refinamiento de solu-
ciones, estimacion de costes de produccién, estimacién de problemas de integracion,
nuevas ideas

e Actores: empresas de prototipos seleccionados (minimo dos)

e Evaluacién: emisién de informes por comités de expertos internos y externos

Una vez finalizado el ciclo de innovacién se pasaria a la contratacién comercial, donde cual-
quier empresa que haya participado o no en la contratacién precomercial puede participar, y
donde la institucién y las empresas conocen mejor la idea del producto demandado, las posibles
soluciones tecnoldgicas, una estimacion de costes de produccion, de integraciéon, posibles normas
aplicables y estandares adoptables.
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18.2.4. Casos de estudios

Uno de los retos que intentan cubrir los sistemas de ayuda a la decisién médica es asegurar
la atencién sanitaria universal de alta calidad y asequible que aborde las consecuencias del
envejecimiento de la poblacién mundial. Para conseguirlo son necesarios nuevos equipos que
faciliten la prevencion, el diagndstico precoz, la optimacién de los procesos asistenciales y la
involucracién de los ciudadados en el cuidado de su propia salud. Esto requiere una colaboracion
estrecha de las instituciones sanitarias y los proveedores capaces de producir innovacion en las
tecnologias de la informacién aplicadas a la salud. El marco de la contratacién precomercial
puede ser un instrumento estratégico para unificar los intereses de los actores involucrados en la
obtencién de soluciones dirigidas a la salud de los ciudadanos.

Caso de uso en CDSS: Plan Estratégico de Implantacién de Ayuda a la Decisién
Meédica en los Procesos Asistenciales mediante ciclos de vida de contratacién
precomercial

La madurez de las tecnologias de la informacién aplicadas en salud hace pensar que, tras
la historia clinica electronica, el siguiente eslabdn significativo es la ayuda a la decision médica.
Este eslabdn, puede verse en el horizonte del corto-medio plazo, y su correcta incorporacién en
el uso asistencial pasa por un estudio centrado en el valor anadido que ofrece al profesional
y al paciente. Para ello, se debe crear una estrategia de implantacién interoperable CDSS en
los servicios de salud basada en la gestién de la innovacion, y por lo tanto siguiendo el ciclo
de vida de Contrataciéon Precomercial. Para iniciar dicha estrategia se ve adecuado definir y
sostener un Plan Estratégico de Implantacién de Ayuda a la Decisién Médica en los Procesos
Asistenciales, donde puedan unirse instituciones sanitarias, universidades, empresas y grupos de
interés en las TIC-Salud, para preparar el camino que permita al &mbito médico aprovecharse de
la incorporacién de los sistemas de ayuda a la decision. Dicho plan estratégico serviria de embrion
de las varias Fases 0 que cubrieran las funcionalidades de los sistemas de ayuda a la decisién
identificadas en la seccién 1.3. Los objetivos a cubrir por el Plan Estratégico de Implantacién de
Ayuda a la Decisién Médica en los Procesos Asistenciales son cinco:

1. Definicién de pilotos pioneros en Ayuda a la Decisién Médica

En este objetivo se buscaran preguntas médicas donde se estime un alto valor anadido por
el uso de sistemas de ayuda a la decisiéon médica. Para ello, se involucrard a profesionales
de la salud, se realizaran entrevistas a profesionales y se analizaran documentos cientificos
que permitan definir basados en la evidencia médica las funcionalidades de los sistemas de
ayuda a la decisiéon. Los CDSS pueden ser utilizados como sistemas de alerta y/o recordato-
rio de situaciones de salud de pacientes concretos o epidemiolégicos, ayuda a la prevencion,
diagndéstico, prondstico, interpretacién de senales biomédicas, planificacién y/o control de
terapias, calidad asistencial, riesgos, coste temporal, planificaciéon de recursos, control de
calidad en la adquisicién de biobancos multicéntricos y bisqueda de patrones andémalos
Los focos de estudio seran problemas de salud referentes a enfermos crénicos, cancer, scree-
ning, hallazgos de imagen en senales radioldgicas, tratamiento de procesos degenerativos,
seguridad farmacolégica, alergias, primaria, triaje, prescripciéon farmacoldgica, etc.

2. Mecanismos para la inclusién de los CDSS en procesos asistenciales

Un factor fundamental de éxito en la implantacién de los CDSS es su ajuste al proceso
asistencial del entorno donde actia. Asf pues, el conocimiento suministrado por los CDSS
debe trasmitirse a los profesionales adecuados en tiempo y forma. En este objetivo se
estudiara la inclusién de los CDSS en los procesos de salud y como elementos de decisién
objetiva en las guias clinicas.
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3. Interoperabilidad seméntica de CDSS

Para llegar al maximo posible de despliegue de un CDSS, este debe ser interoperable con
la historia clinica electrénica del paciente y otros sistemas de conocimiento del sistema
sanitario. Vocabularios de terminologia médica en forma de ontologias, como SNOMED,
ICDY/10, LOINC, etc; han permitido la conceptualizacién de los diagndsticos, procesos,
instrumental, y demés términos involucrados en el proceso asistencial. Es totalmente ne-
cesario que los sistemas de ayuda a la decisién interactien de forma natural con la historia
clinica electrénica. A la hora de leer datos, la solucién viene dada por los estdandares de
estructura de informacién clinica, como HL7-CDA, ISO/EN 13606, o openEHR. A la hora
de incorporar la ayuda a la decisién clinica como conocimiento biomédico, debe estudiarse
cémo incorporar los estdndares para compartir conocimiento, como PMML y RuleML a
los repositorios de conocimiento médico.

4. Definicién de biobancos digitales basados en el control de calidad

Es una buena practica que el disefio de CDSS esté motivado por un biobanco digital con
datos biomédicos adquiridos por multiples hospitales siguiendo un protocolo consenso y
control de calidad. En el conjunto de datos recogidos en estos biobancos se incorpora la
evidencia cientifica estudiada por los expertos internacionales que han participado en la
adquisicion de los datos, y que ha sido referenciada en las publicaciones cientificas derivada
de los mismos. Para que la evidencia cientifica incorporada en los CDSS sea de méxima
utilidad, es interesante definir estrategias de recopilacion de datos biomédicos multicén-
tricos basados en parametros de calidad. En este objetivos se estudiaran las posibilidades
técnicas basadas en la gestion de datos biomédicos, asi como mecanismos automaticos de
deteccién de datos andmalos, y auditoria de sistemas de informacién sanitarios para la
generacién de los biobancos digitales.

5. Aceptacién de la tecnologia, valor anadido e implantacién

La componente humana es la mas importante en los sistemas de ayuda. Los sistemas
de ayuda a la decisién estdan disenados para ofrecer una ayuda objetiva al profesional
de la salud, y con el objetivo de mejorar la atencién del paciente. Las tecnologias que
componen los sistemas de ayuda a la decisiéon deben mostrar sus resultados de forma 1til a
los profesionales involucrados en el flujo de decisiones. Por ello, la definicién de mecanismos
de evaluacién que aseguren la aceptacién y facilidad de uso de los sistemas en la practica
diaria asistencial resulta fundamental para la implantacién de estas nuevas tecnologias.
Como fin tdltimo, los sistemas de ayuda a la decisién, buscan la maximizacién de la calidad
asistencial al paciente, por lo que el estudio del valor anadido sobre el mismo es totalmente
necesario. Las metodologias de disefio de CDSS incluyen implicitamente el andlisis de
riesgos en su fase de desarrollo, por lo que es directa la extension del mismo a los métodos
de prueba aleatoria controlada utilizados generalmente en los estudios de valor anadido
en clinica. Finalmente, es de especial relevancia el proceso utilizado de implantacién de
los sistemas de ayuda a la decisién en los ambitos de salud. La implantacién integral
de programas de ayuda a la decisién clinica es abordada de forma integral en estudios
internacionales, como los promovidos por HiMSS, donde se define, de forma tabular, los
actores, recursos y sistemas involucrados en las actuaciones de mejora asistencial bajo la
definicién de indicadores evaluables. Este objetivo estard especialmente preocupado por los
mecanismos de aceptacion, valor anadido y las estrategias de implantacién que aseguren
una funcionalidad de calidad de los Sistemas de Ayuda a la Decisiéon Médica.
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Tabla 18.1: Implantacion de funcionalidades CDSS en hospitales de EE.UU. segun la en-
cuesta de Jha et. al en [185]. Los encuestados incluyeron sistemas electrénicos de farmacia,
laboratorio y radiologia, por lo que no pueden considerarse sistemas interoperables en el
hospital.

Funcionalidad Implantacién en Hospital (%)
Guia clinica 17
Recordatorio clinico 23
Alerta a las alergias de medicamentos 46
Alerta a interaccion entre medicamentos 45
Alerta a interacciéon de medicamentos y prue- 34

bas de laboratorio

Dosimetria asistida 31

18.3. Implantacién de CDSS

18.3.1. Tasas de implantacién de los CDSS

La implantacién de sistemas informéticos con funcionalidades especificas de CDSS puede
considerarse todavia embrional. La mayoria de los sistemas actualemente implantados estan
basados en guias clinicas electronicas de tecnologias de nivel 1 o 3, o sistemas de alertas basados
en niveles 2 y 3 (ver seccién 1.2. Jha en [185], identifica en su encuesta a hospitales de EE.UU.
las tasas de implantacién de funcionalidades CDSS recogidas en la tabla 18.1

Como puede observarse, las tasas de implantacién recogidas por Jha son extraordinarimente
elevadas comparadas con la tasa de implantacién de EHR (dnicamente 1.5 % de los hospitales).
Jha analiza que estas tasas pueden ser devidas a que los encuestados incluyeron funcionalida-
des CDSS proporcionadas por sistemas electrénicos de farmacia, radiologia y laboratorio, pero
no son realmente sistemas interoperables con el resto del hospital, y por lo tanto con la infor-
macion historia clinica de los pacientes, por lo que podemos considerar que estas cifras estdn
sobrestimadas.

18.3.2. Metodologia HIMSS de implantacién

Osheroff et al. en [190] proponen una metodologia de implantacién de Ayuda a la Decisién
Meédica guiada por las necesidades de la institucion sanitaria y la medicion del impacto de la
implantacién mediante indicadores de eficiencia y eficacia. La figura 18.1 establece las etapas
de alto nivel para la implantacién de un CDSS, incluyendo las posibles salidas que permitan
comprobar el cumplimiento de las etapas de forma practica.
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Figura 18.1: Etapas de alto nivel para la implantacién de un CDSS y sus posibles salidas.

Los recursos humanos necesarios para realizar una implantacion deben ser suficientes para
asegurar un ajuste suave del CDSS al proceso asistencial y al perfil de los integrantes de la
instituciéon. Ademads, debe asegurarse el acceso a los siguientes grupos del sistema sanitario:

= Comité de Stakeholders. Direcciones de servicios médicos, direcciones del hospital y pro-
fesionales del hospital con conocimiento y capacidad de decisién en los centros a imple-
mentar. De aqui saldran un conjunto de interlocutores directos con el director técnico y
el implantador del CDSS. Definen y refinan los requisitos de alto nivel del sistema. Son
informados de la evolucién del desarrollo y deciden si se ha cumplido con el objetivo de la
implantacién.

= Interlocutores técnicos. Grupo de profesionales con conocimiento técnico que estaran in-

volucrados en el uso del sistema o en tareas relacionadas con las entradas o salidas del
mismo. Facilitan los requisitos técnicos del sistema.

= Ingeniero de conocimiento y/o documentalista. Son ingenieros de conocimiento del pro-
blema médico que aborda el CDSS por lo que facilitan las especificaciones funcionales al

sistema.

= Data-manager. Conoce y entiende las fuentes de datos biomédicos a utilizar en la elabo-
racién de los modelos de conocimiento.

18.4. CDSS como dispositivo médico

El dmbito de salud humana al que van dirigidos los CDSS y el software sanitario en general
hacen que los niveles de seguridad aplicables a su funcionamiento y uso sean méximos. En
Europa, estas consideraciones estdn recogidas por la directiva 93/42/CEE®, modificada por la

ahttp://ec.europa.cu/enterprise/sectors/medical-devices /regulatory-framework
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directiva 2007/47/CE del Parlamento Europeo y del Consejo de 5 de septiembre de 2007, y que
ha entrado en vigor en marzo de 2010. En Espaiia, la directiva 2007/47/CE se ha implementado
a través del Real Decreto 1591/2009, de 16 de octubre (BOE nim. 268, de 6 noviembre [RCL
2009, 2105]). Ademds, la Coordinacién Europea de Organismos Notificados ha elaborado unas
guias para promover una aproximacién comun a la directiva por parte de los desarrolladores y
de los Organismos Notificados nacionales, que en el caso del software médico estéd recogida en la
Recomendacién NB-MED/2.2/Rec4?

Desde la modificacién 2007/47/CE de directiva 93/42/CEE, cualquier programa informético
utilizado solo o en combinacién con finalidades especificas de diagndstico y/o terapia destinado a
ser utilizado en seres humanos con fines de diagndstico, prevencién, control, tratamiento o alivio
de una enfermedad o diagndéstico, control, tratamiento, alivio o compensacién de una lesién de
una deficiencia, se considera Producto Sanitario (Articulo 1 de 93/42/CEE). Por lo tanto, un
CDSS y el software sanitario en general, estan sujetos a la regulacién especifica de esta directiva
comunitaria, por lo que los estados miembros de la UE adoptan las disposiciones necesarias para
que los productos sélo puedan ser puestos en el mercado y/o ponerse en servicio si cumplen los
requisitos establecidos en la presente Directiva cuando hayan sido debidamente suministrados,
estén instalados y mantenidos adecuadamente y se utilicen con arreglo a su finalidad prevista
(articulo 2 de la directiva 93/42/CEE).

Adcionalmente, un programa informético auténomo estd considerado producto sanitario ac-
tivo, y més especificamente, productos sanitarios activos para diagnostico si estda destinado a
proporcionar informacién para la deteccién, el diagnéstico, el control o el tratamiento de estados
fisiologicos, de estados de salud, de enfermedades o de malformaciones congénitas.

De forma general, los CDSS son productos no invasivos, y por lo tanto se incluyen en la clase
I de productos sanitarios (Anexo IX de la directiva 93/42/CEE). Sin embargo, si los fines del
software son el diagndstico directo o la vigilancia de procesos fisiolégicos vitales, entonces deben
considerarse las condiciones especiales aplicables a productos activos para diagndstico por lo que
el software se incluiria en la clase Ila, y si la actividad supone un peligro inmediato para la vida,
p-e. el funcionamiento cardiaco o SNC, entonces debe incluirse en la clase 1Ib. Ademds, como
regla especial, los productos distinados especificamente al registro de imagenes radiograficas para
diagnéstico se incluyen en la clase Ila.

Todos los productos sanitarios deben cumplir los requisitos esenciales establecidos en el Anexo
T de la directiva 93/42/CEE que les sean aplicables habida cuenta de su finalidad prevista (Ar-
ticulo 3 de la directiva 93/42/CEE). As{ pues, los productos deberan disefiarse y fabricarse de
forma tal ofrezcan las funcionalidades atribuidas por el fabricante durante el periodo previsto,
y que su utilizacién no comprometa el estado clinico o la seguridad de los pacientes ni la segu-
ridad y la salud de los usuarios. Los posibles riesgos asociados a la finalidad prevista deben ser
aceptables en relacién con el beneficio que proporcionen al paciente y compatibles con un nivel
elevado de proteccién de la salud y de la seguridad. Esto implicara: i) la reduccién del riesgo
derivado de errores de utilizacién debidos a las caracteristicas del producto y al entorno, y ii)
tener en cuenta los conocimientos técnicos de los usuarios previstos. Los programas informéticos
médicos deben ser validados con arreglo al estado actual de la técnica, teniendo en cuenta los
principios de desarrollo del ciclo de vida, gestién de los riesgos, validacién y verificacién. En con-
sonancia con esto, la NB-MED no recomienda el procedimiento de evaluacion de la conformidad
(CAP) tipicamente usada para el resto de productos sanitarios, sino aplicar i) las metodologias
de desarrollo asociadas a los ciclos de vida del software (requerimientos funcionales, planificacién,
control de riesgos, verificacién y validacién), ii) procedimientos de control de la documentacién
(trazabilidad del sistema) y gestién de la configuracién del software, iii) gestién de la responsa-

PEsta versién de la recomendacién (tltima a fecha de la edicién de este libro) fue aceptada en noviembre
de 2001, y por lo tanto no recoge las modificaciones de la directiva realizadas desde esta fecha.
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bildad de los médulos desarrollados, y iv) control de compatibilidad de versiones y de hardware
con el sistema.

Especificamente la evaluacion de la conformidad de los productos de clase I deben seguir
el procedimiento indicado por el Anexo VII de la directiva 93/42/CEE y efectuar, antes de la
comercializacién, la declaracién CE de conformidad. Dicha declaracion recogera la descripcién del
producto, los resultados del andlisis de riesgos, controles, evaluacién preclinica y clinica, indicar
los métodos de sustitucién, y especialmente cumplir los requisitos esenciales especificados por
el Anexo 1 de la directiva 93/42/CEE. Entre los requisitos esenciales a cumplir, el fabricante
debe realizar una evaluacién clinica mediante citacién de publicaciones cientificas, investigacién
clinica o una combinacién de ambas. La investigacion clinica deberd verificar las prestaciones y
evaluar la seguridad del sistema, aplicando una metodologia previamente planificada (p.e. RCT
con nimero de casos precalculado) y anotacién de acontecimiento adversos durante el ensayo
(Anexo X de la directiva 93/42/CEE). Para los productos de clase I no serd necesario acudir al
organismo notificado del estado para obtener la evaluacién de conformidad.

En la préctica existen guias y normas que implementan los procesos para cumplir los re-
quisitos de la directiva 93/42/CEE. Las gufas MEDDEV 2.5.1 y GHTF STED 2008 contienen
indicaciones para la elaboracion y el mantenimiento de los documentos técnicos incluidos en la
documentacién controlada para el marcado CE. Las normas ISO/IEC 62304 (Medical Device
Software), ISO 14971 (Application of Risk Management to Medical Devices) e IEC 60601-1 (Me-
dical Electrical Equipment, part 1) son las mejores guias para cumplir con los requerimientos
exprexados en la directiva 83/42/CEE a partir de la modificacién 2007/47/CE (la seccién 17.9
enumera los elementos clave para el diseno de software médico seguin la norma IEC 62304). Por
dltimo, la norma armonizada ISO 13485 resulta de utilidad para demostrar el complimiento de
los requisitos de gestion de la calidad de la directiva.

Otros mercados internacionales tienen sus propias normas que deben cumplir los dispositivos
médicos para su comercializaciéon En Estados Unidos de América la FDA regula los dispositivos
médicos, en Canadé es HC, especificamente en China la SFDA, en Japén es JPSFB, en Australia
la TGA, y en Sudamérica es MERCOSUR. Puede consultarse también la AHWP en Asiay GHTF
para mercados globales occidentales.

18.5. Notas bibliograficas

El estdndar australiano HB307-2007 en [7] elaborado por la National Electronic Health Re-
cords Taskforce cataloga los Sistemas de Ayuda a la Decisién Médica segun la elaboracién de
conocimiento sobre el paciente. Kawamoto [177] y Garcia-Gémez [178] identifican funcionalidades
deseables en los Sistemas de Ayuda a la Decisién Médica.

La implantacién integral de programas de ayuda a la decisién clinica es abordada de en [190],
donde se define, de forma tabular, los actores, recursos y sistemas involucrados en las actuaciones
de mejora asistencial bajo la definicién de indicadores evaluables.

Bermejo coordina el monogréfico [191] sobre seguridad en la informacién en entornos sanita-
rios, abordando los fundamentos, aspectos éticos y legales, requisitos de seguridad, su gestion y
tecnologias que la implementan.

En 2018 la FDA ha aprobado la comercializacién del primer CDSS como dispositivo médico
usando inteligencia artificial para detectar retinopatia diabética [192]. La FDA redujo el riesgo
limitando la indicacion de uso para examinar a los adultos que no tienen sintomas visuales
durante una retinopatia mayor que la leve, para remitirlos a un especialista en atencién ocular

[65].
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Evaluaciéon de ayuda a la decision
médica

En 1996, Miller establecié que la evaluacion de los CDSS debe tener en cuenta si el usuario
Junto con el sistema es mejor para realizar una tarea especifica que el usuario sin asistencia [193].
Desde entonces, se han propuesto diferentes métricas de evaluacion, teniendo en cuenta la eficacia
del CDSS para resolver la tarea, pero también el efecto que tiene sobre la eficiencia del proceso
asistencial, la medicién de tiempos, y de forma subjetiva, la aceptatibilidad y la percepcién de
los profesionales médico y los pacientes y el alcance de la implantacién del sistema [194].

Para tener constancia del valor anadido que aporta un CDSS, serd necesario comparar su
efecto con la forma anterior de resolver la tarea. Una comparaciéon honesta debe realizarse me-
diante el experimento adecuado, siendo la Prueba controlada aleatoria (RCT) el gold standard en
investigacién médica. Si bien algunos autores como Liu [195] piensan que el RCT no es la meto-
dologia adecuada para evular los HIS, ponen como excepcién a los CDSS por estar directamente
relacionados con el proceso de decision médica sobre el paciente. Por lo tanto, actualmente,
podemos considerar los RCT el procedimiento actualmente més aceptado para evaluacion de
CDSS.

En la literatura podemos encontrar un ntimero significativo de evaluaciones de CDSS para
analizar las tendencias actuales de su rendimiento en la practica clinica. En general, los problemas
médicos donde se han llegado a evaluar mas CDSS coinciden con los problemas de salud mas
prevalentes en la poblacién: diabetes, enfermedades cardiovasculares, afecciones respiratorias,
cancer, depresion [184], sobretodo para la planificacién y cribado de las enfermedades. Sintchenko
en [181] observé un descenso de la variabilidad de las prescripciones de antibiéticos que realizaban
los médicos respecto a un panel de expertos mediante un CDSS basado en el indicador de riesgo
de infeccién pulmonar (CPIS) en pacientes con riesgo de neumonia asociada a la ventilacién
automética. Tomando la decisién del panel de expertos como gold stantard, el CDSS redujo
significativamente la variabilidad de las soluciones en comparacién con el caso control y respecto
al uso de guias clinicas validadas de prescripcién de antibiéticos. Garg no observé ningiin CDSS
de ayuda al diagnéstico que demostrara mayor eficacia en el resultado del paciente respecto a
la préctica médica sin el sistema [184]. Esta observacién ha llevado a centrar las evaluaciones
actuales de los CDSS en la mejora de la eficiencia obtenida en la resolucién de la tarea y menos
en la mejora de los resultados de diagndstico directamente [194].

Las funcionalidades més evaluadas, por ser las de mayor implantacién, han sido los siste-
mas de alertas y prescripcién de medicamentos [184, 186]. En el estudio de Garg[184], el 64 %
de los CDSS analizados aportaron valor afiadido a la eficiencia de los decisores médicos. Por
funcionalidades, el 40 % de los sistemas de ayuda al diagndstico aportaron valor anadido a la
tarea, as{ como el 76 % de los sistemas recordatorios, el 62 % de los sistemas de planificacién de
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enfermedades, el 66 % de los sistemas de alertas y prescripcién. Por otra parte, Pearson [186]
observa una tasa de éxito mayor en sistemas implantados en hospitales que en ambulatorios.
Sintchenko et al. compararon el uso de CDSS con el uso de inicamente guias de antibiéticos y el
uso de resultados de laboratorio, observando una mejora en el acierto del 11 % de media. Ram-
narayan en [196] evalué el CDSS ISABEL para diagndsticos y planificacién de procedimientos
diagnésticos en pediatria mediante un test pareado donde cada médico diagnosticaba sin usar el
CDSS y una segunda vez utilizando la ayuda del sistema.

En este capitulo revisaremos las métricas de evaluacion, y los test estadisticos de contraste
de hipétesis, aplicables al anélisis de resultados de las Prueba controlada aleatoria (RCT). Ve-
remos también conceptos relacionados con la evaluacién de los CDSS, como son metodologias
de evaluacién de la aceptabilidad, de la calidad del software, y normas de software sanitario.
Acabaremos, como en los capitulos anteriores, con una revisién bibliografica basada en casos de
uso de los temas estudiados en el capitulo.

19.1. Meétricas de evaluacién

19.1.1. Meétricas sobre la eficacia de la intervencién

Las métricas tipicas de evaluacién de la eficacia de un CDSS con respuestas discretas son el
error (ecuacién 14.9), el acierto (ecuacién 14.10), y para respuestas continuas el error cuadrético
(ecuacién 8.25); si bien las métricas mds generalistas son el riesgo (ecuacién 14.1) y la utilidad
esperada. Como vemos, estas métricas coinciden con las estudiadas en la seccion 14.5. Efectiva-
mente, un médico o el tdandem médico+CDSS son en definitiva predictores que dan su respuesta
ante la observaciéon de un nuevo caso.

En la seccién 14.5 también definimos métricas que tienen en cuenta los verdaderos y fal-
sos positivos y negativos, como son la sensibilidad y la especifidad, el recall (ecuacién 14.11), la
precision (ecuacién 14.12) y el Area Under the Curve (AUC) de la Receiver operating characte-
ristic (ROC). También estudiamos la utilidad de métricas como GMOR (ecuacién 14.13), BAR
(ecuacién 14.15) y GMRP (ecuacién 14.16) ante circunstancias de desbalanceo en el nimero de
muestras de test por clase.

19.1.2. Meétricas sobre la eficiencia de la intervencién

Muchos CDSS inciden directamente sobre la planificacion de procesos asistenciales, por lo
que es deseable medir la mejora obtenida gracias a la intervencion. Esta mejora esta directamente
relacionada con la eficiencia de los sistemas sanitarios y por lo tanto en la provisién universal de
servicios de salud, por lo que inciden en la calidad asistencial ofrecida a la poblacién.

En este sentido, cuando medimos la eficiencia, no es la tasa de acierto de un modelo predictivo
lo que nos interesa, sino métricas como la capacidad asistencial, el consumo de recursos, el coste
econémico, la tasa de errores médicos, la variabilidad inter e intracentro (o servicio) lo que nos
da una visién del efecto del CDSS en el entorno donde interviene.

Algunos de las métricas de eficiencia utilizadas por los evaluadores de CDSS son:

= Numero de citas intermedias (o recitaciones) por paciente
= Numero de hospitalizaciones por paciente
= Numero de reingresos por paciente

= Recursos requeridos (p.e. camas, sillones de tratamiento)
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= Capacidad asistencial del servicio

= Coste econémico del proceso asistencial

= Tasa de errores en la prescripcion

= Numero de eventos adversos por paciente

= Tasa de procedimientos repetidos

= Variabilidad asistencial inter e intracentro (o servicio)

= Tiempos de espera de los pacientes

= Tasa de involucracién (y abandono) en programas de cribado

= Calidad de vida (desviacién respecto a estandares poblacionales)
= Calidad de los registros de biobancos

Berner en [194] recoge la opinién de varios autores sobre lo adecuado de usar las métricas de
eficiencia para evaluar sistemas de ayuda al diagndstico, ya que reflejan mas adecuadamente que
la métricas de eficacia el impacto producido en el proceso asistencial aplicado sobre el paciente.

19.1.3. Métricas temporales de la intervencion

El consumo de tiempo del médico que requiere la decision es otro de los aspectos interesantes
a medir cuando esta se apoya en un CDSS. Como premisa, un profesional quiere un sistema de
ayuda a la decisién que le permita resolver los casos convencionales en 30 segundos, y le ayude
a profundizar de forma analitica y comparativa en casos complejos.

Por lo tanto, no suele ser el tiempo la variable a minimizar de forma absoluta, pero si que
debe tenerse en cuenta para mejorar la usabilidad de los interfaces de usuario, y para medir el
posible impacto en la planificacion de los recursos del sistema sanitario.

Sintchenko [181] observé en la prescripcién de antibidticos en pacientes con neumonia aso-
ciada a la ventilacién automética un aumento de 113 segundos a 245 segundos provocado por
el CDSS. Los autores del estudio identificaron como posible causa la falta de entrenamiento
del personal sanitario con el sistema, y no queda claro si la reduccion de variabilidad obtenida
compensaba el tiempo extra de intervencion.

La mediciéon del tiempo empleado puede extenderse a nivel de proceso asistencial, por lo que
podria considerarse a si mismo una métrica de evaluacion de la eficiencia.

19.1.4. Otras métricas de evaluacion

Otras métricas utilizadas en los estudios pueden referirse a la percepcion que tiene el personal
sanitario y/o de los pacientes del efecto sobre la intervencién del CDSS.

Holbrook et al. [197] midieron, como indicador complementario, el optimismo de los pacientes
crénicos de diabetes 11 después del ensayo. Para ello, preguntaron a los pacientes sobre el efecto del
sistema en el control de su diabetes, sobre la relacién con sus proveedores de servicios sanitarios
y sobre la calidad asistencial.

Sintchenko en [181] midié la confianza de los médicos al utilizar los CDSS, sin observar
mejoras significativas en sus resultados. En escenarios como la confirmacién diagndstica del cancer
de mama durante el cribado se puede observar que la tasa de citas intermedias por paciente puede
considerarse elevada, siendo posiblemente sintoma de incertidumbre en la decisiéon diagnoéstica,
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mostrando la necesidad de la adapticion de programadas de ayuda a la decisién que mejoren el
proceso.

Algunos directivos de Sistemas de Informacién en Salud consideran que la evaluacion de los
sistemas informaticos no debe realizarse mediante métricas de eficiencia sanitaria, ya que conside-
ran estas métricas influidas por multiples factores. Algunas iniciativas como European Institute
for Health Records (EUROREC)® han definido indicadores de calidad de HIS que incluyen fun-
cionalidades de alertas médicas, sin embargo no incluyen muchas otras de las funcionalidades de
los CDSS (ver seccién 1.3).

19.1.5. Meétricas compuestas

Los estudios centrados en la mejora de la calidad asistencial puede que necesiten métricas
diferentes al acierto diagndstico, la precision prondstica, o el riesgo. La calidad asistencial puede
medirse mediante diferentes indicadores, generalmente calculados mediante la composicién de
varias observaciones.

Holbrook et al. [197] definieron una métrica compuesta por ocho factores de riesgo (pre-
sion sanguinea, colesterol, hemoglobina glucosilada, peso, dieta, problemas en el higado, habito
tabdquico) para crénicos de diabetes tipo IT para medir la calidad del cuidado de la enfermedad.

Sintchenko en [181] propone una métrica compuesta por la tasa de adopcién del CDSS y la
eficacia obtenida al usarlo.

Ramnarayan en [196] propone una métrica para medir conjuntamente la eficacia y la eficiencia
de la ayuda de un CDSS que sugiere un conjunto de diagnésticos llamado plan. La métrica de
Ramnarayan estd compuesta por un factor de calidad diagnéstica (DQS: diagnostic quality score)
y un factor de calidad del gestién clinica (MQS: management quality score). Ambos factores son
calculados como funciones de cada diagndstico sugerido por el plan, la especifidad del plan y la
sensibilidad del plan. Sin embargo, DQS pondera cada diagnéstico sugerido en funcién de su
verosimilitud vistas las caracteristicas clinicas (eficacia) y la relevancia clinica del diagndstico;
miesntras que MQS pondera cada diagnéstico en funcién de lo apropiado que es para el proceso
dignéstico y lo seguro que resulta la situacion clinica para el paciente.

19.2. Contraste de hipotesis

Para poder saber si el efecto de un CDSS supone una mejora en la tarea intervenida se debe
comparar con la practica médica habitual mediante una métrica de evaluacion. Un contraste de
hipdtesis nos permitira tener la evidencia estadistica del efecto del CDSS en el &mbito médico.

Una hipdtesis estadistica es la asuncién sobre una o varias poblaciones. Esta hipétesis puede
ser cierta o falsa. Un decisor puede aceptar o rechazar la hipotesis mediante un contraste de
hipdtesis basandose en la informacién extraida de muestras S de la poblacién.

Se suele formular la hipétesis con intencién de rechazarla, por lo que se llama hipdtesis nula
y se designa como Hy. Rechazar la hipdtesis nula implica aceptar la hipdtesis alternativa, Hi.
Podemos tomar como hipétesis nula que la diferencia entre el valor que toma una variable (p.e.
la métrica de evaluacién) en dos poblaciones (una intervenida y otra control) es debida al azar,
y por lo tanto no hay diferencia (0 = 6); la hip6tesis alternativa podria ser que hay diferencia
(0 # 0y, constraste bilateral), que 6§ > 6 (contraste lateral izquierdo), o que theta < thetag
(contraste lateral derecho).

Si un decisor rechaza la hipdtesis nula Hy cuando es verdadera, entonces se dice que come-
te un error de tipo I (tipicamente un falso positivo), siendo la probabilidad de esta situacién

ahttp://www.eurorec.org
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a = p(rechazar Ho|Hy verdadera), y se define como nivel de significacién del contraste (llamén-
dose nivel de confianza a 1 — «). Si un decisor acepta Hp cuando es falsa, entonces comete
un error de tipo II (tipicamente un falso negativo), siendo la probabilidad de esta circunstan-
cia 8 = p(aceptar Hy|Hy falsa). Ademés, a la probabilidad de aceptar H; cuando es verdadera
p(aceptar Hq|H; verdadera) = 1 — (3 se le llama em potencia de contraste. La tabla 19.1 resume
estas situaciones.

Tabla 19.1: Situaciones en un contraste de hipdtesis.

Aceptar Hy Rechazar Hy

Hy cierta Correcto Error tipo I (o)

Hy falsa  Error tipo II () Correcto

Normalmente se espera que la probabilidad « de cometer errores de tipo I sea inferior a
0,05, aunque también se usan otros niveles como o < 0,1 o a < 0,01 para adoptar niveles de
significacién mas relajados o estrictas. Por otro lado, la probabilidad § de errores de tipo II se
espera que sea inferior a 0,02 o a 0,01, lo que implica una potencia de constraste de 0,08 o 0,09,
respectivamente.

Se debe elegir un estadistico TP cuya distribucién de probabilidad F(T|f) est4 relacionada
con la hipétesis en estudio y es conocida. El contraste de hipétesis sera la funcion:

o)1 T®e0
(S) = (19.1)
0 TS ¢

donde § = 1 indica que debemos rechazar la hipétesis nula Hy (y aceptar Hi), mientras que
S = 0 indica que no hay evidencias para rechazar Hy. €2 es la regién de rechazo, y se debe elegir
de tal manera que la probabilidad de que ¢(S) caiga es su interior sea baja si Hy es verdadera,
concretamente su probabilidad se establece al nivel de significacién « del contraste.

Asi por ejemplo, si establecemos el nivel de significacién a < 0,05 para un contraste bilateral
de hipdétesis basdndonos en un estadistico con distribucién gaussiana, entonces la probabilidad
de la regién de rechazo F(Q) = 0,05, debe distribuirse en ambas colas de la distribucién, Q =
(—o0,t_] U [t4,00), siendo F(T < t_) = 0,025y F(T > t4) = 0,025 y por lo t_ = —1,96 y
t+ = 1,96. Por lo tanto, la hipdtesis nula Hy se rechaza si el valor del estadistico T" es inferior a
—1,96 o superior a 1,96. Si el contraste fuera lateral derecho, entonces F(Q2) = F(T > t;) = 0,05,
por lo que la hipétesis nula es rechazada si T' > 1,65.

En caso de realizar multiples test sobre nuestra muestra debe tenerse en cuenta la posibilidad
de obtener rechazos de hipdtesis nula simplemente por repeticién del test. Debe por lo tanto
aplicarse una correccion por multiple test para evitar conclusiones incorrectas. Bonferroni y
False Discovery Rate (FDR) son algunas técnicas para este propdsito.

19.2.1. Contrastes de dos distribuciones normales independien-
tes

Vamos a comparar los valores que toman dos poblaciones gaussianas, X1 ~ N (,ul,a%) y

Xy ~ N(uz,03), de las que se han obtenido de forma independiente dos muestras S; y Sz de
tamanos Nj y No. En las evaluaciones, tipicamente, cada una de las muestras corresponde a un

bUn estadistico (muestral) es un valor en funcién de la muestra.
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grupo de pacientes intervencion sobre el que se aplica un CDSS y un grupo control, sobre el que
se realiza la préctica habitual sin CDSS.

Como decimos, nos centraremos en distribuciones normales, lo que requiere la comprobacion
de dicha hipétesis mediante métodos gréaficos (p.e. histogramas, diagramas de cajas o graficos
de normalidad) como mediante test estadisticos (test de Kolmogorov-Smirnov, test de Shapiro-
Wilks). Si estos test no se cumplen, deberemos usar pruebas no paramétricas en lugar de los
métodos expuestos aqui.

Asf pues, estudiaremos una serie de test relacionados con la diferencia entre las medias de
las poblaciones,

HO U — (2 = 0, (192)

asumiendo ciertas consideraciones sobre las varianzas.

Contrastes de medias con varianzas conocidas

Estamos interesados en estudiar la diferencia entre las medias de las dos distribuciones (ecua~
cién 19.2), y asumimos conocidas las varianzas poblacionales, por lo que el estadistico

X - X
Z=-"~—=2 ~ N(0,1), (19.3)
97 93
Vo TR,
que en el contraste bilateral con hipotesis alternativa

H1 D1 — M2 75 0, (19.4)

st |Z] > z1_4 /2, entonces rechazamos Hp; y en un contraste lateral derecho con hipdtesis alter-
nativa
H M1 — pg > O, (195)

si Z > z1_q, entonces rechazamos Hy, siendo z, el cuantil v de la distribucién N(0,1).

Comparacién de medias homocedaticas

Seguimos interesados en comparar las medias de dos distribuciones (ecuacién 19.2), pero
ahora desconocemos sus varianzas, aunque sabemos que son iguales, por lo que utilizaremos el
siguiente estadistico: B ~

X1 — Xy
T'= —F——— ~1Intne-2, (19.6)
S./-L + 1
N T
donde S? es la cuasivarianza muestral ponderada de S7 y S5 es,

go_ (M —1ST+ (N2~ 1S
Ni+ No—2
Y tN +No—2,1—a ©s la distribucién t de student con Ny + Na — 2 grados de libertad.
En el contraste bilateral con hipdtesis alternativa

Hy:py —pg #0, (19.7)

si[T] > tn,4Ny—2,1—a/2, €ntonces rechazamos Hp; y en un contraste lateral derecho con hipdtesis
alternativa
Hy:py — pg >0, (19.8)

si T > tn,1Ny—2,1-a, entonces rechazamos Hy, siendo t4 . el cuantil v de la distribucién t de
student con df grados de libertad.
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Comparacién de medias no homocedasticas

Ahora seguimos interesados en comparar las medias de dos distribuciones (ecuacién 19.2),
pero ahora desconocemos sus varianzas, y ademéas son significativamente diferentes, por lo que
debemos modificar el estadistico de la siguiente forma:

X, - X

T="122 gy, (19.9)
5t 53
w TN

donde ¢y es la distribucién t de student con f grados de libertad,
52 82
(3 + 7
1S3 1/ S2
Ni+1 (ﬁp + No+1 (]Tl;)2

De nuevo, en el contraste bilateral con hipdtesis alternativa

Hy:pp —pe #0, (19.10)

si |T| > tg1_q/2, entonces rechazamos Hp; y en un contraste lateral derecho con hipétesis alter-
nativa
Hy:pg — po >0, (19411)

si T > tf1_q, entonces rechazamos Hy, siendo ¢y el cuantil v de la distribucién t de student
con f grados de libertad.

Comparacién de medias ponderadas no homocedasticas

Una forma de tener en cuenta la agrupacién de pacientes en factores naturales (p.e. pertenecer
a un mismo centro de salud, ser diagnosticados por un mismo médico, pertenecer a la misma
familia, pertenecer al mismo grupo social, etc) es realizar el test estadistico sobre los resultados de
la evaluacién sobre los grupos en lugar de realizarlo directamente sobre los pacientes individuales.
De forma general, los grupos no tienen que estar compuestos por el mismo nimero de pacientes,
por lo que no serfa correcto asignar el mismo peso a cada grupo en el estudio, tal como lo harfa
el célculo de una media aritmética. Podemos tener en cuenta que los grupos tienen diferente
nimero de pacientes mediante el cdlculo de medias ponderadas, y realizar un test estadistico de
comparacion de dichas medias que exprese esta circunstancia.

Sea Xi;, una muestra i al que se ha asignado un peso w; procedende del conjunto X; de N;
elementos, y sea X; una muestra j con peso w} procedente del conjunto Xy de Ny elementos,
independiente de Xj.

Asumimos que todas las muestras Xiy;,7 = 1,..., N7 siguen una distribucién normal con
media g1 y que las muestras Xoj;,j = 1,..., Na siguen una distribucién con media po,
e
Xy~ N(pp, —2),i=1,...,Ny (19.12)
wj
(5
XZjNN(MZE)?J:l)'“:N?v (1913)

J

y que va:ll w; =1y Zé\fjl w; = 1; y calculamos las medias ponderadas de cada grupo como

Ny
X1=) wiXy (19.14)
i=1
N
Xy = ng.xzj. (19.15)
j=1
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Al igual que en 19.2, podemos estudiar si las medias p; y po son iguales, asumiendo la
siguiente hipdtesis nula:

H() L1 — M2 = 07 (19.16)
desconocidas a1 y ag. Para ello, planteamos necesitaremos el estadistico:
X1 - Xy
T=1"22 g, 19.17
Varta oA
donde &; = % y Qo = %, siendo S; = Zivzll wi( X1 — X1)?y S = Z;V:zl wi(Xo; — X%y
donde t, es la distribucién t de student con u grados de libertad,
(d1 + d2)2
T &

]
Ni—1 + No—1

En el contraste bilateral con hipdtesis alternativa
Hy:pg —pg #0, (19.18)

si |T| > ty,1-q/2, entonces rechazamos Hp; y en un contraste lateral derecho con hipétesis alter-
nativa
Hi : py — po >0, (19.19)

si T > ty,1—q, entonces rechazamos Hy, siendo ¢, el cuantil v de la distribucién t de student
con u grados de libertad.

19.2.2. Contrastes sobre la diferencia de proporciones

Las métricas de evaluacién suelen ser variables derivadas de respuestas dicotémicas (distribu-
ciones de Bernoulli). Por ejemplo, el accuracy (acierto) (acc) es la proporcién de muestras donde
el clasificador acierta respecto al total de muestras evaluadas. El niimero de aciertos en cada
muestra tendra una distribucién binomial, por lo que la proporcién serd de un modo aproximado
un distribucién normal.

Py ~ N(p1, w) (19.20)
Py~ N(ps, Pz(lz\; PZ)) (19.21)
(19.22)

Nos interesa comprobar si las proporciones p; y p2 son iguales, por lo que definimos la
hipétesis nula como
HO tp1—p2 = 07 (1923)

y planteamos el estadistico
P1— D2
n(d-p1) | pa(1-p2)
1 Nl 1 + 2 NZ 2

Z = ~ N(0,1) (19.24)

que en el contraste bilateral con hipotesis alternativa
Hy:p1—p2 #0, (19.25)

si |Z] > z1_q/2, entonces rechazamos Ho; y en un contraste lateral derecho con hipétesis alter-
nativa
H, tp1—p2 >0, (19.26)

si Z > z1_q, entonces rechazamos Hy, siendo z, el cuantil v de la distribucién N(0,1).
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19.2.3. Otros contrastes de hipdtesis

Debe elegirse el contraste de hipdtesis adecuado dependiendo del estudio y de la métrica de
evaluacién. La tabla 19.2 puede ser de utilidad para elegir el test estadistico a utilizar dependiendo
del objetivo y del tipo de métrica.

19.2.4. Estimacion del tamano muestral

Cuando se realiza la evaluacién de un sistema de ayuda a la decisiéon de forma descriptiva
(v no comparativa), podemos calcular el tamafio muestral de nuestro experimento mediante los
métodos presentados en 14.2.1.

Para la evaluacién comparativa de un sistema de ayuda a la decisién (u otra intervencién)
se debe estimar el tamafno de la muestral necesario para realizar un contraste de hipdtesis con
cierto nivel de significacién («) y potencia (1 —3). A continuacién veremos como calcularlo para
la comparacién de medias y la comparaciéon de proporciones®.

Estimacién del tamano muestral para la comparaciéon de proporciones

En el contraste sobre la diferencia de proporciones hemos supuesto que la estimacion de la
ﬁl(}\;ﬁl) n ﬁz(}vfﬁz)’ por lo que
el intervalo en el que confiamos al 1 — a que esté contenido el valor real de la diferencia p; — po

es

diferencia de proporciones p; — ps tiene un error estandar SE =

p1— P2 € p1 — P2 £ 24/25E.

Asumiendo que se quiere realizar un estudio con N1+ Ny = N muestras, que esperamos unas
proporciones p1, pe y teniendo en cuenta el nivel de significancia « y la potencia 1 — 3, se puede
calcular N como

2(Za/2\/2ﬁm(1 _ﬁm) + ZB\/ﬁl(l _131) +ﬁ2(1 _ﬁQ))Q
(P1 — p2)?

N = , (19.27)

donde p,, = @.

Il Ejemplo 19.1 (Tamano muestral en la evaluacién de CDSS en talasemias)

Se quiere comparar la eficacia obtenida mediante el uso de un CDSS en el diagnéstico de anemias

talasémicas con el procedimiento diagnéstico habitual. Estudios preliminares indican que la efica-

cia del procedimiento habitual es de py = 0,75, mientras que se espera aumentar hasta pc = 0,9

mediante el CDSS. ;Cudl es el nimero de muestras necesarias para realizar un contraste de

comparacién de proporciones con un nivel de confianza o = 0,05 y una potencia 1 — 8 = 0,97
La aplicacién directa de 19.27 indica que se debe realizar una captura de N = 266 casos para

la comparar efecto del CDSS con el procedimiento habitual.

Estimacién del tamano muestral para la comparacién de medias

De forma similar a la comparacion de proporciones, podemos estimar el tamano muestral
N = Nj + N3 necesario para realizar una comparacién de dos medias jig, ji2 de varianza igual y
conocida o2 teniendo en cuenta el nivel de significancia o y la potencia 1 — 3 como

B 402(za/2 + z5)?

N ——
(i — fi2)?

(19.28)

°Podemos encontrar unas calculadoras de los métodos a continuacién explicados en http://www.rad.
jhmi.edu/jeng/javarad/samplesize
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Tabla 19.2: Test estadistico adecuado dependiendo del objetivo y del tipo de métrica.

Tipo de métrica

Objetivo Medida (Gaus- Medida (No Rangos, pun- Tiempo de supervi-

siana) Gaussiana) tuaciones y bi- vencia

nomial (2 po-
sibles valores)

Comparacién de t-test (1 mues- Wilcoxon x?%, Binomial
muestra con po- tra)
blacién
Comparacién de t-test (no parea- Mann- Fisher’s, x?, Log-rank, Mantel-
dos muestras no do) Whitney Binomial Haenszel
pareadas
Comparacién de t-test (pareado)  Wilcoxon McNemar’s Regresion de ries-
dos muestras pa- gos proporcionales
readas condicionales
Comparaciéon de andlisis de va- Kruskal- 2 Regresion de ries-
tres o mas mues- rianza (one-way Wallis gos proporcionales
tras no pareadas anova) condicionales
Comparacién de anélisis de Friedman Cochrane Q Regresion de ries-
tres o mas mues- varianza gos proporcionales
tras pareadas (repeated- condicionales

measures anova)
Comparacién de t-test (no parea- Mann- Fisher’s, x?, Log-rank, Mantel-
muestras no pa- do) Whitney Binomial Haenszel
readas
Comparacién de t-test (pareado)  Wilcoxon McNemar’s Regresion de ries-

muestras parea-
das

gos proporcionales
condicionales

Asociacién entre
dos variables

Pearson correla-
tion

Spearman co-
rrelation

Contingency
coefficientes

Valor predictivo
desde otra varia-
ble medida

Regresion  lineal
simple o regre-
sién no-lineal

regresiéon  no-
paramétrica

Regresiéon  lo-
gistica simple

Regresion de ries-
gos proporcionales
condicionales

Valor predictivo
desde otra varia-
ble medida

Regresion  lineal
multiple o
gresién no-lineal
muiltiple

re-

Regresiéon  lo-
gistica multi-
ple

Regresion de ries-
gos proporcionales
condicionales
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19.3. Prueba Controlada Aleatoria (RCT)

Los efectos de correlacién entre las muestras (p.e. por encontrarse en un mismo grupo po-
blacional o un mismo hospital) y la contaminacién durante el experimento (p.e. provocado por
el efecto indirecto de la intervencién en los pacientes de control), suelen corregirse mediante el
agrupamiento de pacientes y el aumento del tamano muestral. Veremos estas correcciones en la
seccion 19.3.1.

19.3. Prueba Controlada Aleatoria (RCT)

RCT (del inglés Randomized Controlled Trial) es un tipo de experimentacién cientifica am-
pliamente utilizado para comprobar la eficacia y eficiencia de tecnologias, servicios, y tratamien-
tos médicos. En una RCT los individuos son asignados aleatoriamented a un grupo intervencion,
sobre el aplica la tecnologia experimental, o a un grupo control sobre el que se sigue aplicando
la metodologia habitual.

Etapas de un RCT

Una RCT consta de tres etapas sucesivas:

1. Diseno del estudio.

Contribuye en un 30 %-40 % a la validez y fiabilidad de la prueba, y consiste de las siguientes
tareas:

= Configuracién del protocolo

Donde se elabora el documento marco del estudio, y se recoge el diseno del mismo,
que serd utilizado durante su desarrollo.

= Definicién de las métricas de evaluacion

Elegimos la métrica primaria y las secundarias a estudiar, con el fin de ofrecer la
maxima evidencia del valor afiadido del estudio.

= Definicién de los estudios de inclusion y exclusién de pacientes
Deben definirse los pacientes que se beneficiaran de la intervencion, atendiendo a

la proteccién de pacientes definida por la ICH Guideline on Good Clinical Practice
(ICH E6).

= Plan del andlisis estadistico y tamano de la muestra

En esta tarea debe especificarse, para cada métrica de evaluacién, el estudio estadis-
tico a realizar. Para comparar los valores obtenidos para cada métrica de evaluacién
en los grupos intervencion y control elegiremos un contraste de hipotesis adecuado
segun el tipo de variable aleatoria que sea la métrica (ver seccién 19.2).

Por motivos éticos y econdémicos, debe minimizarse el tamafnio de la muestra utiliza-
da en la prueba asegurando el nivel de significancia y la potencia del estudio, por
lo que deberemos estimar el tamafno idéneo de la misma, como estudiamos en la
seccién 19.2.4.

= Diseno de formularios para el registro de casos

Debe disenarse el formulario y los campos que contendrd cada caso, para ello se
seguird el protocolo del estudio.

dSi bien el método de aleatoriedad completa es el bésico, existen diferentes alternativas para realizar
esta asignacién con el fin de corregir desbalanceos entre grupos o por superar restricciones éticas (ver
Wikipedia: Randomized Controlled Trial).
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= Diseno logistico de la realizacién del estudio

Deben reservarse los recursos y tiempo necesarios para realizar el estudio, asi como
prever posibles contingencias y dotar de mecanismos para solucionarlas.

2. Realizacién del estudio

La realizacién del estudio supone entre el 50 % y el 60 % de la calidad del mismo. Durante
la realizacion se deben abordar las siguientes tareas:

= Aleatorizacién de casos
Esta tarea es la encargada de asignar a cada paciente un grupo de estudio, y puede
seguir diferentes estrategias: aleatorizacién completa, permutacién de bloques (para
formar el balanceo de clases), aleatorizacién adaptativa por la covarianza, etc.

= Enmascaramiento
Cuando evaluamos CDSS no tiene mucho sentido hablar de test ciegos o doble ciegos,
ya que para el paciente es trasparente el método por el que decide el médico, y el
médico sabe si estd utilizando el CDSS o no; en cualquier caso, debe minimizarse en
lo posible la contaminacién entre los grupos intervencion y control.

= Diseno del repositorio de informacién del ensayo
Es necesario un repositorio digital més o menos sofisticados para registrar la infor-
macién obtenida durante la prueba. Cada vez mas se buscan soluciones integradas
con la historia clinica electrénica de los pacientes para evitar duplicados y registrar
eventos asociados a los ensayos de forma auténoma.

= Monitorizacién del estudio
Debe asegurarse el desarrollo, registro y recopilacion de los datos siguiendo riguro-
samente el protocolo del estudio para aumentar la calidad del mismo al maximo. En
la medida de lo posible, la monitorizacién debe realizarla personal externo al grupo
investigador de la intervencion.

3. Anélisis estadistico e informe de resultados

Esta tiltima etapa supone entre el 10 % y el 20 % de la calidad del estudio, ya que depende
en gran medida de la planificacién del anélisis estadistico y del desarrollo del estudio como
entradas de la etapa.

En andlisis estadistico seguira el plan desarrollado durante el diseno del estudio. El informe
y sus conclusiones debe publicarse en publicaciones cientificas del dominio de la aplicacién
y/o de ayuda a la decisién médica. Deben reflejarse los detalles necesarios para reproducir
el estudio y deben presentarse las consideraciones éticas derivadas del mismo.

Il Ejemplo 19.2 (RCT de un CDSS para tumores cerebrales)

El equipo multidisciplinar de ayuda a la decisiéon de un Sistema de Salud desea evaluar el valor
anadido que aporta un CDSS a la eficacia del diagndstico radiolégico de tumores cerebrales
mediante espectroscopia de resonancia magnética.

Por lo tanto, se plantea comprobar mediante un RCT que un radiélogo que dispone del CDSS
acierta mas en el diagndstico que un radiélogo sin el CDSS. El sistema de salud en el que han
implantado el sistema dispone de un nimero suficiente de radiélogos, pero ha reservado recursos
para involucrar a 34 de ellos en el estudio.

Tras la etapa de desarrollo del estudio, se obtuvo del resultado del estudio que resume la
tabla 19.3° por radidlogo.

¢Basado en Kerry SM, Bland JM, BMJ,1998;316:54
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19.3. Prueba Controlada Aleatoria (RCT)

Tabla 19.3: RCT para la evaluacion comparativa del valor anadido de un CDSS. Se resume
el resutado del ensayo por radidlogo, como porcentaje de pacientes donde se acierta el
diagndstico (en comparacién con la histopatologia).

Grupo intervencién  Grupo control

Aciertos  Total | Aciertos Total
20 20 7 7
7 7 33 37
15 16 32 38
28 31 23 28
18 20 16 20
21 24 15 19
6 7 7 9
5 6 19 25
25 30 90 120
53 66 64 88
4 5 15 22
33 43 52 76
32 43 14 21
16 23 83 126
44 64 14 22
4 6 21 34
10 18 4 10
341 429 509 702
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Si ace; (de intervencién) a la proporcién de aciertos mediante el uso del CDSS y acc. (de
control) a la proporcién de aciertos de un caso sin el uso del CDSS, podemos enunciar las hipétesis
nula y alternativa del constraste sobre la diferencia de proporciones (seccién 19.2.2) como:

Hy : acc; = acc.Hi @ ace; > acce,

que como vemos en Hi es un contraste lateral derecho ya que el interés esta en comprobar si el
uso de CDSS mejora el acierto del radidlogo.

Con la muestra obtenida y asumiendo independencia entre los casos, a través del test de
diferencia de proporciones 19.2.2, podemos decir que la diferencia de 0,07 entre las proporciones
de acierto al usar CDSS y no usarlo es significativa con un nivel a = 0,004.

19.3.1. Limitaciones de las pruebas controladas aleatorias

En la préctica, las condiciones de los entornos reales llevan a dos efectos no deseados en las
pruebas: la correlacién y la contaminacion de las muestras [198].

Una limitacién de las pruebas controladas aleatorias sobre pacientes individuales es no tener
en cuenta que estos pacientes pueden estar agrupados por factores comunes como pertenecer
a la misma familia, ir al mismo hospital, o, sobretodo, ser atendido por el mismo médico. No
tener en cuenta este agrupamiento natural de pacientes, puede llevar a conclusiones erroneas
debido a la correlacion entre los pacientes y a la contaminacion que se produce en el grupo
de pacientes control a través del beneficio indirecto de la intervencién. Para solucionar este
problema, es necesario incorporar los agrupamientos naturales de pacientes en el andlisis de las
pruebas controladas aleatorias [198].

La contaminacion es la extension del efecto de la intervencién de un grupo a otro. Puede
ocurrir cuando el grupo control estd expuesto a la intervencién o el grupo intervencion esta
expuesto a tratamiento control. El medio de transmisién puede ser el propio médico involucrado
en el experimento, ya que puede aplicar la experiencia obtenida durante la intervencién en
los pacientes control. También los propios pacientes pueden ser el medio de transmisiéon en
ciertos ensayos por estar préximos fisicamente o relacionados entre si. La consecuencia de la
contaminacién es la atenuacién de la intervencién y por lo tanto una tendencia a obtener un
resultado del ensayo falsamente negativo. Las soluciones a la contaminacién pueden ser dos:

= Aumentar el tamano muestral del experimento en un factor 1 L siendo

(1—contamination
contamination la proporcion del efecto atenuado; lo que, por lo tanto, reducira el efecto

relativo de la contaminacién en la comparacién.

= Separar los sujetos control de los sujetos intervencion, que elimina el efecto de la contami-
nacion.

La correlacion entre los pacientes de un agrupamiento puede deberse a la pertenencia a
grupos poblacionales comunes (edad, sexo, localizacién, etc). Ademds, pacientes visitados por el
mismo médico pueden recibir tratamientos mas parecidos que pacientes visitados por diferentes
médicos. Por ltimo, la correlacion puede deberse a transmisiones directas entre pacientes, que
pueden ser debidas a genotipos familiares, o hédbitos o comportamientos comunes. A su vez, los
médicos de un mismo servicio u hospital también estaran influidos por las mismas condiciones
del entorno, por lo que su comportamiento también podra tener una correlaciéon positiva.

Si existe correlacién entre pacientes de un agrupamiento pero no se consideran en el estudio,
pueden darse las siguientes circunstancias:

= Si los agrupamientos se producen entre los pacientes del grupo de intervencién y del grupo
control (circunstancia mas comun), el resultado de la prueba tenderd a ocultar la posible
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diferencia significativa entre los grupos de estudio, aumentando la varianza de cada grupo
innecesariamente, por lo tanto a un resultado falsamente negativo del ensayo. Si en el
experimento se tienen en cuenta estos agrupamientos, se podra disminuir la varianza,
obteniendo estimaciones mas precisas de los estadisticos de comparacion.

= Si los agrupamientos tienen pacientes control o pacientes intervencién pero no de ambos,
entonces el resultado puede llevar a resultados falsamente positivos en el ensayo, ya que la
diferencia entre agrupamientos contribuye a la diferencia entre el grupo intervencién y el
grupo control, y deberia tenerse en cuenta en la varianza de la estimacién.

Podemos corregir el efecto de la correlacion multiplicando el tamano de la muestra en un

2
[ox . . . .
factor Deff =1+ (m —1)p, donde p = ﬁ y Uf, o2 son las desviaciones intra e inter-grupo
b w
respectivamente.
Otra forma de solucionar la correlacién entre casos es tener en cuenta los grupos naturales

que forman, disenando Prueba controlada aleatoria por grupos (clustered RCT) (CRCT).

Prueba Controlada Aleatoria por grupos

Una CRCT tiene en cuenta covariables que agrupan a los casos en conjuntos naturales y
resolviendo la comparacion entre la intervencién y el control teniendo en cuenta estos grupos
naturales. En el siguiente ejemplo veremos como tratar este problema mediante el contraste de
medias ponderadas vista en la seccién 19.2.1.

Il Ejemplo 19.3 (CRCT de un CDSS para tumores cerebrales (cont. ejemplo 19.3))
El resultado del ejemplo 19.3 puede considerarse optimista debido a la correlaciéon que puede
haber entre los pacientes de un mismo radiélogo. Como disponemos de los resultados del es-
tudio agrupados por radidlogo, podemos aplicar el contraste de medias ponderadas vista en la
secci6én 19.2.1.

Con la muestra obtenida y teniendo en cuenta la agrupacién por radiélogo de los pacientes,
estudiamos la media del acierto de los radidlgogos, pudiendo decir que la diferencia de 0,07
entre la media de acierto de cada radidlogo al usar CDSS y no usarlo es significativa con un
nivel a = 0,03. Claramente este resultado corrige el optimismo del ejemplo 19.3 por no tener en
cuenta el agrupamiento por radidlogo.

19.4. Evaluacién de la aceptabilidad del CDSS

La utilidad y usabilidad percibidas por los usuarios son buenos indicadores de la actitud que
luego tendran en el momento de utilizar un sistema informético si se incorpora en sus procesos
de trabajo.

La utilidad percibida se define como el grado que una persona cree que el uso de un sistema
particular aumentard el rendimiento de su trabajo. La usabilidad percibida se define como el
grado que una persona cree que podrd usar un software sin esfuerzo. TAM es una teoria de
sistemas de informacién que modela la aceptabilidad y uso de una tecnologia basada en la
utilidad percibida y la usabilidad percibida.

Davis establecié las bases del TAM para medir la aceptabilidad mediante la usabilidad y la
utilidad percibidas [157, 199]. Davis implementé TAM mediante un cuestionario de 12 preguntas
con respuestas en escala Likert (escala del 1 al 7 donde 1 es muy en desacuerdo y 7 es totalmente
de acuerdo). De las doce preguntas la mitad son sobre la utilidad percibida y la otra mitad sobre
la usabilidad percibida:

©)Juan M Garcia-Gomez et al. 343



Capitulo 19. Evaluacién de ayuda a la decision médica

. QL
. Q2.
. Q3.
. Q4.
. Q5.
= Q6.
. Q.
= Q8.

El uso del CDSS haria mas sencilla mi labor de atencién y seguimiento de pacientes
El uso del CDSS mejoraria la productividad de mi tarea

El CDSS mejoraria mi eficacia en la atencién y seguimiento de pacientes

El uso del CDSS en mi trabajo me permitiria cumplir mis tareas mas rapidamente
El uso del CDSS mejoraria la calidad de mi asistencia a pacientes

Encuentro el CDSS 1itil para mi trabajo de atencién y seguimiento de pacientes
Consideré que me sera facil aprender a utilizar el CDSS

Creo que seria sencillo para mi emplear el CDSS para realizar la tarea de atencién y

seguimiento de pacientes

. Q.

Mi interaccion con el CDSS seria clara y entendible

= Q10. La interaccién con el CDSS seria flexible

= Q11. Seria fécil para mi llegar a ser habil usando el CDSS

= QQ12. Considero que el CDSS sera facil de usar

De los resultados obtenidos midiendo la aceptabilidad con TAM mediante un RCT pueden
extraerse estadisticas descriptivas y realizar contrastes de hipétesis, tanto de las preguntas por
separadas como agrupadas por usabilidad y utilidad. Hay que tener en cuenta que la escala Likert
obtiene poblaciones no Gaussianas, por lo que serd mejor utilizar métodos para rangos.

19.5.

Notas bibliograficas

El efecto de los sistemas de ayuda a la decisién clinica sobre la préactica clinca ha sido evaluado
en (177, 200-202]

Pearson et al. [203] hacen una revisién del efecto de los sistemas de ayuda a la decisién
basandose en 56 articulos publicados en Medline, Embase y PsychINFO desde 1990 hasta 2007.

Friedman y Wyatt desarrollan en [204] un anélisis tedrico/practico sobre la evaluacién de
sistemas de salud.
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Apéndice A
Foros de CDSS

La tabla A.1 enumera los foros internacionales donde se promociona la investigacién, desa-
rrollo e implantacién de CDSS:

La tabla A.3 enumera las revistas y congresos cientificos con interés en las técnicas, desarrollo,
integracién y evaluacién de CDSS.
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Apéndice A. Foros de CDSS

Tabla A.3: Revistas y congresos en CDSS, revisado en Febrero de 2010.

Revista

Temas

AMCIS

Ayuda a la decisién

Artificial Intelligence in Medicine

Inteligencia artificial en medicina

BioMed Central cancer (BMC cancer)

Biomedicina

BMJ: British Medical Journal

Decisién Médica

Breast cancer research

Biomedicina

Breast Cancer Research And Treatment

Biomedicina

Decision Support Systems

Ayuda a la decisién

Engineering Applications of Artificial Intelligence

Sistemas inteligentes y Tecnolo-
gla Semantica

Evia (http://www.idi.aetic.es/evia)

Influencia en politicas de TIC Sa-
lud

IEEE Engineering in Medicine and Biology

Informatica Biomédica

IEEE Intelligent Systems

Sistemas inteligentes y Tecnolo-
gla Semantica

IEEE Transactions on Information Technology in
Biomedicine

Informatica Biomédica

INFORMED (Informética Médica)

Informatica Biomédica

International Journal of Medical Informatics

Informatica Biomédica

International Journal Of Technology Assessment (in
Health Care)

Informatica Biomédica

Journal of Biomedical Informatics

Informaética Biomédica

Journal of Clinical Oncology

Oncologia

Journal of Evaluation in Clinical Practice

Informatica Biomédica

Journal of Information Technology

TIC

Journal of the American Medical Informatics Asso-
ciation

Informatica Médica

Journal of Medical Internet Research

Informadtica Biomédica

Journal of Web Semantics

Sistemas inteligentes y Tecnolo-
gla Semantica

Medical Decision Making

Ayuda a la decisién

Medinfo

Informatica Biomédica

Medical Informatics and the Internet in Medicine

Informatica Biomédica

Medical Informatics Europe

Informatica Biomédica

MIE (Medical Informatics Europe)

Informatica Biomédica

Methods of Information in Medicine

Informatica Biomédica

New England Journal of Medicine

Evaluacién de sistemas informa-
ticos para la salud

©Juan M Garcia-Gomez et al.



Apéndice B
Listado de CDSS

B.1. Listado alfabético de CDSS con caracteristicas

La tabla B.1 y sucesivas incluyen el listado alfabético de CDSS encontrados en Abril de
2011. Se ha analizado el tipo de CDSS segun las caracteristicas: nivel de complejidad, forma
de interaccién con el usuario o servicio, tecnologia de inteligencia artificial utilizada, estado del
desarrollo y referencias principales.
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Apéndice C
Los actores en salud

La tendencia actual de la medicina es situar a un paciente activo en el centro de los servicios
sanitarios a través de grupos de profesionales multidisciplinares y recursos especializados.

Un equipo de atencién primaria puede estar formado como minimo por médicos de familia,
pediatras, enfermeros y administrativos. Generalmente, un médico de familia estard encarga-
do de atender entre 1.500 y 2.000 pacientes, realizando las tareas de diagndstico, tratamiento,
rehabilitacién y prevencién mediante consultas en un centro de salud o a domicilio, bajo una
planificacién programada o bajo demanda. Por su parte, la asignacién en pediatria se ajusta a
1.000 nifos. El servicio de enfermeria se planifica para atender a 2.000 pacientes por profesional
y centra su actividad en los cuidados, inyectables, extracciones y monitorizaciones a pacientes, el
adiestramiento a los pacientes para autocuidados, consultas especificas programadas y atencién
a domicilio. Generalmente, un centro de salud dispondra de un celador para la logistica asociada
a la informacién clinica y también necesitara de un conjunto de administrativos para gestionar
las citas previas, la asignacion de médicos y la tramitacién de analiticas, recetas y adquisicion de
senales e imdgenes biomédicas. Los problemas de salud més frecuentemente tratados en prima-
ria son la hipertension arterial, dislipemia, diabetes mellitus, EPOC, asma, artrosis, infecciones
(respiratorias, urinarias, digestivas, piel o mucosas, ojos u oidos), traumatismos no laborales,
depresiones, ansiedad, obesidad, insomnio, estrenimiento, y pacientes terminales.

La atencién secundaria estd formada principalmente por las especialidades médicas regula-
das a través del concurso-oposicién MIR (Médico Interno Residente). Las especialidades médicas
reconocidas por los paises de la Union Europea son: alergologia, anestesiologia y Reanimacién,
aparato Digestivo, cardiologia, endocrinologia y nutricién, geriatria, hematologia y hemoterapia,
infectologfa, hidrologia médica, medicina del deporte, medicina del trabajo (general y profesio-
nal), medicina familiar y comunitaria, medicina intensiva, medicina interna, medicina legal y
forense, medicina preventiva y salud publica (comunitaria y hospitalaria), nefrologia, neumolo-
gia, neurologia, oncologia médica, oncologia radioterdpica, pediatria, psiquiatria, rehabilitacién
y reumatologia.

Las especialidades quirirgicas (cirujanos) se dividen por sistemas: cirugia cardiovascular,
cirugia general y del aparato digestivo, cirugia oral y maxilofacial, cirugia pedidtrica, cirugia
pléastica, estética y reparadora, cirugia tordcica y neurocirugia.

Las especialidades médico-quirirgicas incluyen un tratamiento integral al paciente, esto es,
prevencion, diagndstico y tratamiento y se dividen en: angiologia cirugia vascular, dermatologia
médico-quirurgica y venereologia, estomatologia, obstetricia y ginecologia, odontologia, oftalmo-
logia, otorrinolaringologia, ortopedia y traumatologia y urologia.

Algunas especialidades de laboratorio pueden ser cubiertas por profesionales diferentes a la
medicina que también suelen tener su actividad regulada a través de exdmenes, como por ejemplo
RFIR (Radiofisica hospitalaria), EIR (Enfermero Interno Residente, para especialidades como
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matrona y salud mental), BIR (Bidlogo Interno Residente), el QIR (Quimico Interno Residente),
el FIR (Farmacéutico Interno Residente) y el PIR (Psic6logo Interno Residente). Las especiali-
dades de laboratorio dan apoyo a las demas, realizan diagndsticos y sugieren tratamientos a los
clinicos, siendo su relacién con el paciente indirecta. Las principales especialidades son: analisis
clinicos, anatomia patoldgica, bioquimica clinica, farmacologia clinica, inmunologia, medicina
nuclear, microbiologia y parasitologia, neurofisiologia clinica, y radiodiagnostico.

C.1. Ejemplos de organizaciones sanitarias

Revisaremos algunos ejemplos de sistemas sanitarios para ilustrar diversas formas de orga-
nizacién de la atencién sanitaria.

C.1.1. Sistema Nacional de Salud

El Sistema Nacional de Salud (SNS) aglutina las prestaciones sanitarias ptiblicas de Espafa
desde 1986, en que fue creado mediante la Ley 14/1986, de 25 de abril, General de Sanidad
(LGS). Dichas prestaciones son asumidas mayormente por las distintas Comunidades Auténomas
(CC.AA.) o por el Instituto Nacional de Gestién Sanitaria, si bien la Sanidad Exterior, las
Bases y coordinacion general de la sanidad y la Legislaciéon sobre productos farmacéuticos son
competencias exclusivas del Estado. La actividad de la prestacién sanitaria se armoniza mediante
el Consejo Interterritorial del SNS (CISNS).

Las competencias del Estado en el ambito sanitario son gestionadas por el Ministerio de
Sanidad?®. De la Secretarfa General de Sanidad dependen y se organizan la Direccién General
(D.G.) de Salud Publica y Sanidad Exterior, la D.G. Ordenacién Profesional, Cohesién del SNS y
Alta Inspeccién (que incluye el CISNS), la D.G. de Farmacia y productos Sanitarios, la Agencia
de Calidad del SNS, la Agencia Espanola de Medicamentos y Productos Sanitarios (AEMPS), la
Organizacién Nacional de Transplantes, el Instituto Nacional de Gestién Sanitaria y la Comisién
Nacional de Reproduccion Humana Asistida. Buena parte de esta organizaciéon viene derivada
de la Ley 16/2003 de cohesién y calidad del Sistema Nacional de Salud, donde una vez derivadas
las competencias a las CC.AA. se establecieron acciones de coordinacién (a través del CISNS y
se promovieron 6rganos especializados como la AEMPS y la Agencia de Calidad.

Cada CC.AA. tiene una figura administrativa y de gestién que integra los centros, servicios
y establecimientos que componen sus servicio de salud y la prestacién sanitaria de su poblacién.
Cada servicio de salud se constituye por un real decreto, por ejemplo el Servicio Andaluz de
Salud (SAS) atiende a més de ocho millones de habitantes de Andalucia.

C.1.2. Agencia Valenciana de Salud

La Ley 3/2003 de Ordenacién Sanitaria de la Comunidad Valenciana crea la Agencia Valen-
ciana de Salud (AVS) para la organizacién de los servicios sanitarios piblicos en la Comunidad
Valenciana. La estructura del sistema sanitario valenciano se estructura en tres niveles:

1. La Conselleria de Sanidad es el maximo 6rgano encargado de la direcciéon y ejecucién de
la politica del Consell de la Generalitat en materia de sanidad.

2. La AVS realiza la gestion y administracién del sistema valenciano de salud y de la presta-
cion sanitaria en la Comunidad Valenciana, incluyendo:

2En 2011, Miniterio de Sanidad, Politica Social e Igualdad.
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= Establecer y aplicar los criterios generales de coordinacién de todos los recursos y
medios sanitarios publicos de la Comunidad Valenciana.
= Establecer acuerdos, convenios y conciertos para la prestacion de los servicios, en

orden a la adecuada utilizacién de los recursos sanitarios ptiblicos, y el establecimiento
de férmulas de gestién integrada o compartida con entidades piblicas y privadas.

= Analizar y proponer a la Conselleria de Sanidad la constitucién de férmulas organi-
zativas para la provision y gestion de los servicios sanitarios.

= Autorizar y desarrollar en sus centros la creacién de nuevas unidades,/ férmulas or-
ganizativas como son las areas clinicas y las unidades de gestion clinica.

La AVS cuenta con una estructura central y una estructura periférica, basada en departa-
mentos de salud. Los érganos centrales son:

= El Consejo de Administracién, presidido por el Conseller de Sanidad y con represen-
tacién de la administracién y de los principales agentes sociales.

= El Consejo de Salud de la Comunidad Valenciana, como érgano superior colegiado
de caracter consultivo.

= Kl Director Gerente, que ejerce la direccién y gestién de la misma, pudiendo a su vez
ejercer la secretarfa autondémica de Sanidad. De la direccién gerente de la Agencia
dependen los cuatro directores de Asistencia Sanitaria de Zona, el Area de Coordi-
nacion y Planificacién y el Area de Informaética, Telecomunicaciones y Organizacién.
Los Sistemas de Informacién Sanitaria estén gestionados por esta tltima Area.

= Seis direcciones generales: Recursos Econémicos, Recursos Humanos, Asistencia Sa-
nitaria, Drogodependencias, Farmacia y Productos Sanitarios y Calidad y Atencién
al Paciente.

3. Los 22 Departamentos de Salud, equivalentes a las areas de salud previstas en la LGS, que
desarrollan las acciones de promocién, proteccion, prevencion, curaciéon y rehabilitacién
del estado de salud de sus poblaciones. En cada departamento de salud se garantizara
una adecuada ordenacién de la asistencia primaria y su coordinacion con la atencion es-
pecializada. La atencién primaria es el primer nivel de acceso y se presta principalmente
en los centros de atencién primaria. La atencién especializada es el segundo nivel de ac-
ceso a la sanidad publica e incluye la atencion hospitalaria, la atencién sociosanitaria, la
atencién psiquidtrica y salud mental, la atencién a drogodependencias y otros recursos de
atencion especializada, por ejemplo los centros de especialidades y de rehabilitacion, el
tratamiento de la insuficiencia renal crénica (didlisis), los centros de prevencién y control
de enfermedades de transmisién sexual y los centros de vacunaciones y consejos a viajeros
internacionales.

C.1.3. Departamento de Salud Valencia La Fe

El Departamento de Salud Valencia La Fe es el Departamento de referencia de la Comunidad
Valenciana, por lo que atiende las necesidades sanitarias de su 4rea de salud y estd abierto,
por su rol de referencia, a las demandas de otros departamentos y comunidades. Presta atenciéon
sanitaria universal, integral y personalizada en régimen comunitario, de urgencia, de ambulatorio,
de hospitalizacién y domiciliario.

El Departamento de Salud Valencia La Fe engloba el Hospital Universitari La Fe, el Centro
de Especialidades Ricardo Trénor, 7 centros de salud y 8 consultorios complementarios repartidos
en 6 municipios, atendiendo a una poblacién de mas de 250.000 habitantes.
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Un Centro de Especialidades es un centro asistencial de actividad programada de consultas
externas que atiende la patologia remitida por los centros de salud de los departamentos. Estos
centros prestan atencion personalizada en régimen ambulatorio en especialidades tales como me-
dicina digestiva, urologia, obstetricia, endocrinologia, neurologia, traumatologia, rehabilitacién,
dermatologia, odontologia, oftalmologia, ginecologia, reumatologia, cardiologia, neumologia, oto-
rrinolaringologia, cirugia, cirugia de mama, cirugia vascular y alergologia. También en dichos
centros desarrollan su actividad unidades especificas como la unidad de tabaquismo, la de pie
diabético, la de coloproctologia, etcétera.

C.1.4. Hospital Universitari La Fe

El Hospital Universitari La Fe se organiza en cuatro dreas y una macro-area, que conforman
la estructura de direccion del hospital junto con la direccién gerencial: el Area Quirtrgica y
de Criticos, el Area de Diagnostico y Farmacoterapia, el Area Ambulatoria vy de Alternativas
a la Hospitalizacién, el Area de Hospitalizacién y las Areas de Gestién Clinica, en las que se
incluyen el Area de aparato locomotor, rehabilitacion y neurociencias, el Area de Patologia
Médico-Quirtrgica del Adulto, el Areade Patologia Infantil y Mujer y el Area Médica de Atencién
Integral.

Las dreas clinicas se estructuran a su vez en otras areas. Por ejemplo, el Area de Patologia
Médico-Quirtrgica del Adulto contiene las areas del térax, del rinén, de tumores, del aparato
digestivo u otras unidades quirtrgicas del area de cirugia y servicios de apoyo. Estas areas clini-
cas agrupan los servicios y unidades por procesos clinicos comunes ofertados por el hospital. Por
ejemplo, el drea de tumores agrupa Oncologia Radioterapica, Oncologia, y Hematologia/Hemo-
terapia).

Cada servicio tiene personal facultativo, residentes, personal investigador y personal de planta
dirigido por un jefe de servicio. Algunos servicios tendran una plantilla heterogénea de faculta-
tivos, ademas de relaciones con otros servicios. Asi, el servicio de cirugia cardiovascular incluye
cirujanos y cardidlogos y se relaciona con el servicio de anestesiologia y reanimacion.

Las unidades sirven para coordinar a los distintos especialistas en el tratamiento de ciertas
patologias. Por ejemplo, la unidad de mama unifica toda la patologia de mama. Adem4s, los
cirujanos que componen la unidad se encuentran en continuo contacto con otros especialistas
relacionados con las patologias de la mama que forman parte funcional de la unidad. Por ejem-
plo, oncdlogos médicos y radioterapeutas, los radiélogos de la Unidad de Prevencién de Mama,
cirujanos plédsticos, psicélogos de apoyo y facultativos de medicina nuclear, anatomia patoldgica
o biologia molecular, entre otros.

La Fe es el Hospital Centro de Referencia del SNS para quemados criticos, trasplante re-
nal infantil, trasplante pulmonar, trasplante cardio-pulmonar, tratamiento de las infecciones os-
teoarticulares resistentes, trasplante de progenitores hematopoyéticos alogénico infantil, epilepsia
refractaria, ataxias y paraplejias hereditarias.

Diariamente se realizan 40 ingresos programados y 95 urgentes, 1.000 pacientes permanecen
ingresados (estancia media de 7 dias) y 135 reciben el alta médica. El Area de urgencias de La
Fe atiende unos 650 pacientes diarios. Se realizan 150 tratamientos diarios en el Hospital de Dia,
3.614 pacientes son atendidos en el Area de Consultas Externas v 89 pacientes son atendidos en
sus casos por la Unidad de Atencién Domiciliaria.

C.1.5. Sistema de Salud de Chile

El Sistema de Salud en Chile estd compuesto por todas aquellas instituciones, publicas o
privadas, y personas que ejecutan acciones de promocion, proteccion y recuperacion de la salud
y de rehabilitacién de la personas enfermas [211].

372 ©Juan M Garcia-Gomez et al.



C.2. Otros actores en salud

El sector estd integrado por instituciones, organismos y entidades pertenecientes al sector
publico y al sector privado, constituyendo un sistema de salud mixto coordinado por el Ministerio
de Salud. El sector piblico estd representado principalmente por el Fondo Nacional de Salud
(FONASA) en su aspecto de seguro social y por el Sistema Nacional de Servicios de Salud (SNSS)
en su componente de prestacién de servicios. Por otra parte, el sector privado esta representado
principalmente por las Instituciones de Salud Previsional (ISAPRE) y mutuales en su aspecto
financiero previsional y los profesionales y centros asistenciales privados en su componente de
prestacion de servicios.

El SNSS estd compuesto por el Ministerio de Salud y sus organismos dependientes: los Servi-
cios de Salud, FONASA, el Instituto de Salud Publica y la Central de Abastecimiento. Ademas,
participan del Sistema todas aquellas instituciones que realizan convenios, destacando los muni-
cipios y servicios delegados.

Los Servicios de Salud son los responsables de ejecutar las acciones integradas de fomento,
proteccién y recuperaciéon de la salud y rehabilitacion de los enfermos y de hacer cumplir las
disposiciones del Cédigo Sanitario en las materias que les compete. Son organismos estatales
funcionalmente descentralizados, dotados de personalidad juridica y patrimonio propio para la
realizacién de las acciones referidas. Son 26 Servicios con asignacién geografica definida mas el
Servicio de Salud Metropolitano del Ambiente.

Para llevar a cabo sus funciones, el SNSS se ha estructurado en una red asistencial de estable-
cimientos y niveles de atencién. La red asistencial de los Servicios estd constituida por Hospitales,
Consultorios Generales Urbanos y Rurales, Postas Rurales de Salud y Estaciones Médico Ru-
rales. E1 SNSS cuenta en todo el pais con 197 establecimientos hospitalarios, incluyendo nueve
hospitales delegados. Tiene ademads un total de 376 consultorios de los cuales 230 son generales
urbanos, 146 son consultorios generales rurales y tiene ademés 1.102 postas rurales. La gestién
de la mayoria de establecimientos asistencias de primaria se han traspasado a la administracion
municipal.

Hay tres niveles de atencién sanitaria. El Nivel Primario tiene minima complejidad y amplia
cobertura. Realiza atenciones de cardcter ambulatorio en las Postas Rurales de Salud y en los
Consultorios Generales, Urbanos y Rurales. Alli se ejecutan principalmente los Programas Bé-
sicos de Salud de las Personas. El Nivel Secundario corresponde a una complejidad intermedia
y de cobertura media que actia por referencia de forma ambulatoria y hospitalaria. El Nivel
Terciario se caracteriza por su alta complejidad y cobertura reducida.

Otros sistemas publicos de salud incluyen los establecimientos de las Fuerzas Armadas y de
Orden, Penitenciaria, Empresa Nacional del Petréleo y Universidad de Chile.

Los sistemas previsionales de salud se apoyan en el Régimen de Seguro de Salud, y en el
Régimen de Accidentes de Trabajo y Enfermedades Profesionales. El seguro de salud es finan-
ciado por el trabajador con el aporte de un 7% de sus remuneraciones y, opcionalmente, por el
empleador con un aporte adicional del 2% para sus trabajadores afiliados a las ISAPRE. Estos
aportes del trabajador son ingresados en su mayor parte al Fondo Nacional de Salud o a las
Instituciones de Salud Previsional.

En el sector privado, ISAPRE tienen por objetivo otorgar prestaciones y beneficios de salud
a sus afiliados (23-27% de la poblacién), ya sea mediante la entrega de ellas en sus propias
unidades de atencién o a través del financiamiento de las mismas por pago a personas, clinicas,
hospitales u otras instituciones pertenecientes a terceros.

C.2. Otros actores en salud

El suministro de servicios sanitarios requiere de infraestructuras, procesos y administraciones
de alta tecnologia y complejidad. Asi pues, alrededor de la atencién sanitaria estudiada en el
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apartado 2.1, existe toda una comunidad de instituciones, proveedores industriales, proveedores
de servicios auxiliares, farmacéuticas, centros de investigacién y sistemas financieros que hace de
la sanidad uno de los sistemas més complejos desde el punto de vista estructural.
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Implementacién de un sistema de
vigilancia geografica de la resistencia

bacteriana y el uso de antibidticos
basado en Pentaho CE

Este anexo implementa en Pentaho CE el sistema de vigilancia geogréafica de la resistencia
bacteriana y el uso de antibiéticos, disenado a lo largo del capitulo 15 como ejemplo practico de
almacenes de datos y procesamiento analitico en linea.

En primer lugar pondremos en marcha una estacién con las herramientas de disetio y ejecucion
de Pentaho BI Suite Community Edition (CE). Esta plataforma incluye herramientas ETL, un
servidor de procesamiento analitico en linea OLAP, herramientas de reporting, disefio de cuadros
de mandos y una suite grafica de mineria de datos.

En este anexo utilizaremos Pentaho BI Suite Community Edition (CE) para Windows, donde
también se ha instalado un servidor de base de datos MySQL 5.1.

D.1. Obteniendo Pentaho Bl Suite Community Edi-
tion (CE)

La versién Community Edition de Pentaho es de cédigo libre?, a diferencia de la version
Enterprise Edition (EE).

De las multiples formas de conseguir Pentaho CE, hemos optado por descargar los paquetes
ya compilados desde sourceforge.net/projects/pentaho de las diferentes herramientas de la
plataforma. Especificamente, las herramientas utilizadas han sido:

= Kettle (Pentaho Data Integration CE). Herramienta ETL en la que encontraremos prin-
cipalmente spoon, el entorno grafico de disefio que permite disenar transformaciones y
trabajos para integrar diversas fuentes de datos, realizar transformaciones de registros y
campos, y preparar bases de datos para alimentar cubos multidimensionales. Kettle tam-
bién incorpora el lanzador de transformadores pan y el planificador de trabajos kitchen. El
paquete utilizado en nuestras pruebas ha sido pdi-ce-4.0.0.

= Mondrian (Pentaho BI server CE). Servidor OLAP de Pentaho que permite navegar por los
almacenes de datos mediante los operadores de analisis. Ademds, también permite realizar

“sourceforge.net/projects/pentaho, community.pentaho.com
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informes, graficos y cuadros de mando. Dispone también de una consola de administraciéon
desde donde planificar ejecuciones y gestionar las conexiones con las bases de datos que
implementan las arquitecturas ROLAP de los almacenes de datos El paquete utilizado en
las pruebas es biserver-ce-3.6.0.

= Mondrian Schema Workbench. Herramienta que permite disenar los esquemas con los
cubos multidimensionales y enlazarlos con las tablas de la arquitectura ROLAP de la base
de datos de respaldo. En las pruebas se utilizé el paquete psw-ce-3.2.0.13661.

D.2. Base de datos con las fuentes de datos

Tal como definimos en el capitulo 15, hemos simulado un conjunto de EHR, que contiene los
resultados de los estudios de laboratorio de resistencia de muestras de bacterias a antibiéticos.
Ademas se ha registrado el uso de antibidticos en los diferentes hospitales involucrados.

Como implementacién del modelo-entidad relacién de la figura 15.1 hemos utilizado tres
tablas (estudiomicrobiologia, cmiestudiomicrobiologiaantibiotico y usoantibiotico) de la base de
datos resistenciaantibioticos en una base de datos MySQL gestionada desde el cliente Navicat
Lite. Tras simular un conjunto de datos mediante el software estadistico R, generando ficheros
csv, realizamos la carga de las tablas mediante el wrapper de ficheros csv de Navicat.

Habiendo comprobado la disponibilidad de acceso a nuestra fuente principal de datos, po-
demos abordar el disenio conceptual del modelo multidimensional de nuestro problema. Para
ello seguiremos el apartado 15.2, con lo que obtendremos el modelo de datawarehouse con dos
estrellas y cuatro dimensiones de la figura 15.2.

D.3. Diseno de la arquitectura ROLAP y carga del
almacén de datos

Lo primero que nos damos cuenta al comparar nuestro modelo multidimensional con la fuente
principal de datos es que no disponemos de la informacién de correspondencia entre los hospitales
y provincias que nos permita implementar la jerarquia de niveles de la dimension Localizacion.
Necesitaremos una fuente de datos que nos ofrezca dicha correspondencia. Optamos por ampliar
nuestra base de datos “resistenciaantibioticos” con una tabla “provinciahospital” que relacione
los niveles de la dimensién Localizacion.

Suponemos que los servicios centrales de la Agencia Valenciana de Salud nos proporcionan
una hoja de calculo excel con una tabla de dos columnas donde encontramos la correspondencia
hospital-provincia. Comienza entonces el uso de Spoon, que es la herramienta ETL para el
disefiador que ofrece Pentaho. Desde la transformacién de la figura D.1, disenada como flujo de
trabajo compuesta de componentes de Spoon, podremos crear la tabla “provinciahospital” D.2 y
realizar la carga de datos.
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Figura D.1: Transformacion para cargar la tabla “provinciahospital” desde una hoja de
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Figura D.2: Creacién de la tabla“provinciahospital” desde spoon.

Teniendo la fuente de datos ampliada con la correspondencia de hospitales a provincias,
podemos preparar la base de datos que servird de arquitectura ROLAP de nuestro almacén
de datos. Crearemos para ello una nueva base de datos en MySQL que llamaremos “resisten-
ciaantibioticosdw”. Una vez mas, utilizaremos Spoon para disefiar la transformaciéon que nos
permita crear las tablas de hechos y dimensiones y realizar su carga desde nuestra fuente de
datos “resistenciaantibioticos”. Con la transformacién de la figura D.3 crearemos la tabla de he-
chos “hechosresistencia” y las tablas de dimensiones “antibioticodimension”, “bacteriadimension”
y “localizaciondimension”. Serd necesario realizar las uniones de registros desde las tablas origi-
nales de “resistenciaantibioticos” para conseguir la forma de estrella del datamart. El componente
“Busqueda/Actualizacién en Dimensién” nos permite crear y actualizar las tablas de dimensiones
con campos de time stamping para el mantenimiento del almacén de datos. Ademads, anadiremos
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una clave primaria técnica a cada tabla de dimensién, cuyo campo identificaremos con el prefijo
134 ”
idt”.

&=
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Figura D.3: Transformacién para crear y cargar el datamart de resistencia bacteriana a
antibidticos.

Como ya disponemos de las tablas de dimensiones, inicamente deberemos crear la tabla de
hechos “hechosusoantibioticos” para crear la estrella de “uso de antibidticos”. La transformacion
de la figura D.4 realiza la carga y mantenimiento de este datamart.

usoantibiotico Ordenar filas

|

antibioticodimension Ordenar filas 2

3 = o—n

Ordenarfilas 3 Unién por Clave 2
localizaciondimension

Figura D.4: Transformacion para crear y cargar el datamart de uso de antibidticos.

D.4. Especificacién y publicacion del esquema del al-
macén de datos

Preparado el modelo conceptual y la arquitectura ROLAP con los datos cargados en nuestra
base de datos relacional, es hora de disenar el esquema de los cubos OLAP para Mondrian que es,
en definitiva, la definiciéon de nuestro almacén de datos. En Pentaho esta tarea podemos realizarla
facilmente mediante la herramienta Mondrian Schema Workbench que generara el esquema de
nuestro datawarehouse como fichero XML y podremos publicarlo en el servidor Mondrian.

Lo primero que necesitaremos hacer antes de crear el cubo es establecer la conexion con
la base de datos relacional “resistenciaantibioticosdw” que contiene nuestra arquitectura RO-
LAP. En nuestro caso, al tener una instalaciéon estandar de MySQL en el servidor local, la URL
de conexién serd jdbc:mysql://localhost:3306/resistenciaantibioticosdw. Podremos utilizar el dri-
ver com.mysql.jdbc.Driver como clase del driver JDBC y tendremos que asegurarnos que en el
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directorio “schema-workbench/drivers” tenemos el paquete jar del driver (e.g. mysql-connector-
java-5.0.7.jar en nuestro caso).

Comenzaremos creando el cubo “Resistencia” que implementara la estrella “resistencia de
bacterias a antibidticos”. Afiadiremos la tabla “hechoresistencia” de “resistenciaantibioticosdw”
al cubo. A continuacién anadiremos la medida “PorcentajeResistenciaAntibiotico”, con la media
(avg) como agregador (ver figura D.5). Enlazaremos la medida con la columna CMI de la tabla
de hechos del cubo. Workbench ira validando que el esquema sigue una estructura bien formada
y que las tablas y campos utilizados estan disponibles en la conexién de la base de datos.

& Schema Workbench
Eile Edit View Tools Windows Help

EXEICICE

[} schema - i

xml)

BEI:

x %

e 2+| |% H
Schema <] Measure for 'Cubo Resistencia’ Cube |=
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name PorcentajeResistenciaAntibioticosBacterias
Table: hechosresistencia description
Anitiotico LLWW‘” v
T (é\ column Cul
s F7 Anfibioticos arratstring
Anan Antibiotico isible bl
datatype. MNurneric
Tahle: antibioticodime fariadter
I A Bacteria lcaption Forcentaje de Resistencia
= j\ Lacalizacion
L'g A Fecha
% Pnrt_:emajeR'esis‘ténc‘iaAnﬂbi'
% ConteoResistenciafntibiolic
- @ Cubo Uso Antibioticos
4] I I [*
E| - resistenciaantibioficosdw (MySQL)

Figura D.5: Definicion de la medida del cubo “Resistencia”.

Podremos anadir ahora las cuatro dimensiones al cubo: “Antibidtico”, “Bacteria”, “Locali-
zacion”, “Fecha”. Comenzaremos creando la dimensién “Antibidtico” (ver figura D.7), a la que
anadiremos la tabla “antibioticodimension”. Estableceremos la clave primaria de la dimension
al campo “idtAntibiotico” y la declararemos de tipo “StandardDimension”. Afiadiremos una je-
rarquia “Antibioticos” con la misma clave primaria (ver figura D.6), que contendrd un nivel de
agregaciéon que llamaremos “Antibiético”. Este nivel se enlazara con la columna “antibiético” de
la tabla “antibioticodimension” y que serd de tipo cadena (ver figura D.8).

Podremos crear las dimensiones “Bacteria” y “Localizacién” de forma similar. Particularmen-
te la dimension “Localizacion” tendra dos niveles “Provincia” y “Hospital” en la jerarquia, que
deberan estar en orden de agregacién descendente en el esquema y enlazados con sus campos de
la tabla “localizaciondimension”.

La dimensién fecha sera de tipo “TimeDimension” y puede definirse sin tabla de dimensiones
asociada, por lo que su clave primaria serd el campo “fecha” de la tabla “hechosresistencia”
a la dimensién. La jerarquia contendra dos niveles, “Ano” y “Mes”; a los cuales anadiremos un
campo “KeyExpression” con el dialecto “mysql” que ejecutard el codigo year(fecha) y month(fecha)
respectivamente (ver figura D.9).

El cubo “Uso Antibidticos” se podra crear siguiendo los mismos pasos que los descritos en el
cubo “Resistencia”, lo que completara el esquema de nuestro datawarehouse.
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Figura D.6: Definicién de
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la dimension “Antibidtico” del cubo “Resistencia”.
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Figura D.7: Definicién de la jerarquia de la dimension “Antibiético” del cubo “Resistencia’.
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Figura D.8: Definicién del tnico nivel de la dimensién Antibiético del cubo “Resistencia’.
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Figura D.9: Definicién de la dimension Fecha del cubo “Resistencia”.
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Figura D.10: Creacion de la conexiéon desde Mondrian a la base de datos ROLAP del
almacén de datos de resistencia bacteriana y uso de antibidticos.

En este momento podremos preparar el entorno de ejecucién de nuestro cubo en Mondrian.
Para ello, anadiremos en Mondrian la conexién a la base de datos “resistenciaantibioticosdw”.
Podremos realizar esta tarea cémodamente desde la consola de administracién de nuestro servidor
local Mondrian. Podremos acceder via web, después de activar el servidor Mondrian y el servidor
de administracién de Mondrian en la direccién local http://localhost:8099, que despliega un ment
de administraciéon que incluyen las conexién de base de datos. Incluiremos nuestra conexion segin
la figura D.10 llaméndola “resistenciaantibioticos”.

Podremos finalmente publicar en el servidor Mondrian el esquema de nuestro datawarehouse
recién creado desde el propio Workbench. Lo primero es asegurarnos que el servidor Mondrian
estd activo. Deberemos validarnos como usuarios del servidor Mondrian y anadir la contrasena
de publicacién para tener permiso en el servidor?. Tendremos la precaucién de crear una carpeta
“resistenciaantibioticos” en el servidor donde colocar nuestro esquema, no pudiendo publicarlo
en la carpeta raiz. Por tltimo, tendremos que especificar que nuestros cubos utilizan la conexién
“resistenciaantibioticos” como fuentes de datos ROLAP. La figura D.11

Desde ahora, tenemos disponible nuestro datawarehouse en el servidor Mondrian, pudiendo
analizar los cubos de resistencia bacteriana y uso de antibidticos mediante operadores OLAP.

D.5. Procesamiento analitico en linea con Mondrian

Accederemos al servidor Mondrian a través del navegador, en nuestra implementacién por
defecto a través de http://localhost:8080/pentaho. Tras la validacién con un usuario registrado®
tendremos un panel de control como el mostrado en la figura D.12 desde el que podremos crear
nuevas vistas de andlisis de nuestros cubos y también acceder a las vistas ya creadas anterior-
mente. Ademas, desde el panel de inicio podremos crear o acceder a nuevos informes y cuadros
de mando.

PEn la versién utilizada en nuestras pruebas, el usuario admin/password estd creado por defecto, y la
contrasena de publicacién es password.

¢En la implementacién por defecto puede utilizarse el usuario joe/password. La gestién de usuarios se
puede realizar desde la consola de administracién (http://localhost:8099).
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Publish Schema

Schema Name:
Esquerms Resistencia Antibioticos
Schema File:

resistencliaantibioticoscw. am)!
Location:

resistenciaantibioticos| |'|@ B

Mame | Type [ Date Modified

Publish Settings
Pentaho or JNDI Data Source:

|resistenciaantibinticos

[+| Register XMLA Data Source

Publish | Cancel |

Figura D.11: Publicacién del esquema del datawarehouse de resistencia bacteriana y uso
de antibidticos en el servidor Mondrian.

L T -
“ Bl B& :}
= » = @ pentaho
< ER 858 = 2B }
¥ |

# 3 S0l wWheels
@ B3 Una Cokociin oo musslras y jenyg
ressncnansbotcos.

B - ;-.(\’..a.._ﬂ_‘

® Pentaho_' TR

===

archivos
R T———————
[@resstmnciafactorasnthiotion
[Brevstenculateraantiiotcos ity
[BresstenciaeriiryosProvicia
[@sohrebntonssar BAryasFTOVRC L
@uscrErSalcanteSerint spocial

Figura D.12: Panel de control mostrado por Mondrian al inicio de sesiénl.
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e tal’lO'*‘
Nueva vista de analisis 4

- s
e business mtcﬂlg;rn:

Esquema

- | Eszquerna Resistencia Antibio v|
Cubo
|Cub0 Resistencia v|

OK | Cancelar
et

pr

Figura D.13: Seleccién del datawarehouse y el cubo desde Mondrian.

Nueva vista de ana.. &
Olw{2l| EIEIDE ] - 14 mlibl 2I5] X

Medidas

Antibioticos Bacterias Localizaciones Fechas ® Forcentaje de
Resistencia

" Todes Ios antibioticos |/ Todas las bacterias | Todas las localizaciones  Todas las fechas 0,381

Figura D.14: Vista de analisis del cubo Resistencia bacteriana a antibidticos.

Crearemos una nueva vista de anélisis basada en el cubo “Resistencia” del esquema “Resis-
tencia Antibiéticos” que es nuestro datawarehouse recién creado (ver figura D.13). Mondrian nos
ensenard una primera vista de analisis del cubo “Resistencia” con todas las dimensiones agrega-
das, por lo que tendremos la medida resumen de todo nuestro almacén de datos, tal como vemos
en la figura D.14.

Observamos que en la parte superior de la vista de anélisis tenemos una barra de botones con
las operaciones que podemos realizar sobre el cubo y las opciones de visualizacién y generacion
de graficos y documentos de exportacion.

El navegador OLAP nos dard acceso a las operaciones OLAP que podremos aplicar sobre
nuestra vista del almacén de datos para detallar la tabla de contingencia conforme nos interese:
cambiar de nivel de agregacion en las dimensiones, seleccionar valores de las dimensiones, tras-
ladar dimensiones desde filas a columnas y viceversa, etcétera. Cuando hayamos encontrado la
tabla de contingencia que mejor resuma la vista que buscamos, podremos generar un gréfico que
permita una inspeccién visual de los resultados. La figura D.15 muestra la tabla de contingencia
con el porcentaje de resistencia de las bacterias frente a los antibidticos incluidos en el estudio.
Las dimensiones de localizacién y fecha se han mantenido agregadas al méximo, lo que nos da
una visién global estatica de nuestro problema. Podremos guardar las vistas de andlisis como
ficheros “xaction” y acceder a ellos directamente o a través de cuadros de control. La seccién 15.4
presenta otras posibles vistas de andlisis con el fin de encontrar relaciones de causalidad en series
temporales de nuestro problema.
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Medidas
Porcentaje de Resistencia
Antibioticos
Bacterias @ AMX e CIP & PEN
saul 0,742 0,037 0,915
sp 0,119 0,128 0,608
SVi 0,279 0,221 0,304
Slicer:
(o]
k]
07
06
DA
0,4
03
02
01
0.0 .
> 3 g

Figura D.15: Tabla de contingencia de porcentaje de resistencia de las bacterias frente a
los antibidticos generada aplicando operadores OLAP al cubo Resistencia.
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Apéndice E

Métodos matematicos

E.1. Optimizacién Newton-Raphson

Si una funcién es céncava, Newton-Raphson encuentra el éptimo global [212].

Al obtener una expresion no lineal, no podemos calcular una solucién cerrada para w, por lo
que se debe aplicar un esquema iterativo de optimizacién. La funcién de error es concava, por lo
que es posible miminizar al funcién de error mediante Newton-Raphson, de la forma

AL(w)

Wit — w1 ’
ow

donde H™! es la matriz hessiana de L(w).

E.2. Aproximacion de Laplace

Cuando el célculo de la integral de una verosimilitud marginal o factor normalizador es
analiticamente no resoluble, podemos hacer uso de una aproximacion analitica determinista
como alternativa. Esta aproximacién es la aproximacion de Laplace. Cuando la densidad de
probabilidad tiene una forma unimodal convexa, se puede hacer uso de esta aproximacion que
es ampliamente empleada como aproximacién determinista local.

El método de la aproximacién de Laplace trata de aproximar, mediante una funcién de
densidad de probabilidad gaussiana ¢(z), una densidad de probabilidad no gaussiana p(z) definida
sobre un conjunto de variables continuas. Sea la funcién de distribucién p(z) = Z~! f(z), siendo
Z un coeficiente de normalizacién. La aproximacién de Laplace busca una distribucién gaussiana
aproximada ¢(z) centrada en la moda zy,4, de la distribucién p(z). Para ello, se aplica la expansién
de la serie de Taylor para log{f(z)},

dlog f(2)
0z

oo a4 LIRS

SR (z—20)%+ 0% (E.1)

z=20

log{f(2)} = log f(20) +

z=2p

donde se asume que los términos de orden mayor, representados por O(z3), son despreciables.
Supongamos que zg = Zmag €S un maximo local en f(z). En este caso, el término de primer orden
es 0 puesto que 2,4, €s un punto estacionario donde la derivada sera nula. La expansion de la
serie de Taylor serd entonces

10%log f(2)

3 9.2 (2 — Zmaz)? (E.2)

IOg{f(Z)} ~ log f(Zmaz) +

Z=Zmaxzx
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Si tomamos el exponencial y usamos

_ D%log f(2)
A=- 022 P
se obtiene
J(2) = f(2maz) exp { - g(z - Zmax)2} (E.3)

lo que recuerda la forma de una distribucién gaussiana. Cabe mencionar que la aproximacién
gaussiana solo estara bien definida si el punto estacionario z,; €s un maximo local, ya que es
imprescindible que la segunda derivada de f(z) en zpyq, sea negativa. Por tltimo, tendremos una
distribucién normalizada ¢(z) si usamos el resultado de normalizacién estdndar de una gaussiana,

AN 8
q(z) = <27T> exp { - 5(2 - Zmax)g} (E4)

La aproximacién de Laplace se puede extender para distribuciones multivariantes, donde una
funcién de densidad de probabilidad p(z) = Z ! f(z) estd definida en un espacio multidimensional
RP. Asumiendo que existe un punto estacionario z,,4, donde el gradiente V f(z) desaparece, la
expansion de Taylor sobre este punto z,,q. €s

log f(z) ~ log f(Zmaz) — %(z = Zmaz) "H(Z — Zmaz) (E.5)

donde H es la matriz hessiana con dimendiones D x D, definida como

H= —-VVliog f(z)| (E.6)

Z=Zmax

donde V es el operador gradiente. Tomando el exponencial en ambos lados de la ecuacién obte-
nemos

f(Z) ~ f(zmaw) CXP { - %(Z - Zmaw)TH(Z - Zmux)} (E7)

Usando el resultado estdandar con el coeficiente adecuado para normalizar una densidad de pro-
babilidad gaussiana multivariante la funcién ¢(z) es

o(z) = (27)P/2H|Y2 exp { _ %(z ~ Zne) TH(z — zm)}

- N(zmazv Hil)

(E-8)

Igual que en la versién univariante, esta distribucién gaussiana estard bien definida siempre
que su matriz de precisién H sea definida positiva, lo que implica que el punto estacionario z,q,
sea un maximo local.

Veamos el proceso paso a paso adecuado para usar la aproximacion de Laplace a una funcién
de densidad de probabilidad unimodal p(z) con una gaussiana ¢(z). El primer paso es encontrar
un maximo local z,4; de la funcién de densidad de probabilidad p(z) empleando algin tipo de
algoritmo de optimizcién numérica. Cabe decir que si la funcién p(z) es multimodal, entonces
pueden hallarse diferentes aproximaciones, al menos una por cada méximo local. El siguiente
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paso es calcular la inversa de la matriz hessiana para el punto estacionario z,,q, empleando la
siguiente expresion

L o -
H =- Wlogp(z) (E.9)

por ultimo, podemos aproximar la funcién de densidad de probabilidad p(z) usando ¢(z) =
N (Zmaz, H71). La figura E.1 muestra el resultado de aproximar una funcién de densidad de
probabilidad bidimensional con esta aproximacién.

(a) FDP no gaussiana (b) FDP gaussiana aproximada

Figura E.1: Se ha aproximado una funcién de densidad de probabilidad (FDP) no gaussiana
(a) a otra FDP gaussiana usando la aproximacién de Laplace (b). El valor méximo, que
es el mismo para ambas densidades, se muestra con el punto azul.

E.3. Métodos de muestreo basados en cadenas de Mar-
kov Monte Carlo

Cuando los modelos probabilisticos no pueden inferirse de forma exacta se requiere al-
gun método general de aproximacién. Estas aproximaciones pueden ser deterministas, como
la aproximacién de Laplace, la aproximacién Variacional [212, 213] o el método Ezpectation-
Propagation [214, 215], o pueden ser no deterministas al depender de un muestreo aleatorio que
siga una distribucién concreta. En los modelos predictivos la distribucién a posteriori de las va-
riables no observadas (p.e. pardmetros de un modelo lineal de clasificacién por regresién logistica)
es necesaria para evaluar los valores esperados en muestras futuras.

Esta tarea requiere una evaluacién de la esperanza de una funcién con respecto a la distri-
bucién a posteriori de los pardmetros. ;Qué significa esto? En primer lugar recordemos que la
esperanza matematica de una funciéon con variable aleatoria X es una media de la funciéon
con los posibles valores de X ponderada por la probabilidad de que tome esos valores p(X = x),
es decir,

E[X] = Z_f(m)p(acix

©)Juan M Garcia-Gomez et al. 389



Apéndice E. Métodos matematicos

que para variables continuas es:

BX] = / F@)pla)da. (E.10)

Ahora, si se comparan las ecuaciones (8.39) o (8.40) y (??) se observaran las similitudes entre las
expresiones. Por ejemplo, si hacemos Q(0) = p(6]S) y f(0) = p(sn+1/|0) en la expresién (8.39) o
f(0) =p(yns1]xni1,0) en la expresion (8.40), entonces la esperanza de f(6) es:

E[f) = / F6)Q(0)db.

Esta esperanza no es sencilla de calcular de forma analitica. Sin embargo, mediante métodos
de Monte Carlo se pueden obtener muestras de pardmetros empleando la distribucién @) de forma
que se generen un conjunto de extracciones de pardmetros © = {01,09,...,0r} a partir de los
cuales se puede obtener una estimacién de la esperanza de f(6) haciendo:

1 T
Elf)~ =D 1 (0. (E.11)
t=1

El problema ahora es como generar estos valores ©.

Existen varios métodos de Monte Carlo para llevar a cabo estas extracciones. Hay métodos
que extraen 60; tal que entre si son independientes. Pero si () es una distribucién compleja,
generar estos valores puede ser complicado. Sin embargo, es posible generar una serie de valores
dependientes empleando cadenas de Markov que seguiran dando un valor no sesgado en la
estimacién de la ecuacién (E.11), siempre que la dependencia entre cada extraccién 6; no sea
demasiado grande®. Es decir, la estimacion seguird convergiendo al valor real cuando 7" — oo.

El marco de simulacién MCMC permite la aproximacion de gran ntimero de modelos pro-
babilisticos mediante muestreo. Ademas, las soluciones por MCMC escalan bien con la dimen-
sionalidad de la muestra. A continuacién, se ofrece una definicién de lo que es una cadena de
Markov y cémo se obtiene por muestreo de Monte Carlo. Después, veremos el algoritmo Metro-
polis, el algoritmo de Gibbs y la generalizacién de ambos, el algoritmo de Metropolis-Hastings,
que permiten extraer muestras de distribuciones arbitrarias.

E.3.1. Markov Chain Monte Carlo (MCMC)

La serie de pardmetros dependientes © = {61, 02,...,07} se pueden generar mediante una
cadena de Markov. La cadena de Markov se define mediante una distribucion inicial para el
primer estado de la cadena, 61, y un conjunto de probabilidades (o densidades) de transicion de
un estado 6; a un nuevo estado 6,41, que expresaremos como T'(0;41|0;).

Asi pues, se puede estimar la esperanza de la ecuacién (E.11) con respecto a @@ con O, extra-
vendo cada pardmetro 01 ~ T(0441]6). De tal modo que el conjunto de pardmetros extraidos
convergerd a la distribucién que se desea calcular © ~ Q(6). Este objetivo se alcanzard si se
cumple la condicién de ergodicidad®. Para que la cadena de Markov sea ergédica, su distribucién
de equilibrio @ deberd ser invariante (o estacionaria), es decir, debe cumplirse que si 6, ~ Q(6),
entonces 0 deberd seguir la misma distribucién para todo ¢’ > t. Es decir, 6y ~ Q(6).

aEsta afirmacién deberd entenderse de manera general, ya que es vaga y no establece qué es una
dependencia entre variables grande.

PEn términos sencillos, un sistema es ergddico si a lo largo del tiempo converge a una distribucién de
equilibrio invariante desde cualquier estado inicial posible.
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En muchas ocasiones, la convergencia a la distribucién de equilibrio @ puede requerir algin
tiempo. Por esta razdn, se suelen descartar los primeros estados ya que pueden no ser represen-
tativos de la distribucion de equilibrio @) que es, al fin y al cabo, la distribuciéon que se desea
muestrear.

En resumen, al usar un método Markov chain Monte Carlo para estimar la esperanza respecto
a la distribucion @ necesitamos:

1. Construir una cadena de Markov ergddica,
2. que tenga como distribucién de equilibrio @,
3. que converja tan rapido como sea posible y

4. que las distintas extracciones de #; cuando se alcance la distribucién de equilibrio no sean
altamente dependientes.

A continuacion se presentan los algoritmos que pueden ofrecernos los métodos para obtener
las cadenas de Markov apropiadas para extraer los pardmetros © que sigan Q(6) cumpliendo las
condiciones propuestas.

E.3.2. Algoritmo de Metropolis

El algoritmo de Metropolis [216] define una cadena de Markov donde cada nuevo estado,
0i4+1, se genera a partir del estado anterior, 6;, pero extrayendo en primer lugar un estado
candidato que sigue una distribucién propuesta y, después, decidiendo si se escoge o no
dicho candidato, en base a una densidad de probabilidad relativa al estado anterior #; y con
respecto a la distribucién invariante @ = p(0|S), que es la que buscamos simular y donde .S son
las observaciones disponibles.

En concreto, cada nueva propuesta 6* se genera siguiendo la densidad de probabilidad de
transiciéon 0* ~ T'(0|0;). En el algoritmo de Metropolis se asume que la probabilidad de transitar
de un estado a otro es simétrica, es decir, que T'(0*|0;) = T'(6;|0*)°. Para decidir si este candidato
se escoge, se calcula la siguiente expresion

(
p(6:|5)T(6%10:)

=mink 1, p(0]5) .
p(6:]5)
El candidato 6* serd finalmente aceptado si «(6*|0;) > ¢, donde ¢ ~ U(0, 1) se escoge aleatoria-

mente. Si la condicién se cumple, entonces 6,1 = 0, de lo contrario 041 = ;. El pseudocddigo
[E.1] describe el algoritmo de Metropolis.

a(6°]0)) = min {1 P 9*|S>T<et|e*>}

(B.12)

E.3.3. Algoritmo de Gibbs

El algoritmo de Gibbs es un caso particular del algoritmo Metropolis-Hastings donde siem-
pre se aceptan las extracciones muestreadas, es decir, a(f*|0;) = 1. Obviamente, el objeti-
vo es también construir una cadena de Markov cuyos valores converjan a la distribucién de
equilibrio. Este algoritmo se suele emplear cuando se tienen multiples pardmetros a muestrear

°Para comprender la importancia de esta informacién conviene conocer el algoritmo de Metropolis-
Hastings.
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O = {61,0,...,0,}. El problema es que muestrear directamente a partir de la distribucién con-
junta Q(©) puede ser inviable. La clave del algoritmo de Gibbs es que las muestras se obtienen a
partir de distribuciones condicionales univariantes, esto es, distribuciones condicionales de cada
parametro individual #; dados los demas pardmetros 6_; = {61,...,6;-1,6;41,..., B }4.

Esto nos permite simular una cadena de Markov en la que O se genera a partir de Oy.
En el proceso se generan conjuntos de pardmetros donde {Hj(-t“)w(f;-.,S} ~ Q(0;]6_;,5). El
pseudocddigo [E.2] describe los pasos a seguir al emplear el algoritmo de Gibbs.

Algoritmo E.1 Algoritmo Metropolis
bo ~ p(fo), p(o]S) >0
fort=1,2,...do

0* ~T(0|6;)
a(6*6,) = min {1, Z((Zt‘g))}
¢~ U(0,1)
if «(6*|0;) > ¢ then
9t+1 = 9*
else
6t+1 = 9t
end if
end for

Algoritmo E.2 Algoritmo Gibbs Sampling
05 ~ Q(6;19)
fort=1,...,Tdo
o ~ Qoo 0.6, S)
65D~ Qos]61 ) 60, 60, )

efzﬂ) -~ Q(an‘9§t+l)7 Hé“l), o 925:11)’ S)
end for

E.3.4. Algoritmo Metropolis-Hastings

El algoritmo Metropolis-Hastings (MH) es una generalizacién del algoritmo de Metropolis.
Este algoritmo genera una cadena de Markov 6,02 . de muestras de una distribucién arbi-
traria p(6]y). Como en el algoritmo de Metropolis, la cadena se va generando por la aceptacién o
rechazo de una propuesta 0* extraida de una distribucién de transicién T'(6]6;). En este caso no
se asume simetria en las probabilidades de transicién entre estados, asi pues T'(0*(0;) # T(0:10%).
Esto hace algo mas complejo el cdlculo de «(6*|6;). Por lo demds, el algoritmo de Metropolis-
Hastings es igual al de Metropolis. El pseudocédigo E.3 describe el algoritmo MH.

4A este tipo de distribuciones se les llama distribuciones condicionales univariantes en Neal [217] y full
conditional distributions en Hoff [84]
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Algoritmo E.3 Algoritmo Metropolis-Hastings
0o ~ p(0o), p(0o|S) > 0
fort=1,2,...do

0% ~T(00,)

N (07|S)T(6:]0%)
a(6°(6,) = min {1, 2GITE
¢~ U(0,1)
if a(0*]0;) > ¢ then

i1 = 0"
else
9t+1 = et
end if
end for

Como vemos, el algoritmo requiere calcular la p(0|S) para todo 6, ademds de extraer una
muestra propuesta 6* de la distribucién de transicién T'(6*|6;) en todo ¢, y extraer una muestra
aleatoria ¢ de una distribucién uniforme. La propuesta 0* se acepta con probabilidad « si es
superior a ¢. Tipicamente, el algoritmo se puede aplicar a distribuciones p(0|S) = p(6]S)/Zp,
donde es unicamente necesario calcular p(6]S), ya que los Z, del numerador y denominador de
la fraccién para calcular a se cancelan.

Una vez obtenida la cadena de Markov © = {61,602, ...,07} se puede calcular una aproxima-
cién de cualquier funcién f(#) mediante E.11. Tanto en este algoritmo como en el de Metropolis
se suelen descartar los b primeros casos obtenidos por muestreo como margen de convergencia
del algoritmo a la distribucién de equilibrio p(#).

El algoritmo puede interpretarse como un algoritmo paso a paso estocastico para la bisqueda
de p(#), aceptando muestras que incrementan la densidad de probabilidad, pero aceptando tam-
bién los pasos donde no se aumenta. La velocidad de convergencia del algoritmo MH depende de
T(0)6:), por lo que las versiones del algoritmo suelen centrarse en el diseno de esta distribucién.

Podemos encontrar la demostracién de la convergencia de la distribucién estacionaria de la
cadena de Markov © obtenida por MH a la distribucién objetivo p(f) en los textos [93, 218].
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Glosario

Notacion matematica

b'q Vector columna x
Dimensién de un vector D-dimensional x = (z1,...,2p)

S Conjunto de casos independientes y idénticamente distribuidos, e.g. Sy =
(zi,9i),i = 1,...,N;%; € Ry € {y1,...,yc} es una muestra de entrena-

miento supervisado con N casos, donde el caso ¢ tiene un vector de entrada x
en un espacio R? y clase de salida y; en un conjunto de C' categorias.

N Dimensién de un conjunto de casos S.

C Numero de clases que puede tomar una variable categérica y € {y1,...,yc},
tipicamente utilizada como salida en problemas de clasificacién.

a,B,7, ... Parametros.

A, B, T,... Espacios parametricos.

F(x) Funcién de distribucién de probabilidad de x.

p(z) Funcién de densidad de probabilidad de z.

p(x)y) Funcién de densidad de probabilidad de = condicionada a y.
E.[f] Valor esperado de f sobre x.

By, lf] Valor esperado de f sobre x condicionado al valor de y.

log(x),exp(xz) Logaritmo de x y exponencial de x.

U Valor estimado de y

1%l Norma del vector x.

M Matriz M.

MmT transpuesta de la matriz M
M-t Inversa de la matriz M.

Acréonimos y abreviaturas
2D Bi-dimensional

Al Astrocytoma grade I
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A2
AA
acc
ADA
ADEs
AEMPS
AGG
Ala
AMIA
AMX
ANN
API
AS

AUC
AVS
BER
BAR
BDK
BI

BT
CADS
CC.AA.
cDNA
CDSS
CDVC
Cho
CISNS
CIP
CNS
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Astrocytoma grade II

Aprendizaje Automatico

accuracy (acierto)

American Diabetes Association

Efectos adversos de farmacos (Adverse drug event)
Agencia Espafiola de Medicamentos y Productos Sanitarios
Aggressive tumor: GBM and MET
Alanine

American Medical informatics Association
Amoxicilina

Artificial Neural Networks

Application Programming Interface
Ability to Separate

arbitrary units

Area Under the Curve

Agencia Valenciana de Salud

Balanced Error Rate

Balanced Accuracy Rate

Bi-directional Kohonen Networks
Business Intelligence

Brain Tumor

Computer Aided Diagnosis System
Comunidades Auténomas

complementary DNA

Clinical Decision Support Systems
Clinical Data Validation Committee
Choline

Consejo Interterritorial del SNS
Ciprofloxacino

Central Nervous System
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CPDF
CPOE
CQCD

CRCT
(O]

CT
CVv
D.G.
GAD
dDSS
DICOM
dLDA
DM
DMG
DNA
dQDA
DSS
DSSs
DT
EbSS
ECC
EFQM
e.g.
EHR
EM
EMBTD

Conditional Probability Density Function
Computerized Physician Order Entry

Committee for Quality Control of Data

Creatine

Prueba controlada aleatoria por grupos (clustered RCT)
Chemical Shift

Computed Tomography

Cross Validation

Direccién General

Grafo Aciclico Dirigido

distributed Decision-Support System

Digital Imaging and Communication in Medicine

Linear Discriminant Analysis with diagonal covariance matrix
Data Mining (minerfa de datos)

Data Mining Group

Deoxyribonucleic acid

Quadratic Discriminant Analysis with diagonal covariance matrix
Decision-Support System

Decision-Support Systems

Decision Trees

Evidence-based Search Service

Eddy Current Correction

European Foundation for Quality Management

exempli gratia (for example)

Historia Clinica Electrénica

Expectation-Maximization

EM for Binned and Truncated Data

EMBTDr EM for Binned and Truncated Data with related means

EN-13606 Health informatics - Electronic Health Record Communication

err

error

©Juan M Garcia-Gomez et al. 397



Apéndice E. Métodos matematicos

eTDB eTUMOUR database

ETL Eztract, transform and load (extraccién, transformacién y carga de datos)
eTUMOUR the eTUMOUR EC project

etxxxx  Acronym for a generic patient in the eTUMOUR database

EUROREC European Institute for Health Records

F Friedman’s nonparametric two-way analysis of variance test

FDR False Discovery Rate

FDP Funcién de Distribucion de Probabilidad

FE Feature Extraction
FID Free Induction Decay
FFT Fast Fourier Transform

FIPA Foundation of Intelligent Physical Agents
FLDA Fisher’s LDA

FN Falso Negativo

FP Falso Positivo

FWHM Full Width at Half Maximum

GBM Glioblastoma

GE General Electric

GlioMET Glial (LGG + GBM) + MET

Gly Glycine

Glx Glutamate/Glutamine

GMOR  Geometric Mean of Recalls

GMRP  Geometric Mean of Recall and Precision
GUI Graphical User Interface
HEALTHAGENTS the HEALTHAGENTS EC project
HAL HEALTHAGENTS Language

HGG High grade glial

HIS Health Information System

HIV Human Immunodeficiency Virus

HLSVD Hankel-Lanczos Singular Value Decomposition
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HR-MAS High-Resolution Magic Angle Spinning

HSVD
IA
IBIME
ICA

ICT
IDEF

i.e
IHTSDO
i.i.d.

Hankel Singular Value Decomposition

Inteligencia Artificial

Biomedical Informatics group

Independent Component Analysis

Information and Communication Technology

Integration Definition for Function Modelling

id est (that is)

International Health Terminology Standards Development Organisation

independent and identically distributed

INTERPRET the INTERPRET project

I0TA
1T
ITACA

Ixxxx
IRLS
JADE
JMRUI
kRSTT
KNN
KW
L2-norm
L1

L2

Lac
LCC
LDA
LGG
LGS
LOO

International Ovarian Tumor Analysis
Independent Test

Instituto de Aplicaciones de las Tecnologias de la Informacién y de las
Comunicaciones Avanzadas

Acronym for a generic patient in the INTERPRET database
Iterative Reweighted Least Squares

Cardoso’s implementation for ICA

Java Magnetic Resonance User Interface

k-Random Sampling Train-Test

k-Nearest Neighbors

Kruskal-Wallis nonparametric one-way analysis of variance
Euclidean distance

Lipid resonance at 1.29 ppm

Lipid resonance at 0.92 ppm

Lactate

Lightweight Coordination Calculus

Linear Discriminant Analysis

Low-Grade Glial

Ley 14/1986, de 25 de abril, General de Sanidad

Leave-One-Out Cross-Validation
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LSSVM
MAP
MBE
MCMC
MCT
MD
MDM
MEN
MGP
mMEN
MET
MH

ml

ML
MLE
MLP
MM
MiM
MN
MR
MRI
mRNA
MRS
MRSI
MSE
MV
NAA
NAc
NHS
NMR

400

Least-Squares Support Vector Machines

Estimador Maximo a Posteriori, Maximum a Posteriori Estimation
Medicina Basada en la Evidencia

Markov Chain Monte Carlo

Tukey’s honestly significant difference criterion for multiple comparison
Data Mining (Minerfa de datos)

Cancer Multidisciplinary Meeting

Low-grade meningiomas

Modelo Grafico Probabilistico

Meningothelial Meningioma

Metastases

Metropolis-Hastings

myo-Inositol

Mobile lipids

Estimador Maximo Verosimil, Maximum Likelihood Estimation
Multilayer Perceptron

Macromolecules

Mismatch

Multinomial parametric classifier

(Nuclear) Magnetic Resonance

Magnetic Resonance Imaging

messenger Ribonucleic acid

Magnetic Resonance Spectroscopy

Magnetic Resonance Spectroscopic Imaging

Mean Squared Error

Multi-voxel

N-Acetyl Aspartate

N-Acetyl groups

National Health Service

Nuclear Magnetic Resonance

©Juan M Garcia-Gomez et al.



E.3. Métodos de muestreo basados en cadenas de Markov Monte Carlo

NPV Negative predictive value

OA Oligoastrocytomas

OD Oligodendrogliomas

OLAP On-line Analytical Processing (procesamiento analitico en linea)
ONC Office of the National Coordinator for Health Information Technology

OWL Web Ontology Language

PR Pattern Recognition

PC principal component or loading
PCs principal components or loadings
PCA Principal Component Analysis

PCA-KNN K-nearest neighbours and local feature reduced by PCA

PEN Penicilina

PHS Personal Health System
PI Peak integration

PIB Producto Interior Bruto

pPKNN K-vecinos probabilistico

PM Perfect Match

PMML  Predictive Model Markup Language

PPV Positive predictive value

P Precision

PRESS  Point-Resolved Spectroscopic Sequence

PPM Peak height of typical resonances

Q1 Low Grade Meningioma vs. Glioblastoma+Metastasis vs. Low Grade Glial
QC Quality Control

QDA Quadratic Discriminant Analysis

QH1 Hierarchical question 1: Meningioma vs. (Glioma and Metastasis)

QH2 Hierarchical question 2: Low grade glial vs. (Glioblastoma and Metastasis)
R Recall

RB red bayesiana

RBF Radial Basis Function
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RCT
RDO
RDF
ReliefF
ROC
Rol

RF
RuleML
SAS
SDM

Prueba controlada aleatoria

Radiological diagnostic orientation

Resource Description Framework

ReliefF algorithm for Recursive Elimination of Features
Receiver operating characteristic

Retorno de la inversién

Radio frequency

Rule Markup Language

Servicio Andaluz de Salud

Sistemas de decisién compartida (Shared Decision-Making)

SNOMED CT Systematized Nomenclature of Medicine—Clinical Terms

SNR
SNS
SNV
STEAM
SOC
STT
SV
SVM
SwW
SWRL
Ta2
TAM
TIC
Tau
TE
TR
ULN
vC
VN

402

Signal-to-Noise Ratio

Sistema Nacional de Salud

Standard Normal Variate

Stimulated Echo Acquisition Mode sequence
Sistema de Orientacién Clinica

Soft Tissue Tumor

Single voxel

Support Vector Machines

Stepwise algorithm for feature selection in classification
A Semantic Web Rule Language

T2s%constant

Technology Acceptance Model

Tecnologias de la Informacién y Comunicaciones
Taurine

Echo Time

Recycling Time

Unit Length Normalization

Validation Committee

Verdadero Negativo
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VP Verdadero Positivo

WAV Wavelet transform

WHO World Health Organization
XML eXtensible Markup Language

YP Yellow Pages
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