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RESUMEN

Los métodos actuales de deteccion temprana de cancer de vejiga presentan baja sensibilidad para la
deteccién de tumores de bajo grado, son invasivos, de coste elevado y operador dependientes. En este
proyecto se desarrollan distintos modelos clasificadores basados en el analisis de orina mediante lengua
electrdnica voltamétrica de cuatro electrodos nobles y cuatro electrodos no-nobles como una potencial
herramienta de apoyo al diagnédstico no invasivo de cancer de vejiga. Para la clasificacion los resultados
arrojados por un PLSDA son insuficientes, por lo que se exploran técnicas de clasificacion mas avanzadas.
Para ello, de los 966 puntos de corriente medidos por muestra y electrodo, se obtienen cuatro estadisticos
adicionales: derivadas locales de las formas de onda, integracién de los pulsos de la misma, componentes
frecuenciales discretas, y corrientes iniciales y finales que corresponden a la corriente minima generada
respecto al potencial de reposo del sistema electroquimico. Adicionalmente, se prueban distintos
pretratamientos. Los modelos clasificadores desarrollados se basan en regresiones lineales, maquinas de
soporte vectorial (SVM) y redes neuronales artificiales (ANN) con y sin reducciéon de la dimension
(mediante PCA y PFA), ademas de sNPLSDA. Finalmente, se desarrollan modelos conjuntos combinando
las técnicas mencionadas, propias de distintas disciplinas (mineria de datos, analisis multivariante, analisis
N-dimensional y redes neuronales artificiales), obteniéndose una tasa de acierto binomial sin variables
adicionales del 77.3% + 5.8% y del 74.4% + 8.0% con ellas.

1. INTRODUCCION

La cistoscopia y la citologia urinarias son las pruebas realizadas en la rutina clinica para el diagndstico y el
seguimiento del cancer de vejiga [1]. Sin embargo, la citologia urinaria tiene baja sensibilidad en la
deteccidén de tumores de grado bajo, y la cistoscopia es invasiva, de coste elevado y su resultado es
operador-dependiente [1] y presenta limitaciones en la diferenciacidon entre inflamacién y lesiones
malignas, y en el diagndstico del carcinoma in situ, que es un tumor considerado de alto riesgo de
progresidn [2]. En este contexto, resulta de gran interés el desarrollo de estrategias no cruentas para la
mejora del diagndstico precoz y el seguimiento. En la busqueda de biomarcadores para cancer de vejiga,
la orina resulta un candidato ideal ya que recoge células y metabolitos liberados de la vejiga y las lesiones
con las que esta en contacto [3]. Existen varios ensayos que han recibido la aprobacion de la FDA para su
uso en el diagndstico y seguimiento del cancer de vejiga, pero ninguno de ellos mejora los resultados de
la cistoscopia [4]. En el presente trabajo se propone el disefio de un modelo clasificador para un sistema
de deteccion temprana y no invasiva basado en el analisis de la orina mediante lengua electrénica
voltamétrica. El procesamiento de las sefiales puede realizarse inmediatamente mediante un ordenador
personal, obteniendo resultados instantaneos, reduciendo el tiempo de espera.

La lengua electrénica es un sensor avanzado que consta de un conjunto de electrodos de distintos
materiales, a los cuales se les aplica un tren de pulsos de voltaje (existen otras técnicas de estimulacion)
y mide las corrientes generadas en una disolucion (muestra). Las corrientes generadas varian
dependiendo del material que compone cada electrodo, del potencial aplicado en el instante del pulso y
de las concentraciones de los distintos compuestos, teniendo sensibilidad cruzada entre electrodos.
Principalmente, cada corriente generada se puede explicar segun la contribucion de tres componentes: la
difusién de cargas por atraccion/repulsion electrostatica, las componentes lineales por las propiedades
fisicas del sistema eléctrico (i.e. su capacitancia, inductancia y resistividad equivalentes) y las reacciones
oxidacidén-reduccion que puede que tengan lugar en la interface entre el electrodo y la disolucién. En el
proyecto de investigacidn del que se han obtenido los datos se han realizado medidas de orina obtenida
antes de la cirugia a pacientes que padecian de cancer de vejiga en distinto grado mediante una lengua
electrénica (FRAPIus, desarrollada en el Instituto Interuniversitario de Investigacion de Reconocimiento




Molecular y Desarrollo Electréonico, IDM) con cuatro electrodos de metales nobles y cuatro de metales no-
nobles.

A un conjunto de estos pacientes se les tomd muestra de orina después de la cirugia, asumiendo estas
muestras como orinas control, de pacientes libres de cancer, y en aquellos casos en los que el paciente
presento recurrencia (aparicién de lesiones tras la cirugia) de recaer se tomé muestras de orina antes de
la operacion, y tras la recuperacién del paciente de la misma.

En primera instancia, es logico pensar que las células tumorales pueden modificar el perfil metabdlico de
la orina, puesto que se encuentran cerca de la misma, y debido a la alta sensibilidad cruzada de la lengua
electrdnica, es posible que alguna de las sustancias quimicas, sea los metabolitos en los que se focaliza el
estudio citolégico o no, varien en su concentracion y modifique el comportamiento de las corrientes
generadas. Los trabajos publicados recientemente del mismo grupo de investigacidn con muestras
similares a las estudiadas en este proyecto, en los que se observan cambios en el perfil metabdlico de las
orinas mediante técnicas de analisis masivo como son la espectrometria de masas y la espectroscopia de
resonancia magnética nuclear confirman estas hipotesis [5-7].

A continuacidn, se enuncian los principales objetivos del proyecto, se describe la base de datos y se
compara con el antecedente de deteccion de cdncer de prdstata, utilizando la misma tecnologia [8].
Seguidamente, se describen los estadisticos adicionales obtenidos, los pretratamientos utilizados y la
metodologia en la construccidn de modelos. El establecimiento de la base de referencia a batir viene dado
por un PLSDA (Partial Least-Squares-Discriminant Analysis). El siguiente paso es la construccion de
modelos, que para la clasificacidn binomial se realiza en primer lugar sin variables adicionales, y luego con
ellas. Finalmente se apuesta por la integracion de modelos, mejorandose los resultados de los modelos
clasificadores por separado, siendo muchos de ellos superiores al PLSDA establecido como base de
referencia.

2. OBJETIVO

El objetivo principal es el desarrollo de un algoritmo clasificador que sea capaz de, dado un conjunto de
datos correspondiente a la medida de la lengua electrdnica, determinar si el paciente del que se ha
tomado la muestra de orina tiene cancer de vejiga.

3. DESCRIPCION DE LA BASE DE DATOS

Se tienen datos de 154 pacientes. De estos se recogen las orinas antes de la cirugia, y de una buena parte
de ellos se recoge orina un mes después de la cirugia, sumando un total de 218 muestras de orina. De los
mismos, 207 son de los que se tiene informacién clinica completa. Los 11 restantes presentaban un
diagndstico anatomopatoldgico incierto, por lo cual se excluyeron del estudio estadistico. En el cancer de
vejiga se distinguen diferentes tipos, atendiendo por una parte a los diferentes grados de diferenciacién
celular que presenta el tejido tumoral, y por otra parte a los diferentes grados de invasidn del tumor hacia
las capas de la vejiga, tejido muscular e invasion de érganos cercanos o metastasis. Esta clasificacion se
encuentra detallada en la Figura 1. Atendiendo a las 207 muestras: éstas se pueden clasificar segun
provengan del paciente antes de la cirugia (paciente con cdncer) o paciente tras la cirugia (paciente sin
cancer).

En el conjunto de datos se encuentra informacion del tumor primario, y no del nimero de ellos (de haber
varios). A continuacion, en la Figura 1, se muestra como se clasifica el desarrollo tumoral de acuerdo al
estadio del tumor primario. Se tienen muestras de orina de pacientes con Tx, Ta, Tis, T1, T2 y T3, siendo
los mds abundantes Ta (21.74% del total de muestras) y T2 (29.95%), seguidas de T3 (5.32%). Se dispone




de Unicamente una muestra de Tx y T1 (0.48% cada una) y dos muestras de Tis (0.97%). Todas estas
muestras componen un 58.94% del total, correspondiendo el resto (41.06%) a las muestras de orina de
pacientes sin cancer. Esta informacion se encuentra resumida en la Tabla 1.

N Py :als T hace referencia al estadio del tumor
®— 1 primario.
* Tx: No puede valorarse.
— Fat * TO: No invasivo.
Muscle * Tis: Carcicoma preinvasivo, in
Connective tissue sr'tu, plano.
Bladder lining * Ta: Carcicoma papilar
preinvasivo.
* T1: Masa movil inapreciable tras la
resercion transuretral completa.
:fljscle ¢ T2: Induracién de la pared vesical
Connective tissue movil. Invasidn microscopica de la
Bladder lining capa muscular superficial. No existe
- induracion residual tras la reseccion
transuretral.
T3 * T3: Persiste la induracién tras la
reseccion.
* T4: Tumor fijo e invasor de las
T4 estructuras vecinas.

Figura 1. Estadio del cancer de vejiga de acuerdo al desarrollo del tumor primario. Fuente: Cancer Research UK (2019).

Tabla 1. Nimero de pacientes (con tipos) y controles.

TIPO DE MUESTRA NUMERO

Sanas 85
Cancer 122

Tx 1

Tis 2

Ta 45

T1 1

T2 62

T3 11

Las muestras corresponden a pacientes con tumores de vejiga antes de la operacién (grupo con cancer),
y tras la misma (pacientes libres de cédncer, grupo control).

Cada muestra consta de las medidas de ocho electrodos, que se agrupan de acuerdo a sus propiedades
en nobles (N): oro (Au), plata (Ag), platino (Pt) y cobalto (Co); y en no nobles (NN): cobre (Cu), niquel (Ni),
rodio (Rh) e iridio (Ir). A los ocho se les aplicd un tren de voltajes y se midieron 966 puntos de corriente
por electrodo. El tren de voltajes consta de 48 pulsos, de distinta amplitud, que siguen un orden
ascendente hasta su cénit en el primer cuarto de la forma de onda, desciende hasta el punto minimo de




la forma de onda en el tercer cuarto, y volviendo a reposo en el ultimo tramo. Cada pulso se aplica durante
la misma duracion, seguido del mismo periodo con potencial cero. Por cada aplicacion de pulso o vuelta
al potencial cero, se induce la corriente medida, por lo que se trata de una funcién a 96 tramos.

Cada corriente generada se puede explicar por tres componentes: la difusion de cargas por
atraccién/repulsién electrostética, las componentes lineales por las propiedades fisicas del sistema
eléctrico (i.e. su capacitancia, inductancia y resistividad equivalentes) y las reacciones oxidacion-reduccion
que puede que tengan lugar en la interface entre el electrodo y la disolucién, que por tanto estan
relacionadas con los electrodos y metabolitos presentes en el medio. Como la aplicacién de voltaje y
medicidn de corriente en los electrodos se realiza de forma simultanea, en tiempo real se puede describir
el funcionamiento de la lengua electrénica como ocho funciones univariantes, una por cada uno de los
electrodos, con 966 puntos de corriente cada uno. De esta forma, los datos pueden estructurarse
tridimensionalmente: en muestras, puntos de corriente, y electrodos.

4. COMPARACION CON DETECCION CON CANCER DE PROSTATA

El principal antecedente a este trabajo con el uso de lengua electrdnica en la orina es la deteccién de
cancer de préstata mediante la medicion de muestras de orina con una lengua electrénica voltamétrica

Pulse number [8], en el que se obtienen resultados con un 91% de

_ i B N an sensibilidad y 73% de especificidad. Si bien la
é 2900 f —restl - metodologia de andlisis de las muestras es similar, el
‘2 1000 A contexto clinico es diferente en una y otra patologia. Los
g oy lrL cambios metabdlicos en uno y otro caso pueden ser bien
£ diferentes, ya que en el caso del cancer de prostata se
= trata del desarrollo de lesiones tumorales en una
g 2000 e A glandula que secreta su contenido a la orina, y en el caso
ool S del cancer de vejiga son lesiones presentes en la pared de

100 200 300 400 500 600 700 800 900

Variables la vejiga, que desprenden sustancias y células, y que
entran en contacto con la orina por un tiempo

Figura 2. Forma de onda de corriente promedia por clase | ) ) . X )
indeterminado. Igualmente, existen diferencias obvias

en el electrodo de Ag para la deteccidon de cancer de
vejiga. Fuente: Pascual, L. et al. (2016). entre la poblacién en estudio en uno y otro caso, ya que
el cancer de prostata es una enfermedad que afecta a

varones, mientras que el cancer de vejiga afecta a hombres y mujeres.

Las formas de onda de corriente del electrodo de plata (Ag) promedias para cada grupo de pacientes (PCa:
cancer de prostata, verde; BPH: hiperplasia benigna de préstata, rojo; Prost: orina obtenida tras
eliminacién de la préstata mediante cirugia, azul) en el estudio de cancer de préstata [8] se muestran en
la Figura 2.

Promediando las formas de onda de las muestras de orina del presente estudio (muestras con cancer de
vejiga, frente las que no presentan células tumorales obtenidas tras la cirugia), se obtienen unos
resultados similares (véase la Figura 3). Destaca en la misma la diferencia presente del cobalto (en la
Figura 3 cada agrupacion de pulsos positivos seguidos de una agrupacion de pulsos negativos conforma
la forma de onda registrada de un electrodo, siendo la sexta mostrada la del cobalto), en el que destacan
mayores picos de corriente en pacientes sanos que en pacientes enfermos. Esto se ve con mayor claridad
en la Figura 4, en detalle el electrodo de Co.
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Figura 3. Promediado de las corrientes por enfermos (rojo) y

sanos (azul) de los ocho electrodos.
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Figura 4. Promediado de formas de onda de corriente por
enfermos (rojo) y sanos (azul) del electrodo de Co.

Sin embargo, esto no es algo aplicable como criterio clasificador, las formas de onda de corriente no tienen

mayor amplitud en el caso de pacientes sanos. En las Figuras 5, 6 y 7 se muestran distintos ejemplos en

los que se comparan muestras sanas con enfermas, donde puede comprobarse que esta regla observada

con el promedio no es generalizable.
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Figura 5. Formas de onda de corriente por enfermos (rojo) y
sanos (azul) del electrodo de Co [Ejemplo 1].
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Figura 7. Formas de onda de corriente por enfermos (rojo) y

sanos (azul) del electrodo de Co [Ejemplo 3].
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Figura 6. Formas de onda de corriente por enfermos (rojo) y
sanos (azul) del electrodo de Co [Ejemplo 2].




Se hace evidente la necesidad de identificar otros patrones que permitan la clasificacién, mas alla del valor
promedio de cada uno de los puntos de corriente por grupo. A continuacidn, en la Figura 8, se muestran
superpuestas todas las formas de onda, correspondientes cada una a un paciente. La variabilidad es
especialmente notoria en los cuatro electrodos no-nobles, pero no se observan agrupaciones de
variabilidad (de acuerdo a los grupos sanos y con cancer), lo que indica que probablemente serd necesario
la aplicacidn de técnicas avanzadas.
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Figura 8. Variabilidad de las formas de onda obtenidas.

5. MATERIALES Y METODOS

En el presente apartado se detallan las herramientas software de las que se hace uso, los
preprocesamientos utilizados, las variables adicionales obtenidas y la metodologia empleada para la
construccidon de modelos.

5.1. HERRAMIENTAS SOFTWARE

En el presente proyecto se utiliza MATLAB para la obtencion de estadisticos o variables adicionales. Para
el centrado y normalizacidon de las muestras, la aplicacion de pretratamientos, el desarrollo de los
modelos, atendiendo a la metodologia, se utiliza R, con los paquetes que se citan en el apartado 9,
Recursos Informaticos Utilizados.

5.2. CENTRADO Y NORMALIZACION

El centrado y la normalizacién por muestra son tratamientos basicos previos que permiten dotar a cada
una de las formas de onda un peso inicial equivalente, sin modificacion de la forma de las mismas,
principal portadora potencial de la informacidn relevante. Las ecuaciones aplicadas a cada forma de onda
de cada electrodo M, para centrar y normalizar, son las siguientes:

Meenter = M — M

Mcenter
max(Meenter) — min(Meenter)

My ormscenter =

A modo de ejemplo se muestra el preprocesamiento en la Figura 9:
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Figura 9. Formas de onda con (izquierda) y sin pretratamiento (derecha).

Este preprocesamiento basico (centrado y normalizacién) se ha aplicado a todas las formas de onda,
independientemente de que se apliquen otros, mds avanzados, que se detallan a continuacidn.

5.3. ESTRUCTURA N-DIMENSIONAL DE LOS DATOS

De acuerdo con lo comentado en el apartado de la Descripcion de la base de datos, estos pueden
estructurarse tridimensionalmente, siendo la primera dimensién o modo las observaciones, las cuales
tienen asociadas matrices 8x966, correspondientes a las ocho formas de onda de corriente, de 966 puntos
(mediciones) de corriente cada una, de cada uno de los ocho electrodos que conforman la lengua
electrénica. A continuacién, en la Figura 10, se muestra una representacion de la estructura
tridimensional de los datos.

Electrodes (1 to 8)

»
r

Samples (1 to 207)

Figura 10. Representacion de la estructura tridimensional de los datos.

5.4. PRETRATAMIENTOS

Los pretratamientos, o preprocesados, son funciones aplicadas al conjunto de datos, que adecuan los
mismos de acuerdo a la necesidad posterior. La pretensidon con los aplicados en este trabajo es poner en
relieve la variabilidad asociada a la clasificacién entre muestras de orina de pacientes con cancer vy sin él.

Una primera opcidn es utilizar MSC (Multiple Scatter Correction), ampliamente utilizado en quimica (véase
la Figura 11 como ejemplo de su aplicacién en espectroscopia infrarroja en el ambito alimentario [9]). Sin
embargo, este preprocesamiento ofrece resultados nefastos aplicado a nuestro conjunto de datos, tal




como puede observarse en la Figura 12, ya que tras el preprocesamiento desaparecen la mayoria de
variables.
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Figura 11. Formas de onda de ejemplo antes (izquierda) y tras (derecha) de MSC. Fuente: A. Adnan et al. (2017).
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Figura 12. Formas de onda antes (izquierda) y tras (derecha) de MSC.

Como puede observarse, este pretratamiento no es adecuado para este conjunto de datos. Esto es debido
a que el MSC estad disefiado especialmente para la correccidn de espectros, los cuales no presentan valores
negativos ni funciones tan marcadamente discontinuas como las formas de onda de corriente presentes
en las medidas de orina mediante lengua electrdnica voltamétrica de este trabajo.

En la exploracién del conjunto de datos y obtencién de modelos discriminantes se evaluaran modelos:
- Con Unicamente centrado y normalizacién por muestra [PO]
Y adicionalmente al centrado y normalizacion:

- Autoescalado (con varianza unitaria) [P1]

- Centrado en las observaciones y escalado en los sensores (electrodos) [P2]

- Centrado en las observaciones y escalado en los parametros (puntos de corriente) [P3]
- Centrado en las observaciones y escalado en sensores y parametros [P4]

5.4.1. AUTOESCALADO [P1]

Consiste en el centrado de todas las variables y su especificacién con varianza unitaria, para ello:
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Se obtiene la media de cada una de las variables.
Para cada una de las muestras, se substrae el valor de la media de cada una de las variables
respectivamente.
3. Se obtiene la deviacion tipica de cada una de las variables.
Para cada muestra, se divide el valor de cada variable por su desviacién tipica.

5.4.2. CENTRADO EN LAS OBSERVACIONES

En la estructura tridimensional de los datos, cada una de las dimensiones se conocen como modos. En los
preprocesamientos P2, P3, y P4, Unicamente aplicables ante una estructura multidimensional, se va a
realizar un centrado en las observaciones (las muestras, modo uno, siendo los electrodos y los puntos de
corriente los modos dos y tres, respectivamente).

1. Se obtiene la matriz de medias, siendo la media de cada punto de corriente por cada electrodo.
2. A cada muestra (que es una matriz de 8x966) se le sustrae la matriz de medias anteriormente
calculada.

5.4.3. ESCALADO EN LOS SENSORES (ELECTRODOS) [P2]

Se aplica el centrado en las observaciones y se obtiene la desviacion tipica de cada uno de los electrodos.
Es decir, de las ocho matrices de las 207 observaciones por los 966 puntos de corriente, se obtienen ocho
escalares, correspondientes a las desviaciones tipicas de cada uno de los electrodos.

A continuacion, se dividen los elementos de cada una de las matrices obtenidas por el despliegue en
electrodos por su correspondiente desviacion tipica, igualando la contribucidn en varianza de cada uno
de los electrodos.

5.4.4. ESCALADO EN LOS PARAMETROS (PUNTOS DE CORRIENTE) [P3]

Se aplica el centrado en las observaciones y se obtiene la desviacion tipica de cada uno de los puntos de
corriente. Es decir, de las 966 matrices de las 207 observaciones por los 8 electrodos, se obtienen 966
escalares, correspondientes a las desviaciones tipicas de cada uno de los puntos de corriente.

A continuacion, se dividen los elementos de cada una de las matrices obtenidas por el despliegue en
puntos de corriente por su correspondiente desviacidn tipica, igualando la contribucion en varianza de
cada uno de los puntos de corriente.

5.4.5. ESCALADO EN SENSORES Y PARAMETROS [P4]

Se aplica el centrado en las observaciones y se aplican los dos escalados consecutivamente, de forma que
la contribucidn a la varianza del conjunto de datos es la misma para los ocho electrodos, entre si, y para
los 966 puntos de corriente, entre si. Aunque se asemeja, no es equivalente al autoescalado.

5.5. OBTENCION DE VARIABLES ADICIONALES

Ademas de los puntos de corriente, de los mismos pueden extraerse variables adicionales que no son
combinacidn lineal del resto, o en caso de serlo, pueden presentar variabilidad ligada a la presencia o
estadio del cancer de vejiga que, si no se afladen al modelo, pueden encontrarse tapadas por el ruido
inherente a cada punto de corriente.

Estas son:
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La pendiente de la curva de corriente. Esta se encuentra asociada al sumatorio de dos o mas
exponenciales. Por simplicidad, cada curva se ajusta mediante tres rectas locales, como se
muestra en la Figura 13.

Las componentes frecuenciales de cada muestra. Se obtienen las primeras 433 frecuencias
mediante Fast Fourier Transform (FFT). Véase la Figura 14.

Area bajo las curvas de los pulsos.

Corriente inicial y final asociada al OCP. El OCP es el potencial inicial del sistema electroquimico
cuando no hay circulacién de corriente, es el potencial de reposo. Al aplicarse un potencial
distinto, se genera una corriente, que es distinta de cero si el potencial no coincide con el OCP.
Esta corriente es proporcional a la conductividad de la disolucién y a la diferencia entre el
potencial aplicado y el OCP. En una frase, se toman el primer y ultimo valor de la muestra sin
normalizar ni centrar.
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de onda (azul) y reconstruida con tres pendientes locales (rojo).
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Figura 14. Componentes frecuenciales de la forma de onda anterior.

5.6. METODOLOGIA

Cada uno de los modelos se construye con validacion cruzada a nueve grupos balanceados. Es decir, por
cada modelo se construyen realmente nueve, cada uno de ellos utilizando 8/9 de las 207 muestras (184)
como entrenamiento, y 1/9 (23) como validacion. Estos nueve grupos se construyen inicialmente y son
los mismos durante todo el estudio.

Los modelos se comparan de acuerdo al Area bajo la Curva ROC (AUC) (explicada en el apartado 5.6.1.)
sobre los conjuntos de validacién, obteniendo por tanto nueve estadisticos por modelo. Se considera
mejor modelo aquel que presenta un AUC medio (de los nueve) superior, siempre y cuando el inferior de
ellos sea superior a 0.5. Esto es debido a que un AUC inferior a 0.5 indica una capacidad de clasificacion
inferior a un modelo aleatorio. Para su comparacién grafica se acude a graficos Box-Whiskers.

Se tienen cinco bloques de variables:

- Puntos de corriente (7728 variables)

- Componentes frecuenciales (3864 variables)
- Corrientes en OCP (16 variables)

- Areas bajo cada pulso (320 variables)

- Pendientes locales (960 variables)

Se escalan los bloques de variables mediante escalado Pareto (explicado en el apartado 5.6.3.).

5.6.1. AREA BAJO LA CURVA ROC

La curva ROC (acronimo de Receiver Operating Characteristic o Caracteristica Operativa del Receptor) es
una representacion grafica de la sensibilidad frente a la especificidad para un sistema clasificador binario
segun se varia el umbral de discriminacién. En la Figura 15 se muestra un ejemplo.
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Figura 15. Ejemplo de curva ROC con AUC = 0.9 (naranja) y un clasificador aleatorio (azul). Fuente: (2019, August 19). How and
When to Use ROC Curves and Precision-Recall Curves for Classification in Python. Retrieved from
https://machinelearningmastery.com/roc-c

Un clasificador aleatorio se aproxima a un segmento con pendiente unitaria y origen nulo, siendo su AUC
(acrénimo de Area Under (ROC) Curve o Area Bajo la Curva (ROC)) de aproximadamente 0.5. Un
clasificador perfecto, por su parte, tiene una sensibilidad del 100% para todo el eje de ordenadas, siendo
por tanto su AUC unitario. Los AUC inferiores a 0.5 denotan clasificadores binarios peores que un
clasificador aleatorio, por lo que un clasificador sera mejor a mayor AUC presente, normalmente
comprendido entre 0.5y 1.

5.6.2. SENSIBILIDAD Y ESPECIFICIDAD

En la clasificacion binaria se definen dos valores importantes para determinar la calidad del estimador: la
sensibilidad y la especificidad. La sensibilidad indica la capacidad del modelo clasificador para acertar en
diagndsticos positivos respecto al nimero total de positivos presentes en la muestra. En este caso, es la
capacidad de identificar que una muestra de orina de una paciente con cancer de vejiga efectivamente lo
tiene. Por otro lado, la especificidad es la capacidad de este modelo de acierto en diagndsticos negativos
respecto al nimero total de negativos presentes en la muestra, es decir, la capacidad de identificar las
muestras de orina de pacientes sanos como tales [10]. Se una forma mas clara se muestra el calculo de
estos dos valores, junto con el grafico explicativo de la Figura 16, donde los elementos (muestras)
circunscritos a la elipse son los clasificados como positivos, cuando estos son realmente positivos o
negativos dependiendo de si se encuentran a la izquierda o la derecha del rectangulo, respectivamente.

Verdaderos positivos
Sensibilidad =

Verdaderos positivos + Falsos negativos

Verdaderos negativos

Especificidad =
pecif Verdaderos negativos + Falsos positivos
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Figura 16. Representacion de la clasificacion de un modelo (elipse) sefialando los falsos negativos (gris izquierda), verdaderos
negativos (gris derecha), verdaderos positivos (verde claro) y falsos positivos (naranja) ante muestras negativas (rojas) y positivas
(verdes).

5.6.3. ESCALADO PARETO POR BLOQUES

Cuando se cuenta con bloques de variables, es decir, valores de las muestras asociados entre si porque
responden a una misma naturaleza, los bloques con mayor niumero de variables tendran, en conjunto,
mas varianza asociada.

El autoescalado de las variables inicamente hace que cada una de las variables tenga la misma varianza,
sin atender a su agrupacion por bloques. Esto puede invisibilizar la varianza que aporten las variables en
bloques menos numerosos.

El extremo opuesto es el autoescalado por bloques: se iguala la varianza de cada uno de los bloques,
igualando la aportacion a la variabilidad por cada una de las fuentes o conjuntos de variables. Esto, sin
embargo, va en detrimento de la informacion que puedan aportar bloques de variables mas numerosos.
En el caso del presente proyecto, por ejemplo, el bloque de variables de las corrientes en los OCP cuenta
con 16 variables, mientras que el de los puntos de corriente cuenta con 7728 variables. La varianza unitaria
de los bloques significa que, a priori, se le ofrece un peso equivalente a un valor de corriente en OCP que
a 483 puntos de corriente.

Entre ambos extremos existe una opcidén que subsana las consecuencias negativas de ambos: el escalado
tipo Pareto. Cada bloque de variables se escala para que la varianza del bloque sea la raiz cuadrada del
nimero de variables. De esta forma, los bloques con mayor nimero de variables cuentan con mayor
varianza, pero sin invisibilizar el resto de bloques con menor nimero de variables. La transformacion a
aplicar a cada una de las variables es la division entre su desviacion tipica (autoescalado de la variable) y
entre la raiz cuadrada del numero de variables del bloque. En la Figura 17 se muestra una representacion
de cada una de las tres opciones ante cuatro bloques de variables.
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Figura 17. Representacion de los distintos escalados.

Sin escalar

5.6.4. CLASIFICADOR BINOMIAL

Un clasificador binomial es un algoritmo (también denominado modelo) que, dados unos datos de entrada
(normalmente estructurados, como lo son los que se utilizan en el presente proyecto) que componen una
muestra, arroja una prediccion binaria con cierta tasa de acierto, sensibilidad y especificidad.

Para ser capaces de clasificar nuevas muestras, los modelos deben nutrirse de un conjunto limitado de
muestras, de una muestra representativa de la poblacidn que se pretende poder clasificar con el modelo.
A este proceso se le denomina entrenamiento, y al proceso de obtener los valores de AUC, tasa de acierto,
sensibilidad y especificidad, se le denomina validacion.

Los modelos clasificadores deben entrenarse con un conjunto de datos distinto al que luego se va a utilizar
como validacién, de forma que se evite el sobreajuste. Este fendmeno consiste en que el modelo se
adapta no a los patrones que permiten discernir de forma general entre muestras positivas y negativas,
sino a las muestras concretas del conjunto de entrenamiento, memorizando sus particularidades para
poder identificarlas como positivas o negativas cuando se le vuelvan a presentar. Como es obvio, el
sobreajuste es un fendmeno a evitar, porque limita o imposibilita el uso del modelo fuera del conjunto de
entrenamiento.

Para poder proporcionar el resultado los modelos clasificadores utilizan distintos operadores sobre los
datos de entrada, de forma que se atienden a distintas relaciones entre los mismos. Esto permite la
existencia de modelos clasificadores distintos. En este proyecto se va a hacer uso de la regresion en
componentes principales (PCR), maquina de soporte vectorial (SVM), redes neuronales artificiales (ANN)
con vy sin reduccion de la dimension (mediante PCA y PFA), y sNPLSDA, por lo que a continuacién se
explican cada una de las técnicas.

5.6.4.1. PRINCIPAL COMPONENTS REGRESSION (PCR)

Este modelo clasificador se basa en la obtencidn de las componentes principales de la matriz compuesta
por las muestras y variables, y con estas realizar una regresion lineal, un Principal Components Regression
(PCR).

El uso de una regresién lineal con los datos sin reducir la dimension (sin obtener las componentes
principales mediante un Andlisis de Componentes Principales (PCA)) presenta el inconveniente de que la
covarianza de las variables afecta a la estabilidad de los pardmetros de la regresidn, por lo que se hace
obligatoria la seleccidon de variables, con la consecuente pérdida de informacién.
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El PCA permite la reduccién de la dimensionalidad del conjunto de variables de acuerdo a direcciones de
variabilidad decreciente, por lo que permite convertir el punto flaco de la regresidn lineal, la covarianza
de las variables, en un pilar para la construccion de variables independientes, evitando la seleccién de
variables.

Esta técnica de reduccion de la dimensidn, asi como el Andlisis de Factores Principales (PFA), pueden
utilizarse seguidamente con otras técnicas de clasificacién, como SVM y ANN, tal y como se hara durante
el desarrollo del trabajo, y no exclusivamente con regresion lineal.

éPero qué es un PCA? El analisis de componentes principales (PCA) es una técnica multivariante que
analiza una matriz de datos en la que las observaciones se describen mediante varias variables
dependientes cuantitativas interrelacionadas. Su objetivo es extraer la informacion importante de la
matriz, representarla como un conjunto de nuevas variables ortogonales llamadas componentes
principales [11], de forma que puede mostrarse el patron de similitud de las observaciones y de las
variables como puntos en mapas, denominados score plots y loading plots, respectivamente.

Las componentes principales son una combinacidn lineal de las variables de entrada, por lo que el PCA se
encuentra limitado a describir relaciones lineales entre las variables.

Como ejemplo sencillo, a continuacién, en la Figura 18, se muestra el ejemplo de una componente
principal en un espacio tridimensional [12].

linear

Gene 3

Gene 2 Gene 1

Figura 18. Representacion de la primera componente principal en un espacio tridimensional. Fuente: Scholz, M. (2006).

5.6.4.2. PRINCIPAL FACTORS REGRESSION (PFR)

El PFA es un PCA que no construye sus “componentes principales” mediante relaciones lineales de las
variables de entrada, sino mediante otro tipo de relaciones. Con el fin de evidenciar las diferencias y no
entrar en contradiccién con la definicién de componente principal, las “componentes principales” de un
PFA, como su nombre indica, se denominan factores principales. Estos factores principales pueden
atender a distintas relaciones entre las variables dependiendo del kernel del PFA, es decir, de su algoritmo
interno. Como ejemplo, en la Figura 19 se muestra el PFA desarrollado por M. Scholz (2006), que es
facilmente comparable con la Figura 18.
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Gene 3
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Figura 19. Representacion del primer factor principal en un espacio tridimensional. Fuente: Scholz, M. (2006).

Como se puede intuir, existen infinidad de kernels, tantos como relaciones no-lineales se pretenda captar
con el PFA. En el presente proyecto se han utilizado los kernel de Ia libreria kernlab (Apartado 9, Recursos
Informdticos Utilizados, Referencia 3) polinomiales de segundo, tercer y cuarto orden, asi como el kernel
ANOVA con base radial de tercer orden.

Una funcién kernel k calcula el producto escalar de dos matrices x y x’, en un mapa de caracteristicas ¢: X
- H.

Para los kernels polinomiales el pardmetro scale permanece unitario, y el offset nulo, siendo degree dos,
tres o cuatro, de acuerdo al orden del polinomio:

k(x,x") = (scale - (z,z") 4 nII'H(’.t.]dlw”-

Para el kernel con base radial ANOVA de tercer orden, n es igual a tres, y d es unitario.

n d
k=1

De acuerdo con Scholkopf, Smola, y Miller (1998) [13], el PFA, ejecutado con distintos kernel, realiza una
transformacién no-lineal del sistema de coordenadas encontrando los factores principales que estdn no-
linealmente relacionados con las variables de entrada. Dado un conjunto de observaciones centradas xy,
k=1,.,M, x; € RY, PCA diagonaliza la matriz de covarianza:

1 N
— T
C —M E X]'X]-
=

Resolviendo el problema de los valores propios Av = Cv.

La misma computacion puede hacerse en el espacio del producto escalar F, que estd posiblemente
relacionado con el espacio de entrada por un mapa no-lineal ¢: R¥=> F, x = X. Asumiendo que se trata
de datos centrados y se utiliza la matriz de covarianza F:

¢ =%Z¢(xi>¢(xj>f
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Por lo que los factores principales se obtienen con los vectores propios de la matriz kernel centrada:

5.6.4.3. SUPPORT VECTOR MACHINE (SVM)

Las maquinas de soporte vectorial (SVM) son un conjunto de algoritmos de aprendizaje supervisado, cuyo
desarrollador principal fue Vladimir Vapnik en AT&T. Las SVM pueden utilizarse tanto en prediccién como
en clasificacion. En este apartado se explica su aplicacion en clasificacién, en particular en el caso de la
clasificacion binomial.

De forma intuitiva, en las SVM la clasificacion se realiza mediante la separacion de las muestras segun su
clase mediante una hipersuperficie, o, si es necesario, un conjunto de hipersuperficies, proyectando si
hace falta las muestras a espacios de dimensionalidad superior (teéricamente tendiendo a infinito, pero
en la préctica limitadas por la funcién de coste).

En el caso de que el conjunto de datos binomial sea lineal y separable, la hipersuperficie serda un
hiperplano, este viene (total o parcialmente) definido por los dos puntos de las dos clases mas cercanas
al mismo, configurando el denominado vector de soporte. Estos dos puntos mds cercanos al vector de
soporte deben situarse a la maxima distancia (o margen) posible, parametro que ajusta el hiperplano.

Asi, dado un conjunto separable C = {(x;, 1), ..., (Xn, ¥n)}, donde x; € R% e y € {1,—1}, el hiperplano
que separa ambas clases se define como una funcién lineal: D(x) = (Wyx; + -+ wgxg) + b, w; son
numeros reales para todo brealei =1, ...,d, cumpliendo con y;D(x;) = 0 Vi € [1,n] N N [14].

Al tratarse de un algoritmo de aprendizaje supervisado (es decir, que realiza un entrenamiento iterativo
ajustandose progresivamente al conjunto de datos) se corre el riesgo del sobreajuste de la SVM al
conjunto de datos. Esto sucede particularmente en aquellos conjuntos de datos donde una separacion
perfecta no es posible, porque las pautas de variabilidad de los atributos tienen comportamientos
probabilisticos que ocasionan falsos positivos y negativos atendiendo a las relaciones que es capaz de
establecer el kernel en cuestidn. El parametro C (de coste) permite establecer un margen blando, de forma
que los errores son posibles, aunque penalizados. El objetivo de la SVM con margen blando es minimizar
la funcion de coste en vez de perfilar una clasificacidn perfecta del conjunto de entrenamiento, por lo que
seleccionandolo adecuadamente permite que la SVM se ajuste a la estructura latente de discriminacién y
no a la estructura particular del conjunto de entrenamiento.

Para ello, se generaran un conjunto de variables artificiales reales y positivas &;, Vi € [1,n] N N, de forma
que si esta variable artificial es nula significa que se ha realizado correctamente la clasificacion, y si esta
es positiva, introduce una penalizacidn en la funcién de coste [14]. Esta funcion queda descrita como:

1 N
min §|W|2+CZfi
i=1

Las hipersuperficies, por defecto, son hiperplanos (o conjuntos de hiperplanos), pero dependiendo del
kernel de la SVM pueden ser polinomiales o de base radial gausiana, dotando a la SVM de mayor
versatilidad, aunque requiriendo mayor capacidad de cémputo. Esto se consigue mediante la funciéon
@:X - F, que al igual que como se ha explicado en el apartado anterior sobre PFR, convierte cada punto
de entrada x en un punto en el espacio F. La funcidon de clasificacion, por tanto, es: D(x) =
W@ (xy) + -+ wy®(xz)) + b = (w,d(x)) + b.
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A modo de ejemplo ilustrativo, puesto que es el kernel que se utiliza en el desarrollo del proyecto, se
muestra el kernel de base radial gaussiana y un ejemplo de su aplicacion en clasificacién binomial
dependiendo del pardmetro sigma.
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Figura 20. Ejemplo de clasificacion binomial con SVM con kernel base radial gausiana con distintos valores para el parametro
sigma.

El resultado de la nueva dimensidn puede verse representado a continuacion, y esta creacién de
dimensiones superiores puede repetirse las veces que sea necesario.
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Figura 21. Ejemplo de creacién de dimension no-lineal con SVM. Fuente: Machine Learner (2014).

Las dimensiones originales del conjunto de datos se conocen como atributos, mientras las generadas a
partir de ellos se conocen como caracteristicas. La creacion de un numero elevado de caracteristicas lleva
al paso necesario de seleccionar aquellas que cumplen mejor la funcion de clasificacion.

5.6.4.4. SPARSE N-WAY PARTIAL LEAST SQUARES — DISCRIMINANT ANALYSIS (sNPLSDA)

Los minimos cuadrados parciales (PLS) tiene relacién con el PCA, pero en vez de encontrar las direcciones
de maxima variabilidad del conjunto de datos, encontrando relaciones fundamentales entre dos matrices:
la de variables regresoras (X) y la de variables respuesta (Y). En el caso de que la matriz Y sea binaria, se
conoce como PLSDA, (siendo DA el acronimo de Andlisis Discriminante), obteniéndose un algoritmo
clasificador.

Mientras que el PCA Unicamente obtiene como componentes principales las direcciones de maxima
varianza de su espacio X, PLS obtiene las direcciones que maximizan la covarianza entre las variables
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latentes de X y de Y. Estas direcciones de maxima covarianza se denominan variables latentes, por lo que,
tras entrenar el modelo con un subconjunto de muestras, es posible proyectar nuevas muestras en el
espacio de variables latentes, obteniendo su clasificacidon y qué variaciones en los valores independientes
se encuentran asociados a cada clasificacidn. El algoritmo mas empleado para la obtencion de las variables
latentes es NIPALS (Nonlinear estimation by Iterative Partial Least Square) [15].

El término sparse del PLSDA hace referencia a una seleccidn de variables. Como se ha comentado, cada
variable latente es una composicion lineal de variables X. Debido al ruido inherente en las muestras,
aquellas variables que no tengan contribuciéon en una variable latente es probable que tengan una
pequeia contribucion en la variable latente distinta de cero. Con el fin de reducir la influencia del ruido,
y obtener clasificadores mas robustos, pueden establecerse con contribucidn cero para todas las variables
latentes aquellas variables que tengan una influencia total en la contribucién en todas las variables
latentes inferior a cierto umbral. Si el umbral se compara con el sumatorio de las contribuciones en valor
absoluto por variable, se denomina una penalizacidon-L1, que es la que se aplica en este proyecto. Por
eficiencia experimental, en el presente proyecto el nimero de variables a permanecer se establece de
antemano, de forma que el umbral varia hasta eliminar el nimero de variables necesario [16].

Atendiendo a la naturaleza tridimensional del conjunto de datos, el método sparse puede aplicarse no al
conjunto de variables sin estructura, sino a cada uno de los modos del conjunto de datos. El algoritmo
NPLS aplica PLS a estructuras N-dimensionales, ejecutando NIPALS en cada uno de los modos de forma
sucesiva. De esta forma se obtienen idénticos resultados que con PLS para un mismo conjunto de datos,
pero se facilita su comprension (puesto que las contribuciones se pueden observar por cada modo) [16].
Ademas, presenta otra ventaja: que para los modelos sparse es posible elegir el nimero de variables por
modo a permanecer: en vez de elegir entre 1 a 7728 variables, que es lo que serian necesario hacer en
sPLSDA, pueden elegirse el nimero de electrodos y de puntos de corriente, pudiéndose identificar si hay
tramos de las formas de onda que especialmente aportan informacion, o electrodos que son los que
presentan mayor covarianza con la matriz Y; arrojando informaciéon valiosa sobre el proceso de
discriminacion. Cémo no, esto sélo es posible si se obtiene un modelo sNPLSDA con buena capacidad de
clasificacion.

5.6.4.5. ARTIFICIAL NEURAL NETS (ANN)

Las redes neuronales artificiales (ANN por sus siglas en inglés) son modelos computacionales que han sido
concebidos inspirados en el funcionamiento de las redes neuronales bioldgicas.

Consiste en un conjunto de unidades, denominadas perceptrones o neuronas, conectadas entre si en
distintas arquitecturas. En el presente proyecto Unicamente se utilizan Multilayer Perceptron (MLP, redes
multicapa), que consisten en una capa de neuronas de entrada (una por cada variable de entrada), un
conjunto de capas ocultas, y una capa de salida (una por cada variable respuesta de la que emitir una
prediccidn o clasificacidn).

Cada capa emite sefiales a la siguiente, y recibe sefiales de la anterior, de forma que todas las neuronas
de una capa emiten a todas las neuronas de la siguiente, y todas las neuronas de una capa reciben
informacion de la anterior (a excepcidon de las capas de entrada y de salida, por razones obvias). Esto
puede verse mas claramente con la Figura 22.
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Figura 22. Ejemplo de MLP con una capa oculta.

De esta forma, la informaciéon va de las capas de entrada a las de salida a través de las capas ocultas,
realizdndose un procesamiento en cada una de las neuronas de los datos entrantes, que se emiten a las
neuronas de la siguiente capa procesados. Este procesamiento se encuentra caracterizado por un peso
(que debe ajustarse mediante entrenamiento), que multiplica el valor de entrada y una funcién de
activacion (que modifica el efecto del peso).

La funcién de activacion utilizada en este proyecto es la funcién sigmoid, puesto que la funcién de la red
neuronal puede describirse como una suma ponderada no lineal f(x) = k(3; w;g;(x)), donde k es la
funcién de activacion. Esta funcion de activacidon (aunque también otras) permite que la red neuronal en
su conjunto cumpla con el teorema de aproximacién universal, de forma que con una o mas capas ocultas
con un numero finito de neuronas puede aproximar funciones continuas en subconjuntos limitados en
R™. Esto es gracias a que la funcién de activacidon cumple ciertas caracteristicas [17].

sig(t)

—sig(t) = == 1.0

0.8

Figura 23. Funcidn de activacion sigmoid.

Los pesos de cada uno de los perceptrones son los que dotan a la ANN de la capacidad de clasificacion,
pero estos deben ajustarse. La forma de hacerlo es mediante el entrenamiento. Este entrenamiento se
realiza mediante propagacion hacia atrds de errores, en el cual se aplica un patrén a la entrada de la ANN
como estimulo, propagandose desde la entrada hasta la salida. La salida ofrecida por la ANN se compara
con la que realmente pertenece a los valores de entrada (en el caso de clasificacidn, la etiqueta de
clasificacion, en el caso de binomial, cero o uno), de forma que se obtiene el error en la salida. Este error
se propaga hacia las neuronas que han contribuido al resultado de forma proporcional, modificando
proporcionalmente sus pesos. Este proceso se repite, de forma que conforme mas entrenada esta la red,
mas se adecua la estructura de la misma para reconocer patrones en el espacio de entrada, y puedan
clasificar correctamente conjuntos de datos que no pertenecen al conjunto de entrenamiento [17].
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El valor que intenta minimizarse mediante el entrenamiento de la ANN es la funcion de pérdida, en el caso
particular de la clasificacidn binaria, es la entropia binaria cruzada. De una forma intuitiva, la entropia
mide la incertidumbre de una fuente de informacion, o, dicho de otra forma, la cantidad de informacién
promedio que contienen los simbolos usados. Si todos los simbolos contienen la misma informacién, se
dice que la entropia es maxima. En aras de reducir la cantidad de simbolos necesarios para realizar una
clasificacion, la reduccién (o minimizacion, de hacerse una reduccion al maximo) de la entropia consiste
en configurar el sistema simbdlico de forma que un ndmero reducido de simbolos aporte la mayor parte
de la informacion, simplificando por tanto el modelo de clasificacidn. Relacionado con la incertidumbre,
la entropia es se puede asociar a la cantidad de ruido presente en el modelo: a menor entropia, mayor
ratio sefial-ruido, mas facilmente pueden identificarse las variables (tangibles o latentes) que permiten la
clasificacion. La entropia cruzada cuantifica la diferencia entre dos distribuciones de probabilidad: la
distribucién verdadera de, en este caso, el vector respuesta binario (presencia o ausencia de cancer, 1 o
0), p, respecto a la obtenida con el modelo clasificador, g. Por tanto, permite la cuantificacién del error
entre la prediccidn y los valores reales mediante la comparacidn entre la distribucién obtenida con el
modelo clasificador q y la verdadera distribucion del conjunto de variables a predecir, p, de acuerdo a la
siguiente expresion:

H(p,q) = E,[—log(q)] = H(p) + Dy, (pllq)

Donde H(p) es la entropia de p y D, (p||q) es la divergencia de Kullaback-Leibler o entropia relativa. Al
ser p y g variables discretas:

H(p.q) = = ) p(log(a(x))

Cada una de las tandas de entrenamiento se conocen como epochs. El nUmero de epochs determina hasta
qué punto van a ajustarse los parametros, un numero demasiado limitado evitara que la ANN pueda
entrenarse completamente, mientras que uno demasiado grande hara que la ANN se sobreentrene. Como
ya se ha comentado, el problema de los algoritmos supervisados iterativos es que pueden
sobreentrenarse, al igual que las SVM, sobreajustarse al conjunto de datos de entrenamiento.

La forma en la que se va a establecer el nimero de epochs, de forma que se evite el sobreentrenamiento,
es implementando una validacidn tras cada epoch, es decir, durante el desarrollo, con un subconjunto de
datos distinto al de validacidn, denominandose este subconjunto de desarrollo.

El proceso de entrenamiento tiene, por tanto, tandas de entrenamiento de las capas — validacién, de
forma que es posible identificar cuando se empieza a sobreentrenar, puesto que el conjunto de desarrollo
empieza a presentar una funcién de pérdida que empieza a aumentar mientras se minimiza la arrojada
por el conjunto de entrenamiento. Con el fin de evitar aumentos puntuales de la funcién de pérdida del
subconjunto de desarrollo o identificar minimos locales sin dar oportunidad a encontrar minimos globales
o locales mejores, se implementa el parametro paciencia, que especifica el nimero de epochs a esperar
antes de considerar que se estd sobreentrenando (es decir, nimero de epochs en el que se esta
empeorando la funcion de pérdida para el subconjunto de desarrollo), restableciéndose los pesos que
arrojaron mejores resultados una vez se para el proceso de entrenamiento [17].

La facilidad para que el entrenamiento sea eficiente vendra condicionada por la estructura de la ANN: el
ndimero de capas y neuronas por capa. Para esto no hay reglas aplicables, por lo que deben explorarse
distintas arquitecturas. Ademas, hay otras técnicas que pueden mejorar el proceso de entrenamiento. Por
un lado, el uso de dropouts entre capas: que aleatoriamente, un porcentaje de las sefales de la capa
anterior en la que se ubica el dropout se anulan, normalmente entre un 10% y 50%. Esto es especialmente
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util ante variables de entrada correlacionadas. Otra técnica que permite mejorar el proceso de
entrenamiento es la introduccion de regularizadores en las capas: estos introducen una penalizacion a
mas neuronas tengan pesos distintos a cero en la estructura, de forma que se dificulta el
sobreentrenamiento, manteniendo el nimero de neuronas activas en un minimo y disminuyendo la
influencia del ruido en los datos durante el entrenamiento [17].

5.6.5. ANOVA E INTERVALOS DE TUKEY

El analisis de la varianza o ANOVA permite determinar si existen diferencias estadisticamente significativas
entre poblaciones, basdandose en muestras de las mismas, siempre y cuando se cumplan las siguientes
hipotesis:

e Llavariable dependiente debe estar comprendida en un intervalo.
e las observaciones son independientes.

e Los residuos se distribuyen normalmente.

e Existe homogeneidad entre las varianzas.

Realizdndose mediante la tabla que se muestra a continuacion donde la F obtenida se compara con el
valor de la F de Snedecor para los grados de libertad en los factores y entre ellos, con un p-Valor [18].

Tabla 2. Ejemplo de tabla ANOVA.

Fuente de Suma de Grados de Cuadrado medio F
variacion cuadrados libertad

Factores SCr ne-1 CMe = SC¢/ gdIf CMr/CMRr
Residuos SCr nt- Nnf CMr=SCg/ gdlr

Total SCr nr-1

Si el valor de la F calculada es mayor que la F de Snedecor de la tabla significa que existen diferencias
significativas de acuerdo al p-Valor elegido (hormalmente 5%).

¢Y sila comparacion es entre mas de una pareja de medias en conjuntos equilibrados (con mismo nimero
de muestras)? Para, tras el analisis ANOVA que sefiale que hay diferencias significativas entre las medias,
pueden utilizarse los intervalos de confianza de Tukey, también conocidos como HSD (Honestly-
significant-difference), un test conservador mediante el que puede identificarse qué medias son
significativamente distintas de cada una de las otras, puesto que se comparan de forma multiple [18].

6. COMPARACION DE MODELOS

El objetivo es el desarrollo de un clasificador binomial, de forma que sea capaz de distinguir entre
pacientes sanos y con cancer, independientemente del estadio de desarrollo tumoral. Esto presenta la
ventaja de ser capaz de detectar los estadios incipientes, pero a su vez, debido a la necesidad de
diferenciar entre estos y los sanos, que presentaran pautas multivariantes mas similares entre si, puede
disminuir en sensibilidad hacia los casos de mayor estadio, asi como de especificidad.

Para el clasificador binomial se exploran los modelos tanto sin variables adicionales, como con ellas.

Se valtan modelos clasificadores basados en Principal Component Regression (PCR) y Principal Factor
Regression (PFR, PCR con kernel no-lineal), Support Vector Machine (SVM) sin y con reduccion de la
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dimensién (utilizando PCA y PFA, como en las regresiones anteriores), sparse N-way Partial Least Squares
Discriminant Analysis (sSNPLSDA) y Artificial Neural Nets (ANN) sin y con reduccién de la dimensién, cada
uno con los cinco pretratamientos comentados en 5.3.

6.1. CLASIFICACION BINOMIAL SIN VARIABLES ADICIONALES

6.1.0. MODELO BASE: PLSDA

El modelo que se escoge para establecer la marca inicial es un PLSDA.

Se obtiene, con validacion cruzada a nueve grupos balanceados, un AUC medio maximo con 10 variables
latentes de 0.597, con una tasa de aciertos asociada de 0.584.
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Figura 24. AUC (“AUC score” valor en el eje Y) para PLSDA con distinto nimero de variables latentes (“Number of components”

en el eje X).
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Figura 25. Tasa de acierto (“Accuracy” en el eje Y) para PLSDA con distinto niimero de variables latentes (“Number of
components” en el eje X).
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6.1.1. MODELOS BASADOS EN PCR Y PFR

Se muestran a continuacién 975 modelos clasificadores, correspondientes al uso de 2 a 40 variables
latentes para los cinco pretratamientos y cinco kernels de reduccion de la dimension (PCA, polinomial de
segundo orden, polinomial de tercer orden, polinomial de cuarto orden y ANOVA).

Se seleccionan 25 modelos, correspondientes al nUmero de variables latentes que maximiza la AUC media
de la validaciéon cruzada a nueve grupos, para cada uno de los cinco pretratamientos y cinco técnicas de
reduccién de la dimension.

Tabla 3. AUC medio maximo para nimero de variables latentes.

PCR PFR pol. 2°G PFR pol. 32G PFR pol. 4°G PFR ANOVA
Autoescalado 0.606 0.617 0.648 0.589 0.659
Centrado 0.626 0.562 0.580 0.543 0.659
Modo 2 0.631 0.561 0.549 0.542 0.649
Modo 3 0.622 0.559 0.579 0.534 0.657
Modos 2y 3 0.629 0.559 0.550 0.537 0.651

Se muestran en detalle en los anexos 1 a 25.

6.1.2. MODELOS BASADOS EN SVM

Se distinguen los modelos sin reduccién de la dimension, y los modelos con reduccion de la dimensidn.
Para los segundos, se sigue la misma filosofia que los modelos PCR y PFR.

Se muestran a continuacién 980 modelos clasificadores, correspondientes al uso de 2 a 40 variables
latentes para los cinco pretratamientos y cinco kernels de reduccion de la dimensién (PCA, polinomial de
segundo orden, polinomial de tercer orden, polinomial de cuarto orden y ANOVA), y a los cinco sin
reduccién de la dimension.

Se seleccionan los cinco modelos sin reduccién de la dimensidn y, del resto, como se ha comentado, se
sigue el mismo criterio de seleccidn que para los modelos PFR y PCR.

Tabla 4. AUC medio maximo para nimero de variables latentes.

Sin PCA PFA pol. PFA pol. PFA pol. PFA
reduccion 2°G 39G 4°G ANOVA
Autoescalado 0.629 0.631 0.605 0.576 0.581 0.586
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Centrado 0.613 0.671 0.580 0.580 0.578 0.630

Modo 2 0.629 0.662 0.573 0.591 0.567 0.651
Modo 3 0.629 0.667 0.587 0.578 0.589 0.658
Modos 2y 3 0.629 0.659 0.563 0.592 0.595 0.646

Se muestran en detalle en los anexos 26 a 51.

6.1.3. MODELOS BASADOS EN sNPLSDA

Los resultados para los cinco pretratamientos con sNPLDSA se muestran a continuacion:

Tabla 5. AUC medio maximo para cada pretratamiento.

Autoescalado  Centrado Modo 2 Modo 3 Modos 2&3

0.654 0.611 0.633 0.677 0.645

Se muestran en detalle en los anexos 52 a 56.

6.1.4. MODELOS BASADOS EN ANN

Para los modelos basados en redes neuronales artificales (ANN) se distinguen los modelos sin reduccién
de la dimension, y los modelos con reduccién de la dimensidn. Para los segundos, se reduce la dimension
con las técnicas de PCA y PFA de los anteriores, pero introduciendo los cuarenta primeros factores de
cada una de las técnicas como variables de entrada en las ANN, haciendo un total de 200 variables de
entrada.

Para todos los modelos clasificadores basados en ANN se utiliza un dropout entre las capas internas de
0.25, excepto de los nodos de entrada a la primera capa oculta en los modelos con reduccién de la
dimensidn. La funciéon de activacion es sigmoid para todas las capas, puesto que es una funcidn de
activacion que cumple el teorema de la aproximacion universal, segin el cual para redes neuronales
establece que cada funcidn continua que mapea intervalos de nimeros reales a algun intervalo de salida
de numeros reales puede ser aproximado arbitrariamente por un perceptron (neurona) multicapa con
una sola capa escondida.

Ademas de la reduccién de la dimens