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Resumen 

Aunque los algoritmos de estimación de distribuciones fueron originalmente diseñados para resolver problemas con dominio de 
valores reales o enteros, en esta contribución se utilizan para la resolución de un problema basado en permutaciones. El ruteo de 
autobuses escolares con selección de paradas es resuelto utilizando la distribución generalizada de Mallows como un intento para 
describir y obtener una distribución de probabilidad explicita sobre un conjunto de rutas de autobuses escolares. Además, un operador de 
mutación es considerado para mejorar la estimación de la permutación central, un parámetro de la distribución de Mallows. Diferentes y 
diversas instancias sirvieron como parámetro de entrada y prueba para mostrar que problemas basados en permutaciones tales como el 
ruteo de autobuses escolares con selección de paradas pueden ser resueltos por medio de un modelo de probabilidad, y mejorar la 
estimación de la permutación central ayuda al desempeño del algoritmo.   
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1. Introducción 

Básicamente, el problema del ruteo de autobuses escolares con 
selección de paradas SBRP (por sus siglas en inglés School Bus 
Routing Problem) consiste en encontrar una eficiente secuencia 
de rutas para una flota de autobuses escolares que recogen 
estudiantes en diversas paradas y los dejan en su escuela 
satisfaciendo varias restricciones tales como capacidad máxima 
del autobús, tiempo máximo para recoger a los estudiantes, y el 
tiempo límite para llegar a la escuela. Por lo tanto, el SBRP es un 
tema de investigación logística y puede ser considerado como un 
problema combinatorio realista. 

Una variante del SBRP llamada SBRP con selección de 
paradas SBRPBSS (por sus siglas en inglés School Bus Routing 
Problem with Bus Stop Selection), se tiene cuando hay un 
conjunto de paradas potenciales de autobús, de tal manera que 
cada estudiante vive a r  metros de al menos alguna de ellas. Así, 
determinar el conjunto de paradas de autobús que realmente se 
deben visitar es una parte del problema (Schittekat et al., 2013). 

El SBRPBSS puede ser visto como un caso especial del 
problema de ruteo de vehículos con capacidad finita CVRP (por 

sus siglas en inglés Capacitated Vehicle Routing Problem), un 
problema NP-hard (por sus siglas en inglés Non-deterministic 
Polynomial-time), donde un conjunto de n  nodos o vértices (las 
paradas a visitar) está dado con una demanda especifica (los 
estudiantes) los cuales deben ser atendidos por una flota de 
vehículos (los autobuses escolares) con capacidad limitada. Sin 
embargo se discute que existe un conjunto de paradas potenciales 
en este artículo, de las cuales se debe definir cuáles de ellas en 
realidad su ocuparan. 

En esencia, el SBRPBSS tiene tres aspectos distintos pero 
relacionados entre sí: (1) determinar el conjunto de paradas a 
visitar, (2) establecer para cada estudiante a qué parada deberá 
dirigirse a esperar un autobús, y (3) diseñar rutas con las paradas 
de autobuses elegidas, tal que la distancia total de viaje es 
minimizada. 

La mayoría de las técnicas de solución desarrolladas para el 
SBRPBSS son caracterizadas por un enfoque secuencial. Es decir, 
un procedimiento de selección de paradas y un procedimiento de 
ruteo son realizados uno después de otro. Ya sea que el 
procedimiento de selección de paradas es ejecutado inicialmente y 
después el procedimiento de ruteo o viceversa. En cualquier caso, 
el procedimiento de ruteo es en sí mismo un problema de 
optimización basado en permutaciones. Por lo tanto en esta 
investigación, vamos más profundo en el uso de un algoritmo 
basado en poblaciones, más específicamente, un algoritmo de 
estimación de distribuciones EDA (por sus siglas en inglés 
Estimation of Distribution Algorithm) para este tema de 
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investigación logística. El EDA es un tipo de algoritmo de 
optimización basado en poblaciones que utiliza un modelo de 
probabilidad para producir nuevos descendientes en el proceso 
evolutivo. El modelo de probabilidad es construido en cada 
generación con información de las mejores soluciones. Aunque 
los EDAs fueron originalmente diseñados para resolver 
problemas con dominio de valores reales o enteros, estos no 
pueden producir un individuo factible de un modelo de 
probabilidad construido sobre un conjunto de permutaciones 
(Larrañaga and Lozano, 2002). En este contexto, un individuo 
factible en un tour para el SBRPBSS y un conjunto de 
permutaciones es un conjunto de tours de la población 
seleccionada. Además, el EDA requiere ser adaptado para la 
resolución con problemas basados en permutaciones por medio de 
una modificación en el proceso del algoritmo. Entonces, 
implementar un modelo de probabilidad específico para este 
tópico de investigación debería ser más competitivo contra otros 
modelos. Nuestro objetivo es utilizar la distribución generalizada 
de Mallows GMD (por sus siglas en inglés Generalized Mallows 
Distribution) como una forma de estimar una distribución de 
probabilidad explicita sobre el dominio de las permutaciones 
(Ceberio et al., 2014). Un primer intento de adaptar los EDAs a 
problemas basados en permutaciones se encuentra en Ceberio et 
al., (2011). 

Contrario a la investigación actual donde diversas técnicas 
tales como búsqueda tabu (Pacheco et al., 2013), búsqueda 
adaptativa ávida aleatorizada (Schittekat et al., 2013), algoritmo 
de ramificación y acotamiento (Riera-Ledesma and Salazar-
González, 2012), algoritmo genético (Díaz-Parra et al., 2013) y 
algoritmo basado en colonia de hormigas (Euchi and Mraihi, 
2012) han sido propuestos para resolver el problema examinado, 
este articulo contribuye al estado del arte en lo siguiente: a) 
introducir la GMD, detallada en la investigación de Fligner and 
Verducci (1986), al SBRPBSS como una manera de estimar una 
distribución de probabilidad explicita sobre el dominio de las 
permutaciones. b) aplicar la GMD copulado con un EDA, 
llamado GMDEDA, para resolver el SBRPBSS. c) proponer una 
hibridación en el proceso del GMDEDA, llamado HGMDEDA, 
usando un operador de mutación para encontrar aún mejores 
soluciones para el SBRPBSS. 

Existe muy poco trabajo relacionado sobre el EDA aplicado en 
el SBRPBSS. Por ejemplo, Pérez and Hernández (2016) proponen 
el enfoque más simple para estimar la distribución de 
probabilidad conjunta de los individuos seleccionados en cada 
generación. La distribución de probabilidad conjunta mencionada 
es factorizada como un producto de distribuciones marginales 
univariantes. Cada distribución marginal univariante es estimada 
con respectivas frecuencias marginales. Aunque el algoritmo 
propuesto por Pérez and Hernández (2016) es útil para el 
SBRPBSS, este no está en la misma dirección de esta 
investigación. Se busca una distribución de probabilidad explicita 
sobre un conjunto de rutas de autobuses escolares. 

 
2. Revisión de la literatura 

Aun cuando el SBRP fue formulado décadas antes, este es aún 
un tema de investigación significativa debido a su importante 
impacto en logística. Diversos estudios contienen una gran 
variedad de estrategias para resolver el SBRP. Una revisión de 
literatura reciente puede encontrarse en Park and Kim (2010). 
Avances en metaheurísticas ofrecen a la comunidad de 
investigadores nuevas técnicas para abordar problemas de 

optimización combinatoria tales como el SBRPBSS. Kwan et al., 
(1999) describen un algoritmo genético para el problema de la 
programación de conductores de autobuses. El algoritmo 
propuesto construye a un programa para diversos vehículos el 
cual refleja la operación global y evoluciona a producir las 
mejores soluciones al explotar los rasgos combinatorios del 
problema. Suiter and Cooley (2001) proponen un algoritmo 
genético para el diseño eficiente de rutas de autobuses 
municipales. Los autores consideran atributos tales como los tipos 
de pasajeros, las distancias, los impedimentos en ciertos lugares, y 
la importancia de los sitios visitados para encontrar mejores rutas. 
Un análisis de sensibilidad es realizado al modificar la 
importancia de los atributos mencionados. Yoshihara (2003) 
presenta una aplicación de un algoritmo genético con heurísticas 
para programar un sistema de administración de autobuses a fin 
de satisfacer todas las condiciones de trabajo de los conductores, 
reducir el número de conductores tanto como sea posible, y 
disminuir la extensión de la jornada laboral entre todos los 
conductores. Los puntos débiles de las heurísticas son 
compensados por el algoritmo genético propuesto. Kliewer et al., 
(2006) discuten el problema de programación de autobuses con 
múltiples paraderos y flotas heterogéneas. Los autores utilizan 
una red basada en tiempo-espacio en vez de redes basadas en 
conexiones de las paradas para modelar el problema mencionado. 
El modelo propuesto resuelve instancias reales con miles de 
viajes programados al aplicar directamente software de 
optimización estándar. Otra investigación que usa la misma 
formulación de red tiempo-espacio es encontrada en Gintner et 
al., (2008) la cual intenta resolver el problema de programación 
de conductores en un caso de transporte público. Thangiah et al., 
(2008) presentan heurísticas para resolver un SBRP rural 
complejo usando redes de caminos digitalizados. La investigación 
considerada en Thangiah et al., (2008) es una flota mixta, con 
múltiples paraderos, y entregas parciales. Euchi and Mraihi 
(2012) resuelven el SBRP en áreas urbanas, como un caso de 
estudio en la ciudad de Tunez. Los autores utilizan un algoritmo 
basado en colonia de hormigas para hacer frente a este problema. 
Díaz-Parra et al., (2013) proponen la aplicación de un algoritmo 
bio-inspirado para el SBRP con características de una sola 
escuela, servicio urbano, carga mixta, estudiantes con condiciones 
especiales y flota homogénea de vehículos. Un conjunto de 
instancias de prueba para el SBRP fue desarrollado por los 
autores y dichas instancias fueron resueltas por medio del 
algoritmo genético propuesto. Schittekat et al., (2013) desarrollan 
un meta heurística para el SBRPBSS. La meta heurística 
propuesta, llamada búsqueda adaptativa ávida aleatorizada, usa un 
algoritmo de tipo exacto para resolver de forma óptima el sub-
problema de asignar estudiantes a paradas cuando las rutas ya 
están predefinidas. Los resultados de esta meta heurística sobre 
instancias generadas artificialmente son comparados con 
soluciones obtenidas por un método secuencial, con soluciones 
obtenidas al implementar un modelo de programación entera 
mixta en un software comercial, y con soluciones obtenidas con 
un enfoque de generación de columnas. Minocha and Tripathi 
(2014) describen un problema real del SBRP. Los autores 
desarrollan un plan de ruta para el servicio de autobuses escolares 
localizado en la ciudad de Rajasthan en la India, de manera que es 
capaz de servir a los estudiantes eficientemente con la máxima 
utilización de la capacidad de los autobuses utilizando un 
algoritmo genético híbrido para ello. Widuch (2012) propone un 
algoritmo correctivo de etiquetas para resolver el SBRP. La meta 
del algoritmo es encontrar una ruta que minimice el tiempo y el 
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costo del viaje simultáneamente. Esta investigación plantea un 
problema de optimización multicriterio MOP (por sus siglas en 
inglés Multicriteria Optimization Problem), donde la solución es 
un conjunto de soluciones no dominadas. El algoritmo hace 
posible encontrar todas las rutas que pertenecen al conjunto de 
soluciones no dominadas. Widuch (2013) propone un algoritmo 
correctivo de etiquetas con el almacenamiento de soluciones 
parciales para resolver el SBRP. Los resultados se comparan con 
los resultados para el SBRP donde el objetivo es reducir al 
mínimo sólo el tiempo y los costos de viaje y la longitud de la 
ruta no se toma en consideración.  

Finalmente, la mayoría de los enfoques de solución 
mencionados anteriormente usan una representación con un 
conjunto de números. Cada número representa una parada de 
autobús. El orden de los números muestra un recorrido factible en 
el procedimiento de ruteo. En toda esta investigación actual, las 
paradas de autobús son independientes entre sí. Esto significa que 
cualquier parada de autobús se puede reubicar a otra posición en 
la secuencia con el fin de obtener mejores soluciones (mejores 
tours). Sin embargo, los artículos publicados consideran que el 
resto de las paradas de autobús no necesariamente se ven 
afectadas (influidas) por los procesos de reubicación comunes en 
las metaheurísticas. Para hacer frente a esta situación, este 
documento presenta un método para producir y mejorar el 
procedimiento de ruteo para el SBRPBSS por medio de una 
distribución de probabilidad explícita en el dominio de las rutas 
de transporte escolar. 

 
3. Planteamiento del problema 

El SBRP analizado sólo contiene una escuela, un solo tipo de 
estudiante, con autobuses escolares idénticos, cada uno con 
capacidad finita. La distancia total recorrida por todos los 
autobuses escolares es el objetivo a minimizar. La siguiente 
formulación, basada en Schittekat et al., (2013) y construida sobre 
la formulación de Toth and Vigo (2001), representa un modelo de 
optimización. 
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Los símbolos utilizados en el modelo matemático son 

C  Capacidad del autobús escolar 

V  Conjunto de paradas potenciales, con nV  

E  Conjunto de arcos entre paradas 
S  Conjunto de estudiantes 

ijd Distancia de traslado entre la parada i  y la parada j  

0i  Índice de la escuela 
1ijkx  Si el autobús k  se traslada de la parada i  a j , 0  de 

otra forma 
1iky  Si el autobús k  visita la parada i , 0  de otra forma 

1ilkz  Si el estudiante l  es recogido por el autobús k  en la 

parada i , 0  de otra forma 
1ils  Si el estudiante l  puede llegar a la parada i , 0  de otra 

forma 
 
La función objetivo (1) minimiza la distancia total recorrida 

por todos los autobuses. Las restricciones (2) obligan a que si la 
parada i es visitada por el autobús k , entonces un arco debe ser 
atravesado por el autobús k  ingresando a la parada i  y dejando 
la parada i , mientras que en (3) se impone la conectividad de la 
ruta realizada por el autobús k . Estas restricciones sirven para 
eliminar sub-tours. En (4) se garantiza que cada parada es visitada 
una vez como máximo, excepto por la parada que corresponde a 
la escuela. En (5) se asegura que cada estudiante es recogido en 
una parada la cual el(o ella) puede llegar. En (6) se confirma que 
la capacidad de los autobuses no es violada. En (7) se impone que 
el estudiante l  no es recogido en la parada i  por el autobús k  si 
dicho autobús k  no visita la parada mencionada i . En (8) se 
hace cumplir que cada estudiante es recogido una sola vez. Por 
último, las restricciones (9)–(11) establecen que todas las 
variables de decisión son binarias. Algunos supuestos están 
implícitos, e.g., una parada solamente es visitada por un solo 
autobús, lo que significa que el número de estudiantes no puede 
exceder la capacidad del autobús. También implica que los 
estudiantes que van a una parada no pueden ser divididos en 
grupos donde cada grupo tome un diferente autobús. Otro 
supuesto es que los autobuses tienen igual capacidad. Además, 
cada autobús ejecuta una sola ruta y cada estudiante cuenta 
como una unidad de demanda. 

 
4. EDA para el SBRPSS 

4.1. Procedimiento de selección de paradas 

La primera instancia de Schittekat et al., (2013) contiene cinco 
paradas potenciales de autobús, siendo un total de seis paradas si 
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se considera la locación de la escuela, con veinticinco estudiantes 
a recoger, un límite de distancia a caminar de tan sólo cinco 
minutos por estudiante y una capacidad máxima de veinticinco 
estudiantes por autobús. Las ubicaciones de las paradas y de los 
estudiantes en la instancia mencionada se detallan a continuación 
en la Tabla 1 y 2 respectivamente. 

 
Tabla 1: Ubicaciones de paradas en instancia 1 de Schittekat et al., (2013) 

Parada Coordenada 
X 

Coordenada 
Y 

0 (escuela) 50.000 50.000 
1 84.202 26.662 
2 30.611 44.447 
3 78.207 15.514 
4 33.377 53.943 
5 43.488 23.897 

 
 

Tabla 2: Ubicaciones de estudiantes en instancia 1 de Schittekat et al., (2013) 

Estudiante Coordenada 
X 

Coordenada 
Y 

1 87.389 24.311 
2 86.726 24.672 
3 87.106 25.926 
4 83.169 29.086 
5 82.395 23.630 
6 33.873 41.106 
7 32.101 40.618 
8 31.576 42.480 
9 31.821 41.832 
10 28.776 46.787 
11 79.084 12.957 
12 75.507 16.006 
13 78.703 13.613 
14 82.008 13.277 
15 73.917 16.814 
16 31.180 56.512 
17 35.631 53.833 
18 33.400 54.804 
19 30.195 55.034 
20 33.804 54.111 
21 47.527 24.493 
22 40.258 27.078 
23 42.888 23.016 
24 45.063 20.201 
25 46.380 25.283 

 
El primer paso es la asignación de los estudiantes a las 

posibles paradas de autobús a través de un proceso iterativo en el 
que se asigna a cada estudiante a la primera parada de autobús del 
conjunto de posibles paradas y el número de estudiantes 
asignados se actualiza por cada parada para evitar exceder la 
capacidad de cualquier autobús escolar. Una parada de autobús se 
considera potencial cuando la restricción de distancia se satisface 
para cada estudiante. Por lo tanto, una parada de autobús puede 
ser potencial para un estudiante y no serlo para otros. El proceso 
iterativo se explica a continuación. 

 
Define DISTANCE 
Define CAPACITY 

 
for each student i do 

for each student j do 
length:=distance_between(location student i, bus stop location j); 
if(length ≤ DISTANCE) 

feasible_matrix(i,j):=1; 
else 

feasible_matrix(i,j):=0; 
endif 

endfor 
endfor 
 
for each bus stop j do 

load (j):= 0; 
endfor 
 
for each student i do 

Assigned = 1; 
for each stop j do 

If (feasible matrix (i,j)== 1) and (load (j) < CAPACITY) 
Assigned = j; 
break; 

endif 
endfor 

load (Assigned):= load (Assigned)+1; 
endfor 
 

Una asignación factible usando el proceso iterativo detallado 
anteriormente puede ser 

 
Ejemplo 1 
1 1 1 1 1 2 2 2 2 2 3 3 3 3 3 4 4 4 4 4 5 5 5 5 5   
 
donde cada número representa la parada de autobús asignado a 

cada estudiante, es decir, parada de autobús 1 para el estudiante 1, 
parada de autobús 1 para el estudiante 2, y así sucesivamente. 

4.2. Procedimiento de ruteo 

El segundo paso es la construcción de rutas factibles. El 
procedimiento se detalla a continuación.  

Representación de la solución 

Se adopta una representación basada en permutaciones, como 
en la mayoría de los algoritmos genéticos GA (por sus siglas en 
inglés Genetic Algorithm) para el problema del agente viajero 
TSP (por sus siglas en inglés Travelling Salesman Problem). La 
representación mencionada es un vector, que muestra un recorrido 
por todas las paradas de autobús previamente seleccionadas. En 
cada posición dentro del vector, un número de tipo entero 
representa una parada de autobús específica. Un vector es 
simplemente una secuencia de paradas de autobús (una 
permutación)  sin delimitadores en la ruta. Se puede interpretar 
como el orden en el que un autobús escolar debe visitar todas las 
paradas de autobús seleccionadas, si el mismo autobús escolar 
lleva a cabo todas las rutas de una en una. La aptitud )(F  de 

 es la distancia total recorrida. 
De acuerdo con el procedimiento de selección descrito 

anteriormente, una representación puede ser 
 
Ejemplo 2 
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4 2 5 3 1   
 
donde el autobús escolar va a la parada de autobús número 

cuatro en el comienzo, después se va a la parada de autobús 
número dos, y así sucesivamente hasta que se retorna a la escuela 
(parada número cero), que no se muestra en la representación de 
la solución de esta investigación.  

Generación de la población inicial 

La población se implementa como un conjunto de M  
vectores de tamaño n  paradas de autobús. Cada vector se 
inicializa como una permutación aleatoria de las paradas de 
autobús previamente seleccionadas. A continuación se muestran 
algunos vectores 

 
Ejemplo 3, 

1V  4 2 5 3 1 

2V  1 4 3 2 5 

3V  3 2 1 4 5 

4V  5 3 4 1 2 

5V  2 5 4 3 1 

Regla de selección 

Todos los M  vectores se consideran con el fin de construir el 
modelo de probabilidad. En consecuencia, la población 
seleccionada es una matriz de N  vectores de tamaño n  paradas 
de autobús, donde MN . 

Modelo de probabilidad 

El modelo Mallows fue propuesto inicialmente por Mallows 
(1957), y posteriormente mejorado por Fligner and Verducci 
(1986) a través de la GMD. El modelo Mallows y la GMD se 
pueden utilizar para resolver problemas de optimización basados 
en permutaciones. Recientemente, Ceberio et al., (2014) 
contribuyen con una aplicación inicial de la GMD para resolver el 
problema de programación de trabajos en configuración jobshop 
usando EDAs. 

Formalmente, el modelo de Mallows es definido como 
 

),(1 0)()( DeP    (12) 

donde  es un parámetro de forma, y ),( 0D  es la 
distancia de una permutación dada  a la permutación central 
representada por 0 , y donde )(  es una constante de 
normalización. En el presente estudio, la métrica de distancia 
Kendall-τau es con la cual el modelo de Mallows es copulado. 

 
La GMD es una extensión del modelo de Mallows (Fligner and 
Verducci, 1986). La GMD es descrita como sigue 
 

1

1
0 ),(

1)()(

n

j
jj V

eP    (13) 

 
donde ),( 0jV  es el número de posiciones a la derecha de 

j  con valores más pequeños que la posición actual en la 

permutación ),( 0 . Una amplia explicación de la GMD y sus 
características se encuentra en Fligner and Verducci (1986) y en 
Fligner and Verducci (1988). Basado sobre la investigación de los 
artículos citados, es posible obtener cualquier permutación 

),( 0  con 1n  enteros ),(),...,,( 0101 nVV  en la 

cual la distancia Kendall-τau  ),( 0tD  se descompone. Bajo 

la distribución uniforme, las variables ),( 0jV  que definen 

una permutación son independientes (Fligner and Verducci, 1986) 
y, como consecuencia, la distribución de probabilidad de las 
variables aleatorias ),( 0jV  bajo la GMD está dada por la 

ecuación (13). 
 

La constante de normalización )(  en la GMD puede ser 

simplificada como el producto de  1n  términos 
 

1

1

1

1

)1(

1
1)()(

n

j

n

j

jn

jj j

j

e

e
  (14) 

 
donde n  es el total de elementos en la permutación. Cuando 

la GMD considera la distancia Kendall-τau, entonces la GMD 
puede ser expresada como un modelo clasificador de múltiples 
etapas (Fligner and Verducci, 1988). Por lo tanto, la distribución 
de probabilidad de una permutación dada  es 
 

)),(()( 0

1

1
j

n

j
j rVPP    (15) 

 
donde jr  es un valor posible para la posición j  en la 

permutación. 

Proceso de muestreo (generación de nuevos individuos) 

Estimación de la permutación central 

La primera etapa consiste en calcular una aproximación a la 
permutación central. Utilizamos el algoritmo de Borda (1784). El 
algoritmo calcula la permutación media de una muestra dada que 
es, de hecho, un estimador consistente de la permutación central 
(Fligner and Verducci, 1986). Su pseudo-código se detalla a 
continuación. 
 
from the population of N permutations N,...,1  

for j  1 to n 

N

j
j

N

i
i

1
)(

:)(  
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endfor 
 

visited :  

for j = 1 to n 

min ← arg min visitediii |)(  

0 (min) = j; 

visited ← visited  min 
endfor 

Mejorando la permutación central 

Aunque el comportamiento del algoritmo propuesto depende 
del vector  que determina la forma de la distribución en el 
GMDEDA, consideramos que el algoritmo mejora su desempeño 
con algún tipo de mutación sólo aplicada a la permutación central 

0 . Cada iteración del procedimiento de mutación analiza todos 

los posibles pares de distintas paradas de autobús ),( vu . Para 
cada par, donde x  e y  son los sucesores de u  y v , los 
siguientes movimientos son aplicados. 

 
Remove u  then insert it after v , 
Swap u  and v , 

Swap ),( xu  and v , 

Swap ),( xu  and ),( yv , 

 
Si hay una mejora en algunos de los movimientos detallados 

anteriormente, la permutación central es entonces modificada. En 
el mejor de nuestro conocimiento, una modificación en el 
parámetro descrito no se ha desarrollado a través de este tipo de 
algoritmos. Ceberio et al., (2014) utilizan un mecanismo de 
reinicio cuando la aptitud de todos los individuos es la misma. El 
mecanismo de reinicio genera nueva población mediante cinco 
movimientos de inserción al azar sobre el mejor individuo. A 
diferencia de la investigación de Ceberio et al., (2014), en esta 
investigación se desea evitar la pérdida de la diversidad a través 
de la modificación de la permutación central, no en el mejor 
individuo. 

Estimación del vector de forma  

Una vez que la permutación central 0  es aproximada y 
mejorada, la segunda etapa consiste en estimar el vector 
parámetro de forma de la distribución j  al resolver  

jV 1:1,
1

1
1

1
)1( nj

e

jn

e jnjj
  (16) 

 
donde 
 

jV
N

i
ijV

N 1

1
0 )(1

    (17) 

 

Finalmente, el proceso de generar nuevos descendientes es 
aplicando la GMD, y decodificando los vectores ),( 0V  a 
través del uso del algoritmo de Meila et al., (2007). 

De esta forma, el modelo de probabilidad describe las 
características exhibidas por los padres como una distribución del 
espacio de soluciones. Por lo tanto, en el algoritmo propuesto no 
es necesario mantener los miembros de la población para realizar 
un seguimiento y heredar las características mencionadas en cada 
generación. Las características persisten por todos los miembros 
de la población en el progreso evolutivo gracias al modelo de 
probabilidad. 

Criterio de partición para las rutas 

Teniendo la secuencia de paradas de autobús (permutación) 

s  obtenida por la GMD, ahora llamada simplemente  de 
tamaño n , un procedimiento debe realizarse con el fin de obtener 
las rutas viables para todos los vehículos necesarios. Debido a que 
una secuencia se puede dividir en muchas rutas diferentes, Prins 
(2004) propuso un procedimiento de partición que puede 
encontrar una división óptima, es decir, un delimitador de viaje de 
modo que la distancia total recorrida se reduce al mínimo. Una 
modificación del procedimiento de Prins (2004) se utiliza en esta 
investigación. Sin pérdida de generalidad, sea n,...,3,2,1  
una secuencia dada. Considere un grafo auxiliar 

),( EVH donde nV ...2,1,0 . Un arco Eji ),( . Dos 

etiquetas jV  y jP  para cada vértice j  en  son estimados. jV  

es la distancia total recorrida de la trayectoria más corta desde el 
nodo 0 al nodo j  en H , y  jP  es el vértice predecesor de j  

sobre dicha trayectoria. La distancia total de recorrido se da al 
final de nV . Para cualquier vértice i , el incremento de paradas 

j  en dicha ruta se detiene cuando la capacidad Q  del autobús es 
excedida. La modificación del procedimiento de Prins (2004) se 
describe como sigue. 
 

0:0V ; 
for i  1  to  n  do  

:iV ; 
endfor 
 
for i  1  to  n  do  

traveled_distance = 0;  load = 0; j = i; 
repeat 

load = load + 
j

q ; 

if ( i==j ) then 

traveled_distance = 
j

d ,0 + 0,j
d ; 

else 

traveled_distance = traveled_distance - 0,1j
d +

jj
d ,1

+ 0,j
d ; 

endif 
if  (load < Q)  then 

if ( 1iV + traveled_distance < jV )  then 

jV = 1iV + traveled_distance; 
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jP = i – 1; 

endif 
j = j + 1; 

endif 
until  (j > n)  or  (load > Q) 

endfor 
 
donde 

j
q significa el número de estudiantes asignados a la 

j  posición (parada) en la permutación. 
j

d ,0 significa la 

distancia de la escuela (parada 0) a la j  posición en la 

permutación. 0,j
d  lo opuesto. 

jj
d ,1

es la distancia de la 

parada previa 1j  a la actual j . Q  es la capacidad del 

autobús. 
El vector de etiquetas jP  es mantenido junto con la secuencia 

para extraer la solución del problema bajo estudio, i.e., el 
SBRPBSS. El procedimiento construye t  rutas. Cada ruta es una 
lista de paradas. La función insertqueue adjunta una parada al 
final de la ruta. El procedimiento de partición de Prins (2004) es 
mostrado a continuación. 

 
for i  1  to  n  do  

route(i) = 0; 
endfor 
t = 0; 
j = n; 
repeat 

t = t +1; 

i = jP ; 

for k i +1 to j do 

insertqueue(route(t), k  ) 

endfor 
j = i 

until i == 0 
 

Criterio de paro y tamaño de población 

El número de generaciones es considerado como criterio de 
paro, basado en la investigación de Chakraborty and Dastidar 
(1993). Cien generaciones son establecidas en esta investigación 
y mil vectores son usados como tamaño de población. El 
algoritmo propuesto es detallado a continuación. 

 

0D   ← Generar M individuos basado en el 4.1 

0D   ← Generar M  individuos basado en permutaciones aleatorias 
considerando las paradas elegidas previamente 
g  ← 1 

Hacer { 

1gD  ← Evaluar individuos (calcular distancia total) 
Se
gD 1   ← Seleccionar MN individuos a partir de 1gD  

0  ←  Estimar la permutación central a partir de Se
gD 1   

0  ← Mejorar 0  (hibridación) 

 ← Estimar el vector de forma 

gD  ← Muestrear M  individuos a partir de ),,( 01
Se
gDp  

gD  ← Decodificar gD   

gD  ← Partir gD  en t rutas basado en el 4.2.6  

g  ← g + 1 
} Hasta que el número de generaciones es alcanzado 
 
5. Resultados y comparación 

Las instancias de Schittekat et al., (2013) sirvieron como 
parámetro de entrada y prueba para producir y mejorar el 
procedimiento de ruteo en el SBRPBSS por medio de una 
distribución de probabilidad explícita en el dominio de las rutas 
de transporte escolar. Las instancias mencionadas anteriormente 
consideran desde 5 paradas con 25 estudiantes a 80 paradas con 
800 estudiantes. Además, se consideran cuatro distancias 
máximas para caminar por parte de los estudiantes como 
restricción: 5, 10, 20 y 40 min. La distancia máxima para caminar 
determina en gran medida el número de paradas que el estudiante 
promedio es capaz de caminar. Las Tablas 3 - 7 proporcionan 
detalles sobre las instancias y muestra para cada instancia nueve 
columnas: instancia (columna id), el número de paradas (columna 
stop), el número de alumnos (columna stud), la capacidad del 
autobús (columna cap) y la distancia máxima a caminar (columna 
wd). Las Tablas mencionadas también detallan los resultados de 
un algoritmo genético (columna GA) y el algoritmo de estimación 
de distribuciones marginal univariado (columna UMDA por sus 
siglas en inglés Univariate Marginal Distribution Algorithm). 
Estos algoritmos se proponen como punto de referencia para la 
comparación con el esquema del EDA (columna GMDEDA). 
Además, las Tablas mencionadas muestran los resultados del 
EDA propuesto haciendo uso de la etapa de hibridación (columna 
HGMDEDA), es decir, la mejora a la permutación central 
obtenida por el algoritmo Borda (1784). Todos estos algoritmos, 
i.e., GA, UMDA, GMDEDA y HGMDEDA se obtuvieron 
mediante la programación y ejecución de los autores utilizando el 
lenguaje C++. 

Para dar cuenta de la naturaleza estocástica del problema, se 
realizan 30 ensayos para todos los algoritmos en todos los casos.  

En general, el esquema del HGMDEDA produce resultados 
competitivos basados en la aptitud obtenida, como se muestra en 
98 de los 112 casos indicados en negrita en Tablas 3 - 7. Un 
resultado competitivo significa que el HGMDEDA consigue un 
mejor valor u obtiene el mismo mejor valor que encuentran los 
otros algoritmos, i.e., GA, UMDA y GMDEDA. En Tablas 3 - 7 
se puede apreciar cómo el modelo de probabilidad utilizado en 
ambos algoritmos, i.e., la GMDEDA y la HGMDEDA, son 
capaces de detectar secuencias competitivas para el SBRPBSS. 

En Tabla 3, donde el número de paradas potenciales es 5, el 
HGMDEDA encuentra una aptitud competitiva en 22 de los 24 
casos en comparación con los algoritmos propuestos como punto 
de referencia. Cuando el número de paradas posibles es 10, 
entonces 21 de los 24 casos el HGMDEDA consigue una aptitud 
competitiva en comparación con el GA, UMDA y GMDEDA. 
Véase Tabla 4. Además, el GMDEDA consigue un resultado 
competitivo (19 de 24 casos) en el mismo número de posibles 
paradas de autobús. Si el número de paradas posibles es 20, el 
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HGMDEDA encuentra resultados competitivos en 22 de los 24 
casos, mientras que el GMDEDA lo obtiene en 20 de los 24. 
Véase Tabla 5. Cuando el número de paradas es de 40, la 
HGMDEDA produce resultados idóneos en 20 de los 24, mientras 
que el GMDEDA los produce solamente en 9 de 24. Véase Tabla 
6. Finalmente, para 80 paradas, la HGMDEDA produce buenos 
resultados en 13 de los 16 casos, mientras que el GMDEDA lo 
hace sólo en 8 de 16. Véase Tabla 7. A pesar de que el desempeño 
de los algoritmos propuestos como punto de referencia es 
aceptable, el HGMDEDA continúa logrando resultados 
competitivos contra estos algoritmos aun cuando el número de 
paradas es mayor que 20. Esto significa que cuando el número de 
paradas aumenta de 20 a 80, el HGMDEDA es capaz de 
identificar una mejor posición para cada parada de autobús en la 
secuencia para reducir la distancia recorrida por los autobuses. 
Por otra parte, 11 resultados del HGMDEDA (de un total de 48 
casos) están solamente un 20 por ciento por encima del resultado 
del algoritmo de Schittekat et al., (2013) cuando el número de 
paradas es de 5 a 10. Si el número de paradas es de 20, 40 y 80, 
entonces 49 resultados HGMDEDA (de un total de 64 casos) 
están solamente un 20 por ciento por encima del resultado del 
algoritmo de Schittekat et al., (2013). Esta situación se explica 
por el aumento de número de paradas y porque todas las 
instancias están utilizando el mismo modelo de probabilidad. Los 
autores creen que la identificación de relaciones de orden superior 
ayudará a reducir el valor actual de la distancia recorrida por los 
autobuses hasta ahora obtenido para cada instancia por medio de 
un modelo de probabilidad más avanzado. Sin embargo, los 
resultados obtenidos por el GMDEDA y el HGMDEDA 
demuestran que la aplicación de una distribución de probabilidad 
explícita en el dominio de las rutas de autobuses escolares 
también puede mejorar la aptitud significativamente frente al GA 
y el UMDA. Por otra parte, se evita perdida de diversidad por 
medio del procedimiento de mutación que contribuye a una 
reducción adicional del valor de la distancia recorrida por los 
autobuses. 

 
 

 

Figura 1: Prueba de Dunnett para comparación múltiple. 

 
Además, la calidad de las soluciones ofrecida por el 

HGMDEDA es estable con respecto a los otros algoritmos. Para 
mostrarlo, se realiza una prueba de comparación múltiple sobre la 
diferencia de medias que ofrece el HGMDEDA con respecto a los 
demás algoritmos. La Figura 1 detalla la prueba de Dunnett. A 
partir de la Figura 1 se puede visualizar que no existe diferencia 
estadísticamente significativa entre la calidad de las soluciones 
usando el HGMDEDA y los algoritmos utilizados en la 
comparativa. 

 
 

 
Figura 2: Robustez y sensibilidad de los resultados obtenidos frente a 
incertidumbres del tráfico. 

 
Ahora bien, sobre la robustez y sensibilidad de los resultados 

obtenidos frente a incertidumbres del tráfico, las instancias se 
modifican sobre los tiempos de traslado para cada caso en hasta 
un 25% del tiempo original. Esto con el fin de conocer qué 
implicaciones puede tener la incertidumbre del tráfico con 
respecto a la calidad de las soluciones obtenidas usando el 
HGMDEDA. La Figura 2 la prueba de Dunnett donde se aprecia 
que no hay diferencia estadísticamente significativa con respecto 
a las soluciones ofrecidas por el HGMDEDA aun cuando la 
incertidumbre está presente. Nuevamente se considera estable el 
algoritmo propuesto. 

 
Tabla 3: Resultados comparativos en 5 paradas potenciales con instancias de 
Schittekat et al., (2013) 

 

Tabla 4: Resultados comparativos en 10 paradas potenciales con instancias de 
Schittekat et al., (2013) 

id stop stud cap wd GA UMDA GMEDA HGMEDA 
25 
26 
27 

10 
10 
10 

50 
50 
50 

25 
50 
25 

5 
5 

10 

253.18 
332.09 
275.34 

251.92 
307.79 
271.74 

242.81 
301.62 
270.97 

242.81 
298.67 
270.97 

id stop stud cap wd GA UMDA GMEDA HGMEDA 
1 
2 
3 
4 
5 
6 
7 
8 
9 

10 
11 
12 
13 
14 
15 
16 
17 
18 
19 
20 
21 
22 
23 
24 

5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 
5 

25 
25 
25 
25 
25 
25 
25 
25 
50 
50 
50 
50 
50 
50 
50 
50 

100 
100 
100 
100 
100 
100 
100 
100 

25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 

5 
5 

10 
10 
20 
20 
40 
40 
5 
5 

10 
10 
20 
20 
40 
40 
5 
5 

10 
10 
20 
20 
40 
40 

140.99 
161.31 
181.27 
194.01 
133.30 
106.00 
36.77 
47.15 

285.80 
197.61 
203.99 
214.64 
129.89 
94.39 
19.95 
30.86 

361.17 
302.20 
295.74 
237.61 
155.90 
158.53 
59.98 
46.74 

140.99 
161.31 
181.27 
194.01 
133.30 
106.00 
36.77 
47.15 
285.80 
197.61 
203.99 
214.64 
129.89 
94.39 
19.95 
30.86 
361.17 
302.20 
295.74 
237.61 
155.90 
158.53 
75.77 
55.28 

140.99 
161.31 
181.27 
194.01 
133.30 
106.00 
36.77 
47.15 

285.80 
197.61 
203.99 
214.64 
129.89 
94.39 
19.95 
30.86 

361.17 
302.20 
295.74 
237.61 
155.90 
158.53 
75.77 
55.28 

140.99 
161.31 
181.27 
194.01 
133.30 
106.00 
36.77 
47.15 

285.80 
197.61 
203.99 
214.64 
129.89 
94.39 
19.95 
30.86 

361.17 
302.20 
295.74 
237.61 
155.90 
158.53 
75.77 
55.28 

         



296 Ricardo Pérez-Rodríguez et al. / Revista Iberoamericana de Automática e Informática industrial 14 (2017) 288–298 

28 
29 
30 
31 
32 
33 
34 
35 
36 
37 
38 
39 
40 
41 
42 
43 
44 
45 
46 
47 
48 

10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 
10 

50 
50 
50 
50 
50 

100 
100 
100 
100 
100 
100 
100 
100 
200 
200 
200 
200 
200 
200 
200 
200 

50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 

10 
20 
20 
40 
40 
5 
5 

10 
10 
20 
20 
40 
40 
5 
5 

10 
10 
20 
20 
40 
40 

325.27 
109.82 
195.99 
33.25 
67.21 

401.14 
312.15 
403.31 
306.42 
201.63 
200.85 
90.90 
54.33 

732.62 
504.18 
517.64 
490.06 
390.80 
284.12 
122.06 
81.73 

299.04 
109.82 
193.32 
33.25 
67.21 

400.08 
297.31 
407.72 
305.12 
226.59 
200.85 
90.90 
54.33 

732.62 
504.18 
517.64 
492.43 
390.80 
283.56 
122.06 
81.73 

286.26 
109.82 
179.48 
33.25 
67.21 

400.08 
300.84 
407.64 
301.31 
226.59 
200.85 
90.90 
54.33 

732.62 
504.18 
517.64 
492.43 
390.80 
273.59 
122.06 
81.73 

286.26 
109.82 
179.48 
33.25 
67.21 
400.08 
297.31 
407.64 
301.31 
226.59 
200.85 
90.90 
54.33 
732.62 
504.18 
517.64 
492.43 
390.80 
273.59 
122.06 
81.73 

         

 

Tabla 5: Resultados comparativos en 20 paradas potenciales con instancias de 
Schittekat et al., (2013) 

id stop stud cap wd GA UMDA GMEDA HGMEDA 
49 
50 
51 
52 
53 
54 
55 
56 
57 
58 
59 
60 
61 
62 
63 
64 
65 
66 
67 
68 
69 
70 
71 
72 

20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 
20 

100 
100 
100 
100 
100 
100 
100 
100 
200 
200 
200 
200 
200 
200 
200 
200 
400 
400 
400 
400 
400 
400 
400 
400 

25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 

5 
5 

10 
10 
20 
20 
40 
40 
5 
5 

10 
10 
20 
20 
40 
40 
5 
5 

10 
10 
20 
20 
40 
40 

713.64 
671.19 
535.17 
558.57 
385.90 
223.88 
108.15 
46.74 
966.16 
657.03 
750.58 
630.02 
608.72 
341.25 
153.75 
78.93 

1329.41 
836.29 

1007.80 
719.19 
918.31 
460.24 
280.07 
118.33 

659.51 
601.85 
559.42 
494.50 
381.34 
220.32 
108.15 
46.74 
938.74 
609.33 
724.65 
615.54 
559.40 
318.49 
154.58 
78.93 

1329.41 
807.82 

1007.80 
672.55 
920.04 
425.94 
280.07 
122.49 

611.93 
582.44 
513.28 
482.19 
381.34 
219.95 
108.15 
46.74 
938.47 
633.72 
718.48 
624.82 
559.96 
311.02 
153.58 
78.93 

1329.41 
800.87 

1007.80 
670.29 
917.16 
411.82 
280.07 
114.74 

611.93 
582.44 
513.28 
482.19 
381.34 
219.95 
108.15 
46.74 
938.47 
633.72 
718.48 
618.90 
552.42 
311.02 
153.58 
78.93 

1329.41 
800.87 

1007.80 
670.29 
917.16 
409.48 
280.07 
114.74 

         

 

Tabla 6: Resultados comparativos en 40 paradas potenciales con instancias de 
Schittekat et al., (2013) 

id stop stud cap wd GA UMDA GMEDA HGMEDA 
73 
74 
75 
76 
77 
78 
79 
80 
81 
82 
83 
84 
85 

40 
40 
40 
40 
40 
40 
40 
40 
40 
40 
40 
40 
40 

200 
200 
200 
200 
200 
200 
200 
200 
400 
400 
400 
400 
400 

25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 

5 
5 

10 
10 
20 
20 
40 
40 
5 
5 

10 
10 
20 

1414.20 
1254.45 
1191.57 
916.95 
584.50 
429.42 
160.35 
111.30 

1775.80 
1523.28 
1222.86 
1310.81 
957.39 

1351.84 
1183.60 
1087.14 
858.14 
547.98 
383.73 
163.88 
111.30 

1703.86 
1462.30 
1205.62 
1211.93 
919.50 

1368.43 
1142.62 
1108.35 
842.76 
535.53 
384.87 
163.88 
111.30 

1684.74 
1412.69 
1251.97 
1240.01 
888.43 

1310.77 
1142.62 
1108.35 
792.60 
532.41 
378.95 
163.88 
111.30 

1679.58 
1412.69 
1226.93 
1215.05 
881.71 

86 
87 
88 
89 
90 
91 
92 
93 
94 
95 
96 

40 
40 
40 
40 
40 
40 
40 
40 
40 
40 
40 

400 
400 
400 
800 
800 
800 
800 
800 
800 
800 
800 

50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 

20 
40 
40 
5 
5 

10 
10 
20 
20 
40 
40 

726.32 
299.85 
106.93 

2982.74 
1823.20 
2527.08 
1398.47 
1672.09 
1048.45 
451.63 
342.94 

679.67 
299.85 
107.14 

2980.99 
1721.53 
2458.14 
1348.72 
1662.70 
1015.14 
451.63 
337.28 

663.70 
299.85 
106.93 

2980.99 
1737.14 
2452.16 
1316.77 
1662.70 
973.56 
451.63 
328.78 

639.67 
299.85 
106.93 

2980.99 
1698.77 
2441.18 
1316.77 
1662.70 
959.98 
451.63 
325.71 

         

 

Tabla 7: Resultados comparativos en 80 paradas potenciales con instancias de 
Schittekat et al., (2013) 

id stop stud cap wd GA UMDA GMEDA HGMEDA 
97 
98 
99 
100 
101 
102 
103 
104 
105 
106 
107 
108 
109 
110 
111 
112 

80 
80 
80 
80 
80 
80 
80 
80 
80 
80 
80 
80 
80 
80 
80 
80 

400 
400 
400 
400 
400 
400 
400 
400 
800 
800 
800 
800 
800 
800 
800 
800 

25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 
25 
50 

5 
5 

10 
10 
20 
20 
40 
40 
5 
5 

10 
10 
20 
20 
40 
40 

3183.28 
3206.93 
2308.92 
1751.58 
1228.60 
765.17 
277.24 
164.84 

3792.85 
3119.84 
2777.51 
2225.75 
2037.22 
1292.76 
480.24 
271.94 

2971.76 
3037.08 
2215.67 
1728.20 
1180.88 
753.68 
275.95 
165.01 

3708.18 
3033.81 
2713.75 
2158.87 
1964.91 
1183.44 
485.03 
271.77 

2992.47 
3046.39 
2234.46 
1658.49 
1092.12 
714.28 
272.42 
164.84 

3690.06 
3091.45 
2604.43 
2176.74 
1838.52 
1192.80 
480.24 
271.35 

2992.47 
3070.01 
2209.81 
1658.49 
1081.37 
683.46 
272.42 
164.84 

3690.06 
3073.46 
2604.43 
2148.52 
1838.52 
1164.45 
480.24 
271.35 

         
 
6. Discusión y trabajo futuro 

Basados en los resultados descritos en la sección previa no es 
necesario reparar las soluciones como otros algoritmos que se han 
utilizado para problemas de optimización basados en 
permutaciones. El GA y el UMDA emplean operadores 
específicos para mantener la diversidad en el progreso evolutivo. 
Estos operadores son útiles en problemas de optimización basados 
en permutaciones, pero no son capaces de construir una 
distribución de probabilidad explícita en el dominio de las rutas 
de transporte escolar. Podemos considerar que una ventaja del 
GMDEDA y del HGMDEDA es que toman en consideración la 
GMD para resolver esta situación. Gracias al uso de la GMD es 
posible estimar la probabilidad de que la parada i  sea elegida en 
la posición j  de la secuencia; sin embargo, para construir 
secuencias más amplias, i.e., mayor número de vértices, la GMD 
sin hibridación podría ser una desventaja. 

Aunque los algoritmos utilizados en esta investigación no son 
capaces de manejar entradas inválidas o inesperadas, y el método 
propuesto se encuentra actualmente en la fase de prototipo para 
los usuarios, se espera que los profesionales y/o académicos 
encuentren el EDA beneficioso para sus escuelas cuando esté listo 
para su utilización debido a que el EDA puede ser modificado con 
el fin de obtener un módulo para los usuarios en entornos 
escolares. 

Los trabajos de investigación futura deben considerar un 
módulo para usuarios, y deben incluir el tiempo computacional y 
aspectos económicos. Los tiempos de cálculo y los costos no 
fueron considerados en esta investigación debido a que el 
algoritmo propuesto se encuentra actualmente en la fase de 
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prototipo. Por último, esta investigación se centra solamente en 
las instancias de Schittekat et al., (2013). Sin embargo, el número 
de paradas de autobús parece variar significativamente en 
múltiples entornos escolares. La asignación dinámica de la 
correcta parada de autobús a la posición correcta en la secuencia 
también afecta el valor de aptitud, y esto sigue siendo un tema 
para futuras investigaciones. Además, esta investigación debe 
ampliarse para tener en cuenta otros factores de retraso, tales 
como el tránsito, ausentismos en los conductores, y otros cambios 
que pueden abordarse mediante el desarrollo de una versión 
dinámica del EDA y así regular el flujo vehicular de los autobuses 
basados en simulaciones partiendo de la investigación de Aquino 
et al., (2009).  

La investigación a futuro puede tratar con una extensión del 
EDA que utilice modelos de probabilidad de orden superior para 
representar las interacciones más complejas o las relaciones entre 
las variables del problema enunciado. Se requieren módulos 
eficaces para usuarios específicos en las escuelas, y aprender 
acerca de los modelos probabilísticos sería útil para mejorar el 
modelado del problema mencionado. Por último, la literatura aun 
no considera la interacción que existe entre las paradas de autobús 
con otros temas de planeación relacionados, por medio de un 
modelo de probabilidad, y valdría la pena proporcionar un 
enfoque diferente, que integre las decisiones sobre estos temas de 
planeación con el fin de reducir al mínimo la distancia total 
recorrida. 

  
7. Conclusiones 

Este artículo trata sobre el problema de ruteo de autobuses 
escolares con selección paradas, donde se tienen tres cuestiones 
separadas pero relacionadas entre sí: (1) determinar el conjunto de 
paradas a visitar, (2) establecer para cada estudiante a qué parada 
deberá dirigirse a esperar un autobús, y (3) diseñar rutas con las 
paradas de autobuses elegidas, tal que la distancia total de viaje es 
minimizada. Para solucionar este problema se propone la 
aplicación del HGMDEDA. Por medio de experimentos 
numéricos se mostró que este enfoque genera mejores soluciones 
a los generados por una GA, UMDA y GMDEDA. La 
implementación de estas soluciones puede mejorar el servicio al 
cliente mediante la entrega a los estudiantes a tiempo y evitando 
retrasos en otras etapas del proceso. El HGMDEDA puede 
detectar las relaciones o interacciones entre las paradas de 
autobús y puede mejorar significativamente el desempeño por 
medio de un modelo de probabilidad explícito. Desde que el 
HGMDEDA presenta estabilidad basados en Figura 1 y 2, parece 
muy adecuado para su aplicación en software para fines prácticos. 
Los resultados actuales incluyen varias instancias que detallan el 
potencial del enfoque HGMDEDA para resolver el SBRPBSS. 
Los resultados fomentan el desarrollo de un método de 
optimización eficaz basado en un modelo de probabilidad para 
resolver problemas de transporte escolar del mundo real, que por 
lo general se producen en entornos dinámicos donde la eficiencia 
es prevalente. 

English Summary 

An estimation of distribution algorithm coupled with the 
generalized Mallows distribution for a school bus routing 
problem with bus stop selection.  

 
Abstract 
 

Although the estimation of distribution algorithms were 
originally designed for solving integer or real-valued domains, 
this contribution applies the algorithms mentioned to deal with a 
permutation-based problem, called school bus routing problem 
with bus stop selection, using the generalized Mallows 
distribution as an attempt to describe and obtain an explicit 
probability distribution over a set of school bus routes. In 
addition, a mutation operator is considered for improving the 
estimation of the central permutation, a parameter of the Mallows 
distribution. Different and diverse instances served as input and 
test parameters in order to show that permutation-based 
optimization problems such as the school bus routing problem 
with bus stop selection can be solved by means of a probability 
model, and improving the estimation of the central permutation 
helps the performance of the algorithm. 

 
Keywords: 
 

Estimation of distribution algorithm, Mallows distribution, 
vehicle routing problem, school bus routing problem. 
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