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Resumen: Un modelo matemático no lineal de un proceso biotecnológico aerobio de un 
sistema de fermentación por lote alimentado es presentado mediante ecuaciones 
diferenciales ordinarias. Es propuesto un control neuronal indirecto adaptable con término 
integral utilizando una Red Neuronal Recurrente (RNR) de identificación. La RNR 
representa un aproximador de la salida de la planta que proporciona parámetros y estados 
a un controlador lineal que genera la señal compensatoria de control sumándose a un 
control integral de forma tal que la concentración de la biomasa pueda ser regulada 
mediante la alimentación de un flujo con nutrientes al bioreactor. Copyright © 2005 CEA-
IFAC 
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1. INTRODUCCION 

 
El control adaptable con Redes Neuronales (RN) es 
de interés en la Biotecnología para controlar la 
producción de metabolitos, debido a su adaptación 
hacia procesos con características variables en 
tiempo, ver (Kumar y otros, 1997). El metabolito es 
un producto de actividad microbial durante el 
metabolismo de microorganismos. La cultivación 
microbial puede efectuarse en biorectores del tipo 
batch, fed-batch o continuos, ver (Dulmage, 1981). 
En algunos artículos, el modelo matemático no lineal 
de este proceso de fermentación es linealizado y se 
diseña un control clásico lineal, basado sobre las 
ecuaciones lineales obtenidas, ver (Levisauskas y 
otros, 1996). La mayor desventaja de estos trabajos 
es que ellos no son adaptables y no pueden responder 
al cambio de las características del proceso. En el 

artículo de (Boskovic y Narendra, 1995), se hace un 
estudio comparativo de controladores lineales, no 
lineales y adaptables, basados en redes neuronales 
para controlar una clase de bioreactores fed-batch, 
aplicados a un proceso de fermentación de levadura. 
El artículo propone usar el método de identificación 
y control neuronal, dado en el artículo de (Narendra y 
Parthasarathy, 1990), aplicando el Peceptron 
Multicapa y la Red de Función de Base Radial. El 
control neuronal propuesto da una buena 
aproximación de la dinámica de la planta, mejor que 
otros métodos mencionados, pero la red neuronal 
estática aplicada tiene una grande complejidad y el 
orden de la planta tiene que ser conocido. La 
aplicación de Redes Neuronales Recurrentes (RNR) 
puede evitar estos problemas y puede reducir 
significativamente la dimensión de la RN aplicada. 
En el articulo de (Zhang y otros, 1994), se presenta 
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un modelo neuronal de un proceso biotecnológico de 
fermentación por lote alimentado, desarrollado y 
validado bajo condiciones óptimas de operación. El 
modelo representa el proceso de fermentación de la 
bacteria Bacillos thuringiensis (Bt). La 
implementación de sistemas de control en los 
procesos de fermentación de Bt requiere regular la 
concentración de nutrientes disponibles en el medio 
de cultivo (ver Valdes-Castro y otros, 2003). Esta 
acción de control permite manipular la población 
microbiana así como la producción de metabolitos de 
interés comercial. Del total de insecticidas para 
aplicaciones agrícolas, el 1% es de origen biológico. 
De ese 1%, el 98% es producido a partir de proteínas 
y esporas producidas por Bt.  
 
El presente artículo representa un avance con 
respecto a los artículos anteriores, (ver Baruch y 
otros, 2003; Baruch y otros, 2004) y tiene como 
objetivo extender la aplicación de un modelo 
neuronal recurrente, previamente desarrollado 
(Baruch y otros, 2002), e implementarlo en un 
controlador neuronal indirecto adaptable disponible 
(Baruch y otros, 2001), agregando un término 
integral.  
 
El artículo propuesto está organizado de la siguiente 
forma. En la Sección 2 se presenta el modelo que 
describe el proceso biotecnológico  de fermentación 
por lote alimentado. En la Sección 3 se presenta la 
topología y aprendizaje de la RNRE. La Sección 4 
presenta el control  neuronal indirecto adaptable con 
término integral. La Sección 5 presenta el trabajo de 
simulación. Finalmente en la última sección se 
presentan las conclusiones. 
 
 
2. DESCRIPCION DEL MODELO DEL PROCESO 

BIOTECNOLOGICO 
 
El bioreactor modelado es representado en la Figura 
1, el cual está conformado por un módulo de 
medición, un agitador  (proveedor de oxígeno) y 
módulo de suministro de nutrientes (bomba 
peristáltica). Consideramos el proceso 
biotecnológico aerobio de Bt, ver (Baruch y otros, 
2003), modelado de la forma siguiente:  
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Fig. 1. Esquema de un bioreactor por lote 

alimentado. 
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Donde: 

:)(tV 00 >≥ → RR , función 
creciente 

Volumen del medio 
de cultivo en el 
bioreactor. 

00:)( >≥ → RRtu  Entrada al bioreactor
:)(tS  Concentración de 

sustrato en el 
bioreactor 

:)(tX  Concentración de 
biomasa en el 
bioreactor. 

:0>fS
 

Concentración del 
sustrato en la 
entrada. 

:0>Y  Coeficiente de 
rendimiento. 
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Ecuación de Monod 
- la tasa de creci-
miento específico.  

 0)0,( =tµ  
:maxµ         Tasa máxima de 

crecimiento 
específico. 

:mK  Constante positiva 
de Michaelis-
Menten. 

 
Más aun, las siguientes suposiciones de (1) 
simplifican el modelo: 

(I) El coeficiente de rendimiento (Y) es constante 
durante todo el proceso. 

(II) El consumo de sustrato para manutención 
celular es despreciable. 

(III) El aumento de volumen en el bioreactor es 
igual al volumen de solución nutriente 
alimentada. 

(IV) La muerte celular durante la etapa de 
crecimiento es despreciable. 

 
En el articulo de (Baruch y otros, 2003), se 
fundamenta la proposición de que para cada conjunto 
de condiciones iniciales positivas 

00))0(),0(( >> ×∈ RRSX  y  existe una 

solución 

)(⋅≥ SS f

000:))(),(( >>≥ ×→⋅⋅ RRRSX  de (1) y ésta 
es acotada. Cabe mencionar que el modelo (1) no 
puede describir la fase de la muerte de los 
microorganismos. 
 
 
3. TOPOLOGÍA Y APRENDIZAJE DE LA RNRE 
 
Un modelo en tiempo discreto de la RNRE de dos 
capas (una capa oculta recurrente y una capa de 
salida feedforward), junto con la regla de aprendizaje 
de retropropagación dinámica para la actualización 
de los pesos, están dados en (Baruch y otros, 2002). 
Las ecuaciones que describen la RNRE son: 
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)()()1( kBukAxkx +=+  (2) 

)]([)( kxkz ϕ=  (3) 

)]([)( kCzky ϕ=  (4) 

=A bloque diagonal(ai); 1<ia  (5) 
 
Donde es el vector de los estados de dimensión 
n; es el vector de entrada a la red de dimensión 
m; es el vector de salida de la red de dimensión 
l; es un n-vector de salida de la capa oculta; 

)(kx
)(ku
)(ky

)(kz
)(⋅ϕ es el vector de las funciones de activación de la 

red de dimensión apropiada; A es la matriz diagonal 
(nxn) de pesos de los estados con elementos ; B y 
C son las matrices de pesos de la entrada y salida de 
la red respectivamente de dimensiones apropiadas. 
Como podemos observar, el modelo de la RNRE es 
paramétrico y paralelo, lo cual es útil para propósitos 
de identificación y control. La controlabilidad, 
observabilidad y estabilidad de la red son 
comprobados en el articulo de (Baruch y otros, 2002). 
La expresión general para el ajuste de los pesos de la 
RNRE está basada en el algoritmo de aprendizaje de 
retropropagación con término momento: 

ia

 
)1()()()1( −∆+∆+=+ kWkWkWkW ijijijij αη

 

(6)  

Donde η  y α son los parámetros de aprendizaje, 
es el peso a ser ajustado de las matrices A, B o 

C, es el gradiente de cambio correspondiente 

, o . El gradiente de 
cambio de los parámetros de la red se calcula por las 
siguientes ecuaciones: 

ijW

ijW∆

)(kAij∆ )(kBij∆ )(kCij∆

 
)())(()]()([)( kzkykykRkC ijjjjij ϕ′−=∆  (7) 

SkAij =∆ )( )1( −kxi  (8) 

))(()]()()[( kzAkykRkCS jii ϕ′−=  (9) 

SkBij =∆ )( )(kui  (10) 
 
Donde  es el vector de referencia de dimensión 
l a compararse con el vector de salida 

; ) es el vector error;

)(kR

)(ky ]()([ kykR − )(⋅′ϕ es el 
vector de derivadas de la función de activación. 
 
 

4. CONTROL NEURONAL INDIRECTO 
ADAPTABLE CON TERMINO INTEGRAL 

 
El esquema de control indirecto adaptable usando 
RNRE de identificación y un término integral es 
mostrado en la Figura 2. El esquema contiene un 
identificador neuronal formado por una RNRE, un 
bloque de control lineal y un término integral. Al 
igual que en el caso sin termino integral, ver (Baruch 
y otros, 2001), los parámetros y estados de la RNRE 
son utilizados para generar la señal de control. El 
control busca cancelar la dinámica de la planta e 
introducir la dinámica del modelo de referencia a 
demás de compensar el offset presente en la entrada 
de la planta.  

 
  
Fig.2. Esquema de control indirecto adaptable con 

término integral. 
 
Por consiguiente, se supone una planta no lineal 
estable con entradas y salidas acotadas, descrita por 
las ecuaciones: 

 

xp(k+1)=f [xp(k), u(k), q(k)] 
yp(k)=g [xp(k)] 

(11)
(12)

 

Donde: xp(k) es el vector de estado de la planta de 
dimensión np; es el vector de entrada a la planta 
de dimensión m; y

)(ku

p(k) es el vector de salida de la 
red de dimensión l; q(k) es el offset presente en la 
entrada con la misma dimensión; f, g son funciones 
vectoriales suaves, impar y acotadas con dimensión 
correspondiente. Este offset representa todos cambios 
de la carga e imperfecciones del modelo de la planta. 
Con objetivo de simplicidad se acepta l=m. Esta 
planta no lineal estable es identificada usando una 
RNRE con topología, dada con las ecuaciones (2) – 
(5), entrenada con un algoritmo de aprendizaje de 
retropropagacion, dado con las ecuaciones (7)-(10), 
donde el error de identificación ei(k)=yp(k)-y(k) 
tiende a cero (ei  → 0, k →∞). El error de 
identificación es aceptable cuando alcanza in valor 
inferior a 2% y el puede considerarse como parte del 
offset cuando un modelo neuronal de identificación 
se aplica en el diseño de un sistema indirecto 
adaptable de control. Linealizando las funciones de 
activación de la red neuronal de identificación 
(ecuaciones de (2) a (5)), cuando el error de 
aprendizaje alcanza un valor pequeño, se obtiene el 
siguiente modelo lineal en el espacio de estados: 
 
x(k+1)=Ax(k)+B[u(k) + q(k)] 
y(k)=Cx(k) 

(13)
(14)

 

Donde se supone que l=m. El control de la planta 
contiene dos partes que son: un compensador lineal 
dinámico y un termino integral, dados como sigue: 

 
u(k) = u*(k) - ui(k) 
u*(k) = (CB)-1 [- CAx(k) + R(k+1) + 
+ γ ec(k)] 

(15)
(16)

 

Donde: u*(k) es la parte de control que efectúa la 
compensación dinámica de la planta; el producto 
matricial (CB) es no singular debido a la 
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controlabilidad y observabilidad de este modelo 
neuronal, ver (Baruch y otros, 2002); γ es una matriz 
de ganancia (lxl); ui(k) es la parte de control 
generada por el termino integral; R(k) es un vector 
de referencia de dimensión l; ec(k) es un vector del 
error de control de dimensión l. El error de 
identificación y el error de control se definen como: 
 

ei(k)=yp(k) - y(k); ec(k)=R(k) - yp(k) (17) 
 
En el articulo de (Baruch y otros, 2002), es 
comprobado que la red de identificación RNRE y su 
algoritmo de aprendizaje son estables. Entonces la 
salida de la RNRE tiende a la salida de la planta 
(y(k)→ yp(k)), y el error de control ec(k), dado con 
la ecuación (16) se puede rescribir como:  
 

ec(k)=R(k) – y(k) (18) 
 
El término de control integral discreto se puede 
expresar con la ecuación: 
 
ui(k+1) = ui(k) + T0 Ki ec(k) (19) 

 
Donde: To es el periodo de discretizacion; Ki es una 
matriz (lxl) diagonal de ganancia del termino 
integral. El modelo linear estimado de la planta, dado 
con (13), (14) se puede rescribir como:  
 
y(k+1)=CAx(k)+CB[u(k) + q(k)] (20) 

 
La substitución de la componente de control u*(k), 
dada con (16) en (15) y después - el control total u(k) 
– en el modelo linear (20), teniendo en cuenta (18), 
incrementado en un paso adelante, nos da: 

 

ec(k+1)= -γ ec(k)+(CB)ui(k)-(CB)q(k) (21) 
 

Las ecuaciones (19) y (21) pueden ser reescritos en 
una forma z- operacional como: 
 

Ui(z) = (z-1)-1T0 Ki Ec(z) 
(zI + γ) Ec = (CB) Ui(z) − (CB) Q(z) 

(22)
(23)

 
La substitución de (22) en (23) finalmente nos da la 
siguiente ecuación para el error dinamico de control 
del sistema en lazo cerrado: 
 

[(z-1)(zI + γ) + T0 (CB) Ki] Ec(z) = 
− (z-1) (CB) Q(z) 

(24) 

 
Como se puede ver de la ecuación (24), la estabilidad 
del sistema en lazo cerrado se puede asegurar con 
una apropiada selección de las matrices γ y Ki,. Se 
puede observar también que el efecto del termino 
integral sobre el error de control resulta en la 
introducción de un termino multiplicativo de 
diferencia en la parte derecha de la ecuación que 
reduce substancialmente el error, específicamente 
para un offset constante, lo que acelera también el 
aprendizaje de la red neuronal de identificación. 

5. RESULTADOS DE SIMULACION 
 
El modelo específico de la planta, utilizado, es dado 
con ecuaciones (1), teniendo en cuenta las siguientes 
condiciones iniciales y parámetros constantes: 

3)0( =V  ; lts 58.3)0( =X   ltsgr /
6.15)0( =S  ; ltsgr / 97.34=fS   ltsgr /

216.1max =µ ; 5=Km ; . 5.7=Y
 
Utilizando el esquema de control indirecto adaptable 
con término integral, presentado en la Figura 2, 
tenemos una RNRE con topología (1, 5, 1)-una 
entrada, una salida y cinco neuronas en la capa 
oculta, con parámetros de aprendizaje 1.0=η , 

01.0=α  - que nos proporciona los parámetros, y 
estados siguientes: A∈R(5x5); B∈R(5x1); 
C∈R(1x5); x∈R(5x1). Cabe mencionar que el 
entrenamiento de la red de identificación se efectuó 
en lazo cerrado, donde el control , es calculado 

usando el método de control de seguimiento λ, 
presentado en (Georgieva y Ilchmann, 2001), que es: 

)(tu

 
)()()( tytyte mp −=  

)()(()( max],0[ tetksattu u −=  
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⎪
⎨
⎧ −=

0
))(()(

rtetk λδ&
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si

λ
λ

≤
>

)(
)(

te
te

 

 

(25) 

Donde umax = 0.65, λ= 0.0025, δ=45 y r=1. El 
muestreo de la salida se realiza en un intervalo de 
tiempo discreto con un periodo de muestreo 

01.0=To . El parámetro del control indirecto y la 
ganancia del integrador se escogieron como γ=0.9 y 
Ki=0.05. Es preciso notar que un segundo de 
simulación es equivalente a una hora del proceso 
real. Es importante mencionar que se simularon tres 
ciclos de operación continua cada uno de 21 hrs. Para 
poder comparar la salida de la planta con la 

salida de la red RNRE y(k), la salida de la planta es 
normalizada, para así formar el error de 
identificación , el cual es utilizado para 
actualizar los pesos de la red neuronal usando el 
algoritmo de retropropagacion dinámica. Después de 
obtener una convergencia de los parámetros de la red 
neuronal, alcanzando un error pequeño, el control de 
seguimiento λ se cambia por el control indirecto 
adaptable, desarrollado en el parte 4 y en la entrada 
de la planta se agrega un offset constante de 10%. 
Los resultados obtenidos con el control indirecto 
adaptable con termino integral son presentados en la 
Figura 3, de a) hasta d), donde: a) representa la salida 
del proceso (concentración de biomasa) 

comparada con la referencia R(k) en tres 
ciclos de 21 hrs.(tiempo total de 63 horas); b) 
compara la salida de la planta con la señal de 
referencia en el primer ciclo 0-21 horas; c) compara 
la salida del proceso y la salida de la red 

RNRE y(k) en tres ciclos de 21 hrs.(tiempo total de 
63 horas); 

)(kpy

)(kei

)(kyp

)(kyp
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Fig.3. Resultados de aplicación del control indirecto 

adaptable con termino integral y 10% offset en la 
entrada de la planta. 

 

d) compara la salida del proceso y la salida 

de la red RNRE y(k) en un ciclo, 0-21 horas. El resto 
de los resultados de esta simulación se presentan en 
la Figura 4 donde: a) representa el error de control 
instantáneo durante todo el tiempo 0-63 horas; b) 
representa el error de identificación instantáneo 
durante todo el tiempo 0-63 horas; c) representa el 
Error Medio-Cuadrático (EMC %) de control, siendo 
de 3.105 %; d) muestra la señal de control generada 
en todo el tiempo 0-63 horas; e) muestra la señal de 
control generada en la primera parte de un ciclo 0-10 
horas; f) representa los estados generados por la red 
neuronal de identificación y usados para diseñar la 
parte compensatoria del control indirecto adaptable. 
Los resultados del control indirecto adaptable con 
término integral muestran que el offset constante no 
afecta el sistema de control, donde el error de control 
tiende a un valor pequeño. Con objetivo de comparar 
estos resultados con resultados obtenidos con otros 
métodos de control que no contienen termino 
integral, en la Figura 5 de a) hasta f) se muestran los 
resultados de control, obtenidos con el método de 
seguimiento λ y en la Figura 6 de a) hasta d), y 
Figura 7 de a) hasta f) – los resultados obtenidos con 
un control indirecto adaptable sin termino integral. 
La Fig. 5 a) muestra la salida de la planta comparada 
con la señal de referencia para todo el tiempo 0-63 
horas; b) compara la salida de planta y la señal de 
referencia en un ciclo 0-21 horas; c) muestra el error 
instantáneo de control para los tres ciclos 0-63 horas; 
d) muestra el EMC% de control; e) muestra la señal 
de control; f) representa la ganancia adaptable que 
asegura el seguimiento λ. Como se puede ver de 
estos resultados, el offset constante afecta 
substancialmente la salida de la planta, desviándola 
de la señal de referencia que resulta en un gran error 
EMC% mayor de 10%. 

)(kyp

 
En la Fig. 6 a) se compara la salida de la planta con 
la señal de referencia en todo el tiempo de tres ciclos 
(0-63 horas); b) compara la salida de la planta con la 
señal de referencia para un ciclo (0-21 horas); c) 
compara la salida de la red neuronal de identificación 
con la salida de la planta para todo el tiempo de tres 
ciclos (0-63 horas); 
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Fig.4. El resto de los resultados de aplicación del 

control indirecto adaptable con termino integral y 
10% offset en la entrada de la planta. 

 

 
 
Fig. 5. Resultados comparativos de control, 

obtenidos con el control de seguimientoλ, 
aplicado para un proceso de fermentación por lote 
alimentado con 10% offset en la entrada. 

 

 
 
Fig.6. Resultados comparativos de aplicación del 
control indirecto adaptable sin termino integral y 
10% offset en la entrada de la planta. 

 
d) compara la salida de la red neuronal de 
identificación con la salida de la planta para un ciclo 
(0-21 horas). En la Fig. 7 a) se presenta el error 
instantáneo de control para los tres ciclos (0-63 
horas); b) presenta el error instantáneo de 
identificación; 
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Fig.7. El resto de los resultados comparativos de 

aplicación del control indirecto adaptable sin 
termino integral y 10% offset en la entrada de la 
planta. 

 
c) muestra el EMC% de control; d) representa la 
señal de control, generada durante tres ciclos (0-63 
horas); e) muestra la señal de control durante la 
primera parte de un ciclo (0-10 horas); f) muestra los 
estados, generados de la red de identificación. Como 
se puede ver de estos resultados de aplicación de un 
control indirecto adaptable sin término integral, el 
offset constante afecta substancialmente la salida de 
la planta, desviándola de la señal de referencia que 
resulta en un gran error EMC% mayor de 10%. 

 
 

6. CONCLUSIONES 
 
Un modelo matemático no lineal de un proceso 
biotecnológico aerobio de un sistema de 
fermentación por lote alimentado es presentado 
mediante ecuaciones diferenciales ordinarias. Es 
propuesto un control neuronal indirecto adaptable 
con término integral utilizando una Red Neuronal 
Recurrente de identificación. La RNR representa un 
aproximador de la salida de la planta que 
proporciona parámetros y estados a un controlador 
lineal que genera la señal compensatoria de control 
sumándose a un control integral de forma tal que la 
concentración de la biomasa pueda ser regulada 
mediante la alimentación de un flujo con nutrientes 
al bioreactor. Los resultados comparativos de control 
muestran que el control indirecto adaptable con 
término integral, propuesto, puede compensar un 
offset constante de 10% y los métodos que usan 
control proporcional se ven substancialmente 
afectados por el offset. 
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