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ABSTRACT 

The study of the gastrointestinal microbiome is an emerging research field in the 

animal genetics domain. In recent years, the reduction in the costs of massive 

sequencing coupled with the availability of biological databases and bioinformatics tools 

has made this type of study possible. The gastrointestinal microorganisms are involved 

in the regulation of important barrier, metabolic, absorption, immunological and vitamin 

synthesis functions that influence the phenotype of an individual. However, the microbial 

composition can vary between individuals giving rise to very different microbial profiles. 

This variation may be due to external factors such as diet or use of antibiotics, but also 

to internal factors such as the individual's genetics or the vaginal microbial composition 

that the individual inherits from the mother. Usually, these last two factors are confused 

and there is very little information on the maternal effect on the individual's microbiome 

without including the genetic effect of the individual. Therefore, the objective of this work 

was to study the importance of the maternal effect in the microbiome, separating it from 

the genetic effect. For this, individuals from two lines divergently selected for 

intramuscular fat (GIM) were used along ten generations. In the last generation, random 

embryo transfers were performed between the two diverging lines.The females of both 

lines received embryos from both the high line (A) and from the low line (B). These 

individuals (75 rabbits) were genotyped at birth and classified into four groups: AA, BA, 

AB and BB, with the first letter being the line to which the mother belonged (A or B) and 

the second letter being the line to which the individual belonged. Nine-week of age 

samples were taken from the cecum content of rabbits and bacterial DNA was extracted. 

Bacterial genome sequencing was performed by paired-end (150x2) in Illumina NextSeq 

550. A total of 2988 KEGG variables for functional annotation and 1138 taxonomic units 

for the gender hierarchical level were identified in the 75 individuals with the 

SqueezeMeta bioinformatics tool. 

In both the functional and taxonomic databases, an initial filtering of outlier samples 

detected with a principal component analysis was performed, as well as low prevalence 

variables (percentage of data that are not zeros) using the PIME package. Subsequently, 

the zeros were imputed and the weighted center log ratio (wCLR) normalization was 

applied to treat the compositional data. Finally, the multivariate analysis of the projection 

of discriminant latent structures (PLS-DA) was performed to identify the KEGG variables 

and the taxa that were differentiated between groups in each of the comparisons. 

Statistical analysis was performed for three comparisons: AA vs BA (maternal effect 

when the individual is A), AB vs BB (maternal effect when the individual is B), and AA vs 

BB (maternal-genetic effect). The PLS-DA results showed a clear separation between 

groups with an R2> 0.8 and Q2> 0.7 in most cases. At the functional level, functions 

related to fatty acid and amino acid metabolism stood out without differences between 

comparisons. However, the KEGG variables responsible for these functions were 

different between the comparisons. At phylum level, Firmicutes (70%) were responsible 

for intergroup discrimination in all three comparisons. Most of the genera within this 

phylum belonged to the Clostridia class (55%), with the Ruminococcae family (25%) 

being the most abundant in all three comparisons. Our study provided evidence that 

there was a maternal effect at both a functional and taxonomic level, allowing a better 

understanding of the interaction between host genetics and the microbiome. However, 

to extend these findings to livestock interaction will require further research and improved 

methodologies to define how use this information to modify the microbiome.  
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RESUMEN 

El estudio del microbioma gastrointestinal es un campo de investigación emergente 

en el campo de la genética animal. En los últimos años, la reducción de los costes de la 

secuenciación masiva unido a la disponibilidad de bases de datos biológicas y 

herramientas bioinformáticas ha hecho posible este tipo de estudios. Los 

microorganismos gastrointestinales participan en la regulación de importantes funciones 

de barrera, metabólicas, de absorción, inmunológicas y de síntesis de vitaminas que 

influyen en el fenotipo de un individuo. Sin embargo, la composición microbiana puede 

variar entre individuos dando lugar a perfiles microbianos muy diferentes. Esta variación 

puede ser debida a factores externos como la alimentación o uso de antibióticos, pero 

también a factores internos como la genética del individuo o la composición microbiana 

vaginal que hereda el individuo de la madre. Habitualmente, estos dos últimos factores 

están confundidos y hay muy poca información del efecto materno en el microbioma de 

individuo sin que esté incluido el efecto genético del individuo. Por lo tanto, el objetivo 

de este trabajo fue estudiar la importancia del efecto materno en el microbioma 

separándolo del efecto genético del individuo. Para ello, se utilizaron individuos de dos 

líneas seleccionadas divergentemente para grasa intramuscular (GIM) durante diez 

generaciones. En la última generación de selección, se realizaron transferencias 

embrionarias aleatorias entre las dos líneas divergentes. Las hembras de ambas líneas 

recibieron tanto embriones de la línea alta (A) como de la línea baja (B). Estos individuos 

(75 gazapos) se genotiparon al nacer y se clasificaron en cuatro grupos: AA, BA, AB y 

BB, siendo la primera letra la línea a la que pertenecía la madre (A o B) y la segunda 

letra la línea a la que pertenece cada individuo (A o B). A las nueve semanas de edad 

se tomaron muestras del contenido del ciego de los conejos y se extrajo el ADN 

bacteriano. La secuenciación del genoma bacteriano se realizó por paired-end (150x2) 

en Illumina NextSeq 550. Un total de 2988 variables KEGG para la anotación funcional 

y 1138 unidades taxonómicas para el nivel jerárquico género fueron identificadas en los 

75 individuos con la herramienta bioinformática SqueezeMeta. 

En ambas bases de datos, la funcional y la taxonómica, se realizó un filtrado inicial de 
muestras “outliers” identificadas a través de un análisis de componentes principales y 
de variables de baja prevalencia (porcentaje de datos que no son ceros) utilizando el 
paquete PIME. Posteriormente se imputaron los ceros y se aplicó la normalización 
weighted center log ratio (wCLR) para tratar los datos composicionales. Finalmente, se 
realizó el análisis multivariante de la proyección de estructuras latentes discriminantes 
(PLS-DA) con el objetivo de identificar las variables KEGG y las taxas que se 
diferenciaban entre grupos en cada una de las comparaciones. El análisis estadístico 
se realizó para tres comparaciones: AA vs BA (efecto materno cuando el individuo es 
A), AB vs BB (efecto materno cuando el individuo es B) y AA vs BB (efecto materno-
genético). Los resultados del PLS-DA mostraron una clara separación entre grupos con 
una R2>0,8 y Q2>0,7 en la mayoría de los casos. Las variables KEGG responsables de 
la separación entre grupos fueron distintas entre las comparaciones. No obstante, las 
funciones KEGG más importantes relacionadas con estos KEGG no difirieron entre las 
comparaciones, destacando funciones relacionadas con el metabolismo de ácidos 
grasos y de aminoácidos. De manera similar, las taxas a nivel de género responsables 
de las separaciones de grupo fueron diferentes entre las comparaciones. A nivel de filo, 
los Firmicutes (70%) fueron los responsables de la discriminación entre grupos en las 
tres comparaciones. La mayoría de los géneros dentro de este filo pertenecían a la clase 
Clostridia (55%), siendo la familia Ruminococcae (25%) la más abundante en las tres 
comparaciones. Nuestro estudió proporcionó evidencia de la existencia de un efecto 
materno tanto a nivel funcional como taxonómico, permitiendo entender mejor la 



 

 
 

interacción entre la genética huésped y el microbioma. Sin embargo, la aplicación de 
estos conocimientos en producción animal requiere de una mayor investigación que 
permita definir cómo usar esta información para modificar el microbioma de los 
individuos.  

Palabras clave: microbioma, efecto materno, grasa intramuscular, PLS-DA 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

 
 

RESUM 

L'estudi del microbioma gastrointestinal és un camp d'investigació emergent en el camp 
de la genètica animal. En els últims anys, la reducció dels costos de la seqüenciació 
massiva unit a la disponibilitat de bases de dades biològiques i eines bioinformáticas ha 
fet possible aquest tipus d'estudis. Els microorganismes gastrointestinals participen en 
la regulació d'importants funcions de barrera, metabòliques, d'absorció, immunològiques 
i de síntesis de vitamines que influeixen en el fenotip d'un individu. No obstant això, la 
composició microbiana pot variar entre individus donant lloc a perfils microbians molt 
diferents. Aquesta variació pot ser deguda a factors externs com l'alimentació o ús 
d'antibiòtics, però també a factors interns com la genètica de l'individu o la composició 
microbiana vaginal que hereta l'individu de la mare. Habitualment, aquests dos últims 
factors estan confosos i hi ha molt poca informació de l'efecte matern en el microbioma 
d'individu sense que estiga inclòs l'efecte genètic de l'individu. Per tant, l'objectiu 
d'aquest treball va ser estudiar la importància de l'efecte matern en el microbioma 
separant-lo de l'efecte genètic de l'individu. Per a això, es van utilitzar individus de dues 
línies seleccionades divergentment per a greix intramuscular (GIM) durant deu 
generacions. En l'última generació de selecció, es van realitzar transferències 
embrionàries aleatòries entre les dues línies divergents. Les femelles de totes dues 
línies van rebre tant embrions de la línia alta (A) com de la línia baixa (B). Aquests 
individus (75 llorigons) es van genotipar en nàixer i es van classificar en quatre grups: 
AA, BA, AB i BB, sent la primera lletra la línia a la qual pertanyia la mare (A o B) i la 
segona lletra la línia a la qual pertany cada individu (A o B). A les nou setmanes d'edat 
es van prendre mostres del contingut del cec dels conills i es va extraure l'ADN bacterià. 
La seqüenciació del genoma bacterià es va realitzar per paired-end (150x2) en Illumina 
NextSeq 550. Un total de 2988 variables KEGG per a l'anotació funcional i 1138 unitats 
taxonòmiques per al nivell jeràrquic gènere van ser identificades en els 75 individus amb 
l'eina bioinformática SqueezeMeta. 

En totes dues bases de dades, la funcional i la taxonòmica, es va realitzar un filtrat inicial 
de mostres “outliers” identificades a través d'una anàlisi de components principals i de 
variables de baixa prevalença (percentatge de dades que no són zeros) utilitzant el 
paquet PIME. Posteriorment es van imputar els zeros i es va aplicar la normalització 
weighted  center log ràtio (wCLR) per a tractar les dades composicionals. Finalment, es 
va realitzar l'anàlisi multivariant de la projecció d'estructures latents discriminants (PLS-
DA) amb l'objectiu d'identificar les variables KEGG i les taxas que es diferenciaven entre 
grups en cadascuna de les comparacions. L'anàlisi estadística es va realitzar per a tres 
comparacions: AA vs BA (efecte matern quan l'individu és A), AB vs BB (efecte matern 
quan l'individu és B) i AA vs BB (efecte matern-genètic). Els resultats del PLS-DA van 
mostrar una clara separació entre grups amb una R2>0,8 i Q2>0,7 en la majoria dels 
casos. Les variables KEGG responsables de la separació entre grups van ser diferents 
entre les comparacions. No obstant això, les funcions KEGG més importants 
relacionades amb aquests KEGG no van diferir entre les comparacions, destacant 
funcions relacionades amb el metabolisme d'àcids grassos i d'aminoàcids. De manera 
similar, les taxas a nivell de gènere responsables de les separacions de grup van ser 
diferents entre les comparacions. A nivell de filo, els Firmicutes (70%) van ser els 
responsables de la discriminació entre grups en les tres comparacions. La majoria dels 
gèneres dins d'aquest tall pertanyien a la classe Clostridia (55%), sent la família 
Ruminococcae (25%) la més abundant en les tres comparacions. El nostre va 
proporcionar evidència de l'existència d'un efecte matern tant a nivell funcional com 
taxonòmic, permetent entendre millor la interacció entre la genètica del hoste i el 
microbioma. No obstant això, l'aplicació d'aquests coneixements en producció animal 
requereix d'una major investigació que permeta definir com usar aquesta informació per 
a modificar el microbioma dels individus. 
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1. INTRODUCCIÓN 

1 
 

1 INTRODUCCIÓN 

1.1 EL MICROBIOMA GASTROINTESTINAL 

El microbioma se define como el conjunto de microorganismos (bacterias, arqueas, 

eucariotas superiores e inferiores y virus), sus genomas y las condiciones ambientales 

que los rodean (Marchesi and Ravel, 2015). Estos microorganismos habitan en 

diferentes partes de nuestro cuerpo como la piel, la boca, la vagina o el intestino (Kumar 

and Chordia, 2017). Sin embargo, el microbioma gastrointestinal es el más investigado 

en biomedicina. El genoma de los microorganismos gastrointestinales está considerado 

el segundo genoma en animales y humanos (Zhu et al., 2010). Además, su importancia 

en el desarrollo de enfermedades como la obesidad (Castaner et al., 2018), el cáncer o 

enfermedades autoinmunes como la esclerosis múltiple (Kirby and Ochoa-rep, 2018) es 

cada vez más evidente.  

En producción animal el estudio del microbioma gastrointestinal también ha suscitado 

un gran interés (Turner, 2018). Los microorganismos gastrointestinales, generalmente 

bacterias, forman interacciones complejas entre ellos y su huésped (Nicholson et al., 

2012). De esta forma estos microorganismos realizan funciones beneficiosas que el 

huésped no puede realizar por sí solo, como digerir polisacáridos complejos (Yan et al., 

2016), producir vitaminas y prevenir de la colonización de patógenos (Caballero and 

Pamer, 2015). Además, participan en la regulación de caracteres productivos de interés 

como el tamaño de camada (Wang et al., 2018) o el índice de conversión (Tan et al., 

2018). Asimismo, las poblaciones bacterianas intestinales modulan la respuesta inmune 

del huésped modificando la composición del microbioma para mantener la homeostasis 

intestinal (Kamada et al., 2013). Una alteración en la composición del microbioma puede 

desencadenar en el desarrollo de patologías (Littman and Pamer, 2012).  

La composición microbiana puede variar entre individuos dando lugar a perfiles 

microbianos muy diferentes  (Wen and Duffy, 2017). Esta variación se puede deber a 

factores externos como la alimentación o el uso de medicamentos (generalmente 

antibióticos) pero también a otros factores internos como la edad y la genética del 

individuo o de la madre (Wen and Duffy, 2017). Conocer estos factores y cómo afectan 

a la composición del microbioma de cada individuo podría permitir, en un fututo, 

modificar el microbioma para producir beneficios tanto en la salud como en los 

caracteres productivos de interés. Entre los factores externos, la alimentación es un 

factor de gran influencia en el microbioma gastrointestinal (Senghor et al., 2018), ya que 

los nutrientes son los principales sustratos para las poblaciones microbianas (Xu and 

Knight, 2015). Un equilibrio en la proporción de carbohidratos, fibras y proteínas en la 

dieta es clave para mantener la composición de la microbiota (Shahid et al., 2017). Los 

antibióticos también pueden modular la composición del microbioma (Danzeisen et al., 

2015), los cuales se utilizan en alimentación animal para tratar enfermedades clínicas y 

para prevenir y controlar enfermedades comunes (Vanderhaeghen and Dewulf, 2017). 

No obstante, pueden alterar el perfil microbiano del intestino conduciendo a la expansión 

de poblaciones patogénicas (Bäumler and Sperandio, 2016), además de contribuir a la 

difusión de genes de resistencia a antibióticos (Zhang and Chen, 2019). En la actualidad 

hay un gran interés por la utilización de probióticos y prebióticos como alternativa a los 

antibióticos en producción animal, permitiendo así mejorar la salud animal y sus índices 

productivos sin necesidad de utilizar antibióticos (Cheng et al., 2014). Los probióticos 
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son alimentos o suplementos que contienen microorganismos vivos que proporcionan 

beneficios al organismo mientras que los prebióticos son sustancias (generalmente 

carbohidratos) que actúan como nutrientes para las bacterias intestinales (Floch, 2014).  

En cuanto a los factores internos que afectan a la composición del microbioma, la 

composición microbiana varía a lo largo de la vida de un individuo, siendo las etapas 

claves la colonización inicial al nacimiento, la lactación y el destete (Tanaka and 

Nakayama, 2017). Como se ha mencionado anteriormente, además de la edad, la 

composición del microbioma de un individuo puede estar determinada por el genoma 

del individuo donde se hospeda (Blekhman et al., 2015; Bonder et al., 2016). Variantes 

genómicas del huésped contribuyen a la variabilidad en la diversidad de la composición 

y funcionalidad del microbioma (Awany et al., 2019). Por otra parte, en mamíferos, el 

microbioma se transmite a la descendencia a través del canal vaginal en el nacimiento 

y durante la lactancia (Treichel et al., 2019). Experimentos en humanos han visto que la 

forma de parto, vía vaginal o cesárea, tiene un gran impacto en la composición del 

microbioma (Azad et al., 2013; Jakobsson et al., 2014). Estos factores refuerzan la idea 

de que, en el período neonatal temprano, el microbioma de un individuo está 

influenciado por el microbioma de la madre e incluso puede afectar a su evolución 

posterior (Dunn et al., 2017). Conocer este efecto materno supone entender la 

composición del microbioma en las etapas iniciales de un individuo, además de mejorar 

la salud en las etapas posteriores de los animales. No obstante, el estudio del efecto 

materno es complicado ya que frecuentemente se encuentra confundido con el efecto 

genético del individuo.    

En los últimos años los estudios centrados en el conocimiento y en el análisis del 

microbioma han aumentado drásticamente debido a la mejora de las tecnologías de 

secuenciación genómica. Anteriormente, la microbiología tradicional se basaba en 

técnicas de cultivo (Ravin et al., 2015). Estas técnicas eran limitadas ya que más del 

99% de los microorganismos presentes en muchos ambientes naturales no son 

fácilmente cultivables y, por lo tanto, no eran accesibles para la investigación (Amann et 

al., 1995). El desarrollo de la metagenómica, (el análisis genómico de una población de 

microorganismos), ha supuesto una herramienta fundamental para el conocimiento de 

estos microorganismos (Handelsman, 2004). 

1.2 METAGENÓMICA 

A lo largo de los últimos años las tecnologías de secuenciación han ido 

evolucionando y desplazando, de forma gradual, la clásica secuenciación Sanger por 

las tecnologías de secuenciación masiva (Next-generation sequencing, NGS) (Thomas 

et al., 2012). Sin embargo, la secuenciación Sanger continúa siendo un estándar en 

secuenciación por su baja tasa de error y por su capacidad de secuenciar fragmentos 

largos (>700 pares de bases). El inconveniente de Sanger es su volumen de 

secuenciación, mientras que Sanger secuencia solo un fragmento de ADN a la vez, NGS 

secuencia de forma paralela millones de fragmentos al mismo tiempo (Reuter et al., 

2015). En la actualidad, la reducción de los costes de la secuenciación masiva unido a 

la disponibilidad de bases de datos biológicas han convertido la secuenciación en el 

procedimiento estándar para analizar la estructura y la funcionalidad de los 

microorganismos (Thomas et al., 2012).  

A la hora de secuenciar los genes de los microorganismos existen dos 

aproximaciones principales: secuenciación del gen ribosomal 16S o secuenciación del 
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genoma completo (Whole Genome Sequencing, WGS) (Jovel et al., 2016). El gen 16S 

se utiliza principalmente para estudios filogenéticos ya que se encuentra altamente 

conservado entre las diferentes especies de organismos procariotas. La secuenciación 

del genoma completo supone estudiar los genes de todos los microorganismos 

presentes en una muestra, el estudio de esta colección de genes se conoce como 

metagenómica  (Marchesi and Ravel, 2015). El metagenoma es más costoso y difícil de 

estudiar que el gen 16S pero presenta la ventaja de mostrar todos los genes presentes 

en una muestra ambiental y las rutas metabólicas en las que participan. Además del 

objetivo final y del coste, estas dos metodologías se diferencian también en la tecnología 

NGS empleada. Entre las tecnologías NGS, destacan 454/Roche System para la 

secuenciación del gen 16S (Kröber et al., 2009) e Ilumina/Solexa para la secuenciación 

del genoma completo (Yang et al., 2016). 454/Roche System genera lecturas de 600 

pares de bases mientras que Illumina/Solexa de 300 pares de bases, sin embargo 

Illumina/Solexa produce más de 10 veces el número de lecturas per run que 454/Roche 

(Thomas et al., 2012). Los datos generados de estas dos aproximaciones requieren 

metodologías computacionales sofisticadas y grandes recursos de hardware para su 

análisis (Gevers et al., 2012). Esto supone un reto en la investigación en el campo de la 

microbiología. Afortunadamente, diferentes herramientas bioinformáticas de uso libre se 

han desarrollado para el análisis de los datos de secuenciación NGS.  

Una vez secuenciados los genomas de los microorganismos de una muestra las 

lecturas resultantes se analizan de forma bioinformática. Para ello se han desarrollado 

herramientas como Smash (Arumugam et al., 2010),  Anvi’o (Eren et al., 2015), FMAP 

(Kim et al., 2016), MetaWrap (Uritskiy et al., 2018) y SqueezeMeta (Tamames and 

Puente-sánchez, 2019), entre otras. Todas estas herramientas siguen unos pasos 

comunes descritos en los apartados siguientes: control de calidad, ensamblaje o no de 

lecturas, predicción génica, anotación funcional y anotación taxonómica de los genes 

predichos (Figura 1). 

 

Figura 1. Esquema del análisis bioinformático para el estudio de datos metagenómicos. 

Procedimiento desde la extracción de ADN de las muestras a estudiar hasta la obtención de la anotación 
taxonómica y funcional. Adaptado de Breitwieser et al. (2017). 
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1.2.1 Control de calidad 

Las lecturas procedentes de las tecnologías NGS requieren un primer paso de control 

de calidad antes de ser utilizadas en análisis posteriores. Este control de calidad 

consiste en la identificación y en la eliminación de artefactos de la secuenciación. Estos 

artefactos pueden ser lecturas de baja calidad debido a errores del propio instrumento 

o contaminantes causados por una mala preparación de las muestras, pudiendo 

introducir genomas distintos de los microbios en las muestras metagenómicas (Zhou et 

al., 2014). Entre los softwares utilizados para el control de calidad destacan FastQC 

(Andrews, 2010), Cutadapt (Martin, 2011) y Trimmomatic (Bolger et al., 2014).  

Otro filtrado necesario cuando se trabaja con lecturas metagenómicas es el filtrado 

del hospedador. Si el microbioma proviene de un hospedador cuyo genoma se 

encuentra secuenciado es importante identificar las posibles lecturas correspondientes 

al hospedador y eliminarlas de análisis posteriores (Breitwieser et al., 2017). Para ello 

las lecturas se mapean contra el genoma del hospedador, las lecturas que no mapeen 

se utilizan en análisis posteriores. Un software utilizado para este tipo de filtrado es 

Bowtie2 (Langmead and Salzberg, 2012) 

1.2.2 Ensamblaje de las lecturas y predicción génica 

El ensamblaje consiste en el alineamiento de muchos fragmentos de ADN para 

obtener fragmentos más largos (contigs) y llegar a reconstruir la secuencia original. 

Después de la eliminación de lecturas de baja calidad o contaminantes se puede realizar 

o no el ensamblaje de las lecturas. Esta decisión depende de la complejidad de la 

comunidad microbiana, la profundidad de secuenciación, la longitud de las lecturas y el 

objetivo del experimento (Singh et al., 2017).  

En el ensamblaje de lecturas de un único organismo todos los fragmentos de ADN 

proceden del mismo genoma. Sin embargo, este no es el caso del ensamblaje 

metagenómico, donde el ensamblaje de lecturas de diferentes organismos es todo un 

reto (Ma et al., 2014). El coste computacional del ensamblaje puede llegar a ser elevado 

y costoso en algunas situaciones. En la actualidad, se han desarrollado ensambladores 

metagenómicos para la reconstrucción de genomas como metaSPAdes (Nurk et al., 

2017) y Megahit (Li et al., 2015). Estos ensambladores, generan contigs largos que 

mejoran los pasos posteriores de predicción génica. Sin embargo, una profundidad de 

secuenciación baja o de lecturas cortas dificultan este proceso haciendo el ensamblaje 

casi inviable debido a la incapacidad de ensamblar algunas lecturas (Singh et al., 2017). 

En cambio, una adecuada profundidad de secuenciación y lecturas largas permiten un 

buen ensamblado.  

En el no ensamblado de las lecturas, las lecturas no se mapean contra un genoma 

de referencia y se utilizan las lecturas crudas en los pasos posteriores de predicción 

génica. Este procedimiento tiene la ventaja de que el coste computacional del análisis 

bioinformático es menor, por ello muchos investigadores prefieren utilizar herramientas 

bioinformáticas que no realicen este paso como Anvi’o (Eren et al., 2015) o FMAP (Kim 

et al., 2016). No obstante, si las lecturas son demasiado cortas la búsqueda de genes 

se va a ver comprometido dificultando las etapas posteriores del análisis (Wommack et 

al., 2008; Carr and Borenstein, 2014). 
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Después del ensamblado o no ensamblado el siguiente paso es la identificación de 

genes, ya sea en los contigs o en las lecturas. Para la predicción génica se utilizan 

softwares como Prodigal (Hyatt et al., 2010), MetaGene Annotator (MGA) (Yok and 

Rosen, 2011) y  FragGeneScan  (Rho et al., 2014). Estos softwares se basan en la 

búsqueda de fragmentos de ADN que se traducirán y darán lugar a una proteína, estos 

fragmentos se conocen como Open Reading frame (ORF) y se caracterizan por empezar 

por una secuencia de tres nucleótidos (codón de inicio) y terminar con un codón de 

parada. 

1.2.3 Anotación funcional y anotación taxonómica 

Una vez realizada la predicción génica se realiza la anotación funcional y la anotación 

taxonómica. La anotación funcional y taxonómica consiste en asignar a las secuencias 

génicas predichas en el paso anterior, funciones y taxones. Para ello, se hace una 

búsqueda por homología en diferentes bases de datos. Existen diferentes bases de 

datos disponibles para la anotación funcional, como KEGG (Kanehisa et al., 2004), 

eggNOG (Muller et al., 2010), PFAM (Finn et al., 2014) y TIGRFAM (Selengut et al., 

2007). La anotación taxonómica se realiza con bases de datos como Kaiju (Menzel et 

al., 2016) o Genbank (Sayers et al., 2018). La taxonomía clasifica a los seres vivos en 

ocho niveles jerárquicos denominados taxones: especie, género, familia, orden, clase, 

filo, reino y dominio (ordenados del nivel más bajo al más alto). Esta búsqueda por 

homología contra las diferentes bases de datos se realiza con diferentes algoritmos para 

que el proceso no sea computacionalmente costoso, ya que los conjuntos de datos 

metagenómicos suelen ser muy grandes (Wang et al., 2009; Ye et al., 2011).  

Por último, se calcula el número de lecturas que hay para cada función y para cada 

taxón por muestra, a este número de lecturas se le conoce como abundancia. Para 

calcular la abundancia se mapean las lecturas crudas contra los contigs resultantes del 

ensamblaje. Una misma función o taxón puede estar asignada en diferentes contigs, por 

lo que se extrae el número total de lecturas crudas que mapean contra cada función o 

taxón. En este proceso se utilizan software como Bowtie2 (Langmead and Salzberg, 

2012) seguido de Bedtools (Quinlan and Hall, 2010). 

1.3 ANÁLISIS DE DATOS METAGENÓMICOS 

1.3.1 Datos Composicionales 

Actualmente, existe una creciente conciencia de que las bases de datos generadas 

por las tecnologías de secuenciación masiva son datos composicionales. La abundancia 

de cada componente (una función o un taxón) para una muestra solo es coherentemente 

interpretable en relación con otros componentes de la misma muestra (Quinn et al., 

2018). Esta propiedad surge por la tecnología de secuenciación, donde el número total 

de lecturas para una muestra es un número arbitrario impuesto por el instrumento (Gloor 

et al., 2017). Los datos de composición miden cada muestra como una composición, un 

vector de valores positivos distintos de cero con información relativa (Aitchison, 1982).  

Las componentes de una composición se denominan partes, y cada una de estas partes 

se representa con la letra j siendo J el número total de partes.  

Generalmente los datos composicionales son tratados con transformaciones 

logarítmicas para facilitar el trabajo con ratios de componentes. El uso de logaritmos 
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permite aumentar la escala y la corrección de asimetrías, pero impide la presencia de 

ceros en las bases de datos lo que obliga a imputarlos. Existen diferentes 

transformaciones logarítmicas a considerar por sus propiedades teóricas y prácticas: 

additive logratio transformation (ALR), isometric logratio transformation (IRL) y center 

logratio transformation (CLR) (Greenacre, 2019).  

ARL es la transformación logarítmica más simple, se realizan ratios entre las 

diferentes partes eligiendo como denominador siempre a la misma parte. Por ejemplo, 

denominando a las partes X1, X2, … XJ y asumiendo que la última parte se elige como 

denominador, ARL se define como:  

                            𝐴𝑅𝐿: 𝑙𝑜𝑔 (
𝑋𝑗

𝑋𝐽
) = log(𝑋𝑗) − log(𝑋𝐽) ,       𝑗 =  1, … , 𝐽 − 1                      (1) 

Una desventaja de este tipo de transformación es que la elección de la parte que se 

utiliza como denominador (XJ) es subjetiva y podría ser cualquiera de las partes.  

IRL es la propuesta de transformación logarítmica más atractiva teóricamente, pero 

la más complicada de interpretar. La definición de IRL se basa en separar las partes en 

dos subconjuntos (J1 y J2) expresando las medias geométricas de los dos subconjuntos 

de partes entre sí. Luego la definición de IRL en estos dos subconjuntos es:  

                            𝐼𝑅𝐿: √
𝐽1𝐽2

𝐽1+𝐽2
(

1

𝐽1
∑ log(𝑋𝑗) −𝑗∈𝐽1

 
1

𝐽2
∑ log(𝑋𝑗)𝑗∈𝐽2

)                                 (2) 

CLR no requiere elegir una parte j como referencia lo que supone una ventaja. 

Además, cada parte puede recibir el mismo peso o no (unweighted o weighted center 

log ratio). La definición de CLR es la siguiente:  

                      𝐶𝐿𝑅:   𝑙𝑜𝑔
𝑥𝑗

[∏ 𝑋𝑗𝑗 ]
1/𝐽 = log(𝑥𝑗) −  

1

𝐽
∑ log(𝑋𝑗) ,    𝑗 = 1, … 𝐽𝑗                         (3)                                                   

CLR es una transformación de logaritmos centrados con respecto a la media 

geométrica a lo largo de las partes. Este es el unweighted CLR, donde cada parte recibe 

el mismo peso 1/J. El weighted CLR es preferido, donde cada parte recibe un peso 

distinto. Este peso se calcula como la media en abundancias relativas de cada parte a 

lo largo de todas las muestras.  

1.3.2 Análisis de Datos Multivariante 

Los análisis metagenómicos generan miles de datos para cada muestra analizada, 

donde habitualmente hay más variables que observaciones. Los análisis de datos 

multivariantes  permiten analizar este tipo de bases de datos a partir de la reducción de 

dimensionalidad  (Varmuza and Filzmoser, 2009). El objetivo es transformar la matriz 

XnxJ, donde cada fila (n) corresponde a una muestra y cada columna (J) contiene las 

variables de estudio (funciones o taxones), en una nueva matriz de dimensiones nxa, 

donde a<<J, conservando la mayor cantidad de información posible de los datos 

originales. Las a nuevas dimensiones se denominan variables latentes (o componentes 

principales) y se calculan de forma que no estén correlacionadas ente sí (son 

ortogonales). Estas variables latentes forman un nuevo hiperplano en el espacio donde 

las n observaciones son proyectadas, a estas proyecciones se les conoce como scores. 
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Existen diferentes metodologías de análisis multivariante, cada una de ellas con 

objetivos diferentes. En el presente trabajo nos centramos en el análisis de 

componentes principales (PCA) y en la proyección de estructuras latentes 

discriminantes (PLS-DA).  

El PCA se emplea principalmente como análisis exploratorio ya que permite ver 

patrones, tendencias y detectar outliers en los datos. En este caso, las componentes 

principales son rectas en el espacio que maximizan la varianza de las observaciones 

proyectadas (scores, t). De esta manera, la primera variable latente (p1) captura la 

mayor fuente de variación, la segunda variable latente (p2) es ortogonal a la primera y 

captura la segunda mayor fuente de variación, y así sucesivamente. Los elementos de 

cada vector p se denominan “cargas” o “pesos” de cada variable en esa variable latente. 

De esta forma, la matriz X se descompone en pesos (p) y scores (t), una descomposición 

en vectores y valores propios de la matriz varianza-covarianzas de X.   

El número de componentes óptimos se estiman con los métodos de validación 

cruzada (cross-validation, CV). Estos métodos se basan en dividir los datos en un 

número de grupos, seguidamente se desarrollan modelos con la eliminación de un grupo 

de los datos y el cálculo de un nuevo modelo a partir de los datos restantes y la 

predicción de los valores de los datos eliminados. Este proceso se realiza un número de 

veces elevado y desarrollado el modelo, se calcula la bondad de predicción (Q2) y la 

bondad de ajuste (R2). Estos parámetros son unos buenos indicadores para decidir 

hasta que componente incluir en el modelo. Un aumento de la R2 acompañado de una 

disminución o estabilización de la Q2 indica que hay un sobreajuste, lo que reduce su 

capacidad predictiva (Wold et al., 2001). 

El PCA captura la mayor fuente de variación de los datos, pero sin saber a qué se 

debe dicha variación. El PLS-DA tiene como objetivo discriminar el conjunto de datos de 

X en dos o más clases. Para ello, además de la matriz X, se utiliza un vector de variables 

categóricas Y que clasifica las observaciones por grupos. A diferencia del PCA, en el 

PLS-DA las componentes principales son rectas en el espacio que maximizan la 

covarianza entre las observaciones proyectadas en el espacio X (scores, t) y el espacio 

Y (scores, u). Como en el PCA, el primer par de vectores t1 y u1 (componente principal 

1) están correlacionados linealmente y capturan la mayor fuente de variación y 

correlación entre X e Y. El segundo par de vectores t2 y u2 (componente principal 2), 

también están correlacionados linealmente, aunque su grado de relación lineal suele ser 

inferior al de la primera componente (Figura 2) 

 

Figura 2. Gráfico de la primera (izquierda) y segunda (derecha) componente principal y proyección 
de las observaciones sobre las componentes. 
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La estima del número de componentes óptimos se realiza de la misma forma que en 

el PCA, utilizando los métodos de validación cruzada. Además, en el PLS-DA se puede 

utilizar parámetros que miden la contribución a la discriminación de cada una de las 

variables. De esta forma, se pueden seleccionar las variables más importantes de la 

discriminación. El parámetro VIP (Variable Importance in Projection) (Galindo-Prieto et 

al., 2014) es el parámetro más utilizado y mide la importancia relativa de cada una de 

las variables en la definición del espacio de la proyección en conjunto.  

Los gráficos que permiten observar las diferencias entre las observaciones son los 

gráficos de los scores t/t. Estos gráficos muestran las observaciones proyectadas en el 

hiperplano definido por las nuevas componentes. Las coordenadas de los individuos en 

cada una de las componentes que definen el nuevo hiperplano vienen recogidas por el 

vector de scores de cada una de las componentes ta. En estos gráficos pueden 

representarse regiones de confianza elípticas al 95% basada en la T2 de Hotelling, 

generalización multivariante de la t de Student. La elipse T2 de Hotelling provee una 

región por fuera de la cual se considera que las observaciones forman parte del 5% de 

los casos extremos. 

1.4 LA GRASA INTRAMUSCULAR (GIM) 

La deposición de grasa es un proceso biológico complejo, regulado por una gran 

cantidad de enzimas, hormonas y metabolitos que regulan el metabolismo y la 

diferenciación de las células grasas (Moisá et al., 2014). En humanos, la deposición 

excesiva de grasa conduce a la obesidad, uno de los principales problemas de salud de 

los últimos años (Fleming et al., 2014). Además, la obesidad está relacionada con otros 

problemas de salud como la diabetes y enfermedades cardiovasculares (Csige et al., 

2018). En producción animal conocer los mecanismos de deposición de grasa también 

suscita un gran interés. Por un lado, la acumulación de grasa de depósito, está 

relacionado con una menor eficiencia alimentaria y menor rendimiento de la canal (Kim 

and Kim, 2017). Por otro lado, la grasa intramuscular (GIM) tiene un gran efecto en las 

propiedades organolépticas de la carne, afectando a la jugosidad, la terneza y el sabor 

de la misma (Hocquette et al., 2010). Además, debido a su alta heredabilidad y 

moderada variabilidad genética, el contenido en GIM es fácilmente modificable (Sapp et 

al., 2002; Schwab et al., 2009).  

Los conejos son un buen modelo animal para estudios genéticos en otras especies 

ganaderas debido a su corto intervalo de generación y a su bajo coste. Además, al 

incluirse en la categoría de animales pequeños queda bajo el ámbito del comité ético 

local, un proceso menos costoso y menos estricto que en animales grandes (Mapara et 

al., 2012). En la Universitat Politècnica de València (UPV) se ha desarrollado un 

experimento de selección divergente para GIM en conejos durante 10 generaciones 

(Zomeño et al., 2013; Martinez-Álvaro et al., 2016). Estos experimentos de selección 

divergente tienen la ventaja de generar dos poblaciones que solo difieren en GIM y en 

los caracteres correlacionados. De esta forma, los cambios ambientales afectan a las 

dos líneas por igual por término medio. Este experimento presentó una alta respuesta a 

la selección, donde la diferencia entre la línea de alto contenido en GIM y la de bajo 

contenido en GIM era de 2.4 desviaciones típicas en la octava generación y donde 

ambas líneas presentaban una tendencia simétrica (Martinez Álvaro et al., 2016). 

Estudios recientes en estas líneas han mostrado que aparte del efecto genético del 

individuo el efecto de la camada explica una parte de la variabilidad de la GIM. Este 

efecto se debe en gran parte al efecto materno durante la gestación y la lactación. En 
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los últimos años, el estudio del microbioma y su participación en los procesos de 

deposición de grasa ha ganado importancia ya que los mecanismos claves de esta 

relación siguen sin estar claros (Rastelli et al., 2018). Diferentes especies bacterianas y 

rutas metabólicas han sido descritas en función del contenido en grasa en vacuno (Kim 

et al.) y porcino (Fang et al., 2017), siendo las especies relacionadas con el metabolismo 

de carbohidratos, de energía y de aminoácidos las más asociadas con un alto contenido 

en GIM. Por otra parte, hay evidencias de la existencia de un efecto materno que modula 

el perfil microbiano de los individuos al nacer y en lactación (Treichel et al., 2019). 

Conocer la contribución del microbioma gastrointestinal en el contenido en GIM y su 

efecto materno podría ser fundamental, en un futuro, para mejorar el contenido en GIM 

a través de la modulación del microbioma gastrointestinal.  
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2 OBJETIVOS 

El objetivo de este trabajo es estudiar la influencia del efecto materno en el 

microbioma de dos líneas de conejos seleccionadas divergentemente para el carácter 

grasa intramuscular. Para ello, se llevaron a cabo los siguientes objetivos específicos:  

 Implementar análisis multivariantes para el análisis de datos metagenómicos.  

 Caracterizar los genes y taxones responsables del efecto materno en el 

microbioma de las dos líneas de conejos seleccionadas divergentemente por 

GIM.  
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3 MATERIALES Y MÉTODOS 

3.1 MATERIAL ANIMAL  

Todos los procedimientos experimentales con conejos fueron aprobados por el 

Comité de Ética de Investigación de la Universitat Politècnica de València, de acuerdo 

con las directivas del consejo 2010/63/EU (Directiva de la Comisión Europea, 2010).  

El material animal utilizado para este estudio proviene de un experimento de 

selección divergente por grasa intramuscular (GIM) de la Universitat Politècnica de 

València (Zomeño et al., 2013; Martinez-Álvaro et al., 2016), realizado durante 10 

generaciones en conejos. Se crearon dos líneas, una de alto contenido de GIM y otra 

de bajo contenido de GIM. El experimento de selección empezó con una población base 

de 13 machos y 83 hembras. En la décima generación, las líneas seleccionadas para 

alta (A) y baja (B) GIM tenían 10 machos y 60 hembras. El contenido de GIM se midió 

a las nueve semanas de edad en el músculo Longussimus thoracis et lumborum (LTL) 

en dos hijos (un macho y una hembra) de cada coneja. El contenido en GIM se midió 

usando Espectroscopia de Reflectancia de Infrarrojo cercano (NIRS) en el primer parto 

y excepcionalmente en el segundo y tercer parto. Todas las madres se clasificaron de 

acuerdo con el promedio de los dos valores fenotípicos de GIM obtenidos de su 

descendencia y el 20% de las mejores madres proporcionaron todas las hembras de la 

siguiente generación. Cada padre se apareó con seis conejas y se clasificaron los 

apareamientos. Para reducir la endogamia, solo se seleccionó un macho del mejor 

apareamiento como padre de la siguiente generación. El procedimiento de selección 

completo se describe en Martínez-Álvaro et al. (2016).  

Para estimar el efecto materno en el microbioma se llevó a cabo un experimento en 

el que se realizaron transferencias embrionarias aleatorias entre las dos líneas 

divergentes de la décima generación. Las hembras de ambas líneas recibieron 

embriones tanto de la línea alta (A) como de la línea baja (B). Un total de 14 hembras 

de la línea alta y 9 hembras de la línea baja se utilizaron como donantes de embriones 

y 8 hembras de la línea alta y 6 de la línea baja como receptoras de embriones de las 

dos líneas. Una media de 6 embriones por cuerno uterino fueron transferidos siguiendo 

el protocolo descrito por Vicente and García-Ximénez (1996). Al nacer, se identificó la 

línea a la que pertenecía cada gazapo mediante su genotipado a través del análisis 

HRM (High resolution melting). La distribución de los animales utilizados y de madres 

receptoras para este trabajo queda descrita en la Tabla 1.  

Tabla 1. Distribución de muestras por línea genética de madre receptora y línea 
genética del individuo. Entre paréntesis, el número de hembras receptoras. 

 AA BA AB BB 

Madre A (8) B (6) A (8) B (5) 

Individuos A A B B 

Nº Datos 20 19 21 15 
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 A línea alta, B línea baja. AA: individuos de la línea alta y madre de la línea alta. BA: individuos de la línea 

alta y madre de la línea baja. AB: individuos de la línea baja y madre de la línea alta. BB: individuos de la 

línea baja y madre de la línea baja. 

Los conejos de la misma camada fueron criados en jaulas de 9 animales desde el 

destete hasta el sacrificio, a las 4 y a las 9 semanas de edad respectivamente. Su 

alimentación fue ad libitum con dieta comercial compuesta de 16,0% de proteína bruta, 

2,4% de aceites y grasa bruta y 16,5% de fibra bruta. Previo al sacrificio, se realizó un 

ayuno de 4 horas. El sacrificio se realizó mediante exanguinación previo aturdimiento 

eléctrico. Inmediatamente después del sacrificio se tomaron muestras del contenido 

cecal. Estas muestras se congelaron con nitrógeno líquido y se almacenaron a -80ºC 

hasta el momento de su análisis. Después del sacrificio los canales se refrigeraron 

durante 24 horas a 4ºC. Posteriormente se procedió a la disección de los músculos LTL.  

La grasa intramuscular se midió en el músculo LTL. Para ello, el músculo se picó y 

se liofilizó previo al análisis por espectroscopia de infrarrojo cercano (NIRS, modelo 

5000, FOSS NIRSystems Inc., Hillerod, Dinamrca). Un 10% de las muestras se 

analizaron químicamente mediante extracción con éter dietílico (Soxtec 1043 extraction 

unit, Tecator, Höganäs, Suecia) previa hidrólisis ácida (Soxcap 2047, Tecator, Höganäs, 

Suecia), como control para confirmar las mediciones de NIRS. El contenido de GIM se 

obtuvo gracias a las ecuaciones de calibración previamente desarrolladas por Zomeño 

et al., (2012).  

3.2 SECUENCIACIÓN DEL METAGENOMA 

La extracción del ADN bacteriano de las muestras del ciego se realizó mediante una 

homogenización mecánica con bolas de sílice para liberar el material genético, y con el 

kit DNeasy powersoil N. 12888-100 para aislar el ADN. Las muestras fueron 

conservadas a -80ºC hasta el momento de su análisis.  

La secuenciación masiva para determinar la composición del microbiota fue llevada 

a cabo por la empresa Sistemas Genómicos (Valencia, España). La preparación de las 

librerías se realizó siguiendo los protocolos de Agilent’s y recomendaciones en 

“SureSelectQXT Whole Genome  Library Prep for Illumina Multiplexed Sequencing-

Featuring Transposase-Based Library Prep Technology”. La cantidad y la calidad de las 

librerías fue analizada en 4200 Tape Station, High Sensitivity assay. El pool de librerías 

fue secuenciado por paired-end (150x2) en Illumina NextSeq 550, High-Output kit.  

3.3 BIOINFORMÁTICA Y ANÁLISIS ESTADÍSTICO 

En la Figura 3 se muestra un esquema del proceso de trabajo realizado desde la 

obtención de los ficheros fastq de la secuenciación completa del metagenoma hasta los 

análisis estadísticos. 
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Figura 3. Esquema del plan de trabajo seguido. Pada cada una de las etapas principales del trabajo: 

análisis bioinformático, análisis preliminares y tratamiento de datos se muestran los pasos a seguir.  

3.3.1 Análisis Bioinformático 

El análisis bioinformático se realizó en el cluster Rigel de la Universidad Politécnica 

de Valencia. Los ficheros fastq procedentes de la secuenciación se mapearon contra el 

genoma de referencia del conejo (OryCun v2.0) utilizando el software bowtie2 (v2.3.4.3) 

(Langmead and Salzberg, 2012) con las opciones por defecto. Las lecturas que no 

mapearon contra el genoma del conejo se asumieron como secuencias no 

contaminadas por el hospedador y se analizaron con el método secuencial de 

SqueezeMeta (Tamames and Puente-sánchez, 2019), donde cada uno de los 

metagenomas se trata de forma individual. Esta pipeline cubre todos los pasos para el 

análisis metagenómico: filtrado de calidad a través del programa Trimmomatic (Bolger 

et al., 2014), donde se eliminaron las lecturas con un score de calidad menor a 8 y con 

una longitud mínima menor a 30 (opciones por defecto). El ensamblaje de las lecturas 

se realizó con Megahit, un ensamblador con un buen balance entre el rendimiento 

óptimo y el uso de memoria (Li et al., 2015), la predicción génica sobre los contigs con 

Prodigal (Hyatt et al., 2010), y la búsqueda de homología contra las bases de datos 

taxonómica y funcional con el software Diamond (Buchfink et al., 2015). La base de 

datos funcional que se empleó fue la última versión disponible de KEGG (Kanehisa and 

Goto, 2000) y la base de datos para la anotación taxonómica Genbank  (Sayers et al., 

2018) 

El análisis bioinformático dio como resultado las tablas correspondientes a la 

anotación funcional y a la anotación taxonómica. Estas tablas tienen como filas las 

muestras y como columnas las variables (el identificador KEGG o el taxón), donde para 

cada variable y para cada muestra se representa el número de lecturas que hay en una 

muestra para una determinada variable (Figura 4). 
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Figura 4. Ejemplo del resultado del análisis bioinformático. En las columnas se encuentran las muestras 

y en las filas las variables (el identificador KEGG o el taxón). 

3.3.2 Análisis preliminares 

El objetivo de los análisis exploratorios fue observar la cantidad y la distribución del 

número de lecturas por muestra y por grupo, así como los ceros, de manera que se 

puedan identificar patrones anormales en los datos y/o outliers. Para ello se realizaron 

los gráficos con el lenguaje de programación R, usando funciones propias y el paquete 

ggplot2. El comportamiento de las muestras se analizó con diagramas de barras, de 

esta forma, se pudo estudiar la distribución de los datos en cada una de las muestras. 

Además, se realizaron diagramas de cajas para observar la distribución de ceros en 

cada uno de los grupos (AA, AB, BA, BB). También como parte de los análisis 

exploratorios, se realizó la detección de la presencia de posibles outliers y patrones en 

los datos con el análisis de componentes principales (PCA). Este análisis se realizó para 

tres filtrados en función de la prevalencia (porcentaje de datos sin ceros).  

Los datos utilizados para estudiar comunidades microbianas se caracterizan por 

tener muchos ceros y pocos datos, lo que impide la identificación de diferencias reales 

entre grupos. Un punto clave en los análisis con datos metagenómicos es el filtrado de 

ceros, que afecta de manera considerable a los resultados finales (Kaul et al., 2017). En 

este trabajo el filtrado de ceros se realizó con el paquete PIME (Prevalence Interval for 

Microbiome Evaluation) de R  (Roesch et al., 2019), una herramienta que filtra variables 

en función del porcentaje de datos (prevalencia) que tenga. El paquete PIME realiza un 

filtrado de variables para cada intervalo de prevalencia, empezando por el 5% y con 

incrementos del 5% de prevalencia en cada paso. Para cada intervalo de prevalencia 

se realizan análisis de random forest con el objetivo de determinar el nivel de prevalencia 

que proporciona el mejor modelo para predecir diferencias entre grupos. Cada intervalo 

de prevalencia tiene asociado un error de clasificación (OOB error rate), de forma que, 

el mejor filtrado corresponde al intervalo de prevalencia asociado a la tasa de error más 

baja. Sin embargo, debe haber un balance entre el mínimo error y el máximo de 

variables con elevada prevalencia.  

El filtrado de variables se realizó para tres intervalos de prevalencia cuya finalidad 

era elegir el filtrado óptimo:  

- Filtrado suave (10% de prevalencia)  

- Filtrado medio (40% de prevalencia)  

- Filtrado alto (70% de prevalencia) 
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3.3.3 Tratamiento de Datos  

Las bases de datos de la anotación funcional y taxonómica fueron analizadas 

utilizando técnicas de análisis de datos composicionales. Las técnicas de datos 

composicionales involucran la transformación de logarítmica, lo que hace inviable utilizar 

los ceros como dato. Para evitar esta limitación, los ceros son reemplazados intentando 

no alterar la estructura de los datos. En este estudio, la imputación de aquellos datos 

que contenían ceros, después del filtrado de variables se realizó  a través de Bayesian-

Multiplicative Replacement (Martín-Fernández et al., 2015) con la función cmultRepl del 

paquete de R zCompositions (Palarea-Albaladejo and Martín-Fernández, 2015). Esta 

técnica reemplaza los ceros por valores cercanos y permite la aplicación de 

transformaciones logarítmicas. Posteriormente, se aplicó la transformación con 

weighted center log ratio (wCLR)  (Greenacre, 2019) para la normalización del número 

de lecturas (counts) de los KEGG y las taxas como se describe a continuación:  

                         𝑤𝐶𝐿𝑅(𝑥𝑖𝑗) = 𝑙𝑜𝑔
𝑥𝑖𝑗

∏ 𝑥𝑖𝑗
𝑛
1

= log(𝑥𝑖𝑗) − ∑ 𝑤𝑗log (𝑥𝑖𝑗)
𝐽
𝑗=1                      (4)                                     

Donde xij  es el número de lecturas para una muestra i una variable j y el peso  𝑤𝑗 =

 
∑ 𝑥𝑖𝑗

𝑛
𝑖=1

𝑛
   se define como la media en abundancias relativas para cada variable a lo largo 

de las n muestras (75)  

En anotación matriz-vector la base de datos completa wCLR se puede escribir como: 

                                   𝑤𝐶𝐿𝑅: [

1 − 𝑤1 −𝑤1 −𝑤1 … −𝑤1

−𝑤2 1 − 𝑤2 −𝑤2 … −𝑤2

⋮ ⋮ ⋮ ⋱ ⋮
−𝑤𝑗 −𝑤𝑗 −𝑤𝑗 … 1 − 𝑤𝑗

] [

log (𝑋1)
log (𝑋2)

⋮
log (𝑋𝐽)

]               (5) 

La normalización wCLR consiste en logaritmos centrados donde cada variable recibe 

un peso distinto (wj). Esta normalización se realizó con el paquete de R easyCODA con 

la función CLR, utilizando como input la matriz de datos de ceros imputados.  

La identificación de KEGG y taxas que se diferencian debido al efecto materno o 

materno y genético, se realizó aplicando el análisis discriminante de mínimos cuadrados 

parciales (PLS-DA) (Lee et al., 2018) con el software SIMCA. El análisis se aplicó para 

las siguientes comparaciones:  

- Estudio del efecto materno cuando el individuo fue de la línea A: AA vs BA 

(gazapos genéticamente de la línea alta que se diferencian en la madre) 

- Estudio del efecto materno cuando el individuo fue de la línea B: AB vs BB 

(gazapos genéticamente de la línea baja que se diferencian en la madre) 

- Efecto materno-genético: AA vs BB.  

Para realizar el PLS-DA se utilizó la matriz de datos imputada y normalizada como 

variable dependiente (X) y un vector que clasifica las observaciones por grupos (por 

ejemplo línea genética del individuo) como variable independiente (Y). Para cada 

comparación se realizaron dos PLS-DA. El primer PLS-DA se realizó con todas las 

variables y solo aquellas variables con VIP (Variable Importance in Projection) (Galindo-

Prieto et al., 2014) mayores que uno fueron consideradas importantes en la proyección 

de estructuras latentes (Chong and Jun, 2005) y por lo tanto seleccionadas para utilizar 

en un segundo PLS-DA.  
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Los gráficos utilizados para observar la proyección de los individuos fueron los 

gráficos de dispersión de scores. En estos gráficos se pudo observar cómo se distribuían 

los individuos en cada una de las comparaciones en función de su grupo (AA, BA, AB o 

BB). El número de componentes óptimos se estimaron con los métodos de validación 

cruzada (cross-validation, CV). De esta forma, también se calculó la bondad de ajuste 

(R2) y la bondad de predicción (Q2). 
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4 RESULTADOS 

Una media de 4.500.400 lecturas fue generada durante la secuenciación para los 4 

grupos, AA, AB, BA y BB. El grupo AA fue el que presentó mayor número de lecturas 

medio con 4.682.241, mientras que los grupos AB, BA y BB presentaron un número de 

lecturas ligeramente inferior (4.544.546, 4.520.623, y 4.542.409 respectivamente). 

Posteriormente, los resultados del alineamiento de estas lecturas contra el genoma de 

referencia del conejo (OryCun v2.0) mostraron un bajo nivel de contaminación (0,17%) 

por el genoma del huésped en todos los grupos.  

4.1 ANOTACIÓN FUNCIONAL Y TAXONÓMICA 

En la Tabla 2 se muestra el número de variables para la anotación funcional y para 

cada uno de los niveles de la anotación taxonómica obtenidos a través del programa 

SqueezeMeta con las bases de datos Kyoto Encyclopedia of Genes and Genomes 

(KEGG) (Kanehisa et al., 2002) y Genbank (Sayers et al., 2018). La anotación funcional 

(2988) mostró un mayor número de variables que la anotación taxonómica. Dentro de 

los niveles jerárquicos de la taxonomía, fue el género el nivel más bajo y con más 

variables identificadas (1138). Por lo tanto, los análisis posteriores se realizaron para los 

KEGG y el nivel taxonómico de género.  

Tabla 2. Distribución del número de variables para la anotación funcional y para 
cada nivel de la anotación taxonómica. 

 

 

4.2 ANÁLISIS EXPLORATORIOS 

Tras obtener las bases de datos funcionales y taxonómicas se procedió a realizar 

análisis exploratorios de la cantidad y distribución de ceros e identificación de posibles 

outliers. La distribución del porcentaje de presencia y ausencia de ceros para cada una 

de las muestras se presenta en la Figura 5. En el caso de la base de datos de anotación 

Anotación Nivel Variables 

Funcional KEGG 2988 

Taxonómica 

Especie 854 

Género 1138 

Familia 402 

Orden 244 

Clase 140 

Filo 159 

Reino 4 
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funcional (Figura 5a) se observó que la mayoría de las muestras tienen más del 40% de 

las anotaciones funcionales KEGG con counts, siendo el menor porcentaje del 35%. Sin 

embargo, en la base de datos de anotación taxonómica para género (Figura 5b) se 

observó que la mayoría de las muestras tienen tan solo el 20% de las anotaciones 

taxonómicas de género con counts. Esto indica que el porcentaje de datos con cero en 

esta última base de datos es claramente mayor que en la base de datos de anotación 

funcional. 

Figura 5. Diagrama de barras del porcentaje de anotaciones funcionales con ceros (rojo) y sin ceros 

(azul) a lo largo de todas las muestras. El eje X corresponde a las muestras y el eje Y al porcentaje de 

datos con y sin ceros. a) Base de datos de anotación funcional. b) Base de datos de anotación taxonómica 

para género. 

La distribución de ceros dentro de cada grupo, AA, BA, AB y BB se muestra en la 

Figura 6. Tanto la base de datos de anotación funcional como la base de datos de 

anotación taxonómica para género mostraron una distribución similar a lo largo de los 

diferentes grupos. No obstante, la distribución del porcentaje de ceros por grupos es 

más variable en la base de datos de anotación funcional que en la base de datos de 

anotación taxonómica, siendo los grupos más variables AA y AB (individuos con madres 

de la línea alta). En total, la matriz de datos de anotación funcional presentó el 45% de 

datos con ceros, siendo del 44.5% y 44,14%  de ceros para los grupos de individuos con 

madre de la línea alta (AA y AB) y del 45.31% y 46,11% para los individuos con madre 

de la línea baja (BA y BB). En el caso de la base de datos de anotación taxonómica para 

género, el porcentaje de datos medio con ceros en toda la matriz fue superior al 78%, 

siendo del 78,88% para AA, 78,2% para AB, 78,7% para BA y 79,66% para BB.  

  

Figura 6. Diagramas de cajas de la distribución de ceros por grupos. El eje X corresponde a los grupos 

AA, BA, AB y BB y eje Y al porcentaje de ceros. AA: individuos de la línea alta y madre de la línea alta. BA: 

individuos de la línea alta y madre de la línea baja. AB: individuos de la línea baja y madre de la línea alta. 

BB: individuos de la línea baja y madre de la línea baja. a) Base de datos de anotación funcional. b) Base 

de datos de anotación taxonómica para género.  
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La detección de posibles outliers se realizó con PCA (Análisis de componentes 

principales). Para ello se trabajó con la base de datos de anotación funcional. Esta base 

de datos presenta menos datos faltantes que la base de anotación taxonómica de 

género, por lo que la detección de muestras outliers es más evidente. En un primer PCA, 

con todas las variables, no se observaron potenciales outliers en ninguna de las 

comparaciones. A modo de ejemplo en la Figura 7 se muestra el PCA del primer y 

segundo componente principal para la comparación materno-genético (AA vs BB), 

donde no se separan las muestras en función de si son de la línea alta o de la línea baja 

y donde ninguna muestra se encuentra claramente alejada del resto. 

 

Figura 7. Análisis de componentes principales de la comparación materno-genética (AA vs BB) para 
la base de datos de anotación funcional. Cada punto corresponde a una muestra.  El eje de la X 

representa la componente principal 1 (PC1) y el porcentaje de variabilidad explicada entre las muestras 
debida a esta componente. El eje de la Y representa la componente principal 2 (PC2) y el porcentaje de 
variabilidad explicada entre las muestras debida a esta componente. 

Posteriormente, para observar mejor la presencia de posibles outliers se hicieron tres 

filtrados en función de la prevalencia (porcentaje de datos sin ceros). En un primer 

filtrado se eliminaron aquellas variables cuya prevalencia era menor del 10%, en el 

segundo filtrado aquellas variables cuya prevalencia era menor al 50% y en el último 

aquellas variables cuya prevalencia era menor al 95%. En el último filtrado se 

observaron outliers de manera evidente. En la Figura 8 se muestra los resultados del 

PCA después del filtrado del 95% para cada una de las comparaciones. Un total de 6 

muestras se identificaron como posibles outliers. Estas muestras presentaron más del 

60% de datos con ceros antes del filtrado del 95% y por lo tanto fueron eliminadas para 

los análisis posteriores. 
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Figura 8. Análisis de componentes principales para la base de datos de anotación funcional después 

del filtrado del 95% para cada una de las comparaciones a), b) y c). Cada punto corresponde a una 

muestra. Las flechas rojas indican aquellos puntos considerados outliers. El eje de la X representa la 

componente principal 1 (PC1) y el porcentaje de variabilidad explicada entre las muestras debida a esta 

componente. El eje de la Y representa la componente principal 2 (PC2) y el porcentaje de variabilidad 

explicada entre las muestras debida a esta componente. AA: individuos de la línea alta y madre de la línea 

alta. BA: individuos de la línea alta y madre de la línea baja. AB: individuos de la línea baja y madre de la 

línea alta. BB: individuos de la línea baja y madre de la línea baja. a) Efecto materno cuando el individuo es 

de la línea A (AA vs BA). b) Efecto materno cuando el individuo es de la línea B (AB vs BB). c) Efecto 

materno-genético (AA vs BB).  

Después de la eliminación de los outliers, la nueva distribución de las muestras por 

la línea genética del individuo y de su madre receptora fue la siguiente: 18 AA, 18 BA, 

20 AB y 13 BB.  

4.3 FILTRADO DE VARIABLES E IMPUTACIÓN DE CEROS 

Una vez eliminados los outliers de la base de datos de anotación funcional y de la 

base de datos de taxonomía para género se realizó un filtrado suave (10%), uno medio 

(40%) y uno alto (70%) de prevalencia de las variables (porcentaje de datos sin cero), 

en al menos uno de los grupos.  

a) b) 

c) 
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En la Tabla 3 se muestra los resultados obtenidos para cada uno de estos filtrados 

aplicados en la base de datos de anotación funcional.   

Tabla 3. Número de variables (Variables), porcentaje de ceros (% Ceros) y error de 
clasificación (OOB) asociado al intervalo de prevalencia obtenido con el paquete 
PIME (Prevalence Interval for Microbiome Evaluation) de R para los filtrados de 
prevalencia del 10%, 40% y 70%. 

 Filtrado 10% Filtrado 40% Filtrado 70% 

Variables 2364 1824 1566 

% Ceros 30% 13% 6% 

OOB 75% 20% 0% 

En el caso de la base de datos taxonómica de género solo se realizó un tipo de filtrado 

y se eligió el intervalo prevalencia asociado al 0% de OOB. En este caso, el intervalo de 

prevalencia asociado al 0% de OOB fue del 50% (al menos un grupo de los individuos 

debía tener más del 50% de datos que no fuesen cero para cada una de las variables). 

De esta forma, reducimos el número de variables de 1138 a 234 y el porcentaje de ceros 

de 78% a 19%. La imputación de ceros se realizó en las bases de datos ya filtradas sin 

alterar la estructura de los datos. En la Figura 9 se muestra un ejemplo de la distribución 

de una variable de la base de datos de anotación funcional antes y después de la 

imputación de ceros. El resto de las variables mostraron el mismo comportamiento.  

   

Figura 9. Distribución de la variable KEGG K07450 (35% de ceros). a) Antes de la imputación de ceros. 

b) Después del a imputación de ceros. 

4.4 ANÁLISIS ESTADÍSTICO 

Los resultados de los análisis estadísticos multivariantes de estructuras latentes 

discriminantes (PLS-DA) tras la imputación de ceros y la transformación weighted center 

log ratio (wCLR) para las variables KEGG y taxonómicas a nivel de género en los tres 

grupos de comparación (AA vs BA, AB vs BB y AA vs BB) se presentan a continuación. 

Los resultados presentados se obtuvieron realizando un primer PLS-DA en el cual se 

seleccionaron las variables con VIP>1 con las que se realizó un segundo PLS-DA.  

a) b) 
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4.4.1 Anotación funcional 

En la Tabla 4 se muestra los resultados del PLS-DA para cada uno de los tres niveles 

de filtrado (10%, 40% y 70% de prevalencia). Los resultados obtenidos del PLS-DA 

fueron similares en términos de bondad de ajuste (R2) y predicción (Q2) para los tres 

filtrados (10%, 40% y 70%) y para las tres comparaciones (AA vs BA, AB vs BB y AA vs 

BB), en todos los casos la R2 fue mayor de 0,9 y la Q2 mayor de 0,7. No obstante, análisis 

posteriores mostraron que las variables responsables de la discriminación entre grupos 

en los filtrados del 10% y del 40% eran variables de baja prevalencia dentro de grupo.  

Tabla 4. Resultados de la proyección de estructuras latentes discriminantes (PLS-
DA) para el filtrado del 10%, 40% y 70% para cada una de las comparaciones. 
Número de variables después del filtrado (variables), número de variables que tienen un 
VIP (Variable Importance in Projection) mayor que 1 después del primer PLS-DA 
(Variables VIP >1), la bondad de ajuste (R2) y la bondad de predicción (Q2) asociado al 
PLS-DA con las variables VIP>1. 

 Filtrado AA vs BA AB vs BB AA vs BB 

Variables 

10% 2364 2364 2364 

40% 1824 1824 1824 

70% 1566 1566 1566 

Variables 
VIP>1 

10% 1017 870 906 

40% 757 697 740 

70% 623 625 635 

R2 

10% 0,994 0,996 0,992 

40% 0,994 0,987 0,995 

70% 0,993 0,995 0,992 

Q2 

10% 0,871 0,886 0,883 

40% 0,912 0,774 0,908 

70% 0,916 0,714 0,859 

AA: individuos de la línea alta y madre de la línea alta, BA: individuos de la línea alta y madre de la línea 

baja, AB: individuos de la línea baja y madre de la línea alta y BB: individuos de la línea baja y madre de la  

línea baja. AA vs BA: Efecto materno cuando el individuo es de la línea A. AB vs BB: Efecto materno cuando 

el individuo es de la línea. AA vs BB: Efecto materno-genético.  

Los gráficos de dispersión de los scores para las tres comparaciones con el filtrado 

del 70% muestran una clara separación entre grupos. En la Figura 10 se muestra los 

gráficos de dispersión para la comparación del efecto materno cuando el individuo fue 

de la línea A (AA vs BA), efecto materno cuando el individuo fue de la línea B (AB vs 

BB) y el efecto materno-genético (AA vs BB).  
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Figura 10. Gráfico de dispersión de los scores de la 1ª vs 2ª componente principal con el filtrado del 
70% para la base de datos de anotación funcional. Cada punto corresponde a una muestra. CP: 

Componente principal. AA: individuos y madre de línea alta, BA: individuos de la línea alta y madre de baja, 
AB: individuos de la línea baja y madre de línea alta y BB: individuos de la línea baja y madre de la línea 

a) 

b) 

c) 
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baja. a) Efecto materno cuando el individuo es de la línea A (AA vs BA). b) Efecto materno cuando el 
individuo es de la línea B (AB vs BB). c) Efecto materno-genético (AA vs BB). 

Un número similar de variables KEGG se identificaron como responsables de la 

discriminación entre grupos en cada una de las comparaciones. Sin embargo, estas 

variables fueron diferentes para cada grupo de comparación. De las variables KEGG 

con un VIP>1, solo el 15% de las variables KEGG fueron coincidentes entre las 

comparaciones del efecto materno (AA vs BA y AB vs BB) y únicamente el 5% de las 

variables fueron las mismas en las 3 comparaciones. El resto de las variables KEGG 

fueron diferentes entre las comparaciones.  

A pesar de las diferencias entre las comparaciones a nivel de variables KEGG, se 

observaron similitudes a nivel de la subcategoría a la que pertenecían las variables 

KEGG con VIP>1. En total, se detectaron 30, 30 y 31 subcategorías para el efecto 

materno cuando el individuo es de la línea A (AA vs BA), el efecto materno cuando el 

individuo es de la línea B (AB vs BB) y el efecto materno-genético (AA vs BB) 

respectivamente. De ellas 24 fueron coincidentes entre las 3 comparaciones (Figura 11), 

entre las que destacaron subcategorías como: metabolismo de lípidos y carbohidratos, 

metabolismo de aminoácidos y metabolismo energético.  

  

Figura 11. Diagrama de Venn entre el efecto materno cuando el individuo fue de la línea A (AA vs 
BA), efecto materno cuando el individuo fue de la línea B (AB vs BB) y el efecto materno-genético 
(AA vs BB). AA: individuos de la línea alta y madre de la línea alta, BA: individuos de la línea alta y madre 

de la línea baja, AB: individuos de la línea baja y madre de la línea alta y BB: individuos de la línea baja y 
madre de la línea baja. 

En la Figura 12 se muestran las subcategorías con un VIP acumulado mayor a 20 de 

las 24 subcategorías coincidentes entre las tres comparaciones, y su distribución en 

cada una de ellas. Las cinco subcategorías que tuvieron un VIP acumulado mayor a 20 

corresponden a procesos celulares y señalización, metabolismo, procesamiento de la 

información genética, metabolismo de carbohidratos, lipídico y de energía y 

metabolismo de aminoácidos. Además, estas subcategorías fueron las más importantes 

de forma individual en cada una de las comparaciones. Esto indica que a nivel de 

subcategoría no se observaron diferencias entre el efecto materno cuando los individuos 
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fueron de la línea A (AA vs BA), el efecto materno cuando los individuos fueron de la 

línea B (AB vs BB) y el efecto materno-genético (AA vs BB).  

 

Figura 12. Diagrama de barras de las cinco subcategorías con un mayor VIP acumulado y su 
distribución en las tres comparaciones. AA vs BA: Efecto materno cuando el individuo es de la línea A. 

AB vs BB: Efecto materno cuando el individuo es de la línea B. AA vs BB: Efecto materno-genético. AA: 
individuos de la línea alta y madre de la línea alta. BA: individuos de la línea alta y madre de la línea baja. 
AB: individuos de la línea baja y madre de la línea alta. BB: individuos de la línea baja y madre de la línea 
baja.   

Las variables KEGG que pertenecen a la subcategoría “Metabolismo” son variables 

que no están clasificadas en una ruta metabólica concreta. Las variables KEGG 

agrupadas en las categorías de procesos celulares y señalización y procesamiento de 

la información genética participan en procesos de transmisión de señales como K07670 

para el efecto materno cuando el individuo es de la línea B o de la reparación del ADN 

como K15342 para el efecto materno cuando el individuo es de la línea A o K04067 para 

el efecto materno-genético.  

Entre las 20 variables KEGG más importantes que realizan funciones de metabolismo 

de carbohidratos, lipídico y de energía destacan para el efecto materno cuando el 

individuo es de la línea A: K12308 y K04072. La primera de ellas es una beta-

galactosidasa que participa en el metabolismo de la galactosa y la segunda de ellas es 

un alcohol deshidrogenasa que participa en procesos importantes como la glucolisis y 

la degradación de los ácidos grasos. En el efecto materno cuando el individuo es de la 

línea B las dos variables KEGG más importantes que pertenecen a esta subcategoría 

son: K01201 que se encarga de la degradación de glicanos y K00284 que participan en 

el metabolismo del glioxilato y en el metabolismo de nitrógeno como fuente de energía. 
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Por último, para el efecto materno-genético destacan K00848 que se encarga del 

metabolismo de la fructosa y manosa y K07029 del metabolismo de glicerolípidos.  

Dentro de las funciones de metabolismo de aminoácidos destacan en todas las 

comparaciones las variables KEGG relacionadas con el metabolismo de diferentes 

aminoácidos como histidina (K01755), lisina (K01929), asparagina (K01953) o K11358 

que participa en la biosíntesis de arginina y en el metabolismo de cisteína, metionina, 

arginina y fenililalanina entre otros. Además de participar en el metabolismo de 

aminoácidos otras variables como K01666, participa también en la degradación y 

metabolismo de xenobióticos.  

4.4.2 Anotación taxonómica 

Los resultados del PLS-DA para la base de datos de anotación taxonómica de género 

se muestran en la Tabla 5. Los valores de R2 y Q2 fueron ligeramente más bajos para 

todas las comparaciones comparado con los resultados del PLS-DA para la anotación 

funcional, pero se observó una clara separación entre los grupos. A modo de ejemplo 

se puede observar en la Figura 13 el gráfico de scores de la comparación materno-

genética (AA vs BB) para la base de datos de anotación taxonómica.  

Tabla 5. Resultados de la proyección de estructuras latentes discriminantes (PLS-

DA) para la anotación taxonómica de género. Número de variables después del 

filtrado (variables), número de variables que tienen un VIP (Variable Importance in 

Projection) mayor que 1 después del primer PLS-DA (Variables VIP >1), la bondad de 

ajuste (R2) y la bondad de predicción (Q2) asociado al PLS-DA con las variables VIP>1 

últimas. 

 AA vs BA AB vs BB AA vs BB 

Variables 234 234 234 

Variables VIP>1 77 86 82 

R2 0,756 0,911 0,916 

Q2 0,468 0,788 0,766 

AA: individuos de la línea alta y madre de la línea alta, BA: individuos de la línea alta y madre de la línea 

baja, AB: individuos de la línea baja y madre de la línea alta y BB: individuos de la línea baja y madre de la  

línea baja. AA vs BA: Efecto materno cuando el individuo es de la línea A. AB vs BB: Efecto materno cuando 

el individuo es de la línea. AA vs BB: Efecto materno-genético.  
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Figura 13. Gráfico de dispersión de los scores de la 1ª vs 2ª componente principal para la 
comparación del efecto materno-genético (AA vs BB) para la base de datos de anotación taxonómica 
para género. Cada punto corresponde a una muestra. CP: Componente principal. AA individuos y madre 

de línea alta y BB individuos y madre de la línea baja. 

Así como en el análisis con KEGG, un número similar de géneros se identificaron 

responsables de la discriminación entre grupos en cada una de las comparaciones. No 

obstante, estos géneros fueron distintos entre las comparaciones. De las variables 

género con VIP>1, solo el 8% fueron las mismas en ambas comparaciones del efecto 

materno y únicamente el 5% de las variables género coincidieron en las tres 

comparaciones. Sin embargo, al igual que en la base de datos de anotación funcional, 

se observaron similitudes en los niveles taxonómicos superiores a los que pertenecían 

estos géneros: filo, clase y familia. El filo más predominante para las tres comparaciones 

(AA vs BA, AB vs BB y AA vs BB) fue Firmicutes (presente en un porcentaje del 62% 

para efecto materno cuando el individuo es de la línea A, del 76% para el efecto materno 

cuando el individuo es de la línea B y del 70% para el efecto materno-genético). El 

segundo filo más representado, también para las tres comparaciones, fue el filo 

Proteobacteria  con un 10% para el efecto cuando el individuo es de la línea A y un 14% 

para el  efecto materno cuando el individuo es de la línea B y el efecto  materno-genético. 

Por último, el tercer filo más representado fue Bacteroidetes con un 10% para el efecto 

materno cuando el individuo es de a línea A y un 5% para el efecto materno cuando el 

individuo es de la línea B y el efecto materno-genético. Dentro del filo Firmicutes, la 

clase taxonómica más representada para las tres comparaciones fue Clostridia. Sin 

embargo, hubo diferencias en abundancias relativas entre las comparaciones. La 

comparación del efecto materno cuando el individuo es de la línea B y del efecto 

materno-genético presentó alrededor del 60% de los géneros asociados a la clase 

Clostridia, mientras que la comparación del efecto materno cuando el individuo es de la 

línea A presentó una abundancia del 37%. En esta última comparación aparecían otras 

clases que no estaban representadas en las otras comparaciones como 

Alphaproteobacteria y Tissierellia. No obstante, estas últimas taxas se encontraron 

representadas en baja proporciones (5% y 8% respectivamente) y por lo tanto su 

importancia en cuanto al VIP era también baja, por lo que el resultado era el mismo en 

todas las comparaciones. Por último, a nivel de familia el comportamiento fue similar 

que a nivel de clase. En la Figura 14 se muestran las primeras familias más importantes 

con respecto al VIP y como se distribuyeron en cada una de las comparaciones. El taxón 

más representado e importante fue Ruminococcae para las tres comparaciones. Su 



4. RESULTADOS 

28 
 

importancia (VIP acumulado) fue de 12, 12,1 y 6,1 para la comparación del efecto 

materno cuando el individuo es de la línea B, para la comparación materno-genético y 

para la comparación del efecto materno cuando el individuo es de la línea A 

respectivamente. Estas diferencias se deben a que en el efecto materno cuando el 

individuo fue de la línea A aparecían otras familias, en baja proporción, que no aparecían 

en las otras dos comparaciones, como Peptoniphilaceae y Muribaculaceae. Además de 

Ruminococcae, la familia Lachnospiraceae fue la segunda más importante para las tres 

comparaciones. El resto de familias fueron de baja importancia y se encontraron en baja 

proporción entre las comparaciones. 

 

Figura 14. Diagrama de barras de las siete familias con un mayor VIP acumulado y su distribución 
en las tres comparaciones. AA vs BA: Efecto materno cuando el individuo es de la línea A. AB vs BB: 

Efecto materno cuando el individuo es de la línea B. AA vs BB: Efecto materno-genético. AA: individuos de 
la línea alta y madre de la línea alta. BA: individuos de la línea alta y madre de la línea baja. AB: individuos 
de la línea baja y madre de la línea alta. BB: individuos de la línea baja y madre de la línea baja 
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5 DISCUSIÓN 

Numerosos trabajos se han desarrollado a lo largo de los años para conocer la 

composición de la microbiota gastrointestinal de diferentes animales de producción 

como las vacas (Mao et al., 2015), cerdos (Crespo-piazuelo et al., 2018) y conejos 

(Velasco-galilea et al., 2018) entre otros. La mayoría de estos estudios están enfocados 

en estudiar la composición microbiana a lo largo del tracto digestivo para conocer el 

papel que desempeña. Sin embargo, algunos de ellos, también evidencian la 

importancia de factores externos como la nutrición en la composición del microbioma 

(Senghor et al., 2018) o de factores internos como la influencia de la genética del 

hospedador (Chen et al., 2018; Li et al., 2019). En este trabajo, dimos un paso más e 

investigamos el efecto materno en el microbioma gastrointestinal del conejo, no 

estudiado hasta ahora. Específicamente, lo hicimos en líneas de conejo seleccionadas 

divergentemente por GIM, en las que se secuenció el metagenoma de individuos de la 

línea alta (A) y de la línea baja (B) provenientes de madres receptoras de la misma o 

diferente línea que ellos. De esta forma, a través de las comparaciones entre grupos, se 

pudo estudiar el efecto materno cuando el individuo era de la línea A (AA vs BA), el 

efecto materno cuando el individuo era de la línea B (AB vs BB), el efecto materno-

genético (AA vs BB) y observar si el efecto era el mismo en las tres comparaciones.  

Un paso clave después del análisis bioinformático de los resultados de secuenciación 

es el filtrado de variables. De esta forma, se eliminan aquellas variables que tienen un 

porcentaje de ceros alto y que impiden la identificación de diferencias reales entre 

grupos. Además, la imputación de ceros es necesaria para aplicar las transformaciones 

logarítmicas que tratan los datos composicionales, pero no se puede realizar si el 

porcentaje de ceros en la matriz es elevado. La elección del filtrado óptimo es 

complicada debido a que, dependiendo del filtrado, los resultados pueden variar (Kaul 

et al., 2017). Por ello, en este estudio probamos con diferentes intervalos de prevalencia 

(10%, 40% y 70%). Los resultados mostraron que, aunque el filtrado del 10% y del 40% 

de prevalencia dieron resultados ligeramente superiores en términos de capacidad 

predictiva (Q2) para las comparaciones AB vs BB y AA vs BB, con estos filtrados se 

seleccionaron variables cuyos datos superaron el 50% de ceros dentro de cada 

comparación. Estas variables, dada la gran cantidad de ceros dentro de grupo (por 

ejemplo, en el grupo AA 18 individuos con ceros y 0 con counts y en el grupo BB 10 

individuos con ceros y 3 con counts), no las consideramos como claras responsables de 

la discriminación entre grupos. Por tanto, se consideró como mejor intervalo de 

prevalencia el del 70%. 

Las funciones KEGG y los taxones responsables de la discriminación entre grupos 

en cada una de las comparaciones se identificaron a través de técnicas de análisis 

multivariantes. Estas técnicas permiten la reducción de dimensionalidad de las grandes 

bases de datos generadas en el análisis bioinformático y facilitan el análisis y la 

interpretación de la gran cantidad de variables generadas. En este trabajo se utilizó la 

técnica multivariante de proyección de estructuras latentes discriminantes (PLS-DA)  

para buscar la dirección de máxima discriminación entre dos grupos. Los resultados de 

estos análisis mostraron una clara separación entre grupos de efecto materno y 

materno-genético con valores de R2>0,8 y Q2>0,7 en la mayoría de los casos. Estos 

resultados, sugerirían la existencia de un efecto materno en el microbioma 

gastrointestinal en conejo y estarían de acuerdo con estudios previos en humanos 

donde se observaron diferencias en la microbiota de recién nacidos en función de la 
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forma de parto (Dominguez-bello et al., 2010; McDonald and McCoy, 2019) o la lactancia 

(Elsen et al., 2019).  

En la mayoría de estudios de microbioma se secuencia el ADN Ribosomal 16S 

(Osman et al., 2018) y por tanto solo se obtiene la anotación taxonómica. En este trabajo 

se realizó la secuenciación completa, lo que permitió realizar los análisis de 

discriminación tanto para la base de datos de anotación funcional de KEGG (Kyoto 

Encyclopedia of Genes and Genomes) (Kanehisa and Goto, 2000) como para la base 

de datos de anotación taxonómica (Genbank) (Sayers et al., 2018). La utilización de las 

dos anotaciones (KEGG y Genbank) nos permitió conocer y estudiar los 

microorganismos y las funciones responsables del efecto materno.  

A nivel funcional, las variables KEGG responsables de la discriminación entre grupos 

fueron distintas cuando el individuo era de la línea A, de cuando era de la línea B y de 

cuando la madre y el individuo eran de la misma línea. No obstante, se detectaron 

subcategorías comunes en las tres comparaciones siendo las más importantes: 

procesos celulares y señalización, metabolismo, procesamiento de la información 

genética, metabolismo de carbohidratos, lipídico y de energía y metabolismo de 

aminoácidos. De la misma manera, a nivel taxonómico de género tampoco se 

observaron similitudes entre los grupos de comparación, pero sí se mostraron taxones 

enriquecidos en las tres comparaciones para los niveles taxonómicos superiores a los 

que pertenecían estos géneros: filo, clase y familia. Esto podría indicar que existe un 

efecto materno y que aunque el KEGG o el género difieren dependiendo de la genética 

del individuo (línea alta o línea baja) la función que este KEGG o género realizan es 

similar.    

A nivel taxonómico de filo, no es sorprendente que la mayoría de géneros 

responsables de la discriminación entre grupos perteneciesen al filo Firmicutes, ya que 

el filo Firmicutes es el más abundante en conejo y en otras especies de lagomorfos (Li 

et al., 2017). Además de en conejo, el filo Firmicutes ha sido descrito como el más 

abundante en la microbiota gastrointestinal de la mayoría de los mamíferos adultos 

sanos incluidos los humanos (Combes et al., 2011; Davenport et al., 2014), en los que 

se ha relacionado con la salud gastrointestinal (Kylie et al., 2018). En nuestras muestras, 

alrededor del 75% de las bacterias pertenecieron a este filo abarcando una gran 

cantidad de grupos taxonómicos inferiores.  

Dentro del filo Firmicutes, la clase identificada más abundante en las tres 

comparaciones fue Clostridia. Las bacterias pertenecientes a esta clase son anaerobias 

gram positivas formadoras de esporas. La capacidad de formar esporas las hace 

altamente estables en el medio ambiente (Yutin and Galperin, 2014). Dentro de esta 

clase las familias más abundantes fueron Ruminococcaceae y Lachnospiraceae. Estas 

familias participan en el metabolismo de polisacáridos y aminoácidos no digeribles en la 

dieta (Biddle et al., 2013) y son vitales para la fermentación de las fibras (Ze et al., 2015).  

Las  muestras de microbioma de este trabajo provienen del ciego que  es el principal 

órgano fermentador del tubo digestivo en conejos (Abdel-Khhalek et al., 2011). El 

proceso de fermentación empieza con una conversión de los carbohidratos (glucosa, 

manosa, fructosa…) a piruvato, el producto final de la primera etapa de la fermentación 

(glicolisis). El siguiente paso consiste en la formación de acetil-coA, el cual se puede 

obtener a través del complejo piruvato-deshidrogenasa o del metabolismo de los ácidos-

grasos. El acetil-coA entra en el ciclo del ácido cítrico donde a través de diversas 
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reacciones es catalizado por bacterias fermentativas a alcoholes y ácidos grasos de 

cadena corta, teniendo como resultado de este proceso, hidrógeno y dióxido de carbono. 

Por tanto, la presencia de estas familias (Ruminococcaceae y Lachnospiraceae) llevaría 

a cabo la descomposición de los sustratos que el huésped no puede digerir  

fermentándolos en ácidos grasos de cadena corta que el huésped puede absorber y 

utilizar para obtener energía. Esto podría explicar la presencia de la subcategoría de  

metabolismo de carbohidratos, lípidos y de energía como una de las más representadas 

en las tres comparaciones para la base de datos de anotación funcional. Además, el 

ciego se encarga de la síntesis de vitaminas y de aminoácidos esenciales (Cummlngs 

and Macfarlane, 1997) lo que podría explicar la presencia de la subcategoría 

“metabolismo de aminoácidos” como otra de las más representadas en las tres 

comparaciones. Estudios previos en porcino, encontraron que la familia 

Ruminococcaceae estaba positivamente asociadas con el peso a los 60 días de edad y 

la ganancia media diaria (Ramayo-caldas et al., 2016) y que géneros no identificados 

de la familia Ruminococcaceae se encontraron en más abundancia en lechones 

lactantes que no lactantes y que los lechones lactantes presentaron mayores tasas de 

crecimiento durante la lactación (Mach et al., 2015). Además, Fang et al. (2017) 

encontraron que la presencia de estas subcategorías en el ciego (Lachnospiraceae) y 

en las heces (Ruminococcaceae) del cerdo asociadas a funciones relacionadas con la 

fermentación y a caracteres como la eficiencia alimentaria. Estos estudios reforzarían 

los resultados obtenidos en nuestro estudio, ya que, aunque en nuestro trabajo solo se 

utilizaron muestras de ciego, ambas familias están presentes tanto en las muestras de 

heces como de ciego en conejo (Velasco-galilea et al., 2018). 

Dentro de la familia Ruminococcaceae, la familia más abundante, encontramos el 

género Faecalibacterium como el único género en común en la comparación del efecto 

materno cuando el individuo fue de la línea A y cuando el individuo fue de la línea B. 

Este género podría ser utilizado como un indicador de la salud intestinal en humanos al 

ser el más abundante en las heces de individuos sanos (Laursen et al., 2017). Este tipo 

de bacterias se ha encontrado también en el ciego de terneros (Malmuthuge et al., 2014)  

relacionado con el  mantenimiento del peso corporal adecuado y reduciendo las 

infecciones entéricas en estadios tempranos. Dentro de la segunda familia más 

abundante, Lachnospiraceae, encontramos entre otros el género Coprococcus, en la 

comparación del efecto materno cuando el individuo fue de la línea B y en la 

comparación del efecto materno-genético. Coprococcus  es una bacteria grampositiva 

anaeróbica que fermenta activamente los carbohidratos, produciendo butírico 

(Holdeman and Moore, 1974), un ácido graso de cadena corta que fortalece la barrera 

de defensa epitelial y reduce la inflamación intestinal (Louis et al., 2014). Por lo tanto, el 

butirato desempeña un papel clave en el mantenimiento de la salud intestinal y es una 

fuente principal de energía para la mucosa intestinal (Louis and Flint, 2009).   

La presencia del filo Proteobacteria, el segundo filo más representado en las tres 

comparaciones, ha sido descrito como un posible signo de disbiosis en la microbiota 

intestinal (Shin et al., 2015). No obstante, no todas las Proteobacterias son patogénicas 

y el intestino sano de los mamíferos contiene varios miembros de especies bacterianas 

comensales que pertenecen a este filo como su flora intestinal natural (Caporaso et al., 

2011). Además, en este estudio la presencia de este filo no fue muy abundante por lo 

que no se puede afirmar que en este caso esté relacionado con un desequilibrio de la 

microbiota en el intestino.  
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En cuanto al tercer filo más representado, Bacteroidetes, es un filo propio de roedores 

(Li et al., 2017). No obstante, lo encontramos en baja abundancia en las muestras del 

ciego, este tipo de bacterias se caracterizan por ser gramnegativas que fermentan 

carbohidratos no digeribles y producen ácidos grasos de cadena corta que tienen 

muchos efectos beneficiosos en el intestino (Birg et al., 2019).  

Por último, además de las subcategorías de “metabolismo de carbohidratos, lípidos 

y de energía” y “metabolismo de aminoácidos” que se han nombrado anteriormente, las 

variables KEGG relacionadas con los procesos celulares y señalización y 

procesamiento de la información genética también estuvieron enriquecidas en las tres 

comparaciones. La presencia de estas subcategorías, aunque no esté relacionada con 

la grasa intramuscular, no es sorprendente ya que a esta subcategoría pertenecen 

variables relacionadas con funciones propias de las células de división celular, 

transcripción, reparación del ADN, entre otras. 

Este es el primer estudio que aborda la influencia del efecto materno en el 

microbioma gastrointestinal del conejo. La creación de dos líneas de conejos 

seleccionadas divergentemente para el carácter de grasa intramuscular durante 10 

generaciones nos ha permitido disponer de un material genético único para estudiar el 

efecto materno en el microbioma. Este efecto materno se pudo estudiar gracias a la 

posibilidad de realizar transferencias embrionarias aleatorias entre las dos líneas 

divergentes de la décima generación y la posterior secuenciación del microbioma 

gastrointestinal de estos individuos. Los resultados mostraron funciones y taxones 

responsables de la discriminación entre grupos donde está separado el efecto materno 

del genético. Esto podría explicar diferencias en la grasa intramuscular en función de la 

línea genética de la madre o del huésped. Conocer el efecto que tiene la madre en la 

microbiota podría ayudar en un futuro a modificar la microbiota para producir beneficios 

tanto en la salud como en los caracteres productivos de interés. Sin embargo, más 

estudios son necesarios para entender mejor la influencia del efecto materno y el 

genético en el microbioma y cómo aplicar estos conocimientos para modificar el 

microbioma de los individuos.  
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6 CONCLUSIÓN 

 El filtrado de variables previo a la normalización de los datos y a los análisis 

estadísticos es crucial para una correcta selección de variables responsables 

de la discriminación entre grupos.  

 El análisis estadístico con técnicas multivariantes ha permitido identificar 

variables que discriminen entre grupos de efecto materno y efecto materno-

genético.  

 Los KEGG y taxa género responsables de las discriminaciones entre grupos 

difieren dependiendo de la comparación (efecto materno cuando el individuo 

es de la línea A o B), pero no difieren las funciones que realizan.  

 Las funciones y taxones responsables del efecto materno en las dos 

comparaciones (efecto materno cuando el individuo fue de la línea A, efecto 

materno cuando el individuo fue de la línea B) y en la comparación del efecto 

materno-genético estaban relacionadas con los procesos de fermentación 

que tienen lugar en el ciego del intestino del conejo.  

 Las funciones más importantes responsables de la separación entre grupos 

fueron metabolismo de carbohidratos, lipídico y de energía y metabolismo de 

aminoácidos. 

 Las familias más importantes responsables de la separación entre grupos 

fueron Ruminococcaceae y Lachnospiraceae.
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