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Figura 1. Principio de funcionamiento del Aprendizaje 
Supervisado. La red se retroalimenta de la 
comparación entre output y etiqueta para modificar 
los elementos de su sistema y mejorar.

Figura 2. Dataset CIFAR-10, utilizado para testear redes 
de clasificación. Contiene imágenes de automóviles y 
animales etiquetadas.
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Figura 3. Principio de funcionamiento del 
Aprendizaje por refuerzo. Un ejemplo de 
utilización de este sistema son las 
recomendaciones personalizadas en 
plataformas de internet, anuncios, videos, 
artículos... 
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Figura 4. Esquema de una Red Neuronal Artificial. La información de la capa 
de entrada o inputs se interconectan con grupos de neuronas llamadas capas 
ocultas. Tras pasar las capas ocultas se transmiten a una última capa de 
salida como outputs.

Figura 5. Esquema del Perceptrón. Las entradas son multiplicadas por los pesos 
y se suman junto al bias. 
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Figura 6. Función de activación del Perceptrón. En el Perceptrón 
original era una función de escalón que se activa si el resultado de la 
unión sumadora y bias supera un umbral.

Figura 7. Esquema Perceptrón Multicapa.
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Figura 8. Esquema de Retropropagación. Tras la primera fase de propagación, con el gradiente del error 
respecto a los pesos, se recalculan sustrayendo la tasa de aprendizaje (η) por la derivada 
correspondiente del gradiente.
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Figura 9. Gráfica ReLU.

Figura 10. Gráfica Comparación Leaky ReLU y PReLU.
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Figura 11. Esquema de funcionamiento del filtro Convolucional. La entrada es una imagen de 
tres matrices (RGB) y el filtro 3x3 con paso 1 sin padding. El resultado es un mapa de activación 
4x4.

Figura 12. Esquema capas 
convolucionales. Los filtros generan 
mapas de activación agrupados 
como una capa convolucional. A su 
vez nuevos filtros generan más 
mapas de activación y más capas 
convolucionales. 
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Figura 13. Esquema de funcionamiento del max-pooling. Cada matriz de la capa convolucional es dividida en parches 2x2. Se 
obtiene como salida una matriz compuesta por los valores más grandes de cada parche reduciendo a la mitad los datos y 
obteniendo mayor nivel 
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Figura 14. Esquema de funcionamiento 
del average-pooling.

Figura 15. Esquema LeNet-5. Arquitectura interna de LeNet-5  , una de las primeras redes neurales convolucionales.
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Figura 16. Esquema de una línea de manipulación de cítricos.

Figura 17. Sistema de clasificación por visión en una línea de manipulación de cítricos. 
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Figura 18. Imagen del dataset utilizado.
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Figura 19. Clasificación de Naranjas con defecto de marca plateada oscura, OECD.
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Figura 20. Tabla de Clasificación. 
Tabla orientativa de los criterios 
de clasificación de calidad. 

Las naranjas aptas se clasifican en 
función de la combinación de la 
clase de defectos. Cada valor tiene 
asociado la cantidad del tipo de 
defecto entre corchetes. Por 
ejemplo, para la calidad 70 le 
corresponde [1] defecto de clase II. 

Para aproximar en clases el valor 
de las clasificaciones, podría 
suponerse clase extra entre 90 
/100, clase 1 entre 70/90, clase 2 
entre 50/70 y fuera de rango todo 
lo inferior a 50.  
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Figura 21. Plataforma de etiquetado utilizada ‘datasets.ai2.upv.es/oranges’ 

Figura 22. Esquema de la concatenación.

https://datasets.ai2.upv.es/oranges
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Figura 23. Esquema de la red VGG-16. 
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Figura 24. Arquitecturas redes VGG.

Figura 25. Bloque identidad de una red residual.
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Figura 26. Esquema ResNet 152.

Figura 27. Esquema arquitectura DenseNet de 3 bloques. Se realiza una primera convolución a la imagen. El mapa de activación resultante 
pasa al primer bloque, donde los mapas de salida de cada capa se concatenan para servir de entrada a la capa siguiente. Tras cada bloque 
se aplica una capa de transición que realiza pooling.
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Figura 28. Esquema de la arquitectura de la red DenseNet 121.
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Figura 29. Formula del error cuadrático 
medio para un conjunto de n datos.

Figura 30. Representación gráfica del gradiente 
descendiente. Esta forma de optimización busca los 
mínimos del coste, pero puede estancarse en un 
mínimo local o puntos de silla. También dependiendo 
de la tasa de aprendizaje tarda más tiempo en 
alcanzar un mínimo, si la tasa es demasiado pequeña, 
o no es capaz de encontrarlo y estancarse, si la tasa 
es demasiado grande.
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Figura 31. Comparación entre optimizadores por 
iteración. Adam es el que otorga un descenso del coste 
con mayor velocidad. El comportamiento de seria 

Adamax es casi igual. 

Figura 32. Ejemplo gráfico 
de sobreajuste y subajuste. 
En un problema de 
clasificación, el sobreajuste 
evita buenas predicciones 
ya que la red aprende un 
modelo demasiado a 
medida del conjunto de 
datos de entrenamiento.
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Figura 33. Funcionamiento del Dropout.
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Figura 34. Weight decay en 
función de coste medio 
cuadrático. 
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https://pytorch.org/hub/research-models


38 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
2  

https://colab.research.google.com/
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Gráfica 1. Coste de entrenamiento VGG-16.
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Gráfica 2. Precisión VGG-16 rango ≤20. 

Gráfica 3. Precisión VGG-16 rango ≤10.

Gráfica 4. Precisión VGG-16 rango ≤5. 
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Gráfica 5. Coste de entrenamiento ResNet-50.

Gráfica 6. Precisión ResNet-50 rango ≤20.

Gráfica 7. Precisión ResNet-50 rango ≤10.
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Gráfica 8. Precisión ResNet-50 rango ≤5.

Gráfica 9. Coste de entrenamiento DenseNet-121.
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Gráfica 10. Precisión DenseNet-121 rango ≤20.

Gráfica 11. Precisión DenseNet-121 rango ≤10.

Gráfica 12. Precisión DenseNet-121 rango ≤5.
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Gráfica 13. Tiempo de Entrenamiento. Previsiblemente, VGG-16 tiene el mayor coste temporal de aprendizaje. 
ResNet-50 y DenseNet-121 muestran un tiempo inferior, demostrando que son una mejora en cuanto a eficiencia 
respecto a les redes VGG.
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Gráfica 14. Tiempo de Clasificación. Para su cálculo simplemente se ha dividido la duración de 
clasificación del conjunto de validación entre el total de imágenes de ese conjunto.
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Gráfica 15. Coste de Entrenamiento. Se muestra el coste de entrenamiento de 30 epochs. Esta gráfica representa la 
media móvil de los costes de cada iteración, ya que tal y como se observa en las gráficas 1, 5 y 9 el coste puede 
presentar mucho ruido. Se observa que mientras ResNet-50 y VGG-16 convergen casi al mismo ritmo, DenseNet-
121 tarda más. 

Gráfica 16. Precisión de las redes. La precisión se mide como el porcentaje de predicciones que están en un 
rango de su etiqueta correspondiente.



47 
 

≈

 

 

 

 

 

 



48 
 

 

 

 



49 
 



50 
 

 



51 
 

https://doi.org/10.1787/9789264083745-en-fr
https://en.wikipedia.org/wiki/ArXiv_(identifier)
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𝐶𝑜𝑠𝑡𝑒 (€)  =  𝐶𝑜𝑠𝑡𝑒 ℎ𝑜𝑟𝑎𝑟𝑖𝑜 (€)  ·  𝐷𝑒𝑑𝑖𝑐𝑎𝑐𝑖ó𝑛 𝑒𝑛 ℎ𝑜𝑟𝑎𝑠  

𝐶𝑜𝑠𝑡𝑒 (€)  =  
𝑇𝑖𝑒𝑚𝑝𝑜 𝑑𝑒 𝑢𝑠𝑜 (𝑚𝑒𝑠𝑒𝑠)  ·  𝐶𝑜𝑠𝑡𝑒 𝑑𝑒𝑙 𝑒𝑞𝑢𝑖𝑝𝑜/𝑠𝑜𝑓𝑡𝑤𝑎𝑟𝑒 (€) 

𝑃𝑒𝑟𝑖𝑜𝑑𝑜 𝑑𝑒 𝑎𝑚𝑜𝑟𝑡𝑖𝑧𝑎𝑐𝑖ó𝑛 (𝑎ñ𝑜𝑠) · 12
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