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Resum

La intel-ligéncia artificial i les seues variants estan evolucionant rapidament i millo-
rant molts aspectes de la vida humana, tant en aplicacions industrials com en usos quo-
tidians. Per aquest motiu, molts investigadors busquen formes d’optimitzar els costosos
processos que componen aquests algoritmes, com sén I’entrenament i la inferencia.

El motiu d’aquest treball és explorar les diferents alternatives de maquinari en la in-
feréncia, amb 1'ts de programari que implementa optimitzacions de les xarxes neuronals
per tenir un procés més eficient. S’estudiara com afecta cada alternativa al resultat final,
fent émfasi en les principals caracteristiques de la inferéncia. A més, s'implementaran
noves funcionalitats en una plataforma d’entrenament i inferencia, amb 1’objectiu d’estu-
diar com afecten diferents configuracions a aquests algoritmes.

Paraules clau: FPGA, GPU, Xilinx, Nvidia, Xarxes Neuronals, Inferencia, Funcions d’ac-
tivacié

Resumen

La inteligencia artificial y sus variantes estan evolucionando rdpidamente y mejoran-
do muchos aspectos de la vida humana, tanto en aplicaciones industriales como en usos
cuotidianos. Por este motivo, muchos investigadores buscan maneras de optimizar los
costosos procesos que forman estos algoritmos, como el entrenamiento y la inferencia.

El motivo de este trabajo es explorar las diferentes alternativas de hardware en la
inferencia, con el uso de herramientas de software que implementan optimizaciones de
las redes neuronales para obtener un proceso mds eficiente. Se estudiard cémo afecta
cada alternativa al resultado final, haciendo énfasis en las principales caracteristicas de
la inferencia. Ademads, se implementardn nuevas funcionalidades sobre una plataforma
de entrenamiento e inferencia, con el objetivo de estudiar cémo afectan las diferentes
configuraciones a estos algoritmos.

Palabras clave: FPGA, GPU, Xilinx, Nvidia, Redes Neuronales, Inferencia, Funciones de
Activacion

Abstract

Artificial intelligence and its derivatives are rapidly evolving and improving a lot of
key areas in human life, both in industrial applications and in everyday uses. For this
reason, many researchers are looking for ways to optimize the expensive processes that
make up these algorithms, such as training and inference.

The reason for this work is to explore some of the different hardware alternatives in
inference, and using software tools that implement neural network optimization in order
to obtain a more efficient process. It will be studied how each alternative affects the final
result, emphasizing the main features of the inference. In addition, new functionalities
will be implemented on a training and inference platform, in order to study how some
different configurations affect these algorithms.

Key words: FPGA, GPU, Xilinx, Nvidia, Neural Networks, Inference, Activation Func-
tions

iii






Index v
Index de figures vii
index de taules viii

Introduccié 1
1.1 Motivacid. . . . . . . e e e e e e e 1
1.2 Objectius . . . ... ... . 2
1.3 Contextdetreball . . .. ... ... ... . ... ... 3
1.4 Objectius de Desenvolupament Sostenible (ODS) . . . . .. ... ... ... 4
1.5 Estructuradelamemoria . . ... ... .. .. .. ... ... 4
Xarxes Neuronals Artificials 7
2.1 HistOria . . . . . . . e e e e e e e 7
2.2 XarxesNeuronals . . . . . . . . . . . . e 8
221 Funcionsd’activacié . . . . .. .. . ... ... 9
222 Entrenament. . . . . . . .. ... 10
223 Capesprincipals . ... ... .. ... ... .. L o 11
224 Inferéncia . . . . . . . . . . e 14
225 Quantitzacideninferéncia . . . . . . . . .. ... 14
Suport del procés d’inferéncia en FPGA 17
3.1 FPGA . . . e 17
3.1.1 ArquitecturadelaFPGA . . . . ... ... ... .. ... .. ... 18
3.1.2 Targeta acceleradora Alveo U200 . . . . . ... ............ 19
32 VIS AL . . . . e 20
321 Installacié . . . ... . . . . . 21
3.2.2 Procés de quantitzacié . . . ... ... ... ..o oL 22
323 Procésdecompilacié . . .. ... ... Lo oL 26
324 Desplegamentala FPGA . .. ... ... .......... .. ... 28
Suport del procés d’inferencia en GPU 31
41 GPU . . . e 31
411 ArquitecturadelaGPU . . ... ... ... ... .. .. ... .. .. 32
412 Modeld’execucio CUDA . . ... ... ... . ... .. ....... 33
4.2 TensorRT . . . . . . . . e e 34
421 Installlacid . . . . . . . . . . o 34
422 Procésd’optimitzacié . ... ... ... ... .. oL 35
423 DesplegamentenGPU . . ... ..... .. ... ... ... .. .. 38
Implementacié de noves funcionalitats en HELENNA 41
5.1 Descripcié delaplataforma . . ... .. ... ... ... ... .. ... 41
5.2 Funcions d’activacié . . . . . . . . . . . ... 43
52.1 Suport a noves funcions d’activacié en HELENNA . . ... .. .. 43
Avaluaci6 dels resultats 49
6.1 Resultatsamb Vitis AI . . . . .. ... ... . .. ... 50
6.2 Resultatsamb TensorRT . . . .. ... ... ... . ... ... ........ 54



vi INDEX

6.3 Impacte de les funcions d’activacié . . . . ... ....... .. .. ... .. 57

6.4 FPGAvs.GPU . . . . . . e 59

7 Conclusions 63

7.1 Relaci6 amb elsestudiscursats . . . ... ... ... ... .......... 63

72 Treballfutur . . . .. . . . . . . . 64

7.2.1 Quantificar I'is de memoria en les ferramentes . . . . . . . ... .. 64

7.2.2 Procés de quantitzaci6 en HELENNA . . . .. ... ... ...... 64

Bibliografia 65
Apendixs

A Funcions i codi 69

A1 Vitis AliTensorRT . . . . . . . . . . . . . e 69

A.1.1 Preprocessar imatges: input_fn.py . ... .............. 69

A.1.2 Inferencia amb Vitis Al, codi de Xilinx modificat: inferenceFPGA.py 70

A.1.3 Crear motor d’inferencia de TensorRT: buildEngine.py . . . . . . . 73

A.14 Inferencia de 1 image TensorRT: inferenceGPU.py . . . . . . . . .. 75

A2 Funcionsd’activacié . . . . . .. . . . . ... 77

A21 ReLU . . . . . . e 77

A22 LeakyReLU . . ... ... ... . ... . .. .. . 77

A.23 ParametricReLU . . ... ... ... ... ... ... ... . ..., 78

A24 ELU. . . . e e 78

A25 Swish . . . . . . 79

A26 GELU. . . ... . . e e 79

B Topologies de xarxes neuronals 81

B.1 Resnet. . . . . . . . . e 81

B2 Inception . . . ... ... ... ... 81

B3 VGG . . e 81



Index de figures

1.1

2.1
2.2
2.3
24
25

2.6

3.1
3.2

3.3

34

3.5

3.6

3.7

41
4.2
4.3
44

5.1

5.2

53

6.1
6.2

Comparacié de GPU NVIDIA amb CPU Intel, milions d’operacions de

FLOPS, productes amb eixida des de 2004a2016.. . . . . . ... ... ... 2
Diagrama de funcionament de 1’algoritme perceptr6, amb 5 entrades i 5
NEUIONES. .+« v v v v vttt e e e e e e e e 8
Representaci6 de la funci6 sigmoide i la seua derivada. . . . ... ... .. 10
Processos d’entrenament i inferencia en aprenentatge profund. . . . . . . . 11
Procés de convolucié amb un filtre 3x3 i un stride d"1 sobre un tensor de
dues dimensions 5x5. . . . . . ... Lo Lo 12
Procés de Max pooling amb un filtre 2x2 i un stride de 2 sobre un tensor de
duesdimensions4x4. . . . . . ... L L 13
Escalat dels pesos per a la representaci6 en INT4. . . . . . . ... ... ... 15
Estructura d’una FPGA tradicional. . . . . . ... ............ ... 18
Concepte de Fast Tracks sobre una estructura de FPGA tradicional, on les
rutes de connexié no cal que siguen amb els blocs adjacents. . . . . .. .. 20

Diferencies entre maquines virtuals i tecnologia de contenidors, on cada
maquina virtual té el seu propi sistema operatiu mentre que els conteni-
dors es limiten a aillar recursos sobre el sistema operatiu amfitrié. . . . . . 21
Flux a seguir per quantitzar un model en precisi6 FP32 en el Vitis Al quantizer. 23
Execuci6 de I'aplicacié Netron sobre un model Resnet50 dissenyat amb
TensorFlow. En l’esquerra, primeres capes de la xarxa neuronal. En la

dreta, dltimes capesdelmodel. . . . . ... ... .. .. oL 25
Flux a seguir en models de xarxes neuronals en Vitis Al, on es quantitza i

compila la xarxa per generar instruccions DPU. . . . . . ... ... ... .. 26
Arquitectura del DPUCADXS8G. . . . . ... ... ... .. ... .. ..... 27
Arquitectura basica de la GPU i dels Multiprocessadors de Streaming. . . . 33
Flux de funcionament de I'arquitectura CUDA. . . . . ... ... ... ... 34
Mida en bits de les precisions FP32, FP16iINT8. . . . . ... ... .. ... 36

Flux d’optimitzacié de models entrenats en TensorRT, on a partir del model
entrenat, es crea un motor d’inferéncia amb un Builder, i en temps d’execu-
ci6 processa els tensors d’entrada per a produir els tensors d’eixida. . . . . 37

A l'esquerra: funcié ReLU i la seua derivada. A la dreta, funci6 Leaky

ReLUilaseuaderivada. . . . ... ... ... . ... ... . ... ...... 45
Alesquerra: funcié ELU i la seua derivada amb a = 0.1. A la dreta, funcié

ELUilaseuaderivadaamba=05. ... ... ... ... ... ....... 47
A l'esquerra: funcié Swish i la seua derivada. A la dreta, funci6é GELU i la

seuaderivada. . . . . . ... 48
Concepte d’aprenentatge residual en les xarxes Resnet . . . . . ... ... 49
Modul inception amb reduccions de dimensié. . . . . . ... ... ... 50

vii



6.3 Diferencia de top-1i top-5 en precisié FP32 i INTS, en 3 dels models utilit-
zatsen CPUIiFPGA. . . . ... ... . . . 51

6.4 Latencia de 4 models en la inferéncia d"una imatge durant 5 execucions, en
FPGAICPU. . . . .. 53

6.5 Rendiment de 3 models executats en la FPGA amb diferents dimensions
delot. . . . . . . 53

6.6 Diferencia de top-1i top-5 en precisié FP32 i INT8, en 3 dels models utilit-
zatsen CPUIiGPU. . . .. ... ... . 55

6.7 Rendiment de 3 models executats en la GPU amb diferents dimensions de
lot. . . . e 57

6.8 Evoluci6 de la precisié en I'entrenament del model VGG16 amb el dataset
CIFAR 10 en les 6 funcions d’activaci6 estudiades. . . . . . ... ... ... 58

6.9 Evoluci6 de la precisi6 en I'entrenament del model AlexNet amb el dataset
ImageNet en 3 de les funcions d’activaci6 estudiades. . . . . .. ... ... 59
6.10 Diferencia de laténcia en la inferéncia dels 6 models amb Vitis Al i TensorRT. 60

6.11 Diferencia de rendiment en la inferencia de 5000 imatges en els 6 models,
amb Vitis Ali TensorRT. . . . ... .. ... ... ... .. ... . ... 61
B.1 XarxaResnet50 . . . . . ... ... ... 82
B.2 Xarxa InceptionV1 . . . . . . . . . ... 83
B3 XarxaVGG16 . . . . . . . . .. .. 84
Index de taules

6.1 Diferencia de la precisié top-1 i top-5 en inferencia de 5000 imatges amb

una CPU utilitzant TensorFlow amb precisi6 FP32 i una FPGA utilitzant

Vitis Al amb precisi6 reduida INTS, en 6 models de xarxes neuronals dife-
Tents. . . ... 52

6.2 Latencia i speedup dels models en la inferencia d'una imatge, utlitzant la
FPGA amb Vitis Al o la CPU amb TensorFlow. . . .. ... ... ...... 52

6.3 Temps d’execuci6 dels models en la inferéncia de 5000 imatges, utlitzant la
FPGA amb Vitis Al o la CPU amb TensorFlow. . . ... ... ........ 54

6.4 Diferencia de la precisi6 top-1 i top-5 en inferéncia de 5000 imatges amb

una CPU utilitzant TensorFlow amb precisié6 FP32 i una GPU utilitzant

TensorRT amb precisié reduida INT8, en 6 models de xarxes neuronals
diferents. . . . . . . ... 56

6.5 Latencia i speedup dels models en la inferencia d'una imatge, utlitzant la

GPU amb TensorRT o la CPU amb TensorFlow. La primera fila de speedup

representa CPU vs GPU amb TensorRT utilitzant precisié de 32 bits i la

segona fila de speedup representa CPU vs GPU amb TensorRT utilitzant
precisiode 8bits. . . . ... 56

6.6 Temps d’execucié de la inferéncia de 5000 imatges en els models, utlitzant
la CPU amb TensorFlow, o la GPU, amb TensorRT i precisi6 de 8 bits. . . . 57
6.7 Precisi6 final en la inferencia de les 6 funcions d’activacié en el model VGG16 58

6.8 Precisi6 top-11i top-5 dels sis models estudiats en la inferencia de 5000 imat-

ges, utilitzant Vitis Ali TensorRT. . . . . . ... ... ... ... ...... 59

viii



CAPITOL 1
Introduccid

En aquest primer capitol expliquem la situacié actual de les xarxes neuronals i les plata-
formes heterogenies, aixi com els motius que han portat a fer aquest treball, els objectius
que volem assolir, una explicaci6 del context en que ha sigut elaborat el projecte i, una
breu descripcié dels capitols que constitueixen la memoria del treball realitzat.

1.1 Motivacidé

En els daltims anys la intel-ligéncia artificial (IA) esta prenent un pes molt important en la
vida de qualsevol persona, ja estiga relacionada directament o indirectament amb la in-
formatica. Aquests algoritmes poden anar des de reconeixement del llenguatge natural,
conduccié autonoma o classificacié d’imatges entre altres moltes aplicacions.

Amb l'evolucié d’aquesta ciencia, s’ha vist que els dispositius de maquinari tradi-
cionals com la unitat central de processament (CPU), limiten molt 1’evolucié d’aquests
algoritmes. Els principals processos, coneguts com a entrenament i inferencia sén molt
costosos, sobretot I’entrenament. L'entrenament d’una xarxa neuronal profunda de clas-
sificacid pot arribar a durar dies o fins i tot setmanes.

Aixi doncs, entren en joc les noves arquitectures de maquinari i la computacié hetero-
genia. Les arquitectures diferents de la CPU, com la unitat de processament grafic (GPU),
ofereixen major comput d’operacions de coma flotant per segon (FLOPs). En la Figura
1.1 s’aprecia la diferencia de potencia de comput d’aquestes dues arquitectures.

Es a dir, la computacié heterogénia és una gran aliada de la IA i les xarxes neuronals.
L'as de diferents tipus de processadors i el paral-lelisme entre aquests, optimitzen els
temps d’entrenament de les costoses xarxes neuronals. No obstant aixo, el procés d’infe-
réncia és igual d’'important que I’entrenament d’una xarxa, ja que és l'etapa on el model
s’utilitza en aplicacions reals com poden ser conduccié autdnoma o processos industrials.

La necessitat d’optimitzar aquest procés és un repte hui en dia. Els investigadors
busquen formes de reduir la latencia d’execucié de la inferencia de xarxes neuronals,
sense augmentar el consum energetic o les prestacions significativament. Els fabricants
de maquinari estan desenvolupant solucions de programari per a utilitzar en els seus dis-
positius, que milloren aquest procés, amb 1’objectiu d’aconseguir una inferéncia eficient,
precisa, poc s de memoria, amb baixa laténcia i amb un rendiment elevat.

Actualment, la GPU té molta popularitat en el mon de la IA i l’aprenentatge profund,
pero existeixen altres arquitectures com la matriu de portes programable in situ (FPGA,
sigles de Field-Programmable Gate Array) que son grans alternatives a 1'hora de dissenyar
aplicacions d’inferencia de xarxes neuronals [18]. L'exploraci6 de les diferents arquitec-
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Figura 1.1: Comparacié de GPU NVIDIA amb CPU Intel, milions d’operacions de FLOPS, pro-
ductes amb eixida des de 2004 a 2016.

tures existents i del seu comportament amb aquests algoritmes, convida a la investigacié
i experimentacié amb aquest maquinari.

1.2 Objectius

Aquest treball busca investigar sobre les diferents plataformes heterogenies dptimes per
a la creaci6 i execucié de xarxes neuronals, aixi com experimentar amb les principals
ferramentes dels fabricants més potents de la industria del maquinari, ofereixen per op-
timitzar les xarxes neuronals artificials a les seues arquitectures hardware. No solament
buscarem optimitzacions en ’ambit de maquinari, també indagarem en possibles millo-
res en modificar algunes capes de les xarxes neuronals artificials en diferents models.

Llavors, els objectius del treball sén explorar les diferents opcions d’optimitzacié de
la inferencia de les xarxes neuronals en plataformes heterogenies, aixi com desplegar
diferents topologies de xarxes utilitzant ferramentes de suport i, per tltim, implementar
noves funcionalitats en una ferramenta d’entrenament i inferéncia de xarxes neuronals
artificials.

Cal fer un esment especific que aquest projecte busca entendre les diferents virtuts i
mancances de les solucions actuals, per tant, s’analitzaran les arquitectures utilitzades,
fent emfasi en les principals caracteristiques que afecten directament al procés d’inferen-
cia de les xarxes neuronals artificials. A més, es busca aprofundir també en I'arquitectura
de les xarxes neuronals artificials i experimentar amb modificacions que puguen optimit-
zar i millorar la utilitzacié d’aquestes.

Aixd no obstant, la naturalesa d’aquest treball ve amb limitacions per part del ma-
quinari necessari per a les ferramentes d’optimitzaci6, sols disposem d"una FPGA Xilinx
Alveo U200 i una GPU NVIDIA GeForce GTX 1050. Amb aquestes dues arquitectures
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heterogenies podrem aconseguir els objectius d’aquest projecte. Els objectius queden re-
sumits en:

¢ Experimentar i realitzar inferencia de models de xarxes neuronals en targetes FPGA
amb la ferramenta de Xilinx, Vitis Al

* Implementar i executar inferencia de models de xarxes neuronals en targetes GPU
amb la llibreria de NVIDIA, TensorRT.

* Donar suport a noves funcions de xarxes neuronals en la ferramenta d’entrenament
iinferéncia de xarxes neuronals, HELENNA.

¢ Implementaci6 i experimentacié de les noves funcions implementades en diferents
plataformes heterogenies.

1.3 Context de treball

Aquest treball de final de grau ha estat desenvolupat durant les practiques realitzades
al Grup d’Arquitectures Paral-leles (GAP) del Departament d'Informatica de Sistemes i
Computadors (DISCA) [8]. E1 GAP és un grup d’investigacié de la Universitat Politecnica
de Valencia, té una llarga historia treballant amb xarxes d’interconnexié de computacié
paral-lela, aixi com en microarquitectures i memoria de computadors. Aquest grup fa
més de trenta anys que esta activa en el moén de la informatica i ha participat en nombro-
sos projectes d’investigaci6é de la Comissié Europea (CE), projectes nacionals i projectes
autonomics. També ha col-laborat amb altres grups d’investigacié de diferents universi-
tats europees.

El GAP compta amb multitud de membres amb gran experiencia en el sector aca-
demic i de la investigacid, grans projectes completats i en desenvolupament i té accés a
grans equips de maquinari per a la investigaci6, des de nodes amb l'tltima tecnologia
de targetes grafiques fins a clisters de més de 30 nodes amb capacitats de comput molt
elevades.

En els dltims anys, el GAP també s’ha endinsat en la investigaci6 d’intel-ligencia arti-
ficial iles seues derivades, com sén I’aprenentatge automatic, I’aprenentatge profund iles
xarxes neuronals artificials. Entre altres coses que han realitzat en aquest camp tan actual,
han desenvolupat una ferramenta capag de definir, entrenar i fer inferéncia en models de
xarxes neuronals, anomenada HELENNA (HEterogeneous LEarning Neural Network Appli-
cation).

Durant el curs hem realitzat les practiques d’empresa a aquest grup d’investigacio,
realitzant tasques relacionades amb la intel-ligencia artificial, les plataformes heteroge-
nies i els models de xarxes neuronals artificials. Hem estat 6 alumnes treballant per al
GAP, on tots hem fet el treball de fi de grau, investigant diferents aspectes de la compu-
tacio heterogenia i les xarxes neuronals; treballant amb les diferents ferramentes que han
desenvolupat en 'organitzacio, especialment en HELENNA i, utilitzant el maquinari al
qual té accés el grup, on se’ns ha facilitat 1'tis de computadors amb molta poteéncia de
calcul com per exemple un node amb un processador de 12 nuclis, 64 GB de ram i una
targeta acceleradora FPGA Alveo U200 o un claster amb 6 Jetson Nano i 3 Jetson Xavier.

Conseglientment, les practiques d’empresa i elaboracié del treball de final de grau
amb el GAP han estat molt fructiferes i s’ha contribuit a crear un ambient de treball molt
agradable, amb reunions setmanals on compartiem el treball realitzat durant la setmana
i 'evoluci6 dels objectius establerts per cadasct.
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1.4 Objectius de Desenvolupament Sostenible (ODS)

Les Nacions Unides (ONU) han establert uns objectius per transformar el mén i aconse-
guir un futur sostenible per a tots. Aquests 17 objectius van des d’erradicar la pobresa,
passant garantir educacié de qualitat per a tothom i fins a reduir les desigualtats entre
paisos. Van ser aprovats el 2015 per tots els estats membres de 'ONU i 1’objectiu és haver
complit aquests objectius per al 2030.

Des de la Universitat Politecnica de Valéncia es promou que aquests objectius es com-
pleixen als seus campus i, en aquest treball s’ha col-laborat per complir els que estaven
dins de les nostres possibilitats:

¢ ODS 9: Fomentar la innovacié. Durant el transcurs de la investigacio i el treball
s’ha treballat amb una de les tecnologies més innovadores dels tltims anys com és
la intel-ligéncia artificial i ’aprenentatge automatic i s’han buscat formes d’innovar
i fomentar 1'ts de técniques que milloren aquestes ciencies.

¢ ODS 12: garantir producci6 i consum sostenibles. A partir de 1'tis de plataformes
heterogenies es busca optimitzar el consum d’electricitat alt que tenen les xarxes
neuronals. La gran quantitat de calculs que realitzen aquests models amb milions
de parametres, son optimitzables quan s’utilitza un maquinari adequat per a l'exe-
cuci6 d’aquestes. Aixi podrem garantir un consum energetic sostenible.

1.5 Estructura de la memoria

Aquest treball de final de grau es compon de 7 capitols:

* Introduccié: En aquest apartat expliquem la motivaci6é requerida per fer aquest
treball, els objectius establerts i el context en que s’ha fet aquest treball. També s’hi
han inclos els ODS que ha intentat complir aquest treball.

e Xarxes Neuronals Artificials: Comentarem la historia recent de les xarxes neuro-
nals, aixi com el funcionament i caracteristiques basiques dels seus processos.

* Suport del procés d’inferéncia en FPGA: Estudiarem les caracteristiques princi-
pals de l'arquitectura FPGA i utilitzarem un programari per a desplegar processos
d’inferéncia sobre aquesta plataforma. Es detallara el procés seguit per optimitzar
les xarxes neuronals amb la ferramenta.

* Suport del procés d’inferéncia en GPU: Veurem l'arquitectura de la GPU i el seu
model d’execuci6 i utilitzarem una llibreria que déna suport al procés d’inferencia
en targetes GPU. Explicarem el procés a seguir per aconseguir inferir en xarxes
neuronals.

e Implementacié de noves funcionalitats en HELENNA: Descriurem el treball rea-
litzat sobre aquesta plataforma d’entrenament i inferéncia, i detallarem les imple-
mentacions afegides i com afecten el rendiment de les xarxes neuronals.

* Avaluacié dels resultats: Analitzarem els resultats obtinguts en I'execucié d’infe-
réncia i entrenament en models de xarxes neuronals. Compararem les alternatives
i maquinaris utilitzats i veurem la influeéncia de cada funcionalitat en aquests algo-
ritmes.
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¢ Conclusions: Acabarem exposant ’aconseguit durant el projecte. A més, explica-
rem la relaci6 del treball amb els estudis cursats i s’exposaran millores a realitzar
en el treball futur.






CAPITOL 2
Xarxes Neuronals Artificials

A continuaci6 introduirem diversos conceptes de les xarxes neuronals artificials, aixi com
de I'aprenentatge automatic i I’aprenentatge profund. Es detallara 'estructura de les xar-
xes neuronals artificials, fent émfasi en les xarxes neuronals convolucionals. Observarem
el funcionament de les diferents capes i les funcions d’activacié en aquests models. Tam-
bé es comentara la historia i la situaci6 actual de la intel-ligencia artificial.

2.1 Historia

El britanic Alan Turing va ser un dels precursors de la IA, quan en 1950 va proposar
I'ara conegut com el test de Turing [30]. En ell, es planteja un metode per determinar si
una maquina o computadora és capag de pensar, és a dir, és intel-ligent. L'experiment
consistia en una interaccié entre una maquina i un interlocutor huma on, l'interlocutor
no sap si esta interaccionant amb una maquina o una persona. La maquina respon a
preguntes escrites que realitza la persona i, si les contestacions que realitza fan creure a
lI'interlocutor que és una persona, se li considerava intel-ligent i capag de pensar. Amb el
naixement d’aquest concepte, comenga el que molts consideren I'inici de la intel-ligencia
artificial.

Per altra banda, les xarxes neuronals ja havien aparegut el 1943, quan un logic i un
neurocientific nord-americans estableixen el primer model matematic d’una xarxa neu-
ronal [25]. Amb aquest model defineixen el comportament de les funcions cerebrals i la
importancia de les neurones en aquests models, intentant replicar el funcionament d’un
cervell huma.

Pero no seria fins a 1957 quan s’obtindria una aproximacié a una xarxa neuronal artifi-
cial amb la creacié del model perceptrd, creat pel psicoleg nord-america Frank Rosenblatt
[22]. Rosenblatt va definir un model que suma els valors d’entrada d’acord amb uns pe-
sos sinaptics i introdueix el sumatori en una funcié d’activacié que doéna el resultat. En la
Figura 2.1 es pot veure el funcionament d’aquest algoritme. El perceptré regula els seus
pesos en funci6 del resultat obtingut i ho fa en cada iteraci6. Amb aquest algoritme naix
la xarxa neuronal més basica que existeix.

Una volta existia un model de xarxa neuronal valid, la IA va fer un gran salt amb
I'algoritme de backpropagation o retropropagacié. Va ser descobert en 1974, pero es va
popularitzar en 1986 amb la publicacié d"un famés article que va canviar la IA [6]. Con-
sisteix en un algoritme capag de calcular I'error que té l'eixida d’una xarxa neuronal i
propagar-lo per totes les capes, comengant per 1'dltima, fent les correccions més impor-
tants en les neurones que més pes hagen tingut en el resultat final. D’aquesta manera, les
xarxes neuronals son capaces d’aprendre per si mateixa, ja que solament amb les dades

7
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Figura 2.1: Diagrama de funcionament de I’algoritme perceptr6, amb 5 entrades i 5 neurones.

d’entrada els parametres de la xarxa es van regulant utilitzant la retropropagacié. Con-
segiientment, apareixen xarxes neuronals complexes, com el perceptré multicapa, que
consten de multiples capes ocultes que van ajustant els seus pesos sinaptics amb l'algo-
ritme de retropropagacio.

A continuacid, la intel-ligéncia artificial i les xarxes neuronals artificials van fer grans
passos per aproximar-se on estem actualment. Apareixen els termes aprenentatge auto-
matic (machine learning) i aprenentatge profund (deep learning), per referir-nos a la creacié
de sistemes que aprenen automaticament a partir de conjunts de dades de gran volum.
Pero la popularitzacié de 'aprenentatge profund va vindre en 2008, quan el grup d’a-
prenentatge automatic de Stanford, va comengar a incentivar 1'ts de la GPU en l’entre-
nament de les xarxes neuronals profundes, ja que accelerava aquest procés significativa-
ment respecte a les GPU [20].

La investigacié amb xarxes neuronals va rebre un gran impuls amb la incorporacié de
les unitats de processament grafic per a I'entrenament, pero encara hi havia mancances
com l'obtencié de dades per a I’aprenentatge de la xarxa. Va ser aleshores quan, en 2009,
una professora de Stanford va publicar la base de dades ImageNet, constituida per més
de 14 milions d’imatges etiquetades per a la investigacié en aprenentatge automatic i
profund [24].

Tot aix0 i fins a I'actualitat, la intel-ligeéncia artificial i I'aprenentatge profund han anat
prenent un pes molt important en el mén de la informatica. Ferramentes de desenvo-
lupament com Tensorflow, Keras o Caffe, faciliten la creacié de nous models de xarxes
neuronals i promouen la investigaci6 en aquest camp, on queda molt per recorrer [13].

2.2 Xarxes Neuronals

Les xarxes neuronals artificials sén un algoritme de 1’aprenentatge automatic i de 1’apre-
nentatge profund. Son una representaci6 abstracta del cervell huma, on s’intenta emular
el comportament d’aquest. Les xarxes neuronals estan formades per una gran quantitat
de neurones artificials, que col-laboren entre elles per produir un resultat.

Una neurona artificial realitza una part del comput de la xarxa neuronal. Té com a
entrades les eixides d’altres neurones, associades a un pes. Els pesos de les neurones
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indiquen la importancia que té cada neurona respecte a la qual esta connectada. Per
exemple, si tenim unes neurones A i B connectades a una neurona C, on la connexi6é
A — B té major pes que la A — C, tenim que la neurona A té més importancia en C que
B. Les neurones artificials també contenen una funcié d’activacié i un terme biaix o bias,
que actua com a valor llindar. La funcié d’activacié s’encarrega de processar 1l'eixida
de la neurona i normalitzar el valor mitjan¢ant una funcié6 matematica. Per exemple,
una funcié d’activacié binaria s’activara si el resultat de la neurona és major que 0 i no
s’activara en cas contrari[17].

El funcionament de les neurones artificials per produir una eixida consisteix a sumar
les entrades rebudes i el biaix, que sén les neurones computades pels seus pesos, i la
suma es processa en una funcié d’activacié, que regula el valor d’eixida i es propaga a
les segtients neurones. El comput d'una neurona el podem veure en 'equaci6 2.1, on el
resultat sera processat per una funcié d’activacio.

z=b+ inwi (2.1)

Les neurones estan organitzades en diferents capes. Les neurones d"una capa es con-
necten a les de la capa segiient i estan connectades a les de la capa anterior. La primera
capa es coneix com la capa d’entrada, que rep les dades externes que ha de processar el
model. L'dltima capa és la capa d’eixida i s’encarrega de calcular el resultat final. En-
tre aquestes estan les capes ocultes, que fan operacions matematiques en les dades per
processar-les i decidir el resultat final.

L’objectiu de la xarxa neuronal és aprendre a realitzar certa funcié a partir d"un con-
junt de dades etiquetat, on sabem el resultat que ha de donar cada dada. Per aco, s’ha
de seguir un procés d’entrenament, on s’aprendran els valors dels parametres de la xar-
xa (pesos i biaixos). En l'aprenentatge profund aquest entrenament s’aconsegueix en els
processos de forwardpropagation i backpropagation.

En la forwardpropagation o propagaci6 cap endavant, les dades avancen des de la capa
d’entrada fins a la capa d’eixida recorrent tota la xarxa neuronal. Cada capa rep les da-
des, les processa junt amb la funcié d’activacio i les passa a la capa segiient. Quan totes
les neurones hagen realitzat els seus calculs, s’arribara a la capa final amb un resultat.
Aquest resultat s"utilitzara per a mesurar el nivell d’exactitud respecte al resultat esperat,
mitjancant una funcié de cost. L'objectiu és reduir el cost, ja que, a major cost, significa
que estem més lluny del resultat esperat. El resultat de la funcié de cost s’ha de propagar
cap enrere, perque totes les neurones de la xarxa processen aquesta informaci6 i ajusten
els seus parametres. A¢d s’aconsegueix amb la retropropagacio o backpropagation, on des
de l'tltima capa, totes les neurones reben aquesta informacié. Cada neurona es modifica
depenent de la contribucié que han fet al resultat final [5].

Cada capa emmagatzema tots els seus pesos en matrius o vectors de gran longitud,
perd en I’ambit de les xarxes neuronals i I’aprenentatge profund es coneixen com a ten-
SOrS.

2.2.1. Funcions d’activacio

Les funcions d’activaci6 s’utilitzen per propagar l'eixida de la neurona. L'eixida és re-
buda per les neurones de la segiient capa i aixi fins a la capa d’eixida. La linealitat en la
propagaci6 de les dades en les xarxes neuronals afecta molt els resultats de cada neurona.
Com el resultat de 2.1 pot tenir qualsevol valor, s’ha d’establir alguna forma de norma-
litzar el resultat del comput dels pesos. Les funcions d’activacié fan aquesta funci6, amb
I'objectiu d’eliminar la linealitat. A més, influeixen en l’algoritme de retropropagacio,
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Figura 2.2: Representaci6 de la funcié sigmoide i la seua derivada.

ja que la derivada d’aquestes funcions s’utilitza per a ajustar els pesos de les neurones
artificials [6].

Un exemple de funcié d’activaci6 és la funcié sigmoide. Permet transformar valors
atipics o molt elevats en dades valides per al model. Aquesta funci6 resulta en eixides
entre 011, perd sense un canvi directe de valors, sin6 una transicié suau en el canvi d'un
valor a un altre. Les equacions de 2.2 2.3 sén la funcié i la seua derivada i la representaci6
la podem veure en la figura 2.2.

(2.2)

, d e
F0) = 3= Trep

(2.3)

Un altre exemple de les funcions més utilitzades en les xarxes neuronals és la funcié
SoftMax. Aquesta funci6 rep com argument un vector i el normalitza a una distribucié
de probabilitat de la grandaria del vector rebut, amb probabilitats proporcionals a les
exponencials dels nombres d’entrada. Per aquest motiu, és utilitzada com a capa final
dels models classificadors. En 'equaci6 2.4 podem veure la seua representacio.

et
L et
Existeixen moltes més funcions d’activacié en el mén de l’aprenentatge profund i les

xarxes neuronals. Aquestes tenen un impacte directe en les prestacions i en la precisi6 de
les xarxes neuronals, per tant, cal tenir-les molt en compte a I’hora de dissenyar models.

filx) =

(2.4)

2.2.2. Entrenament

L’entrenament és el procés de crear l'algoritme d’aprenentatge profund perque realitze
una funcié concreta, a partir d’'un conjunt de dades etiquetat. La inferéncia és ficar aquest
model a funcionar, provant el seu Gs en dades sense etiquetar. En la figura 2.3 podem
veure aquests dos processos il-lustrats.
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Figura 2.3: Processos d’entrenament i inferéncia en aprenentatge profund.

Les xarxes neuronals artificials aprenen a partir de processar una gran quantitat de da-
des etiquetades correctament, conegut com a conjunt de dades d’entrenament. En aquest
procés, la xarxa fa prediccions amb el conjunt de dades i, en cas de fallar en aquestes, va
corregint els seus parametres fins que produeix un resultat desitjat o arriba al seu limit.

En aquesta etapa podem diferenciar diversos termes que defineixen aquest procés.
Una mostra és una unitat del conjunt de dades, per exemple, si volem entrenar una xarxa
classificadora d’imatges, una mostra és una imatge. Aquestes mostres s’agrupen en lots
0 batch, nombre de mostres menor o igual al total del conjunt de dades que alimenten al
model perque faga les prediccions. Quan totes les mostres han fet el procés de propagacié
cap endavant, es compara el resultat de cada una amb el resultat esperat i comenca el
procés de retropropagacio, on es corregiran els parametres de la xarxa neuronal. Amb
els parametres de la xarxa neuronal ajustats, es repetira aquest procés amb el segiient
lot de mostres, fins que no queden més mostres en el conjunt de dades. Quan s’acaben
les mostres, haura finalitzat una epoca. El nombre d’époques determina el nombre de
vegades que un model recorrera tot el conjunt de dades, on cada vegada es processaran
en un ordre distint.

Un major nombre d’époques ens assegura que el resultat final del model sera més pre-
cis, pero també implica un cost major tant temporal, energetic i computacional. El procés
d’entrenament és molt costds, on es depén molt del maquinari i les prestacions d’aquest.
Per exemple, la base de dades ImageNet té més de 14 milions d'imatges etiquetades, que
poden ser utilitzades per a I'entrenament de models d’aprenentatge profund [24].

2.2.3. Capes principals

Les capes que formen les neurones artificials fan diferents funcionalitats per al processa-
ment de les dades i 'entrenament. A continuacio es detallen algunes de les més utilitza-
des i que formen part dels models utilitzats en aquest projecte.
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Figura 2.4: Procés de convolucié amb un filtre 3x3 i un stride d’1 sobre un tensor de dues dimen-
sions 5x5.

Capa Convolucional

La capa convolucional és la principal en les xarxes neuronals convolucionals, molt utilit-
zades en classificacié d’imatges, deteccié d’objectes, analisis d'imatges mediques i més.
Aquestes xarxes neuronals extrauen les caracteristiques de les dades d’entrada, reduei-
xen les dimensions de les dades fins que aconsegueixen tenir neurones simples sobre les
quals realitzar la prediccié del model. L'entrada d’aquestes capes és un tensor amb la for-
ma: (nombred'entrades)x(alturadel’entrada)x(ampladadel’ entrada)x(canalsdel’entrada). Per
exemple, si la primera mostra que passem a la xarxa és una imatge de 224 pixels d’am-
pladaialgada i els 3 canals de color (RGB), el tensor d’entrada sera 1x224x224x3.

L'objectiu de la capa convolucional és extraure les caracteristiques principals del ten-
sor al mateix temps que es redueix la seua mida. Ago s’aconsegueix amb l’aplicacié d'un
filtre més menut que les dades d’entrada. Aquest filtre o kernel té unes dimensions NxN
i uns valors que anomenarem pesos, i va recorrent el tensor i fent I'operacié de producte
escalar per obtenir un tensor conegut com a mapa de caracteristiques. El filtre recorre el
tensor desplacant-se un cert nombre de posicions anomenat stride.

D’una forma breu, tenim una dada d’entrada com pot ser una imatge representada en
pixels, i tenim un filtre, amb uns pesos que s’aplica sistematicament a les dades d’entrada
per a crear un mapa de caracteristiques En la figura 2.4 podem veure el funcionament de
les convolucions en un tensor de dues dimensions.

Capa Maxpooling

Les capes de pooling o d’agrupacio soles anar després de les capes convoluci6 en les xar-
xes neuronals convolucionals per a poder processar millor les eixides d’aquestes capes.
La idea principal és reduir la dimensi6 del tensor d’entrada amb una teécnica coneguda
com a down sampling, on a partir de la dada original, es crea una dada amb menys resolu-
cid, perd on es conserven les caracteristiques principals. La idea de pooling és pareguda
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Figura 2.5: Procés de Max pooling amb un filtre 2x2 i un stride de 2 sobre un tensor de dues
dimensions 4x4.

la convoluci6, on un filtre NxN recorre tota 'entrada, pero la diferencia és que aquest
filtre no té cap parametre o pesos. Aquest filtre fa una operacié com la mitjana aritmetica
o obtenir el maxim, on I'eixida computada passa a formar part del tensor redimensionat.
En la figura 2.5 podem veure el funcionament de la capa Max pooling en un tensor 4x4,
amb un stride de 2, on es redimensiona a un tensor 2x2.

Existeixen diversos tipus de pooling, on destaquen dos, el Max pooling i el Average
pooling. En el Max pooling, el filtre selecciona com a eixida el major dels valors al que
s’esta aplicant, mentre que en el Average pooling es realitza una mitjana aritmetica dels
valors seleccionats per produir una aproximacié més precisa. En les xarxes neuronals
convolucionals predomina 1'ts de Max pooling.

Altres capes importants

Existeixen moltes més capes en el camp de l'aprenentatge profund, que fan moltes fun-
cionalitats distintes. Una de les més basiques i utilitzades és la Fully Connected. Aquesta
capa té totes les seues entrades connectades a la segiient capa, on no es fa cap operacié
addicional sobre les dades que recorren la xarxa. En els primers sistemes perceptr6, totes
les capes son fully connected, ja que les neurones estan connectades a totes les neurones
de la capa segiient. Aquesta capa té un cost computacional molt alt i se sol utilitzar molt
en xarxes neuronals classificadores, per situar-la entre les tltimes capes i classificar les
dades entre les classes requerides.

Una altra capa important és la batch normalization. Sovint, les xarxes neuronals amb
gran quantitat de capes ocultes poden presentar problemes d’inestabilitat. El procés de
retropropagaci6 actualitza els pesos de cada capa, des del final fins al principi i, suposant
que la resta de parametres de la xarxa son fixes. Ag¢o pot derivar en que alguns pesos
estan sempre actualitzant-se a un valor que no para de canviar. La soluci6é ve amb una
técnica coneguda com a batch normalization, que estandarditza els valors d’entrada de
cada lot d’entrenament, amb operacions com escalar o centrar els valors. A¢o millora el
procés d’aprenentatge del model, ja que redueix el nombre d’époques requerides per ser
entrenat [14].

L'altima capa que introduirem és la dropout. Les xarxes neuronals amb molts parame-
tres, entrenades amb conjunts de dades relativament menuts poden tenir el problema de
overfitting o sobre ajustament. Aquest problema ocorre quan els parametres de la xarxa
neuronal s’ajusten excessivament a les dades d’entrada, on quedara entrenat per a unes
caracteristiques molt especifiques i s’empitjora la prediccié de noves dades. La funcié
dropout evita el problema del sobre ajustament ignorant algunes neurones aleatoriament,
durant el procés d’entrenament. Aquest metode de regularitzaci6 evita que les neurones
s’ajusten excessivament a les dades d’entrenament [27].



14 Xarxes Neuronals Artificials

2.2.4. Inferéncia

El procés d’inferencia d’un model de xarxa neuronal consisteix a utilitzar la xarxa neuro-
nal entrenada, a fer la funcié que ha aprés com classificacié d’imatges, detecci6 d’objectes,
traducci6 a temps real o qualsevol de la gran quantitat d’aplicacions que té la IA. En la
inferencia, es processen les dades per a infeririin resultat, que sera l'eixida del model com
per exemple un resultat numeric. Les dades utilitzades sén diferents de les dades amb
que s’ha entrenat el model, on podem apreciar la validesa del model i les seues utilitats.

Hi ha 5 factors critics que s’utilitzen per mesurar la inferencia:

* Rendiment. El volum de sortida en un periode donat, habitualment mesurat en
mostres/segon. Esla capacitat que té el programari en processar una quantitat de
dades gran en poc de temps, important per a 'escalat i costos en els centres de
dades. Per exemple, en classificacié d'imatges, el nombre d’imatges processades
per segon és una mesura del rendiment.

e Eficiencia. Es la quantitat de rendiment entregat per unitat de poténcia o l’energia
utilitzada per a ’execuci6 de la xarxa neuronal. Els costos d’electricitat de les xarxes
neuronals profundes sén un factor molt important en les aplicacions reals dels mo-
dels, per tant els desenvolupadors busquen formes de reduir el consum energetic
d’aquests algoritmes.

* Latencia. Temps requerit per a executar una inferencia. Una baixa laténcia és fo-
namental en aplicacions que necessiten aquesta caracteristica, com és la conduccié
autonoma amb IA, on la velocitat de resposta pot comprometre la seguretat dels
usuaris.

* Precisié. Percentatge d’encert de la resposta correcta en el resultat de la inferen-
cia. En operacions com la classificacié d’imatges o aplicacions industrials (rebuig
de productes defectuosos), es requereix una precisi6 elevada, ja que uns resultats
incorrectes comprometen la fiabilitat del model.

e Us de la memoria. Els algoritmes d’aprenentatge profund requereixen memoria
tant de 'amfitri6 com del dispositiu on es despleguen les xarxes. Un model molt
complex requerira molta memoria i veura limitades les seues aplicacions en els re-
cursos de maquinari que els usuaris disposen. Es particularment important en sis-
temes de conduccié autonoms amb cameres, que solen disposar d’'una memoria
limitada.

Si un model no és capag d’oferir uns resultats acceptables en aquests cinc aspectes,
segurament no és factible utilitzar-lo en aplicacions reals. La recerca de millores al procés
d’inferéncia que optimitzen aquest procés és un dels grans reptes avui en dia.

2.2.5. Quantitzacié en inferéncia

Les solucions d’inferéncia actuals requereixen ajustar-se a cada aplicacid, perd una infe-
réncia perfecta seria eficient, precisa, amb baixa latencia, molt de rendiment i poc ts de
memoria. En els dltims anys estan sortint tecniques d’optimitzacié que milloren algun
o diversos dels aspectes principals, sense afectar significativament als altres, com és la
quantitzacio.

La quantitzacié és una técnica que consisteix a reduir la dimensi6 dels pesos i de les
activacions en les xarxes neuronals per optimitzar caracteristiques de la inferencia, com la
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Figura 2.6: Escalat dels pesos per a la representacié en INT4.

laténcia, I'eficiencia i 1'as de memoria. Els pesos i les activacions en les xarxes neuronals
solen estar representades en coma flotant de simple precisié (FP32), on cada parametre
ocupa 32 bits de memoria. La quantitzacié busca representar aquests parametres en tipus
enters que ocupen poc espai, sense coma, com son la representacié d’enters de 8 bits
(INTS), 4 bits (INT4) o inclas 1 bit INT1)[15] [31].

El funcionament general d’aquesta tecnica el podem veure amb un exemple, on po-
drem visualitzar el concepte de quantitzacié. Suposem una xarxa neuronal amb dues
neurones i una sola capa, on tindrem un tensor 2x2 representant els pesos, un altre 2x1
representant les activacions dels pesos. El resultat de la xarxa neuronal sera un vector
2x1. Aquests valors en maquinari estarien representats en FP32. Per exemple tenim els
segiients valors:

—1.54 0.22 . 035\ [—0.651
—0.26 0.65 —0.51) \—0.423

I suposem que volem quantitzar la xarxa neuronal per poder representar els valors
amb el format INT4, que soles permet representar valors de -8 a 7 inclosos. Per acon-
seguir aco cal escalar els valors reals a una aproximacié en enters. La idea és situar els
valors en un rang de [—X, X), dividit en 16 parts, ja que en INT4 sols es poden repre-
sentar 16 nombres. Després caldria escalar aquest rang al rang INT4, que és [—8,8). Per
exemple, situarem els pesos en un rang de [—2,2) i els escalarem a la representacié INT4,
equivalent a multiplicar aquests valors per 4. En la figura 2.6 podem veure la idea prin-
cipal d’escalar els valors.

A continuaci6 cal fer el mateix amb les activacions. Un detall important és que 'esca-
lat no cal fer-lo sempre en el mateix rang. En les activacions del nostre exemple podem
veure com es poden situar en un rang de [—1, 1), que és equivalent a multiplicar els valors
per 8. En 'exemple els valors d’activaci6 [0.35, —0.51] passaran a ser [3, —4] Amb totes les
parts quantitzades podem calcular el resultat de la nostra xarxa neuronal quantitzada.

() (5)= ()
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Per obtenir el resultat definitiu, caldra "desquantitzar'el resultat. El mateix procés
que s’ha fet es pot fer a la inversa, on tornarem a la representacié FP32 mitjan¢ant una

multiplicacio.

—22)\ 1 [—-0.688

—15)  4x8  \—0469
Com podem observar, en aquest exemple els resultats de la quantitzacié sén molt simi-
lars als primers resultats, calculats amb els parametres en FP32. Els resultats enters de
I'exemple estan fora del rang de representacié d'INT4, aixi que aquest exemple no podria

implementar-se en maquinari. En la majoria de casos de quantitzaci6 s’utilitza precisié
de 8 bits entera, on es poden representar valors en el rang [—128,128).

Inevitablement, la quantitzacié6 comporta una perdua de precisi6é. Existeixen tecni-
ques com escalar cada fila (neurona) a un rang diferent, ja que cada fila actua indepen-
dentment en el resultat, després sols caldra "desquantitzarcada posicié del vector resultat
en 'escala que s’haja aplicat.

Avui en dia, companyies com NVIDIA o Xilinx volen explotar el potencial d’aquesta
técnica, i han desenvolupat programari per a poder fer inferencia amb xarxes neuronals
quantitzades, com TensorRT o Vitis AI [32] [29].



CAPITOL 3

Suport del procés d’'inferéncia en
FPGA

En aquest capitol explicarem el treball realitzat amb la ferramenta Vitis Al de Xilinx, capag
de donar suport al procés d’inferencia de models de xarxes neuronals artificials. També
aprofundirem en l'estructura del maquinari utilitzat i la sinergia amb el programari uti-
litzat.

3.1 FPGA

Les FPGA son dispositius logics programables, un tipus de circuit integrat capag¢ d'im-
plementar qualsevol circuit digital. Les FPGA naixen en 1984, quan la companyia estatu-
nidenca Xilinx comercialitza la primera FPGA. Altres empreses com Altera o Lattice no
tardarien a entrar a competir amb el seu propi maquinari. Amb els anys, els principals
competidors, Xilinx i Altera, van anar imposant-se en el mercat d’aquests dispositius fins
a arribar a la situaci6 actual, on Xilinx predomina sobre Intel, empresa que va comprar al
fabricant Altera per poder competir en Xilinx en els circuits integrats.

Els circuits integrats logics es poden dividir en dues categories: els circuits integrats
personalitzats, maquinari dissenyat per funcions concretes com poden ser els circuits in-
tegrats d’aplicaci6 especifica (ASIC) i els dispositius logics programables, com sén les
matrius de portes programable in situ (FPGA). Els ASIC ofereixen un major rendiment i
més eficiencia energetica, en els tltims anys empreses com Google estan dissenyant ASIC
per aplicacions especifiques, com la intel-ligencia artificial, amb resultats molt competi-
tius 1. Per altra part, les FPGA permeten ser reprogramades i complir diferents funcions,
a més de tindre costs d’adquisici6 i de desenvolupament menors. Aquestes caracteristi-
ques fan que les FPGA siguen un dels dispositius més atractius per a accelerar el procés
d’inferencia de les xarxes neuronals.

Des del seu naixement fins a I'actualitat, la versatilitat d’aquest maquinari 1'ha fet
aconseguir ocupar un espai notable en molts ambits de la tecnologia, com sén la conduc-
ci6 autonoma 2 o incltis en missions a l’espai exterior 3. Actualment, amb l'auge d’apli-
cacions de IA, els fabricants ofereixen dispositius i ferramentes que poden adaptar-se a
aplicacions que utilitzen IA i xarxes neuronals artificials.

1Cloud TPU: ASIC de Google per a aplicacions d’intel-ligéncia artificial https://cloud.google . com/tpu

2Aplicacions de conducci6é autonoma amb FPGA d’Intel https://www.intel.es/content/www/es/es/
automotive/products/programmable/applications.html

3Us de FPGA reprogramables en aplicacions espacials per 1'’Ageéncia Espacial Europea (ESA)
https://www.esa.int/Enabling_Support/Space_Engineering_Technology/Microelectronics/The_
use_of_reprogrammable_FPGAs_in_space
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Figura 3.1: Estructura d’'una FPGA tradicional.

3.1.1. Arquitectura de la FPGA

Les FPGA basiques es caracteritzen per tenir una estructura dividida en tres parts [2].
La primera part esta composta pels elements logics que formen els circuits logics, que
expressen una funcié logica. La segona conforma els elements d’entrada i eixida (I/0),
encarregats de la comunicacié amb els senyals de I'exterior i que donen una interficie ex-
terna. I la tercera part sén els elements de cablejat o d’encaminament, que connecten els
elements de la part logica i la part d’entrada i eixida entre ells. Les FPGA més comercials
també contenen circuits que realitzen funcions especifiques com processadors, memories
o multiplicadors, entre les quals destaquen el processador de senyals digitals (DSP), les
memories incrustades que incrementen les capacitats de calcul de la targeta, com les me-
mories RAM i els phase-locked loop (PPL) o el delay-locked loop (DLL), que proporcionen un
sistema de rellotge al dispositiu. En la Figura 3.1 podem veure I’estructura basica d'una
FPGA i els seus elements, on les funcions de cada part es detallen a continuacio:

* Element logic: sén elements que implementen funcions logiques dins de la targeta.
Destaquen les taules lookup (LUT), variacions de les taules de valors de veritat on es
poden programar per donar els valors que necessitem segons les entrades rebudes
i els multiplexors (MUX), que en la majoria de casos fan la funci6 de seleccionadors
d'una de les entrades per a propagar-la. Els elements logics s’utilitzen per a imple-
mentar qualsevol circuit 10gic, com per exemple el flip-flop, capag d’emmagatzemar
dos estats i controlar el resultat amb un rellotge, fent el seu funcionament sincron.

¢ Element d’entrada/eixida (I/O): s6n blocs que connecten els pins d’I/O amb els
elements d’encaminament interns. Solen afectar el funcionament dels circuits mit-
jancant els senyals que reben de l'exterior. Les targetes comercials solen suportar
estandards d’entrada i eixida com PCI, PCle, SSTL o altres sistemes de comunicacié
punt a punt.

¢ Element d’encaminament: estan formats per canals de cablejat, blocs de connexi6
(CB) i switch blocs (SB), que connecten els elements logics amb altres elements logics
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i amb els elements d’entrada i eixida. Cada bloc switch és programable i es pot
formar qualsevol ruta de connexi6 entre els elements de l'estructura de la FPGA.

¢ Altres elements: On destaquen els elements de memoria que, els fabricants com
Xilinx, introdueixen en l'estructura basica com a blocs de memoria, que poden
connectar-se i formar xips de fins a 500 Mb en alguns casos *

L’arquitectura de la Figura 3.1 és de les més basiques de les targetes FPGA. En aquest
projecte hem treballat amb la targeta Alveo U200, construides a partir de 1’arquitectura
UltraScale+ i que funcionen amb l’arquitectura Alveo de Xilinx.

3.1.2. Targeta acceleradora Alveo U200

La targeta Alveo U200 és una FPGA dissenyada pel comercial Xilinx llangcada en 2018.
Construida a partir de I'arquitectura de 16 nm UltraScale, aquesta targeta és capag de ser
reconfigurada per a gran quantitat de casos d’ts, com algoritmes de cerca en bases de
dades, transcodificacié de video o inferéncia de xarxes neuronals artificials.

L’arquitectura UltraScale, de la qual estan dissenyades les targetes Alveo, naix en
2014, amb l'objectiu d’incrementar les capacitats de processament i les comunicacions
d’amplada de banda [23]. Per a aconseguir aco, es fa un redisseny dels blocs logics amb
la inclusi6 dels Fast Tracks. Un gran problema de l’arquitectura classica de les FPGA és
que als elements logics s’incrementen en quantitat molt més rapid que les interconnexi-
ons que els comuniquen. Les connexions s6n entre elements adjacents, pero els Fast Tracks
s’encarreguen d’enviar les dades entre elements logicament connectats, com podem veu-
re en la Figura 3.2. A I'hora de configurar la targeta existeixen moltes més formes de
connectar els recursos logics d'una forma optima gracies a la implementacié d’aquestes
connexions. També ajuda a reduir els colls d’ampolla en les comunicacions. Altres op-
timitzacions d’aquesta arquitectura sén la inclusié de controladors de memoria DDR3 i
DDR4, un sistema de rellotge similar a les ASIC, amb una gran quantitat de buffers de
rellotge per transmetre els senyals de rellotge, a més de reconfiguraci6 i gestié d’energia
optimitzades.

La targeta Alveo esta basada en aquesta arquitectura, i la aracteristica reconfigurable
de les FPGA a més de la seua gran quantitat d’elements, fan que aquesta targeta es puga
adaptar a una gran varietat de carregues de treball [1]. De les caracteristiques de la targeta
destaquen:

¢ 1.182.000 tables LUT: Amb aquestes dimensions de lookup tables hi ha una gran capa-
citat d'implementar gran quantitat de funcions logiques.

e 2.364.000 registres: els registres en FPGA serveixen per a emmagatzemar bits, entre
altres coses serveixen per a mantenir 1'estat durant iteracions d"un bucle, sincronit-
zaci6 d’entrada i eixida o comunicacié amb la host. Tenir gran quantitat de registres
resulta altament ttil.

* 6.840 DSP slices: els DSP slices poden implementar funcions de processador de se-
nyals, com per exemple multiplicacié, multiacumulacié, sumes de 4 entrades.

* 960 UltraRAMs: les ultraRAM sén blocs de memoria disponibles en les arquitec-
tures UltraScale, on cada una és una memoria RAM de 288Kb que permeten ser
combinades per formar RAM més grans, formar registres RAM i crear vector de

4Especificacions de I'UltraRAM de Xilinx, blocs de memoria amb altes capacitats. https://www.xilinx.
com/support/documentation/white_papers/wp477-ultraram.pdf (visitada 27/06/2021)
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Figura 3.2: Concepte de Fast Tracks sobre una estructura de FPGA tradicional, on les rutes de
connexid no cal que siguen amb els blocs adjacents.

memoria on-chip de grans dimensions, per no dependre tant de components de me-
moria externs.”

¢ Memoria DDR de 64 GB: Aquesta memoria RAM de grans dimensions permet exe-
cutar aplicacions d'una carrega elevada.

¢ Velocitat maxima d’amplada de banda DDR de 77 GB/s: les comunicacions amb
la memoria RAM han de ser rapides per tenir bona latencia i prestacions en les
aplicacions executades en la FPGA.

Totes aquestes caracteristiques donen grans prestacions a aquesta targeta, que és capag
d’executar aplicacions molt costoses amb la configuracié adequada. Per a convidar a I'ts
de la targeta en aplicacions d’aprenentatge profund, Xilinx va crear la ferramenta Vitis
Al, que configura la targeta per a aprofitar tots els seus recursos i executar la inferencia
de xarxes neuronals profundes.

3.2 Vitis Al

Per fomentar 1'ts d’aquests dispositius en IA, en desembre de 2019, Xilinx va llangar
I’entorn de desenvolupament Vitis Al, un programari capag de suportar el procés d'in-
ferencia de la IA en dispositius de maquinari de Xilinx com s6n les FPGA, facilitant la
programabilitat de la targeta sense haver de tindre alts coneixements del maquinari [32].
Les seues llibreries permeten accelerar el procés d’inferéncia en el maquinari de la com-
panyia, com sén les FPGA.

El seu procés d’optimitzacié es pot realitzar en xarxes neuronals dissenyades amb
els principals frameworks de desenvolupament d’aprenentatge profund, com sén Tensor-

5Caracteristiques de les UltraRAM https://www.xilinx.com/support/documentation/white_papers/
wp477-ultraram.pdf
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Figura 3.3: Diferéncies entre maquines virtuals i tecnologia de contenidors, on cada maquina
virtual té el seu propi sistema operatiu mentre que els contenidors es limiten a aillar recursos
sobre el sistema operatiu amfitrié.

Flow, una plataforma de codi obert desenvolupada per Google o PyTorch, una altra pla-
taforma de codi obert creada per Facebook. Permet als desenvolupadors de xarxes neuro-
nals desplegar els seus models rapidament en plataformes de Xilinx, com la FPGA Xilinx
Alveo U200, que hem utilitzat en el desenvolupament d’aquest treball.

3.2.1. Instal-lacié

Per poder utilitzar aquest programari cal seguir un procés d’instal-laci6é en el maquinari
amfitrié que utilitza la targeta FPGA. Nosaltres disposem duna computadora amb un
processador de 12 nuclis, 64 GB de RAM i 1 TB d’emmagatzematge SSD, amb el sistema
operatiu Linux Ubuntu 18.04. A aquesta computadora esta connectada la targeta FPGA
Alveo U200 via gigabit ethernet.

Aquest programari ve encapsulat utilitzant la ferramenta de contenidors software,
Docker®. Docker és un projecte de codi obert especialitzat en I’automatitzacié d’aplica-
cions fent Gis de contenidors de programari. Els contenidors de programari permeten
desplegar aplicacions aillades de 1’entorn fisic i de la maquina on s’executen. Cada con-
tenidor té el seu propi sistema d’arxius i els seus processos, amb llibreries, codi i configu-
racions que no afecten el servidor on estan funcionant. Els contenidors es creen a partir
d’imatges, que son plantilles amb el programari i dependencies que tindra el contenidor
quan s’execute.

El funcionament és similar al de les maquines virtuals, perd amb la gran diferéncia
que la maquina virtual desplega un sistema operatiu complet dins de I’amfitrié, mentre
que els contenidors comparteixen la majoria de recursos amb el sistema ’amfitrio, utilit-
zant un intermediari que, en el nostre cas és Docker engine. Agd permet que els recursos
de cada contenidor estiguen aillats malgrat que no es desplegue un nou sistema operatiu
sobre I’amfitrié. La tecnologia de contenidors és molt més rapida d’utilitzar i permet als
desenvolupadors crear aplicacions i desplegar-les més rapidament, com és el cas de Vitis
Al En la Figura 3.3 podem veure la diferencia entre aquestes dues tecnologies.

6Pz‘;lgina oficial de Docker https://www.docker.com/ (url visitat 13/06/2021)
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Tot ago ens permet tenir 1'aplicacié funcional en la nostra maquina sense haver de
preocupar-nos per dependencies de programari. Per poder executar els contenidors ne-
cessitem crear una imatge amb els recursos de la nostra aplicacié. Vitis Al ens propor-
ciona el codi necessari per a reconstruir les imatges i executar els contenidors. Amb les
segiients ordres podrem crear la imatge i executar un contenidor amb 1’aplicaci6 Vitis Al,
situant-nos préviament dins de la carpeta on hem descarregat els arxius de la ferramenta
i amb Docker instal-lat i funcional en el nostre sistema.

$ cd ./docker

$ ./docker_build_cpu.sh

$ cd ..

$ ./docker_run.sh xilinx/vitis-ai-cpu:latest

Una volta tenim l'aplicaci6é funcionant sobre un contenidor, sols necessitem models
de xarxes neuronals artificials per optimitzar-los i realitzar el procés d’inferéncia sobre
la targeta FPGA. En aquest projecte hem treballat amb models especificats amb la fer-
ramenta TensorFlow, una ferramenta de codi obert que facilita el procés de creaci6 de
xarxes neuronals artificials i aprenentatge profund. En disposar d"un model entrenat cal
seguir un flux de vida on el model sera quantitzat, compilat i desplegat en una targeta de
Xilinx.

3.2.2. Procés de quantitzacié

El procés d’inferencia de les xarxes neuronals és molt costds i requereix connexions amb
una gran amplada de banda per poder executar les aplicacions d’intel-ligencia artificial
amb una velocitat acceptable. A més, les FPGA solen ser dispositius amb una memoria
limitada on models excessivament grans de xarxes neuronals poden causar problemes
d’assignaci6 i desbordament. Per poder aconseguir executar aquests models tan grans i
obtenir poca laténcia d’execuci6 existeix la técnica de quantitzaci6 dels pesos d'una xarxa
neuronal artificial.

Aquesta tecnica consisteix a reduir la dimensié dels pesos i les activacions del mo-
del previament entrenat. Els pesos i les activacions estan en aritmetica de coma flotant
de 32 bits (FP32), tipus de dades numeric on cada nombre ocupa 32 bits de memoria,
és a dir, 4 bytes. El procés de quantitzacié de Vitis Al utilitza la ferramenta Vitis Al
quantizer. Aquest busca transformar els FP32 al tipus de dades INTS, format de dades
per representar enters des de -128 fins a 127 que tan sols ocupa 8 bits, és a dir, 1 byte.
Amb aquesta reduccié de grandaria aconseguim comprimir els models perque s’execu-
ten paral-lelament amb menys consum d’energia en targetes FPGA, pero, acod implica una
pérdua de precisi6 a I'hora de la inferéncia.

Altrament, el procés que segueix la ferramenta per quantitzar els pesos requereix di-
versos passos previs. Primerament, necessitem un model de xarxa neuronal entrenat amb
un conjunt de dades, que utilitzarem per a obtenir la versié quantitzada. Segonament,
necessitem una xicoteta porci6 de la part de validacié del conjunt de dades utilitzat, amb
1% del total de les imatges de validaci6 és suficient. Per acabar, necessitarem desenvolu-
par una funci6 encarregada del preprocessament de les dades, ja que depenent de cada
model i conjunt de dades les imatges han de passar per un processat, on es facen operaci-
ons com redimensionar o retallar la mostra. El procés consisteix a fer passar al model per
una segona fase d’entrenament amb el conjunt de dades seleccionat, perque el quantizer
calibre les activacions i reculla estadistiques necessaries per a la quantitzaci6 dels pesos.
Al final obtindrem un arxiu amb estadistiques de calibraci6 i quantitzacié que utilitzarem
per a crear un model capag de ser desplegat a la targeta FPGA.
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Figura 3.4: Flux a seguir per quantitzar un model en precisié FP32 en el Vitis Al quantizer.

Amb tots aquests elements podem passar a utilitzar el quantizer per obtenir el nostre
model quantitzat. En el nostre cas, hem utilitzat la plataforma TensorFlow i, en I'exemple
que tractarem, un model Resnet amb 50 capes de profunditat i entrenat amb el conjunt
de dades ImageNet 2012 que consta de 1000 classes diferents [10] [24].

En aquest treball s’ha utilitzat la versi6 1.2.1 de Vitis Al, que ofereix suport de quantit-
zaci6 a models especificats en TensorFlow, Caffe o PyTorch. Cadascuna d’aquestes plata-
formes requereix unes dependencies de programari diferents que poden causar conflictes
si estan totes funcionals en el mateix entorn. Per exemple, podria ser que Caffe faga tis de
llibreries Python amb diferents versions o incompatibles amb les que utilitza TensorFlow.
Cal destacar que per a aillar el programari necessari de Vitis Al del programari instal-lat
en la maquina local hem utilitzat Docker, pero ara, per aillar les dependencies de les
diferents plataformes de desenvolupament de xarxes neuronals artificials, utilitzarem el
gestor de paquets Conda’.

Conda és un gestor de paquets i gestor d’entorns virtuals que permet crear entorns
virtuals, que sén ferramentes amb la capacitat de separar les dependéncies, els arxius i
els paquets de diferents projectes, sense entrar en contacte amb altres entorns. Els con-
tenidors de Vitis Al utilitzen diferents entorns virtuals per a les diferents plataformes de
programari. Nosaltres utilitzarem 1’entorn especificat per a TensorFlow®, per activar-lo
caldra activar la segiient ordre en el contenidor que esta corrent 1’aplicacio.

$ conda activate vitis-ai-tensorflow

TensorFlow facilita la creacié de models de xarxes neuronals, donant suport a I’entre-
nament i la inferencia amb gran quantitat de ferramentes, llibreries i recursos. Aquesta
ferramenta té alta sinergia amb Keras °, una llibreria que ofereix un gran suport a fun-
cions d’aprenentatge profund. Els models especificats en Keras-TensorFlow es poden

’Guia d’usuari de Conda https://conda.io/projects/conda/en/latest/user-guide/index . html (vi-
sitada 13/06/2021)

8Pagina web de TensorFlow amb informaci6 de la plataforma. https://www.tensorflow.org/ (visitada
26/06/2021

9Que és Keras i usos en aprenentatge profund https://keras.io/
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emmagatzemar de moltes formes com a fitxers, pero la més sencilla és guardar-los en un
arxiu amb extensié Hierarchical Data Format Version 5'° (HDF5). E1 HDF5 és un format que
permet emmagatzemar i organitzar grans quantitats de dades. En aquest cas guardem
I'arquitectura del model, la configuracié d’entrenament, els pesos i altres parametres re-
lacionats amb el model de xarxa neuronal. Quantitzar un model de TensorFlow en Vitis
AI 1.2.1 requereix tenir aquesta informacié en un frozen graph o model ¢ongelat". Per
poder convertir un model a ¢ongelat", utilitzarem la ferramenta tf2onnx!!, que permet
interactuar amb arxius que contenen especificacions de models i convertir-los a altres
formats amb molta facilitat. Per exemple, per convertir el model emmagatzemat amb
Keras-TensorFlow en HDF5, a frozen graph, executarem la segiient ordre després d’ins-
tal-lar la ferramenta, on en -keras indicarem 1’arxiu HDF5 i en -output_frozen_graph
ficarem el nom de I’arxiu amb extensi6 .pb on anira el nostre model ¢congelat":

$ python -m tf2onnx.convert --keras model.h5 \
--output_frozen_graph frozen_graph.pb

Els protocol buffers son estructures creades per Google, que permeten serialitzar i es-
tructurar les dades «com XML perd més reduit, més rapid i més simple»'2. Com les xar-
xes neuronals artificials estan estructurades per capes, és un gran avantatge serialitzar-les
amb un mecanisme simple i rapid, on cada capa té les seues caracteristiques distribuides
d’una forma amb facil interacci6 i que permet 1'ts d’aplicacions com Netron!>. Aquest
atil permet visualitzar grafs i estructures de dades especificades amb aquest protocol. La
Figura 3.5 és el resultat de I'tis de la ferramenta en el nostre model ¢ongelat", on podem
veure a l'esquerra les primeres capes de la xarxa neuronal i a la dreta, les tltimes.

El procés de quantitzacié en TensorFlow requereix un pas addicional, que és indicar
quins s6n els nodes d’entrada i d’eixida del model de xarxa neuronal. Fent as de la fer-
ramenta Netron podem visualitzar millor I'estructura d'una xarxa neuronal artificial. Els
nodes d’entrada sén les capes d’entrada de la xarxa neuronal, en la Figura 3.5 podem
veure un model de Resnet50, on el node d’entrada és una capa input, que s’utilitza com
a punt d’entrada a la xarxa. Si ens fixem en els dltims nodes de 3.5 la capa d’eixida del
nostre model de Resnet és 1'altima Reshape, capa que canvia la forma del vector de pesos
rebut. Hi haura casos on solament visualitzant el graf de la xarxa neuronal no sera sufi-
cient per a determinar les capes d’entrada i d’eixida, aleshores utilitzarem I’ordre inspect,
que és una funcionalitat del Vitis Al quantizer, capag d’examinar el model freeze i deter-
minar els nodes d’eixida i d’entrada. Tan sols hem d’indicar amb -input_frozen_graph
la ruta fins al nostre frozen model. L'execuci6 i resultat d’aquesta ordre en el model visua-
litzat en la 3.5 el podem veure a continuacio.

$ vai_q_tensorflow inspect --input_frozen_graph resnet50.pb

Found 1 possible inputs: (name=input, type=float(l), shape=[7,224,224,3])
Found 1 possible outputs: (name=resnet50/predictions/Reshape_1, op=Reshape)

L'altim pas abans de poder quantitzar el model és seleccionar una porcié del conjunt
de dades utilitzat en I'entrenament i la validacié del model. En el nostre cas hem utilitzat
el model ImageNet 2012, amb 150.000 imatges etiquetades de 1000 classes diferents per a

10Que és i en que sutilitza el HDF5 https: //www.hdfgroup.org/solutions/hdf5/

11Repositori de la ferramenta tf2onnx, https://github.com/onnx/tensorflow-onnx (visitada
26/06/2021)

12Que és i com utilitzar els protocol buffers https://developers.google.com/protocol-buffers (visitada
13/06/2021)

13Repositori de I'aplicacié Netron https: //github.com/lutzroeder/netron (visitada 13/06/2021)
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Figura 3.5: Execuci6 de l'aplicacié Netron sobre un model Resnet50 dissenyat amb TensorFlow.
En l'esquerra, primeres capes de la xarxa neuronal. En la dreta, dltimes capes del model.

I'entrenament i 50.000 imatges per al procés de validaci6. Hem seleccionat 1000 imatges
per al procés de calibraci6 i quantitzacié. El preprocessament de les imatges en aquest
model de xarxa neuronal requereix una série d’operacions que s’han definit en un arxiu
de Python, amb la funci6 calib_input, que s’encarrega de preprocessar cada imatge. A
més, caldra especificar un arxiu de text amb el nom de cada imatge en una linia, per a
facilitar el preprocessat que realitza el programa.

Una volta ja tenim tots els parametres necessaris per a la quantitzacid, podem proce-
dir a quantitzar el nostre model amb 'execucié de 1’ordre:

vai_q_tensorflow quantize --input_frozen_graph resnet50.pb \
--input_nodes input --input_shapes 7,224,224,3 \
--output_nodes resnet50/predictions/Reshape_1 \
--input_fn input_fn.calib_input --calib_iter 300

On en -input_frozen_graph indicarem el resultat de la conversi6 tf2onnx, és a dir,
el nostre model guardat en protocol buffers; en -input_nodes i -output_nodes la primera
i tltima capa del nostre model, que hem pogut obtenir utilitzant el inspect; a més, cal
indicar el -input_shape les dimensions de les imatges que es reben en la primera capa,
per exemple, les imatges d'ImageNet tenen 224 pixels d’amplada i d’alcada, i 3 canals
de color (RGB), per tant en aquest camp indicarem "?,224,224,3", on el primer parametre
és la dimensi6 dels lots, desconegut per a nosaltres aixi que indicarem una interrogacio.
També hem d’indicar la funci6 encarregada de fer el preprocessament en -input_fn, en el
nostre cas és calib_input dins de l’arxiu input_fn.py disponible en I'annex A.1.1; amb
-calib_iter indicarem el nombre d’iteracions que volem que dure aquest procés, on en
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Figura 3.6: Flux a seguir en models de xarxes neuronals en Vitis Al, on es quantitza i compila la
xarxa per generar instruccions DPU.

cada iteraci6 es recorrera tot el conjunt de dades en un procés similar a I’entrenament per
traure les estadistiques necessaries per a la quantitzacio.

L'execucié d’aquesta ordre resulta en ’obtencié de dos models en protocol buffers, un
dels quals ens servira per a compilar i desplegar la xarxa neuronal en una FPGA, i amb
I'altre podem comprovar la precisié que, teoricament, tindra el resultat final d’aquest
model la precisi6é reduida INTS.

INFO: Deploy Model Generated.

*oRkkkokoRR ook ok Quantization Summary kkkkkskkskkkokkkkkokkkkkok
INFO: Output:

quantize_eval_model: ./quantize_results/quantize_eval_model.pb
deploy_model: ./quantize_results/deploy_model.pb

3.2.3. Procés de compilacié

El procés de compilacio és el segiient pas per aconseguir desplegar un model de xarxa
neuronal artificial utilitzant la ferramenta Vitis AI. En aquest procés transformarem el
resultat de la quantitzaci6 realitzada previament en una seqiiéncia d’instruccions Deep-
Learning Processor Unit (DPU).

Una unitat de processador d’aprenentatge profund o DPU, és un motor programable
optimitzat per a xarxes neuronals profundes. Es un grup de nuclis parametritzables de
propietat intel-lectual de Xilinx, especificats per un funcionament optim en el seu ma-
quinari. Estan dissenyats per accelerar les carregues de computacié d’algorismes d’apre-
nentatge profund, com les xarxes neuronals de classificacié d’imatges en les quals estem
treballant. La compilacié amb DPU facilita la implementaci6 eficient de xarxes neuronals
artificials.

En el nostre cas, utilitzarem la DPUCADX8G, una DPU especialitzada en xarxes con-
volucionals, especificada per a les targetes FPGA Alveo U200 i U250 i per treballar amb
xarxes amb els pesos quantitzats al format INTS8. En la Figura 3.7 podem veure les carac-
teristiques de la DPU, on destaquen:

* 96x16 Array Sistolic processador de senyals (DSP) operant a 700 MHz

* Model de programacié basat en instruccions per a simplificar la representacié de
models de xarxes neuronals

* 9 MB en xip de memoria de Tensors formada per UltraRAMs
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Figura 3.7: Arquitectura del DPUCADXS8G.

* Memoria DDR externa per a les dades dels Tensors

¢ Un pipeline de Scale, activacions ReLU i operacions de Pooling per a obtenir la
maxima eficiéncia

* Bloc independent d’execucié d’operacions Pooling, per obtenir processament pa-
ral-lel amb les capes convolucionals

Tot ago i altres caracteristiques que permeten als models compilats tenir un suport
eficient en les targetes FPGA mencionades. L'entorn de Vitis Al proporciona les caracte-
ristiques necessaries per a compilar models amb aquesta DPU en un arxiu JSON.

Aixi doncs, partim del nostre model de TensorFlow que hem quantitzat préviament,
tenint com a resultat I'arxiu deploy_model.pb, el qual té les caracteristiques necessaries per
a desplegar el model final en la FPGA, com sén la calibraci6 de les activacions i els valors
quantitzats dels pesos. El procés de compilacié requereix dos passos, el primer pas sera
extraure un arxiu de text amb tota la informaci6 relativa de la quantitzaci6 en les capes de
la xarxa neuronal i el segon pas consisteix a utilitzar aquest arxiu per generar els fitxers
resultats amb els quals podrem fer inferencia en la FPGA. Amb la segiient ordre podem
extraure el resum de la quantitzacié en un fitxer de text:

$ vai_c_tensorflow --frozen_pb quantize_results/deploy_model.pb \
--output_dir out --net_name resnet50 \
--arch /opt/vitis_ai/compiler/arch/DPUCADX8G/ALVEQ/arch. json \

-q
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Hem d’indicar el model resultant de la quantitzaci6 amb -frozen_pb, un directori
existent on s’emmagatzemara el resultat amb -output_dir, ficar un nom arbitrari a la
xarxa amb -net_name, l’arxiu JSON que indica que la compilaci6é ha de fer-se amb ’ar-
quitectura de la DPUCADXS8G amb -arch i, per dltim, establir 'opcié d’extraure la infor-
maci6 de la quantitzacié amb -q. Els arxius amb les arquitectures DPU estan disponibles
en la ubicaci6 /opt/vitis-ai/compiler/arch del contenidor Docker de Vitis Al.

Seguidament, tenim ja disponible el resum de la quantitzacié en un arxiu de text.
L’'altima etapa de la compilacié requereix utilitzar una altra volta el nostre model ¢onge-
lat", la versi6 sense quantitzar de la xarxa neuronal. Proporcionant al compilador aquest
model i la informacié de la quantitzaci6, aquest s’encarrega de la generaci6 dels fitxers
finals. Amb la segiient ordre aconseguirem els resultats:

$ vai_c_tensorflow --frozen_pb resnet_50.pb \

--output_dir model --net_name resnet50 \

--arch /opt/vitis_ai/compiler/arch/DPUCADX8G/ALVEQ/arch. json \
--options "{’quant_cfgfile’:’out/resnetb50_fix.txt’, \
’placeholdershape’ :{’input’: [1,224,224,3]}}"

On podem veure que hem d’indicar el model freeze de la xarxa neuronal amb -frozen_pb,

un directori on s’emmagatzemaran els resultats amb -output_dir, el nom de la xarxa
amb -net_name i ’arxiu JSON amb l'estructura de la DPUCADXS8G amb -arch. A més,
amb l'opci6 -options indicarem la ubicaci6 del fitxer de text amb les caracteristiques de
la quantitzaci6, indicant abans que és ’quant_cfgfile’ i el ’placeholdershape’, que
son les dimensions que tenen les imatges en entrar a la xarxa neuronal pel node indicat,
on indiquem el nom del node d’entrada, ’input’ en el cas del model Resnet50 utilitzat,
i un vector de 4 dimensions amb la dimensi6 del lot, I’algada, ’amplada i el nombre de
canals de color de la imatge.

Com a resultat final tenim la generacié de 4 fitxers per a ser utilitzats en el desplega-
ment en la FPGA. Els arxius sén els segiients:

* compilerjson: Arxiu JSON que conté instruccions de maquinari de baix nivell.

* weights.h5: Arxiu HDF que emmagatzema els pesos de la xarxa neuronal en format
FP32.

¢ quantizer.json: Fitxer JSON amb factors d’escalat per a cada capa del model especi-
ficat.

* meta.json: Fitxer JSON amb rutes a les diferents llibreries necessaries, altres arxius,
DPU utilitzat.

3.2.4. Desplegament a la FPGA

Per acabar, sols queda provar l'eficiéncia del nostre model optimitzat amb Vitis Al a la
FPGA Alveo U200. Per a a¢co haurem de reconfigurar la FPGA amb un arxiu binari i
utilitzar alguna de les API que ens proporciona Vitis Al per la inferencia en FPGA.

Les FPGA so6n dispositius amb la caracteristica principal de ser reprogramables, la
qual cosa les permet implementar un disseny de maquinari que fa especificament el que
l'usuari vol. Després del disseny del maquinari, la FPGA s’ha de programar utilitzant
un arxiu binari, fent el que es coneix com a configuraci6 de la FPGA. Una targeta FPGA
pot ser reconfigurada constantment i, per configurar les targetes de Xilinx, Vitis Al ens
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proporciona els binaris en un arxiu anomenat xclbin. Per poder realitzar la inferéncia en
la targeta Alveo U200, abans caldra executar la segiient ordre en un contenidor que estiga
funcionant l'aplicacié Vitis Al

source /workspace/alveo/overlaybins/setup.sh

El codi de setup.sh s’encarrega de reconfigurar la targeta i localitzar les llibreries ne-
cessaries per a executar inferencia de xarxes neuronals.

A continuacé caldra utilitzar les API de Vitis AI de C++ o Python. El funcionament
és el mateix per a qualsevol API: utilitzar la classe Runner proporcionada per Vitis Al,
obtenir els tensors d’entrada i eixida del model i alimentar els tensors d’entrada amb
imatges preprocessades per a realitzar la inferéncia.

L’equivalent als vectors en aprenentatge profund sén els tensors, sén estructures de
dades que ajuden a emmagatzemar les dades en diferents dimensions en les xarxes neu-
ronals. Un tensor és un vector de N-dimensions de dades. Si alimentem la capa d’entrada
de la xarxa neuronal amb un tensor que tinga les caracteristiques de la imatge, en el ten-
sor de la capa d’eixida tindrem el resultat de la inferéncia de la xarxa neuronal. A més,
podem afegir diverses imatges pel tensor d’entrada perque la FPGA processe més d'un
resultat a 1'hora. A¢od es coneix com a grandaria de batch o dimensi6 dels lots.

La classe Runner utilitza les llibreries amb propietat intel-lectual de Xilinx per poder
realitzar inferencia asincrona d’imatges rebudes com a argument. A més, gestiona la
comunicacié entre FPGA i amfitri6 i 'obtenci6 dels tensors de la xarxa neuronal artificial.

Per altim, hi ha capes del model que no s’executen en la FPGA, per motius d’eficiéncia
o de falta suport en Vitis Al Es el cas de la capa Softmax, una funcié d’activacié que
computa el resultat final en les xarxes neuronals classificadores. Aquesta operacié per
tant ha de ser executada en el sistema amfitri6 (CPU), no en la FPGA. Tan sols caldra
implementar la funci6 en el codi que compute els resultats rebuts de la FPGA.

Vitis Al proporciona un executable de Python que realitza totes aquestes funcions
descrites. Amb unes lleugeres modificacions hem desenvolupat el codi que realitza la
inferencia dels models optimitzats amb Vitis Al en la targeta FPGA Alveo U200. A l'an-
nex A.1.2 esta disponible 1’executable modificat que executa inferéncia en una imatge a
la FPGA.






CAPITOL 4

Suport del procés d’'inferéncia en

GPU

En aquest capitol aprofundirem en el treball realitzat amb el programari TensorRT de
NVIDIA, especialitzat a optimitzar el procés d’inferencia de models d’aprenentatge pro-
fund en GPU de NVIDIA. També ens endinsarem en l’arquitectura de la GPU utilitzada i
les caracteristiques que aprofita aquest programari.

4.1 GPU

La unitat de processament grafic o GPU, és una de les tecnologies de computacié més
potents hui en dia. Va ser dissenyada per a la computaci6 paral-lela de dades, per aquest
motiu ofereix un gran rendiment en aplicacions grafiques, renderitzacié de video, mi-
neria de dades i, en els dltims anys, s’ha aprofitat el seu potencial en el camp de la in-
tel-ligencia artificial.

La historia d’aquests dispositius esta molt lligada a la historia dels videojocs, on les
primeres maquines arcade utilitzaven circuits especialitzats en els sistemes grafics. De
fet, el terme GPU va ser utilitzat per primera volta en 1994 per 'empresa Sony, quan
presentava la videoconsola PlayStation. Pero no seria fins a 1999 quan una companyia
anomenada NVIDIA, inventa el que avui en dia coneixem com a Graphic Processor Unit
(GPU), la GeForce 256 GPU de NVIDIA. Aquesta targeta grafica oferia grans millores
respecte a les versions anteriors de GPU de NVIDIA, i per aixo la companyia la va batejar
com a lla primera ‘GPU” del mén", un dispositiu capa¢ de processar un minim de 10
milions de poligons per segon. !

A partir d’aci I’evolucié de les GPU va seguir potenciant els grafics dels ordinadors
i altres sistemes com les videoconsoles o superordinadors. Tot aix0 i fins a la decada de
2010, on els investigadors que treballaven amb la intel-ligencia artificial i ’aprenentatge
automatic s’adonen del potencial que tenen les unitats de processament grafic en el mén
de les xarxes neuronals artificials. L’arquitectura de les GPU esta dissenyada per poder
computar multiplicacions de vectors amb altes prestacions, operacions que abunden en
els sistemes grafics, els videojocs i en les xarxes neuronals. L'ts d’aquests dispositius en
aprenentatge automatic i aprenentatge profund va resultar altament fructifer, i compa-
nyies com NVIDIA i AMD comencen a endinsar-se en aquest mén, potenciant 'etapa
d’entrenament d’aquests algoritmes tan costosos.

1Linia temporal de la companyia NVIDIA https://www.nvidia.com/es-es/about-nvidia/
corporate-timeline/
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4.1.1. Arquitectura de la GPU

L’arquitectura de la GPU és optima per als algoritmes de IA. Pel que fa a la unitat central
de processament (CPU), sol estar optimitzada per a executar tasques amb la minima la-
tencia possible, perd amb la capacitat de canviar d’operacié rapidament. Una GPU esta
dissenyada per executar el maxim nombre de tasques en el menor temps possible, exe-
cutant gran quantitat de tasques en paral-lel. La gran diferéncia entre ambdues és que la
GPU té molts més nuclis per a processar les tasques, es prioritza un alt rendiment abans
que una baixa laténcia.

Aquesta caracteristica fa que la GPU siga millor que la CPU en tasques matematiques,
en paral-lelitzaci6 de dades i en operacions d’alt cost matematic. En la Figura 4.1 podem
veure l’'esquema general de I'arquitectura de la GPU on destaquen els segiients elements:

* Multiprocessadors de Streaming (SM) o nuclis, que comparteixen una memoria glo-
bal de GPU.

¢ Una memoria catxe L2. Aquesta memoria intermedia s’encarrega de reduir els
temps d’accés a la memoria principal de la GPU.

¢ Components d”Accés Directe a Memoria (DMA). S’encarreguen copiar dades de la
GPU a la memoria principal del sistema, encara que també es poden utilitzar per a
la comunicacié amb altres dispositius.

Els nuclis 0 SM estan formats per diferents components:

¢ Un Banc de Registres. Una gran quantitat de registres que poden ser particionats i
repartits pels fils d’execuci6.

¢ Planificadors warp. Poden canviar de context rapidament entre els fils i planificar
instruccions que estiguen preparades per a 1’execucio.

¢ Una memoria compartida entre els SM i una memoria local.
* Diferents sistemes de memoria catxe.
¢ Unitats de carrega i emmagatzematge de dades (L/S).

¢ Unitats de textures. Associen la informacié dimensional en els buffers de la me-
moria, sén molt ttils a 1’hora de carregar grafics, una de les principals labors de la
GPU.

¢ Unitats de comput. Hi ha molts tipus d"unitats de comput, com per exemple les
Unitats Aritmetiques (ALU), que implementen operacions aritmetiques i logiques
entre valors i també conegudes com a Cores en I'arquitectura NVIDIA. Algunes tar-
getes també inclouen unitats aritmetiques especialitzades en half precision i double
precision per a executar les operacions en aquests tipus més rapids. També es déna
el cas en l'arquitectura NVIDIA, la inclusi6é d’Unitats de Funcions Especials (SFU),
que s’encarreguen de computar rapidament operacions especials Per exemple, en
I'arquitectura Volta s’inclouen les unitats Tensor que acceleren el comput de les mul-
tiplicacions de matrius, operacié molt comuna en I’aprenentatge profund?.

2Caracteristiques dels Tensor Cores de NVIDIA. https://www.nvidia.com/es-es/data-center/
tensor-cores/
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Figura 4.1: Arquitectura basica de la GPU i dels Multiprocessadors de Streaming.

Les unitats de comput no operen independentment, sind en grups que operen utilit-
zant la tecnica SIMD (una instruccié, multiples dades), una tecnica utilitzada per al pa-
ral-lelisme de tasques. Cada grup és capag d’executar la mateixa instruccié en diferents
elements de dades al mateix temps. [3] [33]

En aquest treball s’ha utilitzat la GPU NVIDIA GeForce GTX 1050, una targeta dis-
senyada amb l'arquitectura Pascal i amb un rendiment fins a tres voltes major que les de
la generaci6 anterior, segons NVIDIA®. Compta amb 640 NVIDIA CUDA Cores o uni-
tats de comput, 2 GB de memoria RAM, amb una velocitat de memoria de 7 Gbps i un
funcionament de 1455 MHz.

4.1.2. Model d’execucié6 CUDA

Les arquitectures GPU utilitzen el model de processament de dades SIMT (una instruccio,
multiples fils). El treball es representa com una xarxa de tres dimensions de tasques o fils
com les anomena CUDA. Tots els fils estan executant el mateix codi que s’anomena kernel,
perd cada fil té assignat un index (x, y, z) dins de la xarxa.

La xarxa o graella es divideix en multiples blocs de la mateixa mida. Els blocs s’assig-
nen a un SM especific i son executats en aquest nucli exclusivament. Quan es programa
un bloc, tots els fils que pertanyen a aquest bloc es converteixen en residents del SM i
s’assignen tots els recursos de maquinari disponibles per executar la tasca. Pero no tots
els fils d"un mateix bloc s’executen simultaniament. El SM distribueix els fils de cada
bloc en unitats de 32/64 fils anomenades warps, on tots els fils de cada warp s’executen al
mateix temps amb els recursos disponibles.

3Pagina web amb detalls de la GeForce GTX 1050 https: //www.nvidia.com/es-1a/geforce/products/
10series/geforce-gtx-1050/
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Figura 4.2: Flux de funcionament de 'arquitectura CUDA.

D’aquesta manera 1’execucié d’operacions matematiques altament costoses, com la
multiplicacié de matrius, es reparteix d’una manera optima per tota la GPU i s’obtenen
rendiments elevats en aquest dispositiu respecte a altres. El flux de processament és com
es pot veure en la figura 4.2, on primerament es copien les dades de la memoria principal
a la memoria de la GPU, després la CPU llanca el kernel que sera executat en la GPU, la
GPU executa aquestes instruccions en paral-lel en cada SM i, finalment, copia el resultat
a la memoria principal.

4.2 TensorRT

El programari TensorRT és un conjunt de ferramentes de NVIDIA que faciliten el desen-
volupament d’aplicacions d’inferencia en xarxes neuronals en GPU. Naix en 2018 amb
l'auge de les targetes grafiques i de la IA. Les GPU aconsegueixen accelerar notablement
el procés d’entrenament dels algoritmes d’aprenentatge profund, perd aquesta ferramen-
ta busca elevar les prestacions de les targetes grafiques en el procés d’inferéncia de les
xarxes neuronals artificials [29].

Realitzar el procés d’inferencia en una xarxa neuronal pot ser costés. La majoria de
plataformes de desenvolupament ofereixen funcions per realitzar aquest procés, perd
solen donar molt poques prestacions respecte a les quals podrien obtenir si es desenvo-
lupara una aplicacié especifica per a la inferéncia. Per a aconseguir majors prestacions,
la creacié d’una aplicaci6 per a executar la xarxa neuronal sol ser la millor opcid, perd
aixo implica alts coneixements especialitzats a maquinar i xarxes neuronals a més de de-
dicaci6 sols per a aconseguir bons resultats en una GPU moderna. L’API de TensorRT
implementa de forma eficient en les GPU de NVIDIA, la majoria de funcionalitats que es
requereixen en les xarxes neuronals profundes, com per exemple la convolucié*.

4.2.1. Instal-lacié

Per poder fer ts de les eines de la ferramenta, cal tenir instal-lats al sistema alguns pro-
gramaris i plataformes en el nostre sistema. En el nostre cas utilitzarem una computadora
amb un processador de 8 nuclis, 16 GB de memoria RAM i 512 GB d’emmagatzematge

4API de Python de TensorRT utilitzada https://docs.nvidia.com/deeplearning/tensorrt/api/
python_api/index.html (visitada 26/06/2021)


https://docs.nvidia.com/deeplearning/tensorrt/api/python_api/index.html
https://docs.nvidia.com/deeplearning/tensorrt/api/python_api/index.html
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HDD. La targeta grafica NVIDIA de la que farem ts és una NVIDIA GeForce GTX 1050°,
que implementa 'arquitectura Pascal.

La base de qualsevol aplicacié que utilitze una unitat de processament grafic de NVI-
DIA és Compute Unified Device Architecture (CUDA). CUDA és un model de programacié
i una plataforma de computacié en paral-lel per al comput en GPU [33]. La plataforma
s’encarrega d’aprofitar al maxim les caracteristiques de les GPU permitent 1"’execuci6 si-
multania d'una gran quantitat de fils de processament, ja que la quantitat de nuclis que
tenen les GPU permeten aquest nivell de paral-lelisme. Aquest programari de codi obert
va ser publicat en 2006 pels desenvolupadors de NVIDIA i té una gran quantitat d’API
i suport per a moltes plataformes, perd la més destacada i amb el suport principal és
la programacié de CUDA en C++. TensorRT esta desenvolupat sobre aquest model de
programaci6 paral-lel.

El funcionament de les aplicacions CUDA en plataformes heterogenies, el podem
veure en la 4.2. La unitat central de processament s’encarrega d’executar el codi prin-
cipal i la GPU executa els kernels que la CPU li indique, mentre que la comunicaci6 de
les dades es fara mitjancant copies en memoria entre la memoria de la GPU i la de la
CPU.

Amb la instal-laci6 de CUDA també tindrem disponible la llibreria cuBLAS(Basic Line-
ar Algebra Subprograms. Aquesta API déna suport a operacions basiques d’algebra lineal
com la multiplicacié de vectors i matrius, molt presents en el desenvolupament de xar-
xes neuronals artificials. El gran pes que tenen les matematiques en les xarxes neuronals
profundes es veu molt alleugerit amb les funcions que ofereix aquesta API i de les que
TensorRT fa ts en el procés d’inferencia.

També cal tenir instal-lat al nostre sistema la llibreria cuDNN de NVIDIA. CuDNN és
un conjunt de funcions optimitzades per a xarxes neuronals profundes, desenvolupades
amb CUDA. Les funcions primitives de les xarxes neuronals com les convolucions o les
funcions d’activacid, estan altament optimitzades en aquesta ferramenta. La majoria de
plataformes de codi obert per al desenvolupament de xarxes neuronals, com TensorFlow
o Caffe, utilitzen les funcions de cuDNN per a la construcci6 de les seues aplicacions. °

Amb tots aquests programaris i una targeta NVIDIA, podem comencar a optimitzar
la inferencia dels nostres models de xarxes neuronals. El sistema operatiu utilitzat és un
Linux Ubuntu 18.04, la versi6é de CUDA 11.2 i la versi6 de TensorRT 8.0.0.

4.2.2. Procés d’optimitzacié

TensorRT estd desenvolupat per crear motors d’inferencia de xarxes neuronals amb faci-
litat d"ts. Partint d’una xarxa neuronal artificial entrenada, el programari permet com-
primir, optimitzar i desplegar la xarxa neuronal amb un temps d’execuci6 reduit. Entre
altres funcions, la ferramenta combina capes de la xarxa, optimitza els nuclis i realitza
normalitzacié i conversi6é a matrius optimitzades depenent de la precisi6 especificada
per millor la latencia, el rendiment i I’eficiencia. TensorRT també ofereix la reducci6 dels
pesos de la xarxa neuronal a precisié INT8 i FP16, aconseguint una latencia significativa-
ment menor.

Les fusions de capes de les xarxes neuronals optimitzen els temps i l’espai que aques-
tes ocupen en memoria. Entre moltes altres, en optimitzar una xarxa amb TensorRT es
realitzen les segiients combinacions:

5Pagina web de NVIDIA amb les especificacions de la GPU GeForce GTX 1050 https://www.nvidia.
com/en-sg/geforce/products/10series/geforce-gtx-1050/
6Pégina web de NVIDIA amb la informacié de cuDNN https://developer.nvidia.com/cudnn
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* Capa convoluci6 i capa ReLU: donades aquestes dues operacions, el programari
s’encarrega que en una sola operaci6 els resultats de la convolucié siguen activats
per la funcié d’activacié ReLU.

* Capa convoluci6 i capa pooling: 1'operaci6é de convolucié en moltes arquitectures
esta antecedida per I'operacié de reducci6, pooling. TensorRT aconsegueix que les
dues funcions siguen una, afectant una gran quantitat de topologies amb aquest
ordre.

* Capa ReLU i capa ReLU: en cas que una activacié ReLU estiga precedida per una
altra ReLU, aquestes passaran a ser una sola capa.

Per una altra part, a I'hora de construir un motor d’inferéncia de TensorRT podem
optar perque aquest utilitze precisié mixta. Podem triar entre FP32, FP16 o INT8 a I'’hora
d’elegir la precisié dels pesos de la nostra xarxa neuronal. Half-precision floating-point
format(FP16) és un format de precisié6 molt adoptat per NVIDIA, on respecte al format
single precision (FP32), es redueixen els bits de 1’exponent i els bits de la fraccié per a
ocupar tan sols 16 bits en memoria. El format de coma fixa INT8, redueix encara més
els bits necessaris per a representar els parametres de la xarxa neuronal, utilitzant soles 8
bits per a la representaci6 dels pesos. Amb la tecnica de quantitzacié es redimensionen els
valors INT8 per a obtenir els valors reals dels tensors. En la figura 4.3 podem visualitzar
les diferencies de les precisions.

També destaquen altres formes amb les quals TensorRT optimitza els models de xar-
xes neuronals, com el batching. Per obtenir grans resultats de rendiment en la inferéncia,
el millor en les GPU és processar tants resultats com siga possible en paral-lel. El progra-
mari de TensorRT esta desenvolupat perque en cada execuci6 de la inferencia es puguen
computar molt resultats per cada lot d’execucio.

Per fer I'optimitzacié de xarxes neuronals cal seguir un flux de treball: entrenar una
xarxa neuronal, convertir-la a un motor d’inferéncia de TensorRT i desplegar aquest mo-
tor sobre una plataforma NVIDIA. El primer pas d’entrenar la xarxa no involucra a Ten-
sorRT, podem utilitzar les diferents plataformes de desenvolupament de xarxes neuro-
nals com TensorFlow o PyTorch per aquest pas. Cal especificar que TensorRT dona suport
a les plataformes més comercials de desenvolupament de xarxes neuronals i als formats
més utilitzats per aquestes. En aquest treball hem partit de xarxes neuronals profundes
entrenades amb TensorFlow, igual que en la part d’optimitzacié de models en FPGA amb
ferramentes de Xilinx.
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Figura 4.4: Flux d’optimitzacié de models entrenats en TensorRT, on a partir del model entrenat,
es crea un motor d’inferencia amb un Builder, i en temps d’execuci6 processa els tensors d’entrada
per a produir els tensors d’eixida.

El motor d’inferéncia s’ha de construir a partir del model de la xarxa neuronal. Exis-
teixen 3 formes de fer-ho: utilitzant una API de TensorFlow, TF-TRT, que ofereix les ope-
racions basiques per a la conversi6é del model; conversié automatica de xarxes especifi-
cades amb el format ONNX o construir una xarxa neuronal amb 1’API de TensorRT. En
aquest treball ens hem decidit per utilitzar la conversié automatica amb el format ONNX,
ja que ofereix menys sobrecarrega que la conversié amb TF-TRT, compatible amb les xar-
xes que s’han utilitzat en el desenvolupament del treball. La Figura 4.4 representa el flux
seguit.

El format Open Neural Network Exchange (ONNX)?, és un estandard per a la intero-
perabilitat de xarxes neuronals. Aquest format busca estandarditzar la representacié de
les xarxes neuronals per facilitar la interoperabilitat i el desplegament en maquinari d’a-
quests models. Suporta a les grans plataformes de desenvolupament com MATLAB o
TensorFlow i ofereix desplegament dels models en plataformes que acceleren la inferen-
cia com TensorRT.

La conversié d’una xarxa neuronal entrenada amb TensorFlow al format ONNX es
pot aconseguir amb la ferramenta tf2onnx, aquesta llibreria permet convertir models de
Keras-TensorFlow a ONNX, en qualsevol dels diferents formats de guardar models de
TensorFlow, com HDF5 o frozen model. Per exemple, si tenim un freeze model en format
protocol buffers, on sabem els noms de la capa d’entrada i de la d’eixida, amb 1'execucié
de:

python -m tf2onnx.convert --input model.pb --inputs nom/entrada:0 \
--outputs nom/eixida:0 --output model.onnx

Convertirem el nostre model freeze al estandard ONNX. Una altra soluci6 és guardar
el model de Keras-TensorFlow a SavedModel. En acabar 1’entrenament del nostre model,
el guardarem en aquest format® i simplement amb 1’execuci6 de la segiient ordre, obtin-
drem el model en format ONNX per a seguir el flux.

"Pagina web d’ONNX amb els beneficis i especificacions del format. https://onnx.ai/ (visitada
26/06/2021)

8Com guardar un model de Keras TensorFlow 2 a SavedModel https://www.tensorflow.org/guide/
saved_model (visitada 26/06/2021)
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python -m tf2onnx.convert --keras ruta/a/saved-model \
--output model.onnx

El segiient pas sera crear un motor d’inferéncia a partir de I’arxiu ONNX. Utilitzant
I’API de python s’ha desenvolupat un codi que transforme els models al motor TensorRT.
Es en aquest pas on s’han d’especificar les caracteristiques que optimitzaran la inferencia
de la xarxa, com la grandaria de batch o la precisi6 utilitzada. En el nostre cas, treballarem
amb la dimensi6 dels lots i amb la precisi6 utilitzada en la xarxa neuronal.

La gran quantitat de nuclis de la GPU permeten un alt parallelisme, aixi que per
aprofitar més aquest paral-lelisme en les xarxes neuronals processarem diversos resultats
al mateix temps. Per exemple, en una xarxa neuronal especialitzada en la classificacié
d’imatges, alimentar 1’entrada del model amb més d"una imatge ens donara els resultats
de totes les imatges en 'eixida. Com hem comentat anteriorment, el nombre de dades
amb que alimentem la xarxa neuronal a I’hora d’executar-la es coneix com a dimensi6 de
batch o mida dels lots.

Per una altra part, per poder utilitzar la precisi6é reduida INT8, cal seguir un procés de
calibraci6 dels pesos i de les activacions de la xarxa neuronal. Per a a¢d, necessitarem un
conjunt d’imatges utilitzades durant I’entrenament o la validacié. Es crea un calibrador °
que mitjancant el conjunt de dades seleccionat, configurara els pesos de cada capa perque
s’escalen a la precisi6 reduida INT8. Aquesta calibracié ha de seguir el mateix procés de
preprocessat d’imatges que al moment d’entrenament i posteriorment en el moment d’e-
xecuci de la xarxa neuronal. Una volta amb el calibrador configurat, sols quedara crear
el motor a partir d’aquesta configuraci6 i guardar-lo en un arxiu amb extensié PLAN.

Per facilitar aquest procés s’ha desenvolupat un codi que indicant les segtients ordres
es crea el motor d’inferéencia. S’ha d’indicar la ubicacié de 'arxiu ONNX i el nom de
I'arxiu d’eixida. En 'annex A.1.3 esta el codi desenvolupat.

python buildEngine.py --onnx_file fitxer.onnx --plan_file motor_trt.plan

A continuaci6 sols quedara utilitzar el motor d’inferéncia per a 1’execuci6 de la xarxa
neuronal en dispositius GPU.

4.2.3. Desplegament en GPU

Per poder realitzar la inferéncia en la GPU amb un motor de TensorRT cal seguir un
procés de comunicaci6é amb la targeta grafica utilitzant CUDA. En el nostre cas, hem tre-
ballat amb Python i una API que facilita I'ds de CUDA en aquest llenguatge, PyCUDA'™.
El primer pas sera reservar uns buffers de memoria en la host i en la GPU, per als tensors
d’entrada i eixida del nostre model. Amb 1’API de pyCUDA com a cuda, i la llibreria de
TensorRT com a trt i el nostre valor de batch_size =1 el codi resultant és el segtient:

# Buffers del host amb les dimensions dels tensors d’entrada i eixida
h_input_1 = cuda.pagelocked_empty(
batch_size * trt.volume(engine.get_binding_shape(0)),
dtype=trt.nptype(trt.float32))

9API de Python de TensorRT, amb les caracteristiques del calibrador utilitzat en la quantit-
zaci6 a INT8  Thttps://docs.nvidia.com/deeplearning/tensorrt/api/python_api/infer/Int8/
EntropyCalibrator2.html (visitada 26/06/2021)
10pagina web de PyCUDA amb les caracteristiques de ’API i la documentacié https://pypi.org/
project/pycuda/ (visitada 26/06/2021)
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h_output = cuda.pagelocked_empty(
batch_size * trt.volume(engine.get_binding_shape(1)),
dtype=trt.nptype(trt.float32))

# Buffers de la GPU amb les mateixes dimensions
d_input_1 = cuda.mem_alloc(h_input_1.nbytes)
d_output = cuda.mem_alloc(h_output.nbytes)

# Stream de CUDA on es copiaran els resultats i es fara la inferéncia
stream = cuda.Stream()

Els streams de CUDA s6n una seqiiencia d’instruccions que s’executen en ordre en
la GPU [33]. Diferents streams poden executar-se concurrentment si no sén dependents
entre ells, d’'una manera similar a com s’executen les instruccions en el processador.

Amb aquesta primera assignacié de memoria, sols queda executar inferencia amb el
model en la GPU. Per a a¢d, haurem de transferir les dades a la GPU, fer que el motor
execute la inferéncia i, finalment, copiar els resultats de nou en el sistema amfitri6 de la
GPU. Cal preprocessar les dades amb el mateix processament seguit a I'etapa d’entrena-
ment i a l'etapa de calibracié dels pesos, en cas d’haver fet la reduccié de precisié. Les
segiients linies de codi especifiquen 'explicat, on pyCUDA esta importada a cuda, el mo-
tor d’inferéncia esta en la variable engine i les variables anteriors son efectives amb el
contingut del codi anterior:

with engine.create_execution_context() as context:
# Copiar dades a la GPU
cuda.memcpy_htod_async(d_input_1, h_input_1, stream)

# Executa inferéncia
context.profiler = trt.Profiler()
context.execute(batch_size=1, bindings=[int(d_input_1), int(d_output)])

# Recupera les prediccions de la GPU
cuda.memcpy_dtoh_async (h_output, d_output, stream)

# Sincronitzacido del stream
stream.synchronize ()

I aixi tindrem els resultats de 1’execuci6 de la inferéncia en el nostre sistema amfitri6.
Per exemple, suposem una xarxa neuronal especialitzada en la classificacié d’imatges,
entrenada amb un conjunt de dades capag de detectar 10 classes diferents i on 1altima
capa és la funcié d’activacié Softmax. En executar el codi que utilitza TensorRT, en els
buffers resultats tindrem un tensor (vector) de longitud 10x1 on el valor maxim és la
classificacio realitzada per la xarxa neuronal. En cas de tenir una dimensi6 dels lots major,
en alimentar el tensor d’entrada amb N imatges, en la capa d’eixida tindrem un vector
amb dimensi6 (10*N)x1, on dividirem els resultats en N subvectors amb els resultats de
la prediccié del model. En I'annex A.1.4 esta el codi desenvolupat per a inferir 1 imatge
amb TensorRT.






CAPITOL 5

Implementacié de noves
funcionalitats en HELENNA

HELENNA és una plataforma de programari per al desenvolupament de processos d’en-
trenament i inferéncia de xarxes neuronals artificials. HELENNA és ’acronim de HEtero-
geneous LEarning Neural Networks Application. L'objectiu de 1’aplicaci6 és 1'ts d’arquitec-
tures heterogenies de comput.

5.1 Descripcié de la plataforma

Malgrat que existeixen diverses solucions per a I’entrenament i inferéncia de xarxes neu-
ronals com les que hem estat veient en aquest treball, HELENNA s’ha desenvolupat per a
explorar nous metodes d’entrenament i noves xarxes neuronals en el context de projectes
d’investigaci6. L'tis d'una plataforma desenvolupada exclusivament pel grup d’investi-
gacié GAP permet un major control sobre els processos d’entrenament i inferencia i, per
tant, una millor adaptabilitat per a I'estudi i analisi de processos alternatius que milloren
el seu rendiment [11].

L’aplicaci6 esta construida majoritariament en el llenguatge de programaci6 C, si bé
amb moduls i seccions amb C++, CUDA, CLBLAS, i té una estructura de codi similar
a la programaci6 orientada a objectes encara que no s’utilitzen com a tal. En concret,
HELENNA permet la definicié de capes de xarxes neuronals aillant el codi de la capa en
un Unic fitxer i implementant diferents funcions basiques per al suport de I’entrenament
i la inferencia de la capa. Des d’aquest punt de vista, crear el suport per a una nova
capa s’ha de fer amb la creacié d'un nou fitxer i la indicaci6 de les funcions que la capa
ha d’implementar. Cada capa suportada en HELENNA ha d’implementar cinc funcions
basiques:

¢ Funci6 parse. Aquesta funci6 interpreta els parametres de definici6é de la capa i
inicialitza les seues estructures.

¢ Funci6 allocate. Amb aquesta funcié la capa crea els buffers (tensors) adequats
per al suport de la capa.

¢ Funci6 initialize. En aquesta funci6 s’inicialitzen els buffers (tensors) de la capa.
* Funci6 forward. Aquesta funcio realitza el procés de forward (inferencia) de la capa.

¢ Funci6 backpropagation. Amb aquesta funcié es calculen els gradients de la capa
per a la seua posterior aplicacié sobre els pesos.
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¢ Funci6 propagate_error. En aquesta funci6 es calcula l'error de 1’'entrada de la
capa a partir de 'error d’eixida de la funcié.

Les tres tltimes funcions serveixen per a realitzar el procés d’entrenament de la capa
dins de l'estructura de la xarxa neuronal.

Un altre aspecte ’HELENNA és la gestié de memoria i1’abstraccié de la ubicaci6 dels
buffers de memoria que s’utilitzen en un procés d’entrenament o inferencia. Els tensors
es creen de forma dinamica en HELENNA i s’ubiquen en el dispositiu seleccionat (CPU,
GPU, FPGA...). L'usuari no és conscient en el moment de la instanciacié i en 1'ts dels
buffers d’on estan ubicats. HELENNA realitza internament les transferencies necessari-
es per a una correcta utilitzacié dels tensors/buffers. Cada tensor creat en HELENNA
s’identifica amb un identificador tnic i cada acci6 sobre el tensor utilitza exclusivament
lI'identificador.

HELENNA permet I’entrenament en CPU i GPU amb diferents optimitzacions, prin-
cipalment el suport de biblioteques de calcul matricial. Actualment HELENNA permet
els segtients dispositius:

¢ CPU. Aquest dispositiu utilitza la CPU i tots els seus ntclis en 1’entrenament i la
inferencia. No s’utilitza cap biblioteca de calcul matricial. Aquest dispositiu és el
basic.

¢ MKL. Amb aquest dispositiu s"utilitza la CPU juntament amb la llibreria de calcul
matricial MKL d’Intel. Aquesta llibreria explora el maxim rendiment dels proces-
sadors Intel i, com a tal, sols es pot utilitzar en aquestes CPU.!

¢ CuBLAS. En aquest dispositiu s’utilitza la GPU de NVIDIA. En concret, s’utilitza la
llibreria matematica CuBLAs de NVIDIA per al calcul matricial.

¢ CuDNN. La llibreria d’aprenentatge profund de NVIDIA també esta suportada en
HELENNA, donant suport a l’entrenament i inferencia en HELENNA. Aquesta lli-
breria funciona sobre les GPU de NVIDIA i millora significativament les prestacions
de les xarxes neuronals.

* OpenCL-FPGA. Amb aquest dispositiu s'utilitzen sistemes basats en FPGA per al
procés d’inferencia. En concret, aquest dispositiu permet utilitzar moduls generats
per a FPGA especifics com convolucions i funcions d’activacié.

Actualment, HELENNA suporta una varietat de capes de xarxes neuronals. Entre
altres es suporten la capa convolucional, la capa fully_connected o MultiLayer Percep-
tron, la batch normalization, capes de funcions d’activacié com la ReLU, la sigmoide o la
softmax i moltes altres capes disponibles per dissenyar xarxes neuronals artificials.

A més, HELENNA suporta 'entrenament i inferéncia els conjunt de dades més popu-
lars dins del mén de la IA, com sén el conjunt MNIST?, CIFAR10, CIFAR100? i Imagenet,
que hem estat utilitzant en aquest treball fins ara.

En aquest projecte busquem donar suport a noves capes de funcions d’activacié en
HELENNA, explorarem alternatives a l’activaci6 linear i la més comuna, la ReLU, que
puguen donar millors resultats en models entrenats amb diferents conjunts de dades.

IEspecificacions de la llibreria MKL d’Intel https://software.intel.com/content/www/us/en/
develop/tools/oneapi/components/onemkl . html

2Base de dades de MNIST http://yann.lecun.com/exdb/mnist/index.html

3Base de dades de CIFAR10 i CIFAR100 https://www.cs.toronto.edu/ kriz/cifar.html
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5.2 Funcions d’activacié

Les funcions d’activacié afecten directament a la propagacié de cada neurona, norma-
litzant la seua eixida i transmitint la informaci6 per 'eixida. S’han implementat noves
funcions en la plataforma HELENNA, per poder experimentar i veure el comportament
de les xarxes neuronals en diferents activacions en els seus nodes.

5.2.1. Suport a noves funcions d’activacié6 en HELENNA

L’entorn HELENNA esta construida en C principalment, on els membres del GAP han
aconseguit emular el procés d’entrenament i inferéncia de xarxes neuronals artificials.
Com ja s’ha comentat, I'entrenament d'una xarxa neuronal té dues parts principals, la
propagacio i la retropropagacio. En la propagacio les dades d’entrenament recorren tota
la xarxa fins que el model computa una prediccié. En la retropropagacio s'utilitza aquesta
predicci6 per calcular la diferéncia respecte al resultat esperat, i a partir d’aci es recorre la
xarxa neuronal des del final fins al principi, on s’actualitzen els pesos de la xarxa utilitzant
técniques d’ajustament dels parametres, on s’utilitzen les derivades dels parametres [6].
Es per acd que a I’hora d’especificar noves funcions d’activacié en HELENNA, I'operaci6
principal a implementar és la funcié matematica de la funcié i la seua derivada.

Per a crear una nova funcié d’activacé en HELENNA cal seguir diversos passos. Les
capes en HELENNA estan distribuides en un arxiu C, amb la implementacié de la capa
i un arxiu de capgalera (arxiu.h), amb la declaracié dels métodes que implementa cada
capa. Els passos a seguir per implementar una nova funcié d’activaci6 en HELENNA
son els segiients:

1. Afegir la definicié de la capa en globals.h. L’arxiu globals.h conté constants,
estructures i variables globals que s’utilitzen en l'aplicaci6, com el tipus de cada
capa.

2. Crear l'arxiu C i la capgalera, arxiu que implementara les funcions basiques que
implementa cada capa en HELENNA.

3. Afegirl’arxiu C al’arxiu de compilacié CMakeLists.txt. L'arxiu de CMakeLists. txt
s’encarrega de compilar tot el projecte i de generar I'executable final que fa funcio-
nar l'aplicacié. Qualsevol capa o funci6 creada s’ha d’especificar aci dins perque en
temps de compilaci6 es considere.

4. En topology.c, les funcions fn_layer_set_functionsifn_parse_topology es mo-
dificaran per indicar un nom al tipus de capa, en el nostre cas LAYER_nom on el nom
sera la funcié d’activaci6 que es crea.

5. Enlarxiu fit.c, enla funcié fn_SGD s’haura d’indicar els parametres que s’actualit-
zen de la capa, si hi ha. Aquesta funci6 s’encarrega de 1’actualitzacié de parametres
durant la fase de retropropagacio.

6. Definir les operacions aritmetiques de la funci6 en arithmetic.c. Es crearan dos
metodes, que actualitzaran tots els pesos d’entrada, aplicant la funcié d’activacié
o la derivada depenent del metode. En l'arxiu C de la funcié es cridaran aquestes
funcions des de fn_forward la funcié d’activaci6 i des de fn_propagate_error la
funci6é d’activacié derivada, per actualitzar parametres que s’utilitzen en l'actualit-
zaci6 dels pesos.
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Cal destacar que des de I'arxiu arithmetic.c, els métodes que implementen les fun-
cions d’activacio, criden a altres metodes que realitzen la funcié d’activaci6 o la derivada
en el dispositiu corresponent que ha sigut seleccionar al comengar el procés d’entrena-
ment o inferencia. El codi que implementa cada funci6 ha d’estar en els arxius que tenen
les operacions que realitza el dispositiu, com cpu.c, cublas.c, gpu.c, mkl.c. Amés, enel
cas de les implementacions en GPU, el codi que executaran els kernels de GPU ha d’es-
tar o en cublas_kernels.cu 0 clblas_kernels.cl, especificats en el llenguatge CUDA o
OpenCL, on s'implementa el codi per a funcionar paral-lelament en GPU.

En aquest treball s’han implementat totes les funcions per funcionar en CPU, amb
una implementaci6 en llenguatge C; Intel MKL, la llibreria matematica per a processadors
Intel; CLBLAS, llibreria matematica d’OpenCL per a utilitzar en GPU i CUBLAS, llibreria
matematica d'NVIDIA que déna suport a GPU de NVIDIA.

L’objectiu d'implementar noves funcions és millorar la precisi6 final dels models neu-
ronals i experimentar amb quines funcions ofereixen un millor rendiment en les mateixes
situacions.

S’han implementat les funcions ReLU, Leaky ReLU, Parametric ReLU, ELU, Swish i
GELU en l'aplicaci6, En I'annex A.2 estan les implementacions per a funcionar en cpu,
totes en ’arxiu cpu.c. A continuacié s’expliquen les caracteristiques de cada funcié.

RelLU

Una de les funcions més utilitzades en el context de 1’aprenentatge profund és la ReLU
(Unitat Lineal Rectificada). En 2011 un grup d’investigadors va descobrir que les rectifi-
cadores entrenaven millor els models respecte a les funcions utilitzades fins al moment,
com la sigmoide [7]. La seua funci6 i la seua derivada la podem veure a continuacio:

f(x) = max(0, x)

f,(x)_dy:{l, six >0

dx 0, altrament

Un dels avantatges principals que té aquesta funcié és que, el resultat de qualsevol
neurona que siga menor que 0, passa a ser 0. A¢o s’ha demostrat ser beneficiés per
a l'entrenament, ja que un model amb gran quantitat de neurones a 0, activara menys
neurones en el moment de propagacio, aco redueix la complexitat dels models profunds.
A més, és eficient en 'ambit de computaci6, ja que sols es realitza una comparacié i una
assignaci6 a I’hora de calcular I'eixida.

Pero, aquesta funcié també pot ocasionar problemes. Si es déna el cas que moltes
neurones no s’activen, és a dir, sols donen com a resultat 0, en la retropropagacié no
s’actualitzaran els valors dels pesos i una gran part de la xarxa neuronal passa a estar
inactiva. En el pitjor dels casos la xarxa neuronal pot arribar a morir i deixar d’aprendre,
on es convertira en una funcié constant. Aquest problema es coneix com a Dying ReLU.

Es una situacié que és dificil que es done, ja que arribar a una situacié tan extrema és
dificil. Sempre que hi haja neurones actives, la xarxa neuronal pot continuar aprenent.
No obstant aix0, amb les segiients funcions s’exploren formes d’evitar que agod passe i
d’augmentar la precisié dels nostres models d’aprenentatge profund.
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Figura 5.1: A I’esquerra: funci6é ReLU i la seua derivada. A la dreta, funci6é Leaky ReLU i la seua
derivada.

Leaky ReLU

La Leaky ReLU és una funcié proposada per investigadors de la universitat de Stanford
en 2013. Aquesta funcié és una variant de la rectificadora ReLU, que busca evitar el
problema de Dying ReLU. Per a assolir-ho, la part negativa de la funcié és controlada per
un valor auxiliar, que multiplica els resultats per aquest valor i permet a les neurones
continuar activant-se malgrat que tinguen resultats negatius [16]. Les férmules sén les
seglients, on el valor auxiliar té el valor a:

fx) = {x, six >0

ax, altrament,ona >0

dy 1, six>0

/ 7

X)) = — =

fix) dx {zx, altrament, ona > 0

Aquesta funci6 s’ha implementat en HELENNA amb la possibilitat d’elegir el valor
auxiliar per als valors negatius de les neurones. A I'hora de definir un nou arxiu amb
les especificacions d'un model de xarxa neuronal, podrem indicar de la segtient forma el
valor del parametre auxiliar, on « pot ser qualsevol valor de [0, +o0):

nom_capa leakyrelu 0.1

En la figura 5.1 podem veure representades la ReLU i la Leaky ReLU, on s’aprecia la
diferencia en els valors negatius.

Parametric ReLU

La funcié Parametric ReLU va ser dissenyada en 2015 per un grup d’investigadors de
Microsoft. Es una variaci6 de la ReLU i de la Leaky ReLU, perd amb la gran diferéncia
que introdueix un parametre a que s’aprén durant la fase d’entrenament. La idea és la
mateixa que en la funcié Leaky ReLU, pero el parametre auxiliar, alfa, no és una constant
sin6 un valor que s’aprén mitjancant la retropropagaci6 en I'entrenament [9]. La férmula
és la mateixa que per a la funcié Leaky ReLU:
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ax, altrament

Flx) = {x, six >0

dy 1, six>0
filx) === =
dx «, altrament
En finalitzar cada lot en 1’entrenament, s’actualitzara el valor « al mateix temps que
els pesos de la xarxa neuronal. Per a aconseguir-ho s’utilitza el gradient de 1’activacié. El
gradient de 1’activaci6 és definit per la segiient férmula:

of (i) JO, siy; >0
04a; yi, altrament
On cada y; és una neurona de la capa. L'objectiu final és calcular el gradient del
parametre «, que s'utilitza per actualitzar «. Per a aconseguir aco, es necessita el sumatori
de tots els gradients d’activacié d'una capa multiplicat pels gradients propagats de la
capa anterior. Aquest segon parametre el tenim emmagatzemat en HELENNA en un
buffer, accessible des d"un punter de memoria.

Per a la implementaci6 en HELENNA s’ha reservat memoria per a un tensor de la
longitud de les neurones per a emmagatzemar el gradient de l’activacié i també per a
un sol valor alfa, per mantenir actualitzat el valor en cada capa d’activacié. El gradient
d’activaci6 es calcula al mateix temps que es realitza la propagacié de les dades. Des-
prés, s’utilitza en la retropropagacié. S’han afegit les operacions necessaries en la funcié
fn_backward de la capa PReLU, per a calcular el gradient d’alfa per a la capa, on es re-
alitza el sumatori. Després, s’ha utilitzat aquest valor per actualitzar el valor alfa en la
funci6 fn_SGD de fit.c.

L’actualitzaci6é d’aquest valor té un cost computacional relativament menut comparat
amb l'actualitzacié dels pesos i altres operacions que es realitzen en la xarxa neuronal.
No obstant aix0, en la majoria de casos el valor alfa convergeix a 0, convertint-se en una
funcio rectificadora ReLU amb un entrenament prolongat.

ELU

La funcié Unitat Lineal Exponencial, ELU, és una funcié introduida per investigadors
Austriacs de bioinformatica. Aquesta funci6 té la mateixa caracteristica lineal que la Re-
LU, Leaky ReLU i PReLU per als valors positius, perd amb la diferéncia en la ReLU de
tenir valors negatius que prolonguen l'activacié de les neurones com les altres dues fun-
cions. La gran diferéncia amb les funcions Leaky ReLU i PReLU, és que I'ELU se satura
a un valor negatiu a partir de cert valor, reduint la influéncia que podent tenir valors
negatius alts en la propagaci6 dels resultats [4]. La funcié matematica i la seua derivada
son les segiients:

f(x):{x' six >0

a(e* —1), altrament,ona > 0

, B dl RY six >0
fllx) ==
dx f(x)+wa, altrament,ona >0



5.2 Funcions d'activacié 47

— elu 51 —
—— elu_der elu 5
= —— elu_der
4 4
3 34
2 2
1 1
T T T T
=T -4 ) 2 4
—4 -2 2 4

Figura 5.2: A I'esquerra: funcié ELU i la seua derivada amb « = 0.1. A la dreta, funcié ELU i la
seua derivada amb & = 0.5.

Aquesta funcié és més robusta enfront del soroll. Les dades sorolloses poden ser
mostres erronies o dades estranyes que ocasionen problemes a I’hora de 1’entrenament
de la xarxa neuronal. Amb un limitador en els valors negatius es redueix aquest fenomen.

En la implementacié en HELENNA s’ha introduit la mateixa caracteristica que la Le-
aky Relu, sent possible seleccionar el valor alfa (x) amb el que s’inicialitza la funcié. En
la figura 5.2 podem veure dues variants de la funcié ELU amb diferents valors d’alfa.

Swish

La Swish és una funcié d’activacié proposada en 2017 per investigadors de Google amb
I’objectiu de millorar les prestacions i la precisi6 de les funcions d’activaci6 [21]. La funci6é
Swish destaca per tenir la mateixa funci6 tant per a la part positiva com per a la negativa,
a diferencia de les vistes fins ara. Aquesta caracteristica fa que no siga completament
lineal en la part positiva de la funci6, perd, a mesura que els resultats sén més positius
s’apropa a la funci6 lineal. Com totes les funcions estudiades fins al moment diferents
de ReLU, busca solucionar el problema de Dying ReLU amb la incorporacié de valors
d’activaci6 negatius. A més, a mesura que augmenten els valors negatius, la funcié torna

a convergir a 0. Aquesta caracteristica la fa més estable enfront del soroll, com la funcié
ELU.

La funcié matematica de Swish i la seua derivada les podem veure a continuacié, junt
amb una representaci6 grafica en la figura 5.3. Com podem observar, aquesta funci6 té un
cost computacional major a les anteriors, ja que implica més operacions matematiques.
Ac0 pot derivar en problemes si no es té suficient poténcia de comput.

Flx) =1 +e) !
F) =2 = )+ e ) - f)

GELU

La funcié GELU va ser introduida per investigadors nord-americans en 2016. Aquesta
funci6 és la més matematicament complexa, ja que utilitza la funcié d’error de Gauss.
Amb 1'ts d’aquesta funcio, I'activacié té unes caracteristiques molt paregudes a la funcié
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Figura 5.3: A l’esquerra: funci6 Swish i la seua derivada. A la dreta, funcié6 GELU i la seua
derivada.

Swish: no és lineal, perd amb valors molt positius s’apropa a la linealitat i la part nega-
tiva evita el problema de Dying ReLlU, pero torna a convergir a 0 en adoptar valors molt
negatius.

La complexitat de la funcié d’error de Gauss fa que s’utilitzen aproximacions en al-
guns ambits, per limitacions del maquinari o de comput. La funcié d’error de Gauss és

la segtient:
erf(z) = 2/0(:'_t2 dt
B V7T Jz

La funci6 d’error s’utilitza en la funcié GELU i la seua derivada de la segiient forma:

i) =3 vrr(35)]

1+erf( =
F(x) = iyc _ eri(ﬁ) +x(\/127160.5x2>

Com podem observar, la complexitat matematica és molt alta i el cost computacional
també, respecte a altres capes com la ReLU. No obstant aix0, és una de les capes que més
popularitat estan prenent en els dltims anys i els seus resultats en I’aprenentatge profund
I'han portat a ser implementada i estudiada en aquest treball [12].



CAPITOL 6
Avaluacidé dels resultats

A continuaci6 s’analitzen els resultats obtinguts amb les diferents ferramentes i imple-
mentacions realitzades en aquest treball. Per a avaluar cada apartat s’utilitzaran models
de xarxes neuronals amb caracteristiques diferents i diferents conjunts de dades.

Topologies utilitzades

Les topologies utilitzades sén la Resnet, la Inception, la VGG ila AlexNet. Son topologies
diferents presentades per investigadors de diferents companyies, com Google o Microsoft
o institucions com la universitat d’Oxford. Aquestes xarxes van aparéixer per primera
volta en diferents edicions del concurs anual que organitzen els creadors de la base de
dades ImageNet, on es competeix per veure quin model de xarxa neuronal aconsegueix
més precisi6 en classificar els 15 milions d’imatges que té la base de dades (ILSVRC) [24].

El model Resnet va ser presentat en 2015 per investigadors de Microsoft, on van in-
troduir el concepte d’aprenentatge residual. Els resultats d"una capa no tan sols van a la
capa seglient, sin6 que també van al resultat d"unes quantes capes posteriors, afegint-se a
aquest. Aixi es permeten fer moltes operacions sobre les dades (convolucions, redimensi-
ons) sense perdre molta precisi6, ja que van arreplegant el "residu"de capes anteriors. La
idea basica la podem observar en la figura 6.1. En aquest treball s’han utilitzat dues ver-
sions amb 50 capes de profunditat, Resnet50, i amb 101 capes de profunditat, Resnet101
[10]. Aquest model va guanyar la competicié d’ILSVRC en 2015.

L’arquitectura Inception va ser presentada en 2014 per investigadors de Google, amb
una versié anomenada GoogleNet. Proposaven una nova forma d’estructurar les xarxes
neuronals, amb l'estructuracié en moduls inception. Aquests moduls sén combinacions
de capes, que permeten a la xarxa créixer en amplitud en executar diferents operacions
de convoluci6 en els mateixos pesos, que després son concatenats en un tensor resultat
[28]. En aquest treball s’han utilitzat la versi6 InceptionV1, amb moduls inception com
els mostrats en la figura 6.2 i una profunditat de 22 capes, i la versié InceptionV4, que
utilitza moduls més complexes amb altres combinacions de capes i té una profunditat de

CONVZD‘ Batch | RelU HCONV2D| Batch | o1y HCONV2D| Batch
Norm Norm Norm

Figura 6.1: Concepte d’aprenentatge residual en les xarxes Resnet
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Figura 6.2: Modul inception amb reduccions de dimensié.

75 capes. Aquest model va demostrar els seus bons resultats guanyant 1'edicié de 2014
de ILSVRC.

Les topologies VGG i Alexnet son més simples comparades amb les dues anteriors, ja
que simplement sén capes concatenades sense cap implementacié addicional. Una ope-
raci6 darrere d’una altra per processar les dades i entrenar els pesos de la xarxa. La VGG16
té 16 capes de profunditat i la VGG19 té, com el seu nom indica, 19 capes de profunditat
[26]. L'arquitectura AlexNet va guanyar 1’edicié6 d'ILSVRC de 2012, mentre que la VGG16
va quedar segona en 1’any 2014.

En I'annex B tenim més informaci6 sobre aquestes xarxes. En les ferramentes Vitis
Al i TensorRT hem utilitzat les xarxes Resnet50, Resnet101, InceptionVi, InceptionV4,
VGG161 VGG19. En 'estudi de funcions d’activacié en HELENNA s’han utilitzat les xarxes
VGG16 1 AlexNet.

6.1 Resultats amb Vitis Al

Per a I’experimentacié s’ha seguit el flux de treball de Vitis Al per a desplegar models
en FPGA, on el model es quantitza, la versié quantitzada es compila per generar un
model capag de ser desplegat en la targeta i, finalment, s’executa en la targeta en el procés
d’inferéncia. Els models utilitzats son dues versions de la xarxa Resnet, dues versions de
la xarxa GoogleNet o Inception i dues versions de la xarxa VGG.

Aquests models han sigut entrenats en la base de dades ImageNet i estan especi-
alitzats en la classificaci6 d’imatges. S6n capacgos de predir fins a 1000 classes dife-
rents. Per a 'experimentacié utilitzarem 5000 imatges del conjunt de dades de vali-
dacié d'ImageNet. Cada model requereix un processament previ de les imatges dife-
rent, en 'annex A.1.1 esta el codi utilitzat input_fn.py, on les Resnet i vgg utilitzen
preprocess_imagenet, inceptionvl utilitza preprocess_inceptioni inceptionv4 fa Gs
de preprocess_inceptionv4.

S’ha realitzat inferencia amb els models en CPU amb precisi6 de 32 bits, utilitzant la
ferramenta TensorFlow i en FPGA, fent ts de Vitis Al i amb precisié de 8 bits. Tots els
resultats han sigut obtinguts amb una FPGA Alveo U200 i comparats amb els mateixos
experiments en una CPU Intel Core i7-7700 HQ amb una freqiiencia de funcionament de
3,80 GHz. Els experiments realitzats son els segiients:

* Precisié FP32 vs. INT8: En aquesta primera prova s’utilitzaran les 5000 imatges
per calcular la precisié dels models executats en la CPU i en la FPGA.
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RESNET50 INCEPTIONV1 VGG16
100% 100% 100%
90% 90% 90%
80% 80% 80%
70% 70% 70%
60% 60% 60%
50% 50% 50%
40% 40% 40%
30% 30% 30%
20% 20% 20%
10% 10% 10%
0% 0% 0%
TOP1 TOPS TOP1 TOPS TOP1 TOPS
mFP32 mINT8 mFP32 mINT8 mFP32 mINT8

Figura 6.3: Diferencia de top-1 i top-5 en precisié FP32 i INTS, en 3 dels models utilitzats en CPU
i FPGA.

¢ Lateéncia CPU vs. FPGA: 5 imatges diferents s6n inferides amb els models en CPU
i FPGA, on mesurem el temps utilitzat per cada arquitectura.

¢ Capacitat de comput en FPGA: Explorarem el paral-lelisme que ofereix la FPGA en
fer inferencia amb les 5000 imatges amb diferents dimensions de lot. El lot indica
quantes imatges s’executen paral-lelament per execucié.

* Rendiment CPU vs. FPGA: Mesurarem el temps utilitzat per cada arquitectura en
processar i inferir en 5000 imatges.

Una de les caracteristiques de la quantitzacié és que al reduir la dimensi6 dels pesos
i activacions, es perd precisi6. Els models han sigut quantitzats amb 300 iteracions i 500
imatges, perque la ferramenta Vitis Al obtinga les estadistiques necessaries per a poder
funcionar en FPGA amb precisi6 reduida. Per a mesurar la precisi6 utilitzarem les metri-
ques top-11i top-5. El top-1 és el nombre de voltes que la prediccié del model ha coincidit
amb la predicci6 esperada de la imatge i top-5 és el nombre de voltes que la prediccié cor-
recta ha estat entre les 5 primeres prediccions del model. En la figura 6.3 podem observar
la diferencia entre la precisié FP32 i INT8 en tres dels sis models estudiats. Com podem
observar, s’aprecia una reduccié de la precisi6 en la versié quantitzada, tal com espera-
vem, on la precisié top-1 dels models sol estar al voltant del 70%, i la de top-5 sobre el
90%. En la tabla 6.1 tenim la diferéncia entre top-1 de FP32 i INTS, i el mateix per a top-5.
Els termes LOSS1 i LOSS5, representen la perdua de precisié d'INT8 respecte a FP32.

Tal com era d’esperar, en tots els casos estudiats hi ha una pérdua de precisié. Aixo no
obstant, la perdua de precisié és menor en la prediccié top-5 (0% — 1%), el que significa
que la majoria de voltes que el model falla, la prediccié correcta esta relativament prop.
En alguns casos com en la VGG16, la precisi6 top-1 pot arribar a perdre fins a quasi 4%,
perd com la precisi6 top-5 tan sols té una perdua del 0.3%, aixi que entre les 5 primeres
prediccions del model.

En el segiient experiment estudiem la laténcia dels models, realitzant inferéncia sobre
una imatge aleatoria de les 5000 mostres de validacié que tenim. Es mesurara el temps
que tarda el maquinari a realitzar una prediccié amb cada model d’aprenentatge profund.
A la figura 6.4 podem observar la diferéncia en la inferencia de 5 imatges sobre CPU i
FPGA amb tres de les sis xarxes neuronals. A simple vista sabem que 1’execucié en FPGA
és molt més rapida, amb centessimes de segon, enfront de les execucions de CPU, que
estan en les decimes de segon. En la tabla 6.2 podem observar la mitjana de la latencia
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RESNET50 RESNET101 VGG16
CPUfps2 | FPGANTs | CPUppsy | FPGANTs | CPUEp3y | FPGANTS
TOP1 76.24% 75.44% 76.74% 75.32% 71.32% 67.54%
TOP5 92.38% 91.98% 92.66% 92.12% 90.26% 89.96%
LOSS1 0.80% 1.42% 3.78%
LOSS5 0.40% 0.54% 0.30%
INCEPTIONV1 INCEPTIONV4 VGG19
CPUgpsy | FPGANTs | CPUpp32 | FPGANTs | CPUpp32 | FPGA|NTS
TOP1 69.76% 68.76% 79.84% 79.28% 70.90% 70.54%
TOP5 89.63% 88.92% 95.36% 94.69% 90.04% 89.76%
LOSS1 1.00% 0.56% 0.36%
LOSS5 0.71% 0.67% 0.28%

Taula 6.1: Diferéncia de la precisi6 top-1 i top-5 en inferéncia de 5000 imatges amb una CPU
utilitzant TensorFlow amb precisi6é FP32 i una FPGA utilitzant Vitis Al amb precisi6 reduida INTS,
en 6 models de xarxes neuronals diferents.

RESNET50 RESNET101 VGG16

CPUrps; | FPGA|NTs | CPUrps2 | FPGANTs | CPUpp3y | FPGANTS

Temps (s) | 0.55002 0.00896 0.85201 0.01200 2.94335 0.02776
Speedup 61.38630 71.00046 106.02853
INCEPTIONV1 INCEPTIONV4 VGG19

CPUrpsy | FPGANTs | CPUpp3; | FPGANTs | CPUrps2 | FPGANTS

Temps (s) | 0.20664 0.01268 0.88558 0.03938 3.34081 0.02702
Speedup 16.29665 22.48814 123.64194

Taula 6.2: Laténcia i speedup dels models en la inferencia d'una imatge, utlitzant la FPGA amb
Vitis Al o la CPU amb TensorFlow.

obtinguda en 5 execucions tant en CPU com en FPGA, a més de 'acceleraci6 o Speedup
definida per:

Speedup = %
2

On L1 és la latencia en CPU i L2 la laténcia en FPGA. Podem observar com en tots els
casos s’obté una millora de 'ordre de fins a 123 voltes més rapid, en la xarxa VGG19, on
I’'execuci6é en CPU és molt costosa. Les xarxes INCEPTION no milloren tant com les altres
topologies, a pesar que I'execucié en FPGA és quasi i més de 20 voltes més rapida en el
model quantitzat. La versi6 més rapida és la Resnet50 quan s’executa en la FPGA.

L’experimentaci6 segiient ha consistit en la inferéncia de 5000 imatges en la FPGA
amb diferents dimensions de lot. La dimensi6é de lot o batch size, determina el nombre
de mostres processades en paral-lel o al mateix temps en el maquinari, on s’obtindran
totes les prediccions del lot al mateix temps. Hem executat amb dimensions 1, 2, 41 8.
Les execucions amb nombres de lot superiors a 8 han resultat en fallides, per limitacions
de memoria en la targeta. En la figura 6.5 podem vore el temps utilitzat en tres models
diferents per a la inferencia de 5000 imatges. Com podem observar, el rendiment aug-
menta a mesura que la dimensi6 del lot es major. La inferéncia en lot permet superposar
el procés de transferencia de dades que es realitza de CPU a FPGA i per tant maximitzar
el rendiment del model a la FPGA.
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RESNET50 RESNET101 VGG16
CPUrpsy | FPGANTs | CPUrps2 | FPGANTs | CPUprpsy | FPGANTS
Temps (s) | 299.33537 30.4425 523.88671 37.2163 865.21828 68.231
INCEPTIONV1 INCEPTIONV4 VGG19
CPUrps; | FPGAnTs | CPUppsy | FPGANTs | CPUpps; | FPGANTS
Temps (s) | 142.16198 20.3557 964.51396 | 115.72320 | 1199.90377 73.4264

Taula 6.3: Temps d’execucié dels models en la inferencia de 5000 imatges, utlitzant la FPGA amb
Vitis Al o la CPU amb TensorFlow.

Laltim experiment ha consistit en comparar el temps utilitzat en inferir 5000 imatges
en CPU i en FPGA amb les sis xarxes neuronals, utilitzant una dimensié de lot de 8, ja
que s’ha demostrat ser més Optim que altres configuracions. En la tabla 6.3 podem vore
els temps utilitzats, on en la majoria de casos la millora és de 1’ordre de 10 voltes més
rapid en la targeta.

6.2 Resultats amb TensorRT

L’experimentacié amb la llibreria de TensorRT s’ha realitzat amb els mateixos models que
en l'apartat anterior. Per a executar la inferencia en GPU amb TensorRT, s’ha realitzat
una conversié de models entrenats en TensorFlow a motor d’inferencia de TensorRT. La
llibreria de NVIDIA també permet la quantitzacié dels pesos, reduint la precisié de FP32
a INT8, mitjan¢ant un procés de calibracié a 1'hora de crear el motor d’inferéncia. Per als
experiments s’ha utilitzat la versié INT8 dels models. A més, en alguns experiments s’ha
utilitzat una versié FP32 de TensorRT. Els models utilitzats sén dues versions de la xarxa
Resnet, dues versions de la xarxa GoogleNet 0 Inception i dues versions de la xarxa VGG.

S’ha realitzat inferencia amb els models en CPU amb precisi6 de 32 bits, utilitzant la
ferramenta TensorFlow i en GPU, fent tis de TensorRT i amb precisi6é de 8 bits. Tots els
resultats han sigut obtinguts amb una FPGA Alveo U200 i comparats amb els mateixos
experiments en una CPU Intel Core i7-7700 HQ amb una freqiiencia de funcionament de
3,80 GHz. Els experiments realitzats son els segiients:

* Precisi6 FP32 vs. INT8: En aquesta primera prova s’utilitzaran les 5000 imatges
per calcular la precisi6é dels models executats en la CPU i en la GPU.

e Latencia CPU vs. GPU: 5 imatges diferents sén inferides amb els models en CPU
i GPU, on mesurem el temps utilitzat per cada arquitectura. A més, s’observara
la diferencia d’utilitzar la quantitzacié dels pesos en GPU amb precisi6é INTS, i la
versié amb precisié FP32 en GPU.

* Capacitat de comput en GPU: Explorarem el gran paral-lelisme que ofereix la GPU
en fer inferéncia amb les 5000 imatges amb diferents dimensions de lot. La GPU es
caracteritza per la seua alta paral-lelitzaci6 i aci podrem veure com afecta ago a la
infereéncia.

* Rendiment CPU vs. GPU: Mesurarem el temps utilitzat per cada arquitectura en
processar i inferir en 5000 imatges.

Tots els resultats han sigut obtinguts amb una GPU NVIDIA GeForce GTX 1050 i
comparats amb els mateixos experiments en una CPU Intel Core i7-7700 HQ amb una



6.2 Resultats amb TensorRT 55

RESNET50 INCEPTIONV1 VGG16
100% 100% 100%
90% 90% 90%
80% 80% 80%
70% 70% 70%
60% 60% 60%
50% 50% 50%
40% 40% 40%
30% 30% 30%
20% 20% 20%
10% 10% 10%
0% 0% 0%
TOP1 TOPS TOP1 TOPS TOP1 TOPS
mCPU-FP32 mTRT-INT8 mCPU-FP32 mTRT-INT8 mCPU-FP32 mTRT-INT8

Figura 6.6: Diferéncia de top-1 i top-5 en precisié FP32 i INTS8, en 3 dels models utilitzats en CPU
i GPU.

freqiiencia de funcionament de 3,80 GHz. Els resultats en CPU s6n els mateixos que els
utilitzats en I'apartat anterior. Per a inferir dades en els models, les imatges s’han de
processar previament per a adaptar-les a cada xarxa. En I’annex esta el codi de input_fn
que conté les caracteristiques per processar les imatges per a les xarxes.

El primer experiment ha consistit en comprovar la reduccié de pressi6 de la xarxa neu-
ronal en ser calibrada per a funcionar amb precisié reduida INT8. A 1'hora de construir
el motor d’inferencia de TensorRT s’ha utilitzat un calibrador amb 1’ajuda de la llibreria,
que fa un procés de propagaci6 en la xarxa neuronal per a traure estadistiques que Ten-
sorRT utilitza per a escalar els pesos de FP32 a INTS, igual que en el cas de la FPGA. A¢o
pot comportar una perdua de precisié en la inferéencia. Com podem veure en la figura
6.6 i la taula 6.4, els models perden precisi6 en inferir amb precisi6 reduida, pero en els
casos de les xarxes Inception la perdua és significativament major, fins a un 7% menys
de precisi6 en la prediccié. Com aquesta anomalia sols ha afectat aquesta topologia, po-
dem suposar que és per les caracteristiques d’aquestes xarxes o per un mal processament
de les dades en l'etapa de preparacié de les dades, ja que, com podem veure en els altres
casos, la precisié es veu molt poc afectada per la inferencia en precisi6 de 8 bits. També
es doéna el cas en el model VGG19 que la versi6é quantitzada ofereix major precisié que la
sense quantitzar. Aquesta anomalia es deu al fet que la transformacié dels pesos influeix
en les prediccions i s’han realitzat algunes prediccions distintes, que han resultat ser les
correctes.

La segiient experimentaci6é ha consistit a mesurar la latencia i calcular el speedup dels
motors d’inferencia en GPU, respecte als tests en CPU. Per a aquest experiment, s’han
desenvolupat dues versions, una versié amb la mateixa precisi6 en els pesos que CPU
(FP32) i una amb precisi6 reduida de 8 bits, que hem utilitzat en la prova anterior i con-
tinuarem utilitzant en les segiients. Com podem observar en la 6.5, ambdues versions
ofereixen una menor laténcia que la versié de CPU, pero els models amb precisié INT8
s6n molt més rapids que les versions FP32. L’acceleracié és molt similar en les dues
versions de cada model: 60 voltes més rapid en les Resnet, 40 voltes més rapid en les
Inception i més de 200 vegades més rapid en les VGG. El model que més rapid s’executa
és InceptionV1, ja que els moduls inception sén capes que poden executar-se en paral-lel
ila GPU s’especialitza en la paral-lelitzacié.

La segtient prova ha consistit a mesurar el temps que necessita cada model per inferir
5000 imatges amb diferents dimensions de lot. La mida del lot és el nombre de mostres
que es computen en paral-lel, on les prediccions s’obtenen en una sola propagacié de la
xarxa. En la figura 6.7 podem veure el temps requerit amb dimensions de lot 1, 2, 41 8.
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RESNET50 RESNET101 VGG16

CPUrps; | GPUjnTs | CPUfpsz | GPUjnTs | CPUfpps2 | GPUjnTS
71.32% 71.26%

TOP1 76.24% 75.56% 76.74% 77.00%
TOP5 92.38% 91.42% 92.66% 92.60% 90.26% 90.26%
LOSS1 0.68% -0.26% 0.06%
LOSS5 0.96% 0.06% 0.00%
INCEPTIONV1 INCEPTIONV4 VGG19
GPUjnts | CPUgpsz | GPUjnTS

CPUrpsy | GPUinTs | CPUEps2
70.90% 71.14%

TOP1 | 69.76% 62.44% 79.84% 73.22%

TOP5 | 89.63% 82.88% 95.36% 91.10% 90.04% 90.18%
LOSS1 7.32% 6.62% -0.24%
LOSS5 6.75% 4.26% -0.14%

Taula 6.4: Diferencia de la precisié top-1 i top-5 en inferencia de 5000 imatges amb una CPU
utilitzant TensorFlow amb precisié FP32 i una GPU utilitzant TensorRT amb precisi6é reduida
INTS8, en 6 models de xarxes neuronals diferents.

RESNET50 RESNET101
CPUrfps2 | GPUfrps2 | GPUnTs | CPUFp3y | GPUpps, | GPUnTS
Temps (s) | 0.55002 0.19555 0.00913 0.85201 0.21542 0.01288
SEp3o 2.81263 3.95501
SINTS 60.22976 66.15248
INCEPTIONV1 INCEPTIONV4
CPUfps2 | GPUpp32 | GPUnTs | CPUpp32 | GPUppsy | GPUjnTS
Temps (s) | 0.20664 0.00962 0.00563 0.88558 0.04713 0.01921
Sep3o 21.49010 18.79092
SINTS 36.72718 46.09883
VGGl6 VGG19
CPUkgpsy | GPUppsy | GPUjnTs | CPUpp3y | GPUfpp3y | GPUnTS
Temps (s) | 2.94335 0.03682 0.01294 3.34081 0.04342 0.01465
Sep3o 79.94737 76.93980
SINTS 227.40073 228.05005

Taula 6.5: Latencia i speedup dels models en la inferéncia d'una imatge, utlitzant la GPU amb
TensorRT o la CPU amb TensorFlow. La primera fila de speedup representa CPU vs GPU amb
TensorRT utilitzant precisié de 32 bits i la segona fila de speedup representa CPU vs GPU amb
TensorRT utilitzant precisi6 de 8 bits.
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Figura 6.7: Rendiment de 3 models executats en la GPU amb diferents dimensions de lot.

RESNET50 RESNET101 VGG16
CPUrpsy | GPUinTs | CPUrpsy | GPUinTs | CPUppsy | GPUnTS
Temps (s) | 299.335 18.1255 523.887 26.6955 865.218 46.1299

INCEPTIONV1 INCEPTIONV4 VGG19
CPUrpsy | GPUinTs | CPUrpsy | GPUinTs | CPUppsy | GPUNTS
Temps (s) | 142.162 11.7982 964.514 39.3963 1199.904 52.589

Taula 6.6: Temps d’execuci6 de la inferencia de 5000 imatges en els models, utlitzant la CPU amb
TensorFlow, o la GPU, amb TensorRT i precisi6 de 8 bits.

Com podem observar, a més grandaria de lot, més rapid es processen les imatges. La
capacitat de comput paral-lel de la GPU influeix molt en els temps obtinguts. Es déna
una anomalia en la xarxa VGG16, on amb una mida de 2 de lot, es tarda més temps que
a l'inferir una imatge per propagacié. No hem trobat una explicacié a aquest error. Cal
afegir que la GPU utilitzada no tenia suficient memoria per a experimentar amb més
grandaria de lot.

I per tltim, s"han mesurat els temps d’execuci6 en inferir 5000 imatges, amb dimensi6
de lot 8 per a tots els models. La tabla 6.6 conté els resultats. Com podem observar, la
millora és molt significativa en la inferéncia amb TensorRT, utilitzant de 10 a 20 vegades
menys temps en la majoria dels models per a processar el mateix nombre d’imatges que
en CPU. Com hem pogut veure en l'estudi anterior, el paral-lelisme de la GPU dota a
aquesta d'una gran velocitat en processos com aquest.

6.3 Impacte de les funcions d’activacié

Per al’avaluaci6 de les funcions d’activacié implementades, s’ha analitzat el seu impacte
en dues topologies de xarxes neuronals artificials. S’ha avaluat 1’evolucié de l’entrena-
ment de les 6 noves funcions d’activaci6 i s’han utilitzat diferents conjunts de dades. Per
a aquest estudi utilitzem la ferramenta de modelatge de xarxes neuronals HELENNA,
anteriorment descrita. Les funcions a LeakyReLU i ELU s’han inicialitzat amb els valors
0.11 0.5 respectivament, ja que aquests valors aporten rellevancia als valors negatius de
I'eixida de les neurones, sense excedir-nos i crear inconvenients a I’entrenament. S’han
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Figura 6.8: Evoluci6 de la precisi6 en 1’'entrenament del model VGG16 amb el dataset CIFAR 10 en
les 6 funcions d’activaci6 estudiades.

ReLU | LeakyReLU | PReLU
78.7 79.17 80.09

ELU Swish GELU
84.75 84.90 84.36

Taula 6.7: Precisio final en la inferéncia de les 6 funcions d’activacio en el model VGG16

provat les funcions etiquetades en el conjunt de dades CIFAR10 i el conjunt de dades
ImageNet.

Primerament, s’ha entrenat la xarxa VGG16 amb el conjunt de dades CIFAR10 [19], du-
rant 100 époques i amb les diferents funcions d’activacié. En la figura 6.8 podem veure
I'evoluci6 de la precisi6 en 1’entrenament. S’observa com les funcions que més rapid apre-
nen séon la GELU, la Swish i la PReLU. La GELU i la Swish comparteixen caracteristiques,
ja que tenen una complexitat matematica elevada, mentre que la PReLU té I'aprenentatge
del valor alfa, que regula els valors negatius. Podem observar com les funcions ReLU i
Leaky ReLU tenen un comportament molt similar, sent les funcions que pitjors resultats
de precisié han donat al llarg de 1’entrenament. En la taula 6.7 podem veure la precisié
final que tenen aquestes xarxes en el conjunt de dades de validaci6, on es fa inferencia
amb el model per veure la precisié que té en cada epoca. Vegem com les funcions ELU,
Swish i GELU s6n superiors a les altres 3, ja que necessiten menys epoques per aprendre
i, a més, aconsegueixen més precisi6 en finalitzar el seu entrenament.

També s’ha realitzat experimentacié amb el conjunt de dades ImageNet, amb les fun-
cions ReLU, Leaky ReLU i ELU. S'’ha entrenat la xarxa AlexNet durant 10 époques. Po-
dem observar el mateix comportament que en el cas anterior, la funcié ELU té una corba
d’aprenentatge més rapida que les altres funcions, perd en aquest cas la diferencia final
no és tan gran com en l’experimentacié anterior. L'entrenament amb la base de dades
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Figura 6.9: Evoluci6 de la precisié en I’entrenament del model AlexNet amb el dataset ImageNet
en 3 de les funcions d’activacié estudiades.

RESNET50 RESNET101 VGG16
FPGA|NTs | GPUInTs | FPGANTS | GPUNnTS | FPGANTS | GPUNTS
TOP1 75.44% 75.56% 75.32% 77.00% 67.54% 71.26%
TOP5 91.98% 91.42% 92.12% 92.60% 89.96% 90.26%

INCEPTIONV1 INCEPTIONV4 VGG19
FPGAnTs | GPUinTs | FPGANTS | GPUnTs | FPGANTS | GPUInNTS
TOP1 68.76% 62.44% 79.28% 73.22% 70.54% 71.14%
TOP5 88.92% 82.88% 94.69% 91.10% 89.76% 90.18%

Taula 6.8: Precisio top-1 i top-5 dels sis models estudiats en la inferencia de 5000 imatges, utilit-
zant Vitis Al i TensorRT.

ImageNet és un procés molt costés que pot durar dies, aixi que hem ajustat el nombre
d’époques. Les funcions PReLU, Swish i GELU ocasionaven errors de segmentacié que
no hem sigut capagos d’identificar els motius, possiblement per la complexitat matema-
tica d’aquestes 3 funcions.

6.4 FPGA vs. GPU

A continuacié es compararan els resultats obtinguts amb les diferents ferramentes i el
diferent maquinari utilitzat en els mateixos models de xarxes neuronals. Els programaris
Vitis Al i TensorRT tenen moltes caracteristiques en comd, ja que ambdés fan ts del pro-
cés de quantitzaci6 per reduir la precisi6é dels parametres d'una xarxa neuronal i poder
aconseguir una inferencia més rapida, més eficient i amb menys consum de memoria. A
continuaci6 es veuran les diferéncies entre la inferéncia en GPU i en FPGA.

Primer podem veure la diferéncia de precisio, en la taula 6.8 vegem com els mo-
dels executats en GPU i FPGA sén molt similars en aquest aspecte, excepte les xarxes
Inception on ja hem comentat el problema en l’apartat anterior. També destaca que els
models VGG presenten més precisié en GPU que en FPGA, on podem suposar que els
parametres han sigut calibrats més precisos en TensorRT.

A continuacié veurem la diferéncia de laténcia tant en GPU amb TensorRT com en
FPGA amb Vitis Al En la figura 6.10 podem observar com en les xarxes neuronals amb
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Figura 6.10: Diferencia de latencia en la inferencia dels 6 models amb Vitis Al i TensorRT.

més parametres, la GPU ofereix millors resultats, pero, en les xarxes Resnet, la FPGA
és lleugerament millor que la unitat de processament grafic. La gran diferencia en les
Inception podem deduir que és per la gran paral-lelitzacié de la GPU, on les xarxes
neuronals amb aquesta arquitectura espremen aquesta caracteristica amb ’execuci6 de
capes en paral-lel. La gran densitat d’operacions de les VGG ofereix una latencia menor.

I per ultim observarem la diferencia de rendiment entre la FPGA i la GPU. S’ha uti-
litzat una dimensi6 de lot de 8 imatges, per tant, en cada propagacié tant en FPGA com
en GPU es processen 8 imatges simultaniament. En la figura 6.11 s’aprecia com en tots
els casos la GPU és capag de processar i inferir les 5000 imatges més rapid que la FP-
GA. Una volta més, la gran paral-lelitzaci6 dels nuclis de la GPU permet oferir aquestes
prestacions enfront d’altres maquinaris com la FPGA o la CPU.

Cal afegir que, en la majoria dels casos, la FPGA té un consum d’energia menor que
les GPU. En aquest cas, hem pogut estimar el consum energetic de la GPU NVIDIA Ge-
Force GTX 1050 des de 70 W fins a 160 W en operacions costoses, com és el procés d’infe-
réncia i, la FPGA Alveo U200 entre 100 W i 110 W. A I'hora de desenvolupar una solucié
en alguna d’aquestes arquitectures és una caracteristica important a tenir en compte.Per
exemple, en aplicacions de conduccié autonoma on el consum energetic és un factor molt
important i on no és tan important el paral-lelisme a nivell de lot, ja que les imatges arri-
ben en temps real, les FPGA es presenten com una solucié molt competitiva.
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Figura 6.11: Diferencia de rendiment en la inferencia de 5000 imatges en els 6 models, amb Vitis

Al i TensorRT.






CAPITOL 7

Conclusions

Aquest projecte ha consistit a explorar opcions del suport d’inferéncia de xarxes neu-
ronals en diferents plataformes heterogenies, i I's de diferents funcions en xarxes neu-
ronals per millorar la seua precisi6 final. Després del treball realitzat amb les diferents
ferramentes, podem arribar a les segiients conclusions:

¢ S’han adquirit coneixements en profunditat de les caracteristiques principals de les
xarxes neuronals, aixi com de ’estat actual de I'aprenentatge profund.

* S’ha fet un estudi de les arquitectures GPU i FPGA, presents en les plataformes
heterogeénies i utilitzades en aquest treball per a I'experimentacio.

e S’han utilitzat amb eéxit les ferramentes més avancades per a I'execucié de xarxes
neuronals en GPU i FPGA. S'ha detallat el flux de treball a seguir per desplegar un
model entrenat en aquests dispositius, amb ’estudi de les ferramentes i el desen-
volupament de codi. A més, s’han comparat els processos d’inferencia d’ambdues
ferramentes fent émfasi en el que destaca cada un. Els resultats confirmen que 1'op-
timitzaci6 del programari de les xarxes neuronals té un impacte significatiu en el
temps d’execuci6 del procés d’inferencia, tant a FPGA com a GPU.

¢ S’han implementat noves funcionalitats en una plataforma d’entrenament i infe-
réncia de xarxes neuronals, amb 1’objectiu de millorar caracteristiques dels proces-
sos d’inferencia i entrenament. En particular s’han desenvolupat 5 noves funcions
d’activacié derivades de la ReLU. Els resultats obtingut corroboren la millora de la
precisi6 en el proces d’inferencia amb funcions d’activacié més avangades.

7.1 Relacié amb els estudis cursats

Gran part dels coneixements requerits ja havien estat adquirits en assignatures dels cur-
sos anteriors i de 1’actual.

Estructura de Computadors: els coneixements de les caracteristiques del processador
juntament amb les arquitectures més utilitzades en el mén de la informatica han
sigut essencials per a aquest treball.

Arquitectura i Enginyeria de Computadors: en aquesta assignatura es detalla el con-
cepte d’arquitectura i els parametres que afecten les prestacions d’aquesta, temes
molt presents en el treball.
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Arquitectures Avancades: aquesta assignatura aprofundeix més en les arquitectures del
processador i I'impacte de les estructures del processador en el temps d’execucio
de les aplicacions, sent de gran utilitat en el desenvolupament del projecte.

Llenguatges i Entorns de Programacié Paral-lela: 1'ts de ferramentes de programaci6 pa-
ral-lela i arquitectures amb gran paral-lelitzacié han estat molt presents en el treball
realitzat. Els coneixements adquirits en aquesta assignatura han sigut molt ttils
(analisi de dades i programacié6 en C).

Disseny de Sistemes Digitals: en aquesta assignatura s’aprofundeix en l'arquitectura
de les FPGA. En el projecte s’ha treballat amb aquesta arquitectura, aixi que gran
part dels coneixements necessaris per a entendre el funcionament ja havien estat
tractats en aquesta assignatura.

Sistemes Intel-ligents: en aquesta assignatura s’introdueixen conceptes tractats en aquest
treball, com les xarxes neuronals i la intel-ligeéncia artificial.

7.2 Treball futur

A continuaci6 s’exposen uns estudis i implementacions que es poden realitzar en el futur
d’aquest TFG.

7.2.1. Quantificar I'is de memoria en les ferramentes

Un estudi de I'is de memoria haguera enriquit el treball, ja que en I'experimentaci6 re-
alitzada en Vitis Al i TensorRT sobre FPGA i GPU no s’ha pogut quantificar aquesta
caracteristica. Tampoc s’ha pogut veure l'impacte energetic real que té la inferéncia de
xarxes neuronals en aquestes ferramentes. En un futur cal explorar alternatives i metodes
per poder mesurar aquestes dues caracteristiques.

7.2.2. Procés de quantitzaci6 en HELENNA

En aquest treball s’han utilitzat ferramentes que automatitzen el procés de quantitzaci6é
de les xarxes neuronals, sense que l'usuari siga conscient de com esta funcionant aquesta
reduccié de precisié en el model quantitzat. La gran complexitat d’aquesta junt amb els
coneixements limitats en aquest camp al principi de la realitzaci6 del treball han impe-
dit I'exploraci6é d’aquesta possibilitat. Amb la finalitzacié del treball i els coneixements
adquirits, quantitzar els pesos d’una xarxa neuronal dissenyada amb la ferramenta HE-
LENNA és possible en un futur.

A més, agd permetria veure I'impacte de les funcions d’activacié desenvolupades al
costat d’aquesta técnica, ja que en l'experimentacié amb les ferramentes Vitis Al i Ten-
sorRT, no totes aquestes funcions estaven suportades, per tant es va descartar fer un
estudi conjunt.
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APENDIX A
Funcions 1 codi

A continuaci6 estan algunes de les funcions i el codi implementat en el desenvolupament
d’aquest treball.

A.1 Vitis Al i TensorRT

A.1.1. Preprocessar imatges: input_fn.py

import cv2

3| _RMEAN = 123.68

116.78

_G_ MEAN

5| B MEAN = 103.94

MEANS = [_B_MEAN,_G MEAN, R MEAN]

def resize_shortest_edge (image, size):
H, W = image.shape[:2]
if H>=W:
nW = size

nH = int(float (H)/W = size)
else:
nH = size

nW = int(float(W)/H = size)
return cv2.resize (image, (nW,nH))

def mean_image_subtraction(image, means):
B, G, R = cv2.split(image)
B = B — means[0]
G = G - means[1]
R = R - means[2]
return cv2.merge([R, G, B])

o| def BGR2RGB(image) :

B, G, R = cv2.split(image)
return cv2.merge([R, G, B])

def central_crop (image, crop_height, crop_width):
offset_height = (image.shape[0] - crop_height) // 2
offset_width = (image.shape[l] - crop_width) // 2
return image[offset_height:offset_height + crop_height, offset_width:
offset_width + crop_width, :]

def normalize (image):
image=image /256.0
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70 Funcions i codi

#

image=image—0.5
return image=2

preprocessa resnets i vgg

def preprocess_imagenet(image, channels=3, height=224, width=224):

img = resize_shortest_edge (image, 256)
img = mean_image_subtraction (img, MEANS)
return central_crop (img, 224, 224)

def preprocess_inception(image, channels=3, height=224, width=224):

img = BGR2RGB(image)

img = resize_shortest_edge (img, 256)
img = central_crop (img,224,224)
return normalize (img)

def preprocess_inceptionv4 (image, channels=3, height=299, width=299):

img = BGR2RGB(image)

img = resize_shortest_edge (img, 342)
img = central_crop (img, 299, 299)
return normalize (img)

calib_image_dir = "/workspace/images/1000images/"
calib_image_list = "/workspace/images/tf_calib.txt"

def calib_input(iter):

images = []
line = open(calib_image_list).readlines ()
curline = line[iter]

name = curline.strip ()

image = cv2.imread(calib_image_dir + name)
images.append (preprocess_imagenet (image))
return {"input": images}

A.1.2. Inferéncia amb Vitis Al, codi de Xilinx modificat: inferenceFPGA.py

#
#
#
#
#
#
#
#
#
#
#
#
#

Copyright 2019 Xilinx Inc.

Licensed under the Apache License, Version 2.0 (the "License");
you may not use this file except in compliance with the License.
You may obtain a copy of the License at

http:/ /www. apache.org/licenses/LICENSE-2.0

Unless required by applicable law or agreed to in writing, software
distributed under the License is distributed on an "AS IS" BASIS,
WITHOUT WARRANTIES OR CONDITIONS OF ANY KIND, either express or implied.
See the License for the specific language governing permissions and
limitations under the License.

from ctypes import =
import cv2

import numpy as np
import runner
import os

import input_fn
import math

import threading
import time

import sys

#

Calcular funcio Softmax en CPU

def CPUCalcSoftmax(data,size):
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sum=0.0
result = [0 for i in range(size)]
for i in range(size):
result[i] = math.exp(data[i])
sum +=result[i]
for i in range(size):
result[i] /=sum
return result

7| def get_script_directory ():

path = os.getcwd ()
return path

# Obte els resultats TOP5
def TopK(datain, size, filePath):

cnt = [i for i in range(size) ]
pair = zip(datain, cnt)
pair = sorted(pair, reverse=True)

softmax_new , cnt_new = zip (*pair)
fp = open(filePath, "r
datal = fp.readlines ()
fp.close ()

print ("")

#print (name)

for i in range(5):

"

flag = 0
for line in datal:
if flag == cnt_new|[i]:

print ("Top[%d] %f %s" % (i, (softmax_new[i]), (line.strip)("\n"

)))
flag = flag+1

1 = threading.Lock()
SCRIPT_DIR = get_script_directory ()

calib_image_dir = "/workspace/images/" + sys.argv[2]

label_file = "/workspace/images/words. txt"
IMAGE WIDTH = 224
IMAGE_HEIGHT = 224

batchSize = 1
global threadnum

7| threadnum = 0

global runTotall
runRotal = 0

# Executa inferencia

def

runlnference (dpu, img, cnt):

# dimensions dels tensors

inputTensors = dpu.get_input_tensors ()

outputTensors = dpu.get_output_tensors ()

tensorformat = dpu.get_tensor_format ()

if tensorformat == dpu.TensorFormat .NCHW:
outputHeight = outputTensors[0].dims[2]
outputWidth outputTensors[0].dims[3]
outputChannel = outputTensors[0].dims[1]

elif tensorformat == dpu.TensorFormat NHAC:
outputHeight = outputTensors[0].dims[1]
outputWidth outputTensors[0].dims[2]
outputChannel outputTensors[0].dims[3]

else:
exit ("Format error")

outputSize = outputHeight * outputWidth * outputChannel

softmax = np.empty(outputSize)
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91 global runTotall

92 count = cnt

93 while count < runTotall:

94 l.acquire ()

95 if (runTotall < (count+batchSize)):

9% runSize = runTotall - count

97 else:

98 runSize = batchSize

99 l.release ()

100 shapeln = (runSize,) + tuple([inputTensors[0].dims[i] for i in range(
inputTensors [0].ndims) J[1:])

101

102 outputData = []

103 inputData = []

104 outputData.append (np.empty ((runSize ,outputSize), dtype = np.float32,
order = 'C"))

105 inputData .append (np.empty ((shapeln), dtype = np.float32, order = 'C’"))

106

107 # copia image o images en buffer dentrada

108 for j in range(runSize):

109 imageRun = inputData[0]

110 imageRun[j ,...] = img[count+j]

111

112 # executa inferencia en FPGA

113 job_id = dpu.execute_async(inputData, outputData)

114 dpu. wait(job_id)

115

116 # calcula softmax i top5 a partir del tensor deixida

117 for j in range(runSize):

118 softmax = CPUCalcSoftmax (outputData[0][j], outputSize)

119 TopK(softmax, outputSize, label_file)

120 1.acquire ()

121 count = count + threadnum=runSize

122 l.release ()

123

124| def main(argv):

125 global threadnum

126 # crea un runner

127 dpu = runner.Runner(argv[1])

128 listimage = os.listdir (calib_image_dir)

129 threadAll = []

130 threadnum = 1

131 i=20

132 global runTotall

133 runTotall = len(listimage)

134

135 """image list to be run """

136 img = []

137

138 for i in range(runTotall):

139 path = os.path.join (calib_image_dir, listimage[i])

140 img.append (input_fn.preprocess_fn(path))

141

142 imgData = np.transpose(img, (0, 3, 1, 2))

143

144 # executa inferencia

145 timel = time.time ()

146 runlnference (dpu, imgData, 0)

147 time2 = time.time ()

148

149 timetotal = time2 - timel

150

151 fps = float(1l / timetotal)

152 print("%.4f seconds" %timetotal)
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print("%.2f FPS" %fps)

del dpu
if __name__ == "__main__":
if len(sys.argv) != 3:

print("please input image folder and json file path.")
else

main(sys.argv)

A.1.3. Crear motor d'inferéncia de TensorRT: buildEngine.py

import os

import glob

import argparse
import random
import numpy as np
import cv2

from input_fn import preprocess_imagenet
from onnx import ModelProto

import tensorrt as trt

import pycuda.driver as cuda

import pycuda.autoinit

TRT_LOGGER = trt.Logger(trt.Logger WARNING)
trt_runtime = trt.Runtime (TRT_LOGGER)

# https://docs.nvidia.com/deeplearning/sdk/tensorrt—api/python_api/infer/Int8/

EntropyCalibrator2 . html
class ImagenetCalibrator(trt.IInt8EntropyCalibrator2):

def init__(self, calibration_files=[], batch_size=32, input_shape=(224,

224, 3),
cache_file="calibration.cache", preprocess_func=None):
super () . __init__ ()
self .input_shape = input_shape
self.cache_file = cache_file
self .batch_size = batch_size

self .batch = np.zeros ((self.batch_size, xself.input_shape), dtype=np.

float32)
self.device_input = cuda.mem_alloc(self.batch.nbytes)

self.files = calibration_files
if len(self. files) % self.batch_size != 0:

self.files += calibration_files[(len(calibration_files) % self.

batch_size):self.batch_size]
self .batches = self.load_batches ()
self . preprocess_func = preprocess_func

def load_batches(self):
for index in range(0, len(self.files), self.batch_size):
for offset in range(self.batch_size):
image = cv2.imread(self.files[index + offset])
self .batch[offset] = self.preprocess_func(image, =*self.
input_shape)
yield self.batch

def get_batch_size(self):
return self.batch_size




74 Funcions i codi

47 def get_batch(self , names):

48 try:

49 batch = next(self.batches)

50 cuda.memcpy_htod(self.device_input, batch)
51 return [int(self.device_input)]

52 except Stoplteration:

53 return None

54

55 def read_calibration_cache(self):

56 # Si hi ha un arxiu cache, utilitzar per no fer la calibracio de nou
57 if os.path.exists(self.cache_file):

58 with open(self.cache_file, "rb") as f:

59 return f.read ()

60

61 def write_calibration_cache(self, cache):

62 with open(self.cache_file, "wb") as f:

63 f.write (cache)

es| def get_int8_calibrator(calib_cache, calib_data, max_calib_size,
preprocess_func_name, calib_batch_size):

66
67 if calib_cache != "" and os.path.exists(calib_cache):

68 calib_files = []

69 else:

70 if not calib_data:

raise ValueError ("ERROR: No hi ha dades de calibracio")

73 calib_files = get_calibration_files (calib_data, max_calib_size)
74

75 import input_fn

76 if preprocess_func_name is not None:

77 preprocess_func = getattr (input_fn, preprocess_func_name)

78 else:

79 preprocess_func = input_fn.preprocess_imagenet

80

81 int8_calibrator = ImagenetCalibrator(calibration_files=calib_files ,
82 batch_size=calib_batch_size,

83 cache_file=calib_cache,

84 preprocess_func=preprocess_func)
85 return int8_calibrator

86
87
ss| def get_calibration_files(calibration_data, max_calibration_size=None,
allowed_extensions=(".jpeg", ".jpg", ".png")):

89 calibration_files = [path for path in glob.iglob(os.path.join(
calibration_data, "#*"), recursive=True)

90 if os.path.isfile (path) and path.lower () .endswith(

allowed_extensions) ]

91

92 if max_calibration_size:

93 if len(calibration_files) > max_calibration_size:

94 random . seed (42)

95 calibration_files = random.sample(calibration_files,

max_calibration_size)
96
97 return calibration_files
98
99
10| def build_engine (onnx_path, shape, preprocess, cache):

101 with trt.Builder (TRT_LOGGER) as builder, builder.create_network (1) as
network, trt.OnnxParser(network, TRT LOGGER) as parser, builder.
create_builder_config () as config:

102 config.max_workspace_size = (256 << 20)
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with open(onnx_path, ’'rb’) as model:
parser.parse(model.read())

network. get_input(0) .shape = shape

config.set_flag (trt.BuilderFlag.INTS8)

config.int8_calibrator = get_int8_calibrator (cache, "./images/5000images

/", 5000, preprocess, 128)

engine = builder.build_engine (network, config)

return engine

def save_engine(engine, file_name):
buf = engine.serialize ()
with open(file_name, 'wb’) as f:
f.write (buf)

def main(args):
engine_name = args.plan_file
onnx_path = args.onnx_file
prp_function = "preprocess_imagenet"
cache ="./int8/int8 .cache”
batch_size =1

model = ModelProto ()
with open(onnx_path, "rb") as f:
model. ParseFromString (f.read () )

do
d1

shape = [batch_size , d0, d1 ,d2]

engine = build_engine (onnx_path, shape= shape, preprocess=prp_function,

cache=cache)
save_engine (engine, engine_name)

"

if __name__ == "__main__
parser = argparse.ArgumentParser ()
parser.add_argument(’'-—onnx_file’, type=str)

"

parser.add_argument(’'——plan_file’, type=str, default="engine.plan’)

parser.add_argument(’'——prp’, type=str)
parser.add_argument(’'--cache’,type=str)
args=parser.parse_args ()

main(args)

model. graph.input[0]. type.tensor_type.shape.dim[1].dim_value
model. graph.input[0]. type. tensor_type.shape.dim[2]. dim_value
d2 = model.graph.input[0].type.tensor_type.shape.dim[3].dim_value

A.1.4. Inferéncia de 1image TensorRT: inferenceGPU.py

import time

import sys

import random

import tensorrt as trt
import cv2

import numpy as np

import pycuda.driver as cuda
import input_fn

TRT_LOGGER = trt.Logger(trt.Logger WARNING)
trt_runtime = trt.Runtime (TRT LOGGER)

input_file = "ILSVRC2012_val_00000167 .JPEG"

input_path = "/home/alizrui/TENSORRT/images/5000images/"
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16| # words file

17| file_words = open("images/words. txt")
18l words = file_words.readlines ()

19| file_words. close ()

2| # file with names

2| file_images = open("images/list5000.txt")

23| images = file_images.readlines ()

24| file_images . close ()

2| serialized_plan_fp32 = sys.argv[1l] #"resnet50.plan”
27| HEIGHT = 224

2s|WIDTH = 224

30| _RMEAN = 123.68
31| _G_MEAN 116.78

| BMEAN = 103.94

31| MEANS = [_B_MEAN, G MEAN, R MEAN]

36| def load_engine (trt_runtime, plan_path):
37 with open(plan_path, ’'rb’) as f:

38 engine_data = f.read ()
39 engine = trt_runtime.deserialize_cuda_engine (engine_data)
40 return engine

41
©| def allocate_buffers(engine, batch_size, data_type):

3 # Buffers del host mab les dimesnions dels tensors dentrada i eixida

44 h_input_1 = cuda.pagelocked_empty(batch_size % trt.volume(engine.
get_binding_shape(0)), dtype=trt.nptype(data_type))

45 h_output = cuda.pagelocked_empty(batch_size x trt.volume(engine.
get_binding_shape (1)), dtype=trt.nptype(data_type))

46 # Buffers de GPU amb les mateixes dimensions

47 d_input_1 = cuda.mem_alloc(h_input_1.nbytes)

48 d_output = cuda.mem_alloc(h_output.nbytes)

49 # Stream de CUDA on es copiaran els resultats i es fara la inferencia

50 stream = cuda.Stream ()

51 return h_input_1, d_input_1, h_output, d_output, stream

53| def load_images_to_buffer(pics, pagelocked_buffer):
5 preprocessed = np.asarray(pics).ravel()
55 np.copyto(pagelocked_buffer, preprocessed)

57| def do_inference(engine, pics_1, h_input_1, d_input_1, h_output, d_output,
stream, batch_size, height, width):

58 load_images_to_buffer(pics_1, h_input_1)

59
60 with engine.create_execution_context() as context:
61 # Copiar dades a la GPU

62 cuda.memcpy_htod_async(d_input_1, h_input_1, stream)

63 # Executa inferencia

64 context.profiler = trt.Profiler ()

65 context.execute (batch_size=1, bindings=[int(d_input_1), int(d_output)])
66 # Recupera prediccions de la GPU

67 cuda.memcpy_dtoh_async(h_output, d_output, stream)

68 # Sincronitzacio del stream

69 stream .synchronize ()
70 # Torna el resultat
71 out = h_output

72 return out

74| # selecciona dada aleatoria
75| input_file = random.choice (images).split()[0]

76




86
87
88

89

90

91

93

94

96
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# preprocess
image = cv2.imread (input_path + input_file)
image = input_fn.preprocess_imagenet(image)

# carrega el motor dinferencia
engine = load_engine(trt_runtime, serialized_plan_fp32)

# reserva buffers cuda
h_input, d_input, h_output, d_output, stream = allocate_buffers(engine, 1, trt.
float32)

# inferencia

tl = time.time ()

out = do_inference(engine, image, h_input, d_input, h_output, d_output, stream,
1, HEIGHT, WIDTH)

t2 = time.time ()

2| # top 5 resultats

res = out.argsort()[-5:][::-1]

5| print ("Image : "+ input_file + "\ntop[0] prob = " + str(out[res[0]]) + " name

" " "

= "+ words[res[0]] + "top[l] prob = + str(out[res[1]]) + name = "+

words[res[1]] + "top[2] prob = " + str(out[res[2]]) + " mname = "+ words|

res[2]] + "top[3] prob = " + str(out[res[3]]) + " name = "+ words[res[3]]

+ "top[4] prob = " + str(out[res[4]]) + " name = "+ words[res[4]])
print("Total time: ", t2 - t1)

A.2 Funcions d’activacié

A continuaci6 esta el codi C implementat en les funcions d’activacié. La implementaci6
en C utilitza clasules de la llibreria OpenMP per a paral-lelitzar el codi. Els tensors d’en-
trada de la funci6 d’activaci6 estan en x, mentre que el tensor resultat s’emmagatzema en

Y.

A21. ReLU

int fn_matrix_relu_cpu(type #*x, type =y, int rows, int cols) {
int cells = rows * cols;
#pragma omp parallel for
for (int i = 0; i < cells; i++) {
y[i] = (x[i] < 0.0) ? 0.0 : x[i];
}

return 1;

int fn_matrix_relu_der_cpu(type *ml, int rows, int cols, type =m2) {
int cells = rows * cols;
#pragma omp parallel for
for (int i = 0; i < cells; i++4) {
m2[i] = (ml[i] > 0.0);
}

return 1;

A.2.2. Leaky ReLU
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1| int fn_matrix_leakyrelu_cpu(type =x, type =y,

2 int rows, int cols, float alpha) f{
3 #pragma omp parallel for
4 for (int i = 0; i < cells; i++) {

5 y[i] = (x[i] < 0.0) ? alpha =* x[i] : x[i];
6 }

7 return 1;

o[ int fn_matrix_leakyrelu_der_cpu(type sml, int rows, int cols,
11 type *m2, float alpha) {

12 int cells = rows * cols;
13 #pragma omp parallel for
14 for (int i = 0; i < cells; i++4) {

15 m2[i] = (ml[i] > 0.0) ? 1 : alpha;
16 }

17 return 1;

A.2.3. Parametric ReLU

1lint fn_matrix_parametricrelu_cpu(type =x, type =y,

2 int rows, int cols, float alpha, type xz) {
k int cells = rows * cols;

4 #pragma omp parallel for

5 for (int i = 0; i < cells; i++) {

¢ y[i] = (x[i] < 0.0) ? alpha = x[i] : x[i];

7 z[i] = (x[i] < 0.0) ? x[i] : 0.0 ; // gradient of activation
8 }

9 return 1;

10| }

11

2|int fn_matrix_parametricrelu_der_cpu(type »ml, int rows, int cols,
13 type *m2, float alpha) {

14 int cells = rows * cols;

15 #pragma omp parallel for

16 for (int i = 0; i < cells; i++) {

17 m2[i] = (ml[i] > 0.0) ? 1 : alpha;
18 }

19 return 1;

201 }

A.2.4. ELU

1| int fn_matrix_elu_cpu(type #x, type =*y, int rows, int cols, float alpha) {
2 int cells = rows = cols;

3 #pragma omp parallel for

4 for (int i = 0; i < cells; i++4) {

5 y[i] = (x[i] < 0.0) ? alpha =* (exp(x[i]) - 1) : x[il];

6 }

7 return 1;

o[int fn_matrix_elu_der_cpu(type =ml, int rows, int cols,

11 type *m2, float alpha) {

12 int cells = rows * cols;

13 #pragma omp parallel for

14 for (int i = 0; i < cells; i++) {

15 m2[i] = (ml[i] > 0.0) ? 1 : alpha + (alpha * (exp(ml[i]) - 1));
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}

return 1;

A.2.5. Swish

int fn_matrix_swish_cpu(type =x, type =*y, int rows, int cols) {
int cells = rows * cols;
#pragma omp parallel for

for (int i = 0; i < cells; i++4) {
ylil = x[i] / (1 + exp(-x[i]));
}
return 1;
}
int fn_matrix_swish_der_cpu(type »ml, int rows, int cols, type *m2) ({
int cells = rows * cols;
#pragma omp parallel for
for (int i = 0; i < cells; i++4) {

m2[i] = (ml[i] / (1 + exp(-ml[i]))) +
(1/(1 + exp(-ml[i])) =
(1 = (ml[i] / (1 + exp(-ml[i])))));
}

return 1;

A.2.6. GELU

int fn_matrix_gelu_cpu(type #*x, type =y, int rows, int cols) ({

int cells = rows * cols;
#pragma omp parallel for
for (int i = 0; i < cells; i++) {
y[i] = x[i] = (0.5 = (1.0 + erf(x[i] / sqrt(2.0))));
}
return 1;
}
int fn_matrix_gelu_der_cpu(type *ml, int rows, int cols, type =m2) {
int cells = rows * cols;
#pragma omp parallel for
for (int i = 0; i < cells; i++) {

float omega = (1.0 + erf(ml[i] / sqrt(2.0))) / 2.0;
float px = (1.0 / sqrt(2 = M_PI)) = exp((-1.0/2.0) * pow(ml[i],2))
m2[i] = omega + ml[i] * px;
}

return 1;

7







APENDIX B

Topologies de xarxes neuronals

Per a descriure les topologies utilitzades s’han esquematitzat la primera de les dues ver-
sions de cada tipus. La segona versi6 de les dues que composen cada grup és una versio
amb més capes i més profunda en tots els casos, perod sols en la primera ens podem
il-lustrar i entendre com sén aquests models.

B.1 Resnet

La xarxa Resnet50 esta composta per blocs de capes, on 1'operacié principal és la con-
voluci6 i on s’utilitza I'aprenentatge residual com s’ha comentat en la memoria. En la
figura B.1 podem observar I’estructura d’aquesta xarxa. Com podem observar, els blocs
convl, conv2 i conv3 tenen una profunditat de 3 capes amb 3 convolucions seqiiencials
cada bloc. En la xarxa hi ha 16 blocs com aquest, el que ho fan 16 * 3 = 48 convolucions
de profunditat més 1 convolucié que hi ha al principi i una capa fully connected al final,
amb un total de 50 capes de profunditat. D’aqui el nom de la xarxa. En la Resnet101
'estructura és la mateixa pero0 fins a arribar a 101 capes de profunditat.

B.2 Inception

L’arquitectura Inception és caracteritza per 1'is de blocs inception, format per varies ca-
pes. Com podem veure en la figura B.2 podem vore l'estructura dels blocs inception en la
xarxa InceptionV1i. La xarxa utilitzada té 24 capes de profunditat. La versi6 InceptionV4
té molta més complexitat, on s’utilitzen diferents tipus de blocs inception amb diferents
combinacions.

B.3 VGG

El model VGG16 s’estructura en 13 capes convolucionals, combinades amb operacions
de pooling i 3 capes fully connected al final de la xarxa, formant una profunditat de 16
capes. La versi6 VGG19 conta amb 3 capes convolucionals més, afegint més complexitat
computacional al model. En la figuera B.3 podem veure l'estructura de la VGG16.

81
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Figura B.2: Xarxa InceptionV1
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