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RESUMEN

En el presente proyecto de final de grado se pretende desarrollar un algoritmo capaz de
etiquetar segun su gravedad a pacientes hospitalizados por COVID-19. Este algoritmo busca abrirse
paso en situaciones de colapso hospitalario, ofreciendo una ayuda diagndstica intuitiva al personal
clinico para tratar y monitorizar a dichos pacientes.

Para el desarrollo del trabajo se ha tomado la base de datos del proyecto “COVID DATA SAVE
LIVES”, proporcionada a la comunidad cientifica por el grupo hospitalario HM Hospitales en abril de
2020. Se ha realizado un analisis exploratorio sobre dichos datos y se ha tratado de encontrar en ellos
aquellas variables que puedan ser discriminantes a la hora de predecir como evolucionara un paciente
hospitalizado por COVID-19.

Durante el andlisis exploratorio de los datos se encontraron diversas limitaciones que podrian
afectar al correcto desarrollo del predictor; sin embargo, se ha logrado finalmente plantear un
algoritmo de prediccion capaz de etiquetar con éxito a un 74,8% de los pacientes enfermos.

Palabras clave: COVID-19, SARS-CoV-2, Inteligencia Artificial, Macrodatos, Prediccion de
enfermedades con algoritmos de Aprendizaje Automatico, Clasificadores, Anadlisis exploratorio de
datos
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RESUM

En el present projecte de final de grau es pretén desenvolupar un algoritme capag de etiquetar
segons la seua gravetat a pacients hospitalitzats per COVID-19. Aquest algoritme busca obrir-se pas en
situacions de col-lapse hospitalari, oferint una ajuda diagnostica intuitiva al personal clinic per a un
millor tractament i monitoritzacié dels pacients.

Per al desenvolupament del treball s’ha pres la base de dades del projecte “COVID DATA SAVE
LIVES”, proporcionada a la comunitat cientifica pel grup hospitalari HM Hospitales a I’abril de 2020.
S’ha realitzat un analisi exploratori d’aqueixes dades i s’ha tractat de trobar en elles les variables que
pogueren ser discriminants a I’hora de predir com evolucionara un pacient hospitalitzat per COVID-19.

Durant I'analisi exploratori de les dades es van trobar diverses limitacions que podrien haver
afectat al correcte desenvolupament del predictor; no obstant aixd, s’ha aconseguit finalment
plantejar un algoritme capag d’etiquetar amb exit a un 74,8% dels pacients malalts.

Paraules clau: COVID-19, SARS-CoV-2, Intel-ligéncia Artificial, Macrodades, Prediccié de
malalties amb algoritmes de Aprenentatge Automatic, Classificadors, Analisi exploratori de dades
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ABSTRACT

The aim of this final degree project is to develop an algorithm capable of labelling patients
hospitalized for COVID-19 according to their severity. This algorithm seeks to break through in hospital
collapse situations, offering an intuitive diagnostic aid to clinical staff to treat and monitor these
patients.

For the development of the project, the database of the "COVID DATA SAVE LIVES" project
provided to the scientific community by the HM Hospitales hospital group in April 2020 was taken. An
exploratory analysis of the data was carried out and an attempt was made to find in them variables
that may be discriminating when predicting how a patient hospitalized for COVID-19 will evolve.

During the exploratory analysis of the data, different limitations that could affect the correct
development of the predictor were found; however, it was finally possible to develop a prediction
algorithm with a 74,8% of accuracy.

Keywords: COVID-19, SARS-CoV-2, Artificial Intelligence, Big Data, Disease prediction with
Machine Learning algorithms, Classifiers, Exploratory data analysis
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ACRONIMOS

SARS-CoV-2 Severe acute Respiratory Syndrome Coronavirus 2
COVID-19 Enfermedad por coronavirus 2019

1A Inteligencia Artificial

ML Machine Learning

ID Identificador

FC Frecuencia Cardiaca

PA Presién Arterial

Pa0; Presion arterial parcial de Oxigeno

OoMS Organizacion Mundial de la Salud

uci Unidad de Cuidados Intensivos

HCE Historia Clinica Electrdnica
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1. OBIETIVOS

El objetivo principal de este proyecto es el de desarrollar un modelo capaz de predecir como
evolucionara un paciente con COVID-19, utilizando algoritmos propios de la inteligencia artificial y
técnicas de big data. El propdsito es que dicho sistema sea capaz de clasificar a los individuos sobre los
que se le proporcionen una serie de datos con la mayor precisidon posible, utilizando algoritmos
supervisados de machine learning.

Para llegar a dicho fin, se tomard la base de datos proporcionada por HM Hospitales y se llevara
a cabo un proceso exhaustivo de comprensiéon y limpieza de los datos, construyéndose un modelo
reducido con informacién de calidad. Tras ello, se procederd a analizar los datos del conjunto reducido
de datos y se extraera de este la informacién pertinente para poder desarrollar un algoritmo de
prediccidn fiable. De este modo, se incluye entre los objetivos también la realizacién de un correcto
procedimiento de analisis exploratorio de los datos.

Se busca con todo esto descubrir patrones o correlaciones entre variables que puedan ser
clave para estratificar el riesgo de un paciente con COVID-19, de forma que su tratamiento sea lo mas
eficiente posible.

Por otra parte, a modo de asegurar el desarrollo de un algoritmo que se adapte de la mejor
forma posible a dichos datos, se configuraran y compararan distintos tipos de algoritmos.
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2. INTRODUCCION

A fin de comprender con claridad cada una de las partes del presente trabajo, se pretende en
este capitulo realizar un breve resumen del contexto en que se enmarca, de sus antecedentes y de
distintos aspectos que resultaran clave para su entendimiento.
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2.1. MOTIVACION

El tratamiento de los pacientes por parte de los servicios sanitarios es un proceso complejo y
qgue demanda la mayor calidad posible. Desde que se detecta una anomalia en el estado de salud del
paciente, pasando por el diagndstico hasta su tratamiento y ulterior recuperacion, todos los procesos
deben monitorizarse con especial cuidado. Sin embargo, esto trae consigo un enorme consumo de
recursos que en ocasiones los centros sanitarios no pueden asumir.
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La pandemia de COVID-19 llegd a hospitales de todo el mundo en un momento en que no
existia prevision ni medios para tratarla. Los sistemas sanitarios se encontraron con falta de
respiradores, de pruebas diagndsticas, de camas y de equipos de proteccion individuales (EPIs) para
proteger a los trabajadores sanitarios. La falta de recursos fue pronto evidente y la saturacion en
hospitales, clinicas, residencias y otros centros de atencién sanitaria fue creciendo.

Ante esta situacion, los profesionales sanitarios se vieron obligados a tomar decisiones
dificiles, complejas y sobre las cuales no tenian una total certeza. De hecho, se conocen testimonios
de profesionales sanitarios que han tenido que decidir una reasignacion de recursos sin un criterio
totalmente establecido o detener el auxilio respiratorio de pacientes graves para poder tratar a
pacientes con mas posibilidades de sobrevivir.

Una correcta previsién y gestidon podrian haber solventado parte del problema, pero ante
situaciones imprevistas como la que acontecié al inicio de la pandemia de COVID-19 esto resulta
excesivamente dificil. Sin embargo, un apoyo significativo podria haber sido un sistema de ayuda a la
toma de decisiones capaz de evaluar a cada paciente. De este modo, los profesionales sanitarios
podrian haber tomado decisiones mas rapidas y basadas en todas las evidencias conocidas para decidir
acerca de la hospitalizacion de un paciente, de si era seguro darle el alta o si era recomendable hacer
un seguimiento del tratamiento desde su propio hogar.

Una toma de decisiones eficaz es crucial en el proceso asistencial, pues ayuda a una mayor
descongestién de centros sanitarios en situaciones de colapso, permite un tratamiento de calidad y
acorde a las necesidades de los pacientes y ayuda a reducir el consumo de recursos y capital.

Una buena forma de obtener buenos resultados en la toma de decisiones sin sucumbir al error
humano es recurrir a algoritmos de inteligencia artificial (IA). En la actualidad existen mdultiples
algoritmos de este tipo en el dmbito de la salud, y en el caso particular de la toma de decisiones se ha
observado que ofrecen un enorme potencial para llevar a cabo dicha tarea de forma automatizada. De
hecho, autores afirman que, con unos buenos datos a su entrada, estos algoritmos tienen un poder de
diagnédstico de enfermedades y de seleccién de tratamientos excelente [1].

En cuanto respecta al uso de estos algoritmos en evaluacién de COVID-19, la falta de
conocimiento inicial del virus dificulté el proceso, pero en la actualidad se tienen bases de datos
amplias que permiten generar algoritmos soélidos. Estos algoritmos permitirian conocer mas la
enfermedad y contribuirian a mejorar la toma de decisiones clinica en contextos como los descritos
anteriormente.

Asi pues, existen en la actualidad bases de datos abiertas a la comunidad cientifica para
estudiar distintos aspectos de esta enfermedad, los cuales con ayuda de la IA pueden significar una
ayuda inestimable en el avance de la actual pandemia. De este modo, el tema y motivacion del
presente trabajo surge en busca de plantear un algoritmo de IA capaz de ayudar en la prediccién y
toma de decisiones de pacientes relativa a enfermos por COVID-19.
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2.2. DESCRIPCION DEL PROBLEMA

La situacion de pandemia que se iniciaba en marzo de 2020 a causa de la enfermedad por
coronavirus (COVID-19) ha tenido un enorme impacto en los sistemas sanitarios de todo el mundo.
Esta enfermedad, completamente nueva en aquel momento, generd una gran carga de trabajo que
saturd hospitales y centros sanitarios. Mientras tanto, el desconocimiento, la desinformacién y el
miedo se abrian paso en todos los sectores de la sociedad.

El total desconocimiento de la virulencia y alcance de esta enfermedad exigié a la comunidad
cientifica mundial un esfuerzo conjunto para determinar la epidemiologia, caracteristicas
microbioldgicas y clinicas de la COVID-19. Los hospitales y centros de salud contribuyeron, ademas de
con toda la labor asistencial y cuidado médico, con valiosos datos e informaciéon que permitirian
avanzar en el conocimiento clinico de la enfermedad y en el manejo de los pacientes infectados por
ella.

2.2.1. Pandemia de COVID-19.

El 31 de diciembre de 2019, China comunicaba a la agencia de la Organizacién de las Naciones
Unidas (ONU) la existencia de varios casos de una neumonia viral de origen desconocido en la ciudad
de Wuhan. Durante los siguientes dias se identificaba el agente etioldgico como un nuevo coronavirus,
el 2019-nCoV (2019-novel coronavirus), al que posteriormente se le denominaria SARS-CoV-2 (Severe
Acute Respiratory Syndrome Coronavirus 2). A la enfermedad que produce se la denominé COVID-19
(Coronavirus disease 2019) [2], [3].

Rapidamente comenzaron a multiplicarse los casos en la Republica Popular China,
notificdndose los primeros casos confirmados fuera del pais el 13 y 16 de enero. Ante esto, la
Organizacién Mundial de la Salud (OMS) publicé la primera alerta epidemiolégica de lo que seria la
pandemia de COVID-19 [4].

A pesar de los esfuerzos llevados a cabo por frenar el avance de la enfermedad, hacia finales
de enero se reportaban las primeras muertes y el numero de contagiados aumentaba
exponencialmente. De este modo, el dia 30 de enero la OMS declaraba la COVID-19 como una
emergencia de salud publica de importancia internacional al haberse notificado casos en todas las
regiones de la OMS en tan solo un mes [3], [4].

El SARS-CoV-2 se extendid por todas las regiones del mundo, incrementandose bruscamente
el nimero de infectados y muertos. A estos efectos, el 11 de marzo la OMS caracterizaba la
enfermedad como pandemia y el 13 de marzo Europa era declarada el epicentro de la pandemia [3],
[4]. Seguidamente, paises de todo el mundo decretaron el confinamiento domiciliario obligatorio, la
limitacion de la libertad de circulacion y el cese de las actividades no esenciales. En Espafia se
establecian estas medidas a través del estado de alarma que se decreté el 14 de marzo.
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A nivel mundial comenzd una crisis sanitaria en que la presién asistencial, la saturacidn
permanente en atencidn primaria, la creciente falta de recursos y de camas en las Unidades de
Cuidados Intensivos (UCI), asi como el desconocimiento de la enfermedad para tratar adecuadamente
a los pacientes, llevd al colapso de muchos sistemas sanitarios.

Sin embargo, gracias a las medidas adoptadas por los gobiernos y al trabajo de los sanitarios e
investigadores cientificos, se logré estabilizar la curva de contagios y ralentizar el avance de la
enfermedad. El numero de contagios y muertes descendié significativamente en toda Europa,
relajandose las medidas a partir del mes de mayo en la mayoria de los paises del continente. En Espafia,
el estado de alarma terminaba el dia 21 de junio.

Mientras tanto, grupos de investigadores y farmacéuticas de todo el mundo continuaban
trabajando por desarrollar una vacuna contra la COVID-19, asi como técnicas diagndsticas mas rapidas
y tratamientos contra el virus. La primera vacuna que se autorizaria en Europa seria la de BioNTech-
Pfizer, tras obtener la aprobacion de la Agencia Europea del Medicamento (EMA) el 21 de diciembre

de 2020 [5].

Tras la primera ola de contagios se sucedieron en distintos paises hasta 3 olas mas, siendo la
tercera ola en Espafia tras las vacaciones de Navidad, tal y como se aprecia en la Figura 1. Sin embargo,
aunque el nimero de nuevos casos y fallecimientos en esta ola fue muy elevado, la campafia de
vacunacion en Espafia comenzé el 27 de diciembre, lo que supuso una enorme ventaja respecto a las

anteriores olas de la pandemia.
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Figura 1. Curva epidémica de la pandemia en Espafia. Datos obtenidos a partir de datos individualizados notificados a la
Red Nacional de Vigilancia Epidemiolégica (RENAVE) a fecha 20 de junio de 2021. Figura tomada a través de la aplicacion
informdtica SiViEs [6].
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Para el 18 de junio de 2021, segun el Informe de actividad del proceso de vacunacién del
Ministerio de Sanidad, en Espafia se estaban utilizando 4 tipos de vacuna: Pfizer-BioNTech, Moderna,
AstraZeneca-Oxford y Janssen. Un 47,8% de la poblacién habia recibido al menos una dosis de Ia
vacunay un 29,4% la pauta completa [7].

A nivel mundial y para estas mismas fechas, se habian registrado desde el inicio de la pandemia
mas de 178 millones de casos confirmados, siendo el nimero de fallecidos a causa de esta enfermedad
superior a 3,86 millones de personas [8].

2.2.2. SARS-CoV-2

El coronavirus SARS-CoV-2 es el patdégeno que causa la enfermedad COVID-19 y que ha
provocado la pandemia mundial mas grande de la historia reciente. Fue aislado por primera vez a
principios de 2020 en el fluido resultante del lavado broncoalveolar de los primeros pacientes con
sintomas de COVID-19 en Wuhan [3].

Los coronavirus son un grupo de virus de la familia Coronaviridae, del orden de los Nidovirales.
Esta familia se subdivide en 4 diferentes géneros, de los cuales solamente los alfa-coronavirus y los
beta-coronavirus tienen capacidad para infectar a humanos [9].

El SARS-CoV-2 por su parte es un tipo de coronavirus que se enmarca dentro de los beta-
coronavirus. Esto presupone un origen zoondtico, es decir, por transmisidn entre un huésped animal
y un humano; y a favor de esta hipdtesis se conocen distintos coronavirus de murciélago muestreados
en la provincia de Yunnan (China), que poseen estrecha relacién con el SARS-CoV-2, siendo su
secuencia gendmica idéntica en varios casos superior al 95% [9], [10]. A pesar de ello existe
controversia acerca de su origen y multiples fuentes defienden que pueda tener su origen en un
laboratorio. En la actualidad, el conocimiento sobre el origen animal del virus sigue siendo incompleto.

Segun lo que se ha mencionado, este patdgeno sigue la estructura general de los coronavirus.
Se trata de virus esféricos o pleomorfos, de entre 80 y 120 nm y cuyo genoma se compone por una
sola hebra de acido ribonucleico (ARN) sencilla no segmentada y de polaridad positiva con un tamafio
de unos 30.000 nucledtidos. Esta hebra se encuentra rodeada de una membrana compuesta de
distintos lipidos y glicoproteinas que le confieren un aspecto similar al de una corona, facilmente
perceptible a través de microscopia electrdnica (véase la Figura 2) [3], [11].
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Figura 2. Imagen del SARS-CoV-2 obtenida en microscopio electrénico. A) Virus de SARS-CoV-2 aislados. B) Ampliacién de un
coronavirus. Se aprecian las espiculas virales alrededor de su envoltura. C — E) Caracterizacion de las espiculas formadas por
las glicoproteinas del SARS-CoV-2. Figura obtenida a partir del periddico online Redaccion Médica [12].

Respecto a la transmision del SARS-CoV-2, este accede al cuerpo humano a través de las vias
respiratorias, por exposicion de un individuo sano a objetos contaminados o a individuos infectados,
ya sean sintomaticos o no. La transmisidn se produce primordialmente por el contacto directo o
indirecto de las llamadas gotitas de Fliigge, expelidas cuando una persona infectada habla, tose,
estornuda o simplemente respira [3].

Cuando el virus se introduce en el organismo, accede inicialmente a las células epiteliales de
las vias respiratorias superiores e inferiores, fijdandose a ellas a través de las glicoproteinas de su
superficie. Se produce entonces una fusién con la membrana celular de la célula huésped y el virus
libera en el interior de esta su ARN, a fin de que se replique y se sintetice en forma de proteinas. La
magquinaria celular humana confunde entonces este ARN viral con el ARN de la propia célula y
comienza a formar virus idénticos en el interior de la célula infectada, los cuales destruyen la célula a
continuacién y salen al medio extracelular para infectar nuevas células [3].

Se ha observado que esta infeccién celular se produce a velocidad exponencial y que se
extiende rapidamente a distintos érganos y sistemas del cuerpo mds alla de las vias respiratorias. Sin
embargo, se ha observado que esto se produce de forma selectiva, ya que cuando se trata de casos
graves parece que el daiio se extiende solamente hacia algunas zonas como el corazdn, el higado, los
rifiones y ciertas partes del sistema neurolégico [13].

Las caracteristicas clinicas de la infeccidn por SARS-CoV-2 comprenden desde un cuadro
asintomatico hasta una neumonia severa que produzca insuficiencia respiratoria a causa del sindrome
de distrés respiratorio del adulto (SDRA) y disfuncién multiorganica. Al menos 5 dias son necesarios
para que aparezcan los primeros sintomas [3], [9]. La mayor parte de las manifestaciones clinicas que
se han reportado para la enfermedad de la COVID-19 quedan reflejadas en la Tabla 1.

Es importante mencionar también las distintas formas de diagndstico de COVID-19 utilizadas
actualmente. En orden de mayor a menor fiabilidad de deteccidn inmediata, las pruebas son reaccién
en cadena de la polimerasa (PCR), prueba serolégica de antigenos y prueba serolégica de anticuerpos.
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La COVID-19 afecta de diversas formas a cada persona, dependiendo de muchos factores el
gue aparezca o no un sintoma o la intensidad de este. Segun el Informe del Grupo de Andlisis Cientifico
de Coronavirus del Instituto de Salud Carlos Ill (GACC-ISCIII) del 1 de junio de 2020, generalmente las
personas mayores sufren mas la enfermedad y muestran una peor evolucién, mientras que también
afecta en mayor medida a hombres [14]. Ademas, existen distintos factores de riesgo que agravan la
enfermedad, como la presencia de enfermedades crénicas y ciertas comorbilidades.

En este informe se establecieron como factores de riesgo las enfermedades cardiovasculares
(cardiopatias, hipertensién arterial...), la diabetes, las enfermedades respiratorias crdnicas
(enfermedad pulmonar obstructiva crénica (EPOC), asma...), las enfermedades renales, canceres, la
inmunosupresion (pacientes oncoldgicos, trasplantados...), enfermedades neurolégicas, el sobrepeso
o la obesidad y el tabaquismo. Mds recientemente se han encontrado evidencias de que son también
factores de riesgo el estar embarazada, los trastornos por uso de sustancias y ser seropositivo
(infectado por VIH) [15].

Tabla 1. Manifestaciones clinicas reportadas en pacientes con COVID-19. Tabla elaborada a partir de [3], [16], [17].

Fiebre
) Tos seca
Mas Fatiga, Astenia
habituales

Biomarcadores: linfopenia; aumento leve de LDH, del dimero D y del tiempo

de protrombina

Dolores musculares y articulares

Odinofagia

Cefalea

Pérdida del olfato o del gusto

Escalofrios o vértigo

Erupciones cutaneas, pérdida del color en los dedos de manos y/o pies
Menos Diarrea

frecuentes Nauseas o vomitos

Congestidn nasal

Hemoptisis

Conjuntivitis

Radiografia anormal

Biomarcadores: disminucién de saturacién de oxigeno en sangre e hipoxia;

aumento de dimero D, LDH y transaminasas

Disnea

Dolor o presion persistente en el pecho

Incapacidad para hablar o moverse

Confusidn

Pérdida de apetito

SDRA, sepsis, insuficiencia renal y/o cardiaca aguda

Biomarcadores: aumento de la ferritina, de dimero D, PCReactiva, troponina,

creatinina, tiempo de coagulacién e interleucina 6

Manifestaciones clinicas de la COVID-19

Graves
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2.3. INTELIGENCIA ARTIFICIAL

En un mundo donde cada vez coge mas peso la digitalizacidn de los datos y la automatizacién,
la inteligencia artificial (IA) adquiere un papel importante. La IA es una forma de hacer que una
maquina se comporte y actle de forma inteligente; es una ciencia que busca teorias y metodologias
gue permitan a las maquinas entender el mundo y, en consecuencia, reaccionar a las situaciones de la
misma forma en que lo haria un humano [18]. De acuerdo con esto y dependiendo del entorno en que
se encuentre, una maquina inteligente podrd mostrar sus habilidades a través de distintos medios
como el razonamiento, la deduccidn, el aprendizaje, la creatividad o la planificacién [19].

Los sistemas que utilizan IA son ademas capaces de adaptar su comportamiento, de manera
gue cuando reciben nuevos datos o nueva informacién, son capaces de procesarlos e inferir una
respuesta en funcion de respuestas anteriores, trabajando de manera auténoma y corrigiendo errores
previos.

En el campo de la salud, la IA ofrece aplicaciones prometedoras entre las que destacan la ayuda
a la toma de decisiones, la deteccidon de anomalias, la deteccidn de biomarcadores, la atencion médica
en areas remotas, la cirugia robdtica, la descongestién de centros sanitarios, etc. [1], [20] En este
mismo ambito, la IA permite analizar grandes cantidades de datos y buscar patrones que puedan
suponer un avance para el diagnéstico, el tratamiento y la prediccion de resultados en distintos
escenarios clinicos.

La disponibilidad de paquetes de aprendizaje automatico o machine learning (ML) de cédigo
abierto y el acceso libre y gratuito a datos clinicos para la comunidad cientifica son factores clave para
el éxito de estas aplicaciones, ademas de ser uno de los factores que ha impulsado el crecimiento de
lalA [1].

2.3.1. Aprendizaje Automatico

El aprendizaje automatico o ML es la forma mas popular de IA [18]. Se entiende como un
método de andlisis de datos que automatiza la construccidn de modelos analiticos y cuyo objetivo
principal consiste en desarrollar técnicas que permitan que las maquinas o sistemas aprendan a partir
de datos, identifiquen patrones y hagan predicciones acerca de ellos con la minima intervencién
humana posible [19], [21]. Un problema de este tipo de modelos es que se encuentran limitados al
valor de los datos utilizados [18]. En la Figura 3 se aprecia el desarrollo general de un sistema de ML.
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Preprocesado
Entrenamiento

Optimizacion

l

Modelo de aprendizaje
automatico (ML)

Figura 3. Sistema tipico de desarrollo de un modelo de ML. Figura obtenida por elaboracion propia.

Es importante mencionar que existen distintos métodos de ML clasificados en funcién de la
naturaleza de los datos empleados para el aprendizaje o de la retroalimentacion disponible. Cada
método se enfoca en tratar un problema distinto. Entre ellos destacan:

e Aprendizaje supervisado

A partir de ejemplos etiquetados (conjunto de datos de entrada con los resultados correctos
correspondientes) un algoritmo aprende a asignar a cada nueva entrada el resultado deseado.

El algoritmo aprende a base de comparar el resultado que ha obtenido con el resultado real
proporcionado por la etiqueta y modifica el modelo en consecuencia. Cuando el modelo queda
definido, utiliza patrones para predecir los valores de la etiqueta de datos nuevos que estan sin
etiquetar. Cuanto mayor es el conjunto de datos, mejor es capaz el modelo de generalizar.

e Aprendizaje no supervisado

Al algoritmo no se le proporcionan datos etiquetados a su entrada, de modo que tiene que
descubrir por si mismo patrones en los datos que le permitan diferenciarlos. El objetivo de este método
consiste en explorar los datos y encontrar alguna estructura en su interior.

Estos algoritmos se utilizan fundamentalmente para identificar objetos y patrones dentro del
conjunto de datos que se les ofrece, en lugar de para predecir.

11
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e Aprendizaje semisupervisado

Se combinan el aprendizaje supervisado y el no supervisado: al algoritmo se le proporcionan
algunos datos que estdn etiquetados y otros que no lo estan. Generalmente la mayoria de los datos
no estan etiquetados, pues con este método se pretende reducir el coste de computacion de los
métodos de aprendizaje supervisado.

e Aprendizaje por refuerzo

Este método se centra en que el algoritmo aprenda por medio de la interaccidon dinamica con
el entorno, a través de ensayo y error. La retroalimentacién es la que da respuestas al sistema, que
deberd de encargarse de optimizar la toma de decisiones de modo que se consiga la maxima
recompensa en sus respuestas.

2.3.1.1. Aprendizaje Supervisado y Métricas de Evaluacion

El aprendizaje no supervisado tiene aplicaciones en medicina como la deteccidon de anomalias
o la reduccién dimensional de los datos [1]. Sin embargo, no permite a los algoritmos aprender de sus
aciertos o errores, pues el valor a la salida no puede compararse con un valor de referencia (etiqueta).

Por su parte, el aprendizaje supervisado permite un aprendizaje a través de los errores, lo que
lo hace especialmente atractivo para aplicaciones de regresion y clasificaciéon de datos [1]. Por una
parte, la regresién permite relacionar variables, predecir su evolucién e inferir resultados futuros
basandose en los resultados disponibles. Por otra parte, la clasificacidon de datos utiliza el resultado de
dichas predicciones para determinar la clase de una muestra y agruparla con muestras similares.

Cuando se trabaja con algoritmos supervisados, es necesario que existan unas métricas de
evaluacidon que den estimaciones objetivas sobre cdmo de bueno o malo es un clasificador. Estas
métricas devuelven el grado de precision, fiabilidad y sensibilidad del algoritmo seleccionado, y se
basan en la comparacién entre los resultados obtenidos y los que se esperaban (los contenidos en las
etiquetas):

e Verdadero Positivo (TP): el resultado predicho y el esperado fueron positivos.

e Verdadero Negativo (TN): el resultado predicho y el esperado fueron negativos.

e Falso Positivo (FP): el resultado predicho fue positivo, pero el esperado era negativo.
e Falso Negativo (FN): el resultado predicho fue negativo, pero el esperado era positivo.

Si estos valores se ordenan en una tabla de contingencia, es facil observar cuando el
clasificador estd actuando correctamente. En la Figura 4 se puede observar un ejemplo de esta matriz
de contingencia aplicada al ambito de la medicina. Sin embargo, cabe mencionar que esto es Uutil
solamente para algoritmos de clasificacion binaria; si se trata con clasificadores mas complejos, la
herramienta que se debera emplear es la matriz de confusidn, que permite visualizar el desempefio
del algoritmo seleccionado (véase la Figura 5).
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Negativa

Positiva

Figura 4. Tabla de contingencia que contrasta la presencia de una enfermedad (valor esperado) con el resultado de una
prueba diagndstica (valor predicho) utilizando valores de métricas de evaluacidn. Figura obtenida por elaboracion propia.

Gato

Perro

Conejo

Figura 5. Ejemplo de matriz de confusion. Figura obtenida por elaboracion propia.

El verdadero fin de estos valores radica en su uso para conocer en detalle la exactitud de los
sistemas de clasificacién. En el ambito clinico, la toma de decisiones es un aspecto extremadamente
complejo, por lo que conocer estos marcadores es clave para conocer la capacidad del sistema para
clasificar patrones en distintas categorias o estados [22].

Asi pues, con base a estos valores se puede conocer la probabilidad de hacer una prediccién
correcta. Se establecen de este modo las siguientes métricas de evaluacién:

e Precision: indica la proporcidn de aciertos positivos sobre el total de positivos predichos.

recision = TP + FP

e Exactitud: indica la proporcidn de predicciones correctas.

TP +TN
Exactitud = ——— (2)
Total

13
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e Especificidad: indica la proporciéon de aciertos negativos sobre el total de negativos
predichos.

TN

Especificidad = TN T FP (3)

e Sensibilidad (fraccidon de TP): indica la proporcién de aciertos positivos sobre el total de
positivos.

Sensibilidad = — & ()
ensiopiliaa —TP+FN

Recibe especial importancia la curva ROC, que representa la fraccién de verdaderos positivos
(sensibilidad) frente a la fraccion de falsos positivos (1-especificidad). Cuando se obtiene un
clasificador, se desea tener las mayores sensibilidades y especificidades posibles. Si se observa la
Figura 6, resulta evidente que el modelo A dard mejores resultados que el modelo B.

Curvas ROC
1
0.8
Q 06 === Segmentacion A
@ 04 === Segmrentacion B
0,2
04 T T T r )
0O 02 04 06 08 1
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Figura 6. Curvas ROC de dos modelos diferentes. Figura tomada de [22].

Finalmente, es importante mencionar la importancia de la validacion para trabajar con
algoritmos supervisados. Siempre que se trabaja con este tipo de algoritmos, los datos deben dividirse
en diferentes subconjuntos, de forma que aprendan de un subconjunto y se evallen en otro. En caso
contrario, se produciria lo que se conoce como sobreajuste, una situacidon de sobreentrenamiento del
algoritmo en que se ajusta a caracteristicas muy especificas y es incapaz de generalizar.

Entre las técnicas de validacion destacan los métodos hold-out y k-fold cross-validation. Hold-
out es cuando el conjunto de datos se divide en uno o mas conjuntos de entrenamiento (train set) y
en uno o mas de evaluacion (test set). El train set se utiliza para entrenar el modelo y el test set se
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encarga de verificar cuan bien se desempefia cuando desconoce los datos de su entrada (el clasificador
se evalla con los datos del test set sin sus respectivas etiquetas). Asi, cuando el clasificador devuelve
sus predicciones, él mismo es capaz de comparar lo que ha predicho con la realidad (las etiquetas del
test set). Estos resultados de evaluacion de la validacidn son los que permiten ajustar los parametros
del clasificador y seleccionar el modelo que mejor se adapte a los datos [23].

Por su parte, el método k-fold cross-validation es un método de validacidon cruzada que
consiste en dividir el conjunto de los datos en k subconjuntos, aplicando el método hold- out k veces.
Para esta técnica se utiliza cada vez un subconjunto de datos distinto para validar el modelo, entrenado
con los otros k-1 subconjuntos. Esta técnica tiene mayor utilidad cuando el conjunto de datos es
pequefio, y tiene la ventaja de que todos los datos son utilizados tanto para entrenar como para validar
[24]. En la Figura 7 se muestra un esquema ilustrativo de ambos métodos.

Hold-out validation K-fold cross validation
Data Data
Training Validation 1 2 3 K

Validation set

Figura 7. Esquemas de funcionamiento de los métodos de validacion hold-out y k-fold. Figura obtenida de [23].

2.4. BIG DATAEN EL SECTOR SALUD

Del mismo modo que con ML, cuando se habla de IA se habla inevitablemente de macrodatos
o big data, conjuntos de datos tan amplios y complejos que necesitan aplicaciones informaticas
especificas para poder ser procesados. Es a través de este procesamiento que se obtienen
caracteristicas cualitativas y cuantitativas de los datos, de forma que a partir de ellos se pueden hacer
analisis estadisticos avanzados y desarrollar modelos predictivos.

En el entorno de la salud se trabaja con grandes cantidades de datos heterogéneos que ofrecen
al mismo tiempo informacién de los pacientes, de las enfermedades y de los propios centros sanitarios.
Los datos clinicos se pueden obtener a partir de la historia clinica electrénica (HCE) del propio paciente,
a partir de pruebas clinicas (pruebas de laboratorio, imagenes médicas, pruebas realizadas por un
médico, etc.) o a través de determinados dispositivos portatiles de monitorizacién, como un
pulsioximetro o wearables. Estos datos contribuyen de forma significativa a optimizar la gestion de
recursos en hospitales, asi como el tratamiento y la atencién a los pacientes.
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A pesar de esto surge un problema, y es que, aunque los algoritmos de IA estan automatizados,
en cuanto respecta a la obtencién y transmision de los datos que se introducen a su entrada, muchas
veces los datos no son validos o no aportan suficiente valor. La generacion de conocimiento es un
proceso dindmico de sintesis, interpretacion, integracion y difusidon de datos, por lo que el factor
humano podria ser un inconveniente.

Es importante hacer mencion también a los intereses subyacentes de empresas y a la dificultad
de conseguir una completa colaboracion de todas las partes implicadas en el proceso [25]. Ademas,
una fraccién significativa de los datos médicos disponibles continta estando en papel (para mediados
de 2017, el porcentaje de paises de la Unién Europea con HCE no alcanzaba el 60% [26]) y todavia
existen conflictos de privacidad [27].

En general, para una buena implementacién de big data en los sistemas de salud se considera
gue existen desafios en la agregacién de los datos, en las politicas y procesos de los centros sanitarios
y en la gestién de las empresas asociadas [28].

2.5. PROYECTO COVID DATA SAVE LIVES

El 25 de abril de 2020, HM Hospitales puso a libre disposicion de la comunidad cientifica
internacional una base de datos clinica y anonimizada con toda la informaciéon disponible sobre los
pacientes tratados en sus centros hospitalarios por infeccidon por el virus SARS-CoV-2. El objetivo del
proyecto, llamado “COVID DATA SAVE LIVES”, es el de facilitar datos clinicos a grupos de investigacién,
instituciones sanitarias, universidades y entidades cientificas para avanzar en el conocimiento clinico,
la adherencia a tratamientos y resultados asistenciales del manejo de pacientes durante la pandemia
[29].

Esta base de datos destaca por incluir 2.307 HCE anonimizadas que recogen, ademas de datos
demograficos, datos de las interacciones en el proceso de tratamiento de la COVID-19 tales como
diagndsticos, tratamientos, ingresos, pasos por UCI, pruebas diagnésticos por imagen, resultados de
laboratorio, altas o decesos, etc. [30]

A través de estos datos, HM Hospitales propuso de forma acorde a sus objetivos el uso de IA
para obtener modelos predictivos de evolucién y modelos epidemiolégicos que permitiesen conocer
mas acerca de la evolucién de la COVID-19.

2.6. ESTADO DEL ARTE

La prediccion del progreso del estado de un paciente afectado por una enfermedad es un
proceso complejo, mas todavia si se trata de una enfermedad desconocida. Ante una patologia nueva,
la falta de conocimiento de la sintomatologia completa y de indicadores clinicos sustanciales dificulta
el trabajo de los profesionales sanitarios e impide conocer cdmo va a evolucionar un paciente.
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Surge ante este tipo de situaciones la necesidad de predictores que puedan ofrecer una
estimacion del estado del paciente introduciendo en su interfaz de entrada pardmetros tipicos de
urgencia como la frecuencia cardiaca (FC) o la presion parcial de oxigeno. Se trata de desarrollar
“calculadoras” médicas complejas que a través de macrodatos de pacientes faciliten la labor del
personal sanitario, pues saber cémo se plantea su evolucién es clave para elegir un tratamiento u otro.

Cuando se trata de predictores de COVID-19, la labor de estas calculadoras o sistemas consiste
fundamentalmente en entrenar algoritmos con macrodatos de pacientes enfermos para detectar
interrelaciones entre ciertos pardmetros o biomarcadores y la defuncién o no del paciente. Una vez
entrenados dichos algoritmos, el sistema debe ser capaz de recibir datos clinicos de un paciente y
predecir el modo en que se vaticina su evolucidn. En caso de que esta sea desfavorable, el médico o el
personal sanitario pertinente solamente debera limitarse a examinar cudl es el pardmetro de riesgo
gue ha llevado a esta prediccidén y actuar en consecuencia.

La existencia de este tipo de sistemas no solo ayuda a la eleccién de tratamientos, sino que
contribuye a amenizar los escenarios de congestién hospitalaria que se viven en situaciones como la
descrita en los picos de pandemia. La toma de decisiones, el tratamiento y atencidén personalizada de
los pacientes y otros factores como la correcta gestién de centros asistenciales se ven enormemente
favorecidos con la aparicién de estas herramientas [20].

2.6.1. Calculadora Médica COR+12

A mediados de abril de 2021, un grupo de profesionales liderado por el Servicio de Inmunologia
del Hospital Universitario 12 de Octubre desarrollaba una calculadora capaz de predecir el riesgo de
mortalidad en pacientes ingresados con infeccidon confirmada por SARS-CoV-2. Esta herramienta, la
cual se ha denominado “COR+12”, ha publicado los resultados de su investigacion en el Journal Allergy
and Clinical Immunology y se ha presentado en el marco del 22 Congreso Nacional Multidisciplinar
COVID-19 de las Sociedades Cientificas de Espafia [31].

La calculadora se ha disefiado y validado con muestras de 1645 pacientes atendidos en el
Hospital 12 de Octubre, el Hospital Ramén y Cajal y la Fundacion Jiménez Diaz. En ella se valoran 5
variables para hacer la prediccion: 3 parametros de laboratorio (interleucina 6, enzima LDH vy ratio
neutrdfilos/linfocitos), la edad y la saturacién de oxigeno [31]. Estos parametros son especialmente
importantes a la hora de valorar la funcién pulmonar del paciente afectado y poder hacer una
prediccién.

Por otra parte, la COR+12 es totalmente gratuita y estd ya disponible de forma online [32].
Como se observa en la Figura 8, la herramienta consiste en una sencilla interfaz donde solamente se
deben introducir los pardmetros de interés y ajustar los ejes de la grafica que dard como resultado.
Una vez hecha la prediccion, COR+12 devuelve un resumen grafico de la prediccidn de fallecimiento
con un intervalo de confianza del 95% (véase la Figura 9). También se puede seleccionar un resumen
numeérico de los valores y un resumen del modelo, el cual consiste en un modelo de regresion logistica.
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COR+12: imas12 Mortality Score for COVID-19
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Neutrophil_to_lymphocyte_ratio

751

T3]

LDH
3748

IL6
48.25

Age
5251

[0 Set x-axis ranges

Predict

Press Quit to exit the application
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Figura 8. Interfaz de la calculadora virtual COR+12. Figura obtenida desde la aplicacion de la calculadora [32].

Graphical Summary Numerical Summary Model Summary

Prediction and 95% confidence interval

Probability of death

Figura 9. Ejemplo de un resumen grdfico resultante de la prediccion con COR+12. Figura obtenida desde la aplicacion de la
calculadora [32].

Este modelo ha resultado ser muy Util para predecir qué pacientes se encuentran en alto riesgo
de fallecimiento en su llegada a Urgencias o en los primeros dias de hospitalizacion [31].
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2.6.2. Sistema predictivo de Quirdnsalud

Para mayo de 2021, los hospitales gestionados por el grupo hospitalario Quirdnsalud
incluyeron en sus sistemas un algoritmo de prondstico de la evolucién de personas ingresadas por
COVID-19. Se trata de un algoritmo de ML que se actualiza periddicamente y que ya se ha incluido en
las UCl y en las Unidades de Hospitalizacidén de estos hospitales.

Los datos para su desarrollo provienen de los hospitales universitarios Fundacion Jiménez Diaz,
Rey Juan Carlos, Infanta Elena y General de Villalba, los cuales han aportado mas de 15.000 casos de
COVID-19 correspondientes a la primera ola de pandemia. Segun explica el responsable de Big Data de
estos centros sanitarios, “el sistema ofrece un patron de comportamiento que permite prever la
evolucidn, en términos de mortalidad y de empeoramiento (riesgo de ingreso en la UCI en las
siguientes horas), de aquellos pacientes COVID hospitalizados que cumplen determinados criterios”
[33].

Este algoritmo se basé en 20 variables entre las que se incluyeron informacién demografica,
antecedentes clinicos (diabetes, tabaquismo, hipertension, enfermedades cardiovasculares...), toma
de medicamentos, grupo sanguineo, indice de masa corporal (IMC), ingreso previo en UCI o uso de
ventilacién mecdnica. Sobre ellas se aplicaron arboles de decisidon de hasta 4 niveles de complejidad y,
a continuacién, con un algoritmo tipo Bayesian Ruleset se pudo establecer un buen modelo de
prediccidon. Este sistema seria capaz de predecir la probabilidad de que un paciente infectado por
COVID-19 ingresara en UCl o falleciera [33].

Este sistema sobresale por su incorporacidon en tiempo real de los resultados a las bases de
datos del hospital y la HCE de los pacientes, creando un aviso de prediccion para ayudar a los
profesionales sanitarios en la toma de decisiones [33]. Esto resulta también esencial para agilizar la
actuacién sobre los enfermos y mejorar la calidad asistencial.

2.6.3. Puntuacion PANDEMYC

A mediados de agosto de 2020, un grupo de investigadores de la Universidad Rey Juan Carlos
(URJC), la Universidad Complutense de Madrid (UCM), del Instituto de Salud Carlos IIl (ISCIIl), del
Instituto de Investigaciéon Sanitaria Gregorio Marafién (liSGM) y del Hospital Universitario Infanta
Leonor crearon un modelo predictivo de mortalidad en pacientes hospitalizados por COVID-19 [34].

El sistema se baso en datos recogidos de 1968 pacientes ingresados en el Hospital Universitario
Infanta Leonor durante la primera ola de pandemia. A partir de ellos se generé un modelo de
puntuaciones basado en regresiones logisticas y arboles de clasificacién que utiliza 9 pardmetros de
prediccion al ingreso: edad, saturacién de oxigeno, tabaquismo, creatinina sérica, linfocitos,
hemoglobina, plaquetas, proteina C reactiva y sodio. Todos los pardmetros tuvieron relevancia clinica
similar a excepcidon de la edad, la saturacién de oxigeno y la creatinina sérica, que resultaron ser de
mayor peso y significacidon en el modelo de regresién [34].
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PANDEMYC mostré en sus resultados una alta precision diagndstica, ofreciendo una
herramienta Util de puntuacidn prondstica confiable y facil de utilizar, de gran utilidad en entornos de
recursos limitados. Sin embargo, presenta la limitacién de estar disefada con datos de un Unico centro
sin validacidn externa [34].

Del mismo modo que con las calculadoras virtuales, la puntuacion PANDEMYC ofrece una
interfaz online gratuita que pide a su entrada seleccionar entre distintos rangos de los parametros de
interés para hacer una estimacion. Tras introducirlos y validar los datos, el sistema devuelve una
puntuacion y la probabilidad de fallecer durante el ingreso, asociada a dicha puntuacidn. En la Figura
10 se observa el modo en que se valora la puntuacién para hacer una prediccion.
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Figura 10. Fundamento en que se basa el sistema de puntuacion PANDEMYC. Figura obtenida de [34].
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2.6.4. Puntuacion COVAS

A nivel internacional, un grupo de médicos e investigadores del consorcio médico Kaiser
Permanente de Estados Unidos (EE. UU.) desarrollé a finales de 2020 una herramienta para guiar las
decisiones clinicas en Urgencias en pacientes con COVID-19. Esta herramienta, bautizada como
“Puntuacién COVAS”, permite predecir con precisién la probabilidad la evolucién de pacientes con
sintomas de infeccién por SARS-CoV-2 [35].

Segln la investigacién, publicada en The American Journal of Emergency Medicine, se
analizaron 26.600 casos de pacientes con sospecha de COVID-19 en su llegada a Urgencias. Se tomaron
datos de 15 hospitales del grupo Kaiser Permanente comprendidos entre el 1 de marzo y el 30 de abril
y se incluyeron como parametros para prediccién la edad, el sexo, el IMC y 7 comorbilidades
(trastornos electroliticos, arritmias cardiacas, otros trastornos neuroldgicos, pérdida de peso,
insuficiencia cardiaca congestiva, coagulopatia y diabetes) [36].

Los resultados concluyeron con una buena precision de la puntuacién COVAS para predecir el
fallecimiento o la descompensacidn respiratoria en un plazo de 7 dias para pacientes que llegaran a
Urgencias.

Es relevante mencionar que esta puntuacion esta disefiada para evaluar cdmo puede
evolucionar un paciente con sospecha de COVID-19, es decir, sin prueba diagndstica confirmada. Esta
herramienta responde a la necesidad de un sistema de ayuda para paises y hospitales donde la
sobresaturacion y falta de recursos en oleadas de pandemia es importante y donde la toma de
decisiones debe ser rapida.

EE. UU. es el lugar donde la pandemia ha tenido su mayor incidencia (mayor nimero de casos
y de fallecidos a nivel mundial [8]), por lo que el desarrollo de la puntuacién COVAS ha sido de
significativa ayuda para evaluar el riesgo de los pacientes de Urgencias, agilizar la toma de decisiones
y descongestionar los centros de atencién sanitaria. Asi, segin afirman los propios creadores de la
herramienta, se necesitan todavia investigaciones para validar mds la puntuacién, cambiando las
poblaciones de pacientes y los entornos clinicos [36].

Segun los creadores, la mejor aplicacidon hasta el momento de este sistema es la de identificar
grupos de riesgo moderado que puedan evitar la hospitalizacion de manera segura, pero pudiendo
beneficiarse de tratamientos domiciliarios como la monitorizacién de oxigeno y la medicacién [36].

2.6.5. Colaboracion entre HM Hospitales y el MIT Critical Data

Desde que HM Hospitales pusiera a disposicion de la comunidad cientifica su dataset clinico,
mas de un centenar de instituciones de hasta 32 paises diferentes han mostrado su interés por él.
Existen distintos grupos de investigacion y corporaciones sanitarias trabajando con estos datos y que
ya han presentado proyectos a la espera de ser aceptados [29].
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Destaca en este proyecto el acuerdo de colaboracién entre HM Hospitales y el Massachusets
Institute of Technology (MIT) para encontrar algoritmos de prediccién derivados del COVID DATA SAVE
LIVES. Con la asociacion se pretende resolver los misterios que entrafia la COVID-19, asi como mejorar
el tratamiento de pacientes, perfeccionar la prediccién de la evolucién de cada paciente particular y
contribuir a una mejor gestidn de su impacto en la poblacién [37].

Hasta el momento se conoce que dicha colaboracion ha centrado sus esfuerzos en desarrollar
algoritmos de aprendizaje profundo o deep learning para mejorar la prediccion de resultados de
pacientes con COVID-19 utilizando datos clinicos de estos e imagenes de placas de térax. También se
conoce que se estd realizando un estudio retrospectivo con este dataset que investiga el impacto de
farmacos inhibidores de la interleucina 6 en pacientes ingresado [37].
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3. MATERIALES

Se exponen en este capitulo los distintos materiales empleados para poder alcanzar los
objetivos propuestos.
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3.1. BASE DE DATOS DEL PROYECTO COVID DATA SAVE LIVES

En mayo de 2020, HM Hospitales cedié al grupo de investigacion CVBLab del Instituto de
Investigacion en Bioingenieria (I3B) de la Universidad Politécnica de Valencia su dataset para trabajar
en un modelo automatico de prediccion.

La informacién en dicho dataset se encuentra organizada en tablas segln su contenido, donde
cada paciente individual posee un identificador (ID) Unico que recoge sus datos. Este identificador no
tiene relacion alguna con el identificador real del ingreso al hospital de los pacientes, pues los datos
son completamente andnimos.

La primera tabla (Tabla 12 a partir de ahora), es la tabla principal y recoge datos propios del
ingreso y del paciente (edad y sexo), datos de la urgencia previa si ha habido, su estancia en UCl si ha
habido, los registros del primer y ultimo conjunto de constantes de la urgencia, el diagndstico de
urgencia, la unidad desde donde se le deriva y el motivo de alta del paciente (alta voluntaria,
fallecimiento, domicilio, traslado al hospital o traslado a un centro sociosanitario). Incluye datos de
2307 pacientes y recoge entre las constantes la temperatura, la frecuencia cardiaca (FC), la glucemia,
la saturacion de oxigeno, la tensidén arterial minima (PA minima) y la tensién arterial maxima (PA
maxima).

La segunda tabla (Tabla 22 a partir de ahora), recoge informacién de la medicacion pautaday
administrada durante el ingreso (no durante su estancia en UCI). Incluye el nombre comercial del
farmaco, la dosis media diaria administrada, la duracidon del tratamiento y la descripciéon de su
categoria ATC5 y ATC7 de la clasificacion ATC (Anatomical, Therapeutical, Chemical classification
system). Se encuentran en esta tabla 60.460 registros.

En la tercera tabla (Tabla 32 a partir de ahora), se recoge informacion sobre los registros de las
constantes durante todo el ingreso de los pacientes, no recogiéndose asi las de UCI. Se incluye en esta
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tabla la fecha y hora del registro, siendo las constantes las mismas que en la Tabla 1. Se recogen un
total de 55.515 registros en esta tabla.

En la cuarta tabla (Tabla 42 a partir de ahora), la tabla de laboratorio, se recogen los registros
de los resultados de peticiones de laboratorio realizadas durante el ingreso y en la urgencia previa, si
es que hubo. Se incluyen también en esta tabla los resultados de cada prueba. En total, la Tabla 42
cuenta con 396.055 registros.

En la quinta de las tablas proporcionadas (Tabla 52 a partir de ahora), se recogen los registros
de la codificacidon de la urgencia segun la clasificacién internacional CIE10 en la ultima versién
distribuida en aquel momento (no incluia COVID-19). Se recogen hasta 12 diagndsticos (uno principal
y 11 posibles diagndsticos secundarios) y hasta 5 procedimientos. Esta tabla recoge 1988 registros.

Finalmente, en una sexta tabla (Tabla 62 a partir de ahora) se recogen los registros de la
codificacién del ingreso del mismo modo que en la Tabla 52 para la urgencia, incluyendo también
neoplasias e indicadores POA (Present On Admission), relacionados con la clasificacién CIE10. Esta tabla
recoge 1775 registros.

Adicionalmente se facilité al CVBLab el conjunto de imagenes de térax tomadas a los distintos
pacientes y asociadas a ellos a través de su ID. El total resulté en 5481 imagenes.

En el Anexo | se han incluido tablas resumen que recogen el contenido de cada una de las
tablas y resumen sus parametros segun fueron proporcionados por HM Hospitales.

3.2. SOFTWARE

Los datos de las distintas tablas se proporcionaron a CVBLab como archivos CSV (Comma
Separated Values), un tipo de archivo de texto en que la informacién se encuentra separada por comas
formando una especie de tabla en filas y columnas. Para la visualizacion de dichos datos se ha
empleado el software de hojas de calculo Microsoft Excel.

Para el tratamiento de los datos, su anadlisis y el posterior desarrollo de los distintos algoritmos
se ha utilizado el programa MATLAB® v.R2020b, de MathWorks. MATLAB es una plataforma de
programacion y calculo numérico que combina un entorno de escritorio perfeccionado para el analisis
iterativo y los procesos de disefio con un lenguaje propio que expresa las matematicas de matrices y
arrays directamente (lenguaje M). MATLAB permite desde explorar, modelar y visualizar datos hasta
desarrollar algoritmos y entrenarlos [38].

Para el desarrollo de los modelos se ha utilizado la aplicacién Classification Learner que ofrece
MATLAB. Esta herramienta, accesible a través del comando classificationLearner, permite entrenar
distintos modelos para clasificar datos, de modo que, tras su entrenamiento, el modelo desarrollado
es capaz de hacer predicciones para nuevos datos.
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4. METODOS

Utilizando los materiales descritos, en el presente capitulo se recogen los distintos
procedimientos llevados a cabo para desarrollar un algoritmo de ML capaz de clasificar un conjunto de
pacientes con COVID-19 en funcién de su evolucion. Para ello, se divide esta seccidn en dos partes
diferenciadas, siendo cada una de ellas vital para asegurar un buen resultado.
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4.1. ANALISIS EXPLORATORIO DE LOS DATOS

El primer paso en el proceso para elaborar un algoritmo de ML es la recoleccién de datos. Dado
que se trabaja con una base de datos ya configurada y estructurada, el primer paso de este proyecto
consiste en analizar la calidad de los datos con que se va a trabajar.

4.1.1. Limpieza de los Datos

Se conocen como dirty data aquellos datos que son erréneos, inconsistentes o incompletos,
especialmente cuando se encuentran en una base de datos. Estos datos significan un inconveniente a
la hora de desarrollar cualquier proyecto y llevan a la pérdida de informacion.

La aparicion de dirty data en una base de datos se asocia a distintos factores, entre los que se
encuentran el volumen de los datos, la introduccidn de errores en el registro, los silos de informacion,
la falta de informacion y los datos falseados [21]. En el entorno de salud, todos estos factores tienen
influencia en la informacidn contenida en bases de datos clinicas, ya que la introduccién de los datos
es casi siempre manual y multiples sistemas accediendo a un mismo programa pueden generar
incoherencias en los datos.

Para tratar estos datos el primer paso consiste en su deteccion. Se trata de detectar los campos
gue se encuentran vacios o que contienen datos inconsistentes, outliers que se alejan de un valor
dentro de un intervalo normal. A continuacidn, la opcién correcta consiste en corregir los datos,
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asignandoles valores probables o la media, si se trata de un valor numérico. Sin embargo, esto da lugar
a errores posteriores, por lo que la mayoria de los especialistas decide eliminar el registro completo
cuando aparecen este tipo de datos.

4.1.2. Seleccion de los Datos

Una vez los datos estén limpios, fijando como objetivo la obtenciéon de un algoritmo que
prediga la evolucidn de un paciente a su entrada a Urgencias con una prueba de COVID-19 positiva, se
seleccionan aquellos datos que puedan ser relevantes para el desarrollo del modelo (sus predictores)
y se descartan aquellos que no tengan una relacién significativa.

4.1.3. Analisis Estadistico de los Datos

Ya reducido el dataset de forma que se tenga en un mismo archivo toda la informacion
relevante, se procede a realizar un analisis estadistico de los datos que proporcione informacién acerca
de las variables y de la correlacion entre ellas.

Para ello, se analizan los datos de las distintas tablas a fin de conocer lo maximo posible acerca
de la informacidn contenida en ellas. Se divide en datos numéricos y datos categdricos. Ambos se
examinan de igual modo, pero adicionalmente se obtienen de los datos numéricos medidas
caracteristicas como la media, la desviacion tipica, la mediana, la moda y el rango.

e Media: devuelve el valor medio de un conjunto de datos.

Z?I:lxi (5)

X =
N

e Desviacién tipica: cuantifica la variacion o la dispersion de un conjunto de datos
numeéricos. Es atil porque indica cuanto pueden alejarse de la media los valores de un
conjunto de datos.

(6)

e Mediana: es el valor central en un conjunto ordenado de datos. En estadistica da
informacidn acerca de como se distribuyen los datos.
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e Moda: es el valor que mas se repite dentro de un conjunto de datos.
e Rango: muestra el intervalo de valores entre los cuales se encuentra el conjunto de los
datos.

Tras dicho analisis, el siguiente paso consiste en obtener correlaciones entre variables. Para
ello se normalizan los datos y se obtiene a través de Matlab un mapa de correlaciones a través del
comando gplotmatrix.

4.2. CONSTRUCCION DE UN MODELO DE APRENDIZAJE AUTOMATICO

Una vez el conjunto de datos ha quedado reducido y se conocen las interrelaciones entre
variables, el procedimiento se reduce a estudiar los datos correspondientes a las variables de interés
utilizando la aplicacién disponible en MATLAB Classification Learner.

Esta herramienta permite entrenar multiples tipos de clasificadores, agrupados segun se
incluyan dentro de arboles de decisidn, analisis discriminante lineal, regresién logistica, clasificacion
bayesasiana ingenua, maquinas de vectores de soporte, clasificacién de K vecinos mas préximos o
métodos conjuntos.

e Arboles de decisién (Decision Tree Algorithms)

Los arboles de decision son un tipo de algoritmos de aprendizaje supervisado que a través de
reglas sencillas inferidas a partir del conjunto de datos de entrenamiento consiguen establecer una
clasificacidn. Sirven para datos numéricos y categéricos.

En MATLAB se encuentran disponibles 3 algoritmos de clasificacion de arboles de decision,
coarse tree, medium treey fine tree. Los 3 modelos tienen una velocidad de prediccién rapida, un uso
de memoria bajo y una facil interpretabilidad. La diferencia entre ellos radica en la flexibilidad del
modelo (el nimero de divisiones que admite): coarse tree admite hasta 4 divisiones, medium tree hasta
20y fine tree alcanza las 100 [39]. Su principal inconveniente es que pueden caer en el sobreajuste y
en muchas ocasiones su precision no es suficiente.

e Andlisis discriminante

Este tipo de andlisis se centra en desarrollar funciones discriminantes a partir de la
combinacion lineal de variables independientes para posteriormente discriminar entre las categorias
de la variable dependiente. Este método se utiliza para analizar datos cuando la variable dependiente
es categdrica y las variables independientes tienen naturaleza de intervalo [40].

Dentro de MATLAB existen dos tipos de clasificadores, lineal (linear discriminant) y cuadratico
(quadratic discriminant). Ambos obtienen predicciones de forma rapida, son faciles de interpretar y
tienen una baja flexibilidad del modelo. La diferencia entre ambos radica en su uso de memoria, siendo
mayor para los clasificadores cuadraticos [39].
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e Regresion logistica

La regresion logistica es un tipo de analisis de regresion que se utiliza para predecir el resultado
de una variable categédrica en funcidn de variables independientes. Modela la probabilidad de que una
muestra pertenezca a una clase en funcién de otras variables.

En MATLAB la regresion logistica es un algoritmo de prediccion rdpido, con uso medio de
memoria y una flexibilidad baja. Es especialmente popular cuando se busca clasificar datos en dos
clases, pues es bastante facil de interpretar [39].

e Clasificacidn bayesiana ingenua (Naive Bayes Classifiers)

Este tipo de clasificadores se fundamenta en el teorema de Bayes (probabilidad condicional) y
tiene la particularidad de que asume independencia entre las variables sobre las que hace la
prediccién.

En la herramienta de clasificacién de MATLAB este método tiene dos subvariantes, gaussian
naive bayes y kernel naive bayes. Mientras que la clasificacién gaussiana (gaussian naive bayes) tiene
una velocidad media, un uso de memoria entre bajo y medio y una flexibilidad baja, la clasificacién
bayesiana utilizando estimaciones de densidad del nucleo (kernel naive bayes) tiene una velocidad de
prediccién baja, un uso de memoria medio y una flexibilidad media. Ambos tienen facil
interpretabilidad [39].

e Maquinas de vectores de soportes (Support Vector Machines)

Las maquinas de vectores de soportes (por sus siglas en inglés, SVM) son conjuntos de
algoritmos de aprendizaje supervisado que dividen el conjunto de datos en distintas clases segun
hiperplanos de separacion. La clasificacion que realizan depende del area del espacio formada por
dichos hiperplanos en donde caiga cada muestra. Si la clasificacién se hace para 2 clases, se dice que
el clasificador es binario; en caso de ser mas clases, se habla de un clasificador multiclase.

En MATLAB existen diferentes tipos de SVM que se diferencian segun se especifica en la Tabla
2. Cada tipo de clasificador utiliza una funcidn del nucleo diferente para definir el hiperplano de
separacion.

Tabla 2. Comparacion de los distintos tipos de SVM disponibles en el Classification Learner de MATLAB. Tabla obtenida de

[39].
TI!)? de Velou.da_d’de Uso de memoria Interpretabilidad Flexibilidad del
clasificador prediccion modelo
. Binario: Rapida . . .

SVM Lineal Multiclase: Media Medio Facil Baja

- Binario: Rapida Binario: Medio e .
SVM Cuadratico Multiclase: Lenta = Multiclase: Elevado Dificil Media
SVM Cibico Binario: Rapida Binario: Medio Dificil Media

Multiclase: Lenta Multiclase: Elevado
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Binario: Rapida Binario: Medio

SVM Fine Gaussian Multiclase: Media | Multiclase: Elevado Dificil Elevada
SVM Medium Binario: Rapida Binario: Medio Dificil Media
Gaussian Multiclase: Lenta | Multiclase: Elevado
SVM Coarse Binario: Rapida Binario: Medio pr .
, . . Dificil Baja
Gaussian Multiclase: Lenta | Multiclase: Elevado

e Clasificacidn por vecinos mas cercanos (K-Nearest Neighbor Classifiers)

La clasificacion por vecinos mas cercanos (por sus siglas en inglés, KNN) clasifica una muestra
en la misma clase que sus K vecinos mds cercanos, siendo K un nimero entero predefinido.

De nuevo aparecen en MATLAB distintos subtipos de clasificadores KNN, diferenciados cada
uno por la métrica empleada a la hora de establecer la distancia a los vecinos mas proximos. La
aplicacién incluye fine KNN, medium KNN, coarse KNN, cosine KNN, cubic KNN y weighted KNN. Del
mismo modo que con SVM, las diferencias entre cada subtipo se encuentran recogidas en la Tabla 3.
Es importante mencionar que la flexibilidad en este clasificador hace referencia al nUmero de vecinos.

Tabla 3. Comparacion de los distintos tipos de KNN disponibles en el Classification Learner de MATLAB. Tabla obtenida de

[39].

cI:siir:"?c:gor Vs:‘::ii::i:i:e Uso de memoria Interpretabilidad FIex::(i)Ichg del
Fine KNN Media Media Dificil Elevada (1 vecino)
Medium KNN Media Media Dificil Media (10 vecinos)
Coarse KNN Media Media Dificil Baja (100 vecinos)
Cosine KNN Media Media Dificil Media (10 vecinos)
Cubic KNN Lenta Media Dificil Media (10 vecinos)
Weighted KNN Media Media Dificil Media (10 vecinos)

e Métodos conjuntos (Ensemble Classifiers)

Los métodos conjuntos mezclan resultados de varios clasificadores con mas bajo poder de
prediccidn para conseguir un modelo conjunto de alta calidad. Al utilizar multiples algoritmos de
aprendizaje consiguen reducir errores y obtener un mejor rendimiento predictivo.

Dentro de estos métodos se encuentran en el Classification Learner los métodos boosted trees,
bagged trees, subspace discriminant, subspace KNN y RUSBoosted trees. Sus diferencias quedan
recogidas en la Tabla 4.
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Tabla 4. Comparacion de los distintos tipos de métodos conjuntos disponibles en el Classification Learner de MATLAB.Tabla
obtenida de [39].

Tipo de clasificador VeIocn.da.d’de Uso de memoria Interpretabilidad Flexibilidad del
prediccion modelo
Boosted trees Rapida Bajo Dificil Media - alta
Bagged trees Media Alto Dificil Alta
Subspace Media Bajo Dificil Media
discriminant
Subspace KNN Media Medio Dificil Media
RUSBoosted trees Rapida Bajo Dificil Media

Teniendo en cuenta que el dataset incluye tanto datos numéricos como categéricos, se
prueban distintos clasificadores en busca del que mejor resultado proporcione. Para ello se realiza el
entrenamiento y validacidon con cada uno de los algoritmos y se selecciona el que mayor precision
proporcione. Todos los algoritmos se prueban tanto con validaciéon hold-out como k-fold.

En caso de que la prediccién no ofrezca buenos resultados y suponiendo que la base de datos
sobre la cual se realiza el andlisis cuenta con datos de calidad, debe repetirse el proceso en busca de
mejores predictores que discriminen mejor entre clases.

Finalmente, se valida el modelo con datos externos que el algoritmo desconozca, a fin de
asegurar el éxito en el desarrollo del mismo. Sin embargo, este ultimo paso no se puede llevar a cabo
en el presente proyecto por falta de datos de centros distintos a HM Hospitales, de modo que se deja
esta validacidn para ser probada en proyectos futuros.
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5. RESULTADOS

Siguiendo el mismo esquema que se plantea en el capitulo anterior, se recogen en este capitulo
los resultados obtenidos de aplicar las técnicas propuestas en este.
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5.1. ANALISIS EXPLORATORIO DE LOS DATOS

Para poder llevar a cabo un correcto andlisis de los datos proporcionados por HM Hospitales,
se realizé una seleccidn previa de los datos de interés, tomando como criterio la relevancia que estos
pudiesen tener para determinar la defuncién o no de un paciente que es ingresado por COVID-19.
Considerando los objetivos planteados, se descartaron las imagenes de tdrax para el desarrollo del
clasificador.
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Por otra parte, si se considera la necesidad de desarrollar un clasificador capaz de predecir la
evolucidn de los pacientes con COVID-19 cuando llegan a la urgencia, se podrian descartar por el
momento los datos recogidos en la Tabla 32, pues estos incluyen los datos durante el ingreso, estando
los datos de la urgencia recogidos en la Tabla 12. Sucede del mismo modo con la Tabla 62 y la Tabla 52.

La Tabla 12 es la que mas datos contiene en cuanto a caracteristicas de los pacientes y datos
en Urgencias. Si bien no recoge datos de patologias previas que podrian ser significativas para definir
un perfil de riesgo, se recogen en ella las constantes vitales de los pacientes y la variable objetivo del
clasificador a desarrollar: el motivo de alta.

5.1.1. Limpieza de los Datos

5.1.1.1. Tabla 12

En la Tabla 12 se encuentra la variable objetivo en torno a la cual giraria el funcionamiento del
futuro predictor. Es crucial conocer el motivo del alta de los pacientes para poder predecir su
evolucion, de modo que todos aquellos registros que no contenian informacién de esta variable se
eliminaron automaticamente. Se eliminaron 259 registros.

Se analizé a continuacién la cantidad de datos vacios de cada variable, tomandose como
criterio de exclusién para el estudio que las variables tuviesen mas de un 60% de datos vacios. Se
eliminaron del analisis la glucemia tomada a la entrada a Urgencias y los datos relativos al ingreso en
UCI (véase la Tabla 5).

Tabla 5. Datos vacios segun porcentaje de las distintas variables recogidas en la Tabla 19. En esta tabla se excluye “Motivo
de alta” por haberse eliminado anteriormente todos los registros vacios.

Datos vacios

Edad 0%
Sexo 0%
Diagnéstico al ingreso 0%
Fecha de ingreso 0%
Fecha de alta 0%
Fecha de ingreso en UCI 92,77%
Fecha de alta en UCI 92,77%
Dias en UCI 92,77%
Fecha de admisién en Urgencias 3,13%
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Hora de admision en Urgencias 3,13%

Especialidad de donde deriva el ingreso 3,13%

Diagnéstico de Urgencias 3,13%

Destino 3,13%

Hora primera toma de constantes de Urgencias 18,51%
Hora ultima toma de constantes de Urgencias 3,13%

Primera toma de temperatura 23,75%
Ultima toma de temperatura 20,98%
Primera toma de FC 22,93%
Ultima toma de FC 17,95%
Primera toma de glucemia 98,96%
Ultima toma de glucemia 23,75%
Primera toma de saturacién de oxigeno 21,63%
Ultima toma de saturacion de oxigeno 16,52%
Primera toma de PA maxima 36,50%
Ultima toma de PA maxima 32,51%
Primera toma de PA minima 36,54%
Ultima toma de PA minima 32,55%

Durante este analisis se observaron inconsistencias en las variables “Fecha de admisién en
Urgencias” y “Ultima toma de glucemia”. Se observé una coincidencia completa de estas variables con
“Fecha de ingreso” y “Primera toma de temperatura”, respectivamente. En el primer caso, la
inconsistencia se debia, como especificaba el propio grupo HM Hospitales, a la condicion de ingreso
hospitalario que recibieron los pacientes que llegaban a Urgencias con sospecha de COVID-19,
realizdndose ambos procesos en la misma fecha. En el segundo caso, se observé que los datos de
temperatura a la entrada a Urgencias habian sido copiados erréneamente en la ultima toma de
glucemia. Ya fuera por falta de informacién adicional o por error, ambas variables se excluyeron.

Se observé también en este punto que, obviando los valores vacios de las variables, todos los
datos de constantes vitales tomados a la entrada a Urgencias tenian valores idénticos a la salida. Es
decir, en todos los registros con valores distintos a cero en la primera toma y la ultima, los valores
numéricos eran exactamente iguales.

Excluir datos ante esta situacion era una decisidn controversial, pues existian registros donde
se habia registrado el valor de la primera toma y no de la ultima o viceversa. Esto significa que no se
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podia conocer a priori qué datos fueron copiados de cudles. Sin embargo, a fin de satisfacer el objetivo
de generar un clasificador capaz de realizar una prediccidn a la entrada a Urgencias, se considerd que
los datos correctos se tomaron a la entrada y se excluyeron para la elaboracién del clasificador las
variables ultimas de la urgencia.

Finalmente, se estudié que los datos de las constantes vitales se encontrasen dentro de rangos
normales o habituales en la préctica clinica, segun se establece a continuacion.

e Valores normales de temperatura

La temperatura corporal es una constante que varia ampliamente dependiendo de la zona del
cuerpo en que se tome (oral, rectal, axilar, oido, escaner infrarrojo), la edad o el sexo. Considerando
valores normales para adultos y teniendo en cuenta que en el momento en que se realizé la toma de
temperatura a los pacientes no existian tantas precauciones higiénico-sanitarias en Urgencias, se
consideran como referencia los valores en axila. Se consideraron entonces valores normales los
comprendidos entre 35,22C vy 36,99C [41].

Por otra parte, se conoce que valores comprendidos entre 302C y 352C indican hipotermia,
mientras por encima de 412C indican casos graves de fiebre en que debe revertirse cuanto antes el
aumento de la temperatura [41]. Si la temperatura alcanza los 429C el paciente entra en comay a los
432C muere por efecto de la desnaturalizacién de las proteinas [42].

Se tomaron de acuerdo a esto como umbrales inferior y superior las temperaturas 302Cy 42°C.
No se detectd ninguna inconsistencia en los datos.

e Valores normales de FC

Se entiende que valores de FC en reposo por debajo de 60 latidos por minuto (lpm)
corresponden a bradicardia y por encima de 100 Ipm a taquicardia [43]. Sin embargo, existen
excepciones a esta regla que dependen de multiples factores externos.

Teniendo en cuenta lo mencionado, se estudiaron los casos minimos y maximos de estos
valores para poder detectar anomalias en los datos. No se descartaron datos de ningun paciente.

e Valores normales de saturacion de oxigeno (presion arterial parcial de oxigeno, Pa0)

Se considera que un paciente tiene una PaO; disminuida cuando esta constante baja de 80
mmHg. Cuando este valor cae por debajo de 60 mmHg, se considera insuficiencia respiratoria,
significando a niveles inferiores la necesidad inmediata de oxigenoterapia [44]. Por otra parte, valores
de Pa0; por encima de 100 mmHg indican hiperoxemia (nivel de oxigeno en sangre elevado), pudiendo
ser este trastorno leve (100 — 200 mmHg), moderado (200 — 300 mmHg) o elevado (< 300 mmHg) [45].

Con esta informacidn y los datos contenidos en la base de datos se marcaron los umbrales para
determinar posibles outliers, considerando la posible variabilidad asociada a esta medida. Solamente
se pudo excluir a un paciente cuya PaO, era completamente anormal, de 10 mmHg.
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e Valores normales de tension arterial

En cuanto respecta a valores normales de la tensidn o presidn arterial (PA), deben considerarse
la PA minima (diastdlica) y la PA maxima (sistdlica). La categoria de la PA puede definirse siguiendo los
criterios establecidos por el American College of Cardiology/American Heart Association Hypertension
(2017) en la Tabla 6 [46].

Se tomaron umbrales relativos a ambas presiones y se encontraron ciertas anomalias en los
datos. Se detectaron y eliminaron 2 registros con valores totalmente fuera de un rango posible.
Adicionalmente, se eliminaron aquellos registros en que los valores de presién diastélica eran
superiores a los de la presion sistdlica (6 pacientes).

Tabla 6. Categorias de PA segun los valores de presion sistdlica y de presion diastdlica. Tabla obtenida de [46].

Categoria de la Presion sistélica (mmHg) Presion diastdlica
presion arterial (mmHg)
Normal <120 y <80
Elevada 120-129 y <80
Hipertension Nivel 1 130-139 o 80-89
Hipertensién Nivel 2 > 140 o} >90
Hipertension Nivel 3 > 180 y/o >120

Tras el primer proceso de limpieza de datos de la Tabla 12, el nimero total de pacientes se
redujo a 2039.

5.1.1.2. Tabla 22

En esta tabla se observan los distintos tratamientos realizados a 2300 de los 2307 pacientes a
los que se tomaron datos. No se requirid ningun tipo de limpieza en esta tabla.

5.1.1.3. Tabla 42

Se observa en esta tabla un conjunto de datos cadtico en que aparecen anotaciones mezcladas
con otras variables. Se encuentran hasta 400 pruebas diferentes de laboratorio entre los mas de
396.000 registros, habiéndosele realizado a algunos pacientes incluso 4400 pruebas.

38



Desarrollo de un algoritmo de aprendizaje automatico para prediccién de evolucidén de pacientes
hospitalizados por COVID-19

Si bien no resulto necesaria una limpieza de esta tabla, la heterogeneidad de los datos que
contiene sugeria reconsiderar su inclusién en un clasificador del nivel del que se pretendia realizar.

5.1.1.4. Tabla 52

En la dltima tabla a analizar se observod que solamente se habian tomado datos del diagndstico
y procedimientos a algunos de los pacientes. Entre los datos correspondientes a esta tabla se
observaron datos vacios en altos porcentajes (véase Tabla 7), lo que sugeria considerar solamente el
valor correspondiente a “Diagndstico Principal” a la hora de realizar el clasificador.

Tabla 7. Datos vacios segun porcentaje de las distintas variables recogidas en la Tabla 59.

Datos vacios

Diagnéstico principal 0%
Diagndstico numero 2 59,59%
Diagndstico niumero 3 85,81%
Diagndstico nimero 4 94,01%
Diagnéstico numero 5 97,53%
Diagndstico nimero 6 98,89%
Diagndstico numero 7 99,30%
Diagnostico nimero 8 99,65%
Diagnéstico numero 9 99,85%
Diagndstico nimero 10 99,95%
Diagndstico nimero 11 100%
Procedimiento nimero 1 92,50%
Procedimiento numero 2 97,38%
Procedimiento nimero 3 99,45%
Procedimiento niimero 4 100%
Procedimiento numero 5 100%
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5.1.2. Seleccion de los Datos

Se analizd en este apartado el valor de los datos limpios a la hora de formar parte de las
variables predictoras que configurarian posteriormente el predictor. Se realizé de este modo una
seleccion de las variables a fin de que se mantuviesen solamente aquellas que pudieran servir para
conocer la evolucién de un paciente con COVID-19.

5.1.2.1. Tabla 12

Se excluyeron del estudio las variables relativas a fechas y horas. Se excluyeron ademas las
variables “Diagndstico al ingreso” y “Destino”, ya que en todos los casos se trataba de un ingreso
originado por COVID-19. Por no tener mayor relevancia, se descartd también la variable “Especialidad
de donde deriva el ingreso”.

5.1.2.2. Tabla 22

Del mismo modo que en la Tabla 12, se excluyeron las variables relativas a fechas. Se
eliminaron de este modo las variables “Inicio del tratamiento” y “Fin del tratamiento”. Por otra parte,
resultaba especialmente interesante considerar el tratamiento con la clasificacién ATC7, pues es la
clasificacion mas completa de entre las ofrecidas en el dataset, de modo que solamente se reservd
esta variable asociada al ID del paciente en el desarrollo del clasificador.

5.1.2.3. Tabla 42

Por la heterogeneidad mencionada anteriormente, las pruebas de laboratorio
correspondientes a la Tabla 42 quedaron descartadas del estudio.

5.1.2.4. Tabla 52

Teniendo en cuenta que los registros de diagndsticos realizados sobre los pacientes no incluian
en el momento de su ingreso una codificacién en CIE10 para COVID-19, los datos recogidos en esta
tabla no tienen mayor valor clinico que una aproximacion médica hacia una sintomatologia parecida a
la de la COVID-19. Dado que ademas los valores para los procedimientos y para los distintos
diagndsticos secundarios que se proporcionan en esta tabla son muy bajos, la Tabla 52 se descartd
para su uso en el desarrollo del clasificador.
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5.1.3. Preprocesado Final de los Datos

Previamente a analizar y utilizar los datos, cabia tratar todos los campos correspondientes a
variables que se encontraran vacios. Como se mencioné anteriormente, cabe la posibilidad de realizar
una correccion de estos datos a través de distintos métodos como la sustitucion del valor vacio por la
media aritmética; sin embargo, se optd por eliminar los registros de todos aquellos pacientes con algin
campo vacio. Se evitd asi introducir errores adicionales a la vez que se trabajaba con datos completos
y reales.

En la Tabla 12, el nUmero de pacientes quedd reducido a 1192. La Tabla 22, por coherencia con
la Tabla 12 en cuanto al uso de medicamentos de cada paciente, quedd también reducida a 1192
pacientes (28.957 registros). Se eliminaron de esta segunda tabla los registros “sin clasificar”,
quedando un total de 28.394 registros.

En la Figura 11, situada en la siguiente pagina, se recoge un diagrama de flujo representativo
del proceso de limpieza, seleccién y preprocesado de los datos originales.

5.1.4. Andlisis Estadistico de los Datos

Sobre las dos tablas resultantes del cribado anterior se realiz6 en este punto un andlisis
estadistico que proporcionase informacién acerca de los datos seleccionados. Esta informacion
permite conocer correlaciones entre variables y, a posteriori, la posibilidad de afianzar conclusiones
acerca de los resultados del clasificador.

5.1.4.1. Tabla 12

Los datos correspondientes a los resultados del andlisis de datos se dividieron en datos
numéricos y datos categdricos. A continuacién, se detalla el analisis llevado a cabo sobre los datos
categoéricos y en la Tabla 8 se recogen los resultados correspondientes al analisis estadistico que se
realizé sobre los datos numéricos.

e Sexo

En la Tabla 12 se recogen datos de 720 hombres y 472 mujeres. El porcentaje total de mujeres
en el estudio solamente representa el 39,6%.

e Motivo de alta

En los datos de estudio solamente 197 de los 1194 pacientes fallecieron (un 16,5%). Los demas
pacientes, segun orden de cantidad, salieron del hospital con motivo de alta domiciliaria (78,14%),
traslado al hospital fuera de zona COVID (2,85%), traslado a otro centro sociosanitario (2,35%) y alta
voluntaria (0,17%).
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Figura 11. Diagrama de flujo para la seleccion de tablas, variables y registros.
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e Diagnéstico de Urgencias

De los 1194 casos, mas de la mitad (un 57,13%) llegaron a Urgencias con motivo de dificultad
respiratoria. En orden decreciente, los siguientes diagndsticos mas comunes fueron fiebre (12,58%),
cuadro catarral (8,72%), tos (7,05%), malestar general (3,44%), deterioro de paciente oncoldgico
(2,77%), diarrea (1,17%) y malestar (1,01%). Por debajo del 1% se encuentran, entre otros, los
diagndsticos disuria, desorientacidon, mareo, nduseas o vomitos, astenia, dificultad en diuresis, dolor
lumbar, dolor en el pecho/dolor toracico, dolor al tragar, sincope y dolor costal.

Tabla 8. Métricas de estadistica descriptiva de las variables numéricas recogidas en la Tabla 19.

Desviacion

Media Mediana Moda , Rango
estandar
Edad (afios) 68 69 64y 71 15,8 [21 - 106]
T
em';’:é;"t“ra 36,76 36,6 36,5 0,83 [33,2 - 39,8]
FC (Ipm) 90,02 89 85 16,58 [41 - 170]
Pa0; (mmHg) 92,21 94 95 6,84 [44 - 99]
Al duc 131,74 131 130 21,02 [60 - 198]
(mmHg)
PA minima 75,20 76 70 12,74 [31-127]
(mmHg)

Se observa a primera vista en los datos numéricos una edad avanzada en los pacientes,
temperaturas y FC moderadas y PaO, relativamente elevadas. Los datos medios de PA sugieren que el
paciente promedio es una persona con la tensidn elevada, probablemente con una hipertensién tipo
2.

Analizando mas detalladamente los datos de PA minima y maxima, se puede hacer una
clasificacion de los pacientes en categorias tal como se expone en la Tabla 6. De estos, solamente un
26,59% se encontraban dentro de una categoria normal. Un 12,5% presentaban tension elevada, un
21,32% hipertensién nivel 1, un 38,42% hipertension nivel 2 y solamente un 1,17% presentaba
hipertension de nivel 3.

Llegados a este punto, se normalizaron los datos y se obtuvo un mapa de correlaciones, donde
la defuncidn del paciente se selecciond como variable dependiente. A fin de facilitar la visualizacién de
los datos y su trabajo posterior, se agruparon los datos de “Motivo de alta” en 2 variables: defuncién,
referente a “fallecimiento” y supervivencia, donde se incluyeron “alta voluntaria”, “domicilio”,
“traslado al hospital” y “traslado a un centro sociosanitario”.
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Los resultados, mostrados en la Figura 12 de la siguiente pdgina, arrojan informacion relevante
para conocer los principales motivos de fallecimiento en funcién de las variables de la Tabla 12. Se
observa la edad como principal factor de riesgo, y se aprecia una tenue influencia de la PAy la Pa0,. A
grandes rasgos, la temperatura y FC medidas en Urgencias no parecen tener mayor importancia. El
diagndstico que sobresale en el histograma, referido a “Dificultad respiratoria” destaca también.

Por otra parte, asi como las estadisticas muestran un mayor riesgo para los hombres (véase el
Capitulo 2) y aunque en este estudio el porcentaje de fallecidos relativo a varones es superior, no
deben hacerse conjeturas, pues los registros de hombres en la base de datos superan
significativamente a los de mujeres.
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5.1.4.2. Tabla 22

En esta tabla se recogen los distintos medicamentos pautados a cada paciente durante su
ingreso. Con propdsito de incluirlos como un indicador que ofreciese mayor claridad al clasificador, se
analizaron por separado las medicaciones pautadas al total de individuos y a los individuos que
fallecieron (5918 registros).

En términos generales, a los pacientes se les pautd con una frecuencia mayor farmacos
agrupados dentro de electrolitos, paracetamol, etanol, bemiparina, clorhexidina, omeprazol,
hidroxicloroquina, oxigeno, cloruro de sodio, azitromicina, metilprednisolona, dipirona, ritonavir y
lopinavir, ceftriaxona, glucosa y electrolitos con carbohidratos. Atendiendo al cddigo ATC, estos
medicamentos son mayoritariamente de accion sobre la sangre y d6rganos hematopoyéticos
(generalmente antitrombdticos, sustitutos de plasma y soluciones para infusién) y antiinfecciosos de
uso sistémico (antibacterianos y antivirales) [47].

Respecto a los pacientes que fallecieron, se observé la misma pauta de farmacos con ligeras
modificaciones. De mds a menos recetados, los farmacos que se pautaron a los pacientes fallecidos
fueron electrolitos, paracetamol, etanol, bemiparina, clorhexidina, omeprazol, cloruro de sodio,
oxigeno, metilprednisolona, midazolam, hidroxicloroquina, glucosa, morfina, ceftriaxona, electrolitos
con carbohidratos, dipirona y azitromicina.

Teniendo en cuenta que la morfina y el midazolam son farmacos sedantes paliativos, no se
puede contemplar ninguna diferencia significativa entre el subgrupo que fallecié y el total de pacientes
en cuanto a su pauta de medicamentos.

5.2. CONSTRUCCION DE UN MODELO DE APRENDIZAJE AUTOMATICO

Considerando los datos resultantes del analisis estadistico, se decide tomar como variables
independientes para el algoritmo de prediccidn de evolucion de pacientes hospitalizados por COVID-
19 las variables que se recogen en la Tabla 9.

Tabla 9. Variables seleccionadas para el desarrollo del predictor.

Algoritmo de clasificacion
Variable dependiente (a predecir) Variables independientes (predictoras)

Tabla 12:
- Edad
- Diagnostico
- PA minima
- PA mdxima
- Pa0;

Fallecimiento (Si/No)
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Se toman estos datos y se entrenan los distintos tipos de clasificadores en la herramienta de
MATLAB. Los distintos clasificadores se entrenan tanto para una validacidn cruzada k-fold con 5
particiones del subconjunto (5-fold Cross-Validation), como para una validacidn tipo hold-out con un
20% de los datos reservados para validacién (Hold-out Validation 20%). Dado que las caracteristicas
del conjunto de datos no permitian entrenar la totalidad de los clasificadores, se entrenaron los 15
modelos disponibles para el dataset reducido.

e 5-fold Cross-Validation

El método con mejores resultados fue SVM Medium Gaussian, con un 86% de precision y un
nucleo (kernel) gaussiano de escala 2,4. La matriz de confusién binaria asociada a este clasificador y su
curva ROC se observan en la Figura 13 y la Figura 14.

Sin embargo, es facil ver que la precision del clasificador viene dada por la facilidad del mismo
a la hora de detectar cuando un paciente no tiene riesgo de fallecer por COVID-19: su tasa de
prediccidon de fallecimiento es baja y su tasa de falsos negativos muy elevada.

Se investigd de este modo entre los demads clasificadores entrenados y se selecciond el
clasificador RUSBoosted Trees, con un 74,8% de valor de predicciéon (matriz de confusién y curva ROC
disponibles en la Figura 15 y la Figura 16).

Model 1.11

1.1%

True Class

20.8%

Si TPR FNR
Predicted Class

Figura 13. Matriz de confusion resultante del método SVM Medium Gaussian con validacion cruzada 5-fold.
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Figura 14. Curva ROC resultante del método SVM Medium Gaussian con validacion cruzada 5-fold.

Model 1.15

25.8%

20.3%

No Si TPR FNR
Predicted Class

Figura 15. Matriz de confusion resultante del método RUSBoosted Trees con validacion cruzada 5-fold.
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Figura 16. Curva ROC resultante del método RUSBoosted Trees con validacion cruzada 5-fold.

Se observa de este predictor que, aunque posee un valor inferior de precision, su capacidad
predictiva a la hora de determinar si un paciente tiene riesgo de fallecer es mucho mas significativa. El
area bajo la curva es ligeramente superior y su tasa de falsos negativos es muy inferior, sin sacrificar
excesivamente el valor de la tasa de falsos positivos.

e Hold-out Validation 20%

Para la segunda validacidn, el predictor con mejores resultados a priori fue el modelo Kernel
Naive Bayes, con un 87% de precisidn. Sin embargo, tal y como se observa en la Figura 17 y la Figura
18, sucede el mismo problema que en el caso de la validacion cruzada k-fold.

Asi pues, se examinaron de la misma forma que anteriormente el resto de los modelos en
busca de mejores resultados. De nuevo, se opté por el modelo RUSBoosted Trees, con un 74,4% de
precision. En la Figura 19 y la Figura 20 pueden observarse su matriz de confusion y su curva ROC. Se
observa en estas figuras una mejoria notable en la capacidad predictiva del modelo.
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True Class

Model 1.6

25%

33.3%

Si TPR FNR
Predicted Class

Figura 17. Matriz de confusion resultante del método Kernel Naive Bayes con validacion hold-out (20%).
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Figura 18. Curva ROC resultante del método Kernel Naive Bayes con validacion hold-out (20%).
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True Class

Model 1.15

26.1%

23.1%

No Si TPR FNR
Predicted Class

Figura 19. Matriz de confusion resultante del método RUSBoosted Trees con validacion hold-out (20%).
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Figura 20. Curva ROC resultante del método RUSBoosted Trees con validacién hold-out (20%).
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Finalmente se seleccioné entre los dos modelos sobresalientes en cada tipo de validacion,
considerando su capacidad predictiva en cuanto a prediccidon de pacientes con alta probabilidad de
fallecer. Se trataba de dos algoritmos muy similares, con situaciones en sus curvas ROC casi idénticas
y precisiones parecidas. Teniendo esto en cuenta, se selecciond el primer modelo, dado que se
observaba una mejor capacidad para discernir en aquellos casos en que el paciente presentaba un alto
riesgo de defuncion.

Asi pues, el método seleccionado para predecir la evolucidon de pacientes hospitalizados por
COVID-19 fue un modelo RUSBoosted Trees que utiliza técnicas de validacidon cruzada k-fold con 5
particiones del subconjunto.

En la Figura 21 se observan las aproximaciones realizadas por el algoritmo en cada variable
para predecir las etiquetas del conjunto original de entrada. Se aprecia la influencia de la edad, de una
saturacidn de oxigeno baja y la relevancia de un cuadro diagndstico en Urgencias de dificultad
respiratoria. Si bien no es facil interpretar los datos relativos a la PA, sin estos la precision del
clasificador disminuye.

Original data set: TFG
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Figura 21. Grdfico de coordenadas paralelas del clasificador utilizado para la prediccion. El color rojo muestra a los
pacientes fallecidos y el azul a los que sobrevivieron.
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Por otra parte, estudiando el comportamiento del algoritmo a lo largo de varias iteraciones,

puede observarse que se mantiene su capacidad predictora, segin se observa en la Figura 22 para 10
iteraciones distintas.

75,5
75
74,5

74,1

Precision (%)
~
D

73,5

73

73,1

72,5

72
1 2 3 4 5 6 7 8 9 10

Iteraciones Media = 74,33%

Desviacion estandar = 0,66%

Figura 22. Precision del clasificador RUSBoosted Trees a lo largo de 10 iteraciones.
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6. CONCLUSIONES

En situaciones de incertidumbre y de colapso en centros sanitarios, disponer de sistemas o
programas que proporcionen ayuda al diagndstico es clave para conseguir llevar adelante la situacion.
Fijando esta idea como objetivo, este trabajo se presenta como un ejemplo de desarrollo de un
algoritmo de clasificacién con aplicacién en el ambito médico, concretamente para centros sanitarios
donde exista un gran volumen de pacientes contagiados por COVID-19.

Para este tipo de situaciones, hacer un diagnéstico veraz en la llegada de los pacientes a
Urgencias es fundamental para asegurar su buena evolucién. Asi, el algoritmo desarrollado se basa
esencialmente en las constantes tomadas a los pacientes en Urgencias, de forma que sus resultados
puedan influir directamente en el triaje y tratamiento de los pacientes.

Del analisis de los datos llevado a cabo en el Capitulo 5 se observan conjuntos de datos
coherentes con la realidad clinica y con la sintomatologia propia de la COVID-19 (véase el Capitulo 1).
Sin embargo, durante la fase previa de limpieza de los datos se encontraron severas limitaciones que
probablemente habran limitado el funcionamiento del clasificador.

En primer lugar, la existencia de datos copiados en distintas variables genera desconfianza en
la validez de los datos y obliga a quien trabaja con ellos a hacer asunciones que pueden no ser
correctas. De hecho, para el clasificador desarrollado se ha asumido que los primeros datos de
constantes tomados a la urgencia (idénticos a los datos de las ultimas constantes) son correctos, a
pesar de no haber ninguna garantia de ello.

En segundo lugar, sin comprometer la anonimidad de los pacientes, hubiese sido de gran ayuda
incluir antecedentes clinicos como obesidad, enfermedades crdénicas o tabaquismo asociados a su ID.
De este modo, se podria haber incluido la existencia de este factor como una variable de alta capacidad
predictiva o haberse trabajado con los datos de la medicaciéon pautada (Tabla 22) con mayor
conocimiento. No obstante, segun el andlisis de los farmacos en el ingreso llevado a cabo en el Capitulo
5, no se aprecian diferencias significativas en el tratamiento de los pacientes que fallecieron y en el de
los que sobrevivieron.

En tercer lugar, a pesar del gran aspecto positivo que supone la cantidad de datos completos
ofrecido por HM Hospitales, dado que el clasificador objetivo se rige por la separacion entre el
fallecimiento o supervivencia de los pacientes, la baja cantidad de pacientes fallecidos en el dataset
dificulta el aprendizaje. Por otra parte, es una limitacién el hecho de no disponer de datos externos
para realizar una validacién.

Finalmente, existen limitaciones adicionales asociadas al uso del software y a la seleccién de
las variables. Un software y un ordenador mds potentes son imprescindibles para un procesamiento
mas profundo de los datos; y probablemente un estudio mas trascendente de estos sea necesario para
identificar parametros que ofrezcan unos mejores resultados. Sin embargo, aunque algunos
pardmetros como los resultados de laboratorio han demostrado ser realmente importantes para
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determinar la gravedad de pacientes con COVID-19, incluir este tipo de parametros en un clasificador
requiere que a todos los pacientes se les realicen estas pruebas, algo que no siempre es posible.

A pesar de las limitaciones, el algoritmo desarrollado ha resultado ser significativamente
preciso. Se trata de un algoritmo basado en un clasificador RUSBoosted Trees, un tipo de clasificador
de métodos conjuntos. Se ha utilizado el método de validacién cruzada k-fold con 5 particiones de
datos para su entrenamiento. Utiliza 5 variables predictoras, la edad, la PaO,, las PA maxima y minima
y el diagndstico a la urgencia. Y, si bien es susceptible a mejoras, desde un punto de vista holistico y
suponiendo que las asunciones llevadas a cabo son correctas, los resultados se consideran
satisfactorios.

Dentro de todas las limitaciones mencionadas, el predictor ofrece un 74,8% de precisién y
bajas tasas de error, por lo que podria significar una buena herramienta de ayuda para el predecir la
gravedad de pacientes que llegan con un cuadro clinico de COVID-19 a Urgencias. El predictor asegura
un prondstico correcto a al menos un 79,7% de los pacientes que lleguen con un elevado riesgo de
morir.

El hecho de que este porcentaje sea inferior al de proyectos paralelos como los mencionados
en el Capitulo 1 se atribuye generalmente a las limitaciones descritas y a la necesidad de un proyecto
de investigacién mas exhaustivo que el que se puede abarcar en este trabajo de final de grado.

Finalmente, aunque escapa a los objetivos del proyecto entrar en mas detalle, cabe mencionar
que el fin de este tipo de algoritmos es siempre el de conformar parte de un sistema de apoyo a la
practica clinica, no pudiendo imponerse nunca el resultado de estos a una opinién médica
fundamentada.
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1. OBIETIVO

El objetivo de este documento es el de realizar una valoracion econémica estimada del
proyecto llevado a cabo, basado en el desarrollo de un algoritmo de aprendizaje automatico para
predecir la evolucidn y gravedad de pacientes hospitalizados por COVID-19.

Para el desarrollo de este presupuesto se utiliza el software Arquimedes, de CYPE Ingenieros
S.A.

2. PRESUPUESTO

2.1. PRESUPUESTOS PARCIALES

El informe de presupuestos parciales se divide en tres secciones diferenciadas: costes de mano
de obra, costes de maquinaria y costes de materiales.

2.1.1. Costes de Mano de Obra

Se describen en esta seccién los costes de recursos humanos asociados al desarrollo del
trabajo. Para ello, se realiza una estimacion del tiempo empleado en su desarrollo y de las
remuneraciones aproximadas de los distintos participantes en el proyecto.
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En la Tabla 10 se desglosan los costes de mano de obra y se incluye toda esta informacidn. Se
considera la contribucién de D2. Valery Naranjo Ornedo, catedrdtica de Universidad y tutora del
presente proyecto; de D. Jorge Igual Garcia, profesor titular de Universidad y encargado de cotutorizar
el proyecto y D2. Belén Ballester Viciano, como estudiante del Grado en Ingenieria Biomédica y autora
del proyecto.

Tabla 10. Desglose de los costes de mano de obra.

Descripcion Uds. Preci&;xl?)itario Cantidad Coste ir('r;;outable
c;ﬁﬂjﬁ;:e h 42,00 12 504,00
';?lff:‘i‘\’,:::f;r h 35,00 40 1400,00

Estudiante h 13,00 300 3900,00

Total mano de obra: 5804,00 €

2.1.2. Costes de Maquinaria

En esta seccidn se tienen en cuenta los costes de hardware y de software necesarios para llevar
a cabo el proyecto.

e Costes de hardware

Todo el proyecto se ha realizado con un Unico ordenador personal. Si bien las imagenes de
térax proporcionadas por HM Hospitales a CVBLab se encuentran almacenadas en los servidores del
grupo de investigacidn, estos servidores no se consideran por no haber sido utilizadas las imagenes
para el desarrollo del presente proyecto.

El coste que ha supuesto el uso del equipo personal se desglosa en la Tabla 11, teniendo en
cuenta su periodo de amortizacion, puesto que el dispositivo no se adquirié de forma exclusiva para la
realizacion del proyecto.

e Costes de software

En el coste de software se incluyen las licencias de los distintos softwares utilizados. Tal y como
se explica en el Capitulo 3, se utilizan para la visualizacién y procesado de datos el software MATLAB®
v.R2020b de MathWorks y el software de hojas de calculo de Microsoft, Excel.

Los costes de esta seccidon se recogen en la Tabla 12, donde de nuevo se tiene en cuenta los
periodos de amortizacion.
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Tabla 11. Desglose de los costes de maquinaria relativos al hardware.

Precio Periodo de Intervalo Coste
Descripcidn Uds. - Cantidad amortizacion = amortizado = imputable
unitario (€)
(meses) (meses) (€)
HP
Intel®Core™ 1 699,00 u 72 6 58,25
i5-6200U
Total hardware: 58,25 €
Tabla 12. Desglose de los costes de maquinaria relativos al software.
Precio Periodo de Intervalo Coste
Descripcidn Uds. - Cantidad  amortizacion = amortizado = imputable
unitario (€)
(meses) (meses) (€)
Licencia
MATLAB 1 800,00 u 12 6 400,00
R2020b
Licencia
Microsoft 1 69,00 U 12 6 34,50

365 Personal

Total software: 434,50 €

2.1.3. Costes de Materiales

El inico material adicional empleado para el desarrollo del proyecto ha sido la base de datos
facilitada por HM Hospitales a CVLab, la cual es completamente gratuita. De esta forma, el coste de los
materiales se puede desestimar por ser igual a cero.

2.2. PRESUPUESTO TOTAL

Para el computo del presupuesto total del proyecto se obtiene en primer lugar el presupuesto
de ejecucion material. A este importe se le afaden los porcentajes de gastos generales (13%) y de
beneficio industrial (6%), dando lugar al precio total bruto. A continuacién, se afiade a este precio el
Impuesto sobre el Valor Afiadido (IVA), correspondiente a un 21% de dicho valor y se obtiene el
presupuesto de ejecucién por contrata.

El valor del presupuesto de ejecucidn por contrata, reflejado junto al resto de célculos en la
Tabla 13, representa el presupuesto total que supondria la realizacién del presente proyecto.
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Tabla 13. Presupuesto total del proyecto.

Descripcion Coste (€)
Costes de mano de obra 5804,00
Costes de maquinaria 492,75
- Costes de hardware 58,25
- Costes de software 434,50
Presupuesto de ejecucion material 6296,75
Gastos generales (13%) 818,58
Beneficio industrial (6%) 377,81
Precio total bruto 7493,14
IVA (21%) 1573,56
Presupuesto de ejecucion por contrata 9066,70 €

Asi pues, el coste total de la realizacion del proyecto realizado asciende a nueve mil sesenta 'y
seis euros con setenta céntimos (9066,70 €).
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Descripcidn: Tablas resumen de la informacidn contenida en la base de datos de HM

1. ANEXOI
Hospitales.
e Tablal2

ING/INPAT COVID CON/WITH URG/EMERG

PATIENT ID

EDAD/AGE

SEXO/SEX

DIAG ING/INPAT

F_INGRESO/ADMISSION_D_ING/INPAT

F_ENTRADA_UC/ICU_DATE_IN

F_SALIDA_UCI/ICU_DATE_OUT

UCI_DIAS/ICU_DAYS

F_ALTA/DISCHARGE_DATE_ING

MOTIVO_ALTA/DESTINY_DISCHARGE_ING

F_INGRESO/ADMISSION_DATE_URG/EMER
G
HORA/TIME_ADMISION/ADMISSION_URG/
EMERG

ESPECIALIDAD/DEPARTMENT_URG/EMERG

Registros de pacientes ingresados:
demograficos, datos del episodio del
ingreso, datos del episodio de Urgencias
previo, si ha habido, datos del paso por
UCI, si ha habido

Identificador Unico de paciente ingresado

Edad del paciente a abril del 2020

Sexo del paciente

Diagnostico COVID durante el ingreso
Fecha de ingreso como paciente tipo

ingresado

Fecha de entrada en la UCI durante el

ingreso

Fecha de salida de la UCI durante el ingreso

Dias en la UCI

Fecha de alta como paciente tipo ingresado
Motivo/destino del alta como paciente tipo
ingresado

Fecha de la visita a Urgencias que derivd en
ingreso

Hora de la visita a la Urgencia que derivé en
ingreso

Especialidad de la urgencia que derivé en
ingreso
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DIAG_URG/EMERG

DESTINO/DESTINY_URG/EMERG

HORA/TIME_CONSTANT_PRIMERA/FIRST_U
RG/EMERG

TEMP_PRIMERA/FIRST_URG/EMERG

FC/HR_PRIMERA/FIRST_URG/EMERG

GLU_PRIMERA/FIRST_URG/EMERG

SAT_02_PRIMERA/FIRST_URG/EMERG

TA_MAX_PRIMERA/FIRST/EMERG_URG

TA_MIN_PRIMERA/FIRST_URG/EMERG

HORA/TIME_CONSTANT_ULTIMA/LAST_UR
G/EMERG

FC/HR_ULTIMA/LAST _URG/EMERG

TEMP_ULTIMA/LAST_URG/EMERG

GLU_ULTIMA/LAST_URG/EMERG

SAT_02_ULTIMA/LAST_URG/EMERG

TA_MAX_ULTIMA/LAST_URGEMERG

TA_MIN_ULTIMA/LAST_URG/EMERG

Diagndstico en el momento de la admision
en Urgencias

Destino de la urgencia (todas estas
acabaron en ingresos porque el analisis es
sobre pacientes ingresados)

Hora del primer registro de constantes en la
Urgencia

Primer registro de temperatura tomado en
la Urgencia

Primer registro de frecuencia cardiaca
tomado en la Urgencia

Primer registro de glucemia tomado en la
Urgencia

Primer registro de saturacién de oxigeno
tomado en la Urgencia

Primer registro de tensidn arterial minima
tomado en la Urgencia

Primer registro de tensidn arterial mdxima
tomado en la Urgencia

Hora del ultimo registro de constantes en la
Urgencia

Ultimo registro de temperatura tomado en
la Urgencia

Ultimo registro de frecuencia cardiaca
tomado en la Urgencia

Ultimo registro de glucemia tomado en la
Urgencia

Ultimo registro de saturacidn de oxigeno
tomado en la Urgencia

Ultimo registro de tension arterial minima
tomado en la Urgencia

Ultimo registro de tension arterial maxima
tomado en la Urgencia
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e Tabla 22

FARMACOS/DRUGS ING/INPAT (NO

ucl/Icu)

PATIENT ID

FARMACO/DRUG_NOMBRE_COMERCIAL/C
OMERCIAL_NAME

DOSIS_MEDIA_DIARIA/DAILY_AVRG_DOSE

INICIO_TRAT/DRUG_START_DATE

FIN_TRAT/DRUG_END_DATE

ATC5_NOMBRE/NAME

ID_ATC5

ATC7_NOMBRE/NAME

ID_ATC7

Registros de la medicacién pautada y
administrada durante el ingreso (no se
recoge la medicacién de UCI)

Identificador Unico de paciente ingresado

Nombre comercial del farmaco

Dosis media diaria administrada

Inicio del tratamiento

Fin del tratamiento
Descripcion de la categoria ATCS en la
clasificacion ATC

Identificador de la categoria ATC5 en la
clasificacidon ATC

Descripcion de la categoria ATC7 en la
clasificacidon ATC

Identificador de la categoria ATC7 en la
clasificacion ATC
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Tabla 32

CONSTANTS ING/INPAT (NO UCI/ICU)

PATIENT ID

CONSTANTS_ING/INPAT_FECHA/DATE

CONSTANTS_ING/INPAT_HORA/TIME

FC/HR_ING/INPAT

GLU/GLY_ING/INPAT

SAT_02_ING/INPAT

TA_MAX_ING/INPAT

TA_MIN_ING/INPAT

TEMP_ING/INPAT

Registros de las constantes durante el
ingreso (no se recogen las de UCI)

Identificador Unico de paciente
ingresado

Fecha de registro de la constante

Hora de registro de la constante

Valor de frecuencia cardiaca

Valor de glucemia

Valor de saturacién de oxigeno

Valor de tensién arterial maxima

Valor de tension arterial minima

Valor de temperatura
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e Tabla 42

LAB ING/INPAT - URG/EMERG

PATIENT ID

PETICION_LABORATORIO/LAB_NUMBER

FECHA_PETICION/LAB_DATE

HORA_PETICION/TIME_LAB

DETERMINACION/ITEM_LAB

RESULTADO/VAL_RESULT

UNIDADES/UD_RESULT

VALORES_REFERENCIA/REF_VALUES

Registros de los resultados de peticiones
de laboratorio realizadas durante el
ingreso y en la urgencia previa, si ha
habido

Identificador Unico de paciente ingresado
Identificador de la peticion de laboratorio
(empiezan por "I" las del episodio de
ingreso y por "U" las del episodio de
Urgencias)

Fecha de la peticidn al laboratorio

Hora de la peticién al laboratorio

Determinacion

Resultado de la determinacién

Unidades del resultado de la determinacion

Valores de referencia para la determinacion
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e Tabla 52

CODIF CIE10/IDC URG/EMERG

PATIENT ID

DIA_PPAL

DIA_02

DIA_03

DIA_04

DIA_05

DIA_06

DIA_07

DIA_08

DIA_09

DIA_10

DIA_11

DIA_12

PROC_01

PROC_02

PROC_03

PROC_04

PROC_05

Registros de la codificacion de la urgencia,
si ha habido, segtin la CIE10

Identificador unico de paciente ingresado

Diagndstico Principal

Diagndstico numero 2

Diagndstico numero 3

Diagndstico numero 4

Diagndstico numero 5

Diagndstico numero 6

Diagndstico numero 7

Diagndstico numero 8

Diagndstico numero 9

Diagndstico numero 10

Diagndstico numero 11

Diagndstico numero 12

Procedimiento nimero 1

Procedimiento nimero 2

Procedimiento nimero 3

Procedimiento numero 4

Procedimiento niumero 5
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e Tabla 62

CODIF CIE10/IDC10 ING/INPAT

PATIENT ID

DIA_PPAL

DIA_02

DIA_03

DIA_04

DIA_05

DIA_06

DIA_08

DIA_07

DIA_09

DIA_10

DIA_11

DIA_12

DIA_13

DIA_14

DIA_15

DIA_16

DIA_17

Registros de la codificacion del ingreso

segun la CIE10

Identificador Unico de paciente ingresado

Diagndstico Principal

Diagndstico numero 2

Diagndstico numero 3

Diagndstico numero 4

Diagndstico numero 5

Diagndstico numero 6

Diagndstico numero 7

Diagndstico numero 8

Diagndstico numero 9

Diagndstico numero 10

Diagndstico numero 11

Diagndstico numero 12

Diagndstico numero 13

Diagndstico numero 14

Diagndstico numero 15

Diagndstico numero 16

Diagndstico numero 17
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DIA_18 Diagndstico numero 18

DIA_19 Diagndstico numero 19

NEO_01 Neoplasia numero 1

NEO_02 Neoplasia numero 2

NEO_03 Neoplasia numero 3

NEO_04 Neoplasia numero 4

NEO_05 Neoplasia numero 5

NEO_06 Neoplasia numero 6

POAD 02 POA (Present on Admission) para

diagndstico 2

POAD 03 POA (Present on Admission) para
diagnéstico 3

POAD 04 POA (Present on Admission) para
diagnéstico 4

POAD_ 05 POA (Present on Admission) para
diagndstico 5

POAD 06 POA (Present on Admission) para
diagndstico 6

POAD 07 POA (Present on Admission) para
diagnéstico 7

POAD 08 POA (Present on Admission) para
diagndstico 8

POAD 09 POA (Present on Admission) para
diagndstico 9

POAD 10 POA (Present on Admission) para
diagnéstico 10

POAD 11 POA (Present on Admission) para
diagnéstico 11

POAD 12 POA (Present on Admission) para

diagndstico 12

POAD 13 POA (Present on Admission) para
diagnéstico 13
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POAD_14

POAD_15

POAD_16

POAD_17

POAD_18

POA (Present on Admission) para
diagnéstico 14

POA (Present on Admission) para
diagndstico 15

POA (Present on Admission) para
diagnéstico 16

POA (Present on Admission) para
diagndstico 17

POA (Present on Admission) para
diagnéstico 18
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