
Escola Tècnica Superior d’Enginyeria Informàtica
Universitat Politècnica de València

Sistemas de recomendación de música para grupos
TRABAJO FIN DE GRADO

Grado en Ingeniería Informática

Autor: Juan Carlos Carrillo Moraga

Tutor: Laura Sebastiá Tarín

Curso 2020-2021





Resum
Els sistemes de recomanació s’utilitzen cada vegada més en diversos àmbits com el

cinema, els viatges, la música, etc. Un sistema de recomanació per a grups és un sistema
que recomana articles a un grup d’usuaris de manera col·lectiva. Per a això, es consideren
les preferències de cadascun dels membres del grup per a oferir una recomanació global
per a tots ells. Aquests sistemes, a més de les preferències dels usuaris, es fa ús d’aspectes
socials i de comportament dels membres del grup per a generar recomanacions de grup
que augmenten la qualitat dels continguts recomanats. Aquest treball se centra en el
domini de la música per a oferir recomanacions d’una llista de cançons per a un grup
d’usuaris.

Paraules clau: Sistemes de recomanació de grups, Sistemes de recomanació de música,
Sistemes de recomanació, Sistemes de la informació, Recuperació de la informació

Resumen
Los sistemas de recomendación se utilizan cada vez más en diversos ámbitos como

el cine, los viajes, la música, etc. Un sistema de recomendación para grupos es un sis-
tema que recomienda artículos a un grupo de usuarios de forma colectiva. Para ello, se
consideran las preferencias de cada uno de los miembros del grupo para ofrecer una re-
comendación global para todos ellos. Estos sistemas, además de las preferencias de los
usuarios, se hace uso de aspectos sociales y de comportamiento de los miembros del gru-
po para generar recomendaciones de grupo que aumenten la calidad de los contenidos
recomendados. Este trabajo se centra en el dominio de la música para ofrecer recomen-
daciones de una lista de canciones para un grupo de usuarios.

Palabras clave: Sistemas de recomendación de grupos, Sistemas de recomendación de
música,Sistemas de recomendación, Sistemas de información, Recuperación de la infor-
mación

Abstract
Recommender systems are increasingly used in a variety of fields such as film, travel,

music, etc. A group recommender system is a system that recommends items to a group
of users collectively. To do so, the preferences of each of the group members are taken into
account to provide a global recommendation for all of them. These systems, in addition
to user preferences, make use of social and behavioural aspects of the group members to
generate group recommendations that increase the quality of the recommended content.
This work focuses on the domain of music to provide recommendations of a playlist for
a group of users.

Key words: Group recommendation systems, Music Recommender Systems,Recommender
systems, Information systems, Information Retrieval
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CAPÍTULO 1

Introducción

Los sistemas de recomendación resuelven el problema de la sobrecarga de informa-
ción y ayudan a los usuarios a elegir entre las decisiones del día a día. Recogen las pre-
ferencias de los usuarios y generan recomendaciones adecuadas al gusto del usuario. La
información sobre las preferencias de los usuarios puede adquirirse mediante valoracio-
nes o feedback explícitas o implícitas.

Feedback implícito: Las preferencias del usuario son extrapoladas en base a sus
acciones como clics, búsquedas y compras. Por ejemplo, Spotify utiliza como métrica
de éxito implícita que, si has estado durante más de 30 segundos escuchando una
canción, esta es de tu agrado. Se encuentran en abundancia, pero resulta más difícil
discernir cuando una valoración es negativa.

Feedback explícito: El usuario especifica sus preferencias mediante acciones como
reaccionar ante un artículo o calificarlo. Por ejemplo, en el sistema recomendador
MovieLens puedes calificar una película con una clasificación entre una (si no te ha
gustado la película) y cinco estrellas (si te ha encantado la película). Puedes especi-
ficar tus preferencias tanto positivas (lo que te gusta dando una buena valoración)
como negativa (indicando lo que no te ha gustado). La cantidad de datos que se
puede recopilar es menor comparado con el feedback implícito.

Muchos sistemas de recomendación tradicionales se han concentrado sólo en modelos
de un solo usuario. Pero en la vida real, hay muchas situaciones en las que interactuamos
sobre todo con grupos, como ver una película con la familia, cenar con los compañeros de
trabajo, planear un viaje con los amigos, etc. Por lo que la recomendación de grupos es un
problema también importante que abordar. En este trabajo veremos cómo implementar
los sistemas recomendadores para grupo basándonos en los sistemas recomendadores
para un solo usuario.

Los problemas que surgen al recomendar artículos a grupos, se pueden organizar en
cuatro subtareas:

1. Adquirir información sobre la preferencia de los usuarios.

2. Generar recomendaciones.

3. Explicar las recomendaciones.

4. Ayudar a los miembros del grupo a tomar una decisión final.

En este trabajo nos focalizaremos en la subtarea de la generación de las recomendaciones.
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2 Introducción

El desarrollo de los sistemas de recomendación es un esfuerzo multidisciplinar en
el que participan profesionales de diferentes campos, como la inteligencia artificial, la
interacción persona-computador, la minería de datos, la estadística, los sistemas de apoyo
a la decisión, el marketing, el comportamiento del consumidor y la psicología [41]. Por lo
que en este trabajo abarcaremos diferentes campos de la computación.

1.1 Motivación

La motivación de este trabajo ha sido combinar mi pasión por la música y la infor-
mática. Actualmente los servicios de música en streaming se enfocan al uso de manera
individual, existen pocas aplicaciones comerciales que tengan en cuenta a un grupo para
escuchar música. En este trabajo trataremos de implementar esta funcionalidad con los
servicios de la aplicación Spotify.

1.2 Objetivos

El presente trabajo está orientado a problemas de recomendación de grupos. Teniendo
cierto conocimiento con respecto a los gustos y preferencias de uno o varios usuarios, el
objetivo final será obtener una recomendación de agrado para el grupo.

Para ello los objetivos que tendremos que alcanzar serán:

Conocer los principales enfoques que se utilizan a la hora de desarrollar un sistema
recomendador.

Estudiar cómo se puede desarrollar un sistema recomendador para grupos basán-
donos en los sistemas recomendadores para un individuo.

Conocer los principales enfoques que se utilizan a la hora de desarrollar un sistema
recomendador grupal.

Para obtener las preferencias de los usuarios (miembros del grupo) necesitamos sa-
ber qué canciones escucha un usuario diariamente o qué canciones le gustan más.
Para ello deberemos aprender a usar la libreria Spotipy la cual nos permitirá rea-
lizar peticiones a la API-REST de Spotify que nos facilitará las preferencias de los
miembros del grupo.

Un sistema recomendador necesita de datos para conocer las preferencias de sus
usuarios, por lo que además deberemos aprender los fundamentos sobre la ciencia
de datos. Aprender a utilizar algunas librerías como pandas o sklearn para el prepro-
cesado de datos para estandarizarlos.

Explotar el dataset disponible en Kaggle, Spotify Dataset 1922-2021, 600k Tracks, el
cual contiene las características del audio de alrededor de 600000 canciones, para
obtener las características de los artículos (canciones) a recomendar.

Profundizar nuestra habilidad con Python.

Desarrollar y evaluar nuestro sistema recomendador.
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1.3 Estructura de la memoria

En esta sección presentaremos la organización que hemos seguido en este TFG. En
primer lugar, desarrollaremos los fundamentos necesarios para comprender los sistemas
de recomendación en el capítulo 2 donde:

1. Estudiaremos la recomendación para usuarios individuales

2. Presentaremos escenarios de recomendación relacionados con el filtrado colabora-
tivo y el filtrado basado en el contenido para usuarios individuales

3. Conoceremos las diferentes estrategias de agregación que permiten utilizar la reco-
mendación para usuarios individuales y adaptarlos al contexto de la recomenda-
ción grupal.

4. Estudiaremos la recomendación para grupos.

5. Presentaremos escenarios de recomendación relacionados con el filtrado colabora-
tivo y el filtrado basado en el contenido para grupos

6. Discerniremos las diferentes formas de evaluar los sistemas recomendadores de
grupo.

En el capítulo 3 profundizaremos en el estado del arte de los problemas que acontecen
a la recomendación de música como tambíen las aplicaciones existentes en el ámbito de
la recomendación de música para grupos.

A continuación, en el capítulo 4 diseñaremos y evaluaremos nuestro propio sistema
de recomendación grupal.

Finalizaremos con unas conclusiones sobre el trabajo, limitaciones que hemos detec-
tado y trabajo futuro en el capítulo 5.





CAPÍTULO 2

Fundamentos teóricos

En este capítulo revisaremos los principipales enfoques que existen a la hora de im-
plementar un sistema de recomendación. Veremos la relación entre los sistemas recomen-
dadores y cómo dependiendo de los factores que se tienen en cuenta a la hora de tomar
una decisión, es más recomendable usar un sistema u otro. Por último, analizaremos có-
mo estos sistemas clásicos de recomendación, donde no se tiene en cuenta el contexto
grupal, pueden ser adaptados para generar recomendaciones para un grupo

2.1 Sistemas recomendadores para usuarios individuales.

Los sistemas de recomendación son herramientas importantes que ayudan a los usua-
rios a conocer opciones o elementos de interés para personalizar la experiencia del usua-
rio. Tenemos contacto con estos poderosos sistemas de recomendación a diario. Cuando
disfrutamos de un video en Youtube o dejamos que Spotify haga una mezcla de artistas
para una playlist estamos aportando elementos de personalización para que estos siste-
mas construyan sus recomendaciones.

A continuación, descubriremos más en profundidad qué son los sistemas de recomen-
dación, cómo funcionan, sus principales tipos y exploraremos algunos ejemplos.

2.1.1. ¿Qué es un sistema de recomendación?

Un sistema de recomendación es una herramienta que establece un conjunto de cri-
terios y valoraciones sobre los datos de los usuarios para realizar predicciones sobre re-
comendaciones de elementos que puedan ser de utilidad o valor para el usuario. Estos
sistemas seleccionan datos proporcionados por el usuario de forma directa o indirecta,
y procede a analizar y procesar información del historial del usuario para transformar
estos datos en conocimiento de recomendación.

Los sistemas de recomendación en la actualidad tienen un nivel de eficiencia alto ya
que pueden asociar elementos de nuestros perfiles de consumo como el historial de com-
pras, selección de contenidos e inclusive nuestras horas de actividad, para realizar las
recomendaciones. A continuación explicaremos los dos principales enfoques que se uti-
lizan para desarrollar un sistema de recomendación, el basado en contenido y el filtrado
colaborativo.
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6 Fundamentos teóricos

2.1.2. Recomendación basado en contenido

Este enfoque se basa en la suposición de intereses personales monótonos. Es decir,
un usuario interesado en política no suele cambiar su ideología de un día para otro [7].
El filtrado basado en el contenido se basa en (a) un conjunto de usuarios y (b) un con-
junto de categorías (o palabras clave) que se han asignado a (o extraído de) el conjunto
de artículos. Compara el contenido de los artículos ya consumidos con los nuevos para
encontrar los artículos que son similares a los ya consumidos (valorados positivamente)
por el usuario. [8]

Pongamos un ejemplo para dilucidar todo. Supongamos que hemos obtenido los in-
tereses de nuestros usuarios mediante nuestra plataforma ya sea por feedback implícito o
explícito y los hemos guardado en una matriz.

Categorías u1 u2 u3 u4 ua
Playa X X X X -
Ciudad X X X X X
Naturaleza X X X - X
Entretenimiento X X X X X

Si estamos interesados en conocer una recomendación de artículos para el usuario ua ,
tenemos que buscar los artículos más parecidos a los que ya se han consumido.¿Cómo po-
demos cuantificar matemáticamente los artículos más parecidos? Bien hay diferentes ma-
neras de realizarlo pero en nuestro ejemplo hemos utilizado el Coeficiente de Sorensen-
Dice cuya fórmula adaptada a nuestro ejemplo es:

similaridad(ua, item) =
2 ∗ |categorias(ua) ∩ categorias(item)|
|categorias(ua)|+ |categorias(item)| (2.1)

Si aplicamos esta fórmula con todo el corpus de items de nuestro sistema y nos que-
damos con aquellos que superan un umbral o bien con el elemento más similar habremos
obtenido nuestras recomendaciones basadas en contenido. En nuestro ejemplo el ítem a
recomendar seria t7 (Ciudad del Cabo) como podemos apreciar en la tabla a continua-
ción.

Item Rating(ua) Nombre
Categorías

Similaridad(ua, ti)Playa Ciudad Naturaleza Entretenimiento
t1 Viena - x - x 4

5
t2 Yellowstone - - x - 1

2
t3 Nueva York x x - x 2

3
t4 4.0 Montañas Azules - - x - -
t5 Londres - x - x 4

5
t6 4.0 Beijing - x - x -
t7 Ciudad del Cabo x x x x 6

7 X
t8 Yosemite - - x - 1

2
t9 Pittsburgh - x - x -
user ua x x x

Tabla 2.1: Tabla de características de articulos y su similaridad para el usuario ua.

2.1.3. Filtrado colaborativo

El filtrado colaborativo se basa en la idea del ”boca a boca”, donde las opiniones de
familiares y amigos desempeñan un papel importante a la hora de tomar una decisión.
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[4] Este tratará de recomendar elementos a usuarios con preferencias similares. Un al-
goritmo muy usado para lograr esta tarea es el KNN o de vecinos más cercanos. Las
preferencias de los vecinos más cercanos (usuarios con gusto similar) se utilizan para ex-
trapolar las valoraciones futuras de los artículos del usuario al cual queremos hacer una
recomendación.

Pasemos ahora a ejemplificar el filtrado colaborativo para aclarar todos los conceptos
subyacentes. Supongamos que hemos obtenido ya una serie de valoraciones de nuestro
corpus de items (en nuestro caso ciudades visitadas) para cada uno de los usuarios.

Item Nombre u1 u2 u3 u4 ua
t1 Viena 5.0 4.0
t2 Yellowstone 4.0
t3 Nueva York 3.0 4.0 3.0
t4 Montañas Azules 5.0 5.0 4.0
t5 Londres 3.0
t6 Beijing 4.5 4.0 4.0
t7 Ciudad del Cabo 4.0
t8 Yosemite 2.0
t9 Paris 3.0
t10 Pittsburgh 5.0 3.0

Media 4.33 3.625 4.0 3.75 3.67

Si queremos encontrar dentro de nuestra red de usuarios, personas con gusto similar
podemos realizarlo de muchas maneras diferentes, en nuestro caso, usaremos el coefi-
ciente de correlación de Pearson donde TDc es el conjunto de elementos que han sido
valorados por ambos usuarios (ua y ux), rx,ti es la valoración del usuario x para el ele-
mento ti , y r̄x es la valoración media del usuario x. La fórmula adaptada a nuestro caso
sería:

similaridad(ua, ux) =

∑
ti∈I

(ra,ti − r̄a)x(rx,ti − r̄x)√
∑

ti∈I
(ra,ti − r̄a)2 ∗

√
∑

ti∈I
(rx,ti − r̄x)2

(2.2)

Si calculamos los coeficientes de correlación de Pearson para el usuario ua el resultado es:

u1 u2 u3 u4
ua - 0.97 0.70 -

Si el número de elementos en común es inferior a 2, asumimos que no hay similitud
entre los dos usuarios, este sería el caso de u1 y u4. u2 seria el usuario mas parecido a ua.

Una vez que tenemos nuestros candidatos con gustos similares deberemos obtener
los elementos a recomendar. Para ello utilizaremos el algoritmo de vecinos más cercanos.
La fórmula sería: (En la formula NN nearest neighbors, vecinos más cercanos serían los
calculados en el apartado anterior)

prediccion(ua, t) = r̂(ua, t) = r̄a +

∑
uj∈NN

similaridad(ua, uj) ∗ (rj,t − r̄j)

∑
uj∈NN

similaridad(ua, uj)
(2.3)

Como resultado obtenemos:
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t1 t2 t3 t4 t5 t6 t7 t8 t9 t10
u2a - - 3.0 5.0 - 4.5 - 2.0 - -
u3 - - 4.0 5.0 3.0 4.0 - - - -
ua - - - 4.0 - 4.0 - - - 3.0
Prediccion para ua - - 3.30 X - 2.66 - - 2.04 - -

Los destinos de viaje calificados por los vecinos más cercanos pero no valorados por
ua son t3, t5 y t8 . Debido a las predicciones calculadas, el ítem t3 estaría mejor clasificado
que los ítems t5 y t8 en una lista de recomendación.

Un reto a la hora de determinar la similitud entre usuarios es la dispersión de la
matriz de valoración. Los usuarios suelen proporcionar valoraciones sólo para un sub-
conjunto muy pequeño de los elementos totales. Por ejemplo, una persona que utilice el
sistema recomendador de películas MovieLens, solo valorará una ínfima parte de todas
las películas disponibles puesto que no las habrá visto todas.

2.1.4. Filtrado basado en contenido vs Filtrado colaborativo

Ahora desarrollaremos las ventajas del filtrado basado en contenido respecto al co-
laborativo. Es necesario comentar que no hay un recomendador mejor a otro sino que
dependiendo de la situación es más favorable utilizar uno u otro. [43]

1. Independencia de los Usuarios: Los recomendadores basados en contenido explo-
tan únicamente las clasificaciones proporcionadas por el usuario activo para crear
su propio perfil. En cambio, los métodos de filtrado colaborativo necesitan clasifi-
caciones de otros usuarios para encontrar los “vecinos más cercanos” del usuario
activo. Por ende, solo se recomendarán los artículos que más gustan a los vecinos
del usuario activo.

2. Transparencia: Las explicaciones sobre cómo funciona el sistema de recomendación
pueden proporcionarse al enumerar explícitamente las características de contenido
o las descripciones que causaron que un elemento se produzca en la lista de reco-
mendaciones. Esas características son indicadores a consultar para decidir si confiar
en una recomendación. Por el contrario, los sistemas colaborativos son cajas negras
ya que la única explicación para una recomendación de elemento es que a los usua-
rios desconocidos con gustos similares les gusta ese artículo.

3. Ítem Nuevo: los recomendadores basados en contenido son capaces de recomendar
artículos que aún no han sido calificados por ningún usuario. Como consecuencia,
no sufren el problema del primer evaluador.

Sin embargo tiene varias deficiencias como son:[43]

1. Análisis de Contenido Limitado: las técnicas basadas en el contenido tienen un
límite natural en el número y el tipo de funciones asociadas, ya sean automáticas o
manuales, con los objetos que recomiendan. El conocimiento de dominio a menu-
do se necesita, por ejemplo, para recomendaciones de películas, el sistema necesita
conocer a los actores y directores, y algunas veces, también se necesitan ontologías
de dominio. Ningún sistema de recomendación basado en el contenido puede pro-
porcionar sugerencias adecuadas si el contenido analizado no contiene suficiente
información para discriminar los elementos que le gustan a los usuarios de los que
el usuario no les gustan.
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2. Sobrespecialización: los recomendadores basados en contenido no tienen un mé-
todo inherente para encontrar algo inesperado. El sistema sugiere elementos cuyas
puntuaciones son altas cuando se comparan con el perfil del usuario, por lo tan-
to, se le recomendarán al usuario elementos similares a los que ya se calificaron.
Para dar un ejemplo, cuando un usuario solo ha calificado películas dirigidas por
Stanley Kubrick, se le recomendará ese tipo de películas. Una técnica basada en el
contenido “perfecta” raramente encontraría algo nuevo, lo que limitaría el rango
de aplicaciones para las cuales sería útil.

Las ventajas del filtrado colaborativo respecto al basado en contenido son:

1. Serendipia: El recomendador puede ayudar a los usuarios a descubrir nuevos in-
tereses. De forma aislada, el sistema puede no saber que el usuario está interesado
en un artículo determinado, pero podría recomendarlo porque usuarios similares
están interesados en ese artículo.

2. Útil en la recomendación de artículos complejos: Como música, películas, foto-
grafías...

Las principales desventajas del filtrado colaborativo son:[42]

1. El problema de arranque en frío: cuando no hay información disponible sobre un
artículo, no podemos predecir la valoración del mismo.

2. Dispersión de los datos: En la práctica, muchos sistemas de recomendación comer-
ciales se basan en conjuntos de datos de gran tamaño. Como resultado, la matriz
usuario elemento utilizada para el filtrado colaborativo podría ser muy grande y
dispersa, lo que provoca desafíos en la realización de la recomendación.

3. Escalabilidad: Cuando el número de usuarios y elementos aumentan demasiado
los algoritmos tradicionales FC sufren serios problemas de escalabilidad. Por ello
es frecuente utilizar el clustering junto con esta técnica para solventar esta proble-
mática.

4. Shilling attacks: En un sistema de recomendación donde todo el mundo puede
evaluar, la gente puede dar un montón de opiniones positivas para sus propios
artículos y clasificaciones negativas para sus competidores.

5. Artículo Nuevo: Para un nuevo elemento añadido, el sistema de filtrado colaborati-
vo no sería capaz de recomendarlo hasta que es evaluado por un número sustancial
de usuarios.

2.2 Filtrado colaborativo basado en modelos.

Existen dos maneras de realizar el filtrado colaborativo, hasta ahora solo nos hemos
centrado en el que se conoce como filtrado colaborativo basado en memoria. Este se reali-
za principalmente utilizando la matriz de interacción usuario-artículo, y cómo un usuario
reacciona a ella, es decir, se basa en la calificación que un usuario da a un artículo. En este
enfoque (basado en memoria) no se aplican técnicas como la reducción de la dimensio-
nalidad ni ajustes del modelo de aprendizaje automático como tal.

Es necesario comentar en este trabajo que, existen maneras de realizar el filtrado co-
laborativo que ayudan a solventar el problema de la escalabilidad que ocurre cuando
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tenemos millones de usuarios en nuestra plataforma o millones de artículos que reco-
mendar, en este caso el mejor modo de proceder sería utilizar el filtrado colaborativo
basado en modelos. Aquí no es necesario recordar la matriz. A partir de la matriz, in-
tentamos aprender cómo se comporta un usuario específico o un artículo. Comprimimos
la gran matriz de interacción mediante la reducción de la dimensionalidad o el uso de
algoritmos de agrupación (clustering). En este tipo, ajustamos modelos de aprendizaje
automático e intentamos predecir cuántas valoraciones dará un usuario a un producto.
Existen varios métodos:

Algoritmos de clustering

Algoritmo basado en la factorización de matrices

Métodos de aprendizaje profundo

2.2.1. Algoritmos de clustering (agrupación).

Se utilizan para agrupar datos existentes de los que desconocemos sus características
en común o queremos descubrirlas. Estos métodos intentan crear “puntos centrales” y
jerarquías para diferenciar grupos y descubrir características comunes por cercanía. Para
ello normalmente utilizan algoritmos simples de agrupación como KNNpara encontrar
los K vecinos más cercanos basándose en una métrica de similitud utilizada. Los más
utilizados son:

K-Medias

K-Medianas

Hierarchical Clustering

2.2.2. Algoritmo basado en la factorización de matrices.

Al igual que cualquier número grande puede ser factorizado en números más peque-
ños, la tabla o matriz de interacción usuario-artículo también puede ser factorizada en
dos matrices más pequeñas, y estas dos matrices también pueden ser utilizadas para ge-
nerar de nuevo la matriz de interacción. La idea subyacente a la factorización matricial
es representar a los usuarios y a los artículos en un espacio de menor dimensión.

Esta familia de métodos se hizo ampliamente conocida durante el reto del premio
Netflix debido a su eficacia.

Algunos de los más utilizados y sencillos son:

SVD: Descomposición de valores singulares

PMF: Factorización de la matriz de probabilidad

NMF: Factorización de matrices no negativas

En el PMF la matriz se descompone de esta manera:
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Donde UT es una matriz NxD donde N es el número de usuarios registrados, y D
es la valoración del usuario. V es una matriz DxM, donde M es el número de elementos
a valorar. Por lo tanto, la matriz R de valoraciones NxM puede aproximarse mediante
R = UTV. Dado que U y V son matrices de bajo rango, el PMF también se conoce como
un problema de factorización de matrices de bajo rango. Además, este rasgo particular
de las matrices U y V hace que el PMF sea escalable incluso para conjuntos de datos que
contienen millones de registros. PMF se basa en las ideas del aprendizaje bayesiano para
la estimación de parámetros. En general, podemos decir que en la inferencia bayesiana,
nuestro objetivo es encontrar una distribución posterior de los parámetros del modelo
recurriendo a la regla de Bayes.

En el SVD la matriz se descompone de esta manera:

En el NMF la matriz se descompone de esta manera:
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Donde N es el número de elementos, M es el número de usuarios y d es la dimensión
o tamaño del vector de características.

2.2.3. Métodos de aprendizaje profundo.

La factorización matricial es la variante más utilizada del filtrado colaborativo. Utiliza
como métrica de similitud entre otras, un producto interno (producto escalar) fijo de
la matriz usuario-artículo para aprender de las interacciones usuario-artículo. De esta
manera, podemos predecir artículos a usuarios basándonos en usuarios de gusto similar.
El filtrado colaborativo basado en redes neuronales (NCF) sustituye el producto interno
usuario-artículo por una arquitectura de red profunda. Puesto que con la factorización
de matrices no se puede aprender de la interacción del usuario-artículo, el NCF trata de
aprender de dichas interacciones con un perceptron multicapa.

Figura 2.1: Arquitectura del sistema. [44]

La arquitectura típica de un sistema de recomendación basado en el filtrado colabo-
rativo usando redes neuronales es el mostrado en la figura.

2.3 Estrategias para implementar los sistemas recomendadores
para grupos.

En esta sección, trataremos de mostrar cómo se puede implementar la recomendación
grupal sobre la base de paradigmas que hemos mencionado con anterioridad. En con-
creto, nos centramos en el filtrado colaborativo, el filtrado basado en el contenido, y la
recomendación híbrida. A lo largo de este capítulo, diferenciamos entre (1) predicciones
agregadas y (2) modelos agregados como estrategias básicas para agregar las preferencias
de los miembros individuales del grupo.

2.3.1. Estrategias de agregación de preferencias.

Independientemente de la forma en que se adquieran las preferencias de los usuarios
pertenecientes al grupo, una recomendación de grupo se determina agregando estas pre-
ferencias mediante dos maneras diferentes. En el primer caso, la etapa de recomendación
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precede a la etapa de agregación, es decir, los artículos recomendados a los miembros
individuales del grupo se agregan a una recomendación de grupo. En el segundo caso, la
etapa de agregación precede a la de recomendación: los perfiles de grupo creados a partir
de los perfiles de usuario individuales son la base para determinar una recomendación
de grupo. Denotamos la primera estrategia de agregación como predicciones agregadas
y la segunda como modelos agregados. Vease la figura 2.2 para una mejor comprensión.

Figura 2.2: Estrategia de agregación de predicciones y de agregación del modelo. [40]

Agregación de predicciones

Dependiendo de la salida del sistema recomendador tenemos dos maneras de realizar
la agregación de predicciones.

1. Obtener como salida elementos.

2. Obtener como salida una clasificación (o Ranking)

En primer lugar, se pueden fusionar las recomendaciones realizadas a los miembros
individuales del grupo. Este enfoque puede utilizarse si se presenta un conjunto de solu-
ciones candidatas y los miembros del grupo se encargan de seleccionar la recomendación
final. Utilizando esta estrategia la salida del recomendador sería una lista de n elementos
sin ordenar, puesto que se supone que el grupo decide de estos elementos cuál es mejor.
Por lo tanto, los miembros del grupo desempeñan un papel importante en el proceso de
toma de decisiones, ya que no se proporciona una clasificación entre las recomendaciones
individuales propuestas. El esquema que seguiría este planteamiento sería el mostrado
en la Figura 2.3 En segundo lugar, tendríamos como salida del sistema recomendador
las predicciones (puntuación que obtiene el sistema sobre lo que estima que el usuario
clasificaría) específicas de los miembros del grupo para los elementos candidatos. El re-
sultado de este enfoque es una clasificación de los elementos recomendados o ranking. El
esquema que seguiría este planteamiento sería el mostrado en la Figura 2.4
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Figura 2.3: Estrategia de agregación de artículos predichos. [40]

Figura 2.4: Estrategia de agregación de valoraciones. [40]

Agregación del modelo

En lugar de agregar recomendaciones para usuarios individuales, este enfoque cons-
truye un modelo de preferencias de grupo (perfil de grupo) que luego se utiliza para de-
terminar las recomendaciones. Esto es especialmente útil en escenarios donde los miem-
bros del grupo deben tener la oportunidad de analizar, negociar y adaptar las preferen-
cias del grupo [38]. Otra ventaja es, que se puede aliviar la preocupación por la privacidad
de los usuarios, ya que no hay necesidad específica de registrar y mantener los perfiles
individuales de los usuarios.

2.3.2. Funciones de agregación de preferencias.

Un problema importante en todos los escenarios de recomendación de grupo men-
cionados es cómo adaptar a los miembros del grupo como conjunto, dada la información
sobre las preferencias individuales [36]. Como no hay una forma óptima de agregar listas
de recomendaciones, hay que utilizar una aproximación (a partir de ahora funciones de
agregación) para llegar a una recomendación que tenga en cuenta, en la medida de lo
posible, las preferencias individuales de los miembros del grupo. Como se menciona en
[37], las funciones de agregación pueden clasificarse en:

Basadas en la mayoría (M)

Basadas en el consenso (C)

Basadas en el límite (L)
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En la tabla 2.2 podemos apreciar una visión general de los diferentes tipos de funcio-
nes de agregación tomadas de la teoría de la decisión social.

Las funciones de agregación basadas en la mayoría (M) llevan a cabo la agregación
centrándose en los elementos más populares [18]. Ejemplos de funciones basadas en la
mayoría son la votación por pluralidad (PLU) (el ganador es el elemento con el mayor
número de votos), el recuento de Borda (BRC) (el ganador es el elemento con la mejor
puntuación total de la clasificación), etc.

Las funciones basadas en el consenso (C) llevan a cabo la agregación teniendo en
cuenta las preferencias de todos los miembros del grupo [18]. Algunos ejemplos son el
Additive Utilitarian (el ganador es el elemento con el máximo de la suma de las evalua-
ciones individuales de los usuarios), el promedio (el ganador es el elemento con la media
máxima de las evaluaciones individuales de los usuarios), etc.

Las funciones basadas en el límite (L) llevan a cabo la agregación teniendo en cuenta
sólo un subconjunto de las preferencias de los usuarios [18]. Ejemplos de funciones límite
son:

mínima miseria (la recomendación elegida es aquella con la mayor puntuación de
todas las puntuaciones más bajas dadas a los elementos del sistema. Cuando se
utiliza esta función, pueden seleccionarse elementos que nadie odia pero tampoco
le gustan a nadie especialmente)

el más satisfactorio (el ganador es el artículo con la evaluación más alta de todas las
evaluaciones individuales; pueden seleccionarse artículos que sólo gusten a unas
pocas personas), etc.

2.4 Sistemas recomendadores para grupos.

A continuación, desarrollaremos cómo funcionan los sistemas de recomendación pa-
ra grupos. Veremos cómo se puede implementar tanto el filtrado colaborativo como el
basado en contenido para grupos. Para cada uno veremos cómo pueden implementarse
las dos técnicas que hemos comentado en el punto anterior (agregación de predicciones
y agregación de modelo).

2.4.1. Filtrado colaborativo para grupos.

Siguiendo la estrategia de agregación de predicciones.

Cuando se aplica la estrategia de agregación de valoraciones en combinación con el
filtrado colaborativo, las valoraciones se determinan para los usuarios individuales y lue-
go se agregan en una recomendación para el grupo (véase la figura 2.4). Siguiendo este
enfoque, para cada miembro del grupo i y cada artículo j no valorado por este miembro
del grupo, se determina una predicción de valoración r̂ij. Para simplificar, suponemos
que los artículos t1...t10 de la tabla 2.3 no han sido todavía valorados por los miembros
del grupo y son predicciones que han sido obtenidas por el recomendador colaborati-
vo. Para ello además hemos supuesto que alguna variante del filtrado colaborativo ya
se ha aplicado para predecir las valoraciones (por ejemplo, un enfoque de factorización
matricial), para inferir las tablas de valoración de los elementos de los usuarios. A conti-
nuación, estas predicciones se agregan utilizando diferentes funciones de agregación. El
resultado de la etapa de agregación es una clasificación de los elementos candidatos. En
nuestro ejemplo, la mayoría de las funciones de agregación recomiendan el ítem t6. Para
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Función de agregación Descripción Recomendación
Additive Utilitarian (ADD) [C] Suma de las evaluaciones de cada ítem argmax

(t∈I) (

∑
u∈G

eval(u, t))

Promedio (AVG) [C] Media de las evaluaciones de cada ítem argmax
(t∈I)

(
∑

u∈G
eval(u,t)

|G| )

Media con umbral (AVM) [C] Media de las evaluaciones de cada ítem
(si todas las evaluaciones están por enci-
ma de un umbral)

argmax
(t∈I:@u∈G|eval(u,t)<=threshold)

(
∑

u∈G
rating(u,t)

|G| )

Equidad (FAI) [C] Clasificación de los artículos como si los
individuos (u ∈ G) los eligieran uno tras
otro

argmax
(t∈I)

(eval(u, t))[in each iteration]

Multiplicativo (MUL) [C] Mutiplicación de las evaluaciones de ca-
da ítem.

argmax
(t∈I)

( ∏
u∈G

eval(u, t))

Votacion por aprobacion (APP) [M] Numero de evaluaciones de cada item
que superan un umbral.

argmax
(t∈I)

(| {u ∈ G : eval(u, t) >= umbral} |)

Recuento de Borda (BRC) [M] Suma de las puntuaciones de la clasifica-
ción

argmax
(t∈I)

( ∏
u∈G

score(u, t))

Regla de Copeland (COP) [M] Número de victorias (v)-número de pér-
didas (d) en la comparación de la evalua-
ción por pares

argmax
(t∈I)

(|v(t, I − {t})| − |d(t, I − {t})|)

Votación por pluralidad (PLU) [M] El item con mayor #votos de u ∈ G argmax
(t∈I)

(votings(t))[para cada iteración]

Mínima miseria (LMS) [L] La recomendación elegida es aquella con
la mayor puntuación de todas las puntua-
ciones más bajas

argmax
(t∈I)

(mineval(t))

Votación por mayoría (MAJ) [L] El item con mejor evaluacion por mayoría
es el recomendado.

argmax
(t∈I)

(majorityeval(t))

Máxima satisfacción (MPL) [L] El artículo con la evaluación más alta de
todas las evaluaciones individuales

argmax
(t∈I)

(maxeval(t))

Persona más respetada (MRP) [L] Los ítem con mayor #votos se eligen uno
tras otro.

argmax
(t∈I)

(votings(t))[para cada iteración]

Tabla 2.2: Funciones de agregación para sistemas de recomendación de grupo donde argmax se
asume que retorna el item a recomendar. Las letras entre corchetas M, C y L denotan las categorías
de las funciones basado en la mayoría, basado en el consenso y basados en el límite; u representa

un usuario (miembro del grupo), G un grupo, t un ítem e I es el corpus de Items (elementos).

calcular la función AVG es decir la media, para cada ítem cogemos las predicciones de ca-
da usuario las sumamos y dividimos por el número de usuarios, aquel cuya media sea la
más alta será el recomendado. Para el recuento de Borda o BRC simplemente sumamos la
valoración de cada usuario, aquel artículo cuya suma sea la máxima sera recomendado.
Para calcular la mínima miseria LMS para cada ítem nos quedamos con aquel cuya pre-
dicción sea la mínima, de este conjunto escogeremos aquel que mayor predicción tenga,
ese sera el artículo a recomendar.

Una alternativa a la agregación de valoraciones es la agregación de artículos predi-
chos donde los elementos determinados por los recomendadores individuales se agregan
en una recomendación de grupo (véase la figura 2.3). Siguiendo este enfoque, los artícu-
los con la mayor valoración prevista para un usuario específico se consideran parte de la
recomendación.

Si queremos generar una recomendación compuesta por un máximo de 10 artículos,
los dos artículos más valorados en la recomendación de cada miembro del grupo pueden
ser incluidos en la recomendación del grupo. En el ejemplo de la tabla 2.3, t1 y t3 son
los dos artículos más valorados por u1, t4 y t10 para el usuario u2....La unión de estas
recomendaciones individuales representa la recomendación del grupo. De esta manera,
los miembros del grupo se encargan de la clasificación de los artículos. Esta forma de
construir una recomendación de grupo es similar a la idea de la función de agregación
Equidad (véase la tabla 2.2).

Aparte de estos enfoques, las recomendaciones también pueden ser determinadas por
la idea del emsemble voting donde cada función de agregación puede representar un voto.
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Cuanto más votos tenga un artículo mayor será su relevancia. En nuestro ejemplo 2.3 t6
tiene el mayor número de votos por lo que sería el elemento con mayor relevancia.

Nombre Item Descripción
Predicciones rij Función de agregación
u1 u2 u3 u4 u5 AVG BRC LMS

t1 Viena 5.0(9) 3.5(2) 1.0(0) 4.5(7) 5.0(9) 3.8 27 1.0
t2 Yellowstone 2.5(0) 4.0(4) 3.0(3) 2.0(0) 1.1(0) 2.5 7 1.1
t3 Nueva York 4.9(8) 3.8(3) 4.0(7) 3.3(4) 4.0(5) 4.0 27 3.3X
t4 Montañas Azules 3.1(2) 5.0(9) 4.2(8) 2.4(1) 4.4(8) 3.8 28 2.4
t5 Londres 4.0(4) 4.3(7) 3.3(5) 4.1(6) 2.9(3) 3.7 25 2.9
t6 Beijing 4.5(6) 4.1(5) 5.0(9) 3.2(3) 4.2(6) 4.2X 29X 3.2
t7 Ciudad del Cabo 4.2(5) 4.2(6) 3.4(6) 3.1(2) 3.8(4) 3.7 23 3.1
t8 Yosemite 3.4(3) 2.6(0) 1.6(1) 5.0(9) 2.4(2) 3.0 15 1.6
t9 Paris 4.7(7) 3.1(1) 2.7(2) 3.6(5) 2.2(1) 3.3 16 2.2
t10 Pittsburgh 2.6(1) 4.5(8) 3.1(4) 4.6(8) 4.3(7) 3.8 28 2.6

Tabla 2.3: Predicciones del recomendador colaborativo y puntuación de las funciones de agre-
gación.Entre paréntesis tenemos la valoración del usuario necesaria para calcular el recuento de

Borda BRC.

Siguiendo la estrategia de agregación de modelo.

Cuando se utiliza este enfoque de agregación, las valoraciones de los usuarios indi-
viduales se agregan en un perfil de grupo gp (véase la figura 2.2). A partir del perfil de
grupo (gp), el filtrado colaborativo determina una clasificación para cada artículo. En este
enfoque, el grupo está representado por un perfil de grupo (gp) que incluye evaluaciones
específicas de los artículos (ratings) derivadas a través de funciones de agregación que
son aplicadas a las valoraciones de los artículos de cada miembro del grupo. A menu-
do, la agregación se basa en una función de media ponderada, pero pueden considerarse
alternativas como las de la tabla 2.2. Siguiendo esta estrategia, se aplica el filtrado co-
laborativo para un perfil de grupo dado (gp), y se buscan perfiles de grupo similares
(normalmente utilizando k vecinos más cercanos (k-NN)). Se recuperan estos vecinos o
perfiles de grupo similares y se utilizan para determinar una recomendación. En nuestro
ejemplo, el artículo t2 (Yellowstone) no es conocido por el grupo actual gp, pero ha reci-
bido las valoraciones más altas de los grupos de ”vecinos” más cercanos gx y gy (véase
la tabla 2.4), lo que lo convierte en un candidato de recomendación para gp.

La similitud entre el perfil de grupo gp y otro perfil de grupo gx (el vecino más cer-
cano) puede determinarse, por ejemplo, mediante el coeficiente de correlación de Pear-
son (comentados en el filtrado colaborativo para usuarios individuales). La fórmula 2.4
es una versión adaptada que determina la similitud entre el perfil de un grupo y los per-
files de otros grupos. En la fórmula, TDc representa el conjunto de elementos que han
sido calificados por ambos grupos (gp y gx), rgx,ti es la valoración del grupo gx para el
artículo ti, y ¯rgx es la valoración media del grupo gx.

similaridad(gp, gx) =
∑

ti∈TDc

(rgp,ti − ¯rgp)× (rgx,ti − ¯rgx)√
∑

ti∈TDc

(rgp,ti − ¯rgp)2 ×
√

∑
ti∈TDc

(rgx,ti − ¯rgx)2
(2.4)

La información sobre grupos con un comportamiento similar (tienen valoraciones simi-
lares) comparado con el grupo gp es la base para predecir la valoración de un articulo
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que todavía no ha sido valorado por los miembros del grupo gp (véase la formula 2.5)

prediccion(gp, t) = r̂(gp, t) = ¯rgp +

∑
gj∈NN

similaridad(gp, gj)× (rgj,t − ¯rgj)

∑
gj∈NN

similaridad(gp, gj)
(2.5)

Item Nombre gp gx ∈ NN gy ∈ NN Prediccion
t1 Viena 5.0 5.0 4 -
t2 Yellowstone - 4.0 4.5 4.49 X
t3 Nueva York 4.0 3.0 3.5 -
t4 Montañas Azules - 4.5 4 4.44
t5 Londres 4.0 3.9 3.5 -
t6 Beijing - 3.5 3 3.44
t7 Ciudad del Cabo - 4.7 3 3.99
t8 Yosemite 3.0 3.8 3.2 -
t9 Paris 4.0 3.9 2.9 -
t10 Pittsburgh - 5.0 3.3 4.28
Media 4.0 4.13 3.5 -

Tabla 2.4: Filtrado colaborativo aplicado a perfiles de grupo.

2.4.2. Recomendación basada en contenido para grupos.

Siguiendo la estrategia de agregación de predicciones.

Cuando se utiliza esta estrategia de agregación, los recomendadores individuales ba-
sados en contenidos determinan la similitud entre (a) los artículos no consumidos por el
usuario y (b) su perfil de usuario. Las similitudes de los artículos identificados se agregan
y forman así la base de una recomendación de grupo (véase la figura 2.5).

Figura 2.5: Filtrado basado en contenido para grupos usando predicciones agregadas. Sij indica
la similaridad entre un usuario i y un articulo j.

La tabla 2.5 muestra ejemplos de perfiles de los miembros del grupo u1...u5 Para cada
uno de estos perfiles, se determina la similitud con los artículos incluidos en la tabla 2.1
(suponemos que estos artículos no han sido consumidos/evaluados por los miembros
del grupo). Estos valores de similitud son la base para realizar una recomendación de
grupo (véase la tabla 2.6).

Las similitudes usuario-artículo de la tabla 2.6 son calculadas por un recomendador
basado en el contenido (la métrica de similitud que utilizamos es la misma que utilizamos



2.4 Sistemas recomendadores para grupos. 19

para calcular la recomendación individual, la fórmula de Sorensen-Dice 2.1). El cálculo
se basa en las categorías incluidas en la Tabla 2.1, es decir: playa, ciudad, naturaleza y
entretenimiento. Por ejemplo, similaridad(u1, t2) = 2×|categorias(u1)∩categorias(t2)|

|categorias(u1)|+|categorias(t2)| =
2
3 = 0,66

Categorías
Miembros del grupo
u1 u2 u3 u4 u5

Playa X X X X X
Ciudad - X - X -
Naturaleza X - X - X
Entretenimiento - - - - -

Tabla 2.5: Tabla de preferencias de los miembros del grupo.

Artículo Nombre
Puntuaciones usuario-artículo (BRC) Función de agregación
u1 u2 u3 u4 u5 AVG BRC LMS

t1 Viena 0(2.5) 0.5(5) 0(2.5) 0.5(5) 0(2.5) 0.2 17.5 0
t2 Yellowstone 0.66(7.5) 0(1) 0.66(7.5) 0(1) 0.66(7.5) 0.4 24.5 0
t3 Nueva York 0(2.5) 0.5(5) 0(2.5) 0.5(5) 0(2.5) 0.2 17.5 0
t4 Montañas Azules 0.66(7.5) 0(1) 0.66(7.5) 0(1) 0.66(7.5) 0.4 24.5 0
t5 Londres 0(2.5) 0.5(5) 0(2.5) 0.5(5) 0(2.5) 0.2 17.5 0
t6 Beijing 0(2.5) 0.5(5) 0(2.5) 0.5(5) 0(2.5) 0.2 17.5 0
t7 Ciudad del Cabo 0.66(7.5) 0.66(8.5) 0.66(7.5) 0.66(8.5) 0.66(7.5) 0.66 X 39.5 X 0.66 X
t8 Yosemite 0.66(7.5) 0(1) 0.66(7.5) 0(1) 0.66/7.5) 0.4 24.5 0
t9 Paris 0(2.5) 0.5(5) 0(2.5) 0.5(5) 0(2.5) 0.2 17.5 0
t10 Pittsburgh 0(2.5) 0.66(8.5) 0(2.5) 0.66(8.5) 0(2.5) 0.26 24.5 0

Tabla 2.6: Similaridad usuario-artículo. Entre paréntesis tenemos la valoración del usuario nece-
saria para calcular el recuento de Borda BRC.

Teniendo la matriz de similitud usuario-artículos, las funciones de agregación pueden
determinar una recomendación de grupo. Una alternativa a la agregación de similitudes
sería agregar los artículos propuestos por los recomendadores individuales basados en
el contenido. Si queremos generar una recomendación compuesta, por ejemplo, por un
máximo de 5 artículos, el artículo mejor valorado de cada miembro del grupo se inclui-
ría en la recomendación del grupo. En nuestro ejemplo de la Tabla 2.6, t2 se encuentra
entre los artículos mejor valorados del usuario u1 (los otros tres están excluidos debido
al límite de un artículo por usuario ya que queremos 5 recomendaciones), t7 puede ser
seleccionado por el usuario u2, t4 para el usuario u3, t10 para el usuario u4 y t2 para el
usuario u5. La recomendación del grupo sería {t2, t4, t7, t10}.

Siguiendo la estrategia de agregación de modelo

Cuando se utiliza esta estrategia, las categorías preferidas de los usuarios individua-
les se integran en un perfil de grupo gp. A partir de ahí, el filtrado basado en el contenido
determina las recomendaciones calculando las similitudes entre gp y los artículos no con-
sumidos por el grupo (véase la figura 2.5). En nuestro ejemplo (véase la tabla 2.5), el perfil
de grupo derivado se representa por la unión de las categorías de los perfiles individuales
de los usuarios. Se recomiendan los artículos que son similares a las categorías del perfil
del grupo y que todavía no han sido consumidos por los miembros del grupo. En nuestro
ejemplo, el perfil de grupo derivado gp incluye las categorías playa, ciudad y naturaleza.

La similitud entre el perfil de grupo gp y los artículos candidatos puede determi-
narse mediante la fórmula 2.6, que es una adaptación de la fórmula 2.1 a los conjuntos
de grupos. Las similitudes entre gp y los elementos ti (tomados de nuestro conjunto de
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elementos de ejemplo que se muestran en la Tabla 2.1) se determinan comparando las
categorías playa, ciudad, naturaleza y ocio (véase la tabla 2.7).

similaridad(gp, item) =
2 ∗ |categorias(gp) ∩ categorias(item)|
|categorias(gp)|+ |categorias(item)| (2.6)

Artículo Nombre Similaridad(gp,ti)
t1 Viena 2

5 = 0,4
t2 Yellowstone 2

4 = 0,5
t3 Nueva York 2

5 = 0,4
t4 Montañas Azules 2

4 = 0,5
t5 Londres 2

5 = 0,4
t6 Beijing 2

5 = 0,4
t7 Ciudad del Cabo 6

7 = 0,86X
t8 Yosemite 2

4 = 0,5
t9 Paris 2

5 = 0,4
t10 Pittsburgh 2

4 = 0,5

Tabla 2.7: Similaridad articulo-perfil de grupo.

2.5 Evaluación del sistema recomendador

En los capítulos anteriores hemos aprendido a diseñar sistemas de recomendación
de grupos, pero todavía no hemos desarrollado la cuestión sobre cómo evaluarlos. Las
técnicas de evaluación de los sistemas de recomendación de grupo suelen ser las mismas
o similares a las que se utilizan para los recomendadores de un solo usuario. En esta
sección mostraremos cómo aplicar estas técnicas basándonos en ejemplos e introducimos
enfoques de evaluación que son específicamente útiles en escenarios de recomendación
de grupo.

La evaluación de un sistema de recomendación de grupos está intrínsecamente rela-
cionado con la evaluación usada para los sistemas recomendadores de un solo usuario.
[20] Distinguimos entre dos tipos de protocolos de evaluación:offline o online.

Evaluación offline: se basa en la idea de estimar la calidad de la predicción de un algo-
ritmo usando datasets que incluyen evaluaciones usuario x artículo (ratings). Estos dataset
normalmente se dividen en set de entrenamiento y set de testing, con una proporción
de los datos del 80 % para el de entrenamiento y un 20 % para el de test. Puesto que los
dataset suelen derivarse de sistemas de recomendación para usuarios individuales, los
dataset para grupos tienen que ser sintetizados para que sean aplicables a la evaluación
de recomendadores de grupos.

Evaluación online: trata de evaluar los sistemas de recomendación mediante un mé-
todo denominado A/B texting , en el que una parte de los usuarios son atendidos por el
sistema de recomendación A y otra parte por el sistema de recomendación B. El sistema
de recomendación que obtiene una mayor puntuación según una métrica elegida (por
ejemplo, la tasa de clics) es elegido como mejor sistema de recomendación.

Independientemente del protocolo que utilicemos es frecuente también realizar un
análisis cuantitativo post hoc para identificar diferencias entre interfaces, algoritmos y
sistemas.

A continuación dividiremos las métricas de evaluación en torno a tres objetivos, (1)
métricas de clasificación que evalúan hasta que punto un recomendador es capaz de fa-
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cilitar artículos de relevancia para un usuario, (2) métricas de error que evalúan lo bien
que un recomendador realiza predicciones (puntuación estimada sobre un artículo) y (3)
métricas de ranking que evalúa qué tan bueno es el ranking que da como salida.

2.5.1. Métricas de clasificación

Podría decirse que, las métricas de clasificación más comúnmente usadas son precision
y recall. Estas métricas suelen aplicarse en la evaluación offline donde los algoritmos de
recomendación se entrenan utilizando una parte de los datos disponibles con fines de
aprendizaje y luego se evalúan comparando las predicciones con una parte de los datos
de test. A continuación, explicaremos brevemente el uso de las métricas de precision y
recall aplicados en la recomendación de grupos.

Supongamos que tenemos una matriz donde tenemos guardadas las valoraciones de
los articulos que han realizado los usuarios pertenecientes a los grupos y además las
predicciones que el recomendador obtiene sobre los artículos.

Grupos Miembros del grupo
Rating r(ui, tj) Prediccion r̂(ui, tj)
t1 t2 ... t1 t2 ...

g1
u1 4.5 2.5 ... 3.4 3.8 ...
u2 3.5 4.5 ... 3.7 4.4 ...
u3 4.5 4.0 ... 4.4 3.9 ...

g2
u4 3.5 2.5 ... 3.8 2.6 ...
u5 4.0 4.5 ... 3.7 4.4 ...
u6 4.5 3.5 ... 4.5 3.7 ...

g3
u7 4.5 3.5 ... 4.5 3.7 ...
u8 3.5 3.92.5 ... 3.7 4.4 ...
u9 4.0 3.5 ... 4.4 3.9 ...

... ... ... ... ... ... ...

Tabla 2.8: Valoraciones (ratings) y predicciones para los artículos t1 y t2.

Estas valoraciones son individuales y para poder tener las métricas de grupo debe-
mos obtener los rating grupales para los artículos por lo que obtenemos la media (por
simplicidad en los cálculos) y obtenemos la siguiente tabla.

Grupos
Ratings r(gi, tj) Predicciones r̂(gi, tj)
t1 t2 t1 t2

g1 4.2 3.7 3.8 4.0
g2 4.0 3.5 4.0 3.6
g3 4.0 3.2 3.8 4.0

Tabla 2.9: Ejemplo de set de test: donde r(g, t) =
∑

u∈g
r(u,t)

|g| y r̂(g, t) =
∑

u∈g
r̂(u,t)

|g|

Teniendo como base estas tablas vamos a proceder a aplicar las métricas de precision
y recall. La precision es la fracción del número de elementos recomendados relevantes
(verdaderos positivos) en relación con el número total de elementos recomendados. El
recall es la fracción del número de elementos recomendados relevantes en relación con
el número de todos los elementos relevantes. Ambas métricas suelen expresarse a un
determinado nivel k, donde k es la longitud de la lista de elementos recomendados. Por
ejemplo, la precisión@1 = 1 indica que se recomendó un elemento y que este se consideró
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relevante. Si por ejemplo, la precisión@2 = 0.5 lo que nos indica es que de una lista de dos
elementos recomendados sólo uno se considera una recomendación relevante (verdadero
positivo).

La precisión de un recomendador de grupos que recomienda k artículos a un grupo
g puede definirse de la siguiente manera.

precision@k(g) =
|predichosk(g) ∩ relevantes(g)|

k
(2.7)

Y el recall:

recall@k(g) =
|predichosk(g) ∩ relevantes(g)|

relevantes(g)
(2.8)

Donde predichosk(g) denota una lista de k artículos recomendados al grupo g y relevantes(g)
representa todos los artículos relevantes para g.

Por lo que si aplicamos las métricas con los datos anteriores obtendríamos:

Grupos Predichos Relevantes precision@2 recall@2
g1 2 2 1.0 1.0
g2 2 1 0.5 1.0
g3 2 1 0.5 1.0
en general 6 4 0.67 1.0

En nuestro ejemplo, definimos un artículo como relevante si el rating del grupo es
superior a 3.5 (umbral de relevancia). Por ejemplo, precision@2(g1) = 1 puesto que am-
bos artículos tienen un rating >3.5. La fila en la tabla de en general nos indica como es
nuestro recomendador de bueno en su conjunto total. Puesto que 6 elementos han sido
predichos en total pero tan solo 4 han sido relevantes obtenemos una precisión de nuestro
recomendador de 0.67.

La precision y el recallpueden utilizarse tanto en las predicciones agregadas como en
los modelos agregados basados en recomendadores de grupo, ya que ambas métricas de
evaluación se aplican al resultado de la recomendación, es decir, son independientes del
enfoque de agregación que hayamos utilizado. Lo mismo ocurre con la recomendación
basada en el contenido, colaborativo, basado en críticas... En estos escenarios, el recomen-
dador de grupo determina una evaluación global del artículo (similitud entre usuario y
el artículo en el filtrado basado en el contenido) que se utiliza para estimar la relevancia
del artículo. En consecuencia, se puede aplicar un umbral como el que hemos utilizado
en nuestro ejemplo.

2.5.2. Métricas de error

Las métricas de error pueden utilizarse para medir el error cometido por un sistema
de recomendación para predecir la valoración de un artículo (predicciones). El supuesto
subyacente es que cuanto menor sea el error, mejor será el algoritmo evaluado. Un medio
básico para medir los errores de predicción es el error medio absoluto (MAE).

MAE(g) =

∑
r(g,t)∈Rg

|r(g, t)− r̂(g, t)|

|Rg|
(2.9)

Donde Rg es el conjunto de valoraciones del grupo g que están en el conjunto de test.
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Grupos MAE
g1 0,4+0,3

2 = 0,35
g2 0,0+0,1

2 = 0,05
g3 0,2+0,8

2 = 0,5
en general 0.3

Al igual que con la precision y el recall, el error medio absoluto (MAE) puede utilizarse
en el contexto de las predicciones agregadas predicciones y modelos agregados basados
en recomendadores de grupo. Teniendo una función que estime las valoraciones de los
elementos de los usuarios, esta métrica también puede aplicarse en la recomendación
basada en el contenido, entre otras.

2.5.3. Métricas de ranking

Las métricas dependientes del ranking no sólo tienen en cuenta la relevancia del ele-
mento, sino también la posición del artículo en la lista de recomendaciones. Un ejemplo
de este tipo de métrica es la ganancia acumulada descontada (DCG), que se basa en la
idea de que los elementos que aparecen más abajo en la lista de una recomendación deben
ser penalizados disminuyendo los valores de relevancia logarítmicamente.

DCG@k(g) = ∑
i=1...k

2relevancia(ti ,g) − 1
log2(1 + i)

(2.10)

Donde k denota el numero de artículos a recomendar y relevancia(ti, g) devuelve 1 si el
artículo ti (en la posición i) es relevante para el grupo g, 0 en cualquier otro caso.

Grupos
relevancia

DCG@k
t1 t2

g1 1 1 1
1 +

1
6 = 1,625

g2 1 0 1
1 +

0
1,6 = 1

g3 1 0 1
1 +

0
1,6 = 1

En general 1.21

En nuestro ejemplo para aplicar la fórmula miraríamos en la tabla 2.9 y comprobaría-
mos si r(g, t) > 3,5 relevancia = 1, en cualquier otro caso, relevancia = 0.

Si la longitud de las listas de recomendación de los grupos varía, es decir, no hay una
k fija que refleje el número de elementos recomendados debemos normalizar la DCG.
Para ello estimamos una DCG ”ideal” con la siguiente fórmula.

iDCG@k = ∑
i=1...k

1
log2(1 + i)

(2.11)

El valor resultante es el utilizado para normalizar DCG.

nDCG@k(g) = ∑
i=1...k

DCG@k(g)
iDCG@k

(2.12)

Cuando evaluamos secuencias de elementos recomendados, no solo la posición del
artículo, sino también la posición del artículo respecto a la posición que el grupo hace
sobre el artículo respecto a su relevancia. Con esto en mente, lo que podemos realizar
es comparar la posición de los artículos en la secuencia con la secuencia elegida por un
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grupo. Este tipo de evaluación puede realizarse, por ejemplo, usando el Coeficiente de
correlación de rango de Kendall.

τ(g) =
|numerodeparesconcordantes| − |numerodeparesdiscordantes|

k× (k−1)
2

(2.13)

2.5.4. Alcance y Serendipia.

En el contexto de los sistemas de recomendación, el alcance puede ser considerado
desde diferentes puntos de vista. Alcance de usuario puede ser descrito como el número
de usuarios para los cuales al menos puede ser realizada una recomendación. Alcande de
grupo (GC) puede ser descrito como el número de grupos para los cuales al menos puede
realizarse una recomendación grupal. Una recomendación grupal no podrá ser realizada
en determinadas situaciones, por ejemplo, cuando el rating agregado esté por debajo de
cierto umbral como ocurre en el filtrado colaborativo.

GC =
|gruposconprediccion|

|grupos| (2.14)

La serendipia en el contexto de los sistemas recomendadores puede ser definida como
el hallazgo valioso para el usuario que se produce de manera inesperada. Una métrica
para la serendipia sería la propuesta por M. Ge [22], mostrada a continuación, donde
RS(g) es el conjunto de recomendaciones útiles para el grupo y PM(g) es un conjunto
de recomendaciones generadas por un sistema ”primitivo” (por ejemplo el basado en
artículos populares).

SER(g) =
|RS(g)− PM(g)|

|RS(g)| (2.15)

2.5.5. Consenso y equidad.

El consenso como evaluación puede ser considerado como una métrica que evalúa
hasta qué punto los miembros del grupo han llegado a un acuerdo con sus preferencias
sobre los artículos. En el filtrado colaborativo podemos definir la métrica del consenso
mediante la diferencia entre pares de (puntuaciones ratings) donde r(ui, t) seria la pun-
tuación de un articulo t para el usuario ui perteneciente al grupo g. rmax el máximo rating
posible se utiliza como factor para la normalización.

consenso(g, t) = 1−
∑

(ui ,uj)∈g:i 6=j
|r(ui, t)− r(uj, t)|

|g| × (|g| − 1)/2× rmax
(2.16)

Puesto que los sistemas de recomendación de grupo implican los intereses de varias
partes es interesante tener una métrica que cuantifique como de equitativo está siendo el
sistema al recomendar. Si recomendamos artículos por filtrado colaborativo, la equidad
puede ser definida como el conjunto de artículos que superan cierto umbral.

equidad(g, t) =
| ⋃
u∈g

: r(u, t) > umbral|

|g| (2.17)



CAPÍTULO 3

Estado de la cuestión.

En este capítulo vamos a revisar algunas aplicaciones realizadas para sistemas reco-
mendadores de musica para grupos. Después veremos dos de los principales desafios
que hay actualmente en la recomendación de música, el problema del arranque en frío y
la generacíon automática de listas de reproducción.

3.1 Particularidades de la recomendación de musica.

Schedl, M., Zamani, H., Chen, CW. entre otros [17] destacaron los principales aspectos
que hacen de los sistemas de recomendacion de música (SRM) una tarea particular y que
la distinguen de la recomendación de otros artículos, como películas, libros o productos.

Duración de los ítems: En la recomendación tradicional de películas, los ítems de
interés tienen una duración típica de 90 minutos o más. En la recomendación de libros,
el tiempo de consumo suele ser incluso mucho mayor. Por el contrario, la duración de
los elementos musicales suele oscilar entre 3 y 5 minutos (excepto quizás para la música
clásica). Por ello, los artículos musicales pueden considerarse más desechables.

Magnitud de los artículos: El tamaño de los catálogos comerciales de música más
comunes es de decenas de millones de piezas musicales, mientras que los servicios de
streaming de películas tienen que lidiar con catálogos mucho más pequeños, normalmen-
te de miles a decenas de miles de películas y series. La escalabilidad es, por tanto, un
problema mucho más importante en la recomendación de música que en la de películas.

Consumo secuencial: A diferencia de las películas, las piezas musicales suelen con-
sumirse de forma secuencial, es decir, en una sesión de escucha o lista de reproducción.
Esto plantea una serie de retos para un SRM, relacionados con la identificación de la
disposición correcta de los elementos en una lista de recomendaciones.

Recomendación de elementos previamente recomendados: Recomendar la misma
pieza musical de nuevo, en un momento posterior, puede ser apreciado por el usuario
de un SRM, en contraste con un recomendador de películas o productos, donde las reco-
mendaciones repetidas no suelen ser preferidas.

Comportamiento de consumo: La música suele consumirse de forma pasiva, en se-
gundo plano. Aunque esto no es un problema en sí mismo, puede afectar a la obtención
de preferencias. En particular, cuando se utiliza la retroalimentación implícita para infe-
rir las preferencias del oyente, el hecho de que un oyente no esté prestando atención a la
música (por lo tanto, por ejemplo, no se salta una canción) podría interpretarse errónea-
mente.

25
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Intención y finalidad de la escucha: La música tiene diversas finalidades para las
personas y, por tanto, determina su intención de escucharla. Esto debe tenerse en cuenta
a la hora de crear un SRM. Schäfer entre otros [39] destilaron tres intenciones fundamen-
tales a la hora de escuchar música: autoconciencia, relación social y regulación del estado
de ánimo. La autoconciencia ”ayuda a las personas a pensar en quiénes son, en quiénes
les gustaría ser y en cómo trazar su propio camino”. La relación social describe el uso
de la música para sentirse cerca de los amigos y para expresar la identidad y los valo-
res a los demás. La regulación del estado de ánimo tiene que ver con la gestión de las
emociones, que es una cuestión fundamental para el bienestar de los seres humanos. De
hecho, varios estudios han descubierto que la regulación del estado de ánimo y de las
emociones es el propósito más importante por el que las personas escuchan música , por
lo que a continuación analizaremos por separado el papel particular que desempeñan las
emociones al escuchar música.

Emociones Se sabe que la música evoca emociones muy fuertes. Pero se trata de una
relación mutua, ya que también las emociones de los usuarios afectan a las preferencias
musicales. Debido a esta fuerte relación entre la música y las emociones, el problema de
describir automáticamente la música en términos para describir emociones es un área de
investigación activa, comúnmente denominada reconocimiento de emociones musicales
(REM). Aunque el REM puede usarse para etiquetar la música por términos de emo-
ción, Integrar esta información en el SRM es una tarea muy complicada, por tres razones.
En primer lugar, los enfoques del REM suelen descuidar la distinción entre la emoción
deseada (es decir, la emoción que el compositor, el autor de la canción tenía en men-
te cuando creó o interpretó la pieza), la emoción percibida (es decir, la emoción que se
reconoce mientras se escucha) y la emoción inducida que siente el oyente. En segundo
lugar, la preferencia por un determinado tipo de pieza musical cargada de emociones
depende de si el usuario quiere mejorar o modular su estado de ánimo. En tercer lugar,
los cambios emocionales suelen producirse dentro de la misma pieza musical, mientras
que las etiquetas suelen extraerse para toda la pieza. Por lo tanto, para que la música
y las etiquetas coincidan en términos de emociones, es necesario modelar la preferen-
cia musical del oyente como una función dependiente del tiempo de sus experiencias
emocionales, teniendo en cuenta también el propósito previsto (mejora o regulación del
estado de ánimo). Se trata de una tarea muy difícil y que normalmente se descuida, por
ello implementar un sistema recomendador consciente de las emociones sería una de las
principales direcciones futuras en la investigación.

Contexto de escucha: Los aspectos situacionales o contextuales tienen una gran in-
fluencia en las preferencias musicales, el consumo y el comportamiento de interacción.
Por ejemplo, es probable que un oyente cree una lista de reproducción diferente cuando
se prepara para una cena romántica que cuando se prepara con los amigos para salir un
viernes por la noche. Los tipos de contexto que se consideran con más frecuencia son la
ubicación (por ejemplo, escuchar en el lugar de trabajo, en los desplazamientos al traba-
jo o mientras se descansa en casa) y el tiempo (que se suele clasificar, por ejemplo, en
mañana, tarde y noche). Además, el contexto también puede estar relacionado con la ac-
tividad del oyente o el uso de diferentes dispositivos de escucha, por ejemplo, tapones
en un smartphone frente a un equipo de música de alta fidelidad en casa, por nombrar
algunos. Dado que la escucha de música es también una actividad muy social, investigar
el contexto social de los oyentes es crucial para entender sus preferencias y su comporta-
miento. La importancia de tener en cuenta estos factores contextuales en la investigación
se conoce como SRM contextuales como una dirección de investigación en tendencia.
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3.2 Problema del arranque en frío.

Uno de los principales problemas de los sistemas recomendadores en general y de los
sistemas de música en particular es el problema del arranque en frío, es decir cuando un
nuevo usuario se registra en el sistema o se añade un artículo al catálogo, el sistema no
tiene suficientes datos asociados a estos artículos/usuarios. En este caso, el sistema no
puede recomendar correctamente los artículos existentes a un nuevo usuario (problema
del nuevo usuario) o recomendar un nuevo artículo a los usuarios existentes (problema
del nuevo artículo).

Otro subproblema del arranque en frío es el problema de la dispersión que se refiere
al hecho de que el número de valoraciones dadas es mucho menor que el número de va-
loraciones posibles, hecho probable cuando el número de usuarios y artículos es grande.
Una alta dispersión se traduce en una baja cobertura, ya que la mayoría de los usuarios
tienden a calificar sólo una pequeña fracción de artículos. Esto tiene como consecuencia
que las recomendaciones suelen ser poco fiables [24]. Los valores típicos de dispersión
se acercan bastante al 100 % en la mayoría de los sistemas de recomendación del mun-
do real. En el ámbito de la música, éste es un problema especialmente importante, por
ejemplo, el Dror G, entre otros [25], analizaron el conjunto de datos de Yahoo. En dicho
documento, informan de una dispersión del 99,96 %. En comparación, el conjunto de da-
tos de películas de Netflix tiene una dispersión de “sólo” el 98,82 %.

3.2.1. Soluciones actuales.

Ya se han propuesto varios enfoques para abordar el problema del arranque en frío
en el ámbito de la música, sobre todo enfoques basados en el contenido, la hibridación,
la recomendación entre dominios y el aprendizaje activo.

Los algoritmos de recomendación basados en el contenido no requieren valoraciones
de usuarios distintos del usuario objetivo para obtener recomendaciones. Por tanto, siem-
pre que se disponga de algunos datos sobre las preferencias del usuario, estas técnicas
pueden utilizarse en escenarios de arranque en frío. Además, en el caso más grave, cuan-
do se añade un nuevo artículo al catálogo, los métodos basados en el contenido permiten
las recomendaciones, ya que pueden extraer características del nuevo elemento y utili-
zarlas para hacer recomendaciones. Cabe destacar que, aunque los sistemas de filtrado
colaborativo tienen problemas de arranque en frío tanto para los nuevos usuarios como
para los nuevos artículos, los sistemas basados en el contenido sólo tienen problemas de
arranque en frío para los nuevos usuarios.

En cuanto al problema de un nuevo elemento, un enfoque estándar consiste en extraer
una serie de características que definen las propiedades acústicas de la señal de audio y
utilizar la recomendación basado en el contenido (basándonos en el perfil del usuario)
para efectuar recomendaciones. La extracción de características de la canción suele ha-
cerse de forma automática, pero también puede ser realizada manualmente por expertos
musicales, como en el caso del Proyecto Genoma Musical de Pandora. [45]

Pandora utiliza hasta 450 características por canción, como ”vocalista femenina agre-
siva”, ”coros prominentes”, ”letras abstractas”, ”uso de armonías inusuales”... Indepen-
dientemente de si el proceso de extracción de características se realiza de forma automá-
tica o manual, este enfoque es ventajoso no sólo para abordar el problema de un nuevo
elemento, sino también porque una representación precisa de las características puede
ser utilizada para predecir los gustos e intereses de los usuarios.

Una técnica alternativa para abordar el problema de los nuevos elementos es la hi-
bridación. En [23], los autores proponen un sistema de recomendación de música que
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combina un sistema recomendador basado en el contenido y un recomendador de filtra-
do colaborativo basado en artículos. Para el sistema basado en el contenido, calcula las
características acústicas, el timbre, el ritmo y el tono... El componente basado en el con-
tenido ayuda al recomendador de filtrado colaborativo a la hora de abordar el problema
del arranque en frío, ya que las características del primero se derivan automáticamente a
través del análisis de audio.

Otra solución para el arranque en frío son las técnicas de recomendación entre do-
minios, cuyo objetivo es mejorar las recomendaciones en un dominio (en este caso la
música) utilizando información sobre las preferencias del usuario en un dominio auxi-
liar.Por tanto, el conocimiento de las preferencias del usuario se obtiene de un dominio
auxiliar al dominio de la música. El resultado es un modelo de usuario más completo y
preciso. También es posible integrar información adicional sobre los (nuevos) usuarios,
que no están directamente relacionados con la música, como su personalidad, para me-
jorar la estimación de las preferencias musicales del usuario. Varios estudios realizados
sobre las características de la personalidad de los usuarios apoyan la conjetura de que
puede ser útil explotar esta información en sistemas de recomendación musical [26][27].

Además de los enfoques mencionados, el aprendizaje activo ha mostrado resultados
prometedores para tratar el problema del arranque en frío para un solo dominio [28]
o en un escenario de recomendación entre dominios [29]. El aprendizaje activo aborda
este problema en su origen, identificando y obteniendo datos que pueden representar las
preferencias de los usuarios mejor que lo que ellos mismos proporcionan. Por lo tanto, un
sistema de este tipo exige constantemente de una respuesta específica del usuario para
poder funcionar correctamente.

3.3 Generación automática de listas de reproducción.

En su definición más genérica, una lista de reproducción es simplemente una secuen-
cia de pistas destinadas a ser escuchadas juntas. La tarea de generación automática de
listas de reproducción (APG) se refiere a la creación automática de estas secuencias de
pistas. En este contexto, la ordenación de las canciones en una lista de reproducción para
generar suele ser una de las características de la APG, que es una tarea muy compleja. Al-
gunos autores han propuesto enfoques basados en cadenas de Markov para modelar las
transiciones entre canciones en las listas de reproducción, por ejemplo, [30]. Las investi-
gaciones recientes han encontrado pocas pruebas de que el orden exacto de las canciones
sea realmente importante para los usuarios [31], mientras que el conjunto de canciones
de una lista de reproducción [32] y las transiciones directas de canción a canción [33] sí
son importantes.

Considerada como una variante de la APG, la tarea de continuación de la lista de
reproducción (APC) consiste en añadir una o más pistas a una lista de reproducción de
forma que se ajusten a las mismas características de la lista de reproducción original.
Esto tiene ventajas tanto en la escucha como en la creación de listas de reproducción: los
usuarios pueden disfrutar de la escucha de sesiones continuas más allá del final de una
lista de reproducción de longitud finita, y, al mismo tiempo, les resulta más fácil crear
listas de reproducción más largas y atractivas sin necesidad de estar muy familiarizados
con la música.

Una gran parte de la tarea de APC consiste en inferir con precisión el objetivo de una
lista de reproducción determinada. Esto es un reto no sólo por la amplia gama de propó-
sitos que se persiguen, sino también por la diversidad de las características subyacentes
que pueden ser necesarias para inferir esos propósitos. Un escenario de inicio extremo
para esta tarea es cuando se crea una lista de reproducción con algunos metadatos (por
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ejemplo, el título de una lista de reproducción), pero no se ha añadido ninguna canción
a la lista de reproducción. Este problema se puede plantear como una tarea de recupe-
ración de información ad hoc, en la que la tarea consiste en clasificar las canciones en
respuesta a una consulta de metadatos proporcionada por el usuario.

Según un estudio realizado en 2016 por la Music Business Association [46], las listas de
reproducción representaron el 31 % del tiempo de escucha de música entre los oyentes
en EE. UU., más que los álbumes (22 %) de los oyentes en Estados Unidos, pero menos
que las canciones sueltas (46 %). Otros estudios, como el de MIDIA [47], muestran que
el 55 % de los suscriptores de servicios de música en streaming crean listas de reproduc-
ción, y algunos servicios de streaming, como Spotify, albergan actualmente más de 2.000
millones de listas de reproducción. En un estudio de 2017 realizado por Nielsen [48],se
encontró que el 58 % de los usuarios en los Estados Unidos crean sus propias listas de
reproducción, el 32 % las comparte con otros. Estudios como estos sugieren una creciente
importancia de las listas de reproducción como modo de consumo de música, y como tal,
el estudio de APG y APC nunca había sido tan relevante.

3.3.1. Soluciones Actuales.

La APG se ha estudiado desde que los servicios de música en Streaming pusieron a
disposición de los usuarios enormes catálogos de música. Bonnin y Jannach ofrecen un
estudio exhaustivo de este campo en [34]. En él, los autores definen la tarea del APG como
la creación de una secuencia de pistas que cumplan con algunas “características objetivo”
de una lista de reproducción, dado un ”conocimiento de fondo” de las características del
catálogo de pistas del que se extraen las pistas de la lista de reproducción. Los sistemas
APG existentes abordan estos dos problemas de muchas maneras diferentes.

En los primeros enfoques [1] las características objetivo de la lista de reproducción
se especifican como múltiples restricciones explícitas, que incluyen atributos musicales
o metadatos como por ejemplo, el artista, el tempo o el estilo de música. En otros, las
características objetivo son una única pista inicial [4] o una pista inicial y una final [1].

Otros enfoques crean una lista de reproducción circular que comprende todas las pis-
tas de una determinada colección de música, de forma que las canciones consecutivas
sean lo más parecidas posibles [12]. En otros trabajos, las listas de reproducción se crean
basándose en el contexto del oyente [9].

Un enfoque común para construir el conocimiento de fondo del catálogo de música
para la generación de listas de reproducción es utilizar técnicas de aprendizaje automá-
tico para extraer ese conocimiento de las listas de reproducción. En este caso, se asume
que los creadores de estas listas de reproducción están aportando una información va-
liosa que indica qué pistas van juntas para crear una experiencia de escucha agradable.
Algunos sistemas APG y APC propuestos se entrenan con listas de reproducción de fuen-
tes como emisoras por ejemplo los servicios de streaming de música [5]. En el estudio de
Pichl, entre otros, [5], se analizaron los nombres de las listas de reproducción en Spotify
para crear clusters contextuales, que luego se utilizaron para mejorar las recomendacio-
nes.

Un enfoque para abordar específicamente el orden de las canciones dentro de las lis-
tas de reproducción es el uso de modelos que se entrenan con listas de reproducción se-
leccionadas a mano. McFee y Lanckriet [6] representaron canciones mediante metadatos,
familiaridad y características del contenido de audio, adoptando ideas del procesamiento
del lenguaje natural, entrenaron varias cadenas de Markov para modelar las transiciones
entre canciones.
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3.4 Aplicaciones existentes.

MusicFX[15] es un sistema de recomendación de música para gimnasios. En sus orí-
genes se desarrolló para aplicarlo en el Anderson Consulting Technology Park con 600 miem-
bros. La información sobre las preferencias de los usuarios se recogen cuando los usua-
rios se inscriben en el gimnasio rellenando un cuestionario. El cuestionario es respecto
a géneros musicales como el rock, éxitos, country... donde para cada uno de estos géne-
ros se debe hacer una valoración entre [-2...2] donde un -2 sería un me encanta y un 2
seria la detesto. MusicFX opera a nivel de género, por lo que no recomienda canciones
específicas.

FLYTRAP[10] es una aplicación que utiliza la tecnología RFID (identificación por ra-
diofrecuencia) para saber qué usuarios del sistema están en la misma sala y conformar
así un grupo. El enfoque que se sigue para la recomendación es el basado en contenido
combinado con la agregación de preferencias (mediante votación). El sistema aprovecha
los conocimientos sobre las preferencias de los usuarios (por ejemplo, qué genero les gus-
ta) y la relación entre diferentes evaluaciones entre las canciones (por ejemplo, qué tipo
de transiciones entre canciones prefiere el usuario). En FLYTRAP las preferencias de los
usuarios son recopiladas mediante un agente que está instalado localmente en el ordena-
dor del usuario.

Jukola [14] es un ejemplo de sistema de recomendación musical en grupo con par-
ticipación activa. Este sistema se instaló en un bar local de Bristol. Los asistentes al bar
podían obtener acceso a un dispositivo tras registrarse para participar en el proceso de
decisión sobre la música que se ponía en el café. La participación se produjo en forma de
sistema de votación y cada dispositivo portátil podía emitir un voto antes de la selección
de la siguiente pista. En la práctica, los dispositivos portátiles fueron utilizados por gru-
pos establecidos, pero las decisiones se compartieron entre grupos aleatorios (es decir,
todos los grupos participantes en el bar del café). El sistema demostró principalmente
que el proceso de decisión en sí mismo puede ser una parte importante de la experiencia
de los usuarios.

ADAPTIVERADIO [19] es una aplicación de recomendación de canciones basado en
el contenido para grupos. Una característica singular de este sistema es que las prefe-
rencias de los usuarios que se tienen en cuenta son las negativas, es decir, las canciones
que no le gustan. La idea subyacente es que a menudo es más fácil averiguar lo que no
le gusta a un usuario que descubrir lo que le gusta. Si es necesario encontrar soluciones
(recomendaciones) que satisfagan a todos los usuarios (que a todo el mundo le guste lo
que escucha), este enfoque parece ser beneficioso. [?] La función de esta aplicación es re-
producir canciones a un grupo y permitir que los miembros del grupo den su opinión
sobre las canciones en forma de dislikes. Para un grupo dado, las canciones que no dis-
gustan a uno de los miembros del grupo son candidatas a ser recomendadas. Por tanto,
si a uno de los miembros del grupo no le gusta una canción esta se excluye y no volverá a
reproducirse.Se utiliza una métrica de similitud básica que considera principalmente las
canciones del mismo álbum como similares.

ADAPTIVE IN-VEHICLE MULTIMEDIA RECOMMENDER [13] es un sistema que
recomienda elementos multimedia a un grupo de pasajeros. Los perfiles de usuario se
intercambian a través de dispositivos utilizados durante el viaje. El sistema agrega las
características relevantes de los perfiles individuales de los usuarios en un perfil central
que se utiliza para determinar las recomendaciones (agregación del modelo como he-
mos visto en los fundamentos teóricos). En el contexto de las recomendaciones musicales
las características relevantes podrían ser estilos musicales o nombres de artistas. A las
características se les asigna un peso correspondiente que refleja la importancia de una
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característica para todo el grupo. Aquellos elementos con mayor similitud global con el
perfil de grupo tendrán la mayor probabilidad de ser recomendados. En este contexto no
se utilizan funciones de agregación.

GROUPFUN[11] es una aplicación de recomendación de grupo implementada como
un plugin de Facebook que recomienda listas de reproducción (o playlists) para eventos
específicos, por ejemplo, cumpleaños. EN GROUPFUN, las listas de reproducción de los
usuarios pueden ser agregadas y las recomendaciones (en este caso, enfocadas al evento)
se determinan mediante una función de agregación llamada suma ponderada probabilística
donde la probabilidad de que una canción se reproduzca se deriva de la popularidad
global de una canción.

3.4.1. Análisis de los recomendadores de música de las aplicaciones.

Los ejemplos existentes de sistemas de recomendación de música en grupo se clasi-
fican en la Tabla 3.1. La comparación muestra que existen tanto grupos con relaciones
sociales significativas como los que no las tienen e incluso grupos al azar. Además, en si-
tuaciones en las que los sistemas de recomendación de música en grupo se encuentran en
entornos compartidos, los sistemas tienen que hacer frente a la incertidumbre de quién
está presente. Existen varias soluciones a este problema, como un sistema de inicio de
sesión (por ejemplo, MusicFX), fichas y etiquetas (por ejemplo, Flytrap) y una mecáni-
ca probabilística. La mecánica probabilística puede utilizar predictores como la hora del
día o utilizar predictores más sofisticados (por ejemplo, reconocimiento visual, reconoci-
miento de voz).

Aplicación Tipo de grupo Preferencias del usuario Interacción de grupo Recomienda Agregación de
ADAPTIVERADIO Establecido Desarrolladas Activo Canción Predicciones
FLYTRAP Al azar Desarrolladas Pasivo Canción Predicciones
GROUPFUN Ocasional Conocidas Pasivo Secuencias Modelo
ADAPTIVE IN-VEHICLE MULTIMEDIA RECOMMENDER Ocasional Desarrolladas Activo Canción Predicciones
MusicFX Al azar Conocidas Pasivo Canción Predicciones
Jukola Al azar Desarrolladas Activo Canción Predicciones

Tabla 3.1: Comparación de las diferentes aplicaciones.

La mayoría de los sistemas desarrollan las preferencias del usuario a lo largo del tiem-
po haciendo uso de la retroalimentación explícita o implícita del usuario. Un reto inhe-
rente a los sistemas de recomendación en grupo es que la opinión de los usuarios puede
estar influida por efectos de grupo como el contagio de las emociones y la conformidad.
Por lo tanto, existe una mayor incertidumbre en la validez de la opinión del usuario obte-
nida y se debe tener cuidado de tener en cuenta los efectos de grupo en la interpretación
de la opinión. Por ejemplo, las opiniones de los usuarios de Jukola se obtienen en un
entorno social en el que un único dispositivo de obtención de opiniones es utilizado por
grupos establecidos y la música es compartida por un grupo aleatorio mayor. Algunos
usuarios de Jukola dijeron: ”Nos peleamos por lo que votamos”. [14] Esto demuestra
que la retroalimentación de este contexto debe interpretarse como preferencias grupales
de los grupos establecidos y no como preferencias individuales del usuario ya que éste
puede estar en desacuerdo con la decisión del grupo. Por lo tanto, el feedback obtenido
no debería utilizarse directamente para construir perfiles de usuario a largo plazo, sino
como preferencias a corto plazo basadas en la sesión de los grupos establecidos.

A continuación, veremos cómo los enfoques de recomendación de grupos pueden
diferenciarse en función de las siguientes características.

Estrategia de agregación de preferencias: En los sistemas de recomendación de gru-
po, existen dos estrategias básicas de agregación. En primer lugar, las recomendaciones
se determinan para los miembros individuales del grupo y luego se agregan en una reco-
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mendación de grupo. En segundo lugar, las preferencias de los usuarios individuales se
agregan en un perfil de grupo que luego se utiliza para determinar una recomendación
de grupo.

Algoritmo de recomendación: La lógica de recomendación de los recomendadores de
grupo se basa en muchos casos en los recomendadores de usuarios individuales (filtrado
colaborativo, filtrado basado en el contenido...) combinados con funciones de agregación
seleccionadas de la teoría de la elección social. Estas funciones se analizarán a partir de
los ejemplos del ámbito de los viajes presentados en el capítulo 2.

Preferencias conocidas de antemano: En algunos casos, las preferencias del usuario
ya se conocen de sesiones de recomendación anteriores. En otros casos, las preferencias
deben ser determinadas en un proceso posterior.

Consumo inmediato de artículos: Por un lado, una forma de recomendación podría
ser que un grupo experimente directamente los artículos recomendados. Por ejemplo,
consideremos las canciones que consumen los miembros de un gimnasio. Por otro la-
do, las recomendaciones a menudo son propuestas sin que los artículos se experimenten
inmediatamente.

Grupo activo o pasivo Por un lado, los perfiles de grupo pueden generarse automá-
ticamente si se conocen las preferencias de los miembros del grupo. Por otro lado, puede
ser que no conozcamos de antemano las preferencias de los usuarios y cuanto más in-
tensamente se discutan y negocien las preferencias para formar los modelos de grupo,
mayor será el grado de actividad del grupo.

Número de artículos recomendados El resultado de un recomendador de grupo pue-
de ser un solo artículo (por ejemplo, un restaurante para una cena o una película), pero
también paquetes (por ejemplo, paquetes de viaje), secuencias (por ejemplo, canciones o
planes de viaje).

Todas estas características se ilustran en la Tabla 3.2.
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Características Descripción
Estrategia de agregación
utilizada

1) Determinación de los artículos/valoraciones pa-
ra los miembros individuales del grupo, y posterior-
mente agregación de estos artículos/valoraciones pa-
ra una recomendación de grupo, o (2) agregación de
las preferencias de los miembros del grupo en un per-
fil de grupo, y posteriormente determinación de una
recomendación para el grupo

Algoritmo de recomenda-
ción

Uno de los algoritmos de recomendación (es decir, colabo-
rativo, basado en el contenido...)

¿Preferencias conocidas de
antemano?

Por ejemplo, en el filtrado colaborativo, las valoraciones se
conocen de antemano

¿Consumo inmediato de
artículos recomendados?

Los recomendadores de grupo pueden recomendar (1) ar-
tículos que se consumirán en el futuro (por ejemplo, des-
tinos de vacaciones como base para una decisión final to-
mada por (a) una persona responsable o (b) un grupo sobre
la base de una discusión [35]), o (2) artículos de consumo
inmediato (por ejemplo, canciones)

¿Grupo pasivo o activo? Un grupo es pasivo si no influye activamente en la cons-
trucción de un perfil de grupo. Los grupos activos negocian
el perfil del grupo.

Número de artículos a re-
comendar

Un recomendador de grupo puede centrarse en la recomen-
dación de (1) un único elemento, como es el caso de los des-
tinos de viaje, o (2) múltiples elementos representados, por
ejemplo, como una secuencia (por ejemplo, elementos de
televisión o una playlist)

Tabla 3.2: Características para clasificar un recomendador de grupos.[36][37]





CAPÍTULO 4

Desarrollo de un sistema de
recomendación de música para

grupos.

4.1 Sistema de recomendación desarrollado.

Antes de profundizar con el desarrollo en cuestión, aclararemos el sistema que vamos
a implementar basándonos en la tabla 3.2. La estrategia de agregación que utilizaremos
sera la 2) es decir determinaremos los artículos para los miembros del grupo y después
haremos una selección de aquellas que sean mejor para el grupo. El algoritmo de reco-
mendación que utilizaremos será el filtrado basado en contenido. Como preferencias de
cada usuario, tomaremos aquellas canciones que el usuario ha añadido a la playlist para
formar un perfil de usuario y también el perfil de grupo. Puesto que los artículos que
recomendamos son canciones serán de consumo inmediato. Y, dado que no utilizaremos
las estrategias de agregación de modelo no nos importa si es activo o pasivo el grupo. Sin
embargo, puesto que no conocemos quién ha creado las listas de reproducción, no pode-
mos recibir feedback por lo que tratamos con un grupo pasivo. El número de artículos a
recomendar será de una secuencia de 10 canciones.

Los grupos pueden clasificarse en grupos homogéneos y grupos heterogéneos en fun-
ción de su composición. Un grupo homogéneo está formado por miembros con intereses
similares, mientras que los grupos heterogéneos están formados por miembros con in-
tereses diversos. El problema con un grupo heterogéneo es que, como los miembros de
un grupo tienen diferentes intereses, crear un consenso para satisfacer a todos los miem-
bros del grupo es una tarea difícil. En este estudio, tratamos con playlists del dataset de
Spotify [49] con un millón de playlist de las cuales haremos un filtrado que explicaremos
más adelante. Por lo tanto, algunas serán de grupos homogéneos y otras serán de grupos
heterogéneos. No podemos saberlo a priori.

4.2 Algoritmos de recomendación desarrollados.

Por un lado, disponemos de un dataset con 1M de playlists de las cuales formare-
mos los grupos y las canciones añadidas por cada usuario nos servirán para formar las
preferencias de cada usuario. El conjunto de datos contiene 1.000.000 de listas de repro-
ducción, incluidos los títulos de las listas y de las canciones, creadas por los usuarios en
la plataforma Spotify entre enero de 2010 y octubre de 2017.

35
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Cada lista de reproducción en el dataset contiene un título de lista de reproducción, la
lista de canciones (incluyendo los IDs de las canciones y los metadatos), y otros campos
de metadatos (última hora de edición, número de ediciones de la lista de reproducción,
y más). Un ejemplo de este conjunto es el mostrado en la figura 4.1

{
"name": "musical",
"colaborative": "false",
"pid": 5,
"modified_at": 1493424000,
"num_albums": 7,
"num_tracks": 12,
"num_followers": 1,
"num_edits": 2,
"duration_ms": 2657366,
"num_artists": 6,
"tracks": [

{
"pos": 0,
"name_of_artist": "Degiheugi",
"track_uri": "spotify:track:7vqa3sDmtEaVJ2gcvxtRID",
"artist_uri": "spotify:artist:3V2paBXEoZIAhfZRJmo2jL",
"track_name": "Finalement",
"album_uri": "spotify:album:2KrRMJ9z7Xjoz1Az4O6UML",
"duration_ms": 166264,
"album_name": "Dancing Chords and Fireflies"

} // omitimos pistas
],

}

Figura 4.1: Contenido de una lista de reproducción que pertenece al set de datos de Spotify 1M
playlists.

Por otro lado, para realizar nuestro sistema de recomendación también vamos a ex-
plotar el dataset de Kaggle [50], Spotify Dataset 1922-2021, 600k Tracks, el cual nos propor-
ciona los vectores de características de alrededor de 600 mil canciones. Las características
que contempla este dataset son las mostradas en la figura 4.2 o en la figura 4.3. Las carac-
terísticas más relevantes son las:

Relacionadas con el estado de ánimo: Danceability, Valence, Energy, Tempo

Relacionadas con las propiedades de la canción: Loudness, Speechiness, Instrumental-
ness

Relacionadas con el contexto: Liveness, Acousticness

Con este conjunto de datos desarrollaremos un sistema de recomendación basado en
contenido. El filtrado basado en el contenido se basa en (a) un conjunto de usuarios y
(b) un conjunto de categorías (o palabras clave) que se han asignado a (o extraído de) el
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{
"danceability": 0.735,
"energy": 0.578,
"key": 5,
"loudness": -11.84,
"mode": 0,
"speechiness": 0.0461,
"acousticness": 0.514,
"instrumentalness": 0.0902,
"liveness": 0.159,
"valence": 0.624,
"tempo": 98.002,
"type": "audio_features",
"id": "06AKEBrKUckW0KREUWRnvT",
"uri": "spotify:track:06AKEBrKUckW0KREUWRnvT",
"duration_ms": 255349,
"time_signature": 4

}

Figura 4.2: Características de una canción perteneciente al set de datos de Kaggle .

conjunto de artículos. En nuestro caso, nuestras palabras clave serán las características
mencionadas con anterioridad (danceability, valence, liveness...).

Nuestro sistema de recomendación se basa en los vectores de características de las
canciones para encontrar canciones similares. Para ello utiliza la distancia coseno. Un
ejemplo de un vector de características (en la imagen la primera canción del set de datos)
podría ser el de la figura 4.3.

Figura 4.3: Vector de características.

En este trabajo hemos desarrollado cuatro maneras diferentes de recomendar cancio-
nes para un grupo. Para clarificar todos los conceptos que vamos a mencionar en esta
sección, vamos a realizar un ejemplo sencillo donde tenemos cuatro canciones (figura
4.4), suponemos que tenemos un grupo de dos usuarios, el primer usuario ha añadido
las dos primeras canciones a la playlist y el segundo las dos restantes.

Figura 4.4: Vector de características de las cuatro canciones.
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Si disponemos en forma de matriz las características (solo tenemos en cuenta las nu-
méricas) de las canciones de la playlist P tenemos:

P =


0, 0594 1921 0, 982 · · · 1921 0, 0366 80, 954
0, 963 1921 0, 732 · · · 1921 0, 415 60, 936
0, 0394 1921 0, 961 · · · 1921 0, 0339 110, 339
0, 165 1921 0, 967 · · · 1921 0, 0354 100, 109


Si disponemos en forma de matriz las características de las canciones que el usuario u1 y
u2 ha añadido a la playlist P tenemos:

Pu1 =

[
0, 0594 1921 0, 982 · · · 1921 0, 0366 80, 954
0, 963 1921 0, 732 · · · 1921 0, 415 60, 936

]

Pu2 =

[
0, 0394 1921 0, 961 · · · 1921 0, 0339 110, 339
0, 165 1921 0, 967 · · · 1921 0, 0354 100, 109

]

4.2.1. Recommend songs

Este método obtiene un vector con la media de todas las características de las cancio-
nes de la playlist de los usuarios del grupo y lo utiliza para obtener las N canciones (vec-
tores) más similares mediante la distancia coseno. Para realizar recomendaciones con este
módulo necesitamos un perfil de grupo, que se obtiene realizando la media del vector de
características de todas las canciones de la playlist Por lo tanto, esta forma de recomendar
canciones utiliza como función de agregación la media.

mct =

∑
c∈P

caract(c, t)

|P| (4.1)

Donde mct es la media de características para la característica t (danceability, instrumen-
talness...), P es el conjunto de canciones c de la Playlist y caract(c, t) es una función que
nos devuelve la característica de la canción c de tipo t. Realizamos mct para cada una de
las características, obteniendo así vmcG que es el vector media de todas las características
de las canciones de la playlist, y por tanto, del grupo G.

Siguiendo con nuestro ejemplo, procedemos a calcular el vector de características
(vmcG). Realizamos la media teniendo en cuenta al grupo completo obteniendo vmcG

vmcG =
[
0, 3067 1921 0, 9105 · · · 1921 0, 130225 88, 0845

]
Para obtener canciones similares a nuestro vector vmcG realizamos la distancia co-

seno con nuestro corpus de todas las canciones C, comparando una a una y obteniendo
aquellas cuya distancia sea menor.

recommend_songs = argmin
(c∈C)

cosine_dist(vmcG, c) (4.2)

Es decir, para la recomendación con recommend_songs, tal y como se especifica en la
ecuación 4.2, calculamos la distancia coseno entre nuestro vector de características del
grupo vmcG y cada una de las canciones de nuestro corpus C, y se seleccionan aquellas N
canciones con menor distancia coseno. En nuestro ejemplo, se realiza este cálculo con el
dataset de Kaggle con las características de 600k canciones y nos quedamos con aquellas
N=4 cuya distancia es menor, obteniendo como resultado las canciones de la figura 4.5.
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Figura 4.5: Canciones recomendadas para el ejemplo con el método recommend_songs

4.2.2. Recommend homogenize.

Este método filtra las canciones de la playlist retirando aquellas cuyas características
estén por debajo de la media. Después de haber realizado el filtrado se realiza recom-
mend_songs.

En este caso se realiza un filtrado de la playlist del grupo P antes de generar las re-
comendaciones. El objetivo es ”homogeneizar” las características de la playlist, es decir
eliminar aquellas canciones cuyas características disten mucho de las características de la
playlist. Esta decisión fue tomada para ver si obteníamos mejores resultados con un grupo
con características similares, tratando de simular una playlist de un grupo homogéneo.

mct
umbral =

∑
c∈P

caract(c, t)

|P| : caract(c, t) > umbral (4.3)

De esta manera todas las canciones que están por debajo del umbral no se tienen
en cuenta. Nosotros tomamos como umbral por defecto, la media de cada una de las
características. Por lo tanto, esta forma de recomendar canciones utiliza como función de
agregación la media con umbral. Realizamos mct

umbral para cada una de las características,
obteniendo así vmcG,umbral

recommend_songs_homogenize = argmin
(c∈C)

cosine_dist(vmcG,umbral , c) (4.4)

En el caso de recommend_homogenize el filtrado por umbral solo nos elimina la primera
canción. Y realiza recommend_songs, es decir obtiene vmcG sin tener en cuenta la primera
canción. Obtenemos como resultado las canciones de la figura 4.6.

Figura 4.6: Canciones recomendadas para el ejemplo con el método recommend_homogenize

4.2.3. Recommend individually

Este método obtiene por un lado, un vector por cada miembro del grupo con la me-
dia de todas las características de las canciones que ha añadido a la playlist. Después
utiliza esos vectores para obtener canciones similares mediante la distancia coseno. La
recomendación será la unión de estas canciones. Si por ejemplo queremos cuatro cancio-
nes y tenemos un grupo de dos personas, solo obtendremos dos canciones similares por
miembro.
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En este caso, para generar las recomendaciones obtenemos el vector media de carac-
terísticas para cada usuario. Es decir, de la playlist solo seleccionamos las canciones del
usuario sin tener en cuenta el resto de canciones.

mct
u =

∑
c∈Pu

caract(c, t)

|Pu|
(4.5)

Donde mct
u es la media de características del usuario u para la característica t, Pu es el

conjunto de canciones c que el usuario u ha añadido a la Playlist. Realizamos vmct
u para

cada una de las características, obteniendo así vmcu que es el vector media de todas las
características de las canciones del usuario u.

Siguiendo con nuestro ejemplo, procedemos a calcular el vector de características
(vmc). Realizamos la media teniendo en cuenta a cada usuario obteniendo vmcu1 para
el usuario 1 y vmcu2 para el usuario 2.

vmcu1 =
[
0, 5112 1921 0, 857 · · · 1921 0, 2258 70, 945

]

vmcu2 =
[
0, 1022 1921 0, 964 · · · 1921 0, 03465 105, 224

]
Realizamos la distancia coseno con el corpus de canciones C y obtenemos aquellas

canciones cuya distancia sea menor con nuestro vector vmcu. Si queremos realizar una
recomendación de cuatro canciones y tenemos dos usuarios solo recomendaremos dos
para cada usuario.

recommend_u = argmin
(c∈C)

cosine_dist(vmcu, c) (4.6)

Una vez tenemos las canciones, procedemos a hacer la unión de las canciones para
generar la recomendación final de grupo.

recommend_individually = ∪u∈Grecommendu (4.7)

Para la recomendación con recommend_individually calculamos la distancia coseno co-
mo en la ecuación 4.6 para el vector vmcu1 para cada una de las canciones de nuestro
corpus C y nos quedamos con aquellas 2 cuya distancia sea menor. Hacemos lo mismo
para el vector vmcu2 y hacemos la union de las canciones obteniendo como resultado las
canciones de la figura 4.7.

Figura 4.7: Canciones recomendadas para el ejemplo con el método recommend_individually

4.2.4. Recommend collaborative

Este método de realizar las recomendaciones es muy similar al anterior, generamos
las recomendaciones para cada usuario, obteniendo vmcu para cada usuario y generando
N canciones con recommendu. Sin embargo de estas canciones recomendadas solo nos
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quedaremos con aquellas cuyo vector de características sea más similar al vector de toda
la playlist.

f ilter_u = argmin
(∪u∈Grecommendu)

cosine_dist(vmcG, c) (4.8)

Al igual que en el caso anterior, procederemos a hacer la unión de las canciones para
generar la recomendación final de grupo.

Para la recomendación con recommend_collaborative hacemos recommend_individually
pero en lugar de solo recomendar dos canciones por usuario obtenemos diez canciones
por usuario. De estas diez canciones calculamos la distancia coseno entre cada canción
recomendada y vmcG. De todas ellas seleccionamos las dos cuya distancia sea menor.
Realizamos lo mismo para el segundo usuario y hacemos la unión obteniendo como re-
sultado las canciones de la figura 4.8.

Figura 4.8: Canciones recomendadas para el ejemplo con el método recommend_collaborative

4.3 Descripción de la evaluación de nuestro SRG.

La investigación sobre sistemas de recomendación ha utilizado varios tipos de medi-
das para evaluar la calidad de las recomendaciones ofrecidas a los individuos, como la
precision, el recall o el error medio absoluto (MAE). Sin embargo, hasta donde sabemos,
no existe una medida ampliamente aceptada para evaluar los SRG. Por este motivo, he-
mos adaptado el MAE al contexto de las recomendaciones de grupo porque es el más
utilizado y el más fácil de interpretar directamente cuando se utiliza para evaluar los SR.

En primer lugar, definimos el MAEu, que da una medida de la desviación de la re-
comendación para el grupo con respecto a los valores estimados para un miembro del
grupo por sí mismo. Dada una recomendación RG de N ítems para un grupo G tal que
u ∈ G, el error medio absoluto para el usuario u se define:

MAEu = d(u, RG) (4.9)

donde d(u, RG) es la distancia coseno entre el vector de características de las cancio-
nes que ha añadido a la playlist el usuario u y el vector de características de las canciones
recomendadas para el grupo G. Por lo tanto, el MAEu indica lo adecuada que es la re-
comendación de grupo para el usuario u. Cuanto menor sea el MAEu, más precisa es la
recomendación de grupo para este usuario.

A diferencia de las recomendaciones individuales, cuando se trata de grupos, una
cuestión muy importante es obtener recomendaciones que sean lo más satisfactorias po-
sible para todos los miembros del grupo, es decir, evitar la miseria. Por lo tanto, nuestro
interés es medir la satisfacción del grupo en su conjunto, es decir, la exactitud de la reco-
mendación del grupo para todos sus miembros. Esto se consigue unificando el MAEu de
cada miembro del grupo en una única medida; concretamente, definimos el MAEG como
la media del MAEu de todos los miembros del grupo. Por tanto, un MAEG bajo indica
que el grupo en su conjunto está muy satisfecho con la recomendación.

MAEG =
∑|G|i=1 d(u, RG)

|G| (4.10)
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4.4 Conjunto de datos y generación de grupos.

Para llevar a cabo los experimentos, se generaron grupos de usuarios de distintos
tamaños mediante el muestreo del conjunto de datos de Spotify Million Playlist Dataset
[49], que contiene la información de un millón de playlists de usuarios de Spotify. En es-
te experimento, solo contemplamos grupos aleatorios ya que estamos creando ”grupos
simulados” que son formados a partir de las playlists y dejamos la creación de grupos
homogéneos (miembros con gustos similares) para un trabajo posterior. Ambos casos
son comunes en la vida real. Los grupos homogéneos representan a personas con gus-
tos comunes, como los grupos de amigos. En cambio, los grupos aleatorios representan a
personas sin ninguna relación social, como personas al azar que toman el mismo autobús.
Lo que realizamos es filtrar del conjunto de datos aquellas que fueran playlists colabora-
tivas. El numero de usuarios para cada playlist que conformaría el numero de usuarios
pertenecientes al grupo se tomó como el numero de usuarios que seguían la playlist más
uno. Esto fue porque algunas playlists colaborativas solo tenían un seguidor. Spotify no
ofrece información en este dataset del usuario que añadió la canción por lo que lo que rea-
lizamos una asignación circular de las canciones (si tenemos un grupo de dos personas y
cuatro canciones, el primer usuario añadiría la primera canción y la tercera y el segundo
usuario la segunda canción y la cuarta).

4.5 Análisis de los resultados obtenidos.

Para realizar este experimento analizamos un total de 3081 playlists y 3081 grupos
”simulados” diferentes recomendando 10 canciones para cada método de los comentados
con anterioridad. Los cálculos fueron realizados en un ordenador corriendo Ubuntu con
un procesador Intel® Core™ i7-8750H CPU @ 2.20GHz × 6 núcleos.

Figura 4.9: Prueba de homocedasticidad de Levene.

Para ver si existen diferencias significativas entre cada método propuesto planteamos
realizar un estudio estadístico de los datos. En concreto, tratamos de realizar un análisis
de la varianza (ANOVA). Sin embargo, no pudimos realizarlo pues uno de los prerrequi-
sitos de este análisis es que tiene que haber varianzas iguales entre todos los grupos. La
homogeneidad de las varianzas puede comprobarse con la prueba de homocedasticidad
de Levene realizada en la siguiente figura.

Para saber qué método funciona mejor planteamos realizar un conteo de valores mí-
nimos ya que un MAEG bajo indica que el grupo en su conjunto está muy satisfecho
con la recomendación. Es decir, para cada playlist que hemos analizado nos quedaremos
con el valor del método de recomendación que da un MAE mínimo. En total analizamos
3081 playlists, de las cuales 2030 tuvieron como mejor valor MAE el método de reco-
mendación recommend_individually, 707 el método recommend_collaborative, 322 el método
recommend_songs y 23 el método recommend_homogenize.

Procedemos a realizar este mismo conteo sin tener en cuenta el método recommend_indi
vidually. En este caso, de las 3081 playlists analizadas, 1895 tuvieron como mejor método
de recomendación recommend_collaborative, 1144 recommend_songs y 43 recommend_homoge
nize. Este método (recommend_collaborative) parece más prometedor en el sentido de la re-
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comendación de grupo pues hace una recomendación solo teniendo en cuenta al usuario
pero solo selecciona aquellas que son más similares al perfil de grupo.

Apreciando la figura 4.10, donde vemos los resultados de las cuatro primeras playlist
podemos ver como los resultados con el método homogenize no obtienen buenos resulta-
dos. Si dejamos de contemplar la recomendación con recommend_homogenize vemos que
tres de las cuatro veces hemos obtenido buenos resultados con recommend_individually.
Si además descartamos tanto recommend_homogenize como recommend_individually para
ver si podemos extraer alguna conclusión más vemos que los resultados son similares,
siendo un poco mejor el método recommend_collaborative. Habría que realizar un estudio
posterior para ver cuáles son las características del grupo o de la playlist que hacen que
un método funcione mejor que otro puesto que con los recursos que disponemos no es
posible determinarlo con certeza.

Figura 4.10: MAE usando los métodos de recomendación songs, collaborative, individually, homoge-
nize.

Si representamos todos los valores MAE para cada método obtenemos el boxplot de
la figura 4.11 donde podemos ver como en todos los casos disponemos de un número
considerable de valores atípicos. Esto pensamos que puede ser debido a que en deter-
minadas circunstancias que no sabemos cuyo trabajo se deja para un estudio posterior,
obtenemos una recomendación que no satisface al grupo dando un valor MAE muy alto.
Podemos ver también que tenemos una distribución asimétrica positiva, podemos apre-
ciarlo en la tabla 4.12 que nos indica que nuestros datos se concentran ”en la parte más
baja” indicándonos que el funcionamiento en general de los métodos es bueno.

Cabe mencionar también la media de los valores MAE obtenidos con cada méto-
do, con recommend_individidually obtuvimos una media de 0.08784, con el método re-
commend_collaborative obtuvimos una media de 0.10012, con el método recommend_songs
obtuvimos una media de 0.10242 y por último, con el método recommend_homogenize ob-
tuvimos una media de 0.26248. Los valores son próximos a cero lo que nos indica que el
grupo en su conjunto está satisfecho con la recomendación.

Por último, si representamos con un gráfico de lineas los valores MAE de las cien
primeras playlists obtendríamos como resultado la gráfica de la figura 4.13. En ella po-
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demos ver que todos los métodos exceptuando el de recommend_homogenize tienen un
resultado similar. Si nos fijamos en la gráfica de la figura 4.14 podemos ver como en ge-
neral, el método que mejor funciona es recommend_individidually (linea azul) seguido de
recommend_collaborative (linea naranja) pues ambas lineas tienen los valores más bajos.
Sin embargo no parece que hayan diferencias notables entre ambos métodos. Respecto
al método recommend_homogenize vemos unos resultados con una valor MAE alto lo que
nos hace dudar si se ha desarrollado correctamente este método.

Figura 4.11: Diagrama de caja y bigotes para los métodos de recomendación songs, collaborative,
individually, homogenize.

(a) songs (b) collaborative

(c) homogenize (d) individually

Figura 4.12: Gráfico de distribucion para los métodos de recomendación.
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Figura 4.13: Gráfico de lineas de los valores MAE para los métodos de recomendación songs,
collaborative, individually, homogenize.

Figura 4.14: Gráfico de lineas de los valores MAE para los métodos de recomendación songs,
collaborative, individually.





CAPÍTULO 5

Conclusiones, Limitaciones y
Trabajo Futuro.

5.1 Conclusiones

En este trabajo, hemos introducido diferentes técnicas de recomendación de grupo
que se basaban en los enfoques de recomendación para usuarios individuales presenta-
dos en la sección de Fundamentos Teóricos en la sección 2.3. Hemos mostrado cómo se
pueden diseñar escenarios de recomendación de grupo relacionados con el filtrado cola-
borativo y el filtrado basado en el contenido. Y para ello, nos centramos en la discusión
de las dos estrategias de agregación: (1) predicciones agregadas (artículos) y (2) modelos
agregados. En (1), las recomendaciones se determinan para los miembros individuales
del grupo y luego se agregan. En (2), se agregan las preferencias de los miembros del
grupo y, a continuación, se determinan las recomendaciones a partir de la información
contenida en el perfil de grupo integrado.

Centrándonos específicamente en los sistemas de recomendación de grupos, hemos
ofrecido una visión general de las técnicas de evaluación. Hemos aprendido que la eva-
luación de los sistemas de recomendación de grupo a menudo puede llevarse a cabo
empleando los enfoques de evaluación estándar de los sistemas de recomendación de
un solo usuario. Queremos destacar que hay otras métricas que se pueden considerar
al evaluar los sistemas de recomendación de grupo. Algunos ejemplos son la confianza
(trust), la privacidad (privacy) y el rendimiento (performance). Es importante destacar que
la utilidad de algunas métricas de evaluación también dependen del dominio del artícu-
lo. Por ejemplo, los sistemas de recomendación de música no sólo persiguen los objetivos
de precisión, sino también otros criterios como por ejemplo medir la probabilidad de
que vuelvas a escuchar una canción que hace tiempo que no escuchas pero que te gustó
mucho en un determinado momento.

Puesto que realizar un estudio con personas reales estaba fuera del alcance de este tra-
bajo tuvimos que realizar una simulacion basándonos en el Spotify Million Playlist Dataset
[49]. Los enfoques de síntesis para generar grupos parecen una alternativa prometedora
y ’barata’ a los estudios con grupos reales. A menudo, se aplican enfoques de agrupa-
ción para derivar grupos a partir de conjuntos de datos de un solo usuario. La síntesis
de grupos también puede basarse en el análisis de redes sociales en las que los lazos so-
ciales pueden servir como indicador de la pertenencia a un grupo [16]. Sin embargo, hay
que mencionar que estos enfoques se basan en simulaciones y no deberían sustituir a los
estudios controlados. Para obtener una visión general de los conjuntos de datos relacio-
nados con los sistemas de recomendación para un solo usuario y los marcos de software

47



48 Conclusiones, Limitaciones y Trabajo Futuro.

existentes que pueden servir de base para el desarrollo de sistemas de recomendación de
grupos, nos remitimos a Said entre otros. [21].

Esperamos que este trabajo haya contribuido a señalar los principales retos, a destacar
las tendencias recientes y a identificar cuestiones de investigación interesantes en el ám-
bito de los sistemas de recomendación musical. Creemos que la investigación que aborde
los retos y las tendencias comentadas allanará el camino para la próxima generación de
sistemas de recomendación musical, y esperamos que se produzcan enfoques y sistemas
interesantes e innovadores que mejoren la satisfacción y la experiencia del usuario, en
lugar de limitarse a las medidas de precisión.

5.2 Limitaciones

A la hora de realizar este trabajo nos hemos encontrado con una serie de problemas
que han perjudicado los resultados que hemos obtenido. Puesto que todo el experimento
ha sido simulado, los resultados obtenidos no son tan ilustrativos como los que podemos
obtener con un grupo de personas detrás que nos de feedback sobre los resultados que
obtenemos. Además, no podemos obtener evaluaciones subjetivas sobre las recomenda-
ciones que realizamos, por tanto, aunque nuestro recomendador tenga una buena métrica
MAE puede que las recomendaciones no sean del agrado del grupo de usuarios. Las pre-
ferencias de cada usuario se obtenían solo teniendo en cuenta las canciones que añadía
a la lista de reproducción. Esto es así puesto que no podemos acceder a las preferencias
del usuario sin su previo consentimiento a través del API de Spotify. Por ese motivo,
nuevamente perdemos en fidelidad al tratar con solo una parte del gusto del usuario.

5.3 Trabajo futuro

Como trabajo futuro, para cubrir todas estas limitaciones que nos han surgido pro-
ponemos realizar un estudio con un grupo de usuarios. Para ello es necesario el consen-
timiento de aquellos que intervengan en dicho experimento. Un ejemplo de una aplica-
ción similar es Groupify, una aplicación realizada para hacer el seguimiento y obtener
retroalimentación sobre las recomendaciones realizadas. [35]. Además, no hemos podido
realizar las métricas que comentamos en la sección 2.5 debido a que nos faltaban datos
por parte del usuario, así pues sería conveniente llevarlas a cabo junto con la aplicación
que comentamos en un trabajo futuro.

Además, presentamos una perspectiva de lo que creemos que son las direcciones de
investigación futuras más interesantes en los SRM. En concreto, hablamos de (1) los SRM
’psicológicamente inspirados’ que tienen en cuenta en el proceso de recomendación facto-
res como la emoción y la personalidad de los oyentes. Esto puede ser muy interesante en
el ámbito musical pues si un usuario se encuentra animado no deseará escuchar cancio-
nes tristes. (2) los SRM conscientes del contexto, que modelan los aspectos contextuales
y ambientales del proceso de consumo de música, infieren las necesidades e intenciones
del oyente y, finalmente, integran estos modelos en el proceso de recomendación, y (3) los
SRM conscientes de la cultura, que explotan el hecho de que el gusto musical depende
en gran medida de los antecedentes culturales del oyente, donde la cultura puede de-
finirse de múltiples maneras, incluyendo similitudes históricas, políticas, lingüísticas o
religiosas.
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(a) Registro del usuario.

(b) Retroalimentación del usuario

Figura 5.1: Groupify.
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