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Resumen

La enfermedad del Alzheimer es el tipo más común de demencia y está reconocida por
la OMS como una prioridad de salud pública. En la actualidad no existe una cura o
tratamiento efectivo para combatirlo, es por esto mismo por lo que es muy importante
invertir en medios de detección temprana de la enfermedad.

En este trabajo se va a realizar un estudio sobre la posibilidad de utilizar mecanis-
mos de inteligencia artificial, en especial deep learning o aprendizaje profundo, para
conseguir detectar de forma precoz marcadores de enfermedades neurodegenerativas
en imágenes de resonancia magnética (MRI) en 3D.

Realizaremos un análisis entre algunos modelos ya propuestos por otros autores y
otros modelos propios. Además, se pretende hacer una comparativa entre arquitec-
turas de redes profundas basadas en convoluciones en 2D (redes convolucionales
comunes) y modelos basados en convoluciones 3D.

Buscaremos nuevos planteamientos para mejorar los resultados existentes así como
métodos para aprovechar al máximo la información contenida en una imagen 3D
(volumen MRI) para alimentar un modelo 2D.

Para el desarrollo se usará la base de imágenes del ADNI (Alzheimers Disease Neuro-
imaging Initiative).
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Abstract

Alzheimer’s disease is the most common type of dementia and is recognized by the
WHO as a public health priority. There is currently no cure or effective treatment to
combat it, which is why it is so important to invest in early detection of the disease.

In this work, a study will be carried out on the possibility of using artificial intelligence
mechanisms, especially deep learning, to achieve early detection of neurodegenerative
disease markers in 3D magnetic resonance imaging (MRI).

We will perform an analysis between some models already proposed by other authors
and our own models. In addition, we intend to make a comparison between deep
network architectures based on 2D convolutions (common convolutional networks)
and models based on 3D convolutions.

We will look for new approaches to improve existing results as well as methods to
take full advantage of the information contained in a 3D image (MRI volume) to feed
a 2D model.

The ADNI (Alzheimer’s Disease Neuroimaging Initiative) imaging database will be used
for the development.
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Capítulo 1

Introducción

1.1. Alzheimer

La enfermedad del Alzheimer es una enfermedad neurodegenerativa, cuyo nombre se
debe al psiquiatra alemán Alois Alzheimer quien publicó por primera vez un artículo
sobre ella en 1907. En él se describía el caso de una mujer de 51 años que presentaba
síntomas de demencia y pérdida de memoria. Esta mujer falleció 4 años después [1].

La enfermedad del Alzheimer (AD por sus siglas en inglés) es actualmente la causa
más común de demencia y afecta en su mayoría a personas mayores de 65 años. Su
incidencia es cada vez mayor y esto se debe en gran parte al aumento de la longevidad
de la población mundial. Además está reconocida por la organización Mundial De La
Salud (OMS) como una prioridad en la salud pública.

Es importante hablar también del deterioro cognitivo leve (DCL o MCI, Mild cogniti-
ve impairment). Como explican Mariangeles Pose y Facundo Manes [2], este diagnós-
tico corresponde a un estado transicional entre un deterioro cognitivo normal debido
a la vejez y a un estadio temprano de la demencia. Es decir, se diagnostica en per-
sonas de avanzada edad que presentan algún déficit cognitivo impropio de su edad
pero que no es suficientemente grave como para poder considerarse demencia.

En ocasiones pacientes con DCL, en concreto con lo que se conoce como DCL Amné-
sico, pueden acabar desarrollando con el tiempo la enfermedad del Alzheimer.

Desgraciadamente en la actualidad, aunque existen diferentes tratamientos experi-
mentales para combatir el Alzheimer [3, 4], aún no existe una cura eficaz demostrada.
Es por esto que es muy importante tratar de detectar esta enfermedad lo antes po-
sible para intentar combatirla en etapas tempranas de su desarrollo. El principal
problema a la hora de dar un diagnóstico temprano de la enfermedad es confundir
sus síntomas con comportamientos asociados generalmente con la vejez.

1.1.1. Epidemiología y Etiología

La demencia es un síndrome clínico que tiende desarrollarse en personas de más de
65 años y su probabilidad de aparición se va duplicando cada 5 años. Produce un
deterioro cognitivo progresivo que en primera instancia va afectando a la memoria del
paciente, tanto a la hora de almacenar nuevos recuerdos como en la perdida de me-
moria de forma progresiva. Cuando la enfermedad avanza puede ir afectando en las
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1.2. Imagen médica

actividades diarias del individuo hasta acabar generando dependencia, discapacidad
o incluso ser mortal.

Según la Organización Mundial de la Salud, se estima que existen más de 50 millones
de personas con demencia en el mundo actualmente, el doble para 2030 y si todo
sigue así podrán llegar a alcanzarse más de 130 millones de personas para 2050
[5, 6].

1.1.2. Diagnóstico

Es muy interesante ser capaces de diagnosticar la enfermedad del Alzheimer en eta-
pas tempranas de su desarrollo, cuando los síntomas son leves e incluso casi imper-
ceptibles. Ya que de esta forma se puede intentar tratar para reducir o ralentizar su
evolución.

A la hora de evaluar a los pacientes, los médicos realizan pruebas para comprobar si
el paciente presenta deterioro en la memoria o en sus capacidades de razonamien-
to. Es muy importante descartar otro tipo de enfermedades mentales. Además, con
escáneres médicos de la cabeza, los médicos puede apreciar el cerebro e identificar
posibles causas. Por ejemplo con las imágenes PET se pueden distinguir grupos de
proteína amiloide o alteraciones en el metabolismo de la glucosa del cerebro, que son
unas de las principales características del Alzheimer. La proteína Tau, otro factor
importante en la enfermedad, también puede ser detectada a través de estos tipo de
imagen médica.

1.2. Imagen médica

Como ya comentábamos anteriormente, las imágenes médicas del cerebro o neuro-
imágenes son hoy en día una herramienta eficaz para estudiar y tratar de diagnosticar
los problemas de demencia. Obtenemos imágenes en 3D del cerebro y con ellas pode-
mos observar directamente los cambios que van apareciendo y así tratar de intervenir
de forma temprana la enfermedad.

Estos son los tipos de neuroimagen más usados [7]:

Imagen Resonancia magnética (MRI): Es el tipo de imagen médica más usado
para obtener imágenes del cerebro. Este es un método no invasivo ya que no
produce radiación ionizante. Está basado en la aplicación de un campo magné-
tico y con él se consiguen imágenes de alta resolución de los tejidos blandos del
individuo.

Este es el tipo de imágenes usadas en este trabajo y por ello hablaremos más en
profundidad más adelante.

Tomografía Axial Computerizada (TAC): Se utilizan rayos X y con ellos se pue-
den obtener imágenes de hueso, aire y tejidos blandos desde diferentes ángulos
en función de la absorción de los rayos X por los mismos. Sin embargo la reso-
lución no es tan buena como la obtenida con imágenes por resonancia.

Produce una pequeña radiación ionizante y por eso no se recomienda en mu-
jeres embarazadas o niños. Este tipo de pruebas es mucho más rápido que las
resonancias o las imágenes PET.
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Tomografía por Emisión de Positrones (PET): A diferencia de los métodos an-
teriores, las imágenes PET precisan de la administración de un trazador radio-
activo que se introduce en el paciente de forma intravenosa. Esto hace que este
método sea más molesto que los anteriores y que requiera un tiempo de prepa-
ración mayor. Con el trazador se obtiene información sobre procesos biológicos
como por ejemplo el consumo de glucosa por parte del cerebro o los depósitos
de β-amiloide.

Este es un método invasivo y al igual que los TAC, se produce una pequeña
radiación iónica en el paciente. Son más caras y costosas que las imágenes por
resonancia magnética.

1.2.1. Imagen por resonancia magnética (MRI)

En las imágenes por resonancia magnética se somete al paciente a un potente campo
magnético para alinear los átomos del cuerpo en la misma dirección. La aplicación
de pulsos de radiofrecuencia provoca la resonancia de los átomos de hidrógeno. La
señal producida por esta oscilación es recogida y procesada para ser convertida en
una imagen de alta resolución de lo tejidos blandos de la cabeza. Esta imagen se
denomina «corte» o slice y en función del sentido puede ser corte axial, corte sagital o
corte coronal. La combinación de los cortes forman la imagen en 3D del cerebro.

Figura 1.1: Ejemplo de cortes axial, sagital y coronal respectivamente representados
con el software Amide

Como comentábamos anteriormente este tipo de exámenes no es invasivo, pero si
es bastante incómodo para el individuo ya que el escaneado suele durar más de 30
minutos en los que el paciente debe permanecer completamente inmóvil. Este tipo de
imágenes es también muy útil para detectar tumores o ictus.

1.2.1.1. Potencia en MRI

En función de la potencia del campo magnético empleado las imágenes pueden ser
de 1.5T o de 3T (Teslas). Para ponernos en contexto, una máquina de 1.5T generaría
un campo magnético 15.000 veces mayor al campo magnético de la tierra.

Las imágenes obtenidas con 3T tienen mucha mayor resolución de los tejidos blandos
que las obtenidas con 1.5T. Sin embargo, existen implantes que no son seguros si
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Figura 1.2: Representación gráfica de los cortes.

utilizamos 3T pero que si lo son con 1.5T. Por otra parte, cuanta mayor potencia
se utiliza, mayor calor se genera lo que puede ser incómodo o incluso llegar a ser
peligroso para el paciente. Además no todas las máquinas de resonancia magnética
son capaces de funcionar a 3T.

En este trabajo utilizaremos imágenes obtenidas con 1.5T ya que la calidad es
más que suficiente y el número de muestras es considerablemente mayor que las
muestras obtenidas con 3T.

1.2.1.2. Tipos de calibrado

Las imágenes MRI se pueden calibrar de diferente forma para obtener más contraste
entre algunos elementos o entre otros (Figura 1.3).

Calibrado T1: Se obtiene utilizando períodos cortos de repetición (TR) y tiempos
cortos de echo (TE) a la hora de obtener las imágenes. Se consigue un buen
contraste entre la materia gris (color oscuro) y la materia blanca (colores claros).
El líquido cefalorraquídeo aparece en negro.

Calibrado T2: Se obtiene utilizando períodos largos de repetición y tiempos lar-
gos de echo a la hora de obtener las imágenes. El echo es el tiempo que pasa
desde que se aplica el pulso de radiofrecuencia hasta que se recibe el pico de
señal en el detector.

Se consigue un buen contraste entre el tejido cerebral (color oscuro) y el líquido
cefalorraquídeo (colores claros).

Calibrado Flair (Fluid Attenuated Inversion Recovery): Es un calibrado similar
al T2 pero esta vez los periodos son mucho más largos y los tiempos de echo
también son más largos. Con este calibrado el líquido cefalorraquídeo se mues-
tra de color oscuro y hace que el contraste entre él y cualquier anomalía en la
cabeza se pueda ver de forma mucho más sencilla.
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Figura 1.3: El cerebro de una misma persona visto usando los distintos tipos de
calibrado [8] .

1.2.1.3. Bases de datos disponibles

Existen diversas colecciones de imágenes del cerebros disponibles para uso de inves-
tigación. Las más conocidas son la bases de datos de OASIS [9] y la base de datos del
ADNI [10] (http://adni.loni.usc.edu/). Esta última será la que usemos para obtener
las imágenes de este trabajo.

El proyecto ADNI (Alzheimer’s Disease Neuroimaging Initiative) fue lanzado en 2003
como una base de datos abierta de imágenes médicas del cerebro de distintos tipos
como MRI o PET. Su objetivo es dar disponibilidad de estos datos para el desarrollo
de herramientas de medida y detección de la progresión del deterioro cognitivo leve
(MCI) y de la enfermedad del Alzheimer [11].

Usaremos la imágenes ADNI1 que están ponderadas en T1 y T2.

1.3. Deep Learning

A la hora de hablar de inteligencia artificial nos aparecen otros términos como machi-
ne learning o deep learning. Por eso es importante conocer cual es la diferencia entre
cada uno de ellos. En este apartado trataremos de explicarlo.

Cuando hablamos de inteligencia artificial, nos estamos refiriendo de forma general
a cualquier sistema automático de toma de decisiones que simule un comportamiento
humano, puede ser por ejemplo, un sistema basado en reglas del tipo if..then do.. o
un sistema que ha aprendido a realizar una cierta tarea a base de un entrenamiento
anterior.

Una técnica de inteligencia artificial sería el Machine Learning. Esto básicamente
consiste en conseguir que el sistema aprenda de forma autónoma a realizar una tarea
sin ser explícitamente programado para ella. Para conseguir esto, existen técnicas
estadísticas o también, como veremos a continuación, modelos basados en redes
neuronales.

Este tipo de aprendizaje autónomo requiere la definición de un modelo con unos
hiper-parámetros, que básicamente definen como el sistema va a aprender. Por otro
lado, necesitamos un gran conjunto de datos de entrada (ejemplos) a los que gene-
ralmente aplicaremos una limpieza y un preproceso previo para que se adapten a un
cierto formato de entrada y también para facilitar el trabajo de aprendizaje.

5



1.3. Deep Learning

Por ejemplo, si queremos desarrollar un traductor automático de español a inglés ne-
cesitaremos un buen conjunto de textos en español y en inglés para entrenar nuestro
modelo. De forma que el sistema leerá los textos en español y tratará de conseguir
una salida lo más parecida posible a los textos en inglés.

A la vanguardia del Machine Learning nos encontramos con el Deep Learning. El
aprendizaje profundo o deep learning es una técnica de aprendizaje autónomo basa-
da en redes neuronales. Su principal característica es que los datos de entrada suelen
requerir mucho menos preproceso ya que es el modelo en sí mismo quien se encar-
ga de analizar los datos e inferir que información o características son relevantes y
cuales no. Por esto mismo, definir un buen modelo es muy importante.

A partir de 2017 [12] son cada vez más las publicaciones y por tanto, mayor es la
investigación en el campo del deep learning orientado a la medicina y en especial a la
imagen médica.

1.3.1. Redes Neuronales

Uno de los mayores logros en el campo de la inteligencia artificial es el desarrollo de
las redes neuronales.

Las redes neuronales artificiales, como su nombre indica, están inspiradas en el
funcionamiento de las neuronas del cerebro. Su funcionamiento se basa en unos
nodos o neuronas conectados entre si.

y = f(

n∑
i=0

wixi + b)

La fórmula anterior define la función que computa cada neurona de la red. wi repre-
senta el peso que tienen asignadas cada una de las entradas xi. n es el número de
entradas y b un valor extra llamado bias. Todo eso pasa por una función de activación
f que es la que decidirá si el valor es devuelto por la neurona o no.

De esta forma tenemos un conjunto de neuronas organizadas por capas en donde
todas las neuronas de una capa están conectadas con las neuronas de la capa si-
guiente. Además cada una de esas neuronas está ponderada con unos pesos que
determinarán la salida de esa neurona a partir de la entrada recibida.

De forma general, una red neuronal:

1. Aprende a partir de una serie de inputs. Los datos de entrenamiento.

2. Propaga ese aprendizaje a través de todas las capas de la red neuronal.

3. Calcula el error cometido (diferencia entre la salida esperada y la salida genera-
da).

4. Propaga ese error hacia atrás (backpropagation) para reajustar los pesos.

Estos pasos se repiten hasta que el error es mínimo o bien ya no se puede reducir
más.
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1.3.2. Problemas de clasificación

El Machine Learning y con ello el Deep Learning se utilizan comúnmente en un sinfín
de aplicaciones hoy en día. Reconocimiento del habla, traducción automática, reco-
nocimiento facial o problemas de detección son solo algunas de ellas.

En el caso que nos ocupa estamos ante un problema de clasificación en el que a
partir de una imagen en 3D del cerebro de un paciente deberemos saber clasificarla
correctamente en una de las tres clases: Alzheimer (AD), Deterioro Cognitivo Leve
(MCI) o paciente de control (CN).

Para realizar esta tarea de clasificación utilizaremos un tipo de redes neuronales
llamadas Redes Neuronales Convolucionales (o CNN por sus siglas en inglés) que
son un tipo de redes especializadas para trabajar con imágenes normales (2D) o en
este caso, imágenes volumétricas en 3D.

1.3.3. Redes neuronales convolucionales

Como ya adelantábamos, las redes convolucionales son el tipo de redes neuronales
más utilizado a la hora de trabajar con imágenes. Este tipo de redes aparece por
primera vez entre los años 80 y los 90 [13] pero no es hasta el año 2012 en el que
Krizhevsky et al. presentan la AlexNet [14] y con ella se empiezan a ver aplicaciones
reales para las redes convolucionales con imágenes reales complejas. Con esta red
ganaron el ILSVRC-2012 con un error del 15.3 %.

En 2014 llega la red VGG (Visual Geometry Group Network) de la mano de Simon-
yan y Zisserman [15]. Esta red usa bloques convoluciones con filtros de 3x3 seguidos
de un maxpooling, tres capas fully connected al final y una última capa de clasifica-
ción. Con esta arquitectura ganan el concurso ILSVRC-2014 con un error del 7 %.

Figura 1.4: Arquitectura de una red VGG16.

Ese mismo año, en 2014, los ingenieros de Google publican la GoogLeNet (o In-
ceptionV1) para competir en el mismo concurso, el ILSVRC-2014. Con esta nueva

7



1.3. Deep Learning

arquitectura se trata de solucionar los grandes problemas de recursos y energía que
suponían las implementaciones clásicas de redes convolucionales. El módulo incep-
tion (figura 1.6) permite a la red elegir entre diferentes tamaños de filtros en cada
bloque convolucional. A diferencia de la AlexNet, este modelo es 12 veces más peque-
ño y requiere de menos memoria y recursos para su entrenamiento. Esta arquitectura
es muy usada en dispositivos con pocos recursos como teléfonos móviles para realizar
tareas de reconocimiento facial.

Figura 1.5: Módulo sencillo de la red GoogLeNet

En 2015, He et al., presentaron la ResNet [16] introduciendo un concepto nuevo,
las redes residuales. Los investigadores se dan cuenta de que apilar capas de forma
indiscriminada tiene sus límites y aparecen problemas como el desvanecimiento de
gradiente. Para solucionar esto, en las redes residuales se introduce un nuevo tipo
de arquitectura en la que que podemos pasar un tensor completamente saltándonos
capas intermedias. De esta forma, al final de cada bloque residual el modelo puede
elegir entre la salida obtenida tras las convoluciones de ese bloque o directamente la
salida del bloque anterior.

Entre los últimos avances, en 2018 Huang et al. [17] presentan las redes densamente
conectadas o DenseNets en particular la más conocida, la DenseNet121. Con una
arquitectura muy similar a las ResNet, estas redes utilizan bloques densamente co-
nectados en los que en cada capa del bloque se recibe como entrada la imagen y
la salida de todos los bloques anteriores. Esta arquitectura es la más prometedora
hoy en día, consiguiendo resultados mejores a la ResNet con modelos mucho menos
complejos.

A grandes rasgos, las redes convolucionales se encargan de identificar las detalles
más importantes de una imagen y almacenar esas características en mapas de acti-
vación. Las arquitecturas de una CNN están diseñadas para que las primeras capas
convolucionales se centren en características de más bajo nivel, como líneas o curvas,
y conforme se va descendiendo en la red, las ultimas capas convolucionales antes de
la clasificación se centran en detalles de más alto nivel, por ejemplo una mano o
una rueda. Con forme se va entrenando una red, se va aprendiendo cuales son las
características importantes para la clasificación.
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Figura 1.6: Bloque denso en una DenseNet [17]

1.3.3.1. Convoluciones en 3 dimensiones

Las convoluciones en 3D son, en esencia, iguales a las convoluciones en 2 dimensio-
nes que ya conocemos, sólo que ahora los filtros son en 3 dimensiones, de la forma
que se muestra en la figura 1.7. Sin embargo esa dimensión extra en los filtros su-
pone un gasto extra de memoria para almacenar el modelo y un mayor consumo de
recursos y tiempo a la hora de entrenar.

Figura 1.7: Operación de convolucion 3D con un filtro de 3x3x3

1.3.3.2. Transfer learning

Uno de los puntos más interesantes de esta tecnología es poder hacer transfer lear-
ning o transferencia del aprendizaje. Es decir, aprovechar los pesos entrenados pre-
viamente de una red paras resolver un problema y utilizarlos en el entrenamiento
para otro problema distinto.

Esto es muy útil porque se ha comprobado que de esta forma se alcanza una con-
vergencia mucho más rápida que si inicializamos los pesos aleatoriamente. Incluso
si el entrenamiento previo se ha hecho con datos que no tienen nada que ver con los
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datos que se van a usar en el problema actual.

Por ejemplo, se ha demostrado que en clasificación de imagen médica (imágenes casi
siempre en escala de grises y muy similares entre sí) se alcanzan mejores resultados
si se utilizan los pesos preentrenados con otra base de datos, aunque sea de natu-
raleza completamente diferente como puede ser ImageNet (coches, aviones, plantas,
...), que si se inicializa la red de forma aleatoria.

En nuestro caso se van a probar 2 formas de transfer learning:

Utilizar los pesos preentrenados con ImageNet disponibles en algunos modelos
como VGG16 o DenseNet121.

Aprovechar los pesos entrenados en la clasificación binaria de un par de clases
para inicializar el clasificador de otro par de clases. Por ejemplo, aprovechar los
pesos del clasificador de ADvsCN para inicializar el clasificador de ADvsMCI.

1.3.4. Estado del Arte

El Alzheimer es una de las enfermedades que más preocupa ya que como muchas
otras enfermedades mentales no existe un tratamiento eficaz ni una causa clara que
lo desencadene, además es la mayor causa de demencia en el mundo. Es por eso
que es muy importante invertir en la detección prematura de la enfermedad. Muchos
de los desarrollos en clasificación de imagen médica que podemos encontrar buscan
precisamente esto y, entre otras técnicas, la inteligencia artificial se ha convertido en
la más usada.

Si nos centramos ya en el campo del aprendizaje autónomo vemos que los primeros
trabajos utilizaban Support Vector Machines o SVM [18, 19] para tratar de extraer
información de alto nivel de esas imágenes y así conseguir clasificarlas. Este tipo
de métodos es muy útil con bases de datos reducidas. Sin embargo, también tienen
un gran inconveniente y es que la extracción de características depende de un buena
segmentación manual previa de las estructuras del cerebro. Esto supone un laborioso
trabajo en el preproceso de las imágenes.

Una alternativa que se está utilizando es la de sustituir este tipo de técnicas de ma-
chine learning por técnicas más avanzadas de deep learning. Las técnicas de deep
learning o aprendizaje profundo tienen la ventaja de que requieren muy poco o inclu-
so un nulo preproceso de los datos, ya que son capaces de extraer por sí mismas las
características de los datos a clasificar. Sin embargo, este tipo de técnicas requiere
unas bases de datos de aprendizaje considerablemente grandes.

Autores como Gupta et al. [20] o Payan y Montana [21] tratan de solventar estos
problemas de escasez de datos utilizando autoencoders para preentrenar los filtros
en una red convolucional. En otros trabajos podemos encontrar una extracción previa
de características como por ejemplo la separación de la materia gris (GM), la materia
blanca (WM) y el líquido cefalorraquídeo (CSF) en las imágenes [22].

En este punto podemos diferenciar dos tipos de desarrollos, por un lado están los mo-
delos con convoluciones 2D, con los que se trata de aprovechar todo lo ya investigado
en clasificación de imágenes. Los autores Hon y Khan [23] utilizan transfer learning
para aprovechar modelos preentrenados de las arquitecturas VGG16 e Inception V4.

Por otro lado están las redes convolucionales 3D. En los trabajos de Chen et al. [24] y
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Korolev et al. [25] vemos modelos inspirados en las VGG16 y en la ResNet construidos
con convoluciones 3D.

Basándonos en estos trabajos, además de mostrar unos muy buenos resultados,
las redes 3D tienen la ventaja de trabajar con la imagen volumétrica al completo a
diferencia que en las redes 2D donde había que hacer una selección de las capas o
slices más representativas de la imagen [23].

Payan y Montana [21] Hon y Khan (2D) [23] Korolev (3D) [25]
Accuracy (2D) Accuracy (3D) Inception V4 VGG16 VoxCNN ResNet

AD vs CN 95.39 % 95.39 % 96.25 % 92.3 % 79 % 80 %
AD vs MCI 82.24 % 86.84 % / / 64 % 63 %
MCI vs CN 90.13 % 92.11 % / / 63 % 61 %

AD vs CN vs MCI 85.53 % 89.47 % / / / /

Tabla 1.1: Tabla de los resultados alcanzados por otros autores

Es curioso que los resultados en artículos más antiguos son mejores que los obteni-
dos por modelos más actuales y redes con convoluciones 3D. Esto se debe en gran
parte a la distribución de los conjuntos de entrenamiento y test.

En la mayoría de los artículos revisados se han encontrado fallos a la hora de distri-
buir los conjuntos. Estamos hablando de errores como: incluir imágenes de distintas
visitas de un mismo paciente unas en entrenamiento y otras en test, o realizar un
data augmentation antes de dividir los conjuntos y dividir después.

Este tipo de errores y hace que la red pueda llegar a prenderse las formas del cerebro
de pacientes concretos en lugar de aprender a clasificar la enfermedad.

1.3.5. Propuesta de trabajo

Una vez descrita de forma general la enfermedad de Alzheimer y las posibilidades
que las redes neuronales ofrecen para ayudar a detectarlo, es momento plantear la
propuesta para este trabajo.

La idea principal es diseñar un sistema de clasificación mediantes redes neuronales
que sea capaz de clasificar imágenes de resonancia magnética (MRI) en: pacientes
sanos o control (CN), pacientes con deterioro cognitivo leve (MCI) y pacientes con
Alzheimer (AD).

Para esto se van a probar diferentes configuraciones de redes basadas en convolucio-
nes 2D y otras basadas en configuraciones 3D. De esta forma se podrá realizar una
comparativa entre ambos tipos de redes convolucionales

Para las redes convolucionales en 2 dimensiones vamos a tratar de aprovechar mode-
los conocidos como la VGG16 o la DenseNet121 utilizando tranfer learning así como
técnicas diferentes a las ya vistas en el estado del arte, para poder utilizar imágenes
3D en redes 2D.

En el caso de las redes CNN en 3D vamos a basarnos en el artículo de Korolev et al.
[25] para nuestros modelos de redes y compararlos con los suyos utilizando nuestro
data augmentation.

Se espera desarrollar un sistema que clasifique de forma temprana la enfermedad
(detección precoz del Alzheimer). Esta condición supone una dificultad añadida, ya
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1.3. Deep Learning

que a la hora de entrenar sólo dispondremos de una sola imagen por paciente, la
imagen de la primera visita. Esto significa que el conjunto de datos se verá significa-
tivamente reducido.
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Capítulo 2

Descripción del dataset

En este apartado vamos a hablar de las diferentes decisiones que se han tomado a la
hora de preprocesar, limpiar y reorganizar los datos.

2.1. Obtención de imágenes

Como comentábamos anteriormente, para este trabajo se han utilizado imágenes de
resonancia magnética de la bases de datos del ADNI. En concreto hemos usado la
colección predefinida Complete 1Yr 1.5T que se compone de 1917 imágenes distintas
de 639 pacientes.

Estas imágenes han sido tomadas con 1.5 Teslas a lo largo de un año. Esto quiere
decir que tenemos 3 imágenes por paciente: una inicial, otra a los 6 meses y otra a
los 12 meses.

Las imágenes se agrupan en: 399 de Alzheimer (AD), 585 de pacientes de control
(CN) y 933 de pacientes con deterioro cognitivo leve (MCI). Como se puede ver, el
dataset está bastante desbalanceado ya que solo la clase MCI supone un 48 % del
total. Esto es importante ya que un mal sistema de clasificación que clasificase todas
las imágenes como MCI acertaría casi la mitad de las veces.

La idea es utilizar sólo la imagen de la primera visita de cada paciente, ya que
nuestra idea es construir un sistema de detección precoz. Por ello nuestra bases
de datos se ve drásticamente reducida a 639 imágenes, una por paciente2.1.

Clase N°de Hombres N°de Mujeres Rango de Edad

AD 69 64 55-89
CN 102 93 60-90
MCI 110 201 55-89
Total: 281 358 55-90

Tabla 2.1: Distribución de los datos de entrenamiento de primera visita
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2.1.1. Preprocesado de los datos

Una vez descargadas todas las imágenes el primero paso ha sido reordenarlas en
carpetas según su clase (AD, MCI, CN) y renombrarlas de forma que fuesen fácilmente
identificables, para ello el nombre de cada imagen está compuesto por el identificador
único del paciente y el identificador de la imagen.

Es importante saber que, según la documentación del ADNI, las imágenes descarga-
das ya han sido sometidas a un preproceso inicial para corregir pequeñas imperfec-
ciones del escáner: Se ha empleado Gradwarp para corregir problemas de distorsión
de la geometría; se ha aplicado la corrección de calibrado B1, para solucionar los
problemas de no-uniformidad de la intensidad producida por las diferencias entres
las bobinas de emisión y las de recepción de radiofrecuencia; también se ha utilizado
el algoritmo N3 para normalizar el histograma de las imágenes [10].

2.1.1.1. Atlas registration y Skull-Stripping

El paso de preproceso más importante que se ha llevado a cabo es el Skull-Stripping
(extracción del cráneo). Esto consiste en separar el cerebro de todo lo que no es
importante de la imagen. Para ello se ha empleado un módulo desarrollado en Python
por Jana Lipková [26] para tal propósito.

1. El Atlas Registration consiste en mapear la imagen de entrada en una imagen
modelo de referencia (Atlas) de la que tenemos segmentada todas sus partes:
materia gris (GM), materia blanca (WM), líquido cerebroespinal (CSF), etc. De
esta forma obtenemos la imagen Atlas transformada a nuestra imagen de entra-
da. Con ello conseguimos máscaras de segmentación de las diferentes partes.

2. Con las partes del cerebro segmentadas obtenemos un máscara del cerebro y
con ella realizamos el Skull-Stripping. Esto no es más que separar el cerebro
del cráneo, ojos y de todo lo que no nos interesa. Además, aprovechando que
tenemos las diferentes partes segmentadas podemos extraerlas por separado.

En la figura 2.1 se pueden de forma gráfica ver todos los pasos seguidos.

Figura 2.1: Pasos para realizar el Skull-Stripping.[26] .
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2.1.1.2. Otros preprocesamientos

Una vez que hemos separado el cerebro de todo lo demás, hay que aplicar unos
últimos pasos de limpieza para facilitar el trabajo a la red neuronal.

Se ha realizado un recorte en las tres dimensiones para ajustar la imagen 3D al
volumen del cerebro y así quitar todo el espacio vacío que se ha quedado después
de realizar el skull-stripping. De esta forma conseguimos que las dimensiones
de la imagen de entrada de nuestra red sean menores sin perder calidad. Con
esto conseguimos reducir el tamaño del tensor de entrada de la red y por tanto
el uso de memoria durante el entrenamiento.

Se han normalizado todas las imágenes utilizando la técnica de whitening.
Esto consiste en restar a todos valores de los píxeles su valor medio total y
dividirlo por la desviación típica.

Además también se han normalizado todos los valores de gris entre 0.0 y 1.0.

Para todos los experimentos, las imágenes usadas han sido transformadas de
su resolución original a una resolución de entrada de 128x128x128.

2.1.2. Partición del Conjunto de Datos

La cantidad de datos de entrada es muy pequeña (639 imágenes) y todavía lo será más
al dividir en los conjuntos de entrenamiento, validación y test. Es por este motivo por
el que se han aplicado unos procesos de data augmentation para generar de forma
“artificial” más imágenes. Hablaremos de esto con más detalle en el siguiente capítulo.

Se ha usado un particionado similar al propuesto en [27] y que se puede ver en la
figura 2.2.

Se ha dividido el conjunto de imágenes en entrenamiento (Training), validación (Va-
lidation) y test. Primero se ha dividido de forma aleatoria el conjunto inicial (639
imágenes) en dos partes: training-validation 80 % y test 20 %. El conjunto de trai-
ning y validation se ha vuelto a subdividir otra vez en 90 % para training y 10 % para
validation.

Una vez definidos los 3 subconjuntos, se ha aplicado data augmentation sólo en los
conjuntos de training y validation.

Llegados a este punto, es muy importante aplicar data augmentation sólo después
de dividir los subconjuntos y no antes para que no haya imágenes compartidas
entre los dos conjuntos. De lo contrario el modelo podría aprender características
propias de una imagen en lugar de aprender características propias de la enfermedad.

De la misma forma, hay que asegurarse de que no haya imágenes de un mismo
paciente en distintos subconjuntos. Sin embargo, al usar sólo las imágenes de la
primera visita, esto no va a ocurrir porque sólo hay una imagen por paciente.

Tras las divisiones, los subconjuntos quedan de la forma en la que aparecen en la
tabla 2.2:

Como se puede observar en la tabla 2.2 y como ya comentábamos anteriormente, hay
un importante desbalanceo en las clases, en especial con las MCI que representan
casi la mitad de las imágenes. Este desbalanceo se hace más latente cuando hacemos
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Figura 2.2: Diagrama de flujo utilizado en el trabajo y basado en el propuesto por
S.Basaia et al.[27] .

Clase Training Validation Test Proporción
AD 95 12 26 21 %
CN 139 18 38 31 %
MCI 221 28 62 48 %

Total: 455 58 126

Tabla 2.2: Tamaño y distribución de los subconjuntos de entrenamiento

clasificación binaria. Aquí MCI supone el 70 % de las imágenes si lo clasificamos
contra AD y el 60 % si lo enfrentamos a CN.
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Capítulo 3

Desarrollo y metodología

En este apartado comentaremos los modelos que hemos probado y las modificaciones
que hemos realizado sobre ellos para intentar mejorar los resultados del estado del
arte. Así como de las trasformaciones de data augmentation que hemos implementado
para aumentar el conjunto de entrenamiento.

En este trabajo se ha experimentado con 2 tipos de redes convolucionales: modelos
con convoluciones en 2 dimensiones y modelos con convoluciones en 3 dimensiones.
Como ya comentábamos antes, el objetivo es comparar los resultados obtenidos con
ambos tipos de redes, no solo en cuanto al acierto de la red si no a la facilidad para
entrenarla, el tiempo o la memoria empleada.

3.1. Modelos 2D

Son los modelos más típicos en clasificación de imágenes como la red VGG16 o la
ResNet. Se basan en convoluciones 2D y la principal ventaja que supone trabajar con
ellos es que solemos disponer de los modelos preentrenados con la base de datos de
ImageNet lo que nos permite hacer transfer learning.

En este punto, nuestra intención es tratar de aprovechar estos modelos preentrean-
dos tan utilizados como punto de partida para entrenar nuestro clasificador. Para
esto hay que que trasformar nuestras imágenes 3D en escala de grises en imágenes
2D RGB. Hemos valorado dos opciones:

Componer un mosaico en 2 dimensiones con las capas mas representativas de
la volumen MRI del cerebro. Oscar Darias en su trabajo de fin de máster [28] ya
optaba por esta opción.

En el ejemplo de la figura 3.1 se ha compuesto un mosaico de 5x5 capas, esto
significa que: de una resolución 3D de 128x128x128, se han comprimido las ul-
timas 128 capas en 25 (5x5). Además cada capa conserva su resolución origina
de 128x128 por lo que la imagen mosaico final tiene una resolución de 640x640
(128 cada capa por 5 capas).

Esta es una forma sencilla de transferir toda la información contenida en una
imagen volumétrica a una imagen 2D. Sin embargo, al comprimir las capas se
produce inevitablemente una pérdida de información que puede ser significativa
para el clasificador.
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Además, nos encontramos con el problema de que una red 2D preentrenada,
como puede ser la VGG16, no está ”acostubrada” a ver imágenes de este tipo
por lo que los resultados no serán tan buenos al hacer transfer learning.

Por estas razones, esta opción ha sido finalmente descartada.

Figura 3.1: Ejemplo de mosaico compuesto por las capas del cerebro.

La segunda opción pasa por realizar una convolución 2D previa con 3 filtros.
Siendo la tercera dimensión de la imagen 3D de entrada, la dimensión de los
canales de la imagen 2D de la convolución. De esta forma obtenemos un tensor
de 2 dimensiones con una tercera dimensión con 3 canales pseudo-RGB (los 3
filtros). En la tabla 3.1 se puede ver un ejemplo de esta arquitectura.

Esta última ha sido la opción elegida, por dos razones: primero porque es una
opción que no ha sido vista con anterioridad en otros artículos y segundo, por-
que se ha considerado que de esta forma se conservaba mucha más información
del volumen 3D.

Bloque PseudoRGB Output Shape
Input Layer 128x128x128

Conv2D, 64, (3x3), Relu 128x128x64
Conv2D, 32, (3x3), Relu 128x128x32
Conv2D, 16, (3x3), Relu 128x128x16
Conv2D, 3, (3x3), Relu 128x128x3

Input del modelo preentrenado 128x128x3

Tabla 3.1: Arquitectura del bloque implementado para conseguir un pseudo-RGB

Una vez que ya tenemos la forma de pasar de volumen 3D a imagen en 2D vamos a
hablar de los modelos que hemos probado:

El primer modelo, como no podía ser de otra forma, es una red VGG16 [15] con
los pesos preentrenados con ImageNet. En este caso se han realizado pequeñas
modificaciones respecto a su arquitectura original.
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En primer lugar, se ha añadido al inicio el bloque pseudo-RGB para convertir
la imagen 3D a una 2D. También, como se pude ver en la tabla 3.3, hemos
prescindido del ultimo bloque convolucional de 512 filtros para simplificar el
modelo. Además el bloque de clasificación cuenta de con dos Fully Connected
de 128 y 64 respectivamente a diferencia de las Fully Connected de 4096 del
modelo original.

VGG16 Propuesta Output Shape
Input Layer 128x128x128

Conv2D, 64, (3x3), Relu 128x128x64
Conv2D, 32, (3x3), Relu 128x128x32
Conv2D, 16, (3x3), Relu 128x128x16
Conv2D, 3, (3x3), Relu 128x128x3

VGG16 Input Layer 128x128x3
Conv2D, 64, (3x3), Relu 128x128x64
Conv2D, 64, (3x3), Relu 128x128x64

MaxPooling2D 64x64x64
Conv2D, 128, (3x3), Relu 64x64x128
Conv2D, 128, (3x3), Relu 64x64x128

MaxPooling2D 32x32x128
Conv2D, 256, (3x3), Relu 32x32x256
Conv2D, 256, (3x3), Relu 32x32x256
Conv2D, 256, (3x3), Relu 32x32x256

MaxPooling2D 16x16x256
Conv2D, 512, (3x3), Relu 16x16x512
Conv2D, 512, (3x3), Relu 16x16x512
Conv2D, 512, (3x3), Relu 16x16x512

MaxPooling2D 8x8x512
Flatten 32768

Dense, 128, Relu 128
BatchNorm 128

Dropout, 0,7 0
Dense, 64, Relu 64

Dense, 2, SoftMax 2

Tabla 3.2: Arquitectura del modelo VGG16 empleado. En gris, la VGG16 original.

El segundo modelo propuesto está basado en la DenseNet121 [17]. Como en el
caso anterior, se ha añadido un bloque de pseudoRGB al principio y el mismo
bloque de clasificación al final.

Se ha elegido este modelo ya que es el que mejores resultado está obteniendo
en clasificación de imágenes actualmente. Se ha utilizado transfer learning para
inicializar los pesos de la DenseNet121 con la base de datos de ImageNet.

El tercer modelo que se ha propuesto es una versión de la red VoxCNN pero
con convoluciones 2D [25]. Veremos más en profundidad este modelo en el
siguiente apartado.

Se ha elegido este modelo para poder comparar directamente dos modelos idén-
ticos, uno en 2D y otro en 3D.
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VoxCNN_pseudoRGB Output Shape
Input Layer 128x128x128

Conv2D, 64, (3x3), Relu 128x128x64
Conv2D, 32, (3x3), Relu 128x128x32
Conv2D, 16, (3x3), Relu 128x128x16
Conv2D, 3, (3x3), Relu 128x128x3
Conv3D, 8, (3x3), Relu 128x128x8
Conv3D, 8, (3x3), Relu 128x128x8
MaxPooling2D, (2x2) 64x64x8

Conv3D, 16, (3x3), Relu 64x64x16
Conv3D, 16, (3x3), Relu 64x64x16

MaxPooling2D, (2x2) 32x32x16
Conv3D, 32, (3x3), Relu 32x32x32
Conv3D, 32, (3x3), Relu 32x32x32
Conv3D, 32, (3x3), Relu 32x32x32

MaxPooling2D, (2x2) 16x16x32
Conv3D, 64, (3x3), Relu 16x16x64
Conv3D, 64, (3x3), Relu 16x16x64
Conv3D, 64, (3x3), Relu 16x16x64

MaxPooling2D, (2x2) 8x8x64
Flatten 4096

Dense, 128, Relu 128
BatchNorm 128

Dropout, 0,7 128
Dense, 64, Relu 64

Dense, 2, SoftMax 2

Tabla 3.3: Arquitectura del modelo VoxCNN empleado. En gris, el modelo original
con las convoluciones en 2D.

3.2. Modelos 3D

Hablamos de modelos 3D para referirnos a modelos que utilizan convoluciones en
3D. Como ya comentábamos, las convoluciones en 3D son mucho más costosas ya
que ahora los filtros tienen una 3a dimensión.

En este caso los modelos que hemos probado son 4:

El modelo VoxResNet propuesto en 2016 por H. Chen et al. [24] y mejorado por
S. Korolev en 2017 et al. [25]. Es una implementación de la ResNet tradicional
para imágenes MRI en 3D del cerebro. Podemos ver la arquitectura propuesta
en la figura 3.2.

La VoxCNN propuesta en 2017 por S. Korolev et al. [25]. Se trata de una ver-
sión sencilla de una red VGG con convoluciones 3D. En el artículo original se
presenta como una alternativa a la VoxResNet del apartado anterior.

La VoxCNN V2 es un versión propia que hemos propuesto a partir de la red
VoxCNN [25], la principal diferencia es un mayor número de capas al principio
y un menor número de convoluciones en las capas inferiores. El objetivo es
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que el modelo aprenda más rasgos de más bajo nivel en las imágenes y menos
características de alto nivel.

La VoxCNN V3 es otro modelo basado en la VoxCNN [25] que hemos propuesto
para tratar de mejorar sus resultados, a diferencia de la propuesta anterior, en
este caso se ha añadido un bloque convolución más con 128 filtros en cada
convolución.

VoxCNN VoxCNN_V2 VoxCNN_V3
Input 128x128x128x1 Input 128x128x128x1 Input 128x128x128x1

Conv3D, 8, (3x3x3), Relu Conv3D, 8, (3x3x3), Relu Conv3D, 8, (3x3x3), Relu
Conv3D, 8, (3x3x3), Relu Conv3D, 8, (3x3x3), Relu Conv3D, 8, (3x3x3), Relu

Conv3D, 8, (3x3x3), Relu Conv3D, 8, (3x3x3), Relu
MaxPooling3D, (2x2x2) MaxPooling3D, (2x2x2) MaxPooling3D, (2x2x2)

Conv3D, 16, (3x3x3), Relu Conv3D, 16, (3x3x3), Relu Conv3D, 16, (3x3x3), Relu
Conv3D, 16, (3x3x3), Relu Conv3D, 16, (3x3x3), Relu Conv3D, 16, (3x3x3), Relu

Conv3D, 16, (3x3x3), Relu
MaxPooling3D, (2x2x2) MaxPooling3D, (2x2x2) MaxPooling3D, (2x2x2)

Conv3D, 32, (3x3x3), Relu Conv3D, 32, (3x3x3), Relu Conv3D, 32, (3x3x3), Relu
Conv3D, 32, (3x3x3), Relu Conv3D, 32, (3x3x3), Relu Conv3D, 32, (3x3x3), Relu
Conv3D, 32, (3x3x3), Relu Conv3D, 32, (3x3x3), Relu

MaxPooling3D, (2x2x2) MaxPooling3D, (2x2x2) MaxPooling3D, (2x2x2)
Conv3D, 64, (3x3x3), Relu Conv3D, 64, (3x3x3), Relu Conv3D, 64, (3x3x3), Relu
Conv3D, 64, (3x3x3), Relu Conv3D, 64, (3x3x3), Relu Conv3D, 64, (3x3x3), Relu
Conv3D, 64, (3x3x3), Relu Conv3D, 64, (3x3x3), Relu

MaxPooling3D, (2x2x2) MaxPooling3D, (2x2x2) MaxPooling3D, (2x2x2)
Conv3D, 128, (3x3x3), Relu
Conv3D, 128, (3x3x3), Relu
Conv3D, 128, (3x3x3), Relu

MaxPooling3D, (2x2x2)
Flatten Flatten Flatten

Dense, 128, Relu Dense, 128, Relu Dense, 128, Relu
BatchNorm BatchNorm BatchNorm

Dropout, 0,7 Dropout, 0,7 Dropout, 0,7
Dense, 64, Relu Dense, 64, Relu Dense, 64, Relu

Dense, 2, SoftMax Dense, 2, SoftMax Dense, 2, SoftMax

Tabla 3.4: Arquitectura de las VoxCNN, la VoxCNN_V2 y la VoxCNN_V3. En azul
nuestros modelos.

Si nos fijamos en el último bloque, el bloque de clasificación, hay una capa de dropout
[29]. Esto es así para prevenir el sobreentrenamineto o overfitting.

Las capas de dropout desactivan aleatoriamente ciertas salidas en cada entrenamien-
to. Esta capa se desactiva en el modo test. Esto permite al modelo probar infinitas
configuraciones distintas de la red durante el proceso de entrenamiento. En este caso
está puesto con el 70 % de las salidas a 0, un valor bastante alto porque la base de
datos es bastante reducida.
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3.2. Modelos 3D

Figura 3.2: VoxResNet H. Chen et al. [24] .
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Desarrollo y metodología

3.3. Data Augmentation

El data augmentation es un proceso por el cual aplicando trasformaciones aleatorias
al conjunto de imágenes original conseguimos obtener otras imágenes nuevas que
también son válidas para entrenar la red. Aunque se recomienda emplearlo siempre,
esto es especialmente útil cuando el conjunto de datos original es muy pequeño y así
conseguir que la red aprenda a generalizar.

En este trabajo se han aplicado los siguientes tipos de trasformaciones en este orden:

1. Rotacion. A cada imagen se le ha aplicando una rotación aleatoria sobre el eje
vertical (eje del cuello a la cabeza) de entre -45°y 45°.

2. Volteo o Flip. Con una probabilidad del 50 % se ha aplicado un volteo sobre el
plano axial de la figura de forma que el hemisferio derecho del cerebro pasa a
ser el izquierdo y viceversa.

3. Zoom. A las imágenes se les ha aplicado un zoom aleatorio con un factor máximo
de 0.3.

4. Deformaciones elásticas. Tomando como base el módulo de distorsiones elás-
ticas de la librería Augmentator [30], se ha adaptado un módulo para aplicar
distorsiones gaussianas a imágenes en 3D. De esta forma se han aplicado pe-
queñas deformaciones eslásticas en las imágenes.

5. Brillo y contraste. Por último se han realizado cambios aleatorios en el brillo
y contraste de las imágenes para conseguir adaptarse a mayores circunstan-
cias. Estas son, quizá, las transformaciones más importantes ya que producen
cambios muy grandes en los valores de las imágenes y consigue que la red
aprenda a reconocer las características más significativas independientemente
de las diferencias de brillo y contraste que pueda haber entre imágenes sacadas
de distintas fuentes (resonadores, bases de datos, etc).

El brillo se modifica incrementando todos los valores de la imagen en un
valor delta: siendo delta un valor aleatorio de [-max_delta, max_delta) y
siendo max_delta un valor fijado entre 0 y 1.

El contraste se modifica aplicando la siguiente fórmula:

(X - media(X))*factor_contraste + media(X)

Siendo X la matriz de píxeles de la imagen, el factor de contraste un va-
lor aleatorio obtenido entre [min_factor, max_factor) y siendo min_factor y
max_factor valores entre 0 y 1.

Las trasformaciones anteriores se han aplicado 10 veces por cada imagen original
del conjunto de entrenamiento y validación, por lo que de un conjunto de entrena-
miento de 455 imágenes se van a generar 4550 nuevas imágenes aplicando todos las
trasformaciones antes descritas.

Estas transformaciones se realizan al vuelo, eso significa que en cada epoch se van
a generar unas nuevas imágenes y que serán diferentes cada vez. Así conseguiremos
que haya mucha más variación en el conjunto de datos y la red aprenda a generalizar.
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(a) (b) (c)

Figura 3.3: Ejemplos de las trasformaciones del Data Augmentation: (a) Imágenes
originales, (b) Rotación, volteo, zoom y deformaciones elásticas, (c) Todas las trans-
formaciones incluidas brillo y contraste aleatorios.



Capítulo 4

Experimentos y resultados

Ya hemos hablado de la problemática que queremos resolver y de las diferentes he-
rramientas que vamos a usar. Ahora toca ver los resultados obtenidos.

A la hora de valorar los resultados obtenidos por un clasificador lo normal es utilizar
el accuracy o tasa de acierto, que no es más que un porcentaje de las predicciones
acertadas frente a las reales. Sin embargo, en clasificación de imágenes médicas, es
muy habitual emplear otras métricas como el área bajo la curva ROC o AUC (por sus
siglas en inglés). Esta métrica nos mide como de seguro está un sistema la hora de
dar un diagnóstico. En este estimador están presentes los siguientes términos:

Sensibilidad o verdaderos positivos (TP, en inglés): Es la capacidad del clasifi-
cador para detectar las imágenes con Alzheimer de entre todas las imágenes con
Alzheimer. Es decir la proporción de positivos correctamente clasificados.

Especificidad o verdaderos negativos: La capacidad de clasificar como negativo
la imagen de un paciente de control. Proporción de pacientes de control correc-
tamente identificados.

Falsos positivos: Imágenes clasificadas como Alzheimer cuando no lo son.

Falsos negativos: Imágenes clasificadas como control cuando son Alzheimer.

Todos estos parámetros se pueden medir rápidamente gracias a la representación de
la curva ROC. Con esta gráfica podemos ver de forma sencilla la tasa de verdaderos
positivos y falsos positivos que tiene nuestro clasificador en función de cada umbral
de corte de los positivos. Evidentemente, un clasificador perfecto sería aquel que
siempre obtuviese el 100 % de verdaderos positivos y 0 % de falsos positivos.

Otro parámetro para valorar un clasificador es calcular el área bajo la curva ROC
(AUC en inglés), siendo 1 el área de un clasificador perfecto y 0.5 el área de un
clasificador con probabilidad aleatoria de acertar.

4.1. Configuración y Hardware

Para lanzar los entrenamientos contamos con una máquina de trabajo con un sis-
tema operativo Linux Ubuntu 20.04.2 LTS de 64 bits. Este equipo dispone de un
procesador CPU Intel Core i7-7800X de 12 núcleos a 3.50GHz y 128 GB de memoria
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4.2. Modelos 2D

RAM DDR4. Además, la máquina tiene una tarjeta gráfica Nvidia GeForce RTX 2080
con 8GB de memoria GDDR6.

La tarjeta gráfica utiliza el driver de Nvidia versión 460.56 y CUDA 11.2.

El entorno sobre el que se han ejecutado los entrenamientos es un entorno de Python
3.7.10 con tensorflow 2.2.0 y keras 2.6.0.

Para tratar de aprovechar al máximo las capacidades del equipo de trabajo, los en-
trenamientos se han lanzado con el modo multiprocessing activado lanzando 12 hilos
de ejecución, uno por cada CPU.

4.2. Modelos 2D

Para los modelos en 2D hemos utilizado lotes de 16 imágenes para entrenar. Además
hemos utilizado el optimizador AdaM [31] con un learning rate de 10−4 para los tres
modelos. Todo esto durante 90 epochs.

DenseNet121 VGG16 VoxCNN
AUC Acc. AUC Acc. AUC Acc.

AD vs CN 0.718 0.7500 0.822 0.8291 0.777 0.7344
AD vs MCI 0.561 0.6932 0.685 0.7159 0.469 0.7045
MCI vs CN 0.747 0.6800 0.506 0.6200 0.614 0.6200

AD vs CN vs MCI / 0.4762 / 0.4921 / 0.5238

Tabla 4.1: Resultados obtenidos en test con los modelos en 2D

A primera vista, lo que podemos decir de los resultados de la tabla 4.1 es que no son
tan satisfactorios como se podía esperar. Los resultados más reseñables se obtienen
clasificando Alzheimer contra pacientes de control y, sólo la red VGG consigue unos
resultados decentes.

Recordemos ahora el desbalanceo que teníamos en las clases, en especial con la
clase MCI. Recordemos que en clasificación MCIvsAD MCI suponía el 70 % de los
datos y en MCIvsCN, supone el 60 %. Si ahora nos vamos a la tabla 4.1 vemos como
el sistema no se ha alejado de esos valores, es decir, el clasificador ha votado a la
clase mayoritaria en la mayoría de los casos.

En el caso de la DenseNet121 los resultados superan significativamente esa tendencia
a votar a la clase mayoritaria en la clasificación MCIvsCN, ya que llegamos a un 68 %
de acierto.

En las gráficas de las figuras 4.1, 4.2 y 4.3 se puede ver la evolución del entrenamien-
to de los diferentes modelos para clasificar imágenes AD-CN. Como se puede ver, los
tres modelos llegan a un estado de overfitting con el conjunto de entrenamiento bas-
tante rápido.

En el caso de la red VGG16 y la DenseNet121 hemos empleado transfer learning
con ImageNet para inicializar los pesos del modelo. Aunque, la mejora no es casi
apreciable si lo comparamos con el modelo VoxCNN en donde no se ha hecho transfer
learning y, sin embargo, los resultados son similares.

También se ha hecho transfer learning con los pesos de los clasificadores de ADvsCN
para preentrenar sus respectivos clasificadores de ADvsMCI, MCIvsCN y ADvsMCIvsCN.
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Experimentos y resultados

(a) Accuracy (b) Loss

Figura 4.1: Evolución del modelo DenseNet121 en la clasificación binaria AD-CN

(a) Accuracy (b) Loss

Figura 4.2: Evolución del modelo VGG16 en la clasificación binaria AD-CN

(a) Accuracy (b) Loss

Figura 4.3: Evolución del modelo VoxCNN en la clasificación binaria AD-CN
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4.2. Modelos 2D

(a) Accuracy (b) Loss

Figura 4.4: Evolución del modelo DenseNet121 en la clasificación MCI-AD-CN

Aun con esto, los resultados no ha presentado una mejora reseñable, ya que se han
alcanzado resultados finales similares.

En la figura 4.4 vemos la evolución del modelo DenseNet121 en la clasificación triple.
A diferencia del resto de modelos, este ha sido el único que ha mostrado overfitting
en entrenamiento a partir de las 20 epochs. Los otros dos modelos han devuelto unos
resultados similares tanto en entrenamiento como en validación, algo menos del 50 %
de acierto.

Figura 4.5: Gráfica de la curva ROC para el modelo VGG16. Área = 0.822

En la gráfica 4.5 vemos la curva ROC para el clasificador VGG16 de AD-CN. En ella
podemos ver que clasificando correctamente el 90 % de las imágenes de Alzheimer
vamos a tener un 20 % de falsos positivos.

Estas curvas son interesantes para ver como de fiable es nuestro clasificador. Por
ejemplo si queremos una eficacia del 100 % detectando Alzheimer (100 % de verda-
deros positivos) vamos a diagnosticar un 70 % de positivos que no lo son (falsos
positivos). Es decir, por curarnos en salud, vamos a ”asustar” a un 70 % de los pa-
cientes sanos. Por eso es importante buscar un equilibrio a la hora de detectar una
enfermedad y estas gráficas son útiles para ello.
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Experimentos y resultados

4.3. Modelos 3D

Este caso los 3 modelos VoxCNN han sido entrenados con un batch de 15 imáge-
nes utilizando la función de optimización AdaM [31] y un learning rate de 27 * 10−6

durante 120 epochs.

En el caso de la red residual el batch ha sido mucho menor, de 4 imágenes. Además,
la función de optimización ha sido SGD utilizando el momentum de Nesterov [32] y
un learning rate de 10−4.

Todos estos parámetros se han elegido siguiendo el artículo de S. Korolev et al. [25].

VoxCNN VoxCNN_V2 VoxCNN_V3 VoxResNet
AUC Acc. AUC Acc. AUC Acc. AUC Acc.

AD vs CN 0.847 0.8125 0.853 0.7969 0.938 0.9062 0.909 0.8594
AD vs MCI 0.633 0.7273 0.591 0.7045 0.644 0.7273 0.567 0.7159
MCI vs CN 0.728 0.6400 0.744 0.6800 0.631 0.6600 0.584 0.6000

AD vs CN vs MCI / 0.4762 / 0.5397 / 0.5873 / 0.5317

Tabla 4.2: Resultados obtenidos en test con los modelos en 3D

(a) Accuracy (b) Loss

Figura 4.6: Evolución del modelo VoxCNN v3 en la clasificación binaria AD-CN

En las gráficas de la figura 4.6 se puede apreciar la evolución del entrenamiento del
modelo VoxCNN v3, que es el que mejores resultados ha obtenido. Se puede observar
como los mejores resultados se obtienen en las primeras 20 epochs de entrenamiento
y a partir de ahí el modelo comienza a sobreentrenarse. Se produce overfitting.

En la gráfica de la figura 4.7 tenemos la curva ROC para el mejor modelo en la clasifi-
cación Alzheimer contra pacientes de control. Hay que tener en cuenta que solamente
hay 64 imágenes de test, por lo que quizá la gráfica no sea tan representativa. En ella
podemos ver que nuestro sistema diagnostica correctamente a todos los pacientes de
Alzheimer con tan solo un 30 % de falsos positivos.

Se aprecia también que los resultados obtenidos en test (tabla 4.2) son notablemente
mejores a los obtenidos con el conjunto de validación. Esto puede deberse a que las
imágenes de validación son sometidas a data augmentation mientras que las imáge-
nes de test son un conjunto más reducido de imágenes originales.

Al igual que pasaba con las imágenes en 2D, el sistema sólo demuestra capacidades
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4.4. Análisis de Resultados

Figura 4.7: Gráfica de la curva ROC para el modelo VoxCNN v3. Área = 0.938

decentes en ADvsCN. En el resto de clasificaciones los modelos no se alejan de la
clasificación a la clase mayoritaria.

4.4. Análisis de Resultados

Es importante un tamaño de batch suficiente como para que en cada iteración haya
imágenes de todas las clases. Ya que al final de cada iteración el modelo reajustará
sus pesos. En el caso de la red residual, con un batch tan pequeño, la posibilidad de
que solo aparezcan imágenes de una sola clase es bastante alta. Esto puede ser una
de las razones por las que los resultados en la VoxResNet no hayan sido mejores.

En cuanto al tiempo medio, hay que decir que es muy difícil medirlo, ya que las
arquitecturas de los modelos de 2D y de 3D son distintas. La forma más equitativa
de medirlo es comparando la VoxCNN (3D) con la VoxCNN_PseudoRGB (2D), ya que
las únicas diferencias serían las dimensiones de las convoluciones y las tres primeras
capas convolucionales para pasar de 3D a 2D.

Tomando el caso de la clasificación binaria entre AD y CN, el tiempo medio por epoch
para el modelo 3D es de 898 segundos y en el caso de su versión en 2D es de 894
segundos. Es decir, la diferencia es casi inapreciable.

Esto se explica si tenemos en cuenta que aunque uno trabaje en 2D y otro en 3D,
ambos modelos cargan las mismas imágenes en 3D y que la mayor parte del tiempo
lo requiere la CPU cargando dichas imágenes en lotes. Sin embargo, la GPU no tarda
prácticamente nada en realizar cada etapa de la epoch, tanto en 2D como en 3D.

En la tabla 4.3 vemos los parámetros que entrena cada modelo y la cantidad de
memoria que requiere para ello en GPU. Como se puede ver, aunque tienen menos
parámetros, los modelos 3D requieren mucha más cantidad de memoria para entre-
nar. Hay casos como el de la VoxResNet en los que es necesario reducir el tamaño del
batch a 4 imágenes, ya que de otra forma sería imposible en una GPU de 8 Gb. Con
esto se quiere demostrar que aunque los resultados son un poco mejores con modelos
en 3D, son necesarias máquinas con mayores prestaciones para poder entrenarlos.
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Parámetros
Parámetros

(entrenables)
Memoria en GPU

(batch de 16 imágenes)
VoxCNN_pseudoRGB 750,413 750,157 0.276 Gb
VGG16_pseudoRGB 11,935,909 11,935,653 0.618 Gb

DenseNet121_pseudoRGB 7,274,917 7,191,013 1.263 Gb
VoxCNN 4,561,578 4,561,322 3.044 Gb

VoxCNN_V2 4,425,043 4,424,787 3.966 Gb
VoxCNN_V3 2,530,818 2,530,562 4.298 Gb
VoxResNet 3,092,770 3,090,338 5.507 Gb (batch de 4)

Tabla 4.3: Parámetros y memoria empleados por cada modelo.



4.4. Análisis de Resultados
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Capítulo 5

Conclusiones

Después de todo el trabajo realizado se puede llegar fácilmente a una conclusión: los
resultados no son todo lo buenos que cabría esperar o al menos si los comparamos
con lo ya publicado hasta el momento. Sin embargo, en este tipo de trabajos es muy
difícil compararse con otros, ya que cada uno usa unos conjuntos de datos o un data
augmentation distinto.

5.1. Causas de estos resultados

La primera causa por la cual los resultados no son tan prometedores como en otros
trabajos anteriores puede deberse a que el tamaño del conjunto de datos de entre-
namiento es significativamente pequeño. La base de datos de ADNI proporciona
1917 imágenes etiquetadas que, aunque puedan parecer muchas, es un conjunto
bastante escaso. A eso hay que añadir que sólo usamos imágenes de la primera visita,
es decir un tercio, 639 imágenes. No hay que olvidar que una de las características
del aprendizaje profundo es que los datos no requieren casi pre-procesamiento, pero
que a cambio, son necesarios muchos datos.

Otro factor importante, como ya comentábamos, es el desbalanceo de las clases, la
clase MCI supone ella sola la mitad de las imágenes totales de entre las 3 clases. Por
otra parte, los pacientes con MCI muestran muchas menos características visibles en
sus resonancias por lo que se vuelve más difícil la tarea del clasificador. Es decir la
clase MCI se vuelve más difícil de clasificar por partida doble.

Por otro lado, el tamaño del batch o el optimizador afectan directamente a los resul-
tados obtenidos. En nuestro caso los optimizadores utilizados han sido los mismos
propuestos en el estado del arte. En el caso del tamaño del batch, es importante elegir
un tamaño suficientemente grande para que en cada etapa haya imágenes de todas
las clases de forma uniforme, pero que tampoco sea demasiado grande, ya que al fi-
nal de cada etapa se redistribuyen los pesos de la red. Si el tamaño del batch es muy
grande, la epoch tendrá pocas etapas y, por tanto, se explorarán menos caminos.

Otro punto a corregir son los algoritmos de skull stripping. Si buceamos un poco
en las imágenes vemos como hay algunas en las que el algoritmo no ha funcionado
bien del todo. Podemos ver que sigue habiendo zonas como los ojos que no han sido
correctamente borradas. Sin embargo, esto no es alarmante, ya que ocurre en unas
4 o 5 imágenes en todo el conjunto.
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5.2. Aspectos positivos del trabajo

Como apunte final, es importante hablar de como otros autores han distribuido sus
conjuntos de entrenamiento. En muchos casos no queda clara la distribución y en
otros se aprecian claramente filtraciones de datos entre imágenes de entrenamiento
e imágenes de tests, esto último favorece directamente a que los resultados finales
puedan parecer mejores a los presentados en este trabajo.

5.2. Aspectos positivos del trabajo

Aunque los resultados no han sido todo lo satisfactorios que se esperaba, eso no
significa que el trabajo se haya realizado en vano.

Por un lado, tenemos el data augmentation utilizado. Gracias a él hemos podido
simular un conjunto de entrenamiento de más de 4000 imágenes a partir de un con-
junto inicial de 639. En especial, transformaciones como alterar de forma aleatoria
el brillo y el contraste, son transformaciones que no se han visto en otros trabajos
anteriores y, que sin duda ha aplicado un gran factor de generalización a los modelos.

Con estas trasformaciones alteramos los niveles de grises en los valores de la imagen
de forma aleatoria y con ello conseguimos que la red aprenda a ver características
propias la enfermedad y la morfología del cerebro independientemente de los valores
de sus píxeles.

Por otra parte, tenemos el bloque de transformación de 3D a 2D o de pseudo RGB.
Esto también supone una innovación y aunque los resultados reflejados no han sido
mejores al estado del arte, esta es una alternativa mucho más directa y eficiente para
transformar una imagen volumétrica en una imagen plana 2D. Esto es importante,
ya que conseguimos aprovechar las bondades y las tecnologías ya desarrolladas para
clasificación en 2D usando una imagen de entrada directamente en 3D.

Por último no hay que olvidarnos de que los resultados obtenidos clasificando
pacientes de Alzheimer contra pacientes de control son bastante buenos. Este
clasificador no está preparado para dar un diagnóstico seguro sobre la enfermedad,
pero sí que es un detector con una fiabilidad suficiente como para poder funcionar
de forma auxiliar junto con otras herramientas de detección.
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Capítulo 6

Líneas Futuras

Como ya se ha comentado antes, uno de los principales puntos en los que habría
que dedicar esfuerzo para mejorar los resultados es en recopilar más datos para el
entrenamiento.

La primera opción es, por ejemplo, juntando otras bases de datos como Oasis [9].
Pero no sólo está esa posibilidad. Otra opción sería usar las imágenes de primera
visita para entrenar la red pero todas las imágenes a la hora de hacer el test. Eso
sí, siempre teniendo cuidado de que no haya filtraciones de imágenes del mismo
paciente en entrenamiento y test. E incluso se podría ir más lejos y usar todas las
imágenes disponibles de cada paciente, es decir, no centrarse sólo en la imagen de
la primera visita sino usar todas, tanto en entrenamiento como en test. Y es que,
aunque nuestro objetivo es desarrollar un sistema de detección precoz del Alzheimer,
utilizar la imagen de primera visita de los pacientes tampoco tiene tanto sentido, ya
que hay pacientes que la primera visita la hicieron con 65 años y otros que la hicieron
con 80. Con esto se quiere dar a entender que en la imagen de primera visita de un
paciente de 80 años quizás la enfermedad ya esté bastante más desarrollada que en
la tercera visita de un paciente de 60.

Yendo todavía más lejos, se podría probar a juntar imágenes obtenidas con distintos
tipos de potencia (1.5T o 3T) e imágenes con distintos tipos de calibrado (T1, T2, Flair,
...). Todo ello para conseguir mayor generalización en el clasificador. Sólo con la base
del ADNI podríamos tener una base de datos de más de 4000 imágenes, mucho mejor
que las 639 con las que hemos trabajado en este trabajo.

Siguiendo la línea de incrementar la base de datos, otro punto a investigar sería
en el data augmentation. Buscar otras trasformaciones posibles para imágenes de
este tipo o llevar al límite las trasformaciones que ya se han presentado. Probar con
umbrales de brillo y contraste más altos o con deformaciones más exageradas para
conseguir una mayor generalización en el entrenamiento.

Todo esto para conseguir mejorar los resultados de los modelos que ya hemos proba-
do, pero evidentemente otra línea de investigación es tratar de mejorar los modelos
o buscar nuevas arquitecturas mejores y más óptimas que estas.

Por ejemplo, probar otras configuraciones para el bloque pseudoRGB con más o
menos filtros, o con más o menos capas.

Por su puesto, el objetivo final de este trabajo es: alcanzar unos resultados sufi-
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cientemente aceptables como para poder integrar esta solución en un entorno real
que pueda diagnosticar pacientes de verdad y salvar vidas.
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