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Resum
La síntesi de veu (TTS, de l’angles Text-To-Speech) és una dels àrees més actives dins

de la intel·ligència artificial, particularment en el camp de l’aprenentatge automàtic. Re-
centment, aquesta àrea ha sigut el focus d’atenció per part d’importants figures tecno-
lògiques com Google, Facebook, Microsoft, etc. a causa de les millores de rendiment
obtingudes per aquesta tecnologia gràcies a la incorporació de xarxes neuronals artifici-
als. En aquest sentit, la nova era de sistemes TTS basats en xarxes neuronals ha portat
amb si sistemes de síntesis de veu de gran naturalitat que, en contrast amb els sistemes
tradicionals, no requereixen de gran coneixement expert en processament del senyal i as-
pectes lingüístics. En aquest treball es proposa estudiar i implementar models avançats
de TTS en llengües europees i, en particular, en castellà i alemany. Per a això, es farà ús
de dades, tecnologia i experiència del grup MLLP del VRAIN, adquirits en el marc de
projectes d’investigació i transferència tecnològica desenvolupats en els últims cinc anys.

Paraules clau: Intel·ligència artificial, Aprenentatge automàtic, Xarxes neuronals, Síntesi
de veu

Resumen
La síntesis de voz (TTS, del inglés Text-To-Speech) es una de las áreas más activas

dentro de la inteligencia artificial, particularmente en el campo del aprendizaje automáti-
co. Recientemente, esta área ha sido el foco de atención por parte de importantes figuras
tecnológicas como Google, Facebook, Microsoft, etc. debido a las mejoras de rendimiento
obtenidas por esta tecnología gracias a la incorporación de redes neuronales artificiales.
En este sentido, la nueva era de sistemas TTS basados en redes neuronales ha traído
consigo sistemas de síntesis de voz de gran naturalidad que, en contraste con los siste-
mas tradicionales, no requieren de gran conocimiento experto en procesado de la señal y
aspectos lingüísticos. En este trabajo se propone estudiar e implementar modelos avan-
zados de TTS en lenguas europeas y, en particular, en castellano y alemán. Para ello, se
hará uso de datos, tecnología y experiencia del grupo MLLP del VRAIN, adquiridos en
el marco de proyectos de investigación y transferencia tecnológica desarrollados en los
últimos cinco años.

Palabras clave: Inteligencia artificial, Aprendizaje automático, Redes neuronales, Síntesis
de voz

Abstract
Text-To-Speech (TTS) is one of the most active areas within artificial intelligence, par-

ticularly in the field of machine learning. Recently, this area has been the focus of atten-
tion of important technological figures such as Google, Facebook, Microsoft, etc. due to
the performance improvements obtained by this technology thanks to the incorporation
of artificial neural networks. In this sense, the new era of TTS systems based on neural
networks has brought with it highly natural speech synthesis systems that, in contrast
to traditional systems, do not require great expertise in signal processing and linguistic
aspects. In this work we propose to study and implement advanced TTS models in Eu-
ropean languages and, in particular, in Spanish and German. For this purpose, we will
make use of data, technology and experience of the MLLP group of the VRAIN, acquired
in the framework of research and technology transfer projects developed in the last five
years.

Key words: Artificial intelligence, Machine learning, Neural networks, Speech synthesis
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CAPÍTULO 1

Introducción

En este trabajo se analiza y estudia la aplicación de redes neuronales dentro del campo
de la síntesis del habla (TTS). En concreto, se estudia el uso de distintos modelos del área
y la puesta en marcha de experimentos con el propósito de obtener sistemas capaces de
sintetizar voces de lenguas europeas en alta calidad. Para ello, se propone un método
basado en Transfer Learning para el entrenamiento de estos modelos con el fin de, por
un lado, intentar mejorar la calidad resultante de estos cuando se emplea un conjunto
de datos reducido y, por otro lado, agilizar el proceso de entrenamiento para nuevos
idiomas. Además, se ha llevado a cabo una evaluación formal con el fin de valorar si
existen mejoras mediante el uso de este mecanismo frente a un entrenamiento tradicional.

1.1 Motivación

Es indiscutible la importancia del habla como acto comunicativo entre los seres hu-
manos. El lenguaje oral permite que las personas se relacionen entre sí, complementando
las distintas vías de expresión de los individuos. A través de la agrupación de varias com-
binaciones fonéticas, la voz humana reproduce los sonidos asociados al léxico y las reglas
de las lenguas, siendo el movimiento de los órganos que forman el tracto vocal el meca-
nismo biológico que hace esto posible. Esta capacidad no es innata, sino que se aprende
desde la infancia mediante la interacción humana, evolucionando y estando sujeta a los
aspectos socioculturales del entorno.

A lo largo de la historia, el campo de la lingüística ha estudiado este fenómeno ex-
haustivamente, y se han llevado a cabo numerosos intentos de reproducirlo y generarlo
artificialmente. Sin embargo, no es hasta principios del siglo XX, que se empezaron a
conseguir resultados comparables a la calidad de la voz humana gracias a la creación de
los primeros dispositivos electrónicos con procesamiento digital de señales. Junto a estos
avances tecnológicos, el aumento gradual de la globalización reavivó el interés en esta
rama, que había dado lugar a una nueva necesidad de sistemas que rompiesen con las
barreras lingüísticas y automatizasen el proceso de la comunicación.

Gracias a los grandes avances de esta tecnología en las últimas décadas, llegamos al
día de hoy, donde la síntesis del habla ha logrado superar sus límites previamente esta-
blecidos y forma parte de aplicaciones que abarcan un amplio abanico de necesidades.
Ejemplos de esto varían desde el empleo de asistentes virtuales en teléfonos móviles, co-
ches o en el apoyo a personas con trastornos del habla, a entornos artísticos como el uso
en la música mediante cantantes virtuales.

Esta popularidad no ha pasado desapercibida por grandes figuras tecnológicas como
Google o Amazon, que participan activamente en el área y la utilizan en sus productos y
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2 Introducción

servicios junto a otras tecnologías como el reconocimiento automático del habla (ASR) o
la traducción automática (MT).

Mucha de esta atención se debe a las mejoras drásticas de rendimiento y calidad ob-
tenidas por la utilización de redes neuronales artificiales que, actualmente, reciben un
amplio uso y han revolucionado con su incorporación otros campos como la visión por
computador (CV).

Teniendo en cuenta la situación actual descrita anteriormente, es interesante el estudio
del uso de estos modelos de sistemas de síntesis de voz neuronal de alta fidelidad. En
particular, ha surgido un interés en sistemas capaces de facilitar la comunicación entre
lenguas que suelen interactuar habitualmente. Un caso evidente es aquellas utilizadas en
el continente europeo, donde el turismo y el comercio es común, y no es inusual que en
un país haya más de una lengua cooficial. Es a partir de este marco en el que se plantea
el desarrollo de este trabajo.

1.2 Marco de trabajo

Este trabajo se ha realizado utilizando la infraestructura y los recursos proporciona-
dos por el Machine Learning and Language Processing Group (MLLP) de la UPV. Los mo-
delos teóricos y el software utilizados han sido desarrollados por el Dr. Alejandro Pérez
González de Martos, director experimental de este trabajo. Estos son explorados en pro-
fundidad en su tesis [1]. El trabajo del autor se ha centrado en el estudio del área, el
entrenamiento de estos modelos y la recogida de datos y elaboración del proceso de eva-
luación realizado.

1.3 Objetivos

Basándose en el enfoque y la motivación explicados, los objetivos de este trabajo son
los siguientes:

Estudiar el estado del arte y los métodos utilizados en el aprendizaje automático y
la síntesis del habla con el fin de obtener una mayor comprensión de estos.

Construir y entrenar sistemas de síntesis de habla de última generación que sean
flexibles y puedan generar audio de alta calidad en múltiples lenguas.

Evaluar la calidad de los sistemas actuales de síntesis del habla identificando futu-
ros temas de investigación en el área.

1.4 Estructura de la memoria

Además de este capítulo introductorio, este documento cuenta con otros 5 capítulos
que tratan los objetivos propuestos en este trabajo. En el capítulo 2 se introducen algunos
de los conceptos más relevantes en el área del aprendizaje automático y el procesamiento
de lenguajes naturales, explicando los tipos generales de redes neuronales utilizadas y el
funcionamiento de los sistemas de síntesis del habla actuales. En el capítulo 3 se introduce
la síntesis de voz neuronal no autorregresiva y el modelo base de TTS en el que se basa
el resto del trabajo. En el capítulo 4 se expande este modelo para que pueda clonar las
características de las voces de múltiples parlantes y se introduce la idea de modelos de
TTS end-to-end. En el capítulo 5 se introduce el concepto de Transfer Learning y se evalúa
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su eficacia en la tarea dada respecto al resto de modelos entrenados en previos capítulos.
Por último, en el capítulo 6 se concluye el contenido principal de esta memoria con un
resumen del trabajo realizado, las conclusiones que se han extraído de este y el posible
trabajo futuro a realizar. Se recomienda que el lector siga un orden de lectura secuencial
de los capítulos, pero lectores experimentados en la materia pueden saltarse las secciones
con información general o descripciones de modelos con los que estén familiarizados.





CAPÍTULO 2

Preliminares

En este capítulo se introducen algunos conceptos generales, ideas y terminología de
los campos de la ciencia de la computación utilizados a lo largo de este trabajo, y que el
lector necesitará para comprender el resto del trabajo. Algunos detalles de conceptos más
específicos se introducen más adelante en sus capítulos correspondientes.

2.1 Aprendizaje Automático

2.1.1. Conceptos generales

Dentro del vasto campo que es la Inteligencia Artificial (IA), el área del Aprendizaje
Automático (ML) se encarga del estudio y desarrollo de aplicaciones y sistemas capaces
de aprender a partir de datos suministrados o experiencias pasadas, con la finalidad de
resolver tareas y problemas específicos [2].

Fundamentalmente, el funcionamiento de estos sistemas está gobernado por modelos
estadísticos. El aprendizaje del sistema consiste en la búsqueda de algún modelo que
generalice una serie de datos suministrados, es decir, que logre predecir y devolver el
resultado deseado al introducir nuevos datos de entrada que no ha visto previamente.
Así, el objetivo es que mediante algún algoritmo A, a través de un conjunto de datos de
entrenamiento, el valor óptimo de los parámetros o pesos que determinan la salida del
sistema sean aprendidos por este.

Los problemas de Aprendizaje Automático se distinguen según el dominio de la sa-
lida del sistema. En problemas de clasificación se desea predecir la salida y que toma
valores entre una serie de clases C tal que y ∈ {1, ..., C}. Por otro lado, en problemas de
regresión se desea predecir la salida y que toma valores dentro de un conjunto A no nu-
merable como puede ser R. Dicho de otra forma, en problemas de clasificación se hace
uso de valores discretos y en los de regresión se utilizan valores continuos.

Dependiendo de la información disponible que tiene el modelo sobre los datos de
entrenamiento, los algoritmos de Aprendizaje Automático se clasifican en diferentes pa-
radigmas. En el contexto de este trabajo, se hace uso del aprendizaje supervisado, que
suele utilizarse al abordar problemas dentro del procesamiento natural de lenguajes. En
este, para cada dato de entrada x se proporciona una etiqueta y identificando el valor que
representa la muestra. De esta manera, en el entrenamiento del modelo, se puede tomar
una decisión más adecuada al variar sus parámetros, dependiendo de si al procesar x se
ha identificado correctamente la muestra como y o no.

En el caso de este trabajo, el TTS está clasificado como un problema de regresión, y se
suele estudiar bajo el uso de modelos de aprendizaje supervisado.
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6 Preliminares

2.1.2. Redes neuronales

Capa
oculta 1

Capa
oculta 2

Capa de
entrada

Capa de
salida

Figura 2.1: Ejemplo de un Perceptrón multicapa con 3 neuronas en la capa de entrada, 2 capas
ocultas con 4 neuronas cada una y una capa de salida con una única neurona.1

Aunque hoy en día las redes neuronales son el modelo más común para aplicar el
aprendizaje automático, la primera noción de red neuronal se puede remontar a 1958,
con el Perceptrón [3]. Esta estructura, junto al algoritmo de retropropagación de errores
[4] introducido en 1986 (Backprop), son los pilares fundamentales de las redes neuronales
modernas.

Para una mejor comprensión del funcionamiento subyacente de estas, se introduce
a continuación la red más básica que implementa estos conceptos, el Perceptrón multi-
capa. Se puede ver un ejemplo de su estructura en la figura 2.1. Formalmente, se define
como una red neuronal prealimentada o feed-forward (sin ciclos en su grafo de conexio-
nes). Su estructura básica se divide en una capa de entrada, varias capas ocultas y una
capa de salida. Cada una de estas capas está formada por un número de nodos, referidos
comúnmente como neuronas, que están completamente conectadas a todas las neuronas
de la siguiente capa2. Las ecuaciones que definen los valores que toman las neuronas en
la capa oculta h(i) son:

h(i) = f (i)(z(i)) (2.1)

z(i) =

{
W (1)x + b(1) si i = 1
W (i)h(i−1) + b(i) en cualquier otro caso

(2.2)

x es el vector inicial de características suministradas a la capa de entrada.

W (i) es la matriz que contiene los pesos de las conexiones entrantes a las neuronas
de la capa oculta i.

f (i) es el vector de funciones de activación de la capa. Una función de activación
f (·) está definida normalmente por una función no lineal que transforma la salida
de una neurona definida a su vez por una función z(i). De esta forma, el modelo
pueda aprender relaciones no lineales. Ejemplos de estas funciones de activaciones
son la sigmoide, la tangente hiperbólica o la ReLU [5].

1Basado en: https://tex.stackexchange.com/q/362238.
2Las neuronas de la capa de salida son la única excepción a esta norma.

https://tex.stackexchange.com/q/362238


2.1 Aprendizaje Automático 7

b(i) es el vector de umbrales (bias). Estas constantes tienen la función de añadir
parámetros a aprender a cada neurona del modelo para que este pueda modificar
el valor correspondiente a la función de salida de cada neurona.

Globalmente, la red neuronal define una función discriminante compuesta por otras
funciones. Se quiere que los valores óptimos de los parámetros (θ) que la definen, que en
este caso son los pesos y bias descritos anteriormente, sean aprendidos por esta con el fin
de optimizar una función objetivo de coste o pérdida L(·). En problemas de regresión,
esta función se suele definir como el error absoluto medio (MAE o L1):

MAE =
1
n

n

∑
i=1
| yi − xi | (2.3)

o el error cuadrático medio (MSE o L2):

MSE =
1
n

n

∑
i=1

(yi − xi)
2 (2.4)

para los valores predichos xi y los valores reales yi. El objetivo pues, es minimizar esta
función. En lo que a esto se refiere, el cálculo viene a partir de descenso por gradiente,
donde para la iteración i del modelo, los parámetros θ son:

θi = θi−1 − ρ∇θL(θ) (2.5)

siendo ∇θ el gradiente de la función de pérdida respecto a sus parámetros y ρ un factor
de aprendizaje que regula el ratio de actualización de los parámetros. La premisa de este
método se puede resumir en el cálculo de unos parámetros que, sabiendo la inclinación
de la pendiente de la función y yendo en dirección contraria, nos acerca más rápido a un
buen mínimo de la función de pérdida.

El ya mencionado algoritmo Backprop es el encargado del cálculo del gradiente. Los
detalles de este algoritmo están fuera del alcance de este trabajo, pero se recomienda la
lectura de la § 6.5 de [6] para una mejor comprensión de este.

Es importante tener en cuenta que el coste de calcular el gradiente es alto, especial-
mente a medida que aumenta el tamaño de los conjuntos de datos y la red, por lo que
en redes neuronales modernas normalmente se suele utilizar una variación mini-batch del
algoritmo, donde los datos de entrenamientos se dividen en bloques (batches) y en cada
uno de ellos se calcula su gradiente y consecuente actualización de pesos, resultando en
una aproximación del gradiente global de la función del modelo.

Otro hecho interesante a destacar es que, debido a la forma en que se calcula el gra-
diente, a veces los valores calculados pueden resultar ser muy pequeños. En estos casos,
algunos pesos pueden no actualizarse de forma significativa mediante Backprop y, en el
peor de los casos, esto puede resultar en una paralización de la red, donde los pesos de
la red no pueden cambiarse y no se puede seguir entrenando el modelo. Este fenómeno
es denominado como el problema de desvanecimiento del gradiente [7] [8].

2.1.3. Redes Recurrentes y Redes Convolucionales

A lo largo de los años se han desarrollado diferentes variaciones de redes neuronales
a partir de las ideas planteadas por el Perceptrón multicapa.

Por ejemplo, las Redes Neuronales Recurrentes (RNN) [9] permiten la existencia de
ciclos en su grafo de conexiones con la finalidad de poder transmitir información de
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instantes de tiempo anteriores a través de la red. Formalmente, de forma similar a la
ecuación 2.2, para calcular el valor de una de las neuronas de las capas ocultas h(i) para
un instante de tiempo t tenemos que:

z(i)t = W (i)h(i−1)
t + V (i)h(i)

t−1 + b(i) (2.6)

donde se añade una matriz de pesos V que controla la influencia que tienen el estado
oculto de la capa en el instante anterior de tiempo h(i)

t−1 para calcular el actual h(i)
t .

Además, dentro del entorno de las RNNs, se han propuesto diferentes unidades espe-
ciales como LSTMs [10] o GRUs [11]. Estas han recibido un amplio uso como una forma
eficaz para modelar dependencias a largo plazo y aliviar el problema del desvanecimien-
to del gradiente en RNNs.

Otro modelo popular dentro del campo es el de las Redes Neuronales Convolucio-
nales (CNN). Su origen se remonta a los años 80 con el Neocognitron [12], pero su po-
pularidad no empezó a aumentar hasta su aplicación en trabajos como [13] para el pro-
cesamiento de imágenes. Esta popularidad se disparó a partir del 2010, cuando CNNs
como AlexNet [14] consiguieron resultados previamente no vistos aprovechando nuevas
técnicas y el poder computacional de GPUs, idea que se había estado popularizando por
trabajos como [15] o [16].

En términos estructurales, las CNNs están compuestas de forma similar a las redes
tradicionales, constituyéndose una entrada, una salida y una serie de capas ocultas. For-
malmente, como se define en § 9 de [6], las CNNs son modelos de redes neuronales que
tienen una topología en forma de cuadrícula (tensor n-dimensional) y que utilizan el
concepto matemático de convolución en lugar de la multiplicación de matrices de redes
tradicionales para el cálculo de los valores de sus capas ocultas. En la figura 2.2 se ilustra
un ejemplo de una serie de convoluciones (denotada por ∗) sobre una matriz M (tensor
2D) de entrada. Cada convolución es aplicada a través de un filtro o kernel K que recorre
gradualmente la matriz. Otros parámetros a tener en cuenta en este proceso son el paso
(stride) y el relleno (padding). El primero hace referencia al rango de desplazamiento de la
matriz en cada paso, siendo 1 en este ejemplo. El segundo hace referencia a valores adi-
cionales en los bordes de la entrada que, dependiendo de las dimensiones de la entrada
y el kernel, pueden resultar útiles si no se quiere perder información cercana a estos.

0 1 0 1 0 0
1 1 0 1 1 1
1 0 0 0 1 1
2 2 3 2 0 0
2 1 1 1 2 1
2 1 0 0 1 0

M

∗
1 0 1
0 2 0
1 0 1

K

=

3 2 3 4
6 6 4 6
8 8 8 3
9 7 6 6

M ∗ K

Figura 2.2: Ejemplo de una convolución sobre una matriz. 3

En el proceso de entrenamiento de las CNNs, los propios kernels actúan como los
pesos del modelo a aprender, por lo que inicialmente sus valores son arbitrarios o se
obtienen a partir de algún método heurístico.

Respecto a las capas ocultas, en los CNNs se suelen definir distintos niveles [17]:

3Adaptado de https://github.com/PetarV-/TikZ/tree/master/2D%20Convolution.

https://github.com/PetarV-/TikZ/tree/master/2D%20Convolution
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Capas convolucionales: Estas capas aplican el proceso de convolución explicado
en esta sección.

Capas de agrupación o pooling: Estas capas combinan los valores de entrada co-
rrespondientes con la salida de las neuronas de la capa anterior, reduciendo las
dimensiones de los datos (downsampling). Una de las funciones más comunes de
pooling es la de max-pooling, en la que se toma el valor máximo de cada grupo obte-
nido por un kernel.

Capas completamente conectadas entre sí (fully-connected): Estas capas actúan
de la misma forma que en un Perceptrón multicapa. Debido a que normalmente
estas capas suelen estar previamente conectadas por capas convolucionales que han
resultado en tensores multidimensionales, es necesario un preprocesamiento de la
entrada que transforme esta en un vector unidimensional. Este proceso se suele
denominar en la literatura como aplanamiento (flatten).

En la figura 2.3 se muestra un ejemplo de una hipotética CNN para un problema de
clasificación. Se toma de entrada una imagen de 128 píxeles de ancho y alto, con una pro-
fundidad de 3 (canales RGB). Esta es procesada por la red, transformándose mediante ca-
pas convolucionales y pooling, y llegando a las dos últimas capas de la red (fully-connected)
devolviendo un vector con 8 pesos, donde cada uno de estos representa la probabilidad
de que la imagen corresponda con una de las clases disponibles en el corpus de datos.

Figura 2.3: Ejemplo de una CNN genérica.4

2.1.4. Redes Generativas Adversariales

Las Redes Generativas Adversariales (GAN) fueren introducidas en [18]. Original-
mente propuestas como una forma de aprendizaje no supervisado, su uso se ha visto
expandido a otros entornos.

De forma intuitiva, la base en el que este sistema está estructurado se puede ver como
un juego de suma cero minimax, en el que la ganancia de un agente es la pérdida de
otro y cada uno busca minimizar las posibles pérdidas en el peor de los casos. En el
caso de las GANs, estas dos partes que compiten entre sí consisten en un generador G y
un discriminador D. El primero intenta engañar al segundo generando muestras que se
acercan a la distribución real de los datos de entrenamiento, y este último tiene la tarea de
distinguir estas muestras falsas de los ejemplos reales de la distribución. De esta forma, en
cada iteración del entrenamiento los dos componentes van mejorando progresivamente
en su trabajo con el objetivo de triunfar el uno sobre el otro. En la figura 2.4 se puede ver
el esquema general descrito previamente.

4Imagen generada mediante NN-SVG: https://alexlenail.me/NN-SVG/.

https://alexlenail.me/NN-SVG/
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En el ámbito de la síntesis del habla neuronal, las GANs actúan como base para la
construcción de vocoders de alta fidelidad, que son introducidos en la sección 2.2, siendo
su uso el estándar de facto para estos sistemas de síntesis.

Ruido aleatorio Generador Muestras falsas

Muestras reales

Discriminador
Pérdida del
generador y

discriminador

Realimentación mediante Backprop

Figura 2.4: Esquema del funcionamiento de un GAN.

2.1.5. Problemas Seq2Seq y el mecanismo de atención

En el aprendizaje automático, los problemas donde la entrada y salida son secuencias
de longitud variable se suelen clasificar como Sequence-2-Sequence (Seq2Seq). Un ejemplo
de este tipo de problemas son los del procesamiento de lenguajes naturales, como el TTS,
donde la entrada corresponde a una secuencia de texto y la salida a una secuencia de
características acústicas.

En la mayoría de este tipo de problemas, es importante mantener parte de la informa-
ción de entrada a lo largo de múltiples iteraciones. Por ejemplo, en un problema de MT,
donde se ha omitido el sujeto en una oración, interesaría que el sistema accediese a quien
se está refiriendo en esta frase observando el resto de información de la entrada.

Para tratar este tipo de problemas se propuso en trabajos como [19] el uso de mo-
delos con una estructura basada en un codificador y un decodificador. El codificador
normalmente consiste de una red neuronal recurrente formada por componentes como
LSTMs [10] o GRUs [11]. Esta procesa la entrada y produce una proyección a un espacio
multidimensional fijo N y abstracto (espacio latente) que contiene algunas de sus caracte-
rísticas. Esta representación, denominada como los estados ocultos del codificador (h), es
procesada por el decodificador (normalmente otra RNN), generando la salida deseada.
Representaciones como h, que comprimen información sobre algunas características de
entrada, toman el sobrenombre de embeddings.

Sin embargo, un problema surge con este tipo de estructura. La naturaleza dimensio-
nal reducida y fija de los estados ocultos h restringe la memoria que tiene el sistema sobre
la entrada. Esto no solo afecta a la velocidad de inferencia, sino que se dan malos resul-
tados en secuencias donde el tamaño es lo suficientemente grande y hay dependencias a
largo plazo en la frase.

Para resolver este problema, en [20] se introdujo el concepto de atención. En este, se
sustituye el vector de estados ocultos h por un vector de contexto c que es calculado
dinámicamente para cada iteración del decodificador tal que:

ci =
N

∑
j=1

αijhj (2.7)
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donde los pesos αi,j son calculados para cada estado oculto hj mediante la función
softmax:

αij =
exp(eij)

∑N
k=1 exp(eik)

(2.8)

y en problemas Seq2Seq

eij = a(si−1, hj) (2.9)

siendo si−1 el estado oculto del sistema tras la última iteración del decodificador y
a(·) una función de puntuación que devuelve el grado de atención o energía eij, imple-
mentada normalmente por una red neuronal prealimentada.

Una forma alternativa de ver el mecanismo de atención, como se define en [21], es
como una búsqueda sobre un diccionario. En este se compara un valor de consulta Q
sobre un conjunto de pares clave-valor (K, V), devolviéndose una suma ponderada de
los valores, donde el peso asignado a cada valor es calculado mediante una función que
mide la compatibilidad de la consulta con la clave correspondiente. Por ejemplo, en el
caso anterior la función de compatibilidad sería la ecuación 2.8.

2.1.6. Redes Transformers

La arquitectura de redes Transformers, originalmente introducida en [21], surgió co-
mo un substituto al uso de RNNs usando el mecanismo de atención introducido en el
apartado 2.1.5. La estructura general codificador-decodificador propuesta en [21] de este
tipo de red neuronal se puede ver en la figura 2.5, y a continuación, se introducen los
conceptos principales presentados en este artículo para entender su funcionamiento:

Función de puntuación: Tomando la definición de atención como búsqueda en
un diccionario presentada en el apartado 2.1.5, se eligen matrices para representar
Q, K, V con dimensiones dq, dk, dv, siendo la función de puntuación a(·) el producto
escalar, escalado por un factor 1√

dk
y una función softmax, tal que:

Atención(Q, K, V) = so f tmax
(

QK√
dk

)
V (2.10)

Atención multicabeza: En vez de calcular una sola función de atención para cada
consulta Q, se calculan varias funciones de atención (heads) mediante proyecciones
para cada conjunto de consultas, clave y valor Q, K, V , para luego volver a proyec-
tarse todas estas en un espacio común:

MultiHead(Q, K, V) = Concat(head1, . . . , headh)WO (2.11)

y

headi = Atención(QW Q
i , KWK

i , VWV
i ) (2.12)

donde W Q
i , WK

i , VV
i son las matrices de proyecciones correspondientes y WO es la

matriz proyección del espacio común. En estas matrices, el valor y dimensión de
estas es aprendido durante el entrenamiento de la red neuronal.

Este procedimiento permite que el sistema logre adaptarse e identifique similitudes
y dependencias en varios rangos dimensionales. Además, al dividir el cálculo de la
atención, se reduce el número de operaciones secuenciales, permitiendo un mayor
grado de paralelización del modelo, y por lo tanto, unas velocidades superiores de
entrenamiento.
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Figura 2.5: Estructura original del Transformer de [21].

Autoatención: La previamente explicada atención multicabeza es implementada
de varias forma en la estructura del Transformer. Por una parte, en capas de la red
donde es preferible simular el mecanismo de atención simple de redes codificador-
decodificador, se procesan las consultas de la capa anterior del decodificador, don-
de las claves y los valores provienen de la salida actual del codificador. De esta
forma, cada posición del decodificador puede atender a todas las posiciones de la
secuencia de entrada simultáneamente. Por otra parte, dentro del codificador y el
decodificador se definen capas de autoatención, donde todas las consultas, claves
y valores provienen del mismo lugar, en este caso, la salida de la capa anterior del
codificador o decodificador respectivamente.

Codificación posicional: En RNNs el orden de los tokens de entrada puede inferirse
fácilmente, ya que de forma implícita está definido con el análisis secuencial que
hay token a token. Sin embargo, con la estructura del Transformer esta información
desaparece y se ha de implementar algún otro mecanismo que extraiga la posición
relativa o absoluta de los tokens en la secuencia de entrada. Para esto, los autores
originales proponen una representación donde la posición de cada token se incluye
en un vector cuyos valores se calculan:

PEpos,2i = sin
( pos

G2i/dmodel

)
(2.13)
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PEpos,2i+1 = cos
( pos

G2i/dmodel

)
(2.14)

donde posi corresponde a la posición de dimensión i en el vector, representado me-
diante una onda, donde su longitud toma un valor dependiendo de G (los autores
proponen 10.000) que es representado dentro de una progresión geométrica tal que
[2π, 2πG]. Para una visión más detallada de este mecanismo y su razonamiento,
remitimos al lector a [22].

2.2 Procesamiento de lenguajes naturales

El procesamiento de lenguajes naturales (NLP) engloba el estudio de métodos compu-
tacionales para el tratamiento del lenguaje humano y sus usos en interacciones persona-
ordenador. Dentro de esta disciplina se incluyen campos como el reconocimiento óptico
de caracteres (OCR), el ASR, el MT o el TTS, siendo este último el objeto de estudio de
este trabajo. En los últimos años se ha podido observar un cambio de paradigma en los
sistemas de NLP. Desde los años 80 predominaba el uso de métodos estadísticos en esta
área, pero en la última década se ha generalizado el uso de redes neuronales gracias al
poder computacional y paralelización derivados del uso de GPUs. [23]

2.2.1. Síntesis del habla

La síntesis del habla (TTS), tiene como objetivo sintetizar el habla de forma natural e
inteligible a partir de texto [24]. Previamente al auge de las redes neuronales, el campo
estaba dominado por el uso de modelos basados en síntesis concatenativa (CSS) y síntesis
estadística paramétrica (SPSS), que son explicados brevemente a continuación.

El primero de ellos se basa en la unión y procesamiento de fragmentos vocales. Estos
son extraídos de una base de datos segmentada en unidades básicas, donde un algoritmo
selecciona aquellos que mejor se ajustan al sonido que se quiere sintetizar [25]. Aun-
que este método da resultados similares de inteligibilidad y timbre a la fuente acústica
original, surgen dos grandes inconvenientes con este enfoque. Por una parte, el tamaño
requerido en las bases de datos ha de ser lo suficientemente grande para que se cubran
todas las combinaciones posibles de unidades correspondientes a las palabras que quie-
ren generarse. Por otra parte, las voces generadas no suelen abarcar la prosodia de la voz
natural, resultando en voces monótonas y sin emoción.

Es por estas razones que los modelos SPSS surgieron como una alternativa para miti-
gar estos defectos, sustituyendo el uso de segmentos de audio pregrabados por modelos
estadísticos [24]. Su estructura suele dividirse en tres componentes principales:

Un analizador de texto, con funciones como la normalización del texto de entrada
y la extracción de sus fonemas.

Un predictor de parámetros, que normalmente se denomina modelo acústico y suele
estar basado en modelos ocultos de Markov (HMM).

Un vocoder, encargado de sintetizar el habla a partir de las características acústicas
extraídas.

Mediante esta estructura, se generan las características acústicas necesarias para sin-
tetizar el habla y, teniendo en cuenta los valores obtenidos, se reconstruye el audio desea-
do. La síntesis de voz resultante es más natural y se consigue un coste reducido de datos
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de entrenamiento. Además los parámetros de entrada del modelo pueden ajustarse fácil-
mente. Desafortunadamente, también es más común la aparición de interferencias como
ruido o zumbidos, resultando en un menor grado de inteligibilidad.

Con el objetivo de mejorar el rendimiento de estos modelos, hacia el 2010 algunos
trabajos como [26] o [27] empezaron a introducir el uso de redes neuronales profundas
como sustitutos a HMM, consiguiendo unos resultados muy prometedores. Esto even-
tualmente condujo al establecimiento de la síntesis del habla neuronal como el estado del
arte en al área.

2.2.2. Síntesis del habla neuronal

Siguiendo las implementaciones en SPSS, los primeros sistemas completos de síntesis
de habla neuronal empezaron a aparecer hacia el 2016, con la implementación de mode-
los acústicos y vocoders neuronales autorregresivos end-to-end. Wavenet [28], considerado
habitualmente como el primer vocoder neuronal, seguido de otros modelos como Taco-
tron 1/2 [29] [30], Deep Voice 3 [31] o FastSpeech 1/2 [32] [33] son trabajos pioneros en el
área del TTS neuronal.

Su éxito se puede explicar por la combinación de buenos resultados y simplificación
del proceso de entrenamiento en comparación con modelos de CSS y SPSS. Todos estos
modelos suelen tener en común una menor atención en el analizador de textos y una
aproximación en dos etapas a su estructura:

Una primera etapa donde se transforma directamente del texto (caracteres o fone-
mas) a una representación intermedia a través de un modelo acústico. Esta repre-
sentación suele ser en la forma de un espectrograma Mel, que refleja mejor la forma
en que los seres humanos perciben valores tonales como equidistantes. Adicional-
mente, se suele aplicar el logaritmo natural para que los distintos niveles de energía
del espectrograma se asemejen a los percibidos por los seres humanos.

Figura 2.6: Ejemplo de un log-espectrograma Mel escalado con el logaritmo natural. El eje vertical
representa el número de bandas Mel utilizadas y el horizontal los frames del audio. La coloración

indica el valor escalado de dB/Hz.
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Una segunda etapa donde se toma el espectrograma y se reconstruye el audio re-
presentado mediante un vocoder neuronal.

En el entrenamiento, el modelo acústico es entrenado sobre pares de textos y audios,
buscándose minimizar la función de pérdida del sistema entre la diferencia de los es-
pectrogramas reales y los generados por el modelo. El vocoder por su parte, es entrenado
solamente con audios y sus representaciones a espectrogramas.

2.2.3. Métodos de evaluación de la síntesis del habla

Tradicionalmente, la evaluación de sistemas dentro del aprendizaje automático está
basado en métricas que están bien definidas, como es el caso del WER en ASR [34] o
el BLEU en MT [35]. En comparación con otras subáreas del NLP, el TTS no cuenta con
ninguna norma establecida capaz de medir óptimamente la calidad del habla. Las expec-
tativas que tienen los oyentes al escuchar estos sistemas o la naturaleza de la variabilidad
en la producción del habla humana suelen usarse como ejemplo de algunos de los obs-
táculos a los que se enfrenta la evaluación del TTS. [36]

De este modo, por lo general se suelen utilizar métodos de evaluaciones subjetivas,
como el Mean Opinion Score o MOS [37] [38], basado en una escala de Likert típicamente
de 1 (peor) a 5 (mejor), o tests A/B entre audios sintetizados por distintos modelos. La
valoración se realiza tras la reproducción de una o varias muestras reales o sintéticas,
donde se les pide a los participantes su opinión sobre la calidad del habla que acaban de
escuchar.





CAPÍTULO 3

Síntesis de voz neuronal no
autorregresiva

En este capítulo se analiza y presenta el modelo de síntesis de voz neuronal inicial que
se ha utilizado a lo largo de este trabajo. Para entender el razonamiento de su elección,
primero se explican los problemas asociados con modelos de síntesis de voz autorregre-
sivos, que hasta hace poco dominaban el campo. Además, se presentan los resultados de
un entrenamiento de este modelo inicial sobre un corpus en inglés.

3.1 Hacia la síntesis de voz neuronal no autorregresiva

3.1.1. Los modelos autorregresivos y sus problemas

Hasta hace muy poco, el uso de modelos neuronales puramente autorregresivos co-
mo Transformers era la opción más habitual para construir modelos de síntesis de voz
neuronal de alta calidad. En la mayoría de estos, los modelos acústicos hacen uso de un
codificador y decodificador, apoyándose en un mecanismo de atención como se ha vis-
to en los apartados 2.1.5 y 2.1.6. Por otra parte, los vocoders tienden a variar más en su
estructura.

Esta arquitectura, sin embargo, plantea una serie de problemas. Entre los más nota-
bles, los investigadores del campo identifican que:

Los modelos acústicos autorregresivos suelen sufrir de un cierto grado de inestabili-
dad durante la fase de inferencia. Ejemplos de esta falta de robustez son la omisión
y repetición de fonemas y palabras o la generación de habla incomprensible [39]
[40]. Estos problemas se atribuyen típicamente a errores de alineamiento del meca-
nismo de atención derivados del uso de teacher-forcing [41] [42] como mecanismo
de entrenamiento. Este genera una discrepancia entre las fases de entrenamiento e
inferencia conocido como exposure bias [43]. Este tipo de inestabilidades se pueden
observar especialmente en situaciones donde el audio objetivo a ser generado tiene
características que están fuera del dominio del conjunto de datos de entrenamiento.

Los modelos acústicos y vocoders son poco paralelizables y tienen una velocidad
de inferencia lenta en sus respectivas tareas. Adicionalmente, los vocoders tienden a
carecer de opciones capaces de controlar características generales del habla como el
ritmo o la prosodia [44].

Esto ha llevado a que en los últimos años se hayan desarrollado nuevos modelos que
abandonan la autorregresión en favor de otros mecanismos.

17
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3.1.2. Eliminación del mecanismo de atención en modelos acústicos

Como hemos explicado, el mecanismo de atención es una herramienta muy potente
para aportar información contextual a los modelos de TTS, pero su uso puede implicar la
aparición de algunos defectos en el audio generado, especialmente durante el tiempo de
inferencia del modelo.

Es por esto que, trabajos como [32] o [45] remplazan el uso de la atención para mejo-
rar la robustez durante la fase de inferencia. En estos se proponen un enfoque similar a
modelos de SPSS clásicos, realizando una predicción explícita de las duraciones a nivel
de fonema (en frames), y posteriormente replicando (mediante upsampling) la salida del
codificador a partir de estas duraciones.

Estos modelos utilizan valores de referencia (ground-truth) extraídos a partir de los
alineamientos entre la entrada (fonemas) y la salida (frames) para entrenar un predictor de
duración junto al resto del modelo [32]. Para estimar dichos alineamientos, se suele hacer
uso de un modelo externo capaz de extraer esta información. Típicamente, este suele ser
un modelo de alineamiento forzado como [46] (ASR) o un modelo de TTS basado en el
mecanismo de atención como [29].

Formalmente, a partir los estados ocultos del codificador h = [h1, . . . , hN ] de longi-
tud N y las predicciones de duración de los fonemas d = [d1, . . . , dN ], di ∈ Z extraídas
previamente por un modelo o alineador externo E, se replica hi una cantidad de di veces
pasando de una secuencia de longitud N (número de fonemas) a una secuencia de longi-
tud M (número de frames del espectrograma) teniendo en cuenta que ∑N

i=1 di = M. Este
esquema se puede visualizar en la figura 3.1.

Adicionalmente, mediante esta formulación de los fonemas, la velocidad del habla
puede controlarse durante la inferencia del modelo mediante un hiperparámetro que
modifique d antes de la expansión de los estados h.

Figura 3.1: Esquema del upsampling de fonemas mediante la ampliación de estados ocultos y el
predictor de duración. Las líneas discontinuas indican conexiones que solo están activas durante

del entrenamiento. Adaptado de [1].
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3.1.3. Predicción del tono y la energía

De forma similar a otros procesos generativos, a grandes rasgos la síntesis del habla
puede verse como un proceso de descompresión de información donde se pasa de texto
a audio. En este tipo de procesos suele aparecer el llamado problema one-to-many, donde
para una entrada dada puede haber potencialmente una cantidad de salidas infinitas,
dando lugar a modelos que devuelven resultados subóptimos.

En el contexto de modelos TTS autorregresivos este problema es aliviado parcialmen-
te debido al procedimiento de entrenamiento teacher-forcing mencionado previamente,
pero este no es el caso en los modelos de TTS no autorregresivos. En estos, para redu-
cir la gravedad de este problema, se suele proporcionar información adicional sobre la
variabilidad del habla durante el entrenamiento e inferencia del modelo [33] [47]. Un
procedimiento habitual es la extracción de los correspondientes valores de tonos y ener-
gía por frame de los fragmentos originales de audio, que posteriormente se pueden incluir
como embeddings en los estados codificados h.

De forma similar al caso de los fonemas, el modelado explícito del tono y energía
puede proporcionar un control más preciso de estos parámetros durante la inferencia del
modelo mediante la introducción de parámetros que modifiquen el valor de predicción
de estos.

3.2 Modelo inicial

A continuación se presenta el modelo inicial utilizado en este capítulo. La implemen-
tación de las redes neuronales de este se apoya mediante el uso de la popular librería de
aprendizaje automático PyTorch [48].

3.2.1. Alineador: Predictor de duración de fonemas

Basándose en los trabajos más recientes en modelos de TTS no autorregresivos, para
hacer uso del predictor de duración de fonemas propuesto en la sección 3.1.2 es necesario
que previamente se haya calculado la duración real (ground-truth) a nivel de fonemas de
los audios de los corpus de datos utilizados.

Para ello, tomando como inspiración a DeepForceAligner1, se plantea el uso de un
modelo autoencoder para la tarea como en [1], ilustrándose su estructura en la figura 3.2.
Esta arquitectura se puede ver como un subtipo de los ya estudiados modelos codificador-
decodificador, solo que en este caso el dominio de entrada y el de salida son iguales [49].

Para extraer los alineamientos correctos entre fonemas y espectrogramas, el modelo
hace uso de una función de pérdida auxiliar CTC [50], utilizando el mismo corpus de
datos del modelo general. En comparación con otros modelos basados en atención, es-
ta arquitectura proporciona una mayor robustez y una convergencia significativamente
más rápida que estos. Además, en comparación a otras herramientas de alineamiento for-
zado, este enfoque resulta en mejores alineamientos al realizarse el entrenamiento sobre
la misma tarea que el modelo general (generar un espectrograma) en comparación con
un alineador típico, donde se realiza una tarea de clasificación de ASR. Asimismo, el he-
cho de que se proporcione en este caso el mismo corpus en el que el modelo acústico se
entrena también beneficia a que se obtengan mejores alineamientos.

En la arquitectura propuesta, en particular, se proponen dos módulos que actúan res-
pectivamente como el codificador y decodificador del autoencoder. El primero de estos

1https://github.com/as-ideas/DeepForcedAligner

https://github.com/as-ideas/DeepForcedAligner
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Figura 3.2: Esquema del predictor de fonemas.

actúa como un modelo de ASR, donde se pasa de los espectrogramas a una representa-
ción de la probabilidad de los fonemas que el modelo ha asociado al espectrograma de
entrada (espacio latente). La entrada pasa por 5 capas convolucionales unidimensionales,
seguidas de una normalización por batches y funciones de activaciones ReLU. Después
de estas capas, se hace uso de una capa LSTM [10] bidireccional (BLSTM) [51], seguido
de una proyección lineal con funciones de activación softmax que da la representación
al espacio latente, al que se le aplica la función de perdida auxiliar CTC respecto a las
secuencias reales de los fonemas del espectrograma.

A continuación, se pasa al segundo módulo propuesto, que actúa como TTS, inten-
tando reconstruir el espectrograma original a partir de la salida del primer módulo. Para
ello, la entrada pasa por 2 capas BLSTM seguidas de una proyección lineal a la dimensión
del espectrograma, generando la predicción del espectrograma de entrada, que junto al
espectrograma real se utilizan para calcular el MAE y realimentar al módulo de ASR me-
diante backprop. De esta forma, el gradiente del error de reconstrucción del espectrograma
se propaga ayudando a refinar los alineamientos de ASR para la tarea de TTS.

Durante la inferencia de este modelo, se descarta el decodificador (TTS) y se hace uso
exclusivo del codificador (ASR) para extraer la matriz de atención que, para cada frame
incluye las probabilidades de que este corresponda con todos y cada uno de los fonemas
posibles del vocabulario dado. Posteriormente, se utiliza el algoritmo de Dijkstra para
obtener el camino monótono más probable a partir de esta matriz y extraer la secuencia
de fonemas resultante.

3.2.2. Modelo acústico

El modelo acústico base utilizado se fundamenta en ForwardTacotron2, una variante
no autorregresiva de Tacotron [29] de código abierto e inspirada en otros modelos TTS

2https://github.com/as-ideas/ForwardTacotron

https://github.com/as-ideas/ForwardTacotron
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como FastSpeech [32]. Su estructura está compuesta por dos capas bottlenecks (Pre-Net) y
un codificador CBHG como en [29], un predictor de varianza de la duración de fonemas
similar a [32], un decodificador BLSTM de 2 capas y una red convolucional residual (Post-
Net) como en [30].

Esta arquitectura ha sido expandida en [1] y [52], introduciendo varias modificaciones
que mejoran el rendimiento de este modelo. Su estructura puede visualizarse en la figura
3.3.

La primera de estas modificaciones es la substitución del codificador base por la es-
tructura introducida en Tacotron 2 [30]. Esta estructura, consta inicialmente de embeddings
aprendidos de fonemas con 512 dimensiones. Estos pasan por una pila de 3 capas convo-
lucionales unidimensionales, seguidas de una normalización por batches y funciones de
activación ReLU. La salida de la última de estas capas convolucionales es entonces pro-
cesada por una BLSTM de una única capa, generando los estados ocultos del codificador.

Figura 3.3: Esquema del modelo acústico base. Las líneas discontinuas indican conexiones que
solo están activas durante del entrenamiento. Adaptado de [1] y [52].

También se ha eliminado la red Post-Net, al observarse en previos experimentos rea-
lizados por el grupo que esta no aportaba ninguna mejora significativa en la tarea. Ade-
más, se ha utilizado el predictor de varianza de fonemas de redes convolucionales in-
troducido en [33], añadiendo del mismo trabajo los predictores de tono y energía que
comparten esta estructura.

Es importante mencionar las funciones de pérdidas utilizadas en este modelo. Global-
mente se hace uso de una combinación del MAE y el SSIM [53] sobre el espectrograma
previsto y el objetivo.

3.2.3. Vocoder

En función de los problemas explicados por los modelos autorregresivos, en los últi-
mos años se ha puesto un gran énfasis en la investigación de vocoders ligeros y veloces.
Entre estos, hay una gran variedad de arquitecturas propuestas, desde modelos basados
en flujo como WaveGlow [54] a modelos de difusión como DiffWave [55].
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Sin embargo, de entre todos estos, destaca la utilización de GANs como la opción más
común para el modelado de estos vocoders debido a sus buenos resultados y velocidad de
inferencia. Algunos de los modelos más populares son MelGAN [56], Parallel WaveGAN
[57], VocGAN [58] y HiFi-GAN [59].

Para este trabajo, se hace uso de una implementación de Univnet [60], un vocoder
basado en GANs que consigue resultados comparables a los mejores vocoders como HiFi-
GAN, pero que a su vez mejora considerablemente la velocidad de inferencia de modelos
previos.

3.2.4. Preprocesamiento

Previamente al entrenamiento del modelo, todos los datos empleados se someten a
un preprocesamiento.

En primer lugar, se eliminan los silencios iniciales y finales de los audios. Acto segui-
do, de forma similar a [61], se hace una reducción de la frecuencia de muestreo de los
audios a 16kHz para su uso en el entrenamiento del modelo acústico y a 24kHz para el
entrenamiento del vocoder, de forma que en este último genere audio a 24kHz, condicio-
nado a las predicciones de espectrogramas de 16kHz del modelo acústico. Se ha demos-
trado que este esquema suele lograr un buen equilibrio entre la eficacia y estabilidad del
modelo y la calidad de la voz resultante. Adicionalmente se extrae el ground-truth de la
duración de los fonemas mediante la arquitectura descrita en la sección 3.2.1. También se
calculan los valores correspondientes al tono por frame de los audios mediante el toolkit
WORLD [62] [63].

Respecto a las transcripciones a texto de los audios utilizados, se normalizan (trans-
formación a minúsculas, eliminación de caracteres especiales...) y posteriormente extraen
las secuencias de fonemas correspondientes mediante la herramienta de código abierto
eSpeakNG3.

3.3 Entrenamiento y verificación del modelo inicial

Para verificar el funcionamiento correcto del modelo inicial y explorar sus capaci-
dades, se ha realizado un entrenamiento de este sobre un pequeño corpus de datos de
dominio público.

Dicho corpus es LJ Speech [64]. Este está compuesto por datos de habla en inglés,
recopilados en 13.100 clips de audios de corta duración de un solo hablante que lee pa-
sajes de 7 libros de no-ficción. Cada clip corresponde únicamente a una transcripción y
están a una frecuencia de muestreo de 22kHz. La duración de los clips varía entre 1 y
10 segundos, y el corpus tiene una duración total de aproximadamente 24 horas. Dentro
del campo, LJ Speech se ha popularizado como uno de los corpus más utilizados como
benchmark para comprobar la efectividad entre distintos modelos single-speaker.

El proceso de entrenamiento de este modelo sigue las pautas establecidas en este ca-
pítulo, realizándose primero el preprocesado, seguido del entrenamiento en orden se-
cuencial del alineador, modelo acústico y vocoder. El número de iteraciones y tamaño de
batch escogido para el entrenamiento de cada componente puede visualizarse en la tabla
3.1. En este caso, todas estas etapas se han realizado mediante el uso de una GPU Nvidia
GTX 2080Ti, resultando en un tiempo total de entrenamiento de ∼157 horas.

3http://espeak.sourceforge.net/

http://espeak.sourceforge.net/
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Tabla 3.1: Número de iteraciones y tamaño de batch para el entrenamiento de cada componente
del modelo base.

Núm. de iteraciones Tamaño de batch

Alineador 22k 32
Modelo acústico 350k 64
Vocoder 400k 0k-50k: 32

50k-400k: 64

Para medir la calidad del modelo entrenado, se ha realizado una evaluación informal
que recoge las primeras impresiones de este sin profundizar en ninguna métrica de TTS.
En esta se han generado 50 frases, asegurándose que no se hubiesen visto por el modelo
durante el entrenamiento, y se ha verificado que los audios resultantes estaban en los
niveles de calidad esperados.

Una vez comprobado que se cumplían estas condiciones, y que efectivamente los re-
sultados eran buenos, se ha pasado a entrenar a partir de este modelo inicial diferentes
sistemas que se presentan en los siguientes capítulos.





CAPÍTULO 4

TTS de múltiples hablantes
adaptado a casos no vistos

En este capítulo se presenta el enfoque de estudio tras el TTS de múltiples hablantes,
donde se le presta especial atención a casos donde durante la inferencia se tiene poca in-
formación de estos hablantes. Para apoyar esta explicación, se expande el modelo inicial
explicado en el capítulo anterior y se presenta un nuevo entrenamiento de este modelo
modificado sobre un nuevo corpus en castellano.

4.1 Adaptación de modelos a múltiples hablantes

Un requisito típico en la construcción de aplicaciones de TTS es la capacidad de ofre-
cer el acceso a un conjunto variado de voces, de forma que la aplicación pueda adaptarse
a las distintas necesidades que cada usuario pueda tener.

Por lo general, los modelos de TTS se entrenan de forma que las voces ofrecidas están
restringidas a un rango predefinido. Este rango se obtiene mediante la inclusión en el
conjunto de datos de entrenamiento de aquellas grabaciones de hablantes que se quiere
que el modelo aprenda a imitar, de forma que posteriormente el usuario pueda indicar al
modelo la voz correspondiente que desea generar.

A veces, este enfoque para construir aplicaciones TTS no siempre funciona. En ocasio-
nes solo se dispone de una pequeña cantidad de datos del hablante que se quiere imitar,
y es complicado que los modelos puedan producir buenos resultados en estos casos. Este
tipo de situación se suele categorizar como un problema de aprendizaje few-shot, y conlle-
va una serie de problemas que hay que tener en cuenta a la hora de construir y entrenar
los modelos. Un enfoque común en la construcción de modelos de TTS que funcionen en
este tipo de contexto, como se presenta en [65], es el modelado de un sistema TTS genera-
lista que pueda ser entrenado adicionalmente con los datos disponibles de las voces que
se quieren imitar. Por lo general, los modelos actuales suelen lograr buenos resultados
con unos pocos minutos de datos.

Sin embargo, hay situaciones en las que este planteamiento simplemente no es fac-
tible. De base, el entrenamiento adicional necesario para afinar el modelo introduce un
coste computacional que a veces no puede ignorarse. No solo esto, sino que los datos de
entrenamiento extra deben estar correctamente etiquetados, algo que no siempre puede
conseguirse.

Un ejemplo de un sistema que incluye TTS, pero no permite modelado few-shot, es una
aplicación Speech-to-Speech en tiempo real. En esta hay una falta de datos (e.g. segundos
de habla) y un tiempo de respuesta limitado. Además, las lenguas de origen y destino son

25
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diferentes, por lo que no se puede trivialmente trasladar el conocimiento de un modelo
que ha sido entrenado con datos de una lengua específica de salida para que genere audio
similar que presenta el hablante de origen en otro idioma.

Este tipo de situaciones, en las que es necesario que el modelo se adapte a clases de
datos que no han sido observadas durante el entrenamiento, es lo que se conoce común-
mente como problemas de aprendizaje zero-shot. Dado el contexto del TTS, trabajos como
[66], [67], [68] o [69] exploran este entorno con modelos capaces de adaptarse a hablantes
previamente no vistos con pocos segundos de audio.

A continuación se presentan una serie de modificaciones al modelo inicial descrito en
el capítulo 3, de forma que se expande para poder hacer una adaptación zero-shot a locu-
tores no vistos a partir de un audio de referencia que contiene unos pocos segundos de
habla. Esta estructura ha sido propuesta por el MLLP en [1] y [52]. El modelo resultante
después de las modificaciones está ilustrado en la figura 4.1.

4.2 Mejoras al modelo inicial

Figura 4.1: Esquema del modelo acústico resultante tras las mejoras para la adaptación zero-shot.
Adaptado de [1] y [52].

4.2.1. Conformer

Aunque el modelo acústico del apartado 3.2.2 da buenos resultados, existen actual-
mente otras alternativas que consiguen mejores resultados en la construcción de modelos
de TTS end-to-end. El Conformer [70] es uno de estos modelos. Este tipo de modelo actúa
como una red Transformer, integrando parte de su arquitectura junto a componentes de
redes convolucionales. La idea principal es que, juntando estos dos tipos de modelos, se
logren captar a la vez los distintos niveles de correlación correspondientes a la entrada:
global mediante self-attention y local mediante las capas convolucionales.

Como una forma de mejorar nuestro modelo ante la dificultad añadida por la adap-
tación zero-shot, se ha decidido en el resto del trabajo utilizar el Conformer en el modelo
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Figura 4.2: Esquema del módulo Conformer modificado.

acústico, sustituyendo a la vez el codificador y decodificador por 6 bloques Conformer
en cada uno, modificados siguiendo las recomendaciones indicadas en [61].

La estructura de este bloque Conformer modificado se puede ver en la figura 4.2.
Consiste en 4 módulos: un módulo con una red prealimentada convolucional (convolutio-
nal feed-forward), un módulo convolucional unidimensional, un módulo de self-attention y
otro módulo que repite la red convolucional. De forma similar a un Transformer, en cada
módulo se normaliza su salida y se hace uso de una conexión residual [71].

4.2.2. Clonación de identidad de hablantes con modelos prentrenados

Trabajos como [68] o [69] plantean el uso de modelos prentrenados que actúan co-
mo codificadores que generan embeddings sobre la identidad de los hablantes y que se
pasan posteriormente al modelo principal. Los modelos son entrenados sobre corpus de
datos grandes y diversos en cantidad de hablantes, de forma de que se logre llegar a una
generalización del dominio principal para que luego ayude a estos a poder adaptarse a
nuevos dominios que sean similares.

Por ello, se ha decidido hacer uso de un modelo público prentrenado siguiendo este
tipo de estructura para añadirlo al modelo modificado de este capítulo. El modelo de co-
dificador que se ha utilizado se basa en la arquitectura presentada en [72]. En específico,
se hace uso de una versión 1 de esta [73] pensada para conseguir el máximo rendimiento.
Los autores se refieren a esta implementación como H/ASP, y consiste en una variación
de una red neuronal residual (ResNet) [71] de 34 capas, entrenada sobre el corpus de
datos VoxCeleb [74] [75].

1Implementación de código abierto de los autores: https://github.com/clovaai/voxceleb_trainer

https://github.com/clovaai/voxceleb_trainer
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4.3 Entrenamiento y verificación del modelo mejorado

A continuación se presenta el entrenamiento sobre el modelo modificado de este ca-
pítulo, por un lado, con el fin de construir un modelo de TTS en castellano con la capa-
cidad de realizar adaptación zero-shot a locutores no vistos, y por otro, para su posterior
comparación con un modelo entrenado sobre un mismo corpus de datos, pero bajo una
configuración de Transfer Learning, concepto que se trata en el próximo capítulo.

En este caso, se ha hecho uso del corpus DeX-TTS [76], que viene derivado del plan
Docència en Xarxa de la UPV. Este tiene el objetivo de incentivar la elaboración de ma-
teriales educativos reutilizables en formato digital y mejorar el rendimiento académico
de los estudiantes del centro. El corpus fue creado por el grupo MLLP junto al ASIC
(UPV) durante los cursos académicos 2016-17 y 2017-18. En total, el corpus comprende
59 horas de habla multilingüe, con 47.000 frases pronunciadas por 98 participantes del
ámbito académico. Los audios se clasifican según la lengua contenida en estos, donde
se distingue español (61 %), catalán (15 %) e inglés (24 %). Cabe indicar que se tiene en
cuenta el número de lenguas habladas por los participantes, distinguiéndose entre casos
monolingües (35 %), bilingües (42 %) o trilingües (23 %).

El entrenamiento sigue el mismo esquema presentado en el capítulo 3, diferencián-
dose en el uso de una GPU Nvidia RTX 3090 para el entrenamiento del modelo acústico
y vocoder por restricciones de memoria GPU, ya que el modelo Conformer no cabe en
una GPU de 11GB como es la GPU Nvidia GTX 2080Ti. Esto resulta en un total de ∼142
horas de entrenamiento. El número de iteraciones y tamaño de batch escogidos para cada
componente del modelo modificado se muestra en la tabla 4.1. La evaluación completa
de la calidad del modelo resultante se trata en el próximo capítulo.

Tabla 4.1: Número de iteraciones y tamaño de batch para el entrenamiento de cada componente
del modelo modificado.

Núm. de iteraciones Tamaño de batch

Alineador 100k 64
Modelo acústico 500k 8
Vocoder 800k 0k-100k: 48

100k-800k: 24



CAPÍTULO 5

Transfer Learning y evaluación de
modelos

En este capítulo se presenta el concepto de Transfer Learning y se plantea un mecanis-
mo que facilita el entrenamiento de los sistemas de TTS en múltiples idiomas. Se presenta
una evaluación detallada de un modelo entrenado bajo esta nueva configuración en com-
paración con el modelo entrenado en el capítulo 4 para determinar la calidad resultante
del habla generada. Además, a partir de los resultados, se entrena este nuevo modelo
basado en Transfer Learning sobre un corpus en alemán para demostrar la adaptabilidad
de esta arquitectura a diferentes entornos.

5.1 Transfer Learning

Como se ha comentado brevemente en el apartado 4.1, en muchos casos no es factible
la recopilación de datos de entrenamiento suficientes sobre un dominio específico, ya sea
por su coste computacional, temporal o al no tener acceso a estos datos.

Debido a esto, durante los últimos años se ha popularizado el uso del aprendizaje
por transferencia o Transfer Learning1 como solución a este problema. Este tiene como
objetivo aprovechar el conocimiento de un modelo sobre un dominio para transferir sus
conocimientos sobre este a otro dominio relacionado [77]. El método de clonación de voz
del apartado 4.2.2 puede verse como un caso particular de Transfer Learning.

En la sección 4.3 se ha planteado el entrenamiento desde cero de un modelo de TTS
para cada vez que se utilizase un corpus con un nuevo idioma, pero este método sería
costoso a medida que se aumentase el número de idiomas. En este caso, para conseguir
un sistema robusto y adaptable de TTS, el Transfer Learning ofrece una solución eficaz.

Por esta razón, a continuación se propone el entrenamiento de un modelo generalista
de TTS capaz de ser afinado a distintos idiomas mediante el entrenamiento adicional
sobre el corpus correspondiente y su posterior evaluación respecto el modelo entrenado
en el capítulo 4.

1Ocasionalmente en la literatura el término fine-tuning es usado para referirse a Transfer Learning. Esto
puede llevar a confusión, ya que el término fine-tuning también es utilizado para referirse a la exploración
de los hiperparámetros de un modelo para mejorar su rendimiento. En este trabajo el término fine-tuning se
ha utilizado para referirse al proceso de entrenamiento adicional que se ha utilizado en este capítulo.
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5.2 Entrenamiento mediante Transfer Learning

Para el entrenamiento del modelo de TTS generalista, se hace uso del mismo modelo
explicado en el capítulo 4, empleándose en este caso un corpus con un tamaño compara-
tivamente mayor, LibriTTS [78].

Este corpus de varios hablantes incluye aproximadamente 585 horas de habla en in-
glés. Los audios están a una frecuencia de muestreo de 24kHz y en total hay 2.456 ha-
blantes distintos. Los contenidos derivan de los materiales originales del corpus de ASR
LibriSpeech [79], adaptados para la investigación de TTS. De forma similar a LJ Speech,
actualmente LibriTTS es una de las opciones más populares en la evaluación de modelos
multi-speaker de TTS, y es por esta razón por la que se ha seleccionado.

El entrenamiento hace uso del mismo hardware que en el modelo del capítulo 4, divi-
diéndose el entrenamiento entre una GPU Nvidia GTX 2080Ti para el preprocesamiento
y alineador externo y una GPU Nvidia RTX 3090 para el modelo acústico y vocoder. El nú-
mero de iteraciones y tamaño de batch escogidos para cada componente de este modelo
generalista se muestra en la tabla 5.1.

En total, el entrenamiento de este modelo generalista resulta en un tiempo total de
∼251 horas. Partiendo de este, se realiza fine-tuning del modelo, entrenándose adicional-
mente sobre el ya mencionado corpus DeX-TTS con un tiempo adicional de entrenamien-
to de∼13 horas. A partir de este y con el interés de evaluar la importancia del número de
iteraciones en este proceso de fine-tuning, se guardan dos modelos, siendo uno de ellos
con un nivel reducido de iteraciones, LibriTTS + FT DeX-TTS 10k, y otro al final del
entrenamiento, LibriTTS + FT DeX-TTS 50k.

Tabla 5.1: Número de iteraciones y tamaño de batch para el entrenamiento de cada componente
del modelo generalista con Transfer Learning en LibriTTS. Las iteraciones donde se realiza fine-

tuning sobre DeX-TTS están indicadas mediante FT.

Núm. de iteraciones Tamaño de batch

Alineador 250k 64
Modelo acústico 500k + 50k FT 8
Vocoder 800k + 50k FT 0k-100k: 48

100k-850k: 24

5.3 Evaluación de sistemas de TTS en español

Para evaluar la efectividad del Transfer Learning, se va a comparar el modelo entrena-
do en DeX-TTS del capítulo 4, que no hace uso de esta técnica, respecto los dos modelos
de Transfer Learning entrenados sobre el mismo corpus del apartado anterior, LibriTTS +
FT DeX-TTS 10k y LibriTTS + FT DeX-TTS 50k. Para ello se ha realizado un estudio en
profundidad que mide la calidad del TTS obtenido por estos modelos, dividiéndose en
dos aspectos principales a estudiar:

Naturalidad: Incluye la calidad de sonido y prosodia del habla generada.

Clonación de hablantes: Mide la adaptación zero-shot de los modelos para replicar
la identidad y características de hablantes que previamente no se han visto durante
el entrenamiento.
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Recordando el apartado 2.2.3 y las cualidades que caracterizan la evaluación de siste-
mas de TTS, estas dos características se han decidido evaluar con una evaluación subjeti-
va de la ya mencionada métrica del MOS [37] [38].

Para la evaluación, se ha hecho uso de audios en castellano del corpus de datos Mul-
tilingual TEDx [80]. Se han seleccionado de forma arbitraria 10 fragmentos de audio de
no más de 30 segundos, correspondiendo cada uno de estos con un único locutor (5 hom-
bres y 5 mujeres). A partir de estos audios, se ha definido un conjunto de test de 20 frases,
seleccionando aleatoriamente 3 de estas por locutor y generándose los audios correspon-
dientes por cada modelo a evaluar, resultando en un total de 90 muestras de audio 2 (30
por cada modelo).

A partir de estas muestras, primero se ha definido el conjunto de test para evaluar la
naturalidad de los modelos, cogiendo las 90 muestras y añadiendo 10 audios extraídos de
DeX-TTS como muestras de control, resultando en 100 muestras a ser evaluadas por cada
participante. Respecto a la clonación de voz de locutores no vistos de los modelos, se han
escogido 30 muestras del total, correspondiendo cada una con una combinación única
entre locutor y modelo, que en la evaluación forman pares junto al audio de referencia
que ha servido para generar el audio sintetizado y del que se está intentando copiar sus
características.

Un total de 13 expertos en el procesamiento de lenguajes naturales y hablantes nativos
de castellano han participado en la evaluación subjetiva de los modelos. Los resultados
de cada aspecto de los modelos se ilustran en las tablas 5.2 y 5.3 respectivamente.

Tabla 5.2: MOS de la naturalidad de los modelos con un intervalo de confianza del 95 %.

MOS naturalidad Muestras evaluadas

DeX-TTS (Cap.4) 4.15 ± 0.09 390
LibriTTS + FT DeX-TTS 10k 3.66 ± 0.10 390
LibriTTS + FT DeX-TTS 50k 4.07 ± 0.08 390
Muestras de control 4.94 ± 0.05 130

Tabla 5.3: MOS de la clonación de voz de locutores no vistos de los modelos con un intervalo de
confianza del 95 %.

MOS clonación Muestras evaluadas

DeX-TTS (Cap.4) 3.15 ± 0.17 130
LibriTTS + FT DeX-TTS 10k 3.05 ± 0.17 130
LibriTTS + FT DeX-TTS 50k 3.24 ± 0.16 130

Observándose la tabla 5.2, podemos ver cómo los modelos han recibido una evalua-
ción positiva respecto a su naturalidad, siendo el modelo sin fine-tuning y el modelo fine-
tuned con un mayor número de iteraciones los que han obtenido mejores resultados. Aun-
que en la tabla 5.3 podemos ver que los modelos en general pueden clonar la identidad de
hablantes, se puede observar como los 3 modelos descritos han obtenido unos resultados
muy similares, existiendo todavía un margen considerable de mejora.

A partir de estos resultados, podemos analizar y extraer una serie de ideas clave de
estos modelos. Respecto al fine-tuning se ha confirmado que, en línea con los trabajos
en esta área, este sirve como una alternativa viable para entrenar modelos desde cero
que obtengan una calidad comparable a aquellos que no hacen uso de esta técnica. Por

2Se ha asegurado que todas las frases del conjunto de test aparecían al menos una vez.
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otra parte, se ha observado la importancia en esta técnica del número de iteraciones de
entrenamiento, y en este caso, cómo puede influir de forma significativa en los resultados
obtenidos para cada dominio que se quiere evaluar.

También, a partir de los resultados, se ha observado que no se ha conseguido mejorar
de forma significativa la capacidad de adaptación zero-shot a locutores no vistos a través
del mecanismo de Transfer Learning.

Asimismo se ha visto, que aunque para el uso del Transfer Learning es necesario el
entrenamiento de un modelo generalista, el uso de fine-tuning reduce el tiempo total de
entrenamiento si se quiere construir un sistema de TTS formado por múltiples modelos
monolingües.
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Figura 5.1: Tiempos de entrenamiento de un hipotético sistema de TTS formado por múltiples
modelos monolingües a partir de los tiempos resultantes de los modelos entrenados en DeX-TTS.

Este hecho se puede visualizar fácilmente para nuestro caso en la figura 5.1. El tiempo
total de entrenamiento de nuestros modelos DeX-TTS con fine-tuning es de ∼264 horas,
mientras que el del modelo Dex-TTS base del capítulo 4 es de ∼142 horas. Si se desea
hacer uso de un modelo adicional en otro idioma, en el caso de entrenar sobre un corpus
similar al tamaño de DeX-TTS, nuestro enfoque de Transfer Learning añadiría ∼13 horas
adicionales de fine-tuning al total, resultando en ∼277 horas. El enfoque desde cero, en
este caso, tardaría más, sobre unas ∼284 horas. Esta diferencia no hace más que aumen-
tar a medida que se necesita un mayor número de modelos en diferentes idiomas. Por
ejemplo, si queremos un sistema de TTS capaz de generar audio en 10 idiomas diferen-
tes, el enfoque de Transfer Learning daría un tiempo total de ∼381 horas, mientras que el
enfoque desde cero alcanzaría las ∼1420 horas.

5.4 Evaluación de un sistema de TTS en alemán

Para completar la evaluación del Transfer Learning y cómo este puede utilizarse para
crear con facilidad sistemas de TTS en múltiples idiomas, se ha realizado fine-tuning sobre
el modelo planteado en este capítulo siguiendo el mismo esquema de los dos últimos
apartados y entrenándose esta vez sobre el corpus de datos de habla de alemán HUI-
Audio-Corpus-German [81]. Este forma parte del dominio público y consta de más de
326 horas de fragmentos de audio. Está pensado al mismo tiempo para su utilización
en modelos de un solo hablante o varios, tomando cinco hablantes con 32 a 96 horas de
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audio cada uno para construir modelos single-speaker, así como 97 horas de audio de 117
hablantes adicionales para modelos multi-speaker como es nuestro caso.

Para este modelo se ha elegido el mismo número de iteraciones y tamaño de batch
que se indican en la tabla 5.1, exceptuando para el alineador, en cuyo caso se han elegido
100.000 iteraciones. El proceso de fine-tuning en este modelo ha durado un total de ∼24
horas.

Debido a la dificultad de encontrar expertos con conocimientos nativos de alemán, se
ha optado por realizar una evaluación informal con 2 hablantes no nativos del lengua-
je. Teniendo en cuenta los resultados obtenidos en el anterior apartado sobre el modelo
LibriTTS + FT DeX-TTS 50k se les ha pedido que evalúen la naturalidad del modelo
entrenado LibriTTS + FT HUI-German 50k con 20 audios generados, correspondiendo
cada mitad a un locutor y a una locutora.

Según los participantes, la calidad obtenida es buena, y en algunos casos, se ha llega-
do a confundir si la voz que se estaba escuchando era sintética o correspondía con la de
un ser humano. Aun así, se han detectado en algunos casos ligeros errores en la prosodia
respecto a las pausas naturales entre palabras.





CAPÍTULO 6

Conclusiones

En este capítulo se recogen y resumen todas las tareas realizadas por el autor en es-
te trabajo en colaboración con el MLLP tal y como se ha mencionado en la sección 1.2,
así como las conclusiones y reflexiones sobre los objetivos propuestos en la sección 1.3.
Además, se comentan ideas que podrían desarrollarse en el futuro para expandir las pro-
puestas en este trabajo.

El primero de los objetivos planteados se ha tratado a lo largo de todo el trabajo.
En el capítulo 2 se ha presentado una visión general del aprendizaje automático y se han
explicado las aplicaciones de esta rama en la síntesis del habla, tratándose distintas arqui-
tecturas de redes neuronales dentro del campo del procesamiento del lenguaje natural.
Asimismo, en el capítulo 3 se ha profundizado sobre las últimas tendencias en la síntesis
del habla mediante la investigación de modelos neuronales no autorregresivos y en el
capítulo 4 a través de las técnicas necesarias para adaptar el TTS a múltiples hablantes y
casos no vistos.

Respecto al segundo objetivo, este ha sido abordado a través de la iteración progresiva
de un modelo de TTS que incluyese los últimos avances de la síntesis de habla y lograse
resultados competitivos. En el capítulo 3 el autor se ha familiarizado con las herramien-
tas facilitadas para el entrenamiento de modelos de TTS modernos, proponiéndose un
modelo base que se ha utilizado para generar un sistema en inglés mediante LJ Speech.
Este se ha ampliado en el capítulo 4 introduciendo la capacidad de clonar las caracterís-
ticas de hablantes no vistos. Esto ha servido para entrenar un modelo en castellano sobre
Dex-TTS que, a su vez, se ha visto expandido en el capítulo 5 mediante el uso de modelos
prentrenados con LibriSpeech y Transfer Learning para facilitar la creación de un sistema
de TTS en múltiples idiomas. Adicionalmente en este último capítulo se ha hecho uso
de HUI-Audio-Corpus-German para crear un sistema de TTS en alemán y demostrar la
efectividad del modelo final de Transfer Learning para adaptarse a múltiples idiomas.

Cumpliendo el tercer objetivo, se ha llevado a cabo una evaluación subjetiva de los
modelos propuestos, destacando las que se han descrito en el capítulo 5 para medir la
efectividad del Transfer Learning. Se ha demostrado cómo esta técnica es una alternativa
eficaz en la creación de sistemas de TTS multilingües. Se ha conseguido un sistema de
síntesis del habla de alta calidad similar a la obtenida en modelos entrenados desde cero,
pero de manera más rápida y eficiente.

Este trabajo ha servido como una primera aproximación del autor al TTS, pero se pre-
tende expandir en investigaciones futuras en colaboración con el MLLP. Se han identifi-
cado múltiples vías de mejora para ampliar las capacidades de los modelos propuestos.
Si bien la naturalidad y eficacia de los modelos neuronales de TTS aumentará a medida
que aparezcan modelos y algoritmos más potentes en el futuro, existe un claro interés en
mejorar la adaptación zero-shot de hablantes. En este caso, se prestará atención a la explo-
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ración de nuevas arquitecturas que mejoren la clonación de la identidad de hablantes y
que además, permitan que este proceso pueda extraer características de un hablante cuyo
lenguaje nativo no corresponda con el de salida del modelo.
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ANEXO

OBJETIVOS DE DESARROLLO SOSTENIBLE

Grado de relación del trabajo con los Objetivos de Desarrollo Sostenible (ODS).

Objetivos de Desarrollo Sostenible Alto Medio Bajo No

procede

ODS 1. Fin de la pobreza. X

ODS 2. Hambre cero. X

ODS 3. Salud y bienestar. X

ODS 4. Educación de calidad. X

ODS 5. Igualdad de género. X

ODS 6. Agua limpia y saneamiento. X

ODS 7. Enerǵıa asequible y no contaminante. X

ODS 8. Trabajo decente y crecimiento económico. X

ODS 9. Industria, innovación e infraestructuras. X

ODS 10. Reducción de las desigualdades. X

ODS 11. Ciudades y comunidades sostenibles. X

ODS 12. Producción y consumo responsables. X

ODS 13. Acción por el clima. X

ODS 14. Vida submarina. X

ODS 15. Vida de ecosistemas terrestres. X

ODS 16. Paz, justicia e instituciones sólidas. X

ODS 17. Alianzas para lograr objetivos. X
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Reflexión sobre la relación del TFG con los ODS más relacionados.

Es muy importante analizar la contribución que se hace cuando se realizan trabajos cient́ıficos
y las mejoras que se pretenden alcanzar con estos.

A partir de los Objetivos de Desarrollo Sostenibles elaborados por la ONU en el marco de la
Agenda 2030 (aprobados en 2015), se han relacionado los siguientes como los más relevantes
respecto a los objetivos del proyecto:

• Educación de calidad (ODS 4): La śıntesis de voz es una herramienta poderosa para
la mejora de la calidad educativa. El MLLP ha aplicado esta tecnoloǵıa a escenarios reales
para el ámbito educativo como en el proyecto transLectures para el subtitulado de videos
educativos. Este ODS está estrechamente relacionado con este TFG, dado que el trabajo
de investigación desarrollado por el MLLP ha sido implementado en este proyecto. En
el futuro se tiene pensado continuar integrando esta tecnoloǵıa, haciéndola disponible al
público educativo general y mejorando sus capacidades.

• Industria, innovación e infraestructuras (ODS 9): En el trabajo se trata el apren-
dizaje automático, que con los recientes avances se ha establecido como una de las áreas
ĺıderes en innovación tecnológica, recibiendo multitud de usos en la industria y en el d́ıa
a d́ıa. Desde los últimos años, el interés de esta área no hace más que aumentar a medida
que siguen apareciendo más y más aplicaciones que integran esta tecnoloǵıa en su flujo de
trabajo diario.

• Reducción de las desigualdades (ODS 10): El uso de modelos de śıntesis de voz
neuronal en este trabajo tiene un especial interés para crear sistemas que logren romper
las barreras lingǘısticas y de comunicación. La śıntesis de voz integrada junto a otras tec-
noloǵıas del procesamiento natural del lenguaje como el ASR o el MT forman herramientas
muy poderosas que nos sirven para ayudarnos a comunicarnos mejor.

Además de estos, se ha identificado que los ODS de Salud y bienestar (ODS 3), Trabajo
decente y crecimiento económico (ODS 8) y Alianzas para lograr objetivos (ODS
17) también pueden aplicarse a este trabajo. Respecto al ODS 3, aunque no se ha tratado
directamente en el trabajo, el uso de la śıntesis del habla puede extenderse fácilmente para
ayudar a personas con impedimentos del habla o facilitar el acceso a servicios sanitarios o del
bienestar a individuos que no dominen la lengua oficial del páıs en el que se encuentran. En el
caso del ODS 8, el uso de la śıntesis de voz también puede facilitar el crecimiento económico
agilizando la comunicación y cooperación en el ámbito laboral de equipos con miembros en
distintos páıses, junto con otras herramientas mencionadas anteriormente como el ASR o el
MT. Por último, en relación con el ODS 17, la śıntesis de habla puede facilitar la comunicación
dentro de las instituciones y entre diferentes entidades. Además su aplicación puede ayudar a
la comunicación en entornos gubernamentales internacionales.

Respecto al resto de ODS se ha considerado que no proceden, dado que o bien no están rela-
cionados con el área de investigación de este trabajo, o bien el uso de la tecnoloǵıa propuesta
no ha podido extenderse para cubrirlos.
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