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Resum

El modelat acústic és una tasca de processament del llenguatge natural molt activa en
intel.ligència arti�cial, particularment per a reconeixement automàtic de la parla. Recent-
ment, aquesta tasca ha rebut gran atenció per part de grans companyies tecnològiques
gràcies a les millores de rendiment obtingudes mitjançant la incorporació de tècniques
avançades d'aprenentatge automàtic. Un dels principals motius que explica aquesta gran
atenció és l'enorme creixement de plataformes de difusió de continguts audiovisuals en
�streaming� i videoconferència. En aquest context, un aspecte molt important del modelat
acústic és la seua integració en sistemes de reconeixement de la parla en directe, ja que no
es pot aplicar de la mateixa manera a com es fa en el cas de la parla en diferit. En aquest
treball es proposa estudiar i implementar sistemes avançats de modelat acústic per a re-
coneixement automàtic de la parla en directe. El resultant model acústic, combinat amb
un model de llenguatge desenvolupat per investigadors del grup MLLP-VRAIN, donarà
lloc a un sistema ASR híbrid que donarà servei al Conseil Européen pour la Recherche
Nucléaire (CERN). Per tal de dur a terme el treball, es farà ús de dades, tecnologia i
experiència del grup MLLP del VRAIN, adquirits en el marc de projectes de recerca i
transferència tecnològica desenvolupats en els últims anys.

Paraules clau: Reconeixement Automàtic de la Parla; Intell.ligència Arti�cial; Modelat
Acústic; Aprenentatge Automàtic; Streaming.

Abstract

Acoustic modeling is a very active natural language processing task in arti�cial intelligen-
ce, particularly for automatic speech recognition. Recently, this task has received much
attention from major technology companies due to the performance improvements obtai-
ned by incorporating advanced machine learning techniques. One of the main reasons
for this attention is the huge growth of streaming platforms for audiovisual content and
videoconferencing. In this context, a very important aspect of acoustic modeling is its
integration into live speech recognition systems, as it cannot be performed in the same
way as in the case of o�ine speech recognition. In this work it is proposed to study and
implement advanced acoustic modeling systems for automatic recognition of live speech.
The resulting acoustic model, combined with a language model developed by researchers
from the MLLP-VRAIN group, will result in a hybrid ASR system serving CERN. In or-
der to carry out the work, data, technology and experience from the VRAIN MLLP group
will be used, acquired within the framework of research and technological transfer projects
developed in recent years.

Keywords: Automatic Speech Recognition; Arti�cial Intelligence; Acoustic Model, Mac-
hine Learning; Streaming.
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1 Introducció

1.1 Motivació

El reconeixement automàtic de la parla, (Automatic Speech Recognition, ASR), és un
camp multidisciplinari de la ciència i lingüística computacional que ens permet obtenir
la transcripció de la parla humana present en una senyal acústica. Gràcies a la capaci-
tat de realitzar aquesta tasca de manera inde�nida i sense pausa, junt amb les millores
tecnològiques i a les idees innovadores en termes d'intel.ligència arti�cial, aquesta branca
ha augmentat l'interés per part de la indústria i del personal investigador, fent d'aquesta,
una de les disciplines més populars hui dia. De fet, des de fa un temps �ns ara, les presta-
cions dels sistemes ASR han augmentat notòriament, tenint una taxa d'error cada vegada
menor, que, en certes tasques, com per exemple la transcripció de debats parlamentaris
(Europarl-ASR [11]) o audiollibres (LibriSpeech [52]), és equiparable a l'error humà [19].

L'ASR ha estat rebent molta atracció aquests anys, sobretot en el camp de la generació de
transcripcions de vídeo i àudio, en diferit (o�-line) i en temps real (streaming). L'actual
crisi ocasionada per la COVID-19 va fer que tot el món passara a treballar i estudiar
de forma telemàtica, moment en el qual, aquestes ferramentes, van ser de gran ajuda
per a transcriure repositoris multimèdia de tota mena (acadèmic, cientí�c, polític...) i la
subtitulació en temps real en plataformes de videoconferència, com Zoom o Teams, que
d'altra manera no haguera sigut possible amb tan poc marge temporal.

També resulta molt interessant el camp de l'Internet de les Coses (IoT), ja que, a causa
de la normalització dels assistents de veu, com Alexa (Amazon)1, Cortana (Microsoft)2,
Google Assistant (Google)3 o Siri (Apple)4, podem automatitzar diferents tasques de la
nostra vida diària, inclús de la nostra casa o, especí�cament, millorar la qualitat de vida
de persones amb alguna discapacitat motora, lingüística o cognitiva, on és necessària una
correcta comprensió de les ordres donades i, per tant, un entrenament de les eines inclusiu
[28]. Addicionalment en altres camps, com el de la navegació terrestre, naval o aèria, on

1https://developer.amazon.com/es-ES/alexa
2https://www.microsoft.com/es-es/
3https://assistant.google.com/intl/es_es/
4https://www.apple.com/es/siri/

1
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1. Introducció 2

permeten fer operacions mentre es manipulen diferents controls i minimitzar els possibles
accidents o problemes generats per falta d'atenció.

El grup d'investigació Machine Learning and Language Processing5 (MLLP), integrat a
l'Institut Valencià d'Investigació en Intel.ligència Arti�cial6 (VRAIN) de la UPV, porta
des de 2014 realitzant projectes de diferents àmbits i investigant al camp del reconeixement
automàtic de la parla. L'any 2017, en el marc del projecte EMMA [12], va desenvolupar
un sistema ASR de la llengua francesa.

Recentment, l'MLLP-VRAIN va guanyar una licitació del Conseil Européen pour la Rec-
herche Nucléaire7 (CERN), per a la provisió de serveis de subtitulació automàtica multilin-
güe, en temps real (streaming) i en diferit, en les llengües o�cials al centre d'investigació:
l'anglés i el francés. Pel fet que el sistema ASR francés del qual disposa el grup ha quedat
obsolet a nivell tecnològic pel pas del temps, i especialment, pel fet que aquest no permet
treballar en streaming, el propòsit i motivació principal d'aquest treball ha sigut construir
i avaluar un nou sistema d'streaming-ASR de la llengua francesa amb tecnologia híbri-
da d'avantguarda. Donada la complexitat dels sistemes ASR híbrids actuals, el present
treball s'ha limitat al desenvolupament, optimització, avaluació i integració dels models
acústics que formen part del sistema �nal. Aquest serà, �nalment, desplegat en producció,
donant servei tant al CERN, com al repositori Media[UPV]8, el repositori institucional de
la UPV.

1.2 Objectius

Els principals objectius d'aquest treball són els següents:

� Comprendre els conceptes teòrics necessaris per a desenvolupar sistemes ASR.

� Aplicar conceptes generals d'avantguarda relacionats amb l'entrenament d'un sistema
ASR d'aplicació real.

� Emprar ferramentes software avançades per a desenvolupar i entrenar un sistema
ASR punter.

� Optimitzar els paràmetres dels sistemes ASR per adaptar-los a una tasca o domini
concret.

� Avaluar les prestacions dels sistemes ASR desenvolupats.

� Comparar el rendiment d'aquests sistemes amb el sistema equivalent de l'any 2017
per esclarir el paper de les millores tecnològiques.

5https://mllp.upv.es
6https://vrain.upv.es
7https://cern.ch
8https://media.upv.es

https://mllp.upv.es
https://vrain.upv.es
https://cern.ch
https://media.upv.es


1. Introducció 3

1.3 Estructura del document

Aquest document està dividit en sis capítols:

� Capítol 1, on s'explica la motivació per a crear un sistema ASR i els objectius d'aquest
treball, així com l'estructura del document.

� Capítol 2, que proporciona a la lectora els coneixements teòrics i tecnològics previs
necessaris per entendre el treball realitzat.

� Capítol 3, on s'explica pas a pas, i de manera conceptual, el procés d'entrenament
de models acústics híbrids.

� Capítol 4, que presenta i descriu els conjunts de dades de text i parla transcri-
ta emprats en aquest treball per entrenar, optimitzar i avaluar els models acústics
desenvolupats i els sistemes ASR que se'n deriven.

� Capítol 5, on es detallen tots els passos que han conduït a la construcció i optimització
dels diferents sistemes ASR híbrids proposats, juntament amb la seva con�guració
experimental i els resultats d'avaluació.

� Capítol 6, que �nalitza proporcionant un resum del treball realitzat, les principals
conclusions que ens ha fet arribar, i les possibles línies de treball futur.

�����������������������



2 Fonaments del reconeixement
automàtic de la parla

Aquest capítol proporciona els coneixements teòrics necessaris per entendre el treball
realitzat. S'estructura de la següent manera: primer, la Secció 2.1 de�neix els conceptes
i les bases matemàtiques del reconeixement de formes. Després, la Secció 2.2 dona unes
nocions bàsiques sobre l'aprenentatge automàtic, així com els principals reptes i algunes
tècniques utilitzades. A continuació, la Secció 2.3 explica les diferents arquitectures de
xarxes neuronals que solen gastar-se en el desenvolupament de sistemes híbrids d'ASR.
Finalment, la Secció 2.4 detalla el desenvolupament d'un sistema ASR híbrid i dels seus
components, així com la forma d'avaluar-los.

2.1 Reconeixement de formes

El Reconeixement de Formes (Pattern Recognition) és una aproximació a la classi�cació
de dades que, de forma automàtica i mitjançant algorismes, pretén extraure la informació
que permeta establir propietats o característiques amb les que classi�car aquestes dades.
En aquest context, trobem tres conceptes bàsics:

� Classe: aquest concepte representa a un grup de dades que comparteixen caracterís-
tiques similars. Un exemple clàssic de reconeixement de formes és el de dues classes
diferents en les quals podem classi�car un correu electrònic: spam i no-spam, que
indiquen, respectivament, si el contingut d'un missatge es o no considerat spam per
a l'usuari.

� Objecte: un objecte es una instància d'una classe, que típicament fa referència a un
vector x ∈ RD, que representa un conjunt de característiques mesurables, extretes
de l'objecte en qüestió, i D el número de característiques considerades, que de�neix
la dimensionalitat del problema. Un exemple clàssic és el de classi�car �ors de la
família Iris en tres classes: setosa, versicolor i virgínica, on, per exemple, s'usen
les dimensions (altura i amplària) dels pètals i dels sèpals com a característiques.
D'aquesta manera treballem en un espai 4-dimensional, amb objectes representats per

4



2. Fonaments del reconeixement automàtic de la parla 5

quatre dimensions: altura del pètal, amplària del pètal, altura del sèpal, i amplària
del sèpal.

� Classi�cació: classi�car un objecte consisteix en seleccionar la classe a la qual tinga
major probabilitat de pertànyer d'acord amb una regla de decisió. Aquesta regla
apareix a l'aplicar una funció f : x → c ∈ C, on x és l'objecte a classi�car, c és
l'etiqueta de classe assignada a l'objecte x segons f , i C és el set de classes del
problema.

S'ha mencionat en diverses ocasions el vector de característiques, aquell que conté la
informació que representa a un objecte. La tasca d'establir aquests vectors s'anomena
extracció de característiques, i és un dels passos inicials. Aquest processat per al cas del
reconeixement automàtic de la parla està degudament explicat en la Secció 2.4.2.

Quan es parla de classi�cació estadística, la funció que proporciona informació per decidir
a quina classe c pertany un objecte x és un model probabilístic P (c|x). Aquesta funció
està relacionada amb el teorema de Bayes:

P (c | x) =
P (x | c)P (c)

P (x)
(2.1)

Aplicant aquesta fórmula podem conéixer a quina classe c té més probabilitats de pertà-
nyer un objecte x. A aquesta classe, que maximitza la probabilitat �a posteriori� de la
classe P (c | x), se la denota com ĉ:

ĉ = argmax
c∈C

P (c | x) = argmax
c∈C

P (x | c)P (c)

P (x)
(2.2)

Donat que P (x) és constant per a tota classe c ∈ C, podem simpli�car l'equació d'aquesta
manera:

ĉ = argmax
c∈C

P (x | c)P (c) (2.3)

D'aquesta manera i, en funció de la tasca de Pattern Recognition a desenvolupar, es
pot optar per modelar directament P (c|x), o bé per modelar separadament P (x | c) i
P (c). Les tècniques que s'usen per modelar cadascuna d'eixes probabilitats dependran
igualment del tipus de tasca.
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2.2 Aprenentatge automàtic

L'aprenentatge automàtic (Machine Learning), és el camp de la intel.lència arti�cial que
es dedica a l'estudi i desenvolupament d'algorismes i tècniques amb la capacitat de gene-
ralitzar un tipus de problema i aprendre a resoldre'l de forma autònoma. Generalitzar
és, en aquest context, tindre la capacitat d'actuar de manera adequada davant de dades
noves, que no s'han presentat prèviament. Per tant, podem dir que l'aprenentatge auto-
màtic és l'àrea que s'encarrega d'estudiar la millor manera de parametritzar i d'aproximar
models probabilístics de l'equació 2.3.

Una de�nició de què és �aprendre� en aquest camp li la devem a Tom Mitchell[31]:
�Es diu que un programa pot aprendre d'una experiència E respecte a un conjunt de
tasques T i la mesura de rendiment P , si el seu rendiment a les tasques de T , mesurat
per P , millora amb l'experiència E�.

Podem classi�car aquestes tècniques i algorismes en tres grans branques o categories
bàsiques:

� Aprenentatge supervisat: aquesta tècnica intenta induir una funció f similar a
les vistes anteriorment, que assigna a cada valor d'entrada x, un valor d'eixida c,
basant-se en una col.lecció de parells d'exemples entrada-eixida. És a dir, donat
un conjunt d'N parells de mostres d'entrenament, (x1, c1), (x2, c2), . . . (xN , cN), on
cada parell ha sigut generat per una funció desconeguda cn = f(xn), el sistema
intenta descobrir, o generar, una funció f̂ que s'aproxime el màxim possible a la
funció f desconeguda. Per la seua naturalesa són emprades en tota mena de tasques
de regressió i classi�cació, on els valors d'eixida són numèrics o etiquetes de classe,
respectivament.

� Aprenentatge no supervisat: aconseguir su�cients quantitats de dades etiqueta-
des és, en moltes ocasions, una tasca molt costosa. L'aprenentatge no supervisat no
usa coneixement a priori1, tracta al conjunt de dades com a variables aleatòries i
extrau patrons ocults d'elles. Per tant, aquests algorismes tenen la capacitat d'iden-
ti�car característiques sense ajuda externa i, posteriorment, relacionar els objectes
per a classi�car-los, etiquetar-los i d'agrupar-los.

� Aprenentatge per reforç: la característica principal és que no aprén mitjançant un
conjunt de dades, el sistema aprén interaccionant amb l'entorn. El sistema controla
a un agent, que pot ser real o simulat, capaç d'interactuar amb el seu entorn, també
real o simulat. Quan l'agent realitza una acció se li recompensa amb un valor, que pot
ser positiu o negatiu, directament relacionat amb l'estat actual, que afegirà al retorn
(recompensa acumulada). L'algorisme intenta maximitzar el retorn. Açò comporta
l'aprenentatge de rutines i comportaments que permeten al sistema obtenir un gran
rendiment en la seua tasca.

Per a més informació sobre tècniques d'aprenentatge automàtic, es remet la lectora a [38].
1Coneixement que no prové de l'experiència, en el nostre cas és preassignat per un coneixement expert.
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La forma en què s'entrenen aquests sistemes, així com les dades emprades poden tindre
també una in�uència nefasta en el seu rendiment. Els principals reptes que aquestes
tècniques presenten són els següents:

� Sobreajustament (over�tting): l'objectiu de l'aprenentatge automàtic és gene-
ralitzar un problema d'acord amb unes dades d'entrenament. Hi ha determinades
tècniques que, si no s'ajusten amb cura, poden provocar l'efecte contrari: es �me-
moritza� el conjunt d'entrenament. És a dir, els paràmetres del sistema o model
entrenat s'ajusten tant acuradament a les dades d'entrenament que deixen de tin-
dre cap sentit fora del conjunt d'entrenament. D'aquesta manera el model comet
errors signi�catius al processar dades no vistes en entrenament, i no és útil per al
seu propòsit.

� Parcialitat (biaix algorítmic): quan s'entrena un model estadístic amb unes dades
que no representen correctament la població real (siga per falta de dades, per mala
elecció d'aquestes, o perquè són corruptes/errònies), determinats algorismes i models
aprenen a donar prioritat a unes classes sobre altres que no eren les esperades. Açò
pot donar lloc a molts problemes quan el sistema ha de tractar amb persones, ja que
pot presentar discriminació de gènere[8], raça[50] i inclús discriminació sexual[30].

A continuació s'exposen algunes tècniques que facilitaran la comprensió dels subsegüents
apartats.

2.2.1 Arbres de classi�cació

Els arbres de classi�cació i regressió (CART, Classi�cation and Regression Trees) són un
tipus d'algorisme que classi�ca les dades en un arbre de decisions mitjançant preguntes
tancades binàries (Sí/No). D'aquesta manera, després és molt senzill explorar-lo i obtenir
els conjunts de dades pertinents.

Durant la creació de l'arbre s'intenta que les particions siguen tan homogènies com siga
possible. Per a aconseguir-ho, s'avaluen les diferents preguntes possibles mitjançant la
impuresa de Gini, així la partició que tinga la impuresa més baixa serà l'elegida. La
divisió òptima es realitza de forma iterativa �ns a arribar a unes condicions concretes de
dades mínimes a la branca o una impuresa màxima.

Per a més informació sobre els algorismes CART, es recomana la lectura de [33, cap. 18.1].

2.2.2 Models de mixtures de Gaussianes

La clusterització de dades és una tècnica d'aprenentatge no supervisat molt comú a l'apre-
nentatge màquina (agrupacions) que intenta trobar conjunts de dades amb característiques
en comú.

Un model de mixtura de Gaussianes (GMM, Gaussian Mixture Model) és una funció
composada per K Gaussianes, on K típicament és el nombre de classes del problema, ja
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que cada component (Gaussiana) s'especialitza en explicar els objectes de la seua classe.
Cada Gaussiana, k, és una funció que conté els següents paràmetres:

� La mitjana, µk, que de�neix el seu centre.

� La variància, Σk, que de�neix la seua amplària.

� El pes, πk, que indica quantes dades estan associades a la Gaussiana sobre el total
(tant per un). Com que hi ha una gaussiana per a cada classe, tenim que

∑K
k=1 πk = 1.

Per a aconseguir que cada Gaussiana s'especialitze en una classe diferent es segueix l'al-
gorisme Expectation-Maximisation [10]:

1. Inicialització de les Gaussianes de forma aleatòria, o bé amb el resultat d'un agru-
pament per K-Means [20].

2. Fins a convergència de l'algorisme (no hi ha canvis en els agrupaments):

(1) Assignació de dades a cada Gaussiana per proximitat.

(2) Recalcular paràmetres de cada Gaussiana amb les noves dades assignades.

Per ampliar coneixements sobre les GMM es recomana a la lectora la lectura de [24,
Capítol 2.5].

2.3 Xarxes neuronals

Una xarxa neuronal, o xarxa neuronal arti�cial, és un conjunt d'estructures processadores
densament connectades. Les estructures reben el nom de neurones, estan dividides en
diferents capes i diem que estan densament connectades perquè cada neurona d'una capa
està connectada a totes les neurones de la capa següent. Una xarxa neuronal té com
a mínim tres capes diferents: una capa d'entrada rep les dades, una o múltiples capes
ocultes que realitzen diferents projeccions lineals i no lineals sobre les dades d'entrada
i càlculs interns parcials, i la capa d'eixida que retorna la informació processada, bé en
forma d'objecte (regressió), o bé en forma de predicció d'etiquetes de classe (classi�cació).

A les capes ocultes i a la d'eixida, cada neurona, realitza el processat seguint la següent
fórmula:

y(x,w) = f
( M∑

j=1

wjφj(x)
)

(2.4)

on f es la funció d'activació, que s'aplica al valor de retorn de la neurona, generalment
per introduir transformacions no lineals, wj són els paràmetres (pesos) que connecten la
neurona i-èsima amb les de la capa anterior, φj(x) és l'eixida de la capa anterior i M és
el nombre de neurones en la capa actual. Aquest model bàsic de xarxa neuronal, on la
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informació que genera una capa �ueix estrictament a la capa posterior, rep el nom de
xarxa neuronal profunda directa (FF-DNN). La �gura 2.1 mostra una possible estructura
de FF-DNN.

I1

ID

H1

H3

O

x1

xD

cH2

Figura 2.1: Exemple d'estructura d'una xarxa neuronal profunda directa de tres capes: una d'entrada, una
oculta i una d'eixida. Cada neurona nj està connectada amb totes les neurones de la capa posterior nj+1.

La funció d'activació, a més d'assignar un valor d'eixida en un rang, apareix per la ne-
cessitat d'usar les neurones de forma selectiva, activant les adequades i no actualitzant
altres, cosa que permet treballar amb dades no separables linealment.

A continuació es presenten algunes funcions d'activació interessants, així com una petita
descripció de cada una:

� Sigmoid: es de�neix com f(x) = 1
1+e−x

. És senzilla i té un cost temporal baix; el
problema més gros és que la derivada genera ràpidament pèrdua d'informació, el que
es coneix com a problema d'esvaïment de gradient, que no permet a les primeres capes
de la xarxa aprendre informació important quan es fa la retropropagació (explicada
adequadament a continuació).

� Tangent hiperbòlica: s'expressa com f = ex−e−x
ex+e−x

, sent el seu rang d'eixida [−1, 1]. És
típicament preferida sobre la funció Sigmoid, però no resol el problema d'esvaïment
de gradient.

� ReLu (Recti�ed Linear Unit): aquesta funció extremadament simple, f(x) = max(0, x),
activa les neurones únicament per a valors d'entrada positius. A més, aconsegueix
resoldre el problema d'esvaïment de gradient.

� Softmax: f(x) = ex∑
i e
xi

. Permet interpretar els valors d'eixida de la capa sobre
la que s'aplica com una distribució de probabilitat. S'aplica típicament en la capa
d'eixida en tasques de classi�cació.

La retropropagació (backpropagation), és l'algorisme que permet aprendre els pesos wj

de l'equació 2.4 a partir d'un conjunt de dades d'entrenament, d'acord amb algun criteri
d'optimització. En primer lloc, es realitza una inferència cap endavant usant un lot (batch)
de dades d'entrenament �ns a la capa d'eixida. A continuació, es mesura la divergència
entre els valors obtesos a la capa d'eixida i els valors esperats. Aquesta diferència es
propaga cap enrere a través de les capes ocultes de la xarxa, modi�cant apropiadament
els pesos de les neurones per minimitzar aquestes diferències. Aquest procés es repeteix de
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manera iterativa �ns convergència. Més informació sobre l'algorisme de retropropagació
es pot trobar a [37].

Tal i com s'ha mencionat adés, les xarxes neuronals poden tindre més d'una capa oculta.
Amb aquesta arquitectura, les capes més pròximes a la capa d'entrada aconsegueixen
especialitzar-se en xicotets detalls, mentre que les capes més profundes s'especialitzen en
característiques més generals i invariants. Gràcies a aquest augment de la complexitat i de
la grandària d'aquestes xarxes, també ha augmentat la capacitat de processament sobre
dades, i és que com s'ha demostrat [18], les DNN compleixen el teorema de l'aproximació
universal, que en línies generals diu �Qualsevol funció pot ser aproximada per una xarxa
neuronal amb una precisió p, tal que p < ε, sent ε un nombre real positiu pròxim a zero,
si li proporcionem les su�cients neurones�. En conseqüència, la potència de computació
necessària escala de manera proporcional.

2.3.1 Xarxes neuronals recurrents

En tasques com ASR es tracta el processament de seqüències temporals, els components
de les quals tenen una gran interdependència interna. Per exemple, en la producció
del llenguatge natural, les seqüències de paraules tenen dependències d'ordre > 1; en la
producció fonètica, les seqüències de fonemes també mostren una interdependència (no és
el mateix pronunciar una /k/ abans d'una /a/ que d'una /e/, per exemple). Mitjançant
xarxes neuronals recurrents (RNN) és possible apro�tar aquesta informació contextual
gràcies a les seues connexions cícliques, i és que les RNNs són, en essència, un tipus de
xarxa neuronal amb cicles directes en les seues neurones, que donen lloc a una estructura
d'estats interns o memòria [51].

Una de les arquitectures de xarxes RNN que més rellevància ha generat és la Long Short-
Term Memory (LSTM) [17], que té com a unitat bàsica la cel.la LSTM, l'encarregada de
connectar informació passada a la tasca actual. Aquesta cel.la està formada per tres tipus
de portes: la d'entrada, que controla la informació que entra en la cel.la, la de sortida,
que controla la informació que ix d'ella i la porta d'oblit, que s'encarrega de recordar o
oblidar la informació prèvia de la cel.la. La �gura 2.2 mostra l'estructura interna bàsica
d'una cel.la LSTM. Per a una explicació més detallada sobre el funcionament d'una xarxa
LSTM, es recomana la lectura de [34].

Una evolució lògica de les LSTMs son les LSTM bidireccionals (BLSTM), que permeten
analitzar les dades en ambdós sentits temporals al mateix temps. Per a aconseguir-ho es
duplica l'estructura prèvia, però començant per l'última dada i acabant per la primera.
La �gura 2.3 mostra una comparació visual de la bidireccionalitat aplicada a una xarxa
amb la versió unidireccional d'aquesta.
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Figura 2.2: Estructura interna d'una cel.la LSTM, on els cercles representen operacions a nivell d'elements, els
rectangles representen una capa de xarxa neuronal amb una funció d'activació (sigmoid o tanh). Dues �etxes
unint-se representen concatenació de dades, mentre que la seua separació signi�ca que el seu contingut s'envia a
diferents localitzacions. L'àrea marcada en roig representa la porta d'oblit, la verda la d'entrada i la blava la de
sortida.
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(a) Xarxa unidireccional
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(b) Xarxa bidireccional

Figura 2.3: Comparativa entre una xarxa unidireccional (esquerra) i una altra bidireccional (dreta). A la xarxa
bidireccional es pot observar com ambdós estats s0 i s′0 inicien les seues operacions als extrems contraris. Cada
subestructura vertical formada pel component d'entrada xn, el d'eixida yn i la cel.la A, o cel.lés A i A′, és una
representació de la xarxa a l'instant n.

2.3.2 Arquitectura Transformer

En els últims anys, l'arquitectura Transformer, basada en el concepte d'auto-atenció [46],
s'ha posicionat com l'arquitectura d'avantguarda en múltiples tasques, especialment en
el camp del modelat del llenguatge natural. L'atenció, en aquest camp, és una tècnica
que intenta imitar l'atenció cognitiva dels éssers vius, amb l'objectiu focalitzar-se en els
conjunts de dades més importants. Té una estructura encoder-decoder, que assigna se-
qüències de vectors d'entrada, (x1, . . . ,xn), a seqüències de vectors d'eixida, (y1, . . . ,yn),
de la mateixa mida. En concret, cada capa està formada per un conjunt de subcapes
que contenen xarxes neuronals totalment connectades. Totes les seves característiques li
concedeixen una sèrie d'avantatges front a un RNN: processament en paral.lel de les dades
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(en lloc de seqüencial), possibilitat d'atendre potencialment a històries in�nites gràcies al
mecanisme de d'auto-atenció, entre altres. Per més informació sobre aquesta arquitectura,
remetem a la lectora a [24, capítol 9.7].

2.4 Reconeixement automàtic de la parla

ASR és la tecnologia que dota a un sistema automàtic de la capacitat de, partint d'un
discurs parlat, obtenir la seqüència de paraules més probable, ŵ, que la transcriu, mit-
jançant l'anàlisi de seqüències de vectors de característiques x obtinguts en analitzar el
senyal acústic.

Una primera aproximació és l'anomenada sequence-to-sequence, que tracta de modelar
directament la probabilitat �a posteriori� P (w|x). El problema d'eixa aproximació és que
per entrenar els models sols es poden usar dades de parla etiquetada, i això no és possible
en tots els casos per mancança de dades, o bé per l'elevat cost d'etiquetatge d'aquest tipus
de dades, especialment si l'etiquetatge és manual.

L'alternativa són els sistemes híbrids, que opten per aplicar Bayes a la probabilitat a
posteriori de la classe (veure Eq. 2.2). D'aquesta manera, l'Equació 2.3 es rede�neix com
segueix:

ŵ = argmax
w∈L∗

P (w|x) = argmax
w∈L∗

P (x|w)P (w) (2.5)

sent L el conjunt de paraules que pot reconèixer el sistema, i L∗ el conjunt de totes les
possibles frases (seqüències de paraules) d'aquest llenguatge. P (w), anomenat model del
llenguatge (LM, Language Model), calcula la probabilitat que la frase w forme part del
llenguatge L, mentre que P (x|w), anomenat model acústic (AM, Acoustic Model), calcula
la probabilitat de que aquesta seqüència de paraules w genere la seqüència de vectors
acústics x. El gran avantatge de l'aproximació híbrida és que el model del llenguatge es
pot entrenar amb una font massiva de dades: text monolingüe en la llengua L. Això dona
lloc a un component (LM) molt robust, potent i versàtil, i que contribueix de manera
decisiva en la millora prestacional dels sistemes ASR. En aquest punt convé ressaltar que
aquest treball està centrat en el desenvolupament de models acústics per a sistemes ASR
híbrids.

Abans d'entrar en matèria d'algorismes, es contextualitza la dimensió de la problemàtica
a resoldre. En primer lloc, la dimensió del vocabulari és clau, ja que in�ueix directament
en la complexitat temporal i espacial del procés d'inferència, reconeixement o decoding,
així com en la complexitat del model del llenguatge, que determina el vocabulari del
sistema. Hi ha models que s'entrenen per a reconéixer vocabularis xicotets (p.e. dígits,
on hi ha 10 possibilitats) on és més senzill obtenir una gran precisió que en grans models
on s'intenta modelar la conversa humana (centenars de milers de paraules). També cal
comentar el domini de les dades a transcriure, no és el mateix transcriure retransmissions
esportives que conferències sobre física de partícules (CERN). El vocabulari i les dades
d'entrenament poden ser més o menys adaptades a la tasca, i això in�ueix també en la
qualitat del reconeixement.
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En segon lloc, el soroll, la reverberació, l'equipament de captura, el nivell de compressió
de l'àudio, i altres problemes acústics també di�culten el reconeixement, ja que en un
espai amb silenci un micròfon professional s'aconseguirà una mostra de major qualitat
que un àudio enregistrat en una revetlla d'estiu amb el telèfon mòbil. El seu efecte
es especialment perjudicial si hi ha una gran diferencia entre les dades de train i les
d'avaluació: si s'entrena en silenci i bona qualitat, i es reconeix àudio amb reverberació i
soroll, la precisió del reconeixement automàtic serà molt baixa.

En tercer lloc, un factor a tindre en compte és el tipus de discurs que es pretén reconéixer:
quan una persona parla amb una màquina o llig un text, ho fa sense pressa, intentant
vocalitzar i amb una potència regular. Per altra banda, el discurs parlat és més complicat
de reconéixer a causa de la improvisació, així com el fet que hi ha més d'una interlocutora.
Menció apart té la parla sol.lapada, que es un problema obert avui en dia.

Finalment, una última dimensió a tindre en compte és l'accent de la persona, ja que dife-
rents varietats regionals gasten diferents paraules i possiblement diferents pronunciacions;
a més, el discurs parlat d'una xiqueta o d'una persona que està aprenent l'idioma també
presenta di�cultats si únicament gastem dades de gent adulta durant l'entrenament.

És necessari tindre en compte aquests factors a l'hora de dissenyar una solució, ja que
en un sistema de propòsit general la solució passa, evidentment, per emprar la màxima
quantitat de dades d'entrenament possibles i, idealment, de fonts i dominis variats. Amb
l'objectiu de tindre una mostra de les parlants de la llengua representativa del llenguatge
general. Per altra banda, si es desenvolupa un sistema que treballa baix un domini concret,
en general s'utilitzaran dades de parla transcrites i de text especí�ques d'aquest.

2.4.1 Modelat acústic

El model acústic, P (x|w), és el component de l'aproximació híbrida a l'ASR que s'en-
carrega de representar probabilísticament la relació entre el senyal acústic i les unitats
fonètiques elementals de la pronunciació humana. Aquests, s'entrenen amb dades acústi-
ques de parla transcrita (etiquetada), bé manualment per humans, o bé automàticament
amb un sistema ASR pre-existent (self-learning o pseudo-labeling).

Formalment, podem de�nir un model ocult de Markov M de la següent manera:

M = (Q,Σ, π, A,B) (2.6)

on Q és un conjunt �nit d'estats, Σ és un conjunt �nit de símbols que es poden emitir
(també nomenat alfabet), π és un vector de probabilitats inicials, A és una matriu de
probabilitats de transició, que guarda la probabilitat de transitar d'un estat q a qualsevol
altre estat q′, i B és una matriu de probabilitats d'emissió, que guarda les probabilitats
d'emitir un símbol xt en un estat qt a l'instant de temps t.

Els models acústics dels sistemes ASR híbrids treballen sobre un nombre inde�nit de
�nestres temporals, per aquesta raó es basen en models ocults de Markov (HMMs, Hidden
Markov Models). Un HMM és un model probabilístic que serveix per modelar processos
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Markovians, és a dir, processos aleatoris dependents del temps, com és el cas particular
de la fonologia humana. Concretament, els HMMs s'usen per modelar fonemes i inclús
trifonemes (fonemes amb context).

Els HMM es basen en les dues assumpcions de Markov:

� La probabilitat que, en un instant t, el model es trobe en un estat qt, solament
depén de l'estat qt−1, a l'instant immediatament anterior. A més, les probabilitats
de transicionar d'un estat a un altre son estacionàries en el temps, és a dir, són
independents d'en què instant t es donen.

� La probabilitat d'emissió d'una observació xt depen únicament de l'estat en el qual
es produeix l'observació, qt, i no de cap altra observació o emissió anterior. Açò és:

P (xi|q1, . . . , qi, . . . , qT , x1, . . . , xi, . . . , xT ) = P (xi|qi) (2.7)

La �gura 2.4 mostra l'estructura general del HMM explicat.

b1 b3b2
𝝅1I F

A1,1 A2,2 A3,3

A1,2 A2,3 A2,F

Figura 2.4: Representació d'un HMM. Podem apreciar els tres estats b1, b2 i b3 que representen l'inici, la part
central i el �nal del fonema. També s'observen els estats Inicial i Final, que indiquen quan ha començat i acabat
el reconeixement del fonema en qüestió.

Per tant, la probabilitat que el model HMM associat a un fonema f genere o explique la
seqüència acústica x és:

Pf (x) =
∑
q∈Q

|q|∏
t=1

P (qt|qt−1)P (xt|qt) (2.8)

on qt és el t-èsim estat assolit per la seqüència d'estats q, xt és t-èsim vector de la seqüència
de vectors x, P (qt|qt−1) és la probabilitat de transitar d'un estat qt−1 a un estat qt, i
P (xt|qt) és la probabilitat d'emissió del vector xt a l'estat qt.

Pel que fa a les probabilitats d'emissió, P (xt|qt), tradicionalment s'han modelat mit-
jançant mixtures de Gaussianes (GMMs) 2.2.2, entrenades amb l'algorisme Expectation-
Maximization (EM). En aquest cas, parlem de models acústics basats en GMM-HMMs.

Aquests models acústics, quan són acoblats juntament amb el model del llenguatge a
un sistema ASR, ajunten els estats Inicial i Final de fonemes (Pf (x) o, equivalentment,
P (x|f)) o trifonemes consecutius. Ho fan d'acord amb la informació proporcionada per
diccionaris de pronunciació fonètics (model lèxic), per a conformar HMMs a nivell de
paraula: Pw(x), o directament, P (x|w), el model acústic pròpiament dit.
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Més recentment, en l'última dècada, les xarxes neuronals, gràcies al seu gran poder dis-
criminatiu, han reemplaçat els GMMs en el modelat de les probabilitat d'emissió. Açò
va permetre generar models més robusts, ja que no fan cap assumpció sobre l'origen de
les dades, que també permeten obtenir uns resultats signi�cativament millors[16]. Per tal
de poder explotar el potencial de les DNNs en l'estimació de les probabilitats d'emissió,
P (xt|qt), primer s'aplica el teorema de Bayes sobre l'equació 2.8:

Pf (x) =
∑
q∈Q

|q|∏
t=1

P (qt|qt−1)
P (xt)P (qt|xt)

P (qt)
(2.9)

A continuació, considerant l'equivalència formal dels HMMs a nivell de fonema Pf (x),
amb els HMMs a nivell de paraula Pw(x) o P (x|w), així com que, en la cerca, s'aplica
l'aproximació de Viterbi per obtenir el camí q més probable, podem reescriure l'equació 2.5
com segueix:

ŵ = argmax
w∈L∗

P (w|x) = argmax
w∈L∗

max
q∈Q

|q|∏
t=1

P (qt|qt−1)
P (xt)P (qt|xt)

P (qt)
P (w) (2.10)

A l'igual que en el pas de l'equació 2.2 a l'equació 2.3, tenim que P (xt) és constant
i independent de la classe de l'objecte, raó per la qual podem obviar-la i estalviar-nos
calcular-la. Pel que fa a P (qt), les probabilitats a priori dels estats HMM, poden calcular-
se mitjançant l'aprenentatge amb dades d'entrenament i normalitzant els comptes de
cada estat qt durant aquest entrenament. Per últim, P (qt|xt), i conseqüentment, les
probabilitats d'emissió del HMM integrat, poden ser modelades per xarxes neuronals de
tipus FF-DNN (models FF-DNN-HMM) [16], Convolucionals (models CNN-HMM) [2],
BLSTM (models BLSTM-HMM) [21] o Transformer (models T-HMM) [49].

Aquest treball se centra en el desenvolupament d'un sistema ASR híbrid BLSTM-HMM,
tecnologia que encara demostra estar a la avantguarda de la tècnica [22]. La lectora pot
trobar més informació sobre els models ocults de Markov a l'àmbit del ASR a [24, capítol
8.4].

2.4.2 Preprocés i extracció de característiques

El primer pas que cal donar per a construir models acústics és el preprocès i l'extracció de
característiques de les dades d'entrenament per tal d'obtenir els vectors de característiques
x.

En primer lloc, cal obtenir la versió digital de l'ona acústica. Aquesta conversió es divideix
en dues tasques: d'una banda, cal realitzar un mostreig, consistent en mesurar l'amplitud
de l'ona en un instant particular de temps. Seran necessàries un mínim de dues mostres
per cada cicle de l'ona (una per a la part positiva de l'ona i l'altra per a la negativa).
A major quantitat de mostres, major qualitat, però tenint en compte que la màxima
freqüència que podem mesurar és la meitat de la freqüència de mostreig (freqüència de
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Nyquist[14]). Per a l'ASR és su�cient amb mostres de 16 KHz, ja que els principals sons
de la fonologia humana es troben baix de l'espectre dels 8 KHz. Per altra banda, cal
quanti�car la informació, codi�cant el valor de cada amplitud mesurada, típicament, en
nombres enters de 16 bits.

A continuació es generen una sèrie de �nestres temporals de les quals s'extrauen els vectors
de característiques. En aquestes �nestres cal �xar tres paràmetres: la mida de la �nestra
(en ms), el retard entre una �nestra i la seua adjacent (en ms), i la forma de la �nestra. La
�gura 2.5 representa el procés de generar diverses �nestres per a poder extraure vectors de
característiques. Típicament, s'usen �nestres de Hamming, ja que la �nestra rectangular

Figura 2.5: Finestres amb forma de Hamming de 50 ms amb un retard de 10 ms.

talla l'àudio de forma abrupta. Açò és resol atenuant ambdós costats de la �nestra segons
la fórmula:

w(n)Rectangular =

{
1 0 ≤ n ≤ L− 1

0 altre cas
(2.11)

w(n)Hamming =

0.54− 0.46 cos
2πn

L
0 ≤ n ≤ L− 1

0 altre cas
(2.12)

A la �gura 2.6 s'aprecia la diferència d'ambdues formes.

El següent pas és extraure la informació de cada �nestra. Es realitza una transformada
discreta de Fourier (Discrete Fourier Transform, DFT), que extrau l'energia del senyal en
diferents bandes de freqüència. Aquesta transformada es de�neix com:
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(b) Finestra de Hamming

Figura 2.6: Comparativa de la mateixa mostra acústica baix les dues formes de �nestra. S'observa l'atenuament
en els extrems de la �nestra de Hamming.

Xk =
N−1∑
n=0

xn · e−
2πi
N

kn ∀k ∈ 0, . . . , N − 1, (2.13)

on i és la unitat imaginaria i e−
2πi
N és l'N-ésima arrel de la unitat.

Típicament, s'usa l'algorisme de transformada ràpida de Fourier (FFT, Fast Fourier
Transform) per a calcular la DFT. Aquesta implementació es molt e�cient, però sola-
ment funciona per a valors de N que siguen potències de 2. Per a més informació sobre
la transformada discreta de Fourier, es recomana a la lectora [29].

En quart lloc, degut a que l'oïda humana no percep de la mateixa manera totes les bandes,
és molt més sensible a freqüències baixes que a altes, cal modelar aquesta percepció per
millora notablement la qualitat del reconeixement de la parla. S'assoleix mitjançant un
banc de �ltres Mel [25]. El nombre de dimensions del vector resultant és igual al nombre
de �ltres que formen el banc. La �gura 2.7 exempli�ca un banc de �ltres triangulars que
implementen aquesta idea.
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Figura 2.7: Banc de �ltres Mel. Cada �ltre triangular està espaiat logarítmicament mitjançant l'escala mel.

A l'eixida d'aquest pas, tenim els vectors de característiques Filterbanks. A continuació
s'aplica l'algorisme de transformada cosinus discreta (DCT, Discrete Cosine Transform)
i, �nalment, es normalitzen les mostres amb l'objectiu de minimitzar les seues diferències.
D'aquesta manera xicotetes diferències en la pronunciació i la sonoritat perden rellevància,
augmentant la capacitat de generalització del model. L'eixida d'aquest preprocès són els
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vectors de característiques MFCC (Mel Frequency Cepstral Coe�cient), un per cada
frame.

2.4.3 Modelat del llenguatge

El model del llenguatge és l'altre component principal del sistema híbrid que representa
l'estructura pròpia del llenguatge modelant P (w). En altres paraules, calcula la probabi-
litat que una paraula wi aparega donada una història o context previ w1, w2, . . . , wi−1. El
fet que els models del llenguatge s'entrenen amb dades de text monolingüe (molt abun-
dants i de fàcil accés), ens permet entrenar models robusts i potents. De fet, aquest és
el principal motiu que ens fa optar per una aproximació híbrida i que assoleix que ara
mateix siga l'aproximació més puntera enfront dels sistemes end-to-end.

Existeixen diferents aproximacions al modelat de llenguatge. Tradicionalment, s'ha em-
prat l'aproximació estadística basada en comptes, representada pels models de n-grames:
seqüències contigues d'n paraules a les quals se solen referir pel nombre d'aquestes (uni-
grama, bigrama, trigrama, etc.). El model del llenguatge utilitzat al sistema �nal empra
n-grames per a aproximar P (w) com la probabilitat d'una paraula wi donada una his-
tòria hi = w1w2 . . . wi−1 (seqüència prèvia de paraules). Pot expressar-se mitjançant la
probabilitat condicional com P (wi|hi), o formalment:

P (w) ≈
I+1∏
i=1

P (wi|wi−1
max(i−n+1, 0)) (2.14)

on I es la grandària de w, n la mida de l'n-grama, wi+j
i representa la seqüència de paraules

(wi, wi+1, . . . , wj) ∈ w, i w0 i wI+1, sengles estats especials que representen els tokens
especials d'inici i �nal de frase. D'aquesta manera, un n-grama de segon ordre o bigrama,
permet contextualitzar únicament la paraula anterior a l'actual i un trigrama les dues
anteriors. Per exemple, en la frase �Llança el dau de vint cares�, la probabilitat que
la paraula �cares� aparega després de la paraula �vint� pot expressar-se amb un model
trigrama com:

P ( �de vint cares�) =P ( �de�| IDF )

P ( �vint�| IDF, �de�) (2.15)

P ( �cares�| �de vint�)

P ( FDF | �vint cares�)

on IDF i FDF són els tokens especials de �Inici de frase� i �Final de frase�.

Més recentment, els models de llenguatge continus o neuronals, s'han imposat clarament
als models de n-grames, especialment els basats en mecanismes d'autoatenció [48, 5],
com l'arquitectura Transformer, exhibint una capacitat d'atenció potencialment in�nita
a qualsevol paraula de la història prèvia, en clar contrast amb les severes limitacions dels
n-grames, que sols retenen una història de n− 1 paraules, i on típicament n ≤ 4.
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En aquest treball s'utilitzaran models de llenguatge de n-grames i Transformer proporci-
onats per investigadors del grup de recerca MLLP, per aquesta raó, el seu entrenament i
la seua optimització queda fora de l'abast d'aquest treball.

2.4.4 Descodi�cació / Reconeixement

La descodi�cació és l'etapa en la qual ambdós models, l'acústic i el del llenguatge, es
combinen per a trobar la seqüència de paraules més probable per a la mostra acústica
donada d'acord amb l'equació 2.10. Per a fer-ho es genera un multigraf dirigit amb totes
les paraules del vocabulari, sent cada node, un fonema de la paraula. Una simpli�cació
d'aquesta estructura pot observar-se a la Figura 2.8.

H

o l a

m o n

a

hola

món

mona

Figura 2.8: Exemple d'un graf de cerca capaç de reconéixer una paraula. Per motius de brevetat es considera
un vocabulari de solament tres paraules: �hola�, �món�i �mona�. L'estat inicial, H, denota la història actual.
En concret, les �etxes blaves indiquen l'instant exacte en el qual està calculada la probabilitat d'una paraula,
que comporta realitzar una consulta explícita al model de llenguatge, per exemple �hola�, donada la història,
P (paraula|H).

S'ha de tindre en compte que l'espai de cerca és, en qualsevol cas, molt gran, ja que
totes les paraules del vocabulari del sistema són assolibles des de qualsevol història. A
més, durant la descodi�cació, aquestes decisions es prenen a escala de frame. Aquest
mecanisme posa en compromís la latència del sistema i pot no servir per a tasques d'ASR
en temps real.

Una solució parcial és aplicar tècniques de poda de l'espai de cerca, de tipus beam-search,
que solament mantinguen un subgrup d'hipòtesis més probables en cada instant. Però
presenta un altre inconvenient: una hipòtesi descartada pot ser realment més encertada
que una que es mantén, ja que durant la cerca, solament es té en compte l'opinió del model
acústic, mentre que el model de llenguatge sols aporta el seu coneixement quan el procés
de descodi�cació transita d'un estat fonema a un estat paraula. Per solucionar-ho, s'usen
taules estàtiques de look-ahead [23], un algorisme recursiu que, des de les fulles de la
cerca (totes les paraules del vocabulari), va assignant a cada estat la màxima probabilitat
assolible des d'ell, segons el model del llenguatge. D'aquesta manera, durant la cerca, quan
hi ha una bifurcació solament cal restar a l'estat actual la probabilitat actual màxima del
LM i sumar la màxima assolible per cada camí. D'aquesta manera, durant la cerca, totes
les hipòtesis tenen també informació aportada pel model del llenguatge i la quantitat de
consultes que se li realitzen es redueix dràsticament.



2. Fonaments del reconeixement automàtic de la parla 20

2.4.5 Avaluació de sistemes ASR

Els sistemes ASR s'avaluen de forma objectiva mitjançant la taxa d'error per paraula
(WER, Word Error Rate), que es de�neix com la mínima distància entre les transcrip-
cions obtingudes pel sistema i les originals, utilitzant les dades de development i test.
Aquesta mètrica és similar a la distància de Levenshtein: permet insercions, substitucions
i eliminacions a escala de paraula. Es de�neix com:

WER =
I + S + E

R
· 100 (2.16)

on I, S i E són, respectivament, el nombre d'insercions, substitucions i eliminacions
necessàries perquè la nostra transcripció siga idèntica a l'original, i R és el total de paraules
de la transcripció. El WER pot entendres, de forma intuïtiva, com el percentatge de
paraules de la transcripció automàtica que cal esmentar per a obtenir la transcripció
correcta de referència.

No obstant això, els components principals dels sistemes ASR, això és, el model acústic
i el model del llenguatge, estan desenvolupats i optimitzats de forma independent i amb
diferents fonts de dades. Per tant, durant l'etapa de desenvolupament del sistema ASR,
el seu rendiment individual es mesura utilitzant altres mètriques. En el cas dels models
acústics basats en xarxes neuronals, aquests estan entrenats minimitzant la taxa d'error
de classi�cació de frames (FER, Frame Error Rate) en un conjunt de desenvolupament
donat. FER està de�nida com el nombre de frames incorrectament classi�cats dividit
entre el total de frames analitzats:

FER =
Fincorrectes

Ftotals
(2.17)



3 Entrenament de models acústics

En el present capítol es descriu el procediment i les tècniques emprades per l'entrenament
de models acústics híbrids de tipus BLSTM-HMM. Inicialment, la Secció 3.1 resumeix el
procés seguit per generar un model acústic. A continuació, la Secció 3.2 explica els passos
necessaris per preparar les dades que s'empraran durant els entrenaments dels diferents
models. En tercer lloc, la Secció 3.3 descriu el procediment que cal seguir per entrenar
un model GMM-HMM. La Secció 3.4 explica com entrenar un model FF-DNN-HMM.
Finalment, la Secció 3.5 detalla com entrenar un model BLSTM-HMM.

3.1 Introducció

El procediment d'entrenament de models híbrids està dividit principalment en tres fases.
La Figura 3.1 mostra, de manera esquemàtica, aquestes fases. Primerament, s'entrena un
model acústic de tipus GMM-HMM, consistent en un model ocult de Markov inicial, en
el que les probabilitats d'emissió dels estats es modelen amb una mixtura de Gaussianes.
Aquest model s'usa a continuació per a inicialitzar i entrenar un model híbrid FF-DNN-
HMM. De la mateixa manera, aquest segon model es fa servir per a inicialitzar el tercer
i últim model BLSTM-HMM.

L'aproximació d'entrenar models auxiliars ve motivada pel fet que la BLSTM no pot
entrenar-se directament. Per poder modelar P (qt|xt) amb una BLSTM, necessitem ob-
tindre les etiquetes qt associades a cada vector acústic d'entrada xt, és a dir, necessitem
els alineaments més probables (qt,xt), ∈ 1, T . Açò s'obté inicialment amb el model auxi-
liar GMM-HMM, ja que permet modelar directament P (xt|qt) sense cap prerequisit previ
amb un model generatiu com són les mixtures de Gaussianes. Amb les dades alineades
d'aquest model, és a dir, amb els diferents vectors de característiques emparellats als se-
nones que representen, podem entrenar una xarxa neuronal, en aquest cas una FF-DNN.
La raó per entrenar una FF-DNN i no passar directament a una BLSTM és perquè les
FF-DNN donen alineaments més precisos, de millor qualitat, per entrenar el model �nal
BLSTM-HMM, gràcies a la seua capacitat discriminativa i la seua robustesa front a soroll
i possibles outlayers, és a dir, frames incorrectament alineats pel model GMM-HMM.

21
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Figura 3.1: Diagrama que mostra els diferents passos seguits per a la creació del model acústic.

3.2 Preprocés i extracció de característiques

En primer lloc, quant al preprocés, s'apliquen una sèrie de transformacions sobre el text
de les transcripcions de la parla per eliminar informació que no afecta a la pronunciació,
ja que encara que siguen correctes, aquestes presenten una varietat d'informació que és
irrellevant per a obtenir la correcta pronunciació de les mostres: majúscules, signes de
puntuació o dígits. A continuació, es genera una transformació de paraules a seqüència
de fonemes, usant un diccionari de pronunciació o model lèxic, generat de forma manual
amb coneixement expert, o de forma automàtica mitjançant models estadístics [6].

En segon lloc, pel que respecta al pas d'extracció de característiques, s'aplica el procés
descrit a la Secció 2.4.2 per a extreure vectors de característiques de tipus MFCC per
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a l'entrenament dels models GMM-HMM i FF-DNN-HMM, i de tipus Filterbank per a
l'entrenament del model �nal BLSTM-HMM.

3.3 Entrenament de GMM-HMM

Les raons per entrenar un model GMM-HMM són, per una banda, obtenir una topologia
de senones, és a dir, de�nir el conjunt de classes del model acústic; i per altra banda,
aconseguir un alineament de les dades d'entrenament per poder entrenar un model acústic
neuronal de majors prestacions en passos posteriors.

Aquest procés requereix un conjunt de mostres d'entrenament dels vectors de caracterís-
tiques MFCC, junt a les seues transcripcions fonètiques. Per entrenar els HMMs, usarem
l'algorisme d'expectativa-maximització Baum-Welch, algorisme iteratiu que optimitza els
paràmetres d'un model amb variables ocultes. És a dir, es tracta de descobrir els ca-
mins q que millor expliquen les seqüències d'observacions x d'entrenament. Les taules de
transicions seran reutilitzades pels diferents models especi�cats ací.

Primer s'entrenen HMMs de monofonemes amb Gaussianes diagonals, inicialitzades amb
l'estimació d'una única Gaussiana global amb la mitjana i la variància dels frames d'en-
trenament. En aquest cas, cada HMM modela un únic monofonema, però per necessitat
d'identi�car el context immediat s'introdueixen els trifonemes. Un trifonema, com el seu
nom indica, és un conjunt de tres fonemes: el central, que dona la informació principal
i és vertader fonema a identi�car, i els laterals, que afegeixen el context necessari per a
una millor classi�cació del fonema central. D'aquesta manera, un trifonema sol de�nir-se
com S1 − S2 + S3, on S2 és el fonema central, a ser identi�cat, i ambdós S1 i S3 el seu
context esquerre i dret, respectivament.

A continuació, s'entrenen HMMs de trifonemes amb Gaussianes diagonals, sent inici-
alitzats amb els paràmetres del monofonema central del model anterior. No obstant,
els models HMMs de trifonemes presenten un problema important. Posem d'exemple
el Francés, una llengua amb 35 fonemes. Aquests generen potencialment 42875 trifone-
mes diferents, cadascun amb tres estats. Això implica un total de 128625 estats, tots i
cadascun d'ells equipats amb una Gaussiana o mixtura de Gaussianes. A més, durant
l'entrenament hi haurà trifonemes que apareixeran poques vegades o que directament no
existeixen en el corpus de train. Aquests problemes es solucionen mitjançant l'algorisme
CART, que ens permet detectar i agrupar estats de HMMs de diferents trifonemes amb
poca o nul.la observació estadística que son similars des d'un punt de vista estadístic.
Així, estats agrupats s'uneixen per conformar un únic estat nugat (tied-state) compartit
per múltiples models de HMMs de trifonemes lligats. Per a una explicació més detallada
del CART, així com de possibles tècniques per optimitzar-lo, es recomana a la lectora
dirigir-se a [33, cap. 18.1].

Una vegada generat el conjunt d'estats nugat, s'inicialitza el model de trifonemes nugats
amb Gaussianes diagonals, on cada Gaussiana obté el valor inicial de la Gaussiana que
representa la seua fulla de l'arbre CART, emprant les mateixes taules de transicions.
Aquest model s'entrena amb diverses iteracions de l'algorisme de EM.
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Finalment, s'entrena el model GMM-HMM de trifonemes lligats, amb Mixtures de Gaus-
sianes diagonals. Aquest és un procés iteratiu i molt costós, doncs cada model utilitza
l'anterior per a entrenar-se. S'entrenen diferents models, cadascun amb una mixtura de
2i : 0 ≤ i ≤ N components per cada estat nugat del model, on N es un paràmetre a �xar.

Com s'ha introduït a l'inici del capítol, és necessari obtenir alineaments dels frames d'en-
trenament a nivell d'estat de model HMM per poder entrenar el model FF-DNN-HMM.
Per aconseguir-ho, s'usa el model GMM-HMM de�nitiu de trifonemes lligats amb mixtu-
res de Gaussianes, el qual calcula la seqüència d'estats q̂ del model de Markov que millor
explica cadascuna de les mostres x d'entrenament. Convé destacar que la seqüència d'es-
tats q̂ revel·la la seqüència de trifonemes que, d'acord amb el model acústic, millor descriu
l'observació acústica x.

3.4 Entrenament de FF-DNN-HMMs

En aquest pas, es reutilitza la topologia (conjunt d'estats i probabilitats de transició) del
model GMM-HMM. Sols s'entrena la FF-DNN encarregada de modelar P (qt|xt), tal i com
s'ha detallat en la Secció 2.4.1

La FF-DNN té en l'eixida una capa softmax amb tantes neurones com senones té el model
acústic. Aquesta s'entrena diverses èpoques amb els alineaments de la GMM-HMM del
pas anterior �ns arribar a convergència, control.lant l'error de classi�cació (FER) calculat
sobre el conjunt de development. Finalment, amb la FF-DNN entrenada, aquesta s'uti-
litza per calular uns nous alineaments frame-senone més acurats, apro�tant la potència
discriminativa de la FF-DNN front a la GMM, per usar-los en l'últim pas per entrenar la
BLSTM.

3.5 Entrenament de BLSTM-HMM

De manera similar al model FF-DNN-HMM, s'entrena una xarxa BLSTM per modelar
P (qt|xt) amb els alineaments calculats per la FF-DNN, que s'espera que siga encara millor
que l'anterior gràcies a les particularitats de la xarxa recurrent: disposa de cel.les LSTM
que permeten mantenir informació i el reconeixement de mostres és teòricament superior,
ja que aquest mecanisme de memòria permet mantindre un context. De nou, s'entrena
�ns a la convergència controlant el FER en development.



4 Corpora

En aquest capítol es presenten les dades que s'han emprat per a entrenar i avaluar els
models acústics i de llenguatge, així com els sistemes ASR resultants d'acoblar ambdós
components. La Secció 4.1 de�neix els conjunts bàsics de dades emprats durant el desen-
volupament d'un sistema ASR. A continuació, la Secció 4.2 presenta les dades utilitzades
per a l'entrenament dels models acústics. Finalment, la Secció 4.3 presenta les dades em-
prades per investigadors del MLLP-VRAIN per entrenar diferents models del llenguatge
utilitzats en aquest treball.

4.1 Introducció

Quan es parla d'entrenar models estadístics és necessari fer-ho també de les dades empra-
des, ja que aquesta decisió marca la diferència entre un model que funciona correctament
i un altre que no faça el que s'espera, sent així que el rendiment d'un model o sistema
entrenat automàticament és tan bo com les dades que es s'usen per a entrenar-lo.

Un corpus és una col.lecció de text o àudio transcrit, que pot tindre qualsevol origen, des
de premsa escrita i literatura �ns a receptes de cuina o missatges de xarxes socials, dins
de les dades textuals, i des de programes de ràdio o televisió �ns a cursos en línia o vídeos
d'entreteniment, per al cas de la parla transcrita.

Per a la construcció, optimització i avaluació de sistemes ASR, cal particionar totes les
dades en tres conjunts disjunts:

� train: aquestes dades estan destinades única i exclusivament a entrenar el models
acústics o de llenguatge.

� development (dev): aquest conjunt servirà per a optimitzar els hiperparàmetres dels
models i del sistema ASR resultant, com també per a veri�car que l'entrenament
ha sigut correcte, ja que si s'observa un empitjorament en les mètriques d'avaluació
(FER, WER), possiblement estem davant d'un cas de sobreajustament, on el model
ha �memoritzat� les mostres de train i no ha generalitzat les característiques que les
conformen.
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� test : �nalment, aquest set s'empra per obtenir una aproximació del rendiment dels
models entrenats. El seu objectiu és mesurar el rendiment que oferiria el sistema
�nal en un entorn de producció real, amb un conjunt de dades no vist mai durant
l'entrenament i desenvolupament del sistema.

Com s'ha esmentat anteriorment al Capítol 1.2, un dels objectius del projecte és realitzar
un estudi de l'impacte de les millores tecnològiques més recents de modelat acústic i de
llenguatge sobre les prestacions d'un sistema ASR Francés, en comparació sobre el sistema
base (baseline) de l'any 2017, desenvolupat pel grup MLLP-VRAIN de la UPV. Per tal
d'obtenir una comparativa el més justa possible, s'empren els mateixos corpus amb els
que es van entrenar els models acústics i de llenguatge del sistema ASR de 2017.

4.2 Corpora de parla transcrita

Per a la construcció dels models acústics s'han emprat 663 hores de la parla francesa al
llarg d'aproximadament 6.8 milions de paraules, transcrites manualment i provinents de
tres corpus: PoliMedia (Pm), Universitat de Borgonya (Ub) i Voxforge; a més de tres
conglomerats de dades de diversa procedència, agrupats per la seva naturalesa: dades
educacionals, dades d'entreteniment i dades parlamentàries. Per simpli�car el discurs,
s'emprarà el terme �corpus/corpora� de manera indistinta per a referir-se a ambdós tipus
de conjunts de dades. A continuació es deixa a la lectora una descripció dels anteriors
corpus:

� Dades educacionals: és una col.lecció de xerrades d'esdeveniments educatius de
diferent àmbit. Conté un total de 210 �txers de vídeo d'una duració d'entre 5 i 15
minuts, amb un total de quasi 39 hores de gravació i 392.1K paraules, amb bona
qualitat i de diferents interlocutores.

� Dades d'entreteniment: aquestes dades pertanyen a diferent material multimèdia
d'oci, continguts televisius, i gravacions domèstiques. El corpus té una duració total
de quasi 200 hores i 2.1M de paraules, amb multitud d'interlocutores diferents.

� Dades parlamentaries: en aquest corpus tenim dades parlamentàries de diferent
índole, es tracta d'una gran quantitat de diferents veus al llarg de 220 �txers d'àudio
i quasi 421 hores de gravació total i amb 4.0M de paraules.

� PoliMèdia: el sistema PoliMèdia [45] està dissenyat per la Universitat Politècnica
de València, on posa a la disposició dels seus estudiants contingut multimèdia com a
suport a la docència presencial. En el present projecte es fa ús de vídeos de poliMèdia
d'aprenentatge de llengua francesa. Degut a la seua reduïda grandària, 18 �txers de
vídeo i un total de 2 hores, al llarg de 17.1K paraules. Aquest corpus s'emprarà per
als sets de Dev i Test.

� �Cursos MOOC de la Universitat de Borgonya�: en el marc del projecte
europeu EMMA [12] (European Multiple MOOC Aggregator), en el que es va desen-
volupar una plataforma oberta per al lliurament de cursos en línia, oberts i gratuïts
en diferents llengües de diverses universitats europees. Es van transcriure manual-
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ment dos cursos MOOC d'enologia i l'ús d'Internet, amb una duració de quasi 3
hores i 33.4K paraules, per avaluar les prestacions del sistema ASR del grup MLLP
de 2017. Per la seua grandària és perfecte per a ser emprat tant en Dev com en Test.
Concretament, el MOOC de vins s'empra en dev i el d'ús i cerca a internet en test.

� Voxforge: es tracta d'un corpus lliure que, com bé diuen en la seua pàgina web [47]
tenen com a objectiu �recollir gravacions de veu amb la seua corresponent transcrip-
ció, per a ser utilitzades amb motors de reconeixement de veu de codi lliure�. Conté
1631 mostres de diferents persones amb una duració total de quasi 27 hores i 134.6K
paraules.

La taula 4.1 mostra els sets de Train, Dev i Test, especi�cant els corpus que els formen,
així com la duració de l'àudio per corpus individual, per set i total global.

Taula 4.1: Resum de duració dels diferents corpus de parla transcrita usats per a entrenament, desenvolupament,
i test.

Set Corpus Duració Paraules

Train

Dades educacionals 38 h 59 m 392.1K
Dades d'entreteniment 199 h 3 m 2.1M
Dades parlamentaries 421 h 4 m 4.0M
Voxforge 26 h 35 m 134.6K
Total 657 h 51 m 6.7M

Dev
Pm 1 h 9 m 10.7K
Ub 1 h 20 m 13.9K
Total 2 h 29 m 24.7K

Test
Pm 0 h 52 m 6.4K
Ub 1 h 57 m 19.4K
Total 2 h 49 m 25.8K

� Total global 663 h 09 m 6.8M

4.3 Corpora de text monolingüe

Per a l'entrenament dels models de llenguatge, desenvolupats per investigadors de l'MLLP-
VRAIN, que s'usaran en aquest treball, s'han emprat 15 corpus diferents de text mono-
lingüe francés, que abasten un conjunt d'aproximadament 2.100 milions de paraules. A
continuació es descriuen aquests corpus:

� Audiobooks-1: és un corpus creat a partir d'audiollibres en francés extrets d'inter-
net. Està format per 18.0K frases amb 258.6K paraules.

� QCRI AMARA [3]: és una col·lecció oberta multilingüe de subtítols per a vídeos
educatius i conferències transcrites i traduïdes col.laborativament sobre la plataforma
web AMARA. L'actual versió del corpus conté 20 llengües. La part francesa compta
amb 1.4M paraules en 139.8K frases.
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� COSMAT: és un conjunt de frases paral.leles en francés i anglés extretes de resums
de tesis cientí�ques de l'arxiu obert HAL. Aquest corpus conté 32.6M paraules en
1.7M frases.

� DGT-Acquis [40]: és una família de corpus paral.lel multilingüe extret del Diari
O�cial de la Unió Europea (OJ) en format Formex 4 (XML). Consisteix en documents
des de mitjans de 2004 �ns a �nals de 2011 en �ns a 23 llengües. Consisteix en 93.2M
paraules al llarg de 4.9M frases.

� Europarl [26]: s'extreu dels procediments del Parlament Europeu. Inclou versions
en 21 llengües europees i es va crear originalment per a la formació de sistemes de
traducció automàtica. El corpus conté 2.2M frases i 61.3M paraules.

� EU-TT2: es va extreure en el projecte europeu TT2 [44] del butlletí de la Unió
Europea, existent en totes les llengües o�cials de la Unió Europea, i està disponible
públicament a Internet. 1.1M frases amb 21.2M paraules formen aquest corpus.

� EUTV: és un corpus construït a partir de les transcripcions de vídeos del lloc web
de la EUTV (actualment anomenat Multimedia Centre from the European Parlia-
ment) [32], disponible en 22 llengües diferents de la Unió Europea. El corpus conté
137.0K frases i 1.2M paraules.

� Giga: es compon de frases paral.leles en anglés i francés extretes de llocs web inter-
nacionals. Conté 754.2M paraules en 25.5M frases.

� NC-V8 [4]: News Commentary és un corpus de traducció del taller WMT que conté
notícies text i comentaris del Projecte Syndicate que conté 193.7K frases i 5.4M
paraules.

� OpenSubtitles [43]: aquest corpus està format a partir de documents del lloc web
OpenSubtitles [35]. Conté un total de 327.8M paraules i 48.0M frases.

� UN: és el corpus de traducció de les Nacions Unides és un conjunt de dades de
traducció de l'anglés al francés i de l'anglés al castellà amb sessions de l'assemblea
de les Nacions Unides. Conté 400.9M paraules en 12.9M frases.

� Voxforge [47]: és un conjunt obert de dades de veu que es va establir per recollir la
parla transcrita per al seu ús amb motors de reconeixement de veu lliure i de codi
obert. Actualment, conté dades en disset llengües diferents. El conjunt de dades
francés conté 182.1K paraules i 16.4K frases.

� TED: el corpus de TED és un conjunt de transcripcions de xerrades TED del lloc
web de TED. Complementa el corpus WIT3 afegint converses transcrites �ns al 2015.
Conté 392.3K paraules en 47.7K frases.

� TEDx: és un conjunt de transcripcions de les converses de TEDx (esdeveniments
TED no o�cials) en diverses llengües �ns a 2015. Conté un total de 3.9M paraules i
477.5K frases.
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� Wikipedia: es tracta d'un bolcat de la Viquipèdia en francés [27] a partir de 2015.
Conté 372.8M paraules i 25.2M frases.

� WIT3 [7]: s'extreu de les transcripcions multilingües de les converses de TED del
lloc web de TED [1] de 2007 a 2013. Està disponible en 5 llengües i la versió francesa
conté 2.5M paraules i 143.6K frases.

La taula 4.2 mostra, de manera resumida, les estadístiques comentades d'aquests corpus.

Taula 4.2: Resum dels diferents corpus de text monolingüe utilitzats per a l'entrenament del models de llenguatge.

Corpus d'entrenament Frases Paraules
Giga 22.5M 754.2M
UN 12.9M 400.9M
Wikipeda 25.2M 372.8M
OpenSubtitles 48.0M 327.8M
DGT-Acquis 4.9M 93.2M
Europarl 2.2M 61.3M
COSMAT 1.7M 32.6M
EU-TT2 1.1M 21.2M
News Commentary 193.7K 5.4M
TEDx 430.9K 3.5M
WIT3 143.6K 2.5M
AMARA 139.8K 1.4M
EUTV 137.0K 1.2M
TED 47.7K 392.3K
Audiobooks-1 18.0K 258.6K
Voxforge 16.4K 182.1K
Total 119.6M 2.1G



5 Experimentació i avaluació

En el present capítol es presenten aspectes tècnics i experimentals sobre el desenvolu-
pament i optimització d'un sistema ASR de la llengua francesa, així com els resultats i
les mètriques obtingudes a cada pas realitzat. El model acústic desenvolupat en aquest
treball es combinarà amb diferents models del llenguatge desenvolupats per companys
investigadors del MLLP-VRAIN i, �nalment, es realitzarà una comparativa dels sistemes
ASR resultants d'aquestes combinacions, amb un sistema ASR Francés desenvolupat a
l'any 2017.

Aquest capítol s'estructura de la següent manera. En primer lloc, la Secció 5.1 descriu les
ferramentes software utilitzades per al desenvolupament del model acústic. En segon lloc,
la Secció 5.2 exposa els passos duts a terme per preprocessar les dades. A continuació,
la Secció 5.3 descriu amb detall el procés d'entrenament dels diferents models acústics.
Després, la Secció 5.4 detalla el procés d'optimització dels sistemes ASR resultants de
la combinació dels diferents models acústics i de llenguatge considerats a aquest treball.
Per �nalitzar, la Secció 5.5 proporciona els resultats d'avaluació �nals dels sistemes ASR
proposats, així com del sistema de l'any 2017, realitzant un anàlisi comparatiu de les seves
prestacions.

5.1 Ferramentes software

Durant la construcció del model acústic s'han emprat diferents ferramentes software, així
com scripts per automatitzar les diferents tasques prèviament esmentades. D'aquestes
destaquem principalment dues.

D'una banda s'ha emprat el software transLectures-UPV toolkit [9] (TLK), un toolkit que
proveeix un conjunt de llibreries i ferramentes per a la construcció de sistemes ASR híbrids
d'avantguarda. Aquest software ha estat desenvolupat a l'UPV pel grup d'investigació
MLLP-VRAIN, inicialment en el projecte transLectures [39] i que ha anat incorporant els
últims avanços en tecnologia ASR híbrida. És capaç de preprocessar dades acústiques,
entrenar models acústics, i descodi�car senyals acústiques. En aquest cas, TLK s'ha
utilitzat per al preprocessat de les dades, entrenar el model GMM-HMM, entrenar el
model FF-DNN-HMM, calcular alineaments de senones a nivell de frame, i descodi�car
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(reconèixer) automàticament dades de development i test per a la optimització i avaluació
de sistemes ASR. Per a assolir-ho, s'han gastat les següents ferramentes:

� tLextract: s'encarrega de realitzar l'extracció de característiques dels �txers indi-
cats; rep com entrada una llista dels �txers d'àudio i una llista dels �txers d'eixida
on s'escriuen les mostres (vectors de característiques).

� tLtask-preprocess: preprocessa �txers multimèdia i transcripcions per a poder
utilitzar-los amb TLK. Internament crida a tLextract.

� tLtask-trainghmm: realitza l'entrenament d'un model acústic GMM-HMM. Inter-
nament crida a múltiples scripts que s'encarreguen de realitzar tasques concretes de
l'entrenament. Tots els paràmetres necessaris se li especi�quen des d'un �txer de
con�guració.

� tLdnn-train: realitza l'entrenament d'un model acústic DNN-HMM. Tots els parà-
metres necessaris se li especi�quen des d'un �txer de con�guració.

� tLtask-align: calcula l'alineament de senones a nivell de frame de les mostres que
rep com a entrada. Tots els paràmetres necessaris se li especi�quen des d'un �txer
de con�guració.

� tLtask-recognise: és la ferramenta utilitzada per a realitzar la descodi�cació de
mostres (vectors de característiques). Rep com a entrada els models acústics i del
llenguatge involucrats en el reconeixement, a més dels paràmetres propis.

Per a l'entrenament de la xarxa del model BLSTM, s'ha utilitzat TensorFlow [41], una
biblioteca de codi obert desenvolupada per l'equip de Google Brain, destinada a la realit-
zació de tasques d'aprenentatge profund i automàtic.

5.2 Preprocés de dades

En la Secció 4.2 estan especi�cades les dades de parla transcrita que s'han utilitzat per
entrenar i optimitzar els models acústics desenvolupats a aquest treball. No obstant ai-
xò, aquests corpus necessiten passar per diversos passos de preprocès i d'extracció de
característiques, descrits de manera conceptual a la Secció 3.2, de cara a la seua homoge-
neïtzació i normalització abans de poder ser emprats per a entrenar els models. Aquests
passos es van realitzar amb l'eina tLtask-preprocess, de TLK, que internament crida a
tLextract, encarregada de realitzar l'extracció de característiques segons els paràmetres
que se li especi�quen.

El primer requisit que cal satisfer és que tLextract espera les dades acústiques amb
unes característiques especí�ques: format d'àudio PCM (WAV) de 16 bits little endian,
monocanal i amb una freqüència de mostreig de 16 KHz. La conversió es va realitzar
amb l'eina ffmpeg, amb les opcions -ac 1 i -ar 16K per a, respectivament, especi�car



5. Experimentació i avaluació 32

l'eixida d'un únic canal i la freqüència de mostreig. A l'eixida d'aquest pas vam obtindre
les dades de tots els corpus en format WAV, monocanal i a 16 KHz.

A continuació es va emprar tLtask-preprocess dues vegades sobre cada corpus, per
obtenir els dos tipus de vectors de característiques considerats a aquest treball:

� MFCC: aquestos vectors de característiques es van generar amb 15 coe�cients ceps-
trals i amb un coe�cient extra per a l'energia del frame. També es van calcular la
primera i segona derivada, que representen, respectivament, la velocitat i acceleració
amb la que els seus valors canvien. Es van extraure vectors cada 10 ms, per po-
der emprar-los posteriorment amb �nestres de context, i es normalitzen en mitjana
i variància a nivell de vídeo/objecte. D'aquesta manera, es van obtindre vectors
de característiques de 48 components, que s'utilitzaren per entrenar els models de
GMM-HMM i FF-DNN-HMM.

� Filterbanks: en aquest cas, s'empraren bancs de 85 �ltres, sense derivades, resultant
en vectors de característiques de 85 components amb els que es va entrenar el model
BLSTM-HMM.

Per acabar, es van preprocessar les transcripcions, açò és, eliminar signes de puntuació,
convertir text a minúscules, transcriure dígits (conversió de xifres a paraules), entre altres
tasques de normalització. Primer vam desenvolupar i llançar un script que s'encarrega
d'eliminar tots els signes de puntuació i convertir les majúscules a minúscules. Finalment,
s'analitzaren els resultats per a assegurar que no hi havia errors de preprocès. Es va
utilitzar el llenguatge de programació de processament de text awk, junt a sed, la popular
utilitat Unix per a esmenar els problemes detectats als �txers de transcripcions dels
còrpora afectats. Aquest procediment es va repetir diverses vegades �ns a trobar que el
preprocès de les dades era correcte.

5.3 Entrenament de models acústics

En aquest treball hem considerat una topologia de models HMM estàndar en ASR, con-
sistent en models de tres estats i estrictament linear, és a dir, un estat qt solament pot
transicionar a ell mateix mitjançant un bucle, o a l'estat posterior qt+1. Els fonemes es
divideixen estructuralment en tres parts: transició del fonema previ (o silenci), part cen-
tral, i part de transició al fonema posterior (o silenci). Aquestes tres parts estructurals
són modelades seqüencialment per cadascun dels tres estats que componen els HMMs
considerats a aquest treball.
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5.3.1 GMM-HMMs

Prèviament a realitzar l'entrenament del model GMM-HMM basat en mixtures de Gaus-
sianes, cal generar un diccionari de pronunciacions fonètiques de les paraules presents a les
transcripcions del conjunt train. Aquest diccionari s'anomena lexicon o model lèxic. En
aquest cas, emprarem un sistema estadístic de conversió de paraules a fonemes, anomenat
Grapheme2Phoneme (G2P), amb un model pre-entrenat per a la llengua francesa, heretat
del sistema ASR de l'any 2017, que rep com a entrada un �txer amb tot el vocabulari
de les dades de train. Aquesta ferramenta genera el lexicon, amb les diferents transcrip-
cions fonètiques possibles per a cadascuna de les paraules del vocabulari. A continuació,
es va realitzar una inspecció semi-automàtica del lexicon per depurar possibles errors de
conversió fonètica.

L'entrenament dels models GMM-HMMs es va realitzar amb l'eina tLtask-trainghmm,
que implementa l'algorisme Baum-Welch. Com que l'entrenament es realitza en un clúster
de computació distribuït d'altes prestacions, els �txers necessaris per a l'entrenament es
copiaren localment als nodes d'execució per minimitzar el coll de botella d'entrada-eixida
a través de la xarxa mitjançant el protocol NFS (Network File System). L'entrenament
del model de monofonemes es va realitzar en 8 iteracions sobre totes les dades de train,
mentre que els models de trifonemes i trifonemes lligats basats en Gaussianes i mixtures
de Gaussianes utilitzaren únicament 4 iteracions.

En aquest pas, TLK aplica automàticament l'algorisme CART. La con�guració especi-
�cada per a la seua creació fou: una ocupació mínima per fulla de 2000 elements, un
increment de la versemblança mínim per a continuar rami�cant de 1500 punts. Després
d'aplicar l'algorisme CART amb aquesta con�guració, vam obtenir 21589 estats nugats
HMM o senones. tLtask-trainghmm crea un �txer que conte tots els trifonemes, agrupats
per senones, anomenat tlist.

En darrer lloc, vam entrenar, iterativament, els models trifonemes nugats amb mixtures
de Gaussianes, sent un total de 7 models de 2i : 0 ≤ i ≤ 7 Gaussianes cada un. Aquest
fou el procés més costós, ja que cada vegada que es duplicava el nombre de components,
augmentava proporcionalment el temps de còmput. Com a mostra, el model de Gaussianes
de 64 components va requerir 54 hores i 14 minuts de computació al clúster, emprant �ns
a 30 nuclis CPU Intel i7 en paral.lel.

Tot el procés d'entrenament dels models GMM-HMM ha requerit un temps d'execució de
4 dies, 14 hores i 49 minuts, emprant �ns a 30 nuclis CPU Intel i7. Per tal de validar
la correcció d'aquest model acústic, vam construir un sistema ASR temporal, conformat
per aquest model acústic i una taula de look-ahead derivada del model de llenguatge del
sistema ASR Francés de 2017. Amb aquest sistema, vam reconéixer automàticament el
conjunt de development, obtenint uns WERs de 45.3% al corpus de PM i 30.7% al corpus
de UB. Tot i que aquests valors de WER són elevats, entren dins de les expectatives que
es tenen d'aquests tipus de models generatius, d'acord amb coneixement previ del grup
de recerca MLLP-VRAIN.

Finalment, vam usar l'eina tLtask-align amb el model GMM-HMM de 64 components,
el lexicon, la tlist, els MFCCs i les transcripcions d'àudio per a obtenir els alineaments
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de senones a nivell de frame. L'eina genera un �txer d'eixida en el que s'indica, per a
cada mostra d'entrenament, amb quins senones s'han alineat cadascun dels seus frames
(vectors de característiques).

5.3.2 FF-DNN-HMMs

El següent pas fou entrenar una FF-DNN per modelar P (qt|xt) (veure Eq. 2.10) amb
la informació dels alineaments calculats amb el model de GMMs. Per fer-ho, vam usar
l'eina tLdnn-train. A continuació es detalla la con�guració de la FF-DNN. La capa
d'entrada empra una �nestra contextual de ±5 frames a esquerra i dreta del frame actual,
es a dir, treballa amb vectors d'entrada de 11 · 48 = 528 components. A continuació, sis
capes ocultes de 2048 neurones amb activació per ReLu. Finalment, una capa d'eixida de
21589 unitats amb activació per softmax (tantes neurones com senones). L'entrenament va
requerir un temps d'execució total de 43 hores en una GeForce RTX 2080 Ti, al llarg de 20
èpoques, assolint un error de validació (FER) en development de 56.1%. Si bé pot semblar
una taxa d'error elevada, es tracta d'un valor acceptable, d'acord amb l'experiència prèvia
del grup MLLP-VRAIN. Alguns dels factors que justi�quen taxes FER elevades en aquest
context són: en primer lloc, es tracta d'un problema de classi�cació complex, on hi ha que
discriminar entre 21589 classes diferents. En segon lloc, les etiquetes de classe q de totes
les mostres d'entrenament, (q,x), proporcionades a la FF-DNN, han sigut generades per
un model acústic generatiu, GMM-HMM, de baixes prestacions, pel que s'espera que una
porció signi�cativa de les etiquetes de classe siga incorrecta. Per últim, la funció d'error
(FER) no considera l'existència d'etiquetes de classe (senones) similars. Per exemple,
l'estat esquerre del trifonema l-a+o, especialitzat en modelar la transició acústica del
fonema /a/ al /l/, i l'estat esquerre del trifonema k-a+o, especialitzat en la transició
del fonema /a/ al /k/, són dues classes diferents, però pròximes entre elles i fàcilment
confusibles. Però independentment del tipus d'error, FER sempre assigna error = 1 si
l'etiqueta de classe no es exactament l'esperada, donant el mateix pes a errors greus que
a errors assumibles.

Per tal de validar la correcció d'aquest model acústic, vam construir un segon sistema
ASR temporal, conformat per aquest model acústic i la mateixa taula de look-ahead
anterior. Amb aquest sistema, vam reconèixer automàticament el conjunt de development,
obtenint uns WERs de 29.0% al corpus de PM i 23.0% al corpus de UB. Realitzant la
comparació respecte al primer sistema, s'observa una millora notòria, assolint uns resultats
potencialment prometedors.

Finalment, regenerarem els alineaments de senone a nivell de frame, usant la FF-DNN,
amb l'objectiu d'obtenir una versió millorada d'aquests, similar a la millora observada en
WER al conjunt de development respecte al model GMM-HMM.
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5.3.3 BLSTM-HMMs

El pas �nal fou entrenar una xarxa BLSTM per modelar P (qt|xt) amb la informació rebuda
dels alineaments re�nats, calculats pel model FF-DNN. Per fer-ho vam usar TensorFlow,
mitjançant l'script train_blstm_cudnn.py. La con�guració escollida de la BLSTM fou
la següent. S'utilitzaren 8 capes LSTM bidireccionals, cada una amb 512 neurones per a
cada sentit temporal i, a l'igual com la FF-DNN, una capa d'eixida de 21589 neurones,
tantes com senones. Per a millorar la capacitat de generalització del model, es va aplicar
la tècnica SpecAugment [36], que consisteix en deformar les característiques d'entrada,
emmascarar els blocs de canals de freqüència i emmascarar els blocs de passos de temps
de forma aleatòria. Es realitzaren dues repeticions, amb màscares de 27 unitats d'ample
horitzontal i 10 unitats d'ample vertical.

L'entrenament va requerir un temps d'execució total de 336 hores (aproximadament dues
setmanes) emprant una GeForce RTX 1080, al llarg de 27 èpoques, assolint un error de
validació (FER) mínim de 38.3% sobre el conjunt de development. La Figura 5.1 mostra
l'evolució d'aquest error de validació en funció de les èpoques. Comparant amb la FF-
DNN, vam obtenir una reducció molt signi�cativa del FER, de quasi 20 punts absoluts,
demostrant, per una banda, la major capacitat d'aprenentatge d'aquest model, i d'altra
banda, que els alineament re�nats per la FF-DNN (les etiquetes de classe dels frames
d'entrenament) són, efectivament, de major qualitat.
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Figura 5.1: Error de validació en funció de les èpoques.

5.4 Construcció i optimització de sistemes ASR híbrids basats

en BLSTM-HMM AMs

Una vegada entrenat el model acústic BLSTM-HMM, es procedeix a integrar-lo, junta-
ment amb diferents models del llenguatge, en el descodi�cador híbrid de TLK per generar
diferents sistemes ASR. Tots els LMs considerats en aquest treball han estat entrenats
recentment per investigadors de l'MLLP, a excepció d'un model d'n-grames que prové del
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sistema ASR Francés de l'any 2017. A continuació es llisten i es donen els detalls més
rellevants d'aquests LMs:

� n-grama (2017): model de 4-grames, provinent del sistema ASR Francés de 2017,
entrenat amb totes les dades de text monolingüe descrites a la Secció 4.3 (2.1G
paraules), mitjançant el toolkit SRILM [42]. També es proporciona una versió su-
peresporgada d'aquest model, convertida en taula estàtica de look-ahead per al des-
codi�cador.

� n-grama: model de 4-grames, entrenat amb totes les dades de text monolingüe (2.1G
paraules), usant el toolkit KenLM [15]. També es proporciona la taula estàtica de
look-ahead corresponent.

� TLM: model de llenguatge neuronal basat en l'arquitectura Transformer, amb 24
capes Transformer, 512 neurones per capa, FF-DNNs de 4096 unitats, 12 attention
heads, i un embedding de 768 dimensions, entrenat amb un subconjunt d'1G paraules
amb el toolkit Fairseq [13].

� n-grama + TLM: interpolació lineal entre el 4-grama i el TLM, amb uns pesos
òptims, calculats per al conjunt de development, de 40.7% i 59.3%, respectivament.

Per a la realització dels experiments, els valors dels LM look-ahead s'han calculat utilitzant
un model molt esporgat derivat, en cada cas, del seu respectiu 4-grama. Al ser més
menut, permet tindre precalculades totes les probabilitats en una taula i així accelerar la
cerca. Així, quan en la cerca s'aplega a un node �paraula�, la probabilitat d'aquest model
menut es reemplaça per la del modl'original. Quan parlem d'emprar taules de look-ahead
derivades d'un model, estarem parlant d'utilitzar directament les probabilitats d'aquest
model esporgat.

Els sistemes ASR queden constituïts quan s'executa el descodi�cador de TLK mitjançant
l'eina tLtask-recognise. Aquesta rep el model acústic (el model BLSTM-HMM), la
taula de look-ahead estàtica, els vectors de característiques de les mostres a reconèixer i,
opcionalment, un o més models del llenguatge externs, a banda dels valors dels diferents
hiperparàmetres de descodi�cació. D'aquests, destaquem els següents:

� GSF (Grammar Scale Factor), que escala el pes del model del llenguatge respecte
al del model acústic durant la descodi�cació.

� PSF (Prior Scale Factor), que escala les probabilitats a priori, P (qt), dels HMM.

� LA (Grandària de la �nestra, Look-Ahead), de�neix el context futur, es a dir,
el periode de temps, al que pot accedir la BLSTM per a buscar informació i emetre
una possibilitat. És especialment útil quan tractem amb xarxes recurrents, ja que
les permet considerar aquesta informació futura. Aquest paràmetre es necessari en
un context d'streaming, ja que es la manera que tenim de limitar el futur necessari
per a treballar.

� LMHR (Language Model History Recombination), s'utilitza per a recombinar
hipòtesis que utilitzen les mateixes últimes paraules a les seues histories. Força al
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descodi�cador a consolidar els pre�xos de paraules i permetre una descodi�cació més
ràpida, ja que la història del TLM no està limitada en longitud i ha de ser processada
en cada iteració.

� BEAM representa la diferencia màxima que pot haver entre les puntuacions de
l'objecte més probable i del menys probable. Així, si una hipòtesis es diferencia per
un valor major al BEAM, es automàticament descartada.

� HP (Histogram pruning), de�neix el nombre de històries màximes actives en cada
instant.

� LMHP (Language Model Histogram pruning), que controla el nombre d'his-
tòries noves que s'expandeixen a cada frame. Permet reduir el nombre de consultes
al model del llenguatge.

En aquest cas, l'estudi dels paràmetres BEAM, HP i LMHP s'ha omès per restriccions
temporals, sent valors �xes a BEAM= 160, HP= 7500 i LMHP= 60, basats en coneixe-
ment previ del grup MLLP-VRAIN.

El primer sistema que vam estudiar utilitzava el model acústic BLSTM i les taules de
look-ahead derivades del model d'n-grames de 2017. Com que el LM era un cuatrigrama,
l'LMHR no podia ser diferent de tres, en aquest i en posteriors experiments on sols intervé
un 4-grama o una taula estàtica de look-ahead no es va explorar. També s'ha estudiat
l'impacte de la grandària de la �nestra (lookahead), però no era signi�catiu, per tant, el
seu valor va quedar �xat a 59 frames al conjunt PM i 49 frames al conjunt UB, tant en
aquest com en posteriors experiments. Finalment, es va estudiar el comportament davant
de diferents valors del GSF i de PSF en funció del WER sobre el conjunt de development.
La Figura 5.2 mostra l'evolució del WER en funció del paràmetre GSF per a diferents
valors de PSF.
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Figura 5.2: WER%, calculat sobre els conjunts de development de PM i UB, en funció dels paràmetres GSF
i PSF amb el sistema format per el AM BLSTM i el LM basat en taules de look-ahead derivades del model del
llenguatge de 2017. Es representen en diferents colors els valors de PSF per a ambdós corpus.

Basant-se en les dades, el millor resultat per al conjunt PM, amb una WER de 21.5%, és
el parell GSF=8 amb PSF= 1.0 i GSF=9 amb PSF=0.9. Per a UB, el millor WER va ser
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19.7%, per als valors de PSF=0.9 i GSF=9. Aquests valors de PSF van romandre �xos a
la resta d'experiments, ja que no mostraven un gran impacte amb diferents valors.

En segon lloc, es va procedir a construir i optimitzar el sistema ASR resultant de combinar
el nostre model acústic amb la taula de look-ahead estàtica i el LM de 4-grames de 2017.
En aquest cas es va optimitzar el GSF únicament, ja que el paràmetre LMHR encara
necessitava estar �xat a tres. La Figura 5.3 representa l'evolució del WER, calculat sobre
els conjunts de development de PM i UB, en funció del paràmetre GSF.
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Figura 5.3: WER%, calculat sobre els conjunts de development de PM i UB, en funció del paràmetre GSF amb
el sistema format pel AM BLSTM i el LM basat en taules de LA derivades del model del llenguatge de 2017 i el
LM de 4-grames de 2017. Es representen en diferents colors els valors de PSF per a ambdós corpus.

Obtinguérem unes puntuacions de WER de 20.5% per a PM, amb un GSF= 12, i de 17.4%
punts amb UB, amb un GSF=10. Veient aquests resultats es pot apreciar una millora
respecte al model acústic antic, de 2 punts de millora absoluta a PM i 0.9 a UB.

En tercer lloc, estudiarem el comportament del nostre AM en conjunció dels nous LM
de 4-grames. En concret, vam portar a cap un primer experiment utilitzant sols la taula
estàtica de look-ahead, i un segon que incorporava, a més, el model de 4-grames, explorant
el GSF en cada cas. La Figura 5.4 mostra els resultats d'ambdós experiments.
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Figura 5.4: WER%, calculat sobre els conjunts de development de PM i UB, en funció del paràmetre GSF;
d'una banda (�gura esquerra) per al sistema ASR que utilitza únicament les taules estàtiques de LA; i d'altra
(�gura dreta), per al sistema ASR que, a més, inclou el model de 4-grames.



5. Experimentació i avaluació 39

Pel que fa al model amb únicament taules de look-ahead, els millors resultats foren de
22.3% de WER a PM, amb GSF=11, i de 19.8 punts a UB, amb GSF=9. Utilitzant també
l'n-grama, les puntuacions milloraren �ns a 20.1% en PM, amb GSF= 12, i �ns a 17.6%
en UB, amb GSF= 11.

En quart lloc, es va explorar la combinació del nostre AM amb el TLM. En un primer
experiment �xarem el paràmetre LMHR = 9 i explorarem els valors de GSF. La Figura 5.6
mostra l'evolució del WER per als experiments, resultant que per a ambdós conjunts el
millor valor fou GSF= 9. Per aquesta raó, es va �xar a aquest valor i es va iniciar
l'exploració de LMHR.
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Figura 5.6: WER%, calculat sobre els conjunts de development de PM i UB per al sistema ASR que utilitza el
TLM; d'una banda (�gura esquerra) en funció del paràmetre GSF (�xant LMHR=3); i d'altra (�gura dreta), en
funció del paràmetre LMHR (�xant GSF=9).

Per una banda, s'obtingueren unes puntuacions WER de 18.4% per a PM, amb un LMHR
de 9, i de 16.0% per a UB, amb un LMHR de 9. D'altra banda, el conjunt PM va obtindre
una puntuació WER de 18.3% amb un LMHR de 6, mentre que UB va obtindre una
puntuació de 16.0% amb un LMHR de 12.

Finalment, vam considerar el sistema que realitza una interpolació lineal entre l'n-grama
i el TLM. El valor de LMHR va ser �xat al millor obtingut al pas anterior, ja que la
mida mitjana de les frases al conjunt development era d'aproximadament 10 paraules, i
les variacions que podia aportar quedaven signi�cantment reduïdes a costa del temps de
còmput. Els resultats poden observar-se a la Figura 5.7, aconseguint una WER en PM
de 17.1% amb GSF= 11, i de 15.2% amb GSF=11.
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Figura 5.7: WER%, calculat sobre els conjunts de development de PM i UB per al sistema ASR que utilitza
l'interpolació lineal entre l'n-grama i el TLM en funció del paràmetre GSF.

5.5 Avaluació i comparativa de sistemes ASR

En aquesta secció, primerament, es realitzarà l'avaluació �nal de tots els sistemes ASR
considerats en el present treball, utilitzant els conjunts de test de PM i UB. Després, els
resultats de cada sistema es comparen amb els del sistema ASR Francés de 2017, per tal
de mesurar l'efecte de les millores tecnològiques introduïdes.

El sistema ASR Francés de 2017 (d'ara endavant, sistema baseline), és un sistema híbrid
format per un model acústic FF-DNN-HMM amb activacions per ReLu, similar al model
descrit al Capítol 3.4. Aquest realitza, inicialment, un pas previ �Voice Activity Detec-
tion�, que bàsicament es tracta de realitzar una segmentació d'on hi ha parla humana
i on no per a únicament descodi�car en aquests segments. El procés de descodi�cació
es realitza en dos passos. Un primer pas de reconeixement estàndard, i un segon pas
amb fCMLLR (feature Constrained Maximum Likelihood Linear Regression), una tècnica
que realitza una adaptació dels vectors de característiques a les locutores presents en les
mostres, emprant les transcripcions automàtiques del primer pas de reconeixement com
a referència. Finalment, es realitza un tercer pas addicional, on és repuntuen les proba-
bilitats del model del llenguatge amb un o diversos models del llenguatge externs més
potents, en aquest cas, un 4-grama usat en els experiments de la Secció 5.4, i un model
del llenguatge basat en RNNs. El principal inconvenient d'aquest sistema és que, al ser
multipassada, no està preparat per al reconeixement en streaming.

Per altra banda, els sistemes ASR avaluats en aquest treball són aquells que acoblen el
model BLSTM-HMM, amb la taula de look-ahead derivada del nou model d'n-grames, i
diferents combinacions de models del llenguatge externs: 4-grama (2017), 4-grama, TLM
i TLM interpolat amb 4-grama. La taula 5.1 resumeix les resultats WER, calculats sobre
els conjunts de test de PM i UB, amb tots els sistemes considerats en aquest estudi
comparatiu. També s'inclouen els millors resultats d'aquests sistemes en els respectius
conjunts de development (veure Secció 5.4).

Com pot observar-se, el sistema baseline és superat per tots els nostres sistemes ASR,
excepte pel que únicament utilitza les taules de look-ahead, on obté un resultat pitjor en
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Taula 5.1: WER% dels diferents sistemes considerats en aquest estudi comparatiu, calculats sobre els conjunts
de development i test dels corpus PM i UB. Els nostres sistemes estan representats de tal forma que els diferents
LM proporcionats pel MLLP-VRAIN es combinen amb el AM desenvolupat en aquest treball.

PM UB
Sistema Dev Test Dev Test
Baseline (2017) 22.1 24.1 19.1 17.3
BLSTM (+ taula LA) 22.3 22.2 20.7 19.0
+ n-grama (2017) 20.5 20.7 18.2 17.6
+ n-grama 20.1 20.2 18.4 17.4
+ TLM 17.7 18.9 15.1 14.9
+ n-grama 17.1 18.6 15.2 14.6

UB, però un poc millor en PM. Convé remarcar que el sistema de 2017 és un sistema
multipassada que no està preparat per a funcionar en streaming. En canvi, els nous
sistemes poden fer-ho.

També són rellevants les millores màximes, i és que quan es considera el TLM, s'obtenen
unes millores absolutes de WER de �ns a 5.5 punts, amb unes millores relatives del 22.8%
a PM i del 15.6% a UB.

D'altra banda, convé ressaltar la comparativa entre el sistema baseline i el sistema BLSTM
amb l'n-grama de 2017, ja que ens permet aproximar la millora que aporta el nostre model
acústic al sistema �nal, a pesar que el sistema vell utilitzava un RNNLM que el nostre
sistema no. Inclòs en aquest cas, s'assoleix una millora de les prestacions global, que
arriba �ns als 3.4 punts de diferència en el test de PM, excepte en el test d'UB, on el
nostre sistema és lleugerament inferior en prestacions (0.3 punts WER). La nostra hipòtesi
és que, en aquest cas concret, el model RNNLM marca la diferència, ajudant al sistema
baseline a superar el nostre sistema.



6 Conclusions i treball futur

En aquest treball s'ha descrit el procés de creació d'un model acústic d'avantguarda per
a sistemes ASR Francés híbrids. Per aconseguir-ho, s'han emprat ferramentes software
avançades i altament especialitzades com TLK i Tensor�ow, així com un conjunt de dades
d'entrenament de 663 hores de parla francesa transcrita manualment a un total de 6.8
milions de paraules. El model acústic resultant, basat en Models Ocults de Markov amb
les probabilitats d'emissió modelades per una xarxa neuronal recurrent de tipus BLSTM,
ha estat combinat amb diferents models del llenguatge proporcionats per investigadors
del grup de recerca MLLP-VRAIN, conformant potents sistemes ASR híbrids, aptes per
funcionar en streaming.

Pel que fa al model acústic desenvolupat, el model BLSTM-HMM, podem concloure amb
les dades experimentals que, aquest millora signi�cativament el model acústic multipas-
sada del sistema baseline, aportant millores relatives de WER de �ns a un 16.2% en el
conjunt de test PoliMèdia.

El millor sistema ha estat aquell que combina el nostre BLSTM-HMM AM amb una in-
terpolació lineal d'un model de 4-grames i un Transformer LM, obtenint millores, respecte
al sistema baseline, de 2.7 punts WER en UB i de 5.5 punts en PM, és a dir, entre un
15.6% i un 22.8% de millora relativa en funció de la tasca. A més, convé ressaltar que
aquest sistema està preparat per treballar en entorns d'streaming, al contrari del sistema
baseline.

Aquest treball ha deixat portes obertes a molt de treball futur:

1. Realitzar una exploració dels paràmetres per ajustar la latència del sistema per al
seu ús en streaming.

2. Generar una imatge docker amb el millor sistema ASR per facilitar el seu desplega-
ment al CERN.

3. Exploració niada dels hiperparàmetres de descodi�cació que s'han deixat �xes per
restriccions temporals.

42
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4. Ampliar el conjunt d'entrenament de dades acústiques transcrites, doncs 663 hores
són poques per als actuals estàndards de la literatura (milers d'hores d'entrenament).

5. Recopilar conjunts de dades de dev i test especí�cs del CERN, per avaluar els siste-
mes ASR amb dades representatives dels continguts audiovisuals que es generen en
aquesta institució.

6. Explorar noves topologies BLSTM i Transformer.
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