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Resumen

Hoy en dia, el analisis de datos esta presente en todos los sectores, y el deporte no es indiferente
a esta revolucién. Desde la prediccién de un aspecto concreto del juego, como los lanzamientos
de penaltis en futbol, hasta la eleccién de los fichajes o la optimizacién de los entrenamientos
para adaptarlos a un contrincante concreto, como aplica la jugadora de badminton Carolina
Marin, son muchos y muy diversos los ejemplos de la aplicacién de diferentes herramientas de
analisis de datos aplicados al mundo del deporte.

En el presente trabajo, se desarrolla un analisis de las estrategias de juego en las principales ligas
europeas de futbol. A partir de las estadisticas de cada equipo en cada partido jugado (ataques,
centros, posesion, pases...), y a partir del andlisis de componentes principales (PCA), se
obtendran relaciones entre ellas para detectar estas diferentes estrategias.

Una vez se identifiquen estas estrategias, se analizard su capacidad de éxito en términos
generales durante el periodo temporal de los datos a partir de una clasificacidn de los registros
por medio de un andlisis Cluster.

En la segunda parte del trabajo, se intentara predecir el éxito en los partidos de cada equipo
teniendo en cuenta las estadisticas de cada equipo en cada partido para comprobar si realmente
a partir de estas estadisticas es posible determinarlo. El éxito en el partido se definirad en base a
si el partido ha sido ganado o no ha sido ganado (empatado o perdido).

Palabras clave: estrategias, tacticas, enfrentamiento, predicciones, éxito en el partido.






Resum

Hui en dia, I'analisi de dades esta present en tots els sectors, i I'esport no és indiferent a esta
revolucié. Des de la prediccid d'un aspecte concret del joc, com els llancaments de penals en
futbol, fins a I'eleccid dels fitxatges o I'optimitzacié dels entrenaments per a adaptar-los a un
contrincant concret, com aplica la jugadora de badminton Carolina Marin, sén molts i molt
diversos els exemples de |'aplicacié de diferents ferramentes d'analisi de dades aplicats al mén
de l'esport.

En el present treball, es desenrotlla una analisi de les estratégies de joc en les principals lligues
europees de futbol. A partir de les estadistiques de cada equip en cada partit jugat (atacs,
centres, possessio, pases...) , i a partir de I'analisi de components principals (PCA) , s'obtindran
relacions entre elles per a detectar estes diferents estrategies.

Una vegada s'identifiquen estes estrategies, s'analitzara la seua capacitat d'exit en termes
generals durant el periode temporal de les dades a partir d'una classificacié dels registres per
mitja d'una analisi Cluster.

En la segona part del treball, s'intentara predir I'éxit en els partits de cada equip tenint en
compte les estadistiques de cada equip en cada partit per a comprovar si realment a partir
d'estes estadistiques és possible determinar-ho. L'éxit en el partit es definira basant-se en si el
partit ha sigut guanyat o no ha sigut guanyat (empatat o perdut) . Paraules clau: estratégies,
tactiques, enfrontament, prediccions, éxit en el partit.

Paraules clau: estratégies, tactiques, enfrontament, éxit en el partit.






Abstract

Nowadays, data analysis is present in all sectors, and sports is not indifferent to this revolution.
From the prediction of a specific aspect of the game, such as penalty kicks in soccer, to the choice
of signings or the optimization of training sessions to adapt them to a specific opponent, as
applied by the badminton player Carolina Marin, there are many and very diverse examples of
the application of different data analysis tools applied to the world of sports.

In this paper, an analysis of the game strategies in the main European soccer leagues is
developed. From the statistics of each team in each match played (attacks, crosses, possession,
passes...), and from the principal component analysis (PCA), relationships between them will be
obtained to detect these different strategies.

Once these strategies have been identified, their ability to succeed in general terms during the
period of the data will be analyzed from a classification of the records by means of a cluster
analysis.

In the second part of the work, we will try to predict the success in the matches of each team
taking into account the statistics of each team in each match to check if it is really possible to
determine it from these statistics. The success in the match will be defined based on whether
the match has been won or not won (drawn or lost).

Keywords: strategies, tactics, confrontation, predictions, match success.
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1. Motivacion

Alo largo de los uUltimos afios, uno de los puntos clave para el desarrollo de cualquier industria
ha sido la aplicacion de técnicas avanzadas de analisis de datos masivos con objetivos tan
distintos como optimizar procesos, detectar fallos de forma temprana o tomar decisiones de
negocio basadas en la evidencia que muestran estos datos. Estas técnicas han permitido dar
importantes pasos adelante en cuanto al conocimiento sobre los procesos internos y externos o
las operativas de cualquier industria y al acierto en la toma decisiones; a esta revolucién se la
conoce comunmente como la revolucién del Big Data.

El término Big Data hace referencia a conjuntos de datos o combinaciones de conjuntos de datos
cuyo tamafio (volumen), complejidad (variabilidad) y velocidad de crecimiento (velocidad)
dificultan su captura, gestidn, procesamiento o analisis mediante tecnologias y herramientas
convencionales, tales como bases de datos relacionales y estadisticas convencionales o
paquetes de visualizacion, dentro del tiempo necesario para que sean utiles.

Esta revolucién permite a empresas y organizaciones aprovechar mucho mejor sus datos y
utilizarlos para identificar nuevas y mejores oportunidades, ya que permiten responder
preguntas que hasta este momento ni siquiera se planteaban.

Aplicado al deporte, el analisis de datos se centra en areas tanto dentro del terreno de juego
(conocerse a uno mismo vy al rival) como fuera de la pista (evitar lesiones o captar talento).

El equipo pionero en la aplicacion de estos analisis, tal y como narra la pelicula Moneyball (2011),
son los Oakland Athletics; este modesto equipo aplicé el andlisis de las estadisticas para decidir
cuales son los mejores fichajes posibles para formar una plantilla equilibrada con poco
presupuesto. A partir de ese momento, son muchos los equipos que han adoptado técnicas de
analisis de datos; tanto es asi que, en 2017, Deloitte calculdé que un 97% de equipos de la MLB
(Major League Baseball) y un 80% de equipos de la NBA (National Basketball League) aplicaban
estas técnicas [1].

En el aflo 2018, el mercado global de analisis de datos en deportes se estimé en mas de 750
millones de délares, cifrando las expectativas de crecimiento anual en mas de un 30% anual
entre 2019 y 2025. Tal es el papel del analisis de datos en el deporte que David R. Sdez, CEO de
Sport Data Campus, afirma que “El Big Data y la analitica avanzada estdn revolucionando el
mundo del deporte y el perfil del analista de datos con Big Data se esta convirtiendo en esencial
en muchas entidades deportivas, siempre en aras de encontrar mejoras y ventajas
competitivas”.

Entre los ejemplos mas conocidos de analisis de datos aplicados al deporte se encuentran,
ademas de su aplicacién para la confeccidon de plantillas en numerosos deportes, la prediccién
de los lanzamientos de penaltis en el futbol o el estudio de las estrategias y el juego de los rivales
en badminton que aplica Carolina Marin.

En particular en el futbol, el deporte mas extendido del mundo, si bien no ha sido un deporte
pionero en el uso de estas técnicas, en los ultimos afios muchos clubes han llegado a crear
departamentos propios de analitica de datos conformados por cientificos e ingenieros para
optimizar su rendimiento tanto dentro como fuera de la pista. Diferentes empresas
especializadas en la recogida y procesamiento de datos deportivos han facilitado el trabajo de
estos clubes y federaciones para el posterior andlisis de esos datos.
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También investigadores han desarrollado muy diversos trabajos aplicando técnicas de analisis
de datos al futbol, como la prediccion de acciones de gol en la liga de futbol estadounidense [2],
o el analisis de jugadores y posiciones para optimizar la decisidn a | ahora de fichar a un jugador

[3].

En el ambito puramente futbolistico, y contextualizando el presente trabajo, existen grandes
diferencias en las estrategias de los diferentes equipos; mientras algunos equipos se deciden
por jugar en su propio campo y ser equipos muy defensivos que intentan aprovechar los
contraataques, otros equipos buscan controlar mucho mas el baldn y generar oportunidades a
través de oportunidades mas largas.

Sin embargo, equipos histéricos han conseguido ser exitosos utilizando estrategias muy
diferentes, por lo que a priori no se puede determinar una estrategia Unica que todos los equipos
deban perseguir si quieren ser equipos triunfadores en cualquier época.

Hasta el momento, pocos trabajos cientificos han abordado la problematica de estimar modelos
predictivos del éxito de los partidos de futbol en funcion de las estrategias. El presente trabajo
pretende analizar esta cuestidon y aportar luz en esta linea de investigacion.

Los resultados obtenidos ayudaran tanto a equipos y profesionales del mundo del deporte a
desarrollar la planificacién deportiva, como a analistas de futbol y aficionados a conocer mas en
profundidad lo que dicen los datos sobre el deporte que les apasiona cuando se analizan con
técnicas profesionales de analisis de datos.

Por otro lado, hoy en dia se puede ver en muchos partidos que la realizacién proporciona en
diferentes momentos del encuentro la probabilidad de que gane un equipo u otro gracias a los
analisis proporcionados por empresas como Driblab. Son especialmente conocidos 2 casos que
han ocurrido en el afio 2022 en los que el resultado del partido contradijo la clara prediccién
gue se obtuvo con el analisis de datos:

e Final Open de Australia 2022: en el partido entre Rafael Nadal y Daniil Medvedev,
durante el tercer set y siendo el resultado muy positivo para el tenista ruso, se estimaron
las posibilidades de victoria del tenista espaiiol en un 4%.

e Semifinal Liga de Campeones 2022: en el partido de vuelta en la que se enfrentaban el
Real Madrid CF y el Manchester City, en el minuto 89 del partido, la probabilidad de
clasificacién del Real Madrid CF para la final del torneo se estimé en un 1% [4].

Aungue es cierto que en estos casos el jugador o equipo que menos posibilidades tenia termind
“venciendo a la estadistica”, este tipo de predicciones no dejan de ser una contextualizacién y
un apoyo grafico sobre la realidad que es probable que se dé y aportan un valor afiadido tanto
a los comentaristas como a los aficionados a la hora de disfrutar del partido.

Desde la Organizacion de las Naciones Unidas, se valoran las contribuciones que el deporte, y
especialmente el futbol por su gran presencia e influencia internacional, hace y puede hacer a
los Objetivos de Desarrollo Sostenible (ODS) [5]. Este trabajo avanza en la linea de desarrollo
sostenible relacionado con la innovacidn, en este caso aplicada en el mundo del futbol, por la
aplicacion de técnicas de andlisis de datos a nuevas areas del deporte. Ademas, este avance
puede generar curiosidad en los aficionados por conocer las técnicas utilizadas para obtener los
analisis que ven en los diferentes medios e informarse o formarse en estas técnicas.
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2.0bjetivos

El objetivo global del presente trabajo es analizar las diferentes estrategias de juego de las
grandes ligas europeas, y para alcanzar este objetivo se han definido los siguientes objetivos
especificos:

Objetivo 1. Identificar estrategias de juego predominantes en base a la informacion disponible
sobre el juego del equipo en el partido.

A partir de los datos de lo que se tiene, se hard una primera seleccién de variables no
relacionadas directamente entre si y, posteriormente, se realizard un Andlisis de Componentes
Principales para determinar los grupos de variables que representan cada una de estas
estrategias.

Posteriormente se llevara a cabo un andlisis clister de los registros para determinar qué partidos
se caracterizan por qué estrategias.

Objetivo 2. Analizar la capacidad predictiva de la informacion disponible del juego del equipo en
el éxito del partido.

Definiendo el éxito en el partido en base al resultado (partido ganado o partido no ganado), se
utilizaran diferentes técnicas de prediccion para predecir, a partir de los datos del partido, el
éxito de cada equipo en cada partido. Estas predicciones se realizardn para todo el conjunto de
los datos, asi como para cada liga de forma individual.

JULIO MOISES LOPEZ SANCHEZ



3. Metodologia

En este apartado se describe el programa informatico utilizado, asi como las metodologias
empleadas para la consecucion de los objetivos del presente trabajo.

3.1. Software utilizado

El software R es un ambiente de programacién formado por un conjunto de herramientas muy
flexibles que pueden ampliarse facilmente mediante paquetes, librerias o definiendo nuestras
propias funciones. Una de las principales caracteristicas de este software, y que lo hace muy
potente y extendido, es el hecho de que sea gratuito y de cédigo abierto, por lo que son los
propios usuarios los que pueden crear librerias y compartirlas con el resto de los usuarios de la
herramienta.

RStudio es un entorno de desarrollo integrado (IDE) para R. Incluye una consola, un editor que
resalta la sintaxis y admite la ejecucion directa del cddigo, asi como herramientas para el
trazado, el historial, la depuracién y la gestion del espacio de trabajo [6].

Las librerias que se utilizaran a lo largo del presente trabajo son las siguientes:

e Readxl: libreria utilizada para leer archivos Excel con R [7].
o Funcién: read_excel.

e Ggplot2: libreria utilizada para realizar graficas de los resultados obtenidos [8].
o Funciones: ggplot, aes.

e  MVA: libraria utilizada para realizar analisis multivariantes [9].
o Funciones:

e Biotools: libreria utilizada para realizar y evaluar el analisis cluster, el analisis
discriminante, entre otras técnicas de analisis de datos [10].

o Funciones: boxM,

e MASS: libraria utilizada para realizar el anadlisis discriminante lineal y predicciones [11].
o Funciones: Ida, predict.

e ROCR: libreria utilizada para crear curvas ROC [12].
o Funciones: performance, prediction, plot.

e MDATOOLS: libreria utilizada para llevar a cabo el andlisis discriminante de minimos
cuadrados parciales [13].

o Funciones: plsda.

e randomfForest: libreria utilizada para llevar a cabo andlisis random forest tanto de
clasificacién como de regresion [14].

o Funciones: randomForest, importance, varimpPlot.
e rpart: libreria utilizada para crear arboles de clasificacion [15].
o Funciones: rpart, plotcp, prune.rpart, printcp.

e rpart.plot: libreria disefiada para crear graficos para modelos obtenidos con la libreria
rpart [16].

o Funciones: prp.
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e e1071: libreria utilizada para analisis como las maquinas de soporte vectorial y el
clasificador de Naive-Bayes [17].

o Funciones: kurtosis, skewness, naiveBayes, svm.

3.2. Aprendizaje no supervisado

El aprendizaje no supervisado es una serie de técnicas de Aprendizaje Automatico en los que los
algoritmos trabajan sobre datos en los que la variable respuesta es desconocida.

En el presente trabajo se trabaja por diferentes técnicas de aprendizaje no supervisado para un
analisis exploratorio de los datos y el andlisis del éxito de las diferentes estrategias. Las técnicas
de aprendizaje no supervisado utilizadas serdn el andlisis de componentes principales y el
analisis cluster.

3.2.1. Analisis de Componentes Principales

El Andlisis de Componentes Principales (por sus siglas en inglés, PCA), es una técnica clasica de
aprendizaje no supervisado. Puede utilizarse para una serie de fines, como son:

e Andlisis exploratorio de los datos:

Tanto para descubrir las relaciones existentes entre las variables y observaciones
analizadas como para descubrir la existencia de datos atipicos [18].

e Reduccion de la dimensionalidad:

El andlisis de componentes principales utiliza la correlacién entre las variables para crear
nuevas variables, denominadas componentes principales, que explican la mayor parte
de la variabilidad; la variabilidad explicada por cada componente principal serda mayor
que la posteriores, asi como la varianza explicada por cada componente principal
explicard variabilidad no explicada por las componentes anteriores.

De esta forma, estas componentes principales pueden utilizarse como nuevas variables,
con la ventaja de que no estan correlacionadas entre si. Teniendo en cuenta que las
componentes principales de menor orden son aquellas de contienen el aspecto mas
importante de la informacidn, sera importante determinar cuantas componentes
principales se desean utilizar a lo largo del andlisis.

Entrando en detalle en la explicacidn técnica de este método, en el PCA se parte, como en todos
los analisis de datos multivariados, es una matriz de datos X, Esta matriz X tiene dimensiones
NxK, siendo N el nimero de individuos o registros, y K el nimero de variables explicativas. En la
Figura 1 se puede ver una descripcidn grafica de la descomposicion de la matriz de datos inicial
X en la matriz de componentes principales (por medio de los scores T y los loadings P) y en la
matriz de residuos E que contiene toda la informacién que no se encuentra contenida en las
componentes principales.

P, P,
I ] ML ]
X = + + ...t E
L t,
Figura 1. Descomposicion grdfica de la matriz de datos X en scores (T), loadings (P) y residuos (E). Figura
tomada de [19].
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De esta forma, la base de datos original X se expresa mediante nuevas variables ortogonales
(independientes entre si) con una transformacién a un nuevo sistema de coordenadas formado
por los T scores y los P loadings. Con esta transformacién, la proyeccidn de X en un subespacio
de dimensién A por medio de la matriz de proyecciones P genera las coordenadas del individuo
en el subespacio T.

A las columnas en T se las conoce como scores o vectores de puntuacién (ta) y las columnas en
P se las conoce como loadings o vectores de carga (pa). Por ultimo, las desviaciones de las
proyecciones con respecto a las coordenadas originales se encuentran incluidas en la matriz de
residuos E [19].

Con el resultado de este andlisis pueden analizarse diferentes aspectos, entre ellos puede
llevarse a cabo el estudio de las relaciones entre las variables explicativas y las componentes
principales, y entre las componentes principales y los individuos. En concreto, el Score Plot
permite visualizar los scores de las observaciones en las componentes principales seleccionadas;
y el Loading Bi-plot permite analizar la relacién entre las componentes principales seleccionadas
y las variables en el espacio de las X.

3.2.2. Andlisis Cluster

El Analisis Cluster es una técnica estadistica multivariante que busca agrupar elementos (o
variables) tratando de lograr la maxima homogeneidad en cada grupo y la mayor diferencia
entre los diferentes grupos.

Las soluciones de los andlisis clister no son Unicas, ya que la conformacién de los grupos
depende del procedimiento escogido y sus elementos. Por otro lado, la solucidn clister depende
completamente de las variables escogidas, de modo que la adicidén o eliminacién de variables
relevantes puede tener un gran impacto en la solucién final.

Dado un conjunto de puntos (elementos u objetos) x = {x;, x5, ..., X,,} de tamafio n, un clister
¢j es un conjunto de puntos que, basados en una medida de proximidad, son similares entre si.
El clustering es un proceso que permite dividir un conjunto en k grupos ¢ = {cy, Cy, ..., ¢} de
datos distintos, por medio de algun criterio de agrupamiento, como una funcién de coste o algin
otro tipo de regla de asociacién [20].

De esta forma, el principio fundamental del clustering es garantizar que los grupos sean lo mas
heterogéneos entre si, pero que los elementos del grupo sean lo mas homogéneos posibles,
basados en un criterio de optimizacidon. En otras palabras, lo que se busca es minimizar la
distancia o similaridad intra-cluster (cohesién) min d (x4, x;), y a la vez maximizar la distancia o
similaridad inter-cluster (separacién) max d(cq,c3) [21]. En la Figura 2 se puede ver esta
relacién de forma grafica.

min d(x,, x,) o

b
)

Xy

1

°o%e”
®0%"% e
® o 0000,

max d(c,,c3)

C3

Figura 2. Representacion grdfica del objetivo del andlisis cluster.
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En concreto, en este trabajo se utiliza un andlisis clUster jerarquico. Este método entrega una
jerarquia de divisiones del conjunto de elementos en grupos, que puede representarse en forma
de arbol de soluciones o dendograma (Figura 3), en el cudl en el nivel mas alto se encuentra un
solo grupo que se subdivide a medida que se desciende en este dendograma. En este punto, es
el analista el que debe decidir el nimero de clisteres que desea obtener.

— [ ]

Figura 3. Ejemplo de estructura de dendograma.

Para este trabajo se ha aplicado para calcular los clusteres el método de Ward debido a que
tiende a formar clisteres mas compactos y de igual tamafio y forma en comparacidn con otros
métodos y es poco sensible a outliers o valores atipicos. Este método une los individuos
buscando minimizar la varianza dentro de cada grupo. Para ello, la funcidn objetivo de la que
parte el método de Ward es la suma de cuadrados de las desviaciones con respecto a la media
del grupo:

1 _
ESS = Yiix* — 7 (Uit x)* = XL, O — %)° (1]

Siendo x; el valor de la variable x para el individuo i, y n el ndmero de individuos dentro del
grupo o cluster [22].

Como se puede apreciar en la Ecuacién 1, la medida de distancia utilizada para el calculo del
método de Ward es la distancia euclidea, definida por la ecuacion 2:

de(P,Q) =y (p1 —q)?+ -+ (pi — q1)? = V21 (pi — q1)? [2]

Siendo P y Q dos puntos, que pueden corresponder a dos registros o a dos clusteres, e i el
numero de dimensiones, que corresponderia al nimero de variables.

Para determinar el nimero de clisteres se aplica el algoritmo k-means para identificar el valor
a partir del cual la reduccion de la suma total de cuadrados intra-cluster (Ecuacion 1 aplicada a
los registros dentro de un mismo cluster) deja de ser sustancial; a esta técnica se la suele conocer
como método del codo o elbow method.

3.3.  Aprendizaje supervisado

El aprendizaje supervisado es una serie de técnicas de Aprendizaje Automatico en los que los
algoritmos trabajan sobre datos en los que la variable respuesta es conocida, lo que quiere decir
que estan previamente clasificados.

Al utilizar estas técnicas, por lo general se cuenta con un conjunto de datos de entrenamiento,
a partir del cual el algoritmo de aprendizaje supervisado crea un modelo predictivo de las
variables respuesta a partir de los datos de entrada o variables explicativas, y un conjunto de
datos de validacién, utilizado para evaluar la eficacia del modelo creado.
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En el presente trabajo se utilizaran diferentes técnicas de analisis supervisado, como el Andlisis
Discriminante o Random Forest como con el objetivo de predecir el éxito (Ganado o No ganado)
de un equipo en un partido a partir de los datos de entrada explicados en el apartado 4 (Analisis
de la base de datos).

3.3.1. Analisis Discriminante

El analisis discriminante es una técnica estadistica que sirve para clasificar individuos u objetos
segln el grupo al que es mas probable que pertenezcan. Esta probabilidad se establece a partir
de la observacion de diferentes variables, las cuales, a diferencia del grupo de pertenencis,
deben ser directamente observables.

Los objetivos del analisis discriminante se pueden resumir en:

e Describir las caracteristicas que distinguen a los individuos de un grupo.
e (Clasificar a nuevos individuos en los grupos que ya estan diferenciados [23].

El resultado del andlisis discriminante lineal, el que se aplicara en este trabajo, es una funcion
discriminante que sera una combinacidn lineal de las variables discriminantes que minimice los
errores de clasificacion.

No obstante, para efectuar de forma correcta el analisis, debe partirse de una serie de
supuestos:

1. Disponemos de una matriz que contiene una variable categdrica, donde se recoge el
grupo de pertenencia, y el resto de las variables son de intervalo o de razoén.

2. Debe haber al menos dos grupos y cada uno de los grupos debe contener al menos dos
individuos.

3. El nimero de variables discriminantes debe ser menor que el nimero de individuos
menos 2. Esto es, si (X3, ...,Xp)’ es el vector de variables, tiene que verificarse que p <
(N — 2), siendo N el nimero de objetos.

4. Ausencia de multicolinealidad. Ninguna variable discriminante puede ser combinacion
lineal de otras variables discriminantes.

5. lgualdad de matrices de varianzas-covarianzas. Las matrices de varianzas-covarianzas
dentro de cada grupo deben ser aproximadamente iguales.

6. Normalidad multivariante. Las variables deben seguir una distribucién normal
multivariante.

Como se ha dicho previamente, se quiere encontrar una funciéon discriminante capaz de
minimizar la variabilidad dentro de los grupos y maximizar la variabilidad entre los grupos que
sea combinacion lineal de las p variables de las que se dispone:

D = (1.)1X1 + (1)2X2 + -+ a)po [3]

siendo D la funcién discriminante, w los coeficientes correspondientes a cada variable, X el valor
de cada variable y p el nUmero de variables explicativas [24].

Dicho esto, el objetivo es hallar los coeficientes w para cada una de las variables.
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Con esta funcién discriminante puede llevarse a cabo la clasificacién de un nuevo registro.
Suponiendo que se quiere clasificar un individuo p entre dos grupos cuya observacién viene dada
por xo = (Xo, ..., Xp) . Entonces se calcula la funcién discriminante d, sustituyendo los valores
correspondientes de las p variables en ella.

Se puede calcular la frontera discriminante a partir de la siguiente ecuacion:

¢ = 2rtbu [4]
2
siendo:
D; = wi X1 + -+ w, X, (5]
Dy = wi Xy + -+ + wpX, (6]
De esta forma, se clasificara la observacion en el grupo 1 si
do < C (7]
Y se clasificara la observacion en el grupo 2 si
dy>C (8]

3.3.2. Analisis discriminante de minimos cuadrados parciales

El Andlisis Discriminante de Minimos Cuadrados Parciales (PLS-DA, por sus siglas en inglés,
Partial least Squares — Discriminant Analysis) es un método de regresion lineal (PLS) que se
combina con el anadlisis discriminante (DA).

Esta variante del método PLS, cuyo modelo puede verse en la Ecuacién 9, utiliza el algoritmo de
la regresion PLS para explicar y predecir la pertenencia de observaciones a varias clases,
mediante la creacién de una matriz Y que tiene tantas columnas como clases la base de datos.
En cada columna, se asigna un valor de 1 a los individuos asociados a la clase ligada a dicha
columna, y un valor de 0 al resto de individuos. Después, se construye el modelo como un PLS
“normal”.

X=TPT+E

9
Y=TCT+F 15]

Siendo X una matriz de dimensiones NxM de variables explicativas (M) y los registros (N), Y es
una matriz MxP de variables respuesta (P) e individuos (M). T es la matriz de proyecciones o
scores. Py C son las matrices de puntuaciones factoriales o loadingsy E y F son las matrices de
errores.

De esta forma, y tal y como se representa en la Figura 4, el modelo consta de una matriz X con
los datos de las variables explicativa y una matriz Y conformada por las variables explicadas, y
en la que habra una variable explicada por cada clase posible. En este caso, al tener la variable
explicada 2 posibles valores en funcidn de si se ha ganado o no el partido, en la matriz Y habra 2
variables respuesta distintas.
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Figura 4. Esquema grdfico de los elementos del modelo PLS-DA. Tomada de [25].
3.3.3. Arboles de clasificacion

El objetivo de este método de clasificacién en crear un modelo que predice el valor de la variable
explicada o clase en funcidn de las variables de entrada. En la Figura 5 se puede ver un ejemplo
de darbol de decisién de clasificacidon que sirve para decidir si se concede o no un préstamo en
base a una serie de valores de entrada (afios en el empleo actual, antecedentes penales...).

Nodo
raiz

Modo

chntecedentes intema

penales?

No si

Nodo
Afios en el emplen No ofrecer No ofrecer . terminal
{ actual } préstamo prestama Ofrecer préstama
<1 z=1
cRealiza pagos con
la tarjeta de Ofrecer préstamo
crédita?
50 No
c Mo ofrecer
Ofrecer préstamo préstamn

Figura 5. Ejemplo de drbol de clasificacion aplicado a un caso en el que se decide si se ofrece o no un
préstamo. Tomada de [26].

El aprendizaje basado en darboles de decision es una de las técnicas mas eficaces para la
clasificacién supervisada y se basa en la construccidon de un arbol de decision a partir de un
conjunto de datos de entrenamiento, del que se conoce la clase a la que pertenecen los
registros. La estructura de un arbol de clasificacion es similar a la de un diagrama de flujo, donde
cada nodo interno representa una decisién binaria a partir de la que obtener un resultado o
avanzar hacia un nuevo nodo interno hasta alcanzar un nodo terminal que prediga la clase a la
gue pertenece el registro. El nodo superior en un arbol es el nodo raiz [27].

Las principales ventajas que ofrecen los arboles de clasificacidn se encuentran las siguientes:

e Permiten una facil interpretacién de los resultados.

e No necesitan mucho tratamiento de los datos, como la normalizacién o la eliminacién
de valores en blanco.

e Esunatécnica capaz de manejar datos numéricos y categorizados.

e Buen funcionamiento con grandes conjuntos de datos, ya que el coste computacional
es bajo en comparacién con otras técnicas.
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El principal problema de los arboles de clasificacidn es el sobreajuste o sobreentrenamiento, es
decir, crear un arbol demasiado complejo que no generalice bien a partir de los datos de
entrenamiento. Para evitar esta circunstancia se realiza una poda del arbol total obtenido en
primera instancia en el punto donde minimice menos el error en las observaciones a partir de la
validacién cruzada o xerror.

Para realizar esta poda del arbol, el pardmetro fundamental en el estadistico Cp, o pardmetro
de complejidad, el cual indica que durante la generacion del arbol no se intente ninguna division
gue no reduzca la falta de ajuste global en, al menos, el valor del pardmetro. Por ejemplo, si este
parametro de complejidad tiene un valor de 0,01, no se intentara ninguna divisidon que reduzca
la falta de ajuste global del modelo en, al menos, 0,01.

3.3.4. Random forest

El método Random Forest, desarrollado por Breiman y Adele Cutler [28], es un algoritmo
predictivo de aprendizaje no supervisado que, por medio de la técnica de Bagging [29], combina
diferentes drboles de clasificacidn. La diferencia con los arboles de clasificacion es que, en este
caso, cada darbol se genera a partir de un subconjunto de registros de la base de datos
seleccionado al azar [30]. El proceso seguido por este algoritmo es el siguiente:

1. A partir de la base de datos completa, se seleccionan al azar registros para crear
diferentes subconjuntos de datos.

2. Para cada subconjunto de datos, se genera un arbol de clasificacion. Estos arboles, al
generarse a partir de individuos diferentes, son distintos.

3. Para cada nodo del arbol, se eligen aleatoriamente un nimero de variables en las que
basar la decision. Estos arboles de dejan sin podar.

4. Una vez tenemos todos los arboles, a partir de un voto mayoritario se clasifican los
registros de forma que, si la mayoria de los arboles lo clasifican como positivo o
negativo, el algoritmo lo clasificara como positivo o negativo, respectivamente.

Este método, al igual que sucede con el analisis discriminante y los arboles de clasificacién,
permite hacer andlisis mas allad de la tasa de aciertos obtenida ya que, para cada una de las
variables, se obtiene una medida de la importancia de esta variable en la prediccién de los
resultados y una medida de la estructura interna de los datos.

La primera de estas medidas es especialmente importante porque permite conocer las variables
mas importantes y, por lo tanto, reducir la dimensionalidad de los datos al permitirnos centrar
nuestra atencidn en aquellas variables predictoras que mas influyen y, por lo tanto, mejor
clasifican.

3.3.5. Naive-Bayes

El método o clasificador Naive-Bayes o “Bayesiano ingenuo” es un clasificador probabilistico
basado en el teorema de Bayes que se resume en la independencia entre las variables
explicativas, es decir, que cada una de las caracteristicas contribuye de manera independiente a
la probabilidad de que un patrén de datos corresponda a una clase u otra, independientemente
de las otras variables.

JULIO MOISES LOPEZ SANCHEZ
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Se pueden encontrar 2 caracteristicas clave que poseen los métodos bayesianos:

e Cada ejemplo observado modifica la probabilidad de que la hipdtesis formulada sea
correcta; es decir, la probabilidad estimada para la hipdtesis disminuira o aumentara en
funcién de la mayor o menor coincidencia con el conjunto de datos utilizado.

e Se trata de un método robusto al ruido que pueda tener el conjunto de datos de
entrenamiento y a la posibilidad de tener registros erréneos o incompletos.

Laidea de usar el teorema de Bayes en un problema de aprendizaje automatico es que se puede
estimar las probabilidades a posteriori de cualquier hipdtesis consistente con el conjunto de
datos de entrenamiento para poder escoger la hipdtesis mas probable [31].

Desde un punto de vista matematico, si la descripcion de un individuo viene dada por loa valores
(X4, X5, ..., X)), la hipdtesis mds probable sera aquella que cumpla:

Upap = argmax,eyP(vjlay, ..., ap) (10]

Esta formula quiere decir que la probabilidad de que, conocidos los valores que describen a ese
ejemplo, este pertenezca a la clase v; (donde v; es el valor de la funcién de clasificacion en el
conjunto finito V). A partir del teorema de Bayes:

P(as,..an|vj)P(vj)

Umap = Argmaxyey P (@1, tn)

= argmaxy,eyP(ay, ..., an|v))P(v}) [11]
Para simplificar el calculo de este término se recurre a la hipdtesis de independencia condicional
para factorizar la probabilidad: Los valores a; que describen un atributo de un ejemplo cualquiera
son independientes entre si conocido el valor de la categoria a la que pertenecen. Asi la
probabilidad a la que pertenecen es el producto de las probabilidades de cada valor por
separado [31]:

P(al, - an|vj) = [1; P(a;|vj) [12]

Un problema que puede darse al aplicar la técnica de Naive-Bayes es el problema de la
probabilidad cero, que sucede cuando el conjunto de datos de entrenamiento no contiene o
contiene pocas muestras con una clase determinada de la variable respuesta. Esto provoca que,
al aplicar el modelo obtenido a otro conjunto de datos, la probabilidad de que el modelo prediga
esa clase sea nula o muy baja.

Para solucionar este problema se puede utilizar el suavizado de Laplace, el cual aumenta las
probabilidades de las clases no presentes o poco presentes artificialmente para evitar este
posible problema de probabilidad cero.

En el conjunto de datos del presente trabajo hay aproximadamente la mitad de los registros de
partidos ganados que de partidos no ganados. Si bien no es un desbalance excesivo, se ha
aplicado este suavizado para comprobar si los resultados mejoran o si, por el contrario, no tienen
ningun efecto notable.
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3.3.6. Maquinas de Soporte Vectorial (SVM)

Las Maquinas de Soporte Vectorial (SVM, por sus siglas en inglés de Support Vector Machines)
son un conjunto de algoritmos de aprendizaje supervisado que, a partir de un conjunto de datos
de entrenamiento, puede construir un modelo de prediga la clase a la que pertenece un nuevo
individuo.

Su funcionamiento se basa en encontrar el mejor hiperplano que separa todos los puntos de dos
clases diferentes, maximizando el margen entre las dos clases. Los vectores soporte son los
puntos que marcan la separacién en el hiperplano, como puede verse en la Figura 6.

A
o W
= o
= o Clase 2
= w!x +b=1
]
H m
Clase 1
. wl'x +b=0
wlx +b=-1
>
Figura 6. Representacion grdfica de un problema de clasificacion 2D resuelto mediante SVM.

Tomada de [32].

Las maquinas de soporte vectorial pertenecen a la categoria de los clasificadores lineales, puesto
que inducen separadores lineales o hiperplanos, ya sea en el espacio original del conjunto de
entrenamiento, si estos son separables, o en el espacio transformado, si los ejemplos no son
linealmente separables en el espacio original, como se puede ver en la Figura 6.

En concreto, la busqueda de este hiperplano de separacion en estos espacios transformados se
hara utilizando las funciones kernel de forma implicita.

En lo que respecta a las fortalezas, las principales son que el entrenamiento es relativamente
facil, no hay dptimo local como sucede con las redes neuronales y se pueden usar datos como
cadenas de caracteres como entrada. No obstante, también tienen una debilidad, y es que se
necesita una buena funcidn kernel, es decir, se necesitan metodologias eficientes para sintonizar
los parametros de inicializacién de la SVM [32].

Los principales parametros configurables de las maquinas de soporte vectorial son los siguientes:

e Kernel: se trata de un conjunto de funciones matematicas utilizada por el algoritmo de
las maquinas de soporte vectorial. Hay diferentes posibilidades (radial, lineal,
sigmoide...) con las que se puede configurar este parametro.

e Coste: este pardmetro indica el coste de realizar una clasificacion errénea de cada
ejemplo del subconjunto de datos del entrenamiento.

e Gamma: este parametro define hasta dénde llega la influencia de un solo subconjunto
de entrenamiento, de forma que cuanto mds alto sea el valor, menor influencia tendra.
Puede entenderse como la inversa del radio de influencia de las muestras seleccionadas
por el modelo como vectores de soporte.
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3.3.7. Entrenamiento y validacion

En todos los analisis predictivos se dividira el conjunto de datos original en dos subconjuntos de
datos diferentes: el subconjunto de entrenamiento y el subconjunto de validacion.

El primero de ellos, formado por el 70% de los registros seleccionados de forma aleatoria, se
utiliza para entrenar un modelo predictivo; y el segundo de ellos, conformado por el restante
30% de los datos, se utiliza para evaluar el modelo generado con registros no utilizados para la
construccion de este.
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4. Andlisis de la base de datos

Este apartado contiene la descripcién de la base de datos con la que se cuenta, asi como la
explicacion de la seleccidon de variables y el tratamiento de los datos que se realiza.

4.1. Descripcion de la base datos

La base de datos inicial cuenta con datos detallados de todos los partidos de la temporada 2018-
2019 de las consideradas 5 grandes ligas europeas: Serie A italiana, La Liga espafola, Premier
League inglesa, Bundesliga alemana y Ligue 1 francesa.

De cada uno de estos partidos tenemos, en dos registros distintos, las estadisticas de cada
equipo competidor. En concreto, en cada registro encontramos la variable cualitativa GANADO,
que tiene valor 1 si el equipo ha ganado el partido. Ademds, encontramos una gran cantidad de
variables cuantitativas que reflejan aspectos del juego (minutos de posesion, nimero de ataques
posicionales, nimero de contraataques...).

En total tenemos 3650 registros y 68 variables (1 cualitativa y 67 cuantitativas), cuya descripcion
puede verse en el Anexo 1. Estos registros son considerados independientes, a pesar de que los
partidos se jueguen por los mismos partidos y tengan un orden especifico.

4.2. Seleccion de variables

Teniendo el objetivo inicial de detectar estrategias a partir de los datos, se seleccionaron las
variables siguiendo una serie de criterios:

e No tener en cuenta goles marcados o recibidos, ya que el objetivo a analizar es el éxito
del partido y estas dos variables estarian altamente correlacionadas con ello.

e Descartar variables de éxito. Existen grupos de 3 variables relacionadas entre ellas (p.
ej. Ataques, ataques efectivos y porcentaje de ataques efectivos), de entre las cuales 2
de ellas dependen de la efectividad del equipo mas que de la estrategia elegida. Por lo
tanto, las variables que dependan del éxito a la hora de llevar a cabo la estrategia se
descartan.

e Variables altamente correlacionadas entre si o que sean combinacion lineal entre ellas
(p. €j. La posesion es la suma de la posesién en campo propio y la posesiéon en campo
contrario).

Siguiendo este criterio, las variables seleccionadas para hacer el andlisis son las siguientes:

Faltas

Posesidon campo propio
Posesidon campo contrario
Tiros

Ataques posicionales

Contraataques

Pases

Pases en profundidad y de finalizaciéon
Centros

Disputas por arriba

Regates

Entradas

Intercepciones
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Intercepciones en campo rival

Rechaces

Rechaces en campo contrario
Pérdidas

Pérdidas en campo propio
Recuperaciones en campo propio
Recuperaciones en campo contrario

Tabla 1. Variables seleccionadas para los andlisis posteriores.

4.2.1. Analisis descriptivo y estudio de la normalidad de las variables

A continuacidn, se estudia la normalidad de las variables a través del coeficiente de asimetria y
el coeficiente de curtosis. Para apoyar este analisis se muestran algunos de los estadisticos clave
de cada una de las variables: la media, la desviacién tipica, el valor minimo y el valor maximo.

El coeficiente de asimetria analiza la proximidad de los datos a la media de estos. Un valor de 0
en este coeficiente indica que la distribucidn en perfectamente simétrica, mientras que un valor
superior indica que los datos tienen una asimetria positiva (desplazado hacia valores mayores
que lamedia) y un valor inferior indica una asimetria negativa (desplazado hacia valores menores
que la media).

Con respecto al coeficiente de curtosis, este es una medida de forma que mide cuan escarpada
o achatada es una distribucién. Un valor de 0 indica una distribucién normal, un valor superior a
0 indica una distribucién mas apuntada y un valor inferior a 0 indica una distribucion menos

apuntada.
Variable Media Desyl_acmn Minimo Maximo Coefl.mentfe Coefluent.e
tipica de asimetria | de curtosis
Faltas 12,35 4,024 0 28 0,353 0,111
Posesion campo 651,79 | 236,396 91,31 1749,48 0,279 0,427
propio
Posesion cgmpo 974,9 329,766 124,3 2461,0 0,594 0,400
contrario
Tiros 12,06 4,952 0 43 0,653 0,755
Ataques posicionales 62,3 10,977 28 105 0,130 -0,062
Contraataques 13,66 4,287 2 32 0,365 0,124
Pases 482,5 124,788 199 1075 0,663 0,583
Pases en profundidad |, .. 6,660 0 49 1,010 1,492
y de finalizacion
Centros 13,47 6,687 0 45 0,915 1,090
Disputas por arriba 44,67 15,854 8 122 0,603 0,486
Regates 26,17 8,066 5 69 0,533 0,529
Entradas 33,56 8,928 9 77 0,463 0,370
Intercepciones 48,08 10,702 17 104 0,417 0,410
Intercepciones en 9,705 4,113 0 27 0,550 0,397
campo rival
Rechaces 63,91 12,102 29 120 0,346 0,218
Rechaces en campo |5 g 8,164 3 59 0,441 0,089
contrario
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Pérdidas 71,16 8,958 37 103 0,075 0,060
Pérdidas er.1 campo 14,31 5,499 1 37 0,474 0,168
propio
Recuperaaongs en 44,31 7,185 23 72 0,219 0,151
campo propio
Recuperaciones en 9,332 4,193 0 29 0,611 0,322

campo contrario

Tabla 2. Tabla resumen de los estadisticos de las variables seleccionadas (media, desviacion tipica,
minimo, madximo, coeficiente de asimetria y el coeficiente de curtosis).

Como se puede ver en la Tabla 2, tanto el coeficiente de asimetria como el coeficiente de curtosis
tienen, por lo general, valores ligeramente positivos. Con estos valores, si bien indican que la
distribucién de la mayoria de las variables es ligeramente apuntada y con asimetria positiva,

puede decirse que las variables siguen una distribucién cercana a una distribucién normal.

Esta ligera asimetria positiva queda explicada por el hecho de que, por naturaleza, los datos
tienen un limite inferior de 0 (no puede haber un numero de tiros o un tiempo negativo de

posesidn), mientras que puede haber datos especialmente altos de estas estadisticas.

Para finalizar, cabe mencionar que se ha analizado la normalidad de estas variables mediante el
test de Kolmogorov-Smirnov; no obstante, debido al alto nimero de registros el test sale
significativo a pesar de que, como se puede ver en los coeficientes de asimetria y curtosis, no
existe tanta diferencia con una distribucidon normal.
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5. Andlisis de resultados

Alolargo de este apartado se presentan los resultados obtenidos al intentar dar respuesta a los
objetivos planteados en el apartado correspondiente, desde la obtencién de las estrategias
hasta el enfrentamiento entre las diferentes estrategias.

5.1. Objetivo 1: Identificar perfiles de estrategia a partir de los datos de
juego

El objetivo de esta seccidn es analizar las estrategias de juego de las grandes ligas europeas de
futbol. Para identificar estas estrategias, se utilizara un andlisis de componentes principales con
las variables seleccionadas en el apartado anterior.

En primer lugar, y teniendo en cuenta que se tienen variables con medias muy distintas que
podrian anadir errores en los resultados, normalizamos las variables de forma que tengan
desviacion tipica de 1 y media O (estandarizacion a z-score).

Posteriormente, se analiza la correlaciéon entre las variables seleccionadas para analizar
relaciones entre ellas. A pesar de que se detectan varias correlaciones fuertes (de hasta 0,6)
entre algunos pares de variables, como puede verse en la Figura 6, se decide no descartar
ninguna otra variable partiendo de la hipdtesis es que pueden formar parte de estrategias de
juego distintas.

Recuperaciones en campo propio
Pérdidas en campo propio

Pases en profundidad y de finalizacion
Recuperaciones en campo contrario
Rechaces en campo contrario
Intercepciones en campo rival

Posesién campo propio
Posesién campo contrario

Regates
Atagues posicionales

@
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o
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w
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Contraatagues

Pérdidas
Faltas
Intercepciones
Entradas
Pases

Tiros

Centros
Rechaces

1
0.9
0.8
0.7
0.6
05

r 04
r 03
r 0z
r 01
r o
r-01
r-02
r-03

Disputas por arriba

Contraataques

Pérdidas

Recuperaciones en campo propio
Faltas

Intercepciones

Entradas

Pérdidas en campo propio
Posesion campo propio

Pases

Pases en profundidad y de finalizacién
Tiros

Paosesion campo contrario

Regates

Centros

Ataques posicionales
Recuperaciones en campo contrario
Rechaces en campo contrario
Intercepciones en campo rival
Rechaces

r-04

0.5

0.6

-0.7

0.8

-0.9

-1
Figura 7. Matriz de correlaciones de las variables seleccionadas, utilizando un cdédigo de colores.

Este cierto grado de correlacién existente, que puede verse en la Figura 6, demuestra la
adecuacion del analisis de componentes principales en el siguiente analisis.
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5.1.1. Componentes principales

Una vez se han estandarizado las variables y analizado las correspondencias entre ellas, se
realiza el analisis de componentes principales haciendo uso de la funcidn princomp().

Atendiendo a los valores propios de cada componente principal, y siguiendo al criterio de Kaiser,
seria conveniente seleccionar 6 componentes principales.

Comp. 1 Comp. 2 Comp. 3 Comp.4 | Comp.5 Comp. 6 Comp.7 Comp. 8

2,300 1,806 1,353 1,201 1,099 1,041 0,905 0,901

Tabla 3. Valores propios correspondientes a las 6 primeras componentes principales.

No obstante, al analizar las puntuaciones factoriales (loadings) de cada variable en cada
componente principal para asignar una estrategia de juego a cada una de las componentes
principales, reflejadas en la Tabla 3, se puede ver cémo las componentes 4 y 5 corresponderian
a la misma estrategia de juego. Al mismo tiempo, la componente 6, definida por 3 variables no
refleja una estrategia, sino el hecho de tener una alta intensidad y muchas individualidades

dentro del terreno de juego.

Comp.1 Comp.2 Comp.3 Compd Comp.5 Comp.6
Faltas 0.343 0.408
Posesion campo propio -0.179 -0.539 -0.213
Posesion campo contrario -0.386
Tiros -0.297 -0.125 0.371 -0.186
Ataques posicionales -0.345  -0.110 -0.110 -0.155 -0.190 0.222
Contraataques 0.314 0.348 0.425 -0.211
Pases -0.330 -0.134 -0.332 -0.125
Pases en profundidad y de finalizacion -0.232 -0.237  -0.267  0.209 -0.221
Centros -0.297 0.155 0.152
Disputas por arriba 0.384 0.364
Regates -0.128 -0.225 -0.289 0.106 0.499
Entradas 0.120 -0.416 0.125 0.476
Intercepciones 0.219 0.263 -0.233 -0.221 -0.293
Intercepciones en campo rival -0.167 0.195 0.159 -0.352  -0.478 -0.196
Rechaces -0.168 0.377 -0.101 -0.185
Rechaces en campo contrario -0.337  0.189
Pérdidas 0.453 -0.174 -0.188 0.167
Pérdidas en campo propio 0.256 0.114 -0.320 -0.104  0.115
Recuperaciones en campo propio 0.381 -0.344 0.260
Recuperaciones en campo contrario -0.245 0.120 0.163 0.353 -0.316

Tabla 4. Scores de todas las variables incluidas en el estudio en cada una de las 6 componentes
principales que cumplen con el criterio de Kaiser.

En la Tabla 4 puede verse el grafico de las puntuaciones factoriales de las componentes 1y 2.
Como puede observarse, apoyandose en la Tabla 5 como resumen de las variables
representativas de cada componente, con valores altos en la componente 1 (en en la Figura
8) y cercanas entre si, pueden verse las variables “Posesién en campo contrario”, “Ataques
posicionales” y “Pases”. Estas reflejan una estrategia basada en mantener el balén mas alla de
la linea del medio campo (por parte de los mediocampistas especialmente) y crear ataques
basados en un gran nimero de pases y poco verticales para crear huecos en la defensa rival y
aprovechar la oportunidad o llegar poco a poco a la porteria rival.
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Con respecto a las variables con valores altos en la componente 2 (en en la Figura 8), se
puede ver un grupo de variables formado por “Contraataques”, “Pérdidas” y “Recuperaciones
en campo propio”; estas variables reflejan una estrategia basada en la defensa cerca de la
porteria propia y, al recuperar el balén arriesgar con los pases (de ahi el valor alto en las
pérdidas) para conseguir forma contraataques rapidas hacia la porteria rival.

08 0.4 -0.2 0.0 G2 04
| | | 1 1 1
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Figura 8. Grdfico de las puntuaciones factoriales de las componentes principales 1y 2.

Mas alla de estos dos grupos de variables, y a partir de la Figura 9, se puede ver la relacion de
otros dos grupos de variables. Por un lado, y atendiendo a la componente 3 (en en la
Figura 8), puede verse el grupo formado por las variables “Posesiéon en campo propio”, “Pérdidas
en campo propio”, “Recuperaciones en campo propio” y “Pases” en el espacio de los valores
negativos de la componente 3 y cercanos al 0 en la componente 4. Este grupo de variables
reflejan una estrategia en la que el equipo mantiene la posesion del baldn cerca de su porteria
(por parte de los defensas y mediocampistas) y creen ataques desde muy lejos de la porteria
rival (de ahi que las recuperaciones y pérdidas se den en campo propio).

Por otro lado, atendiendo a la componente 4 (en en la Figura 9), puede verse en el espacio
de los valores negativos de la componente 4 cémo las variables “Contraataques”,
“intercepciones en campo rival” y “recuperaciones en campo contrario” se encuentran cercanas
y en direcciones similares. El conjunto de estas variables refleja una estrategia basada en
presionar al equipo rival lejos de su porteria por medio de los delanteros y mediocampistas,
intentar recuperar el baldn (lo que explica las variables de recuperaciones e intercepciones) y
generar un ataque rapido.
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Figura 9. Grdfico de las puntuaciones factoriales de las componentes principales 3 y 4.

Teniendo esto en cuenta, se decide continuar el trabajo con las 4 primeras componentes
principales. Para poder explicar las estrategias que representan cada una de componente
principal ellas, se destacan las variables que mas peso tienen dentro de cada una de ellas.

Variables Estrategia
Comp. 1 Posesion camp.o contrario, Ataques posicionales, pases, rechaces en Posesidn en Fampo
campo contrario contrario
Comp. 2 Contraataques, Recuperaciones en campo propio, disputas por Defensa en campo
arriba, rechaces, pérdidas propio y contraataques
Comp. 3 Posesién' erT campo propio, reCL'Jperaciones €n campo propio, pases, Posesion er'm campo
faltas, pérdidas en campo propio propio
Entradas, Disputas por arriba, intercepciones en campo rival, Presion en campo
Comp. 4 recuperaciones en campo contrario, contraataques contrarioy
contraataques

Tabla 5. Variables principales de las componentes principales estudiadas y estrategia representada por cada una.

En vista a estas variables, y a modo de resumen, las estrategias predominantes que representaria
cada una de ellas seria:

Componente 1: posesién en el campo contrario.

o Esta estrategia define a un equipo que ha jugado controlando el balén y
buscando un ataque desde el campo rival, cerca de la porteria contraria.

Componente 2: defensa en campo propio y contraataques rapidos.

o Esta estrategia define a un equipo que ha jugado atras, defendiendo en campo
propio y saliendo al contraataque para encontrar al rival mal organizado.

Componente 3: posesién en campo propio.

o Esta estrategia define a un equipo que ha jugado controlando el balén cerca de

su propia porteria y atacando a partir de una posesion prolongada.
Componente 4: presion al equipo rival en campo contrario y contrataques rdpidos.

o Esta estrategia definiria a un equipo cuya estrategia es presionar al rival para
impedirle que se acerque a su porteria y salir al contraataque al conseguir un
robo (intercepcion o recuperacién) en campo rival. Los altos valores en entradas
y disputas por arriba reflejan la intensidad a la que juega este tipo de equipo.
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5.1.2. Andlisis ClUster

Una vez identificadas las principales estrategias de juego presentes en los datos por medio del
PCA, el siguiente paso ldgico es clasificar los partidos en clUsteres para poder analizar el éxito de
las estrategias definidas previamente por la relacion entre estas y los clisteres.

Para llevar a cabo este andlisis cluster no se utilizan las variables originales, si no que se utilizan
las componentes principales analizadas apartado anterior. En concreto, se utilizaran las 4
primeras componentes principales ya que, como se ha explicado en el anterior apartado, son
aquellas que representan claramente una estrategia definida.

Al final de este andlisis se espera tener la relacion de partidos ganados y no ganados por cada
uno de los clusteres, asi como las puntuaciones de los clisteres para cada una de las
componentes; de esta forma, se podra analizar el éxito general de las estrategias.

5.1.2.1. Andlisis cluster jerdrquico

Para llevar a cabo el andlisis cllster jerarquico se utiliza el método Ward puesto que tiende a
formar clisteres mds compactos y de igual tamafno y forma que otros métodos de agrupacion
como el método de la media, o del centroide.

Este método, que utiliza las distancias euclideas, agrupa los registros minimizando la varianza, o
la suma de los cuadrados de error, dentro de cada uno de los clisteres. De esta forma
obtenemos el dendograma de la Figura 10, que determina la division en los diferentes clisteres.

600
|

400
|

Height

200
|

distances
hclust (*, "ward D"}

Figura 10. Dendograma obtenido a partir de la funcion “hclust”, utilizando el método Ward y distancias
euclidianas.

No obstante, y puesto que el analisis clUster jerarquico no determina el numero éptimo de
clusteres, en este punto es necesario decidir el nUmero de clUsteres a analizar.

51.2.2. Numero dptimo de clusteres

Para obtener este nimero dptimo de clisteres a analizar, utilizamos el algoritmo k-means para
identificar el valor a partir del cual la reduccion de la suma total de cuadrados intra-cluster deja
de ser sustancial.

Este algoritmo esta basado en el método del codo, o elbow method, en el cual se minimiza la
suma total de cuadrados intra-cluster. El resultado de este método es una grafica en la que se
muestra como la suma total de cuadrados disminuye considerablemente menos a partir de un
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numero determinado de clusteres, por lo que ese nimero sera el valor de referencia a la hora
de seleccionar el nimero 6ptimo de clusteres.

El cédigo del algoritmo puede verse en el Anexo 2, y en la Figura 11 puede verse la grafica que
resulta de aplicar este método al caso que nos ocupa.

Evolucion de la suma total de cuadrados intra-cluster

15000
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n_clusters

Figura 11. Grdfica de la suma total de cuadrados intra-cluster frente al numero de clusteres.

En vista a la Figura 11, y atendiendo al codo que se forma en esta progresién, se puede deducir
gue el numero 6ptimo de clisteres serian 4 0 5. Para determinar cual de los 2 es mas adecuado
en este caso, se observa el nimero de registros que se obtendrian en cada cluster en cada uno
de los casos.

El resultado que se obtiene es el reflejado en la Tabla 6.

Solucion con 4 Solucion con 5
clisteres clisteres
Cluster 1 801 801
Cluster 2 1062 1062
Cluster 3 699 699
Cluster 4 678
Cluster 5 1088 410

Tabla 6. Reparto de registros utilizando 4 y 5 clusteres.

Como puede verse, al utilizarse 5 clusteres los grupos se encuentran muy desbalanceados,
incluso habiendo un clidster con mas del doble de registros que otro cluster. Por el contrario, al
utilizar 4 clusteres el balance entre ellos es mucho mejor a pesar de las ldgicas diferencias que
se encuentran.

51.2.3. Estrategias representativas de los clusteres

Una vez decidido el nimero de clusteres y hecha la asignacién de los registros a éstos, es el
momento de analizar la estrategia predominante representada por cada uno de los clusteres.

Para ello, se analizan los scores de cada uno de los clUsteres sobre cada una de las componentes
principales que se pueden ver en la Tabla 7.
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Claster Componente 1 Componente 2 Componente 3 Componente 4
1 1,639 -1,461 0,540 0,180
2 0,946 0,770 -1,020 0,629
3 -0,509 1,143 1,374 -0,004
4 -1,803 -0,411 -0,284 -0,745

Tabla 7. Scores de cada uno de los clusteres en cada una de las componentes principales.

Con estos datos, podemos describir las estrategias de los diferentes clusteres de la siguiente
forma:

El clister 1 se caracteriza por tener un valor alto (el mayor de todos los clusteres) en la
componente 1, por lo que se caracteriza especialmente por ser registros de partidos en los que
el equipo se ha centrado en tener mucha posesion en el cerca de la porteria rival y crear ataques
lentos con el balén buscando huecos en la defensa rival.

También cuadra el valor negativo en la componente 2, ya que esta componente representa una
estrategia basada en defender en campo propio y salir al contraataque, estrategia opuesta a la
estrategia representada por la primera componente.

El cluster 2 tiene el valor maximo de los clisteres en la componente 4; por lo tanto, podria
decirse que se trata de registros caracterizados por ejercer presion al equipo rival en el campo
contrario e intentar recuperar el balén para hacer un ataque rapido.

También obtiene un valor alto, pero no méximos, en las componentes 1 y 2. Esto puede ser
explicado y coherente con los resultados porque en la componente 1 tiene mucho peso la
posesién en el campo contrario y en la componente 2 tienen mucho peso los contrataques o
ataques rapidos, siendo dos caracteristicas compartidas o cercanas a aquella estrategia
representada por la componente 4.

El cluster 3 tiene un valor alto, y maximo, tanto en la componente 2 como en la componente 3.
Esto puede indicar que estos registros se caracterizan con partidos en los que el equipo ha
defendido en su propio campo (cerca de su propia porteria) y, cuando ha conseguido recuperar
el baldn, o bien ha salido al contraataque o bien ha preferido mantener la calma, controlar el
baldn y construir un ataque posicional.

El cldster 4 no tiene valores positivos en ninguna de las componentes principales. Esto indica que
son registros sin una estrategia clara o consolidada. Podria indicar partidos donde el equipo no
se limita a centrarse en su estrategia, si no que adapta su juego a las diferentes situaciones que
se dan a lo largo del encuentro.

5.1.2.4. Exito general de las estrategias

Por ultimo, y como paso previo al analisis en detalle del éxito de las estrategias, se analiza el
éxito general de las estrategias. En la Tabla 8 se puede ver la proporcién de partidos ganados y
no ganados por cada uno de los clisteres.

GANADO
Cluster 0 1
1 0,727 0,273
2 0,638 0,362
3 0,711 0,289
4 0,496 0,504

Tabla 8. Proporcion de los partidos ganados (GANADO=1) y no ganados (GANADO=0) por cluster.
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Se evaluan los resultados reflejados en la tabla, aplicamos una prueba de chi-cuadrado de
Pearson a las proporciones de la Tabla 8. El p-valor obtenido es de 0,986, por lo que no puede
rechazarse la hipdtesis nula (que asume la igualdad entre las proporciones) y decirse que las
proporciones obtenidas sean significativamente diferentes entre si.

A partir de estos datos se puede ver, a nivel descriptivo, cdmo el cluster 4 es el cluster mas
exitoso en términos generales, y cabe recordar que este clister no se caracteriza por ninguna
de las estrategias representadas por las componentes principales. Por lo tanto, podria deducirse
de estos resultados que no existe una estrategia cerrada mas exitosa que el resto, si no que el
éxito proviene de que el equipo sepa adaptarse a las diferentes situaciones que se dan a lo largo
del partido.
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5.2. Objetivo 2: Analizar |la capacidad predictiva de las estrategias de
juego en el éxito del partido

En el apartado anterior se identificaron los clisteres en base a las estrategias predominantes,
pero la variable protagonista del objetivo 2, GANADO, no se incluyd ya que el andlisis se centrd
la relacion de esta variable con los clusteres de forma descriptiva. Debido a que en este apartado
quedd de manifiesto que no existe un cluster claramente superior, este apartado pondra el foco
el analizar la capacidad predictiva de las estadisticas de juego originales en el partido y no de los
clisteres o las componentes principales del primer apartado.

En las siguientes paginas se utilizaran diferentes técnicas de analisis de datos para predecir, en
base a las estadisticas originales de un equipo en un partido, el éxito del equipo en éste.

El enfoque estudiado pone el foco en el partido, ya que se utilizardn los datos de este para
intentar predecir el éxito del equipo en cada partido, siendo la variable a predecir GANADO.
GANADO es una variable categdrica que indica si el equipo ha ganado (GANADO = 1) o no ha
ganado (GANADO = 0) el partido. Con respecto a las variables explicativas, en este analisis se
utilizara la misma seleccién de variables que se han utilizado para el objetivo 1 por las razones
expuestas en el Apartado 4.2 (Seleccion de variables).

Para esta prediccion se utilizaran diferentes técnicas de prediccidon para obtener la mejor
prediccién posible y poder analizar cual es la mas adecuada para realizar estas predicciones.
Ademas de la prediccidn general, incluyendo los partidos de las 5 ligas, también se llevaran a
cabo las predicciones por liga para saber si alguna de las ligas resulta ser mas “predecibles” que
otras o si no existe una diferencia clara entre ellas.

5.2.1. Anélisis Discriminante

En primer lugar, se lleva a cabo un analisis discriminante, en el que podremos analizar tanto el
éxito en la prediccién como los coeficientes lineales de las diferentes variables.

A partir de este analisis se analizan dos aspectos de los resultados: el éxito en la prediccidn y los
pesos de las variables en ésta.

Exito general en la prediccion

Como se puede ver en la Figura 12 se analiza la curva ROC obtenida a partir de los resultados. En
esta el drea bajo la curva que se obtiene es de 0.79, lo que indica que, teniendo un registro de
partido ganado y un registro de partido no ganado, la probabilidad de que los clasifique
correctamente es del 79%.
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Figura 12. Curva ROC obtenida a partir del Andlisis Discriminante.

Ademads de la curva ROC, en la figura 13 se puede ver la grafica que relaciona el resultado del
modelo del andlisis discriminante con el éxito del partido. En este se puede ver cdmo, a pesar de
haber solapamiento entre los dos posibles valores, se ve claramente como el valor medio del
modelo para un registro de partido ganado es superior al valor para un registro de partido no
ganado.
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Figura 13. Grdfico que relaciona el valor de la variable GANADO (0 para partidos no ganados o 1 para

partidos ganados) con el valor de la funcion discriminante.

En la prediccion llevada a cabo con el set de datos de prueba, la matriz de confusidén obtenida
puede consultarse en la siguiente tabla:

Valores reales

No ganado Ganado
No ganado 626 182
Valores
predichos
Ganado 101 220

Tabla 9. Matriz de confusion obtenida a partir del Andlisis Discriminante.
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Con estos resultados se obtiene un 74.93% de aciertos, con una tasa de aciertos de partidos
ganados del 54.72%y una tasa de aciertos de partidos no ganados del 86.1%. Teniendo en cuenta
gue en los valores reales del conjunto de prueba el porcentaje de partidos es de un 36% y el de
no ganados un 64%, los resultados tienen un acierto 18 puntos porcentuales mayor que el azar.

Por lo tanto, en base a estos resultados no puede decirse que sean unos resultados
especialmente buenos, aunque si es cierto que el modelo tiene cierta capacidad predictiva.
Teniendo en cuenta los resultados del Objetivo 1 del presente trabajo, el ajuste no es excelente
para la prediccidon de partidos ganados debido a la elevada incertidumbre asociada a esta
variable objetivo.

Peso de las variables en las predicciones

Atendiendo a los coeficientes discriminantes lineales de cada una de las variables, puede verse
las que mayor peso tienen en las predicciones, que seran aquellas que mayor valor absoluto
tengan. Teniendo en cuenta que aquellas con valor positivo influirdan mas a la hora de predecir
los partidos ganados (GANADO = 1) y aquellos con valor negativo seran aquellos que mas
influiran en predecir los partidos no ganados (GANADO = 0), las variables de mayor peso son las
siguientes:

Partidos ganados Partidos no ganados
Posesion en campo propio (LD: 0,392) Centros (LD: -0,562)
Tiros (LD: 0,420) Pérdidas (LD: -0,525)

Pases en profundidad y de finalizacién (LD: 0,541)

Recuperaciones en campo propio (LD: 0,336)

Tabla 10. Variables con mayor peso a la hora de predecir los partidos ganados (izquierda) y los partidos
no ganados (derecha) a partir del andlisis discriminante y sus coeficientes.

Atendiendo a las variables de peso para los partidos ganados, éstas son consistentes con los
resultados del objetivo 1 ya que no corresponden a ninguna estrategia clara.

Con respecto a las variables que mas influyen en los partidos no ganados son el nimero de
pérdidas, lo cual indudablemente tiene sentido, y el nUmero de centros (se consideran como
centros los pases aéreos desde una banda del campo de juego hacia el area); esta ultima, aunque
a priori podria no tener sentido ldgico directo, es cierto que, de entre todos los tipos de ataques,
es el ataque que menos eficacia tiene a la hora de meter un gol.

Resultados de las predicciones

Por ultimo, los resultados generales y para las diferentes ligas son los siguientes:

74.93% 54.72% 86.11%
67.76% 45.88% 80.71%
73.33% 59.52% 81.56%
73.37% 61.53% 79.83%
70.67% 51.11% 82.7%
72.89% 43.84% 86.84%

Tabla 11. Resultados generales y por ligas obtenidos a partir del Andlisis Discriminante.

JULIO MOISES LOPEZ SANCHEZ

28



Si bien en la mayoria de las ligas las variables con mas peso son las mismas que las obtenidas a
partir del conjunto general de datos, profundizaremos en los resultados de la liga espafiola.

En la liga espafiola destacan, para la prediccion de los partidos ganados, el nimero de
intercepciones totales, y para la prediccion de los partidos no ganados, el nimero de
intercepciones en campo del rival. Este ultimo valor sorprende a priori pero puede estar
explicado por la posicion de los equipos en liga, ya que el FC Barcelona y el Atlético de Madrid,
equipos que suelen defender en su propio campo, fueron los dos partidos con mas victorias.

A partir de estos resultados se puede ver que los mejores resultados de prediccidon general se
tienen con el conjunto de datos de todas las ligas, aunque sean valores bastante cercanos
excepto para la liga espanola, la cual tiene las peores predicciones con diferencia. Sin embargo,
el mejor resultado de prediccion para los partidos ganados la tiene la liga alemana (7 puntos
porcentuales mayor que la prediccidén general) y la liga francesa la mejor prediccion para los
partidos no ganados, aunque similar al resultado general. al.

5.2.2. Analisis discriminante de minimos cuadrados parciales

Utilizando la funcién pisda [13], configurando 2 componentes principales debido a los 2 niveles
gue la variable respuesta puede tener y aplicando validacidn cruzada, obtenemos los gréficos
necesarios para analizar laimportancia de las variables, asi como las predicciones generales para
cada una de las ligas.

Importancia de las variables

A continuacion, en la Figura 14 se representan las puntuaciones factoriales de las variables para
cada componente.

Regression coefficients (ncomp = 1) Regression coefficients (ncomp = 2)
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Figura 14. Grdfica que muestra las puntuaciones factoriales, o loadings, de cada variable en la
componente 1 (izquierda) y la componente 2 (derecha).

Viendo las variables a las que corresponden cada uno de los indices, las variables que mas peso
tienen en la componente 1 son el tiempo de posesidon en campo propio, el nimero de tiros y el
numero de pases; para la componente 2 las variables que mds peso tienen son el nimero de
centros y las pérdidas de baldn. En vista a los resultados del andlisis discriminante, puede decirse
gue la componente 1 es representativa de los registros de partidos ganados, mientras que la
componente 2 son representativos de los registros de los partidos no ganados.
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Comparando los resultados con aquellos obtenidos en el andlisis discriminante, puede verse que
las variables que mayor peso tienen en el analisis PLS-DA son similares a aquellas que mayor
importancia tienen en el analisis discriminante.

Resultados de la prediccion

En Tabla 12 se muestra un resumen de los resultados obtenidos al aplicar el modelo PLS-DA al
conjunto general de resultados.

72,40% 47,20% 87,20%
Tabla 12. Tabla resumen de los resultados obtenidos con el andlisis PLS-DA.

En estos resultados puede verse la especificidad, sensibilidad y la precisién de las predicciones.
En concreto la precisién obtenida es de un 72,4%, la especificidad (tasa de acierto para los
partidos ganados) de un 47,2% y la sensibilidad (tasa de acierto para partidos no ganados) de un
87,2%.

Estos resultados, en comparacion con los resultados del analisis discriminante, reflejan un peor
resultado para la prediccion de partidos ganados y un mejor resultado para la prediccién de
partidos no ganados. Esto parece indicar que este método tiende a predecir un mayor nimero
de partidos no ganados, generando un mayor numero de falsos negativos.

5.2.3. Random Forest

Por medio de esta técnica, al igual que sucedia con el analisis discriminante, es posible analizar
también, ademas de los resultados finales de las predicciones, la importancia de las variables a
la hora de realizar estas predicciones.

Exito general en la prediccion

Utilizando la funciéon randomforest [14], se configura el pardmetro mtry (nUmero de variables
muestreadas aleatoriamente en cada divisién que se realiza) con un valor de 4. Este valor es
debido a que 4 es aproximadamente la raiz cuadrada del niumero de variables explicativas, 25.
Con esta configuracidn, los resultados generales obtenidos son los siguientes:

Valores reales

No ganado Ganado
No ganado 622 254
Valores
predichos
Ganado 54 176

Tabla 13. Matriz de confusion obtenida a partir del método de random forest.

Con estos resultados se obtiene un 72.15% de aciertos, con una tasa de aciertos de partidos
ganados del 40.93% y una tasa de aciertos de partidos no ganados del 92.01%. Teniendo en
cuenta que en los valores reales del conjunto de prueba el porcentaje de partidos es de un 39%
y el de no ganados un 61%, los resultados tienen un acierto similar al que se obtendria por azar
con las probabilidades del conjunto de pruebas. Dicho esto, no puede decirse que sean unos
resultados buenos para esta prediccion. Por el contrario, el porcentaje de acierto de los partidos
no ganados sube hasta el 92%, 31 puntos porcentuales por encima del azar.
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Atendiendo a estos resultados, se puede decir que el método de random forest, al igual que el
analisis PLS-DA, tiende a catalogar como partidos no ganados la mayoria de los registros, por lo
gue se obtiene una cantidad muy alta de falsos negativos (en este caso casi un 23%). Esto hace,
a priori, de este método un método inadecuado para la prediccion del éxito en el partido.

A continuacién, se analizan las importancias de las variables en estas predicciones, para
posteriormente analizar los resultados por ligas.

Importancia de las variables en las predicciones

En lafigura 15 se puede ver, a la izquierda, la grafica relativa a laimportancia de las variables en
el modelo generado. Por un lado, en la grafica de la izquierda se puede ver que las variables que
ayudan a mejorar la precisidn de las predicciones son: el nimero de pases en profundidad y de
finalizacion, el nUmero de centros y de tiros. Por otro lado, a la derecha puede verse que las
variables que mas ayudan a reducir el indice de Gini son: el nimero de pases en profundidad y
de finalizacidn, el tiempo de posesién en campo propio y el nUmero de centros, ti