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Resumen: La teledetección proporciona información de importancia en la estimación de rendimientos de caña de 
azúcar, ya que su abordaje temporal y espacial permite hacer el seguimiento del cultivo durante su ciclo fenológico. 
El objetivo de este trabajo era aplicar un método operativo para la estimación del rendimiento agrícola e industrial 
a través de la combinación de variables de campo con índices de vegetación, calculados con los sensores 
satelitales a bordo de Sentinel-2 y Landsat-8 en una cooperativa de Costa Rica. Se utilizaron además registros 
históricos de cosecha y meses de inicio del ciclo fenológico para estimar mediante regresiones lineales múltiples 
los rendimientos. La integración de registros históricos y el índice de vegetación Simple Ratio (SR), calculados en 
distintas etapas del ciclo fenológico (en los meses de septiembre, diciembre y enero), permitió obtener un modelo 
de estimación del rendimiento agrícola (toneladas de caña de azúcar por hectárea) con un coeficiente de regresión 
(R2) de 0,64 y un RMSE de 8,0 ton/ha. Mientras que para el rendimiento industrial (kilogramos de azúcar refinado 
por tonelada de caña de azúcar) se obtuvo un R2 de 0,59 integrando variables históricas y los índices de vegetación 
SR y Green Normalized Difference Vegetation Index (GNDVI); en este caso el RMSE fue de 4,9 kg/ton. En definitiva, 
este modelo operativo de estimación de rendimientos proporciona herramientas para la toma de decisiones antes, 
durante y después de la etapa de cosecha.
Palabras clave: Caña de azúcar, índices de vegetación, regresiones lineales, Sentinel-2, Landsat-8.

Models for the estimation of sugarcane yield in Costa Rica with field data and vegetation indices
Abstract: Remote sensing offers important inputs for sugarcane yield estimation, since its temporal and spatial 
approaches allow monitoring the phenological cycle of the crop. The objective of this research was to apply an 
operational method for the estimation of sugarcane yield and sugar content through the combination of field variables 
with vegetation indices, calculated with the satellite sensors on board Sentinel-2 and Landsat-8 in a cooperative from 
Costa Rica. In addition, historical harvest data and start months of phenological cycle were used to estimate sugarcane 
yield and sugar content per ton using multiple linear regressions. The integration of historical data and Simple Ratio 
(SR) vegetation index, calculated in different steps of the phenological cycle (in the months of September, December 
and January), allowed us to obtain an estimation model of sugarcane yield (tons of sugarcane per hectare) with a 
regression coefficient (R2) of 0.64 and a RMSE of 8.0 tons/ha. While for sugar content (kilograms of refined sugar per 
ton) we obtained a R2 of 0.59 integrating historical variables and the vegetation indexes SR and Green Normalized 
Difference Vegetation Index (GNDVI); in this case the RMSE was 4.9 kg/tons. Ultimately, this operational method of 
yield estimation provides tools for decision making before, during and after the harvest stage.
Key words: sugarcane, vegetation indexes, linear regression, Sentinel-2, Landsat-8. 
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1. Introducción

La producción de caña de azúcar es una actividad 
de importancia socioeconómica para Costa Rica. 
En 2019 se contabilizó 64 196 ha cultivadas con 
caña de azúcar (INEC, 2020), que generaron 
aproximadamente 25 000 empleos directos y 
100 000 indirectos. La actividad produce anual-
mente entre 200 y 250 millones de dólares entre 
azúcar y sus derivados (Chaves y Bermúdez, 
2015).

Esta gramínea, con alta capacidad de concentra-
ción de sacarosa, se desarrolla en las regiones 
tropicales y subtropicales, y posee cuatro etapas 
fenológicas, extendiéndose cada una de ellas tres 
meses aproximadamente. La primera etapa es el 
establecimiento y germinación, caracterizada por 
la aparición de rebrotes que permiten la cober-
tura parcial del suelo con vegetación (Allison 
et al., 2007). Posteriormente, ocurre la etapa de 
desarrollo del dosel y macollamiento, en la cual 
el dosel del cañaveral cubre completamente el 
suelo; seguidamente inicia el periodo de gran 
crecimiento donde el cultivo intercepta un alto 
porcentaje de la radiación y tiene un rápido cre-
cimiento de los tallos (Inman-Bamber, 1994). 
Finalmente, sucede la maduración caracterizada 
por un incremento de la concentración de saca-
rosa en tallos y reducción del área foliar (Cock, 
2003; Saez, 2017).

La necesidad constante de aumentar la producti-
vidad en el cultivo de caña de azúcar, a la vez que 
su sostenibilidad, ha fomentado la incorporación 
de las herramientas geoespaciales en los procesos 
de toma de decisiones en el manejo de las plan-
taciones. Las principales líneas de investigación 
que involucran la caña de azúcar y las técnicas 
geoespaciales son: la clasificación y el mapeo de 
áreas de producción, la discriminación varietal, 
la estimación de rendimientos y el monitoreo 
del estado de salud de las plantaciones (Abdel-
Rahman y Ahmed, 2008).

La estimación de rendimientos en caña de azúcar 
es quizá el componente más investigado a partir 
de teledetección, debido a su importancia en la 
gestión y programación de cosechas e industria-
lización. Una de las primeras investigaciones 
identificadas en esta línea abordó la integración 

de modelos agrometeorológicos e información 
espectral para estimar el rendimiento agrícola 
(Rudorff y Batista, 1990). Por su parte la investi-
gación realizada por Rao et al. (2002) determinó 
correlaciones positivas entre el índice de vege-
tación NDVI y rendimiento en plantaciones de 
caña de azúcar delimitadas mediante técnicas de 
clasificación supervisada. Además, el aumento 
en la cantidad y la calidad de información que 
proveen los sensores satelitales ha permitido 
abordar la estimación de cosechas en caña de 
azúcar utilizando series temporales de diversos 
índices de vegetación (Morel et al., 2014; Dubey 
et al., 2018; Rahman y Robson, 2020; Abebe 
et al., 2022).

En síntesis, se han utilizado múltiples fuentes de 
datos, índices de vegetación y enfoques de pro-
cesamiento para ajustar de forma adecuada los 
modelos de estimación de cosechas. Sin embar-
go, pese a los avances confirmados aún se carece 
de soluciones totalmente operacionales para la 
estimación de rendimientos en caña de azúcar 
(Abdel-Rahman y Ahmed, 2008; Som-Ard 
et al., 2021). El caso costarricense no es ajeno 
a esta realidad, ya que a partir de una revisión 
bibliográfica se observó un desarrollo incipiente 
de modelos operacionales para la estimación 
de rendimientos en caña de azúcar a partir de 
información geoespacial (Alemán-Montes et al., 
2021).

En este trabajo se planteó como objetivo apli-
car un método operativo para la estimación del 
rendimiento agrícola e industrial a través de la 
combinación de variables de campo con índices 
de vegetación, calculados con los sensores sate-
litales a bordo de Sentinel-2 y Landsat-8 en una 
cooperativa de Costa Rica. Este modelo de esti-
mación fue ajustado a la realidad de los pequeños 
productores de caña de azúcar que gestionan 
fincas heterogéneas en términos de tamaño, 
prácticas de manejo agronómico y condiciones 
agroecológicas. En consecuencia, se intentó 
obtener un método operativo que fuera aplicable 
por los gestores de las plantaciones. La investiga-
ción, además, permitió identificar algunos de los 
problemas que surgen entre el complejo estado 
fenológico de las plantas y la información que 
aportan los índices de vegetación.
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2. Materiales y Métodos

2.1. Área de estudio

El área de estudio forma parte de las propiedades 
de la cooperativa CoopeVictoria R.L, localizadas 
principalmente en el distrito San Isidro del cantón 
Grecia, en la provincia Alajuela de Costa Rica 
(Figura 1). Esta cooperativa se dedica al cultivo e 
industrialización de caña de azúcar y café. Se tra-
bajó con 26 fincas dedicadas al cultivo de la caña 
de azúcar, que en total suman 511 hectáreas de las 
cuales el 76,9% corresponde a fincas con un área 
inferior a 20 ha y con un promedio de 10,5 ha, el 
11,5% posee entre 20 y 40 ha y el restante 11,5% 
tiene más de 40 ha. Las principales variedades 
de caña de azúcar cultivadas son RB 86-7515, 
LAICA 07-09 y LAICA 07-20.

El contexto del área de estudio se caracteriza por 
tener una época seca (diciembre - abril) y una 
época lluviosa (mayo - noviembre), siendo el 
promedio anual de lluvias entre 2000 y 3000 mm 

y la temperatura promedio anual de 22 °C (IMN, 
2008). Según el sistema de clasificación The Soil 
Taxonomy del Departamento de Agricultura de los 
Estados Unidos (USDA por sus siglas en inglés) las 
fincas se localizan sobre los siguientes subórdenes 
de suelo: Ustands y Udands, suelos desarrollados 
a partir de cenizas volcánicas; Ustepts, suelos 
con moderado desarrollo pedogenético; Orthents, 
suelos con muy poco desarrollo pedogenético; y 
la asociación Humults/Ustepts, mezcla de suelos 
meteorizados y suelos con moderado desarrollo 
pedogenético (Mata et al., 2020).

2.2. Materiales y Datos

Las imágenes satelitales Sentinel-2A y 2B (sen-
sor MSI), nivel 2, fueron descargadas del portal 
Copernicus Open Access Hub de la European 
Space Agency (ESA) (https://scihub.copernicus.
eu/dhus/#/home), mientras que las imágenes 
Landsat-8 (sensor OLI) fueron descargadas de la 
colección 2, nivel 2, disponibles en el portal Earth 

Figura 1. Ubicación del área de estudio: fincas de CoopeVictoria R.L, localizadas en el cantón Grecia de la provincia Ala-
juela, Costa Rica. Se muestran también los centros urbanos principales.

https://scihub.copernicus.eu/dhus/#/home
https://scihub.copernicus.eu/dhus/#/home
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Explorer del United States Geological Survey 
(USGS) (https://earthexplorer.usgs.gov/). El ni-
vel 2 de procesamiento implica la obtención de 
imágenes con reflectancia en la superficie terres-
tre; las imágenes Landsat-8 son procesadas con 
el código de reflectancia en superficie terrestre 
(LaSRC por sus siglas en inglés) y las imágenes 
Sentinel-2 se procesan con el algoritmo Sen2Cor 
(ESA, 2021; USGS, 2022). Se procesó una ima-
gen por mes, entre el mes de mayo y enero del 
periodo de estudio (2017-2021), obteniendo un 
total de 34 imágenes libres de nubes, siendo im-
posible incluir imágenes de junio y julio del año 
2020 debido a la presencia constante de nubes. 
Las imágenes Sentinel-2 que se usaron fueron 
cuatro del 2017-2018, cinco del 2018-2019, siete 
del 2019-2020 y cinco del 2020-2021, mientras 
que de Landsat-8 se usaron cinco, cuatro, dos y 
dos, respectivamente.

La información de rendimiento fue obtenida en 
campo por CoopeVictoria R.L, durante los ciclos 
del cultivo: 2017-2018, 2018-2019, 2019-2020 y 
2020-2021 a escala de finca. El ciclo del cultivo 
de esta región tarda, aproximadamente, 12 meses 
entre el inicio de la etapa de crecimiento (≈abril) 
y la cosecha (≈marzo). Debido al objetivo de 
aplicar un método operativo para los pequeños 
productores, se optó por emplear una regresión 
lineal múltiple, ya que esta técnica estadística, am-
pliamente utilizada en otras investigaciones, posee 
algunas ventajas como la aplicación rápida en 
modelos simples y la interpretación sencilla de los 
resultados (James et al., 2013; Piekutowska et al., 
2021). Se introdujo como variables dependientes 
el rendimiento agrícola, expresado en toneladas 
de caña de azúcar por hectárea (ton/ha), y el ren-
dimiento industrial, calculado en kilogramos de 
azúcar refinado por tonelada de caña cosechada 
(kg/ton). Como variables independientes se cons-
truyeron registros históricos que contemplaban el 
valor promedio y el máximo de los rendimientos 
agrícola e industrial calculados a partir de las co-
sechas anteriores al año de evaluación.

El periodo de cosecha se extiende entre febrero 
y abril de cada año, marcando el fin de un ciclo 
del cultivo y el inicio del siguiente, lo cual pro-
voca una alta heterogeneidad al inicio del ciclo 
fenológico y en el desarrollo del cultivo. Para 
compensar esta variabilidad se construyó otra va-
riable independiente: “inicio del ciclo fenológico” 

(InCF), la cual indica de forma ordinal el número 
del mes, empezando por enero, que establece el 
inicio de una tendencia creciente en la mediana de 
uno de los índices más usados en otros trabajos, 
el Green Normalized Difference Vegetation Index 
(GNDVI). El valor umbral aplicado fue superior 
a 0,2 y fue definido considerando la influencia 
del suelo y la escasez de vegetación de las etapas 
iniciales del ciclo fenológico.

2.3. Métodos

En este trabajo se utilizaron los siguientes índices 
de vegetación: el DVI (Difference Vegetation 
Index), el EVI (Enhanced Vegetation Index), el 
GNDVI (Green Normalized Difference Vegetation 
Index), el NDVI (Normalized Difference 
Vegetation Index), el RI (Redness Index), el RVI 
(Ratio Vegetation Index), el SAVI (Soil Adjusted 
Vegetation Index) y el SR (Simple Ratio) (Tabla 1). 
Estos índices de vegetación fueron seleccionados 
por su frecuente aplicación en investigaciones 
agrícolas (Jiménez-Jiménez et al., 2022).

Debido a las diferencias en la resolución espa-
cial, espectral y radiométrica de las plataformas 
Sentinel-2 y Landsat-8 fue necesario realizar 
una armonización de los índices de vegetación 
calculados con ambos sensores. La calibración se 
realizó utilizando imágenes (de ambos sensores) 
con coincidencia en el día de captura, siendo los 
días seleccionados: 07-11-2016, 26-01-2017, 02-
03-2018, 16-01-2019, 02-12-2019 y 05-01-2021. 
Se calcularon los índices de vegetación con todas 
las imágenes y posteriormente se extrajo la me-
diana de 36.570 polígonos circulares que tenían 
un radio de 40 metros; estos polígonos se situaban 
en los alrededores del área de estudio. Dicha in-
formación se utilizó para construir las regresiones 
lineales de armonización.

Para la estimación de los rendimientos agrícola 
e industrial, se calcularon los índices de vegeta-
ción de las 34 imágenes correspondientes a los 
años 2017 a 2021. A continuación, se extrajo la 
mediana de cada índice de vegetación para cada 
finca y, finalmente, se construyeron regresiones 
lineales múltiples, utilizando como variables inde-
pendientes los índices de vegetación, los registros 
históricos y el inicio del ciclo fenológico. Estos 
cálculos se realizaron en el entorno de RStudio, 
utilizando la función lm(). La selección de 

https://earthexplorer.usgs.gov/
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covariables, para cada modelo, se realizó utilizan-
do la función stepwise() y el criterio de selección 
bidirection del paquete StepReg de RStudio desa-
rrollado por Li et al. (2020). Los mejores modelos 
fueron validados mediante una validación cruzada 
utilizando la función trainControl() y el método de 
validación LOOCV (Leave-one-out cross-valida-
tion) del paquete caret desarrollado por Max et al. 
(2020), en la cual se excluye una observación de 
forma progresiva y se valida. Con esta validación 

se obtuvo el RMSE (Root Mean Square Error) y 
el MAE (Mean Absolute Error).

3. Resultados

3.1. Armonización de los índices 
utilizados

La tabla 2 muestra los resultados de las regresio-
nes de armonización, mientras que en la figura 2 
se presentan como ejemplos los gráficos de dis-
persión de los índices de vegetación NDVI y SR 
calculados con ambos sensores. Como se observa 
los resultados mostraron unos R2 elevados, vali-
dando el uso combinado de ambos sensores.

3.2. Características del ciclo fenológico 
de las fincas

El mes de inicio del ciclo fenológico presentó una 
alta heterogeneidad durante el periodo de estu-
dio debido al calendario de cosecha que en esta 
cooperativa se extiende de febrero a abril de cada 
año. Según la figura 3, durante los cuatro ciclos 
del cultivo analizados el porcentaje de fincas que 
inició el ciclo fenológico en los meses de febrero 
a abril varió: en el ciclo 2017-18 el 88% de las 

Tabla 1. Índices de vegetación utilizados como variables independientes para la estimación del rendimiento agrícola e 
industrial en CoopeVictoria R.L.

Índice de vegetación Fórmula Fuente

DVI Richardson y Wiegand (1977)

EVI Huete et al. (2002)

GNDVI Gitelson et al. (1996)

NDVI Rouse et al. (1973)

RI Escadafal y Huete (1991)

RVI Pearson y Miller (1972)

SAVI Huete (1988)

SR* Jordan (1969)

*También definido en la literatura como VIN (Vegetation Index Number) o RVI (Ratio Vegetation Index).
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2.5×
𝑁𝑁𝑁𝑁𝑁𝑁− 𝑁𝑁𝑅𝑅𝑅𝑅

(𝑁𝑁𝑁𝑁𝑁𝑁+𝐶𝐶!𝑁𝑁𝑅𝑅𝑅𝑅−𝐶𝐶"𝐵𝐵𝐵𝐵𝐵𝐵𝑅𝑅+𝐿𝐿)
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𝐶𝐶! = 6,𝐶𝐶" = 7,5,𝐿𝐿 = 1

𝑁𝑁𝑁𝑁𝑁𝑁
𝑁𝑁𝑅𝑅𝑅𝑅
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𝐶𝐶! = 6,𝐶𝐶" = 7,5,𝐿𝐿 = 1

Tabla 2. Regresiones de armonización de los índices de 
vegetación DVI, EVI, GNDVI, NDVI, RI, RVI, SAVI y SR 
calculados con los sensores a bordo de los satélites Senti-
nel-2 (S2) y Landsat-8 (L8).

Índice de 
vegetación Modelo RMSE R2

DVI y(S2)=0,96x(L8) + 0 0,025 0,84

EVI y(S2)=0,98x(L8) – 0,02 0,039 0,89

GNDVI y(S2)=1,11x(L8) – 0,11 0,031 0,93

NDVI y(S2)=1,13x(L8) – 0,13 0,037 0,95

RI y(S2)=0,99x(L8) + 0 0,033 0,94

RVI y(S2)=1,21x(L8) – 0,01 0,033 0,95

SAVI y(S2)=1,04x(L8) – 0,04 0,034 0,90

SR y(S2)=0,87x(L8) + 0,17 1,226 0,90
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fincas inició el ciclo del cultivo entre los meses 
señalados, mientras que en el ciclo 2018-19 fue 
solo del 64%, siendo un porcentaje similar en el 
ciclo 2019-20, un 69%, y, finalmente, en el ciclo 
2020-21 fue del 91%. Una posible causa de la 
alta variabilidad en el inicio de ciclo fenológico 
podría deberse a la gestión agronómica según la 
disponibilidad de mano de obra o a las diversas 
condiciones meteorológicas.

En consecuencia, el ciclo fenológico de las fincas 
presentó una gran variabilidad en las etapas ini-
ciales y parcialmente en las posteriores durante 
los cuatro ciclos evaluados. Según la figura 4, en 
los meses de mayo, junio y julio el cultivo pre-
sentó alta variabilidad acompañada de un fuerte 
aumento en el valor del GNDVI, uno de los ín-
dices más usados en investigaciones con caña 

de azúcar como se ha comentado anteriormente. 
Este periodo coincide con el establecimiento de la 
plantación y la germinación donde el cultivo cubre 
parcialmente el suelo con hojas. Posteriormente, 
se observa una reducción en la variabilidad del 
índice acompañada de una relativa estacionalidad 
entre agosto y diciembre; durante este periodo 
suceden las etapas fenológicas de macollamiento 
y de gran crecimiento donde la cobertura del suelo 
es total. Finalmente, en enero se presenta una re-
ducción en el índice acompañada del aumento en 
la variabilidad; estas variaciones están asociadas a 
la etapa final del ciclo fenológico, la maduración, 
donde se muestra una reducción de la cobertura 

Figura 2. Armonización de los índices de vegetación NDVI y SR calculados con los sensores satelitales Sentinel-2 y 
Landsat-8.

Figura 3. Inicio del ciclo fenológico de las plantaciones 
según mes y ciclo de cultivo. Fuente: Alemán et al. (2022).

Figura 4. Evolución temporal de la mediana del GNDVI 
en las fincas de CoopeVictoria R.L, para los cuatro ciclos 
de cultivo evaluados. Fuente: Alemán et al. (2022).
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foliar producto de la traslocación de asimilados al 
tallo (Cock, 2003).

3.3. Estimación del rendimiento agrícola

El R2 en todos los índices de vegetación presentó 
una tendencia creciente que se inicia en junio y tie-
ne su máximo en diciembre, con la excepción del 
valor R2 de 0,52 obtenido por el RI en septiembre, 
ya que los otros índices fueron considerablemente 
inferiores en ese mes (Tabla 3). Los índices de 
vegetación SR y RI alternaron como los más ade-
cuados para estimar el rendimiento agrícola entre 
los meses de julio y enero, ya que en los meses de 
mayo y junio los resultados fueron muy reducidos 
debido a la elevada heterogeneidad en las etapas 
iniciales de la plantación mostrada en las figuras 3 
y 4. Sin embargo, se lograron mejores resultados 
analizando en conjunto los índices SR de agosto 
a enero; en concreto los meses de septiembre, 
diciembre y enero fueron los más explicativos tal 
como se observa en la ecuación 1. De igual ma-
nera, se analizaron en conjunto todos los índices 
de vegetación de agosto a enero con la intención 
de obtener mejores resultados, sin embargo, los 
resultados fueron inferiores a los obtenidos utili-
zando sólo el índice SR en distintos meses.

En la ecuación 1 se describe el modelo de regre-
sión que presentó los mejores resultados para la 
estimación del rendimiento agrícola, obteniéndose 
un modelo que explicaba el 64% de la variación 
(R2 de 0,64) con un error residual estándar (ERE) 
de 7,70 ton/ha.

ŷ= 39,71+0,74×PR_AG-5,5×InCF+3,63×SRSep
+2,21×SRDic+1,93×SREne-0,5×MR_AG (1)

donde PR_AG es el promedio histórico del ren-
dimiento agrícola, InCF indica el mes de inicio 
del ciclo fenológico, SRSep, SRDic y SREne son los 
índices SR de los meses septiembre, diciembre y 
enero, respectivamente, y MR_AG indica el máximo 
histórico del rendimiento agrícola obtenido por la 
finca. Se debe indicar que al ajustar la regresión 
con los índices RI (la segunda con mejores resul-
tados) el mejor ajuste se logró considerando las 
mismas variables independientes en la regresión 
(PR_AG, InCF, RISep, RIDic, RIEne y MR_AG).

Por tanto, se extrajo del modelo que el promedio 
histórico de cada finca es una variable de impor-
tancia para la estimación, porque cada finca tiene 
un potencial máximo que se ve reflejado por su 
promedio histórico. Además, la fecha de inicio del 
ciclo fenológico (InCF) condicionó el desarrollo del 

Tabla 3. Parámetros de ajuste de las regresiones lineales para estimar el rendimiento agrícola, en toneladas por hectárea, a 
partir de índices de vegetación en CoopeVictoria R.L, 2017-2020.

Mes May Jun Jul Ago Sep Oct Nov Dic Ene Ago-Ene

N 82 44 57 84 80 79 79 87 87 70
DVI ERE+ 10,13 10,69 10,37 9,84 9,53 10,13 9,55* 9,44 9,78 8,67*

R2 0,42 0,35 0,36 0,43 0,42 0,41 0,48 0,5 0,46 0,54
EVI ERE+ 10,36 10,69 10,37 9,75 9,44 9,94 9,33* 9,30* 9,85 8,36

R2 0,38 0,35 0,36 0,43 0,43 0,44 0,51 0,51 0,45 0,57
GNDVI ERE+ 10,36 10,69 10,37 9,97* 9,86 10,32* 9,94* 9,32* 9,84 8,74

R2 0,38 0,35 0,36 0,4 0,38 0,39 0,44 0,51 0,45 0,53
NDVI ERE+ 10,36 10,69 10,16 9,89* 9,49* 10,08* 9,66* 9,43* 9,95 8,35

R2 0,38 0,35 0,39 0,41 0,43 0,42 0,47 0,5 0,44 0,58
RI ERE+ 10,36 10,69 9,82 9,62 8,74 9,64 9,22 9,57 9,89 7,82

R2 0,38 0,35 0,43 0,45 0,52 0,47 0,52 0,48 0,45 0,63
RVI ERE+ 10,36 10,69 10,37 10,09 9,51 10,12 9,73 9,46 10,04 8,45

R2 0,38 0,35 0,36 0,38 0,43 0,42 0,46 0,49 0,43 0,56
SAVI ERE+ 10,36 10,69 10,37 9,8 9,5 10,13 9,52* 9,26* 9,86 8,42

R2 0,38 0,35 0,36 0,42 0,43 0,41 0,49 0,52 0,45 0,57
SR ERE+ 10,36 10,69 9,84 9,68 9,22 9,82 9,5 9,23 9,51 7,7

R2 0,38 0,35 0,43 0,44 0,47 0,45 0,49 0,52 0,49 0,64
+ Error residual estándar. * Intercepto sin significancia estadística (p-valor > 0,05). N = número de observaciones. En la columna 
Ago-Ene se resalta el valor R2 máximo de 0,64 que se obtiene al incluir con las variables independientes los índices SR de sep-
tiembre, diciembre y enero (en negrita).
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cultivo y el tiempo que se mantuvo la plantación 
en el campo antes ser cosechada. Por su parte, el 
SR presentó un aporte aditivo cuando se incorporó 
en los meses de septiembre, diciembre y enero. 
Finalmente, la influencia negativa del máximo 
histórico de producción se conceptualiza como 
un ajuste final a la estimación. A través de los 
parámetros de validación cruzada del modelo, se 
obtuvo un RMSE de 8,0 ton/ha (un 8,6% del pro-
medio de rendimiento agrícola de la Cooperativa 
durante los ciclos de cultivo analizados) y un 
MAE de 6,6 ton/ha.

3.4. Estimación del rendimiento 
industrial

En la estimación del rendimiento industrial, los ín-
dices de vegetación mostraron mayor variación en 
los meses evaluados. A diferencia del rendimiento 
agrícola, el rendimiento industrial no presentó ten-
dencias crecientes en el coeficiente de regresión. 
El R2 entre agosto y enero fue inferior a 0,4; sin 
embargo, se lograron mejores resultados cuando 
se analizaron en conjunto los índices de agosto a 
enero, siendo la integración de índices GNDVI la 
que presentó el modelo más ajustado con un R2 de 
0,47 (Tabla 4).

Pese a lo anterior, y con el objetivo de mejorar 
los resultados de esta estimación, se analizaron en 
conjunto todos los índices de vegetación de agosto 
a enero, seleccionándose los meses más explica-
tivos, lo cual permitió alcanzar un coeficiente de 
regresión de 0,59 y un error residual estándar de 
4,7 kg/ton. Estos resultados fueron posibles con la 
inclusión del promedio histórico del rendimiento 
industrial y los índices SR de agosto y los GNDVI 
de septiembre y noviembre (Ecuación 2).

ŷ= -61,93+0,53×PR_IN-1,25×SRAgo+81,07×
GNDVISep+106,57×GNDVINov (2)

donde PR_IN es el promedio histórico del rendi-
miento industrial, SRAgo es el valor del índice SR 
en agosto y los índices de vegetación GNDVISep 
y GNDVINov representan el índice de vegetación 
GNDVI en los meses septiembre y noviembre 
respectivamente. La ecuación 2 confirma la im-
portancia que tienen las variables históricas en 
las estimaciones de rendimiento. El índice SR en 
agosto representó un aporte decreciente, mientas 
los índices GNDVI de septiembre y noviembre 
tuvieron aportes aditivos en la estimación.

Mediante la validación cruzada del rendimiento 
industrial se obtuvo un RMSE de 4,9 kg/ton y un 

Tabla 4. Parámetros de ajuste de las regresiones lineales para estimar el rendimiento industrial, en kilogramos de azúcar 
por tonelada, a partir de índices de vegetación en CoopeVictoria R.L, 2017-2020.

Mes May Jun Jul Ago Sep Oct Nov Dic Ene Ago-Ene
N 88 47 62 90 84 85 84 93 93 70

DVI ERE+ 7,35 6,88 7,25 7,20 6,85 6,72 7,26* 6,74 7,18 6,37*
R2 0,23 0,37 0,37 0,25 0,25 0,33 0,27 0,33 0,24 0,39

EVI ERE+ 7,35 6,88 7,32 7,32 6,67 6,88 7,46 6,97* 7,16 5,83
R2 0,23 0,37 0,36 0,22 0,29 0,30 0,23 0,29 0,24 0,41

GNDVI ERE+ 7,35 6,88 7,49 7,14 6,57 6,43* 6,76* 7,09* 7,05 5,53
R2 0,23 0,37 0,32 0,27 0,31 0,39 0,37 0,26 0,28 0,47

NDVI ERE+ 7,35 6,88 7,49 7,17 6,47* 6,61* 6,9* 7,17* 7,14 6,13*
R2 0,23 0,37 0,32 0,26 0,33 0,36 0,34 0,25 0,26 0,43

RI ERE+ 7,35 6,88 7,36 7,32 6,59 7,06 7,40 7,24 7,18 6,33
R2 0,23 0,37 0,35 0,22 0,31 0,25 0,24 0,23 0,25 0,41

RVI ERE+ 7,35 6,88 7,36 7,06 6,49 6,75 6,79 7,19 7,25 6,09
R2 0,23 0,37 0,35 0,28 0,33 0,33 0,36 0,24 0,23 0,44

SAVI ERE+ 7,35 6,88 7,47 7,32 6,76 6,64 7,13 6,8 7,19 6,52*
R2 0,23 0,37 0,32 0,22 0,27 0,35 0,29 0,32 0,24 0,35

SR ERE+ 7,35 6,88 7,49 7,32 6,64 6,48 6,77 7,07 7,02 6,21
R2 0,23 0,37 0,32 0,22 0,30 0,39 0,36 0,27 0,29 0,42

+ Error residual estándar. * Intercepto sin significancia estadística (p-valor > 0,05). N = número de observaciones. Los valores re-
saltados, en negrita, indican la mejor combinación de índices de vegetación con el promedio histórico del rendimiento industrial, 
con un R2 de 0,59.
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MAE de 4,1 kg/ton, lo cual corresponde aproxima-
damente a 0,4 ton de azúcar/ha y 0,3 ton de azúcar/
ha, respectivamente. Estos valores de validación 
representan aproximadamente un 4% del prome-
dio del rendimiento industrial en la Cooperativa 
(119,8 kg/ton y 10,7 ton de azúcar/ha).

4. Discusión

En Costa Rica, como en otros países del mundo, 
es difícil obtener imágenes satelitales libres de nu-
bes, acentuándose el problema en época lluviosa, 
siendo necesario establecer estrategias que maxi-
micen las posibilidades de obtener información de 
calidad. Una posible solución es la combinación 
de diferentes sensores, táctica empleada y validada 
en múltiples estudios (Panigrahy y Sharma, 1997; 
Bégué et al., 2010; Zhao et al., 2016; Chaves et al., 
2020). En esta investigación, la combinación de 
los sensores Sentinel-2 y Landsat-8, después de 
aplicar regresiones de armonización, permitió 
completar con garantías una serie temporal que 
cubre el ciclo fenológico del cultivo en intervalos 
mensuales.

En la estimación del rendimiento agrícola, los 
índices de vegetación que presentaron los mejores 
resultados (SR y RI) coinciden en la necesidad de 
utilizar información en distintos momentos del 
ciclo fenológico para obtener mejores resultados 
(Rahman y Robson, 2016). En este estudio los 
índices de vegetación calculados en los meses 
de septiembre, diciembre y enero permitieron 
obtener los mejores modelos de estimación del 
rendimiento agrícola, confirmando que utilizar 
datos de un único momento fenológico no es 
suficiente para realizar estimaciones acertadas 
(Som-Ard et al., 2021). Durante estos meses el 
cultivo atraviesa las etapas de gran crecimiento e 
inicio de la maduración, resaltando la necesidad 
de disponer de información en la etapa de máxima 
cantidad de biomasa y en el punto donde sucede el 
descenso del área foliar por la maduración (Abebe 
et al., 2022).

En investigaciones de estimación del rendimiento 
agrícola a partir de índices de vegetación existen 
diversos ejemplos del uso del índice SR como un 
predictor debido a su elevada correlación positiva 
con el contenido de clorofila (Simões et al., 2005; 
Sishodia et al., 2020; Abebe et al., 2022). En el 
caso específico de las plantaciones de caña de 

azúcar, al estar la clorofila foliar estrechamente 
relacionada con el contenido de nitrógeno y este 
con la producción de biomasa, se esperaría que 
las variaciones en clorofila ocasionen cambios en 
la productividad, lo cual sería fácilmente identifi-
cado por los índices SR (Haboudane et al., 2002; 
Narmilan et al., 2022). Un ejemplo de la utilidad 
del índice SR se muestra en el trabajo de Zumo 
y Hashim (2020) en el cual aparece como el 
mejor predictor para estimar la biomasa aérea en 
gramíneas.

Existen diversas investigaciones similares en las 
que se aplicaron regresiones lineales para estimar 
el rendimiento agrícola a partir de información sa-
telital, obteniéndose diferentes valores de RMSE. 
En la isla Reunión, Morel et al. (2014) utilizando 
regresiones lineales y el índice de vegetación 
NDVI obtuvieron un RMSE de 10,4 ton/ha. En 
el artículo de revisión de Som-Ard et al. (2021) 
se calculó un RMSE promedio de 12,9 ton/ha, 
considerando todos los trabajos revisados que 
usaban información satelital y regresiones. Por su 
parte, Dubey et al. (2018) alcanzaron un RMSE 
entre 7,0 y 17,0 ton/ha al estimar el rendimiento 
agrícola a partir de índices de vegetación en tres 
regiones de India. En consecuencia, los resul-
tados aportados en este trabajo, con un RMSE 
de 8,0 ton/ha, muestran, conjuntamente con los 
citados anteriormente, que a través de un método 
operativo simple ajustado a partir de parámetros 
de campo se pueden obtener modelos robustos. 
Además, estos modelos operativos también 
pueden lograr buenos resultados en compara-
ción a técnicas más complejas, como en el caso 
del machine learning. Por ejemplo, en Brasil 
dos Santos Luciano et al. (2021) obtuvieron un 
RMSE de 9,4 ton/ha al estimar el rendimiento 
agrícola utilizando machine learning y como 
variables independientes imágenes satelitales, 
datos meteorológicos y variables agronómicas; 
sin embargo, utilizando idéntica técnica y las 
mismas variables Shendryk et al. (2021) alcanza-
ron un RMSE superior a 16 ton/ha.

Por otra parte, el modelo de estimación del 
rendimiento industrial concuerda con el rendi-
miento agrícola en la necesidad de contar con 
información histórica de producción que sirva de 
base para comprender el potencial productivo de 
cada finca. El promedio histórico de rendimien-
to se ha usado en otros trabajos como variable 
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independiente, incrementando el poder predicti-
vo del modelo (Krupavathi et al., 2022). Además, 
en nuestra investigación fue fundamental la com-
plementariedad de los índices de vegetación, SR 
y GNDVI, lo cual valida la existencia de índices 
de vegetación que se adaptan de mejor forma a 
distintas etapas del ciclo de crecimiento (Simões 
et al., 2005). Asimismo, resulta esencial consi-
derar el ciclo fenológico completo debido a la 
importancia que tienen las practicas agronómicas 
en el desarrollo del cultivo y por consiguiente en 
las estimaciones de rendimiento (Bégué et al., 
2010).

La validación del rendimiento industrial mostró 
un RMSE de 0,4 ton de azúcar/ha; este ajuste es 
superior al reportado por Shendryk et al. (2021) 
quienes utilizando técnicas de machine learning 
alcanzaron un RMSE de 2,3 ton de azúcar/ha al 
evaluar el rendimiento industrial a nivel de finca 
y un RMSE de 1 ton de azúcar/ha al agrupar el 
rendimiento industrial por ingenio azucarero, 
creando así un modelo más general.

Finalmente, a pesar de disponer de datos de cam-
po fiables, incluyendo el rendimiento histórico 
que puede ser una variable no siempre disponi-
ble, el contexto general es de carencia de otros 
datos que pueden estar muy relacionados con el 
objetivo principal, como datos climáticos, infor-
mación varietal o la fecha concreta de la cosecha, 
aspectos que en futuras investigaciones serán 
incluidos y evaluados.

5. Conclusiones

En este trabajo se ha desarrollado un modelo 
de predicción del rendimiento agrícola e indus-
trial a través de una serie mensual de imágenes 
Sentinel-2 y Landsat-8, logrando así el ajuste 
de modelos operativos que permiten apoyar el 
proceso de toma de decisiones en la cosecha e 
industrialización de la caña de azúcar en una 
cooperativa de Costa Rica.

Los mejores resultados, con un R2 de 0,64 (RMSE 
de 8,0 ton/ha) para el rendimiento agrícola y de 
0,59 (RMSE de 4,9 kg/ton) para el rendimiento 
industrial, se obtuvieron incluyendo en los mo-
delos índices calculados durante las diferentes 
etapas del ciclo del cultivo, lo cual valida la fun-
cionalidad de las series temporales de los índices 
de vegetación en el seguimiento de cultivos, 

particularmente en el de caña de azúcar. El índice 
SR, al no estar normalizado, posee un umbral de 
valores más amplio y esto podría estar relaciona-
do con la mayor capacidad de predicción, ya que 
la magnitud de las diferencias entre dos condi-
ciones se amplía. No obstante, debido a que las 
fincas presentan ciclos fenológicos diferentes, se 
produce una elevada variabilidad en los valores 
de los índices, en general, repercutiendo en el 
ajuste de los modelos de regresión.

Para mejorar la capacidad predictiva de los mo-
delos se podrían incluir variables independientes 
como la fecha específica de cosecha, el clima 
local o la variedad de caña de azúcar. En segui-
miento a esta investigación se plantea realizar 
procesos de validación de los modelos con datos 
de campo obtenidos en futuras temporadas de 
cosecha y en otras cooperativas.

Finalmente, los modelos operativos obtenidos en 
la estimación de los rendimientos proporcionan 
unas herramientas muy útiles para la toma de 
decisiones antes, durante y después de la etapa 
de cosecha. Por ejemplo, la estimación de la 
producción previa a la cosecha permite gestionar 
las actividades relacionadas, destacando el trans-
porte (cuanto volumen necesitan transportar), la 
mano de obra (cuantos operarios se requieren) y 
el proceso de industrialización (cuanto volumen 
de caña fresca se necesita procesar para la pro-
ducción de azúcar).
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