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Resumen
El reconocimiento de dorsales en fotos de carreras se ha convertido en un área de in-

vestigación cada vez más relevante debido a la creciente popularidad del running como
deporte, y a que los corredores y organizadores de carreras desean tener acceso fácil y
rápido a las fotos de los participantes en la misma. La tarea de reconocer los números de
dorsal de los corredores en fotos de carreras es desafiante debido a las variaciones en la
apariencia de los dorsales, el tamaño, la orientación y la iluminación en las fotos. Ade-
más, el reconocimiento de dorsales puede tener aplicaciones prácticas en la identificación
y seguimiento de atletas, la mejora de la experiencia de los corredores y la seguridad en
eventos deportivos. En este Trabajo de Fin de Grado, se propone desarrollar un mode-
lo de reconocimiento de dorsales en fotos de carreras utilizando técnicas de visión por
ordenador y aprendizaje automático. Se explorará el uso de diversas arquitecturas de re-
des neuronales, como Faster R-CNN y YOLO. Además, se investigará el uso de diferentes
técnicas de preprocesamiento de imágenes para mejorar la precisión del modelo.

Palabras clave: Visión por ordenador, redes neuronales, Deep learning, OCR, machine lear-
ning

Abstract
The recognition of race bibs in photos has become an increasingly relevant area of re-

search due to the growing popularity of running as a sport. Runners and race organizers
require easy and fast access to participant photos from the race. However, the task of
recognizing runner bib numbers in race photos is challenging due to variations in bib ap-
pearance, size, orientation, and lighting in photos. Furthermore, the recognition of bibs
can have practical applications in athlete identification and tracking, improving the run-
ner experience, and ensuring safety in sporting events. This Bachelor’s Thesis proposes
the development of a model for recognizing race bibs in photos using computer vision
and machine learning techniques. The use of various neural network architectures, such
as Faster R-CNN and YOLO, will be explored to achieve accurate detection and recogni-
tion of bibs in race images. Additionally, different image preprocessing techniques will
be investigated to improve the model’s performance.

Key words: Computer vision, Neuronal networks, Deep learning, OCR, Machine learn-
ing
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CAPÍTULO 1

Introducción

La visión por ordenador es cada vez más importante en la actualidad debido a la
enorme cantidad de datos visuales que se generan diariamente en el mundo. Tiene múl-
tiples aplicaciones en el mundo real, desde la detección de objetos y personas en videos
de vigilancia hasta la identificación de patologías en imágenes médicas [17]. Además, es
una herramienta fundamental para el desarrollo de sistemas de conducción autónoma
[18] o robótica [10], por poner un ejemplo. Los avances recientes en el aprendizaje pro-
fundo [1] han permitido que la visión por ordenador sea aún más precisa y efectiva en el
procesamiento de grandes cantidades de datos visuales.

Este trabajo se centra en la detección de dorsales, pero ajustando el modelo y el entre-
namiento realizado, podría llegar a ser utilizado para otros propósitos, como lectura de
matrículas de coches, o identificación de logotipos en objetos. A pesar de que este proyec-
to tiene un objetivo muy concreto, la metodología utilizada puede escalarse y modificarse
para propósitos muy diferentes.

1.1 Motivación

Este proyecto es una gran forma de poner a prueba todo lo aprendido durante este
curso, y además es un tema en el que tengo un interés personal. A la hora de participar
en una carrera, la organización de esta suele subir la imágenes de la carrera en masa, tan
solo ordenándolas cronológicamente en la mayor parte de los casos. Esta herramienta po-
dría evitar hacer perder una cantidad considerable de tiempo a las personas que quieren
buscarse en estas fotos.

1.2 Objetivos

El objetivo principal del proyecto es el desarrollo de un modelo de reconocimiento
de números en dorsales para imágenes de carreras. No obstante, la elaboración de este
proyecto es una buena oportunidad para explorar el estado del arte de la visión por
ordenador, enfocado a la detección de objetos y lectura de texto, como se desarrollará
en el capítulo 2.

Los mayores problemas que tiene el proyecto se deben, fundamentalmente, al entorno
utilizado. Muchos pasos se han realizado con la idea de usar Kaggle para entrenar y
ejecutar el modelo, como se menciona en la sección 5.8.1. Es posible que con acceso a un
equipo más potente y una mayor libertad para usar diferentes herramientas se hubiesen
conseguido unos mejores resultados.

1



2 Introducción

1.3 Estructura de la memoria

Este trabajo consta de 7 apartados:

Introducción. En este apartado se presenta de forma general el proyecto, para que
se tenga cierto contexto en términos generales.

Visión por Ordenador. Repaso de la visión por ordenador, cómo ha evolucionado
los últimos años, y estado del arte.

Análisis del problema. Aquí se elabora el problema del reconocimiento de dorsa-
les, y también se dan detalles de los conjuntos de datos utilizados.

Identificación y análisis de soluciones. Esta sección presenta varias formas de en-
focar el problema, así como sus diferentes dificultades y cuál solución se ha decidi-
do utilizar finalmente.

Tecnología utilizada. En este apartado se explica en profundidad las diferentes
tecnologías que se han utilizado durante el proyecto.

Resultados. Presentación de los resultados finales.

Conclusiones. Aquí se elabora en más profundidad sobre los resultados obtenidos,
principalmente intentando encontrar una explicación para éstos.

Aparte, existen varios anexos con información relevante, aunque no esencial, para
este trabajo:

Glosario de términos. Traducciones de anglicismos o terminología técnica que se
usa en la memoria.

Ejemplos de imágenes de los datasets utilizados. Ejemplos de fotos de los dife-
rentes datasets utilizados.

Objetivos de Desarrollo Sostenible.



CAPÍTULO 2

Visión por ordenador

La visión por ordenador es un campo de la informática que se ocupa del estudio de
cómo las computadoras pueden ser programadas para interpretar imágenes y videos.
Esto incluye el desarrollo de algoritmos y técnicas para el procesamiento de imágenes, el
análisis de imágenes y el reconocimiento de objetos.

La visión por ordenador se utiliza en una variedad de campos, como la robótica, la
automoción, la seguridad, la medicina y la industria [17]. Uno de los desafíos más impor-
tantes en visión por ordenador es desarrollar sistemas que puedan funcionar en entornos
cambiantes y con una gran variedad de objetos y escenas.

Los algoritmos utilizados en visión por ordenador incluyen el procesamiento de imá-
genes, el aprendizaje automático, el análisis estadístico y la optimización [40]. Los siste-
mas de visión por ordenador modernos combinan estas técnicas para lograr un rendi-
miento óptimo.

2.1 Detección de objetos

Para este proyecto la detección de objetos es más relevante. Es similar a la localización
de objetos, pero, a diferencia de ésta, no solo está pensada para localizar un solo objeto
en una imagen, si no que en ésta puede haber uno, varios, o ninguno. Esto plantea una
serie de problemas, como que no podemos tener un output fijo, ya que la imagen puede
contener, por ejemplo, un dorsal o cinco. Aparte de esto, el modelo tiene que devolver no
solo la localización del objeto, sino también decir qué tipo de objeto es.

Otro problema es la resolución de las imágenes. En el caso de MNIST [31], las imáge-
nes son de 28x28 píxeles, por lo que un perceptrón de varias capas puede obtener buenos
resultados. Sin embargo, para la detección de objetos normalmente se trabaja con imáge-
nes de mayor resolución, lo que aumenta el coste computacional.

Una de las opciones que se plantean es aplicar una ventana deslizante o Sliding Win-
dow. Esta técnica consiste en ir realizando recortes a la imagen, aplicar clasificación de
imágenes al recorte y ver si contiene algún objeto. El problema con este método es el
coste computacional, ya que para una imagen de anchura W y altura H existen un to-
tal de ∑H

h=1 ∑W
w=1(W − w + 1)(H − h + 1) opciones. En la anterior fórmula w y h hacen

referencia a todas las posibles combinaciones de anchura y altura que puede tener cada
región.

3



4 Visión por ordenador

2.2 Estado del arte

En los últimos años se han desarrollado varios algoritmos de detección de objetos que
han logrado un rendimiento muy elevado en tareas de detección de objetos. Algunos de
los algoritmos más destacados incluyen las redes neuronales convolucionales de regiones
(RCNN) y You Only Look Once (YOLO).

2.2.1. R-CNN

Las R-CNN, redes convolucionales basadas en regiones, parten de unas regiones de
interes que pueden ser el output de otro modelo, se reescalan, y luego aplican el método
usado en AlexNet[2], una red convolucional que clasifica esa imagen. Para obtener me-
jores resultados, también se predice la localización del objeto, por si la primera región
no se ajusta perfectamente al objeto. En la figura 2.1 se puede ver un esquema de su
funcionamiento

Figura 2.1: Funcionamiento de una red R-CNN.

A lo largo de los años se ha investigado en modelos cada vez más rápidos y precisos,
empezando por R-CNN [11], más tarde llegó Fast-RCNN [12], y por último Faster-RCNN
[39].

Como su nombre indica, Fast-RCNN fue un salto en cuestión de velocidad respecto a
su anterior versión, principalmente al procesar toda la imagen en una sola red neuronal.
Aparte combina la clasificacion de objetos y la regresión de las coordenadas en un solo
modelo, lo que reduce la complejidad del mismo. Faster-RCNN por otro lado implementa
un sistema para proponer y clasificar regiones en la imagen, lo cual mejora la velocidad
y precisión del modelo.

2.2.2. YOLO (You Only Look Once)

YOLO, el acrónimo de “You Only Look Once”, es un modelo de reconocimiento de
objetos en tiempo real. La versión original del modelo se publicó en el año 2015 [38], y
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actualmente van por la séptima versión de éste: YOLOv7 [48]. Todavía no se ha publicado
un artículo para esta versión en concreto, pero existe de ella información en el repositorio
oficial de Github. Para este trabajo en concreto se ha utilizado la quinta versión de YOLO,
YOLOv5 [1].

Funcionamiento

El acercamiento de YOLO al problema de detectar una cantidad indeterminada de
objetos en una imagen es el siguiente: primero divide la imagen en una cuadrícula, y
procesa cada sección por separado, como en el diagrama de la figura 2.2. Esto genera un
conjunto de bounding boxes, con una clase y una confianza asociada.

Figura 2.2: Proceso de detección de YOLO.

Este proceso genera una gran cantidad de predicciones, así que la forma en que el
modelo trata con ellas es con el método de la intersección sobre la unión (Intersection over
Union, IoU). Se calcula de la siguiente manera:

IoU =
Areaintersection

Areaunion

En la figura 2.3 se puede observar de forma más visual esta fórmula: teniendo dos
áreas diferentes, en este caso las cajas verde y roja, Areaintersection es el área que estas
dos comparten. Por otra parte, Areaunion es el área que las dos ocupan en total. Areaunion
puede calcularse como la suma de las áreas menos su intersección.

En el caso de tener tres bounding boxes que se solapen para el mismo objeto, no se pue-
de simplemente coger la que tenga la mayor confianza para esa clase, ya que puede haber
otros objetos, y eso eliminaría otras predicciones. La solución que plantearon los autores
de YOLO consiste en agrupar las bounding boxes según el valor de IoU que comparten.
Una vez agrupadas, seleccionan solo la de mayor confianza.



6 Visión por ordenador

Figura 2.3: Cálculo de IoU para dos predicciones.

Arquitectura

Figura 2.4: Arquitectura YOLOv5.

Figura 2.5: Funcionamiento de redes piramidales.

La arquitectura de YOLOv5 (vease la figura 2.4) se caracteriza por su capacidad para
detectar objetos de manera rápida y precisa.
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Para lograr esto, se basa en una arquitectura de red neuronal EfficientNet [45] como
Backbone, que mejora la eficiencia computacional mientras la precisión se mantiene al
mismo nivel o incluso superior. Además, se utilizan módulos de atención en el Neck para
prestar atención a las áreas de la imagen que contienen objetos, lo que ayuda a mejorar
la precisión de la detección. En el Head se utiliza una cuadrícula adaptativa para detectar
objetos de diferentes tamaños con mayor precisión. Además, se utilizan técnicas de data
augmentation para mejorar la capacidad de la red neuronal para generalizar a nuevas
imágenes.

En conjunto, todas estas características permiten a YOLOv5 detectar objetos de ma-
nera rápida y precisa. Pero lo que realmente lo diferencia es el uso de un enfoque de
pirámide espacial (vease la figura 2.5), donde se procesan diferentes escalas de la ima-
gen a través de múltiples capas conectadas en serie, lo que permite detectar objetos de
diferentes tamaños en la imagen. Esto es fundamental para detectar objetos pequeños o
lejanos en una imagen.

2.2.3. Otras técnicas

En los últimos años se ha experimentado con el uso de transformers, una clase de mo-
delos de lenguaje desarrollados por Google [47], para la detección de objetos en imáge-
nes. Los transformers se basan en la atención, un mecanismo que permite a la red neuronal
prestar atención a diferentes partes de la entrada, lo que les permite aprender patrones
complejos. Esto los convierte en una opción atractiva para la detección de objetos, ya que
las imágenes suelen tener características que se distribuyen de manera desigual.

En el campo de la detección de objetos, se han propuesto varias arquitecturas basa-
das en transformers. Un ejemplo es DETR [6], una arquitectura que utiliza un transformer
encoder-decoder para detectar objetos en imágenes. La arquitectura se entrena de manera
end-to-end y utiliza una técnica de atención global que permite a la red neuronal pres-
tar atención a todas las partes de la imagen. El uso de un transformer permite a DETR
aprender patrones complejos y detectar objetos de formas variadas, lo que ha llevado a
resultados prometedores en diferentes conjuntos de datos de detección de objetos [52] [6]
[47] [53]. Sin embargo, es un tipo de modelo bastante reciente, por lo que aún se requiere
de más investigación para evaluar en profundidad su rendimiento y compararlo con los
modelos tradicionales.





CAPÍTULO 3

Análisis del problema

El reconocimiento de dorsales (BIBs) es un problema que, como ya se ha mencionado,
no se ha trabajado demasiado, o por lo menos con demasiado éxito. Esto puede deberse a
la propia naturaleza del problema: el reconocimiento de dorsales consiste en detectar una
pequeña region de texto en una imagen, que frecuentemente se encuentra en diferentes
posiciones, torcida, o directamente tapada por un obstáculo como puede ser una mano o
una persona.

A esto se le suma la propia naturaleza de las fotos con las que trabajamos. En oca-
siones las imágenes se consiguen desde frames de video [14], pero incluso en fotografías,
como las personas están corriendo es fácil que estén ligeramente borrosas. Para finalizar,
los dorsales en sí tienen una superficie ligeramente reflectante, por lo que, dependiendo
de cómo les refleje la luz, pueden resultar ilegibles.

3.1 Conjunto de datos

Set Nº de imágenes Nº de dorsales Resolución
Set 1 92 100 342x512 - 480x720 px
Set 2 67 77 800x530 - 850x1260 px
Set 3 58 113 768x1024 px
Total 217 290

Tabla 3.1: Estructura del RBNR dataset.

Hay que comenzar diciendo que no existe un gran conjunto de datos que sirva co-
mo referencia para el reconocimiento de dorsales. Lo más parecido es el conjunto del
artículo RBNR [36], referenciado de ahora en adelante como RBNR dataset, que está for-
mado por 217 imágenes divididas en tres grupos. Estas imágenes están anotadas con las
coordenadas de los dorsales presentes y sus respectivos números. En la tabla 3.1 está la
distribución exacta.

Aparte, se ha usado el conjunto de datos del artículo [14], referenciado de ahora en
adelante como TGCRbNW dataset, cedido para realizar este trabajo. Este conjunto de da-
tos está formado por 2530 imágenes en las que hay presentes 3232 dorsales, divididos en
cinco grupos (RP1, RP2, RP3, RP4 y RP5). En la tabla 3.2 está la distribución exacta. Las
imágenes de este set están sacadas de frames de vídeo de la competición, con un tamaño
de 1920x1080 píxeles [14].

Una característica que diferencia el TGCRbNW dataset del RBNR dataset es que, aparte
del tamaño del segundo, este último tiene imágenes más borrosas, y las caras de las per-

9
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Set Nº de dorsales Nº de imágenes
RP1 1522 1033
RP2 706 637
RP3 478 407
RP4 241 209
RP5 285 244
Total 3232 2530

Tabla 3.2: Estructura del dataset TGCRbNW.

sonas están censuradas. Esto último tuvo relevancia en descartar el método de estimación
de torso, ya que RetinaFace [7] no podía reconocer las caras.



CAPÍTULO 4

Identificación y análisis de
soluciones posibles

4.1 OCR en la imagen completa

Figura 4.1: Reconocimiento de texto en toda la imagen.

La opción más directa para resolver el problema sería aplicar reconocimiento de tex-
to a la imagen completa, pero esta solución no es desde luego óptima. Como podemos
observar en la figura 4.1, el modelo detecta texto por toda la imagen (logos en camisetas,
señales de tráfico, etc.), por lo que no resulta muy fiable. Este enfoque conllevaría un pos-
terior tratamiento de los resultados para determinar si un texto corresponde a un dorsal
o no.

4.2 Estimación de torso

En el artículo [36] plantean una solución interesante: primero se pasa la imagen a un
modelo que detecta las caras en la imagen, y a partir de ahí se estima la región en la que

11
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debería estar el torso. Una vez se obtiene la región del torso, se aplica el reconocimiento
de texto utilizando una técnica llamada Stroke Width Transform (SWT), para “limpiar” la
imagen y dejar (mayoritariamente) solo el texto.

Existen varios problemas con este método. El primero es que estamos estimando la
region del torso, por lo que muchas veces, sobre todo si la persona está ligeramente gi-
rada, esta estimación suele crear una región erronea. En el RBNR dataset no es problema,
pues todas las imágenes están relativamente bien posicionadas, pero en las fotos de la
media maratón de Barcelona de 2021, un caso real, suele dar problemas. Aparte de esto,
las imágenes del TGCRbNW dataset tiene las caras de los corredores censuradas, por lo
que este método suele fallar. Con todo esto, este método acaba descartado a favor de uno
más general.

(a) La región estimada en la persona de la izquierda no muestra por
competo el dorsal.

(b) Al tener la cara pixelada, el modelo no puede reconocerla.

Figura 4.2: Casos de error de RetinaFace.

En la figura 4.2, se puede ver los dos fallos más comunes de RetinaFace: una mala
estimación del torso, y no detectar una cara cuando está pixelada.

4.3 Solución propuesta

Al final usamos una forma de trabajo similar a la propuesta en el artículo [14]: a partir
de una imagen, usamos el modelo YOLOv5s para detectar personas. El modelo base, que
se puede importar desde Tensorflow [46], está preparado para detectar diversos objetos,
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Figura 4.3: Falsos positivos al detectar personas.

Figura 4.4: Reconocimiento de dorsales en dos fotos de internet.

Figura 4.5: Flujo de trabajo.

entre ellos personas, por lo que es cuestión de filtrar los resultados, además de aplicar
un threshold para mayor fiabilidad, devolviendo solo las regiones que tengan un mínimo
de confianza. Aun con este threshold en ocasiones se devuelven falsos positivos, como
personas en el fondo que no son corredores o, en ocasiones más raras, partes del cuerpo
(figura 4.3). Aun teniendo falsos positivos, el modelo no falla en detectar personas.
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En el siguiente paso volvemos a aplicar el modelo YOLOv5s, pero en este caso una
versión entrenada en un conjunto de datos propio, usando imágenes del RBNR, la media
maratón de Barcelona de 2021 y el TGCRbNW [14]. Para este entrenamiento se utiliza la
página Roboflow (https://app.roboflow.com/), que ofrece soporte para el modelo YO-
LOv5, aplicando data augmentation a las imágenes. De esta forma conseguimos un modelo
de YOLOv5s específicamente entrenado para reconocer dorsales. Una particularidad de
este modelo es que, al estar entrenado con diferentes formatos de dorsales, y en el paso
de data augmentation al haberse usado técnicas de cambios de color, contraste y lumino-
sidad, es capaz de generalizar dorsales con bastante éxito (en la figura 4.4 aplicamos el
modelo a imágenes aleatorias de Google). En una primera versión del código, un modelo
bastante común era EfficientNet [45] para estimar la región del dorsal, pero el rendimiento
de este modelo, así como la capacidad de realizar modificaciones, era bastante peor en
comparación a YOLO.

Por último, las imágenes de los dorsales se pasan al modelo de lectura de texto. Se ha
elegido el modelo Keras-OCR [23], ya que ofrece la posibilidad de entrenar un modelo
y, además, es relativamente fácil de manejar y modificar. Más adelante se entrará en más
detalles, pero en resumen, en la versión final se utiliza el detector de texto por defecto, y
un lector de texto entrenado por mí mismo. Se puede ver un esquema del flujo de trabajo
en la figura 4.5, y un ejemplo en la figura 4.6

Por último, mencionar que todas las imágenes generadas son guardadas para facilitar
una posterior revisión manual en caso de que fuese necesario. La forma en la que se hace
es primero añadir bandas negras a la imagen para hacerla cuadrada mientras se preser-
van las proporciones de la imagen, y después se reescala a un tamaño fijo: al principio
640x640 píxeles, y 512x512 píxeles en la última versión. Una vez todos los módulos han
acabado, se generan archivos .csv en los que se almacenan todos los resultados genera-
dos.
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(a) Imagen original. (b) Persona detectada.

(c) Dorsal detectado. (d) Texto detectado.

Figura 4.6: Flujo de trabajo con ejemplos.





CAPÍTULO 5

Tecnología utilizada

En este capítulo se explicarán modelos o herramientas de trabajo usados para este
proyecto.

5.1 Kaggle

Kaggle [19] es una comunidad online dedicada a la ciencia de datos y machine learning.
En ella se pueden encontrar competiciones que usuarios o compañías publican, en oca-
siones con premios monetarios. Además de esto, Kaggle ofrece acceso a un entorno en la
nube, donde la gente puede subir y ejecutar su código sin tener que ejecutarlo localmente.

Esta es una herramienta bastante valiosa para gente que quiera aprender sobre es-
tos temas, o incluso como herramienta de trabajo, proporcionando un entorno bastante
simple de utilizar, así como acceso a bases de datos de la comunidad y librerías, sin la
necesidad de tener el equipo necesario para ello. La elección de usar Kaggle viene dada
sobre todo por la familiaridad de uso, así como la posibilidad de usar una unidad de pro-
cesamiento gráfico (GPU), una herramienta indispensable para entrenar redes neuronales
de alta complejidad en un tiempo razonable.

5.2 PyTorch

PyTorch [34] es un framework open-source basado en la librería Torch. Se puede utilizar
para tareas de machine learning y está disponible en Python y C++.

PyTorch tiene una arquitectura de diseño basada en tensores, lo que permite una fácil
implementación de operaciones en paralelo en GPU. En cuanto a la detección de objetos,
PyTorch ofrece una gran cantidad de herramientas y recursos para desarrollar y entre-
nar modelos de detección de objetos, incluyendo la capacidad de importar modelos pre-
entrenados de redes populares como YOLOv5 y R-CNN. Además, PyTorch cuenta con
una amplia comunidad de desarrolladores y usuarios, lo que significa que hay un gran
número de recursos y soluciones en línea disponibles para resolver problemas y mejorar
modelos.

Los dos modelos principales usados en este proyecto (además de EfficientNet) utili-
zan modelos de PyTorch.

17
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5.3 Roboflow

Roboflow [42] es un framework que permite a los usuarios configurar un conjunto de
datos, etiquetarlo y añadir pasos para realizar data augmentation. Proporciona herramien-
tas para facilitar el procesamiento, anotación y almacenamiento de datos de visión, así
como una interfaz de programación de aplicaciones para la integración en flujos de tra-
bajo existentes. Esto incluye la compatibilidad con varios frameworks populares de visión
por ordenador, como TensorFlow [46] y PyTorch [34], lo que permite a los usuarios utili-
zar sus modelos favoritos con facilidad.

Además, ofrece una interfaz de usuario para la visualización y análisis de datos, lo
que facilita el proceso de mejora y depuración de modelos.

5.4 OpenCV

OpenCV [15] es una librería open-source con código para los lenguajes de Python, C++,
Java y Matlab. Esta librería se utiliza ampliamente en aplicaciones de visión por ordena-
dor, como detección de objetos, seguimiento de objetos, análisis de imágenes y visión 3D.
OpenCV proporciona una amplia variedad de algoritmos y herramientas para el proce-
samiento de imágenes y vídeos.

5.5 EfficientNet

EfficientNet es un modelo de clasificación de imágenes [44] y detección de objetos
[45]. Su principal característica es la poca cantidad de parámetros que contiene si lo com-
paramos con modelos como ResNet [13]. Esto permite modelos que trabajan más rapido,
y con resultados a la par de modelos mucho más complejos [44]. En el artículo además
se plantean métodos de escalado (por anchura, profundidad y resolución) para modelos
que mejoran el rendimiento de éstos.

Su reducido tamaño lo hace perfecto para entrenar en Kaggle, ya que es importante
tener la limitación de memoria en cuenta. Otros modelos pueden ser entrenados también,
pero se necesitan técnicas avanzadas para evitar esa limitación.

En nuestro caso, se intentó entrenar el modelo EfficientNet-B0, el más básico, para la
detección de dorsales, y aunque en el conjunto de datos de entrenamiento daba buenos
resultados, a la hora de probarlo en un caso real no llegó a funcionar.

5.6 RetinaFace

RetinaFace es un modelo publicado en 2018 [7], en el que los autores alcanzaron ren-
dimiento de estado del arte. Este modelo es capaz de detectar si una imagen es una cara
o no, detectar caras en una imagen, devolver una lista con puntos importantes de refe-
rencia de la cara (ojos, nariz y boca), y, por último, devuelve un mapa 3D que puede ser
utilizado para generar un renderizado 3D de la cara.

En este caso nos interesa solo la localización de la cara, que utilizamos para la esti-
mación del torso [36]. Para estimar la región del torso, calculamos una región de 2wx3h,
siendo w el ancho de la región de la cara, y h su altura. En la figura 5.1 podemos ver los
resultados.
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Figura 5.1: Estimación del torso dada la cara. En rojo la localización de la cara. En azul el torso
estimado.

5.7 Modelos usados

5.7.1. Modelo para la detección de personas

El modelo de YOLO que se puede conseguir desde Tensorflow por defecto puede
diferenciar hasta 80 clases de objetos, entre ellos personas, coches, bicicletas, etc. Por ra-
zones obvias, a nosotros solo nos interesan las personas, por lo que filtramos solo esos
resultados.

En el artículo [50] los autores crean una solución en la que me inspiré para realizar mi
modelo: utilizan YOLO (YOLOv3 en este caso) para buscar corredores, dorsales y núme-
ros, y luego otro modelo para leer texto. En este caso los autores entrenan un modelo con
su conjunto de datos para detectar corredores, pero consiguen una precisión de, como
máximo, el 97 % (87 % al entrenar desde cero), por que hay corredores que no son detec-
tados. El método que se utiliza, por el contrario, devuelve personas que no debería, como
espectadores de fondo, pero se considera que es preferible a que no detecte personas.
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Figura 5.2: Rango de colores (Hue) de una imagen en grados (º).

5.7.2. Modelo para la detección de dorsales

Para esta parte del modelo se utilizó la herramienta Roboflow para procesar el con-
junto de datos. El tutorial en mayor detalle se encuentra aquí: https://github.com/
ultralytics/yolov5/wiki/Train-Custom-Data.

En total se utilizaron 158 imágenes (con 177 dorsales anotados en total) del conjunto
de datos RBNR [36] e imágenes de la media maratón de Barcelona de 2021. La división
exacta fueron 109 imágenes de entrenamiento, 37 de validación y 12 de test. Estas imá-
genes se anotaron manualmente, con la herramienta integrada en la página web, y se
utilizaron algunas técnicas de data augmentation:

Ajuste de color a escala de grises (10 % de probabilidad)

Ajuste de rango de color aleatorio (entre -40º y 40º), figura 5.2

Ajuste de saturación (entre -25 % y 25 %)

Ajuste de brillo (entre -25 % y 25 %)

Ajuste de brillo localizado en la zona a detectar (entre -10 % y 10 %)

Al final el conjunto de datos acabó en 376 imágenes. La propia página especifica que
a partir de cada imagen se generan tres, aplicando las técnicas de data augmentation men-
cionadas, pero lamentablemente no se puede acceder al número de dorsales anotados
para este conjunto, ni observar las imágenes.

Para más información, los detalles sobre el dataset se pueden consultar en mi página
personal de Roboflow https://universe.roboflow.com/tocaloupvtfg/bibs-rmyuk/health.

Precisión Recall MAP@5 MAP
0.95 0.98 0.97 0.60

Tabla 5.1: Tabla de resultados del modelo de reconocimiento de dorsales.

Cabe destacar la facilidad y rapidez para hacer este proceso, ya que la mayor dificul-
tad radicó en colocar bien las carpetas para evitar errores. La libreta de Kaggle se ejecutó
en 7 minutos, y el modelo estuvo entrenando durante 20 epochs, alcanzando el máximo
en el número 12. Los resultados se encuentran en la tabla 5.1.

Aparte de los buenos resultados en los conjuntos de entrenamiento, este modelo es
capaz de generalizar con bastante facilidad incluso en imágenes que no ha visto nunca,
como es el caso de la figura 4.4.
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Figura 5.3: Ejemplos de uso de Keras-OCR estándar.

5.8 Keras-OCR

Keras-OCR es una API que combina el detector de texto CRAFT [4] y la red neuronal
CRNN [43]. Se puede encontrar en el siguiente enlace: https://github.com/faustomorales/
keras-ocr.

Esta API ofrece además modelos preentrenados y la posibilidad de crear un pipeline
entre estos modelos de forma bastante sencilla. En la figura 5.3 podemos ver que, usando
el modelo base, el detector funciona de forma bastante fiable, pero la lectura de texto
tiene problemas detectando números.

Esto podría deberse a un motivo muy simple: el lector de texto usa los pesos del mo-
delo que está entrenado en conjuntos de datos compuestos mayoritariamente por letras,
no números. Los conjuntos de datos específicos se encuentran en el artículo [4].

Para resolver este problema, Keras-OCR ofrece la opción de, al declarar el lector de
texto, especificar un alfabeto o conjunto de símbolos concreto. De esta manera se puede
configurar para que solo reconozca en este caso números. Sin embargo hay otro proble-
ma: ahora la “cabeza” del lector de texto no concuerda con el alfabeto, por lo que asigna
pesos aleatorios. Como podemos ver en la figura 5.4, los resultados son directamente
aleatorios.

Por suerte es posible entrenar un modelo de Keras-OCR en Kaggle. Esta es la opción
que se decidió utilizar. Un punto positivo es que Keras-OCR ofrece realizar un entrena-
miento completamente automatizado, y aunque los resultados no son tan buenos como
el modelo existente para leer texto, los resultados obtenidos son satisfactorios. Los de-
talles de las diferentes versiones del modelo del lector de texto y los parámetros de su
entrenamiento están desarrolladas en más detalle en la sección 6.2.1.

5.8.1. Alternativas a Keras-OCR

Por suerte, en el repositorio se puede encontrar una guía para realizar el entrenamien-
to de ambos, el detector y el lector de texto. Lamentablemente, a pesar de haber probado
diferentes formas de entrenamiento, el detector no ha podido ser entrenado con éxito.

Aparte de Keras-OCR existen otras librerías para el reconocimiento de texto, como
PyTesseract [33], pero los resultados de éste no eran muy favorables, además de no dar
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Figura 5.4: Pesos aleatorios en la cabeza del lector.

muchas opciones para modificar parámetros. Otra opción podía haber sido entrenar un
modelo desde cero, pero PyTesseract no ofrece tantas facilidades de entrenar un modelo
como Keras-OCR, por lo que al final decidí usar este último.



CAPÍTULO 6

Resultados

6.1 Reconocimiento de dorsales

(a) Set 1. (b) Set 2.

(c) Set 3.

Figura 6.1: Diferencia de número de dorsales detectados por set del RBNR dataset, en contraposi-
cion del número de imágenes anotados originalmente.

En las gráficas de la figura 6.1 podemos observar en rojo el número de dorsales por
imagen en el RBNR dataset, y en azul el número de dorsales que detecta nuestro modelo
por foto. En un principio puede parecer que el modelo detecta demasiados falsos po-
sitivos, pero un análisis manual de los resultados revela casos como el de la figura 6.2.
En este caso, el único dorsal anotado es el de la persona en primer plano, pero nuestro
modelo detecta también el de la persona del fondo.

Con estos resultados como base, el siguiente paso es probar el modelo en el TGCRbNW
dataset. Al no haber entrenado nuestro modelo en este conjunto de datos, no había datos.
La solución fue usar el modelo (sin la parte de reconocimiento de texto para aumentar
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(a) Imagen original. (b) Dorsal en primer plano.

(c) Dorsal de la persona del fondo (No anotado
en el dataset original).

Figura 6.2: Ejemplo de detección de dorsales en RBNR dataset.

la velocidad) en el conjunto de datos, y añadir un margen de error de x píxeles. Si las
predicciones del modelo entraban en ese margen, se contaba como reconocido ese dor-
sal. Aparte de esto, este conjunto de datos tiene imágenes algo borrosas, con personas
bastante pequeñas en relación a la imagen, por lo que además de darle un margen a las
predicciones, se prueban diferentes thresholds para considerar válida una persona detec-
tada (vease sección 5.7.1). En la tabla 6.1 se puede observar la precisión del modelo según
el margen (en píxeles) y el mínimo de confianza.

Threshold/Margen 5p 10p 20p 30p 40p 50p Tiempo de ejecución
0.60 0.02 0.21 0.49 0.53 0.54 0.55 0.35 (h)
0.25 0.02 0.22 0.51 0.55 0.56 0.57 0.44 (h)
0.11 0.02 0.22 0.51 0.55 0.56 0.57 0.63 (h)
0 0.02 0.23 0.52 0.56 0.57 0.58 0.7 (h)

Tabla 6.1: Resultados de precisión del detección de dorsales con márgenes de error en el
TGCRbNW dataset usando diferentes márgenes mínimos de confianza para las personas.
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(a) Threshold 0.6. (b) Threshold 0.25.

(c) Threshold 0.1. (d) Threshold 0.

Figura 6.3: Resultados totales y por grupos en el TGCRbNW dataset.

Los resultados de la tabla no difieren los unos de los otros al cambiar el umbral, lo
único relevante es el tiempo de ejecución, que aumenta bastante al bajar el threshold. Esto
tiene sentido, ya que al ser menor hay que comprobar más personas en busca del dorsal
en la imagen.

Otro detalle para mencionar es el rendimiento por grupos en el propio dataset. En la
figura 6.3 podemos ver que el modelo funciona mejor en los conjuntos RP4 y RP5, que son
fotos tomadas de día, mientras que conseguimos unos peores resultados en los conjuntos
RP1, RP2 y RP3, que fueron tomadas de noche. En el artículo original [14] también se
puede observar este patrón.

6.2 Reconocimiento de texto

En esta parte de los resultados nos centramos solo en el RBNR dataset, ya que las
imágenes del TGCRbNW dataset se encuentran bastante borrosas, y los resultados conse-
guidos son bastante malos. Para el reconocimiento de texto le pasamos los dorsales detec-
tados por el modelo de detección de dorsales al modelo de reconocimiento de texto. Este
modelo se compone de dos partes: el detector de texto y el lector de texto. El detector de
texto es el estándar [4], mientras que el lector de texto es uno entrenado específicamente
para la detección de números, partiendo de pesos ya entrenados para acelerar el proceso
[43].

En total hay dos lectores de texto: un primero, que fue entrenado según el tutorial, y
un segundo detector en el que se usaron técnicas de data augmentation: Gaussian blur [9],
adición de ruido, ajuste de contraste y ajuste aleatorio de color. Otra diferencia notable
es que el primer modelo solo entrenó la cabeza del modelo, no las capas de extracción
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de características, mientras que el segundo fue actualizando todos los pesos del modelo.
Al comenzar a usar el primer modelo se experimentó con dos técnicas de preprocesa-
do: Contrast Limited Adaptive Histogram Equalization (CLAHE) y Bilateral filtering, que se
explican a continuación.

6.2.1. Preprocesado de las imágenes

(a) Imagen base. (b) Imagen después de aplicar CLAHE.

Figura 6.4: Preprocesado usando CLAHE.

(a) Imagen base. (b) Imagen después de aplicar Bilateral filtering.

Figura 6.5: Preprocesado usando Bilateral filtering.

La técnica de CLAHE sirve para aumentar la diferencia de contraste en las imágenes,
lo cual en principio parecía una buena idea, ya que habría mejor contraste entre los nú-
meros y el fondo, como puede verse en la figura 6.4. En la práctica, se pudo observar que
usar CLAHE de hecho nos da peores resultados. Esto puede deberse a que por defecto
convierte la imagen a escala de grises, así como a la aparición de una mayor cantidad de
ruido en la imagen. Por tanto, en las versiones finales no se ha usado esta técnica.

La segunda técnica por el contrario sí que nos proporciona una mejora. El Bilateral
filtering es una forma de eliminar ruido en imágenes, con la ventaja de que mantiene los
bordes bien definidos, como se puede ver en la figura 6.5. Como se puede ver en la tabla
6.2, parece que usar Bilateral filtering mejora los resultados, por lo que las versiones finales
solo usan este preprocesado (a partir de la tercera versión). La tabla muestra el porcentaje
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(a) Número mal detectado (640x640). (b) Número bien detectado (512x512).

Figura 6.6: Diferentes detecciones de texto segun el tamaño.

de aciertos respecto al total de imágenes. Solo tiene en cuenta si el número leído es el que
aparece en la imagen.

Como último detalle, al comprobar manualmente los resultados se podía observar
en algunos casos cómo el detector separaba los números en dos. Haciendo pruebas, se
puede observar como al aumentar la calidad a la que se reescalan las imágenes de los
dorsales, el detector empieza a dar problemas. Teniendo esto en cuenta, la versión final
renderiza las imágenes con un tamaño de 512 por 512 píxeles en lugar de 640 por 640,
ya que el lector no suele dar el mismo problema, y la imagen tiene una calidad suficiente
para ser leída con éxito.

6.2.2. Resultados

A continuación se indica una lista de las versiones para facilitar la lectura de la tabla
6.2.

v1: Primer lector, usando CLAHE

v2: Primer lector, usando CLAHE+Bilateral filtering

v3: Primer lector, usa solo Bilateral filtering

v4: Segundo lector, data augmentation

v5: Segundo lector, tamaño de la imagen reducido de 640x640 a 512x512

v1 v2 v3 v4 v5
set_1 25 % 27 % 41 % 52 % 61 %
set_2 22 % 50 % 59 % 58 % 57 %
set_3 15 % 22 % 30 % 33 % 49 %
Total 20 % 31 % 42 % 46 % 55 %

Tabla 6.2: Tabla de resultados sobre el conjunto de datos RBNR, el set 1, set 2 y set 3 tienen 100,
77 y 113 dorsales repectivamente. Los datos de la tabla son el porcentaje de aciertos sobre los

diferentes sets de imágenes.
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Los resultados anteriores tan solo reflejan los aciertos absolutos del modelo. Por ejem-
plo, en el caso de que el modelo lea el dorsal "1112" siendo el número real "1111", si lo
evaluamos de esta manera, sería un fallo del modelo, aunque haya leído bien tres de
cuatro números.

Con esto en mente, se procede a hacer otro análisis de los resultados usando la dis-
tancia de Levenshtein (distancia de edición) como métrica.

Precision = 1 − (dL/Lreal)

aciertos = 1 − errores

La nueva precisión se calcula de la siguiente forma: dL es la distancia de Levenshtein
entre la predicción del modelo y el valor real; como dL son números enteros, necesitamos
una forma de normalizarla, por lo que la dividimos entre la longitud del valor real. En el
caso de un acierto completo, la distancia de Levenshtein sería cero, por lo que la precisión
para esa imagen sería 1, un 100 %, pero en el otro caso, predecir "1112" siendo el número
real "1111", sería Precision = 1− (1/4) = 0,75, un 75 %. Los resultados despues de aplicar
esta nueva métrica pueden observarse en la tabla 6.3.

v1 v2 v3 v4 v5
set_1 72 % 65 % 63 % 78 % 84 %
set_2 83 % 63 % 81 % 84 % 85 %
set_3 71 % 62 % 59 % 74 % 83 %
Total 74 % 64 % 67 % 79 % 85 %

Tabla 6.3: Tabla de resultados sobre el conjunto de datos RBNR, el set 1, set 2 y set 3 tienen 100,
77 y 113 dorsales repectivamente. Los datos de la tabla son las precisiones calculadas usando la

distancia de Levenshtein sobre los diferentes sets de imágenes.



CAPÍTULO 7

Conclusiones

7.1 Reconocimiento de dorsales

En este aspecto, los resultados de las dos primeras partes del modelo, detección de
personas y dorsales, obtienen unos resultados bastante buenos. En el RBNR dataset no
solo es capaz de detectar todos los dorsales, sino que además detecta dorsales que no
están anotados (figura 6.1). Esto no quiere decir que no haya falsos positivos, pero podría
solucionarse aplicando un filtro de confianza a los dorsales detectados.

En el TGCRbNW alcanza una precisión del 55 % si usamos un margen de 30 píxe-
les, una medida razonable si consideramos la resolución de las imagenes, que son de
1920x1080 píxeles [14]. Aparte de esto, ninguna imagen de este dataset fue usada para el
entrenamiento del modelo, lo que demuestra la capacidad de generalización de éste.

7.2 Reconocimiento de texto

Esta es sin duda la parte en la que más sufre el modelo. En total se obtiene un porcen-
taje de aciertos absolutos del 55 % en el RBNR dataset, y tan solo en el set 1 conseguimos
resultados medianamente comparables (61 % frente a 66 %). Los resultados muestran que
los peores resultados del modelo se dan en el set 3, independientemente de la versión. Un
análisis manual de este conjunto no revela ningún detalle importante a simple vista, co-
mo una peor calidad de las imágenes, o mala visibilidad de los dorsales. Una posible
explicación podría ser el tipo de fuente usada: los “1”s se leen como “I”s, pero al margen
de esta teoría, no hay resultados concluyentes.

Sin embargo, como ya se ha comentado en la sección 6.2.2, estos primeros resultados
pueden crear dudas sobre la actual precisión del modelo. Si utilizamos la distancia de
Levenshtein como métrica, los resultados finales alcanzan un 85 % de precisión (tabla
6.3), teniendo en cuenta que ciertos carácteres no son leídos correctamente.

7.3 Trabajos futuros

Como ya se ha mencionado, de cara al futuro podría ser interesante probar diferentes
formas de lectura de texto, ya que los resultados aún tienen margen de mejora.

Muchos modelos actualmente tienen buen rendimiento, pero suelen estar centrados
en documentos de texto, no en secuencias cortas de texto, como puede ser leer una se-
rie de números. Aparte, éstos suelen estar entrenados para reconocer carácteres, siendo
los números algo secundario. Como ya tenemos los datos procesados, un proyecto para
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seguir desarrollando podría ser entrenar un modelo desde cero, construyendo la propia
arquitectura, probablemente imitando modelos similares al CRNN [43].

Aparte, una buena contribución a la comunidad podría ser la elaboración de un con-
junto de datos para el reconocimiento de dorsales. Ya que nuestro sistema en este aspecto
da buenos resultados, sería un proceso de ir “limpiando” errores, como falsos positivos o
ajustando predicciones. Después de este paso habría que anotar a mano los números de
los dorsales.



CAPÍTULO 8

Relación con los estudios cursados

La realización de este trabajo ha servido para poner en práctica los conocimientos
obtenidos en este grado.

Para empezar, todas las asignaturas de programación, que asentaron las bases, como
pueden ser “Introducción a la informática y a la programación” y “Programación”.

“Ingeniería del software” y “Gestión de proyectos” dieron una perspectiva más prac-
tica a la hora de afrontar proyectos, con técnicas de gestión del tiempo y estructura de
proyectos.

A la hora de depurar el código, lo aprendido en “Computación paralela”, “Estructu-
ras de datos y algoritmos” y “Computabilidad y complejidad” ayudó a la hora de reducir
el tiempo de ejecución.

“Sistemas inteligentes” y “Percepción” ofrecieron una introducción a las redes neuro-
nales y a sistemas de visión por ordenador, sin los cuales no habría podido realizar este
trabajo.

Personalmente, las asignaturas que curse en la Radboud University en el curso 2021-
2022 fueron también de gran ayuda para este proyecto. “Statistical Machine Learning”,
“Advanced Machine Learning” y “Research Seminar Data Science” fueron realmente im-
portantes para establecer las bases del machine learning, mientras que “Machine Learning
in Practice” y “Deep Learning” ofrecen una perspectiva más práctica a la hora del apren-
dizaje.
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APÉNDICE A

Glosario de términos

BIB: Dorsal.

Perceptrón: Algoritmo para clasificación binaria (dos clases) de datos.

Red neuronal: Sistema compuesto por nodos o “neuronas” capaces de realizar pre-
dicciones en base a unos datos de entrada.

Red neuronal convolucional: Red neuronal en la que las neuronas reciben una “zo-
na” de datos. Esta zona puede ser, por ejemplo, una matriz de n por n valores. Esta forma
de procesar datos permite un mayor rendimiento a la hora de trabajar con imágenes, que
pueden considerarse una matriz (o tres, si se está trabajando con valores RGB), pasando
así secciones de la imagen.

Red neuronal recurrente: RNN, red neuronal en la que las diferentes capas de nodos
están interconectadas, por lo que el estado del sistema actual condiciona la siguiente
respuesta, permitiendo al sistema tener “memoria”. Estos modelos se utilizan para tratar
secuencias de datos en los que el orden es importante, como texto o audio.

LSTMs: (Long Short Term Memory), red neuronal recurrente diseñada para poder pro-
cesar secuencias de datos, como video, texto o audio. Esto se consigue añadiendo cone-
xiones entre los diferentes valores. En el caso de procesamiento de texto, se tienen en
cuenta las palabras anteriores antes de procesar la actual.

Dataset: Conjunto de datos, en este caso, imágenes.

Threshold: Valor mínimo necesario para que algo ocurra.

Data augmentation: Técnicas para aumentar artificialmente la cantidad de datos de
entrenamiento. En imágenes normalmente se utilizan cambios de color, rotaciones de
imagen, recortes aleatorios, etc.

Epoch: A la hora de entrenar redes neuronales, un epoch hace referencia a un paso o
ciclo de entrenamiento.

Bounding Box: En detección de objetos, se refiere al área que delimita al objeto iden-
tificado.
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APÉNDICE B

Ejemplos de imágenes de los
conjuntos de datos utilizados

B.1 RBNR

Ejemplos de imágenes del RBNR dataset [36]
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B.2 TGCRbNW

Ejemplos de imágenes del TGCRbNW dataset [14]
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B.3 Media maratón de Barcelona 2021

Ejemplos de imágenes de la media maratón de Barcelona 2021





APÉNDICE C

Objetivos de Desarrollo Sostenible

OBJETIVOS DE DESARROLLO SOSTENIBLE

Grado de relación del trabajo con los Objetivos de Desarrollo Sostenible (ODS).

Objetivos de Desarrollo Sostenible Alto Medio Bajo No
procede

ODS 1. Fin de la pobreza. X
ODS 2. Hambre cero. X
ODS 3. Salud y bienestar. X
ODS 4. Educación de calidad. X
ODS 5. Igualdad de género. X
ODS 6. Agua limpia y saneamiento. X
ODS 7. Energía asequible y no contaminante. X
ODS 8. Trabajo decente y crecimiento económico. X
ODS 9. Industria, innovación e infraestructuras. X
ODS 10. Reducción de las desigualdades. X
ODS 11. Ciudades y comunidades sostenibles. X
ODS 12. Producción y consumo responsables. X
ODS 13. Acción por el clima. X
ODS 14. Vida submarina. X
ODS 15. Vida de ecosistemas terrestres. X
ODS 16. Paz, justicia e instituciones sólidas. X
ODS 17. Alianzas para lograr objetivos. X
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El reconocimiento de dorsales es una tarea importante en el procesamiento de imá-
genes deportivas, ya que permite la identificación y clasificación de las fotografías de los
participantes de un evento deportivo en particular. Esto es especialmente útil en carre-
ras populares, donde cientos o miles de personas corren y quieren encontrar sus fotos al
finalizar la carrera.

El uso de un modelo de reconocimiento de dorsales puede ayudar a identificar a los
corredores de manera más eficiente y precisa, lo que facilita el proceso de búsqueda de
fotos y puede mejorar la experiencia del participante en el evento.

El desarrollo de este trabajo puede tener un impacto indirecto positivo en la salud
de los participantes de la carrera. Al poder encontrar fácilmente sus fotos, los corredores
pueden revivir su experiencia en el evento y celebrar su logro con amigos y familiares.
Esto puede mejorar la autoestima y motivación de los participantes para continuar su
entrenamiento y participar en futuros eventos deportivos, lo que propiciaría beneficios
positivos para la salud y el bienestar.


