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Resumen

El seguimiento y monitorizacién de la linea de costa a lo largo del tiempo ha sido un factor de-
terminante para el desarrollo social y econémico de la zona costera. El cambio climatico, entre otros
factores, ha provocado que este trabajo sea ya no importante, sino necesario teniendo en cuenta que,
por ejemplo, el turismo en Espana supone aproximadamente un 10 % del PIB, por lo que el seguimien-
to de la evolucion de los sectores costeros es un factor fundamental en el desarrollo de esta actividad
econdmica. El avance tecnolégico y puesta en marcha de programas como Copernicus de observacion
de la tierra por parte de la Unién Europea en los ultimos anos, ha permitido el acceso de manera gra-
tuita a datos obtenidos mediante observacién por satélite, fomentando las investigaciones cientificas,
el avance tecnoldgico y la aplicacién econdémica de medios més eficientes y productivos. Una de estas
novedosas tecnologias es la inteligencia artificial.

En este Trabajo Fin de Grado pretendo demostrar el enorme potencial que la TA, més concretamente
el aprendizaje profundo, tiene en el procesamiento y andlisis de iméagenes obtenidas desde plataformas
espaciales, como satélites, asi como las grandes ventajas que tiene respecto de las técnicas tradicionales,
mediante la creacién de un modelo de red neuronal que sea capaz de detectar, de manera automatica e
instantanea, la linea de costa a partir de una imagen, sin necesidad de realizar ninguna otra operacion,
de forma que ayude a la mejora de los sistemas autométicos tradicionales (normalmente basados en
la obtencién de indices de agua). Algunas de las ventajas mds importantes que proporciona el uso de
esta tecnologia son:

® Escalabilidad: Las redes neuronales pueden procesar grandes cantidades de datos en paralelo, lo
que las hace mas eficientes para el procesamiento de grandes areas y conjuntos de datos.

e Flexibilidad: Las redes neuronales pueden ser entrenadas con diferentes tipos de datos, incluyen-
do imdgenes satelitales de diferentes resoluciones y bandas espectrales. Esto permite una mayor
flexibilidad en la deteccién de la linea de costa en diferentes condiciones.

e Automatizacion: Una vez que se ha entrenado una red neuronal, puede ser utilizada para auto-
matizar la deteccion de la linea de costa en nuevos conjuntos de datos, lo que ahorra tiempo y
recursos.

® Generalizacion: Las redes neuronales pueden generalizar la deteccién de la linea de costa a dife-
rentes condiciones climaticas y geograficas, lo que las hace méas robustas que los algoritmos de
deteccién basados en reglas predefinidas.



Resum

El seguiment i monitoratge de la linia de costa al llarg del temps ha sigut un factor determinant per
al desenvolupament social i economic de la zona costanera. El canvi climatic, entre altres factors, ha
provocat que aquest treball siga ja no important, sind necessari tenint en compte que, per exemple, el
turisme a Espanya suposa aproximadament un 10 % del PIB, per la qual cosa el seguiment de I’evolucié
dels sectors costaners és un factor fonamental en el desenvolupament d’aquesta activitat economica.
L’avang tecnologic i posada en marxa de programes com Copernicus d’observacié de la terra per part
de la Unié Europea en els ultims anys, ha permés ’accés de manera gratuita a dades obtingudes mit-
jancant observacié per satel-lit, fomentant les investigacions cientifiques, ’avang tecnologic i 'aplicacié
economica de mitjans més eficients i productius. Una d’aquestes noves tecnologies és la intel-ligencia
artificial.

En aquest Treball Fi de Grau pretenc demostrar I’enorme potencial que la TA, més concretament
I’aprenentatge profund, té en el processament i analisi d’imatges obtingudes des de plataformes es-
pacials, com a satel-lits, aixi com els grans avantatges que té respecte de les tecniques tradicionals,
mitjancant la creacié d’un model de xarxa neuronal que siga capag de detectar, de manera automatica
i instantania, la linia de costa a partir d’una imatge, sense necessitat de realitzar cap altra operacié, de
manera que ajude a la millora dels sistemes automatics tradicionals (normalment basats en ’obtencid
d’indexs d’aigua). Algunes dels avantatges més importants que proporciona 1'is d’aquesta tecnologia
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son:

e Escalabilitat: Les xarxes neuronals poden processar grans quantitats de dades en paral-lel; la
qual cosa les fa més eficients per al processament de grans arees i conjunts de dades.

e Flexibilitat: Les xarxes neuronals poden ser entrenades amb diferents tipus de dades, incloent-hi
imatges satel-litaries de diferents resolucions i bandes espectrals. Aixd permet una major flexibi-
litat en la deteccié de la linia de costa en diferents condicions.

e Automatitzacié: Una vegada que s’ha entrenat una xarxa neuronal, pot ser utilitzada per a au-
tomatitzar la deteccié de la linia de costa en nous conjunts de dades, la qual cosa estalvia temps
i recursos.

® Generalitzacié: Les xarxes neuronals poden generalitzar la deteccié de la linia de costa a diferents
condicions climatiques i geografiques, la qual cosa les fa més robustes que els algorismes de
deteccid basats en regles predefinides.



Abstract

The tracking and monitoring of the coastline over time has been a determining factor in the
social and economic development of the coastal area. Climate change, among other factors, has meant
that this work is no longer important, but necessary, bearing in mind that, for example, tourism in
Spain accounts for approximately 10 % of GDP, so that monitoring the evolution of coastal sectors
is a fundamental factor in the development of this economic activity. Technological progress and the
implementation of programmes such as Copernicus for earth observation by the European Union in
recent years has allowed free access to data obtained by satellite observation, promoting scientific
research, technological progress and the economic application of more efficient and productive means.
One of these novel technologies is artificial intelligence.

In this Final Degree Project I intend to demonstrate the enormous potential that AI, more specifi-
cally deep learning, has in the processing and analysis of images obtained from space platforms, such
as satellites, as well as the great advantages it has over traditional techniques, by creating a neural
network model that is able to detect, automatically and instantaneously, the coastline from an image,
without the need to perform any other operation, in a way that helps to improve traditional automatic
systems (usually based on obtaining water indices). Some of the most important advantages provided
by the use of this technology are:

® Scalability: Neural networks can process large amounts of data in parallel, making them more
efficient for processing large areas and datasets.

® Flexibility: Neural networks can be trained on different types of data, including satellite images of
different resolutions and spectral bands. This allows for greater flexibility in shoreline detection
under different conditions.

e Automation: Once a neural network has been trained, it can be used to automate shoreline de-
tection on new datasets, saving time and resources.

® Generalisation: Neural networks can generalise shoreline detection to different climatic and geo-
graphical conditions, making them more robust than predefined rule-based detection algorithms.
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Capitulo 1

Introduccion

1.1. Contexto y justificacion del proyecto

Histéricamente, los seres humanos se han sentido atraidos a establecerse en zonas costeras debido
a, entre otros factores, los suelos fértiles, abundancia de alimentos y oportunidades de transporte y
comercio que ofrecen estas regiones. Hoy en dia, el 41 % de la poblacién mundial vive a menos de
100 km de la costa [1], enfrentdndose a los riesgos naturales y antropogénicos que amenazan tanto a
las poblaciones humanas como a los ecosistemas que dependen de ellas [2]. Adem4s, los tltimos in-
formes del Intergovernmental Panel on Climate Change (IPCC) indican que las regiones costeras son
particularmente sensibles a los impactos del cambio climético [3], aumentando considerablemente su
vulnerabilidad. Por esta razon, la disponibilidad de datos detallados y actualizados sobre la morfologia
de la linea de costa, definida como la forma o contorno de la frontera entre la tierra y el agua, es
fundamental para entender y desarrollar medidas efectivas de gestién a largo plazo, siendo uno de los
indicadores prory més utilizados para la deteccién de los procesos de erosién o acrecién costera [4].
Existen dos fuentes de datos principales para estudiar su morfologia:

e La medicién directa en el terreno [5]. La medicién in situ proporciona los datos mds pre-
cisos y detallados, pero es viable solo en areas pequenas debido a las limitaciones logisticas y de
tiempo. Algunos de los métodos mas usados son UAV, LiDAR, GNSS o fotografias aéreas.

e Imigenes de satélite y su explotacién mediante técnicas de teledeteccién [6]. La
disposicién de imagenes satélite como las series Landsat y Sentinel-2, permiten el seguimiento
continuado de grades dreas de la franja costera. Si bien su resolucién espacial (60-10 m/px) su-
pone una cierta desventaja respecto de los métodos de medicion directa, esta desventaja se ve
ampliamente compensada por otros aspectos, como su gratuidad, cobertura global y alta resolu-
cién temporal (2-5 dias si se combinan ambas series). Esta es la fuente de datos con la que se va
a trabajar en este proyecto.

En las tdltimas décadas, la tecnologia de percepcién remota mediante satélites ha experimentado
grandes avances en términos de resolucion espacial, temporal y espectral, permitiendo obtener imégenes
satelitales con mayor detalle, frecuencia y calidad, lo que ha mejorado significativamente la informacién
que podemos obtener de la superficie terrestre. La deteccion de la linea de costa es una tarea para la
cual estas imagenes son esenciales.

Estos avances se han logrado gracias a misiones como Copernicus, iniciativa liderada por la Unién
Europea (UE) para desarrollar un sistema de observacién de la Tierra mediante satélites cuyas carac-
teristicas los hacen muy valiosos para la investigacién y la toma de decisiones. Cada satélite se enfoca
en diferentes dreas y utiliza diferentes tecnologias para recopilar datos. A continuacién, se detallan
caracteristicas de los dos satélites con los que se va a trabajar.
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e Sentinel-2A [7]: Lanzado en junio de 2015, Sentinel-2A es uno de los satélites que forma parte
de la misién Copernicus. Proporciona imagenes épticas de alta resolucién de la superficie terres-
tre en 13 bandas espectrales, que van desde el espectro visible hasta el infrarrojo cercano. Tiene
una anchura de barrido de 290 km y una resolucién de 10 m para las bandas espectrales visibles
e infrarroja cercana, y de 20 m para la banda infrarroja de onda corta (Tabla 1.1). El satélite
tiene una érbita polar baja, que le permite cubrir todo el planeta en cinco dias, y heliosincrona,
es decir, sincronizada con la posicién del Sol, por lo que la captura de imagenes serd siempre
bajo las mismas condiciones de iluminacién.

e Sentinel-2B [8]: Lanzado en marzo de 2017, Sentinel-2B es el segundo satélite de la serie Sentinel-
2. Al igual que Sentinel-2A, proporciona imégenes épticas de alta resolucién de la superficie te-
rrestre en 13 bandas espectrales, que van desde el visible hasta el infrarrojo cercano. Tiene una
anchura de barrido de 290 km y una resolucién de 10 m para las bandas espectrales visibles e
infrarroja cercana, y de 20 m para la banda infrarroja de onda corta (Tabla 1.1). Al igual que su
predecesor, Sentinel-2B tiene una orbita polar baja y heliosincrona.

Banda | Descripcién | Longitud de onda (nm) | Resolucién espacial (m)
1 Coastal 443 60
2 Blue 490 10
3 Green 560 10
4 Red 665 10
) Red Edge 1 705 20
6 Red Edge 2 740 20
7 Red Edge 3 783 20
8 NIR 842 10

S8A Narrow NIR 865 20
9 Water vapor 940 60
10 SWIR - Cirrus 1375 60
11 SWIR 1 1610 20
12 SWIR 2 2190 20

Tabla 1.1: Informacién de las bandas de Sentinel-2

1 .
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Figura 1.1: Bandas de Sentinel-2 y su relacién con el espectro electromagnético. Fuente: [9]
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Estos satélites estan perfectamente sincronizados entre si. Cada uno tarda aproximadamente 100
minutos para completar una érbita completa alrededor de la Tierra. Sin embargo, debido a la simetria
de sus Orbitas, la posicién relativa de los dos satélites siempre es la misma. Esto significa que cada
vez que Sentinel-2A completa una o6rbita, Sentinel-2B lo hace también, encontrandose en la misma
posicién relativa que antes.

Esta sincronizacién es extremadamente 1til, ya que permite que los dos satélites proporcionen datos
complementarios que se pueden usar juntos para obtener una cobertura mas completa y precisa de la
superficie terrestre. Al trabajar juntos, los satélites Sentinel-2A y Sentinel-2B pueden tomar imagenes
de la misma area de la Tierra con una diferencia de tiempo muy corta.

View on North Pole View on Equator

Figura 1.2: Representacién gréfica ilustrativa de la érbita simétrica de los satélites Sentinel-2A y
Sentinel-2B. Fuente: [10]

1.2. Estado del arte

A lo largo del tiempo, se han utilizado técnicas de procesamiento de imégenes para identificar la
linea de costa, tales como deteccién de bordes, segmentacién de objetos, filtrado de ruido, etc. Estas
técnicas se basan en la extraccién de caracteristicas de la imagen para distinguir la interfaz agua-no
agua. Algunos de los métodos mdas comunes son:

e Umbralizacién [11, 12]: Este método es uno de los més sencillos. Consiste en seleccionar un
umbral de intensidad de imagen que permita distinguir entre los pixeles de agua y los de no
agua. Normalmente este tipo de métodos se aplican sobre bandas donde el agua suele tener una
alta absorcién (baja reflectividad) y la tierra una alta reflectividad (baja absorcién), por lo que
las superficies de agua presentan valores bajos (oscuros), mientras que la tierra presenta valores
altos (claros). Los algoritmos tradicionales se basan en la seleccién manual iterativa del umbral
0 en métodos més sofisticados de seleccion automaética del umbral 6ptimo, como el método Otsu,
entre otros.
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e Métodos de bordes [13]: Basado en la deteccién de bordes, utiliza técnicas de procesamiento,
tales como la deteccion de bordes de Canny, para identificar los cambios abruptos en la intensi-
dad de la imagen. La deteccion de bordes se utiliza para extraer la informacién sobre la ubicacion
y la forma de la costa para posteriormente aplicar técnicas de segmentacion.

o Modelos matematicos [14, 15]: Existen varios modelos matemadticos que se pueden utilizar
para modelar la forma de la costa. Uno de los méds comunes es el modelo de la linea de costa
fractal (fractal coastline model). En el contexto de la costa, la estructura fractal se refiere a la
propiedad de la linea de la costa de tener una forma irregular y muy ramificada, que presenta
detalles a diferentes escalas. Por ejemplo, la costa puede tener una forma ondulada y sinuosa,
con bahias, peninsulas, y otros detalles de menor tamano, que se repiten en diferentes escalas.
Este modelo se basa en la idea de que la longitud de la linea de la costa depende de la escala
utilizada para medirla.

e Métodos basados en indices espectrales [16, 17]: Este método se basa en la extraccién
de caracteristicas relevantes de la imagen para la deteccion de la linea de costa y segmenta-
cion de la interfaz agua-no agua, como la textura, forma y color. Para ello, es muy comun el
uso de indices como el NDWI, AWEISH, AWEINSH, MNDWTI, entre otros, que se basan en la
extraccion de caracteristicas como la reflectancia en diferentes longitudes de onda, permitiendo
distinguir entre la superficie del agua y la superficie terrestre en la imagen. Una vez extraidas, se
pueden utilizar algoritmos de clasificacion, como el k-means o el SVM, para segmentar la imagen.

En los ultimos anos han surgido nuevas técnicas de segmentacion que utilizan métodos de apren-
dizaje profundo, como redes neuronales convolucionales (CNNs) [18], capaces de procesar grandes
cantidades de datos y aprender a identificar patrones y caracteristicas que sean relevantes para la ta-
rea en cuestién. De hecho, los métodos tradicionales suelen ser menos precisos que los enfoques CNNs,
especialmente cuando se trata de segmentar imagenes complejas o con ruido.

En 2020, en el GRSS Data Fusion Contest organizado anualmente por el IEEE, se propuso una
prometedora metodologia [19] para la deteccién de costa utilizando redes neuronales y fusién de datos.
Este trabajo fue reconocido como una de las mejores contribuciones en un concurso enfocado en la
resolucién de problemas de fusion de datos de miultiples fuentes, como imégenes de satélite, datos
LiDAR y datos de sensores terrestres.

A lo largo del proyecto se ha hecho uso de métodos maés clasicos, como los indices comentados
anteriormente, para comparar los resultados obtenidos mediante algoritmos de redes neuronales. En
concreto, las expresiones matematicas de los indices usados son:

Green — NIR
NDWL= G cen + NIR (1.1)
Green — SWIR1
_ 1.
MNDWI Green + SWIR1 (1.2)
AWEISH = Blue + (2,5 x Green) — (1,5 x (NIR + SWIR1)) — (0,25 x SWIR2) (1.3)
AWEINSH = 4 x (Green — SWIR1) — (0,25 x NIR + 2,75 x SWIR2) (1.4)
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1.3. Objetivos

En este Trabajo Fin de Grado se pretende disenar un modelo basado en red neuronal capaz de
detectar la linea de costa a nivel de pixel a partir de imégenes satelitales aplicando técnicas de apren-
dizaje profundo para realizar una segmentacién precisa y automatizada.

Para lograr este objetivo, se utilizard como base de partida una red neuronal convolucional (CNN)
y se entrenard, tal y como se comenta en el apartado 2.1, con un conjunto de datos etiquetados que
incluye imagenes satelitales y sus correspondientes méascaras de segmentacion usadas como verdad te-
rreno. La CNN sera capaz de aprender las caracteristicas importantes de las imagenes para predecir
la segmentacion de la interfaz agua-no agua en nuevas imagenes.

Se exploraran diferentes arquitecturas y parametros de entrenamiento, como el tamano del lote, la
tasa de aprendizaje, el optimizador y el nimero de épocas, para obtener un modelo preciso y gene-
ralizable. Ademas, se evaluard la calidad de las segmentaciones utilizando las métricas de evaluacion
Accuracy, Precision, Recall, coeficiente Kappa, puntuacién F1, puntuacién Dice y el coeficiente de
correlacién Matthew, comparando el resultado con métodos de segmentacién tradicionales basados en
indices de agua como los vistos anteriormente.

Por 1ltimo, como objetivo especifico se busca construir una base de datos de elaboracién propia

mediante la plataforma Google Earth Engine compuestas Unicamente por imégenes costeras para
entrenar y validar los modelos.
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1.4. Organizacién del escrito

A continuacion, se presenta la estructura de esta memoria que documenta el trabajo realizado en
este Trabajo Fin de Grado.

e Capitulo 1.

En este capitulo se aborda el contexto y la justificacién del proyecto, donde se proporciona una
descripcién del entorno en el que se desarrolla el estudio y se destacan los problemas que se
pretenden abordar; el estado del arte, en el cual se realiza una revision de los trabajos y articulos
de investigaciones existentes que estéan relacionados directamente con el proyecto; y los objetivos,
donde se establecen las metas especificas que se pretenden lograr con el proyecto.

e Capitulo 2.
El capitulo 2 tiene como finalidad presentar una descripcién de las bases de datos utilizadas para
el entrenamiento del modelo. Se detallan las caracteristicas de las bases de datos, incluyendo el
tamano, la diversidad de muestras, la calidad de los datos y otros atributos relevantes. También
se mencionan las fuentes de las bases de datos, indicando si son bases de datos publicas, privadas
o generadas especificamente para el proyecto.

e Capitulo 3.

Este capitulo describe los pasos seguidos para la realizacion del modelo de red neuronal, asi como
las técnicas de preprocesado llevadas a cabo.

e Capitulo 4.
En el capitulo 4 se analizan los resultados obtenidos y se comparan con otros conseguidos a
partir de otros modelos de segmentacién y otras metodologias mas clasicas tales como indices de
deteccién de masas de agua.

e Capitulo 5.

Para finalizar, se realiza una breve conclusién donde se analizan los resultados obtenidos vy,
ademds, se proponen mejoras de futuro.
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Capitulo 2

Datos

2.1. Entorno de trabajo

A continuacion, se detalla el lenguaje de programacion y softwares que han hecho posible el desa-
rrollo de este Trabajo Fin de Grado.

2.1.1. Python y librerias empleadas

Python es un lenguaje de programacién usado en multitud de campos, de alto nivel y de cédigo
abierto, creado por Guido van Rossum en la década de 1980. Se destaca por su legibilidad y estructura
visual del cédigo, lo que facilita su comprension y escritura. De hecho, se ha convertido en el lenguaje
de programacién mas utilizado en los tltimos anos gracias, en gran medida, a su extensa biblioteca que
proporciona una amplia gama de médulos y herramientas para diversas tareas, tal y como se podra
ver a continuacién.

Pytorch

PyTorch es una biblioteca tensorial optimizada de aprendizaje profundo basada en Python y Torch
y se utiliza principalmente para aplicaciones que utilizan GPU y CPU. Aunque existen otras librerias
orientadas a este campo como TensorFlow y Keras, Pytorch es la més usada ya que utiliza graficos
de computacién dinamica y es completamente Pythonic, es decir, permite ejecutar y probar partes del
c6digo en tiempo real.

Matplotlib

Maitplotlib es una libreria de visualizaciéon de datos en Python. Proporciona una amplia variedad de
graficos y herramientas para crear visualizaciones estaticas, interactivas y animadas. Es ampliamente
utilizada en el campo de la ciencia de datos y la visualizacién de datos.

Numpy

Numpy es una libreria fundamental en Python para el calculo numérico y la manipulacién de arre-
glos multidimensionales. Proporciona funciones eficientes para operaciones matematicas y estadisticas,
y es ampliamente utilizada en el procesamiento de datos cientificos y andlisis numérico.
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Tifffile

Tifffile es una libreria de Python que permite leer y escribir imagenes en formato TIFF. Ademas,
proporciona funciones para acceder y manipular metadatos.

Pandas

Pandas es una libreria de Python para el andlisis y manipulacién de datos. Proporciona estructuras
de datos flexibles y eficientes, como los DataFrames, que permiten realizar operaciones de limpieza,
transformacién y andlisis de datos de manera sencilla.

Albumentations

Albumentations es una libreria de aumento de datos para el procesamiento de imédgenes. Proporciona
una amplia gama de transformaciones y aumentos de datos para imégenes, como recorte, rotacion,
cambio de brillo y contraste, entre otros. Es cominmente utilizada para aumentar la diversidad y
cantidad de datos de entrenamiento.

Scikit-learn

Scikit-learn es una libreria de aprendizaje automatico en Python. Proporciona una variedad de
algoritmos de aprendizaje automatico supervisado y no supervisado, asi como herramientas para la
evaluacién y validacion de modelos.

2.1.2. Softwares
MobaXterm

MobaXterm es un software que proporciona una soluciéon completa de terminal y herramientas de
red para usuarios de Windows. Combina multiples funcionalidades, como terminal de SSH, servidor
X11, cliente VNC, transferencia de archivos y més, en una unica aplicacién. Aunque existe una versién
de pago, el programa es de uso libre. Este ha sido el entorno de desarrollo usado para programar y
ejecutar el cédigo necesario para la creacién del modelo.

Sentinel Applications Platform (SNAP)

SNAP, software publico y de libre acceso, es una plataforma de procesamiento y analisis de datos
de observacién de la Tierra desarrollado por la Agencia Espacial Europea (ESA) a través del programa
Copernicus y se utiliza especificamente para el procesamiento de datos de los satélites Sentinel. Con
SNAP se han visualizado y comprobado la calidad de las imagenes de todas las bases de datos usadas
en el proyecto mediante una inspeccién visual.

QGIS

QGIS (Quantum GIS) es un sistema de informacién geografica de cédigo abierto que permite la
visualizacién, edicién y anélisis de datos geoespaciales. Proporciona una amplia gama de herramientas
y funciones para trabajar con datos geograficos, realizar anélisis espaciales... Con esta herramienta
se han producido los mapas disponibles en el texto. Ademds, con el plugin Serval, se han corregido
manualmente las méscaras obtenidas con GEE.
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2.2. Base de datos

Para el desarrollo del proyecto se han utilizado tres bases de datos: SWED, dataset publico, para la
implementacién y entrenamiento del modelo; una de elaboracién propia, creada a partir de imagenes
descargadas de GEE con sus correspondientes mascaras; y, por ultimo, una base de datos proporcionada
por el grupo de Cartografia GeoAmbiental y Teledeteccion para su validacién en diferentes entornos
de la costa europea.

2.2.1. Sentinel-2 Water Edges Dataset (SWED)

La base de datos empleada para el entrenamiento del modelo de segmentacién de la interfaz agua-no
agua ha sido la Sentinel-2 Water Edges Dataset (SWED) [20]. Esta base de datos, disponible solo para
proyectos de investigacion, contiene una coleccion de imégenes capturadas por el satélite Sentinel-2 de
la Agencia Espacial Europea (ESA) durante el periodo de 2017 a 2021.

Las imagenes se obtuvieron a través del Copernicus Open Access Hub, filtrando por productos de
nivel 2A y sin nubes. La resolucién espacial mds alta del Instrumento Multiespectral (MSI) seleccio-
nado es de 10 m, por lo que cualquier banda MSI con una resoluciéon de 20 o 60 m se remuestred a
una resolucién de 10 m utilizando la técnica de interpolacién del vecino mds cercano (Nearest-neighbor
interpolation).

Para el etiquetado del conjunto de entrenamiento, se utiliza un enfoque de clustering semi-supervisado
mediante el software de uso libre QGIS. Se genera una imagen de falso color a partir de bandas es-
pectrales que muestren un alto contraste entre pixeles de agua y no agua, y se aplica el método de
agrupamiento k-means clustering. Los clusters se combinan hasta que solo quedan dos; uno que con-
tiene pixeles de agua y otro que contiene pixeles de no agua. Finalmente, se realiza una comparacion
visual con imagenes aéreas de alta resolucién y se corrigen manualmente los pixeles etiquetados inco-
rrectamente para producir mascaras de segmentacién pizel-level.

Otra de las ventajas de SWED es su gran cobertura geografica, ya que incluye imagenes de diversas
regiones costeras de todo el mundo, garantizando una mayor diversidad y generalizacién del modelo
entrenado con esta base de datos.

Nombre Sentinel-2 Water Edges Dataset
Niumero de muestras 28.192

Tamano de las imagenes | 256 x 256

Resolucion espectral 12

Resolucion espacial 10m

Ano 2017 - 2021

Tabla 2.1: Base de datos para la segmentacion de la interfaz agua-no agua

(b) Méscara verdad terreno

Figura 2.1: Muestra par de imédgenes (S2 y su verdad terreno) SWED. Fuente: Elaboracién propia
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2.2.2. Base de datos de elaboracion propia - GEE

Aunque el nimero de imédgenes del dataset SWED es, a priori, mas que suficiente para un entrena-
miento 6ptimo, no todas las muestras son ttiles, tal y como se vera en las siguientes secciones. Ademas,
la diversidad de condiciones atmosféricas que contiene es nula, ya que todas las imagenes se obtuvieron
a partir de un filtrado de nube del 0 %. Por esto, se tomé la decisién de obtener un conjunto de imégenes
adicional, aprovechando las funcionalidades de Google Earth Engine, con nuevas tomas de Sentinel-
2 de zonas exclusivamente costeras de distintas geografias, anadiendo ademads algunas muestras que
contuvieran un pequefio porcentaje de nubes (del 5% como méximo) con el propdsito de entrenar al
modelo para interpretar adecuadamente las zonas de sombra que estas pudieran causar en la superficie.

Al igual que la otra base de datos, este conjunto se compone de la imagen Sentinel-2 con su resolu-
cién espectral completa y la méscara de la interfaz agua-no agua correspondiente obtenida a partir del
indice NDWI. Sin embargo, como se puede ver en la figura 2.2, cada una de las méascaras obtenidas se
procesaron manualmente para corregir los pixeles mal clasificados y ajustar al maximo posible la linea
de costa para una correcta deteccion mediante la herramienta Serval de QGIS, convirtiéndolas en las
verdades terreno que se usaron en el entrenamiento del modelo.

Nombre Base de datos propia - GEE
Numero de muestras 150

Tamano de las imagenes | 256 x 256

Resolucién espectral 12

Resolucién espacial 10m

Ano 2020 - 2022

Tabla 2.2: Base de datos creada mediante la plataforma Google Earth Engine

(a) Imagen S2 (b) Mascara NDWI (c¢) Verdad terreno

Figura 2.2: Ejemplo de procesado de méscara en base de datos propia - GEE. La subfigura (a)
corresponde a la imagen S2 original, (b) a la mdscara NDWT obtenida directamente desde GEE y (c)
a la mascara NDWI corregida manualmente y usada como verdad terreno. Fuente: Elaboracién propia
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2.2.3. Base de datos Cartografia GeoAmbiental y Teledeteccion (CGAT)

El grupo de Cartografia GeoAmbiental y Teledeteccion ha preparado una base de datos con iméage-
nes S2 de diferentes zonas costeras con el objetivo de validar y comprobar la verdadera capacidad
de generalizacion del modelo de aprendizaje automético generado. Esta base de datos se ha creado
adecuando las caracteristicas radiométricas y espaciales a la base de datos que se utilizé para entrenar
el modelo, explicada en el apartado 2.1.1, lo que garantiza que los datos de validacién sean consistentes
y comparables.

Con respecto al etiquetado, cada una de las mascaras se ha obtenido por fotointerpretacion a partir
de imagenes de muy alta resolucién (VHR), obtenidas desde el sistema PANDA de Copernicus, coin-
cidente en fecha y hora con la toma del satélite S2, por lo que su precisién es mucho mayor que las
vistas en las anteriores bases de datos, dado que se basa completamente en el conocimiento humano
y en la capacidad de discernir detalles sutiles que los algoritmos automaticos pueden pasar por alto.
Sin embargo, también es un proceso mas lento y laborioso, ya que requiere mucho més tiempo para
etiquetar cada pixel individualmente.

La evaluacién es un paso importante para garantizar que el modelo sea robusto y generalizable
a situaciones nuevas y desconocidas. Esta mayor precisién en las méascaras puede ser especialmente
importante en este proceso, puesto que se conoceran los limites reales de precisién que es capaz de
alcanzar.

Nombre CGAT
Numero de muestras 60
Tamano de las imagenes | 256 x 256
Resolucion espectral 12
Resolucién espacial 10m
Ano 2023

Tabla 2.3: Base de datos proporcionada por el CGAT para la deteccion de la linea de costa

(a) Imagen S2 RGB (b) Méscara verdad terreno

Figura 2.3: Muestra par de imédgenes (S2 y su verdad terreno) de la base de datos CGAT. Fuente:
Elaboracion propia
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Capitulo 3

Metodologia

3.1. Técnicas de preprocesado

Las imagenes usadas en las distintas bases de datos, tal y como se ha explicado, han sido sometidas
a técnicas de preprocesado para mejorar su calidad y eliminar efectos perjudiciales para su interpreta-
cién. La base de datos proporcionada por el CGAT fue creada a partir de productos Level-1C, mientras
que las imagenes de SWED y la creada con GEE se obtuvieron a partir de productos Level-2A. A con-
tinuacién, se explica la principal diferencia entre ambos productos.

3.1.1. Correccién atmosférica

La fuente principal para la generacion de productos Level-2A son los productos Level-1C. Sin em-
bargo, la distincién clave entre ambos es la conocida como Top-Of-Atmosphere (TOA) correction que
se le aplica a los Level-1C; de tal forma que el resultado que se genera deja de ser un producto de
reflectancia Bottom of Atmosphere (BOA) para ser de Reflectancia Superficial (SR). Esta correccién
consiste en determinar y subsanar las distorsiones generadas por la atmésfera en los valores de radian-
cia que capta el sensor provenientes de la superficie terrestre.

(a) Producto Level-1C (b) Producto Level-24

Figura 3.1: Ejemplo entre productos Level-1C y Level-2A. Fuente: Elaboracién propia
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Para ello, de acuerdo con lo especificado en la guia de usuario de Copernicus [21], se usan algoritmos
de procesamiento de tiltima generacién como Sen2Cor [22] (disponible como plugin en SNAP), donde a
partir de un médulo SCL (Scene Classification) y con ayuda de modelos digitales de elevacién (DEM),
usados para determinar la incidencia angular de la luz solar y las sombras proyectadas en la superfi-
cie terrestre, se recopilan propiedades de reflectancia para definir la posible existencia o ausencia de
nubes en la imagen, obteniendo como resultado un mapa de clasificacién con diferentes clases (nubes,
sombras, agua, nieve, vegetacion...). Aunque esta funcionalidad no estd directamente relacionada con
la correccién atmosférica, la informacion recopilada por el clasificador es de gran ayuda para llevar a
cabo los siguientes pasos.

A continuacién, el algoritmo procesa los efectos de dispersién y absorcién atmosférica y ajusta
los valores de reflectancia para obtener una estimacién maéas precisa de la reflectancia en la superficie
terrestre, con el fin de generar unas tablas de consulta que se empleardn como Look Up Table (LUT),
mediante el software de uso libre libRadtran [23], con la informacién sobre los perfiles atmosféricos y
los parametros de radiacién solar.

Sen2Cor, a partir de la geometria de la escena y todos los pardmetros atmosféricos recopilados a
lo largo del proceso (como los tipos de aerosoles, vapor de agua, etc), usa las tablas generadas junto
a los valores de la reflectancia medida en los productos Level-1C para aplicar la correcciéon atmosférica.

Es importante destacar que aunque existen otros algoritmos de procesamiento, la ESA escogié
este para obtener sus productos Level-24, debido al buen rendimiento que se obtiene en distintas
condiciones tanto geograficas como atmosféricas, ademés de otros factores [24].

3.1.2. Remuestreo

Sentinel-2, tal y como se puede ver en la Tabla 1.1, ofrece una amplia gama de posibilidades en
lo que a resolucion espectral se refiere. Sin embargo, no todas las bandas tienen la misma resolucion
espacial [25].

(a) Imagen Sentinel-2 de 60m / pixel (Banda 1) (b) Imagen Sentinel-2 de 10m / pixel (Banda 2)

Figura 3.2: Iméagenes Sentinel-2 de distinta resolucién espacial. Fuente: Elaboracion propia
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Para poder trabajar con ellas de manera consistente, es necesario realizar un proceso llamado re-
muestreo [26], que implica ajustar la resolucién espacial con el objetivo de que todas tengan el mismo
tamano de pixel.

Este proceso puede llevarse a cabo utilizando técnicas de interpolacién o diezmado, dependiendo
de si se desea aumentar o disminuir la resolucién espacial. En Sentinel-2, se realiza cominmente para
igualar la resolucién espacial a la banda con la resolucién més alta, es decir, a 10 metros [26]. De esta
manera, se puede garantizar una comparabilidad adecuada y aprovechar al méximo la informacién
espectral disponible. Tal y como se ha comentado en el apartado 2.1.1, las imagenes utilizadas en el
entrenamiento del modelo han sido previamente sometidas a una interpolacién del vecino mas cercano
[20]. Esta técnica, en lugar de calcular valores intermedios mediante célculos matemadticos complejos,
asigna a cada pixel de la imagen resultante el valor del pixel més cercano en la imagen original [27].

En el caso de aumentar el tamano de la imagen, se multiplica por el factor de interpolacién el
numero de pixeles en cada dimensién y se asigna a cada nuevo pixel el valor del pixel mas cercano en
la imagen original, produciendo una imagen ampliada con un aspecto mas pixelado, ya que realmente
la informacién que contiene la imagen es la misma.

10| 4 |22 10(10( 4 | 4 |22|22
2 (18| 7 10|10[ 4 | 4 |22|22
9 (14|25 2(2]18|18|7|7
2(2]18]|18( 7|7
919 |14(14(25|25
9|9 |14(14|25|25

Figura 3.3: Aplicacién de la técnica Nearest-neighbor interpolation en aumento por un factor 2.
Fuente: [28]

Por otro lado, si se reduce el tamano de la imagen, se calcula la relacién de escala entre la imagen
original y la imagen resultante. Luego, para cada nuevo pixel en la imagen reducida, se encuentra su
pixel correspondiente en la imagen original aplicando la relacién de escala y se asigna el valor del pixel
mas cercano. Esto produce una imagen con menos detalles y suavizada, ya que se pierde informacién al
asignar el valor de un solo pixel cercano a multiples pixeles en la imagen resultante. Sin embargo, si se
produjera el efecto conocido como aliasing, como consecuencia de la desalineacion entre los pixeles de
la imagen original y los nuevos pixeles calculados durante la interpolacién, habria que aplicar técnicas
de filtrado que atente las altas frecuencias en la imagen.

[
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o
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Figura 3.4: Aplicacién de la técnica Nearest-neighbor interpolation en reduccién. Fuente: [29]
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Es importante tener en cuenta que la técnica de interpolacién del vecino mas cercano no propor-
ciona resultados de alta calidad o suavidad en comparacién con otros métodos mas avanzados, como
la interpolacién bilineal o la interpolacién bicibica. Sin embargo, es computacionalmente més eficiente
[30], lo cual es extremadamente 1til con los recursos disponibles en este caso.

3.1.3. Desbalanceo entre clases

Uno de los principales problemas que afecta directamente a la estabilidad de un modelo de redes
neuronales es la falta de homogeneidad en el niimero de muestras con presencia de unas clases y otras.
En este caso, tal y como se puede apreciar en la figura 3.5, el 71 % de los pixeles con valor 0 de las

méscaras verdaderas (ground truth) se corresponde a zonas clasificadas como 'no agua’, mientras que
el 29 % restante corresponde a ’agua’.
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Figura 3.5: Estadistica de los pixeles de la base de datos. Fuente: Elaboracién propia

Este desbalanceo introducia en la propagacién de pesos del entrenamiento del modelo un ruido que
provocaba el empeoramiento de los resultados, por lo que se aplicé un ligero filtrado para descartar
aquellas imagenes donde no existiera la presencia de alguna de las dos clases, propiciando asi una ma-
yor equidad entre el nimero de muestras donde ambas clases estuvieran presentes. Sin embargo, esto
provocé la pérdida de, aproximadamente, el 98 % de todo el conjunto de datos, es decir, de las 28.192
imagenes disponibles, 464 fueron las destinadas al entrenamiento del modelo. Al ser un nimero bajo

de muestras, se aplicé una técnica conocida como data augmentation con el fin de poder aumentar el
namero y diversidad de estas.

3.2. Técnicas de Data augmentation

Aumentar la cantidad y diversidad de imagenes que componen la base de datos encargada del
entrenamiento del modelo es una practica muy comun en el ambito del aprendizaje automatico y
visiéon por computador. Esto, conocido como data augmentation, ayuda a mejorar el rendimiento y la

capacidad de generalizacién del modelo en caso de que la base de datos original no sea lo suficientemente
amplia.
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Tal y como se ha comentado en la seccién 3.1, solucionar el desbalanceo entre clases supuso eliminar
un nimero de imagenes bastante grande en proporcién al total de la base datos, por lo que a cada
una de las imagenes que superaron el filtrado se les aplicé 5 transformaciones, a través de la libreria
albumentations, como las que se van a comentar en los siguientes apartados. De esta manera, de 464
imégenes disponibles, se pasé a 2.320.

3.2.1. Volteo vertical - horizontal y rotacion

Las imagenes aptas para el entrenamiento se someten a una transformacién donde se voltean,
tanto vertical como horizontalmente, con una probabilidad del 50 % . Adem4ds, también pueden verse
sometidas a una rotacion aleatoria, tal y como se muestra en la siguiente figura.

(a) Imagen original (b) Rotacién de 90°

(c) Volteo horizontal (d) Volteo vertical

Figura 3.6: Transformaciones aplicadas a una imagen (1). Fuente: Elaboracién propia

33



3.2.2. Cambios en la tonalidad, saturacién y brillo (HSV)

A partir de unos atributos de tonalidad, brillo y saturacién modificados arbitrariamente y definidos
previamente a la transformacién, la imagen se ve sometida a cambios en su modelo de color, aumen-
tando la diversidad en los datos de entrenamiento. Es importante destacar que esta modificacién al
espacio de color de la imagen NO se aplica a la mascara, al contrario que las rotaciones, puesto que
alteraria los resultados.

(a) Hue (Tonalidad) (b) Saturation (Saturacién) (c) Value (Brillo)

Figura 3.7: Transformaciones aplicadas a una imagen (2). Fuente: Elaboracién propia

El niimero de transformaciones aplicadas se determiné a partir de experimentos de ablacién, donde
se llegé a la conclusién de que un niimero demasiado elevado de transformaciones con los datos que se
tenfan causaba en el modelo un problema conocido como sobreajuste (overfitting).

El overfitting (figura 3.8) es una anormalidad que se produce durante el entrenamiento del modelo
de red neuronal cuando este tiende a ajustarse demasiado a las imagenes de entrenamiento y no es
capaz de generalizar correctamente a nuevas muestras, o lo que es lo mismo, el modelo simplemente
recuerda las imagenes con las que ha entrenado y se olvida de aprender los patrones y caracteristicas
importantes del conjunto de datos.

En este caso, un nimero mayor de transformaciones implicaria generar muchas imagenes practi-
camente iguales, por lo que, aunque el niimero de muestras seria mayor, la informaciéon que podria
aprender el modelo apenas variaria en relacién con su complejidad. El caso contrario también puede
provocar el mismo problema, es decir, si la base de datos es demasiado pequena y el modelo demasiado
complejo desencadenaria en el entrenamiento del modelo un sobreajuste que afectaria negativamente
al rendimiento del mismo.

(a) Caso 6ptimo (b) Caso con overfitting

Figura 3.8: Problema de sobreajuste. Fuente: [31]
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3.3. Meétodo propuesto

3.3.1. Principios basicos de una red neuronal
Concepto de neurona

La unidad bésica del cerebro humano es la neurona y de la misma manera lo es para una red
neuronal. En la figura 3.9 se muestran las similitudes entre la estructura de una neurona bioldgica y
una neurona artificial. Cada una recibe seniales de entrada de sus dendritas y produce senales de salida
a lo largo de su axdn, el cual acaba ramificindose y conectandose mediante sinapsis a las dendritas de
otras neuronas. En el modelo computacional de una neurona, las senales que viajan por los axones,
To, interactian multiplicativamente, woxg, con las dendritas de la otra neurona en funcién de la fuerza
sindptica en esa sinapsis en concreto, wy.

Xo Wy

Impulsos hacia el soma sinapsis

| e

axones terminales

()

funcién
de activacion

dendrita —,

nicleo

WaXz

—_—
Impulsos hacia fuera del soma

Soma (cuerpo de la célula)

(a) Neurona biolégica (b) Neurona en una red neuronal

Figura 3.9: Similitud entre una neurona humana y una neurona de una red neuronal. Fuente: [31]

Perceptrén simple

Un perceptrén es la red neuronal més simple, la que se compone de una sola neurona. El algoritmo
del perceptrén (figura 3.10) fue inventado en 1958 por Frank Rosenblatt.

Entradas

Pesos Posibles

Funcién de clases

Suma umbralizacién

ponderada wy

W3

V]

Siendo = = [x1, 23,23, 1] y W =

Figura 3.10: Estructura de un perceptrén simple. Fuente: Elaboracién propia

La operacién principal realizada por un perceptrén simple es una suma ponderada de las entradas
multiplicadas por sus respectivos pesos. Seguidamente, se aplica una funcién de activacion, que intro-
duce no linealidad y determina si el perceptron se activa o no, al resultado de la suma para producir
la salida que podré utilizarse como entrada para la siguiente capa de neuronas o como resultado final
de la red neuronal.
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Perceptrén multicapa

Un perceptrén multicapa (MLP, por sus siglas en inglés) es una extensién del perceptrén simple
que consta de multiples capas de neuronas interconectadas. En contraste con el perceptrén simple, que
solo tiene una capa de neuronas, el perceptrén multicapa puede tener una capa de entrada, una o mas
capas ocultas y una capa de salida.

Cada neurona estd conectada con las neuronas de la capa anterior y la capa siguiente a través de
conexiones ponderadas. Estas conexiones estdn representadas por matrices de pesos, que determinan
la influencia de cada neurona en las capas anteriores en el resultado de las capas posteriores. Mediante
una funcién de activacién, como la ReLU (explicada en las siguientes lineas), se calcula la salida en
funcién de la suma ponderada de las entradas provenientes de las neuronas de la capa anterior.

capa
ent, sal
m) 7
x;=[*1 X2 X3]
WO + b9 \_]1 ——
f(@'W' +b') f(a®W? + b?)
Figura 3.11: Estructura de una red neuronal. Fuente: [31]
1 1 1 1 2
0 0 0 0 Wiy Wye Wiz Wig wi
wé’l w%)72 w(1)’3 w(1)’4 w% 1 w% 2 w% 3 w% 4 w% 1
: 0 _ 1 _ ) , ) ) 2 _ ,
Slendo W = w271 w272 w273 'UJ2,4 , W = 1 1 1 1 y W = 2
w w? w? w? W31 W3zg W33 W34 w3 1
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El proceso de entrenamiento de un perceptrén multicapa se basa en el algoritmo de propagacién
hacia delante (forward propagation) y la retropropagacién (backpropagation), que ajusta los pesos de
las conexiones para minimizar una funcién de pérdida o error.

Forward and backward propagation

La senal se desplaza a lo largo de la red neuronal mediante un proceso llamado forward propa-
gation. Al empezar el entrenamiento, los pesos de las conexiones entre las neuronas son inicializados
aleatoriamente, de manera que la capa de entrada es alimentada por primera vez con los datos de la
imagen original. Cada una de las capas del modelo estd compuesta por estas neuronas, encargadas de
procesar la informacién mediante operaciones matematicas.

La salida generada por las neuronas servird como entrada para las siguientes y asi sucesivamente
hasta llegar a la capa de salida, encargada de generar una predicciéon mediante una funcién de acti-
vaciéon mas especifica. Cuando se obtiene la prediccién, la funcién de pérdidas es la responsable de
compararla con la ground truth y medir el nivel de discrepancia entre ambas, siendo por tanto el ob-
jetivo reducir al maximo posible este valor. Una vez obtenida la pérdida, el error calculado se propaga
hacia atras (backpropagation) a través de las mismas conexiones que generaron la prediccién, de forma
que se calcula la contribucion de cada peso en el error total de la salida y se recalculan los coeficientes
con el fin de disminuir dicha pérdida.

Esta retropropagacién utiliza el gradiente descendente para actualizar los pesos de manera iterativa,
junto con una tasa de aprendizaje, 17, que controla el tamano de los ajustes que se aplican a cada peso,
buscando el minimo global de la funcién de pérdidas. Sin embargo, si los pardmetros no se ajustan
adecuadamente, el proceso puede quedarse estancado en un minimo local o punto de silla (figura 3.12b).



La expresiéon matematica que lo representa queda de la siguiente manera:

oJ oJ
w(t+1) =wi(t) - 778701

wo(t+ 1) = wo(t)

g (3.1)

Puntode silla

Minimo Global
Minimo Local

(a) Direcciones de busqueda del gradiente (b) Funcién de pérdidas

Figura 3.12: Gradiente descendente. Fuente: [32]

Por lo general, valores altos de 1 conllevan un aprendizaje rapido, causando un riesgo de no con-
verger. Asi mismo, emplear valores muy bajos puede llevar a un aprendizaje excesivamente lento.

A cada una de las iteraciones de este proceso se le llama época. Esto permite al modelo ajustar
gradualmente sus pesos para mejorar su rendimiento en los datos de entrenamiento. Tal y como se ha
visto en la figura 3.8, el caso éptimo de entrenamiento es aquel donde las curvas de pérdidas convergen
en 0 a lo largo de las épocas mientras que las curvas de precisién aumentan.

3.3.2. Estructura de una CNN

Una Convolutional Neural Network (CNN) es un tipo de modelo de aprendizaje profundo especial-
mente disenado para el procesamiento de imagenes, siendo altamente eficiente en el reconocimiento de
patrones visuales y utilizado en tareas de clasificacién, deteccién y segmentacion de imagenes.

La figura 3.13 muestra la estructura de una CNN que tiene como entrada una imagen compuesta
por los canales RGB y como salida un vector de tres elementos, donde cada uno representa la pro-
babilidad de que una entrada determinada pertenezca a cada una de las clases definidas previamente
(en el ejemplo tres). Esta estructura suele consistir en capas convolucionales, encargadas de extraer las
caracteristicas y patrones relevantes, seguidas de capas pooling que reducen el tamano espacial de las
caracteristicas extraidas por las capas convolucionales, preservando las méas relevantes y disminuyendo
la cantidad de pardmetros, y capas fully connected (top model) que, tras aplicarles una funcién de
activacién, producen las probabilidades de salida.

Fully
Connected

Convolution

Poolin -
Input E .-

-

Feature Extraction Classification

Figura 3.13: Estructura de una CNN baésica con una salida de 3 clases. Fuente: [33]
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Bloques convolucionales

Un bloque convolucional se compone por dos de los tres elementos comentados anteriormente, ca-
pas convolucionales y pooling. En funcién de la complejidad de la tarea que se esté llevando a cabo, el
numero de capas intermedias que se encuentran entre la capa de entrada y la capa de salida, también
conocidas como capas ocultas, puede aumentarse o disminuirse. Su funcién es procesar la informacién
de entrada mediante la aplicacién de transformaciones no lineales, permitiendo a la red aprender re-
presentaciones mas complejas y abstractas de los datos.

Las primeras capas aplican filtros convolucionales a la entrada de la red para extraer caracteristi-
cas importantes de la imagen original. La capa convolucional utiliza un pequeno filtro (kernel) que
se desliza por la imagen en una operacion de convolucién. En cada posicién de este filtro, se realiza
una multiplicaciéon elemento por elemento entre los valores de la imagen de entrada y los valores del
kernel. Luego, se suman todos los valores multiplicados y se almacena en una nueva imagen (o mapa
de activacién). El proceso se repite en diferentes regiones de la imagen, produciendo cada vez un valor
diferente en el mapa de caracteristicas. Estos valores representan caracteristicas especificas de la ima-
gen, como bordes, texturas, patrones...

El tamano del filtro y la cantidad de filtros utilizados en la capa convolucional se pueden ajustar
para controlar la cantidad y la complejidad de las caracteristicas extraidas de la imagen de entrada.

Capa de partida

ol1]1 LQQ o1 . Capa convolucionada
olo[1|nfe]ofC].. " 1{4]3]4]1
010]0|1f14110 1(0f1 11214(3(3
0100 110 0~ . ]O[1 ="1112]3|4]|1
olof1|1]{ofo|0f. [1]0]1 13[3]1]1
O} L LIGD HOu Filtro utilizado 3|8)11110
111]0/0/0{0]0

Figura 3.14: Proceso de convolucién a los datos de entrada. Fuente: Elaboracién propia

Las capas de pooling reducen el tamano de los mapas de activacién generados por las capas con-
volucionales, extrayendo informacién importante mientras se reduce la cantidad de pardmetros y la
complejidad computacional. La operacién méds comun utilizada en las capas de pooling es el mazx poo-
ling, que toma la salida de cada filtro convolucional y la divide en regiones no solapadas, definidas
por un stride que determina la cantidad de pixeles que se desplaza el filtro. Luego, en cada region, se
selecciona el valor maximo y se descarta el resto. De esta manera, se reduce el tamano del mapa de
caracteristicas y se mantienen las caracteristicas mas importantes.

2x2 max pooling with a
stride of 1

2x2 max pooling with a
stride of 2

Figura 3.15: Proceso de maz pooling. Fuente: [34]
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Las capas totalmente conectadas (fully connected) son la dltima parte de la CNN, donde se com-
binan funciones afines (y = Wz + b) y no lineales (como la ReLu, Softmax, Sigmoide, etc).

Estas capas reciben datos de la capa flatten, que es una capa unidimensional consecuencia de
convertir el ultimo volumen (que ya serd de un tamano reducido) en un vector, y se someten, en
primer lugar, a la operacién afin y luego a una funcién no lineal para aprender y modelar relaciones
complejas en los datos.

f(x) f(x)
Afin No
Lineal

Capa fully connected

Capa oculta

Figura 3.16: Capa fully connected. Fuente: Elaboracién propia

La salida se envia a la funcién de activacién para obtener la distribucién de probabilidad sobre el
conjunto final del nimero total de clases.

Capas de activacion (Activation function layers)

Uno de los principiales objetivos en el desarrollo de una red neuronal es conseguir que sea capaz de
aprender y representar relaciones no lineales entre las distintas caracteristicas de la imagen, de forma
que su capacidad para abordar problemas mas complejos y diversos aumente. Las capas de activacién
son las encargadas de llevar esto a cabo.

Cada una de las neuronas del vector unidimensional generado se ve sometida a una funcién de acti-
vacién que se encargard de determinar si esa neurona en cuestién ofrece una informacién lo realmente
valiosa como para transmitirla a la siguiente capa (ya sea otra oculta o la de salida).

Aunque depende del objetivo, la funcién méds comin en las hidden layers es la Rectified Linear

Unit (ReLU). Esta es una funcién lineal definida a trozos que mostrard la entrada directamente si es
positiva; de lo contrario, mostrard cero [35], siendo su expresiéon matemadtica de la siguiente forma:

f(z) = max(0,x) (3.2)

Figura 3.17: Funcién Rectified Linear Unit. Fuente: [36]
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Se ha convertido en la funcién de activacion por defecto para muchos tipos de redes neuronales por
ser computacionalmente mas ligera y, normalmente, obtener mejores resultados. Sin embargo, no es lo
suficientemente precisa como para actuar en la capa de salida.

Para determinar si la salida de un modelo pertenece a una clase u otra, las funciones Sigmoide y
Softmax son las mas usadas debido a sus propiedades y capacidad de adpatacion en diferentes tipos
de problemas.

La funcién Softmax toma un vector de valores x = (21, z3,...,%,) y produce un vector de proba-
bilidades p = (p1, pa, - . -,n), donde n es el nimero de clases posibles. Su ecuacién se define como:
e’
Softmax(z;) = =—— (3.3)

Zj:l e

Para cada elemento x; en el vector de entrada x, se aplica la funcién exponencial y se normaliza
dividiendo por la suma exponencial de todos los elementos.

Por otro lado, la funcién Sigmoide toma un valor real x y produce una probabilidad p en el rango
de 0 a 1. Su ecuacion se define como:

Sigmoide(x) = 1—1-% (3.4)

Donde e es la base del logaritmo natural.

3.3.3. U-Net

Para este Trabajo Fin de Grado, el modelo propuesto como resolucién a la tarea de segmentacién
de linea de costa ha sido la U-Net, una popular arquitectura de aprendizaje profundo disenada para la
segmentacién semédntica. Aunque fue desarrollada originalmente para imagenes médicas, su desempeno
en distintos campos la ha convertido en una de las mejores redes neuronales para segmentacion. Si
bien su estructura (figura 3.18) no se asemeja del todo a la de una CNN como la vista en el apartado
3.3.1, su funcionalidad es muy parecida.
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Figura 3.18: Estructura de una U-Net. Fuente: [37]
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Esta red se compone de dos bloques principales; el encoder, encargado de contraer la imagen, y el
decoder, encargado de expandirla. Ademds, posee una caracteristica que la hace diferencial contra el
resto de redes, las skip connections.

Codificador (Encoder)

El objetivo principal de la segmentacién seméntica es discernir los elementos que hay en una imagen
y donde se encuentran, tal y como se pretende con la deteccién de objetos o la clasificacion de imagenes.

Como se ha explicado en secciones anteriores, hasta la CNN maés simple contiene un codificador,
y es que este es el encargado de crear una representaciéon compacta de la imagen de entrada de
menor dimensién que contenga solo la informacion mas importante de la imagen. En otras palabras,
el codificador se utiliza para extraer caracteristicas.

] Entrada
| Convolucién
7 Pooling

i

Figura 3.19: Representacién grafica de un codificador. Fuente: Elaboracién propia

Aligual que en una CNN, esta parte de la red estd compuesta por capas convolucionales y capas de
pooling. A partir de la combinacién de varias de estas capas se extrae informacién mas precisa, pasando
de detalles elementales, como bordes y colores, a caracteristicas de alto nivel, como contexto espacial,
patrones espectrales... La red aprenderd qué caracteristicas son importantes para la clasificacién y las
extraerd para crear una representacion compacta de la imagen. El problema es que esta representacion
no incluye la ubicacién de las caracteristicas en la imagen.

Este es un factor crucial ya que, por ejemplo, al conocer la ubicacién de las caracteristicas, la red es
capaz de adquirir informacién sobre las relaciones espaciales entre diferentes objetos y estructuras en
la imagen. Por ejemplo, las caracteristicas extraidas de una orilla de un rio pueden estar relacionadas
con las caracteristicas de la vegetacion circundante, lo que permite identificar la presencia de agua
y distinguirla de otras areas. Ademsds, al identificar con precisién los bordes, contornos o regiones
de interés, el modelo puede generar mascaras mas precisas, lo que resulta en una segmentaciéon mas
precisa.

Decodificador (Decoder)

Otro problema del codificador es que su salida tiene una dimensién reducida. Si se utiliza para
la clasificacion, la etapa final o top model seria un perceptrén multicapa con una neurona por cada
clase. Sin embargo, para la segmentacion, la salida ha de ser una imagen con la misma altura y anchura
que la entrada.
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Para esto, es necesario un decodificador. Como se ve en la figura 3.20, desde conv! hasta conv4
corresponde a la estructura del codificador vista anteriormente. A partir de conv/ empieza el decodifi-
cador, encargado de reconstruir la imagen a partir de la representaciéon compacta con la mayor precisién
posible. Al igual que el codificador, se compone de bloques convolucionales pero con la novedad de que
ahora se usan capas de deconvolucién que aumentan la dimensionalidad de la imagen.

convl
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Figura 3.20: Representacién grafica de un encoder-decoder. Fuente: Elaboracién propia

Como ya se ha mencionado, las capas de pooling utilizaran un método predefinido para reducir la
dimensionalidad, como por ejemplo mediante un mazx pooling. En contraposicién, las capas de decon-
volucién aumentan la dimensionalidad utilizando una funcién de remuestreo que se actualiza a medida
que se entrena el modelo.

Figura 3.21: Representacién grafica de una capa de deconvoluciéon. Fuente: Elaboracién propia

Cuando la arquitectura encoder-decoder se utiliza para reconstruir la imagen original a partir de
ruido, siendo la ground truth la imagen original, se llama autoencoder.

El decodificador es capaz de pasar las caracteristicas importantes al codificador. Sin embargo, la
pérdida de la localizacién de las caracteristicas es practicamente inevitable si la base de datos no
contiene una cantidad de datos exageradamente grande, de modo que el decodificador no es capaz de
aprender a reconstruir con precisiéon las imégenes. Con las skip connections, se puede solventar este
problema.
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Skip connections

En una U-Net, a diferencia de un encoder-decoder tradicional (figura 3.20), se encuentran las
conocidas como skip connections que se utilizan para pasar informacién de las capas convolucionales
a las capas de deconvolucién directamente. En esencia, lo que se transmite es la ubicacién de la
caracteristica extraida por las capas convolucionales, es decir, indican a la red de qué parte de la
imagen proceden las caracteristicas.

convl deconv3
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Figura 3.22: Muestra de Skip connections en una U-Net. Fuente: Elaboracién propia

Este proceso se lleva a cabo concatenando la 1ltima capa del bloque convolucional y la primera
del bloque deconvolucional opuesto. Como se puede ver tanto en la figura 3.18 y 3.22, la estructura de
la U-Net es simétrica, por lo que las dimensiones de las capas opuestas seran las mismas, facilitando
la combinacién de las capas en un unico tensor. La convolucién se realiza entonces como en cualquier
otra CNN, aplicando el kernel sobre el tensor concatenado.

deconv2

IE
Concatenar altima |
capa de conv2 |

deconvi

Ampliar altima
capa de deconvi1

Figura 3.23: Ilustracién del proceso de concatenacién. Fuente: Elaboracion propia

Con esto, se consigue que las caracteristicas pasen de la capa anterior a la capa ampliada (bloque
azul) y que la ubicacién se transmita desde la capa de convolucién opuesta (bloque anaranjado).
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Al combinar esta informacion, se logra mejorar el rendimiento en la segmentacion y se contribuye
a reducir la cantidad de datos requeridos para entrenar la red. No obstante, como se detallard en
la seccion 3.3.4, hay varios hiperparametros que influyen en la precisién de los resultados y en el
rendimiento general del modelo.

3.3.4. Adaptacién del modelo a la deteccion de linea de costa
EfficientNet-B7 e ImageNet

Para abordar la tarea de segmentacién de linea de costa, se ha mejorado y optimizado la arqui-
tectura original de la U-Net mediante el uso del codificador EfficientNet-B7 [38] y el uso de pesos
preentrenados de ImageNet [39].

Un encoder convencional, como el visto en la seccién anterior, estd compuesto por capas convolucio-
nales de tamano fijo. Aunque estas capas pueden capturar caracteristicas importantes de las imagenes,
su capacidad de representacién es limitada en comparacién con un encoder basado en la arquitectura
EfficientNet-B7, mostrada en la figura 3.24.
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Figura 3.24: Arquitectura del modelo EfficientNet-B7. Fuente: [40]

Propuesta en el ano 2019 por los investigadores Mingxing Tan y Quoc Le en su trabajo EfficientNet:
Rethinking Model Scaling for Convolutional Neural Networks [38], la arquitectura EfficientNet se basa
en tres componentes principales: escalado de ancho (width scaling), escalado de profundidad (depth
scaling) y escalado de resolucién (resolution scaling). El modelo EfficientNet-B7 se obtiene al aplicar
un width scaling de 4, lo que significa que el nimero de canales en cada capa se incrementa cuatro
veces en comparaciéon con el modelo base. En cuanto al depth scaling, utiliza un factor de aumento de
profundidad de 8, lo que implica que tiene una mayor cantidad de capas en comparacién con el mo-
delo base, respetando la condicién de simetria con el decoder. Por 1ltimo, el resolution scaling implica
aumentar la resolucién de entrada del modelo.

Cada bloque MBConv contiene una secuencia de capas que incluyen convoluciones, normalizacién
por lotes (para normalizar las salidas de las capas intermedias), funciones de activacién y operaciones
de reduccién de dimensionalidad (max pooling).

Al utilizar un enfoque de escalado compuesto, que optimiza el rendimiento y la eficiencia del
modelo en funcién de sus dimensiones, se consigue una arquitectura més profunda y compleja capaz
de capturar caracteristicas més sutiles y significativas. Ademds, ha sido previamente entrenada en un
conjunto masivo de imdgenes de cardcter general de ImageNet (con més de 14 millones de imdgenes),
como animales, edificios, personas... por lo que se aprovechan los conocimientos aprendidos por el
modelo en tareas previas de clasificacion de imagenes.
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Fine-tuning

Sin embargo, con el objetivo de preservar las caracteristicas generales aprendidas con ImageNet y
adaptar el modelo a nuestras imagenes, ha sido necesario aplicar una técnica conocida como fine-tuning.

Durante este proceso, el encoder se mantiene congelado, por lo que sus pesos no son afectados en
el momento del entrenamiento, siendo los mismos que se obtuvieron en el entrenamiento con Image-
Net. Mientras, el decoder, encargado de la segmentacion, se descongela [41] y se ajusta en base a los
datos especificos de las imdgenes de SWED. Esto permite una adaptacién especializada y una mayor
capacidad de representacion para capturar los detalles y las peculiaridades relevantes para la tarea de
segmentacion en nuestras imagenes.

Funcién de activaciéon Softmax en la capa de salida

Como se ha visto y explicado en la seccién 3.3.2, la funcién de activacion ReLU ha sido utilizada
para activar cada una de las neuronas en todo el modelo. Sin embargo, para la capa de salida, se ha
empleado la Softmaz (expresién 3.3) que toma un vector de valores reales y los normaliza, asignando
una probabilidad a cada elemento. Esta normalizacién garantiza que todas las probabilidades sean no
negativas y sumen 1, permitiendo interpretar las salidas del modelo como probabilidades de pertenencia
a cada clase. En la U-Net entrenada existe una softmazx para cada pixel, obteniendo la méascara a partir
de las clases que tienen la probabilidad méaxima.

Capa Funcién de
de salida activacion Softmax Probabilidades
1.3 0.02
5.1 e’ 0.90
2.2 |w—) —— |w=mmp| (.05
S e
0.7 ] 0.01
1.1 0.02

Figura 3.25: Comportamiento de la funcién Softmazx. Fuente: Elaboracién propia

Para poder hacer funcional esta modificacion, se convirtieron, previamente al entrenamiento del
modelo, las mdscaras (verdad terreno) a formato one-hot encoding.

El formato de codificacién one-hot es una técnica utilizada para representar clases de manera
binaria. En este contexto, implica convertir cada valor de una clase en un vector binario cuyo tamano
es igual al nimero total de clases posibles, de modo que se asigna un vector binario tinico para cada
clase. Todos los elementos del vector se establecen en 0, excepto el elemento correspondiente a la clase
en cuestién, que se establece en 1. Por lo tanto, si hay C clases posibles, el vector one-hot tendrd una
longitud de C, y solo un elemento serd 1, mientras que los demds serdn 0.

Funcién de pérdida Cross-Entropy

La funcién de pérdida elegida para este proyecto ha sido la Cross-Entropy, cuya expresién ma-
tematica es la siguiente.

L, =— Z y; log(i):) (3.5)

1 N
L==S "1, 3.6
N; (3.6)

Donde n es el nimero de clases, N el batch size, y; la verdad terreno e g; la prediccién.
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Esta funcién de pérdida calcula la diferencia entre dos distribuciones de probabilidad para un con-
junto dado de ocurrencias o variables aleatorias, indicando la diferencia promedio entre los valores
predichos y los valores reales. Para mejorar la precision del modelo, se debe tratar de minimizar su
resultado. La puntuacion de la entropia cruzada se encuentra entre 0 y 1, siendo 0 el valor perfecto.

Mientras que la pérdida cuadréatica y otras funciones castigan las predicciones incorrectas, la en-
tropia cruzada penaliza duramente la sobreconfianza. A diferencia de la pérdida de probabilidad lo-
garitmica negativa, que no considera la confianza en la prediccion, la entropia cruzada penaliza tanto
las predicciones incorrectas pero confiadas como las predicciones correctas pero menos confiadas.

Algoritmo de optimizacién Adam

La Adaptive Moment Estimation (ADAM) [42] es un algoritmo utilizado en la técnica de opti-
mizacion por descenso de gradiente y el utilizado para este proyecto. Se destaca por su eficiencia al
trabajar con problemas grandes que involucran una gran cantidad de datos o parametros. Una de las
maés importantes ventajas de ADAM es que requiere menos memoria y es altamente eficiente.

Este método se fundamenta en una combinaciéon de dos metodologias de descenso de gradiente:

® Momentum

Utilizado para acelerar el algoritmo de descenso de gradiente teniendo en cuenta la "media pon-
derada exponencialmente” de los gradientes. El uso de promedios hace que el algoritmo converja
hacia los minimos a un ritmo més réapido.

W41 = Wy — ANy (37)

donde:

(3.8)

mtﬂmt—1+(15)[§L}

dw,
siendo m; el agregado de gradientes en el momento ¢ (inicialmente, m; = 0), m;_; el conjunto
de gradientes en el momento ¢ — 1 (anterior), W; las ponderaciones en el momento ¢, Wy las

ponderaciones en el momento ¢t + 1, a; la tasa de aprendizaje en el tiempo ¢, a%t la derivada de
los pesos en el tiempo ¢t y S el pardmetro de media mévil (constante, 0,9).
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e Algoritmo RMSP

Root mean square prop (RMSprop) es un algoritmo que se caracteriza por hacer que la tasa
efectiva sea inversamente proporcional al gradiente, es decir, cuando la 7 efectiva se reduce para
los coeficientes que reciben un alto gradiente, crece para los que reciben pequenos gradientes o
no se actualizan frecuentemente.

Qi 5L:|
Wit = wy — — 4 |22 (3.9)
t+1 t (’Ut + 6)1/2 |:6wt

donde: )
v =P + (1 — B) * [5L] (3.10)

Swy

siendo W; las ponderaciones en el momento ¢, W;,1 las ponderaciones en el momento t + 1, oy

la tasa de aprendizaje en el tiempo ¢, ;—V‘L,t la derivada de los pesos en el tiempo t, V; la suma del
oL

cuadrado de los gradientes pasados. (Es decir, Y ( 6Wt71>) (Inicialmente, V; = 0), § el pardme-

tro de media mévil (constante, 0,9) y € una pequefia constante positiva (1078).

Quedando por tanto la expresién matemdtica del optimizador de la siguiente manera.

2
my = Brmg_1 + (1 - 51) {(SL} vy = Bavp_1 + (1 - 52) {(SL} (3'11)

dwy dwy

De esta manera, el optimizador Adam hereda los puntos fuertes de los dos métodos anteriores y se
basa en ellos para ofrecer un descenso de gradiente mas optimizado.

10 : - ;

\ — AdaGrad

: RMSProp
SGDNesterov
AdaDelta
Adam

Coste de entrenamiento

10,_ P S . .

i 1 L
0 50 100 150 200
Iteraciones sobre la base de datos

Figura 3.26: Rendimiento del optimizador Adam y otros usados comunmente sobre la tradicional
base de datos de digitos escritos a mano MNIST [43]. Fuente: Elaboracién propia
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Capitulo 4

Resultados

4.1. Evaluacién con datos de test externos

4.1.1. Conjunto de datos SWED

El conjunto de datos SWED se fraccioné en dos particiones completamente independientes; la que
contiene la mayor parte del conjunto de las imédgenes se dedicé al entrenamiento del modelo y las
restantes a su evaluacion. Tal y como se puede ver en la figura 4.1, el conjunto de entrenamiento se
subdivide en dos pequenas particiones, la de train y la de validation, con un 80% y un 20% de las
imagenes del conjunto respectivamente.

Esta division en subconjuntos de train y validation se utiliza para entrenar el modelo en un conjunto
de datos (conjunto de training) y evaluar su rendimiento en datos no vistos durante el entrenamien-
to (conjunto de wvalidation). La particién de train se utiliza para ajustar los pardmetros del modelo,
mientras que la particién de validation se emplea para evaluar y ajustar el rendimiento del modelo
a lo largo de las épocas, ayudando a seleccionar los mejores hiperparametros y obtener estimaciones
confiables del rendimiento en datos nuevos.

Esta agrupacién a su vez se puede dividir en pequenos lotes, o batches, donde se agrupan las
imégenes segin un valor que se especifique. Por ejemplo, si se asigna un batch size de 16, cada iteracién
en una época tendra como entrada 16 imagenes, de modo que la época finaliza cuando todos los batches
realizan el forward propagation para la actualizacién de los coeficientes. Esto permite ganar eficiencia
computacional y estabilidad en el modelo, ya que al calcular los gradientes en funcién de un conjunto
mas grande de ejemplos, se puede obtener una estimacion maéas precisa del gradiente general, lo que
puede ayudar a evitar fluctuaciones y mejorar la convergencia.

“
l

Training (70-80%) Test (20-30%)

|

Division en batches 20-30% del training

e mm e m- S m

Figura 4.1: Particiones a aplicar en un conjunto de datos. Fuente: [31]
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NDWI MNDWI AWEISH AWEINSH IMAGEN

U-NET

Figura 4.2: Resultados obtenidos con los indices de agua AWEINSH, AWEISH, MNDWI, NDWI y
el modelo de red neuronal entrenado U-NET sobre las imagenes del conjunto de test del dataset
SWED. La imagen 1 corresponde a una zona costera de Islandia, la 2 a una de Rusia, la 3 a una de
Islas Cook y la 4 a una de Islas Spratly (mar de la China Meridional). Los umbrales empleados en
cada indice ha sido el estandar, 0. Fuente: Elaboracién propia
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4.1.2. Conjunto de datos CGAT

Este conjunto de datos, a diferencia del visto anteriormente, fue usado en su totalidad para la
evaluacién del modelo y clasifica los pixeles en funcién de si pertenece a agua salada (mar) o no, al
margen de si la zona con valores de pixel 0 corresponden a humedales, lagunas, lagos, rios...

El modelo entrenado, al igual que los indices clasicos, detecta cualquier tipo de agua, por lo que

para poder realizar una correcta evaluacién se ha extraido de las méscaras verdad terreno una regién
de interés (ROI) que contuviera la linea de costa mediante técnicas de dilatacién y erosién morfolégicas.

) Méscara original ) Méscara con ROI ) Méscaras superpuestas

Figura 4.3: ROI generada sobre mascara verdad terreno. Fuente: Elaboracién propia

Dilatacién morfolégica

En la dilatacién morfolégica, se utiliza un elemento estructurante, denotado como B, que corres-
ponde a una forma geométrica predefinida. En este caso, esa forma se ha definido como un cuadrado.

Antes de aplicar la dilatacién, B se refleja sobre sus 180 grados para obtener su versién invertida
con el fin de expandir los bordes de interés de la imagen. Luego, se desplaza por toda la imagen de
entrada comparando el elemento estructurante con los pixeles correspondientes de la imagen.

A@B:{z|(§)ZﬂA7&¢} (4.1)

La operacién de dilatacién, A@ B, resulta en un conjunto de todos los desplazamientos posibles del
elemento B, indicado como z, donde al menos uno de los pixeles del elemento se encuentra contenido
en el conjunto A.

Es decir, la dilatacién morfoldgica expande las zonas blancas, que en este caso corresponde a las
zonas de mar de la mascara.
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Erosiéon morfolégica

En la erosién morfolégica, al igual que en la dilatacién, se utiliza un elemento estructurante B de
forma cuadrada. Sin embargo, en la erosion, no se realiza ningin reflejo o inversion del elemento.

B se desplaza por toda la imagen de entrada, al igual que en la dilatacién. En cada posicion, se
compara el elemento estructurante con los pixeles correspondientes de la imagen. La operaciéon de
erosién, denotada como A & B, resulta en el conjunto de todos los desplazamientos posibles de B,
indicado como z, donde todos los pixeles del elemento estructurante se encuentran contenidos en el
conjunto A.

AeB={z|(B). c 4} (4.2)
Es decir, la erosién expande las zonas negras, que en este caso corresponde con las zonas de terreno

de la méscara.

Tanto para la dilatacion como para la erosién se ha utilizado un elemento estructurante de tamano
10x10, es decir, de 5 pixeles a cada lado de la banda, de modo que el ancho total de la banda sea de
100 metros (5 pixeles + linea de costa + 5 pixeles).

El resultado de ambas operaciones morfolégicas se restan para obtener la mascara con la ROI
definida, tal y como se puede apreciar en la siguiente figura.

Méscara dilatada Mascara erosionada Zona de interés (Diferencia entre dilatacién y erosion)

Figura 4.4: Diferencia entre la operacion de dilatacién y erosién morfolégica para la definicion de la
méascara ROI. Fuente: Elaboracion propia

Una vez el area de interés estd delimitada, se multiplica las méascaras obtenidas mediante los indices
y el modelo por la mdscara ROI (figura 4.4), de modo que la evaluacién solo se realizard con respecto
a la zona deseada.

Mascara U-Net Mascara ROI Resultado del producto

X'z'

Figura 4.5: Extraccion de la zona de interés sobre las mascaras generadas por el modelo para su
evaluacién. Fuente: Elaboracion propia
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Figura 4.6: Resultados obtenidos con los indices de agua AWEINSH, AWEISH, MNDWI, NDWI y
el modelo de red neuronal entrenado U-NET sobre las imagenes del conjunto de test del dataset
CGAT. La imagen 1 corresponde a una zona costera de Valencia, la 2 a una de Portugal (con
condiciones meteoroldgicas adversas), la 3 a una de Castellén y la 4 a una de Paises Bajos. Los
umbrales empleados en cada indice ha sido el estandar, 0. Fuente: Elaboracién propia
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4.2.

Métricas de evaluacion

Las métricas de evaluacién cuantitativa usadas han sido:

Accuracy (Exactitud). Esta métrica es comtinmente utilizada para evaluar la precisién general
de un modelo. Se calcula dividiendo el nimero de predicciones correctas por el nimero total de
muestras en el conjunto de datos, midiendo la proporcién de predicciones correctas en compara-
cién con todas las predicciones realizadas.

TP+TN

4.3
TP+TN+FP+ FN (43)

Precision (Precisién). Indica la proporcién de verdaderos positivos sobre el total de predicciones
positivas realizadas por el modelo. En otras palabras, mide cuantas de las predicciones positivas
realizadas por el modelo son realmente correctas.

TP

—_— 4.4
TP+ FP (44)

Recall (Exhaustividad). Representa la proporcién de verdaderos positivos sobre el total de ejem-
plos positivos en los datos de prueba. Indica qué tan bien el modelo puede recuperar o encontrar
correctamente los ejemplos positivos.

TP

TP+ FN (45)

Cohen’s kappa coefficient (Coeficiente kappa de Cohen). Mide la concordancia entre las pre-
dicciones del modelo y las etiquetas reales ajustando la concordancia que podria esperarse por
casualidad. Proporciona una medida mas robusta al tener en cuenta el acuerdo esperado por
azar. Un valor de kappa de 1 indica una concordancia perfecta, 0 indica una concordancia al azar
y valores negativos indican una concordancia peor que la esperada al azar.

Do — De
4.6
T (4.6)

F1-score (Puntuacién F1). Es una métrica que combina la precisién y el recall en un solo valor.
Se calcula como la media armonica entre la precision y el recall. E1 F1-score proporciona una
medida equilibrada entre la precisién y la capacidad de recuperacién del modelo.

2 - Precision - Recall

4.7
Precision + Recall (4.7)

Dice coefficient (Coeficiente de Dice). Utilizada principalmente en tareas de segmentacién de
imagenes. Calcula la similitud entre el area segmentada predicha y el &rea real. Un valor de 1
indica una coincidencia perfecta, mientras que un valor de 0 indica una falta total de coincidencia.

2.TP
(TP + FP)+ (TP + FN)

(4.8)
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e Matthew’s correlation coefficient (Coeficiente de correlaciéon de Matthew). Esta métrica
es especialmente 1til cuando las clases estdn desequilibradas en los datos. Toma en cuenta los
verdaderos positivos, verdaderos negativos, falsos positivos y falsos negativos para calcular una
medida de la calidad de la clasificacién. Un valor de 1 indica una clasificacién perfecta, 0 indica

una clasificacién al azar y -1 indica una clasificacién inversa.

Donde:

TP xTN —-FP xFN

V(TP + FP)(TP + FN)(TN + FP)(TN + FN)

e TP: Verdaderos positivos (True Positives)

FP: Falsos positivos (False Positives)
FN: Falsos negativos (False Negatives)
TN: Verdaderos negativos (True Negatives)
Do: Proporcién observada de acuerdo (Observed Agreement)
pe: Proporcién esperada de acuerdo (Expected Agreement)

(4.9)

Una muestra de los resultados obtenidos para este conjunto de test se pueden ver en la figura 4.2
v 4.6, asi como las métricas obtenidas en la Tabla 4.2 y 4.4.

Resultados sobre SWED

Con respecto a la figura 4.2, tomando la métrica Accuracy como referencia, podemos ver como el
modelo entrenado ha sido el que mejor resultados ha ofrecido junto con el indice NDWI.

U-Net | NDWI | MNDWI | AWEINSH | AWEISH
Imagen 1 | 0.9838 | 0.9654 0.9390 0.8870 0.9481
Imagen 2 | 0.9858 | 0.9664 0.9113 0.9671 0.9275
Imagen 3 | 0.9513 | 0.8772 0.7108 0.4074 0.8952
Imagen 4 | 0.9728 | 0.9749 0.9504 0.8161 0.9628

Tabla 4.1: Métrica Accuracy obtenida sobre las imédgenes de la figura 4.2

De este modo, la siguiente tabla muestra los resultados medios obtenidos sobre todo el conjunto de
imégenes reservadas para la evaluacién del modelo de la base de datos SWED, es decir, las métricas
globales sobre las 98 imagenes reservadas para test. Para ello, se ha realizado la media aritmética de
cada una de las métricas utilizadas.

Descripcién Accuracy Precision Recall Kappa F1 score Dice score MCC
U-NET 0.9296 £+ 0.1238 0.9060 £+ 0.1822 0.9574 + 0.1010 0.8353 £+ 0.2010 0.9139 £ 0.1652 0.9139 £ 0.1652 0.8426 + 0.2063
NDWI 0.9403 £+ 0.1172 | 0.9469 + 0.1030 0.9345 £+ 0.1395 0.8478 £+ 0.2060 | 0.9327 + 0.1261 | 0.9327 + 0.1261 | 0.8519 + 0.2205
AWEINSH 0.9215 + 0.1300 0.9007 £+ 0.1369 0.9544 + 0.1221 0.8007 £ 0.2252 0.9177 £+ 0.1324 0.9177 £+ 0.1324 0.8079 + 0.2426
MNDWI 0.8846 + 0.1408 0.8563 £ 0.1921 0.9350 £ 0.1365 0.7166 £ 0.2645 0.8745 £+ 0.1736 0.8745 £+ 0.1736 0.7333 £+ 0.2684
AWEISH 0.8686 4+ 0.1937 0.9153 £ 0.1485 0.8374 + 0.2632 0.7239 + 0.2962 0.8385 + 0.2414 0.8385 + 0.2414 0.7357 £+ 0.3032

Tabla 4.2: Resultados evaluacion SWED
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Resultados sobre CGAT

De igual manera, se ha calculado la métrica Accuracy para las imédgenes de la figura 4.6. Sin
embargo, esta evaluacién, tal y como se ha explicado en el apartado 4.2.2, se ha realizado sobre una
ROI centrada unicamente en la linea de costa.

U-Net | NDWI | MNDWI | AWEINSH | AWEISH
Imagen 1 | 0.9978 | 0.9975 0.9928 0.9975 0.9962
Imagen 2 | 0.9979 | 0.9913 0.9764 0.9833 0.9745
Imagen 3 | 0.9956 | 0.9969 0.9973 0.9950 0.9979
Imagen 4 | 0.9991 | 0.9974 0.9958 0.9978 0.9955

Tabla 4.3: Métrica Accuracy obtenida sobre las imédgenes de la figura 4.6

Quedando las métricas globales sobre el conjunto de datos del CGAT de la siguiente manera.

Descripcién

Accuracy

Precision

Recall

Kappa

F1 score

Dice score

MCC

U-NET
NDWI
AWEINSH
MNDWI
AWEISH

0.9965 + 0.0029
0.9957 £ 0.0033
0.9953 £ 0.0034
0.9921 £ 0.0051
0.9917 £ 0.0063

0.9185 + 0.1131
0.9036 £ 0.0863
0.9107 £ 0.0759
0.7522 £+ 0.1296
0.7460 £ 0.1358

0.9097 £ 0.1152
0.9092 £ 0.1224
0.8749 £ 0.1699
0.9811 £ 0.0355
0.9887 + 0.0203

0.9071 £ 0.0713
0.8939 £ 0.0801
0.8741 £ 0.0757
0.8392 £ 0.0766
0.8382 £ 0.0879

0.9089 + 0.0707
0.8961 £ 0.0794
0.8763 £+ 0.1135
0.8431 £ 0.0752
0.8423 £ 0.0857

0.9089 + 0.0707
0.8961 £ 0.0794
0.8763 £+ 0.1135
0.8431 £ 0.0752
0.8423 £ 0.0857

0.9097 + 0.0648
0.8990 £ 0.0686
0.8819 £ 0.0972
0.8513 £ 0.0657
0.8511 £ 0.0757

4.3.

Tabla 4.4: Resultados evaluacién CGAT

Experimentos de ablacion

En esta seccién se comentaran los diversos experimentos realizados y resultados obtenidos, siendo
el objetivo evaluar el impacto de los parametros en el rendimiento del modelo y conseguir una configu-
racion 6ptima. La seleccion de distintas composiciones de canales en la imagen de entrada, los ajustes
de hiperparametros y entrenamiento de otros modelos son las ramas principales que componen este
estudio conocido como anélisis o experimentos de ablacién.

4.3.1.

Parametros de entrenamiento

A pesar de que el proyecto se ha desarrollado utilizando un portéatil convencional como dispositivo
principal, ha sido necesario realizar una conexién de acceso remoto a una tarjeta grafica propiedad
del laboratorio CVBLab (donde he realizado mis practicas y se ha llevado a cabo el proyecto), la
NVIDIA Titan V, para poder llevar a cabo los diferentes entrenamientos del modelo con duraciones
medias de entre 2 y 4 horas, las cuales varian en funcién del nimero de iméagenes utilizadas. Con
las caracteristicas del dispositivo local, estos entrenamientos no habrian sido posibles debido a la gran
cantidad de recursos que se consumen durante el proceso. De esta manera y después de probar diversas
combinaciones de parametros, estos fueron los valores que demostraron ofrecer el mejor rendimiento y
resultados en el entrenamiento del modelo.

Se realizaron 40 épocas de entrenamiento, donde cada época representa un ciclo completo de pro-
cesamiento de los datos de entrenamiento. Para cada ciclo, se utilizé un tamaifio de lote (batch size) de
16, lo que significa que se procesaron 16 muestras a la vez. La tasa de aprendizaje (1) se estableci6 en
0.00005. Ademsds, se aplicé un decremento exponencial a la tasa de aprendizaje a partir de la época
31, con el objetivo de optimizar el modelo de la mejor manera posible. Por ultimo, para aumentar
la variabilidad y la robustez del modelo, se realizaron 5 transformaciones diferentes en cada imagen
durante el entrenamiento para aumentar los datos (seccién 3.2).
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4.3.2. Seleccién de bandas de la imagen Sentinel

Los primeros entrenamientos se realizaron con la resolucion espectral completa de las imagenes
Sentinel. Sin embargo, la existencia de bandas cuya respuesta espectral no favorecia la deteccién de
agua, como la de aerosoles, anadia un factor de ruido que empeoraba los resultados de la prediccién,
por lo que se tomo la decision de seleccionar aquellas que fueran de mayor interés.

Como se ha explicado, el codificador del modelo fue previamente entrenado utilizando imégenes
de ImageNet. Estas imagenes estdn compuestas por los canales RGB, por lo que en un intento inicial
de mejora, se seleccionaron las bandas del rojo, verde y azul de cada imagen en el conjunto de datos.
Sin embargo, los resultados obtenidos no fueron satisfactorios. De este modo, se decidié mantener los
3 canales de entrada y filtrar nuevamente las imagenes seleccionando esta vez las bandas del verde,
NIR y SWIR. Estas son ampliamente utilizadas en los indices de deteccion de agua clasicos debido a la
valiosa informacion que proporcionan, por lo que la red, en este caso, interpreta de una manera éptima
las estructuras y patrones de textura relacionadas con el agua existente en las imagenes, obteniendo
el mejor de los resultados en los experimentos de ablacién.

Descripcién Accuracy | Precision | Recall | Kappa | Fl-score | Dice score | MCC
G-NIR-SWIR1 0.9296 0.9059 0.9574 | 0.8331 0.9138 0.9138 0.8426
12 bandas 0.8901 0.8627 0.9285 | 0.7483 0.8745 0.8745 0.7593
RGB 0.6206 0.6674 0.6043 | 0.2327 0.5851 0.5851 0.2480

Tabla 4.5: Comparacién de los resultados obtenidos a partir del modelo U-Net entrenado con las 12
bandas espectrales, RGB y G-NIR-SWIRI1 sobre el conjunto de test de SWED.
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4.3.3. Comparaciéon con otros modelos encoder-decoder

El modelo U-Net ha sido el que mejor resultados ha ofrecido a lo largo de los distintos experimentos
realizados. Sin embargo, no ha sido el tnico entrenado para este proyecto.

Aunque sus estructuras son muy similares entre si, compuestos por un encoder y un decoder, existen
otros modelos de segmentacién de imagenes en el estado del arte que proporcionan buenos resultados
como la Feature Pyramid Network (FPN) [44], DeepLabV3Plus+ [45] y Path Integral Based Convolution
(PAN) [46]. Estos han sido los tres modelos adicionales que se han entrenado a la par que la U-Net.
En cambio, tal y como se podra ver a continuacién, los resultados que han ofrecido no han conseguido
mejorar a los del modelo definitivo.

(a) Imagen original

®

(d) Verdad terreno

(e) DeepLabV3+

(f) PAN

Figura 4.7: Muestra de los resultados obtenidos con los distintos modelos entrenados sobre una
imagen del conjunto de test de SWED. Fuente: Elaboracién propia

Descripciéon Accuracy | Precision | Recall | Kappa | F1 score | Dice score | MCC
U-NET 0.9296 0.9059 0.9574 | 0.8331 0.9138 0.9138 0.8426
FPN 0.9028 0.8902 0.9287 | 0.7676 0.8880 0.8880 0.7830
DeepLabV3+ 0.9018 0.8858 0.9235 | 0.7659 0.8844 0.8844 0.7772
PAN 0.8984 0.8937 0.8870 | 0.7502 0.8734 0.8734 0.7613

Tabla 4.6: Resultados obtenidos con los modelos U-Net, FPN, DeepLabV3+ y PAN sobre las
imdgenes del conjunto de test del dataset SWED
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Capitulo 5

Conclusiones y propuestas de futuro

A lo largo del proyecto se ha explicado el desarrollo y evaluacién del modelo de red neuronal en-
trenado para la deteccién de la linea de costa y segmentacion de la interfaz agua-no agua a partir de
imégenes de Sentinel-2, el cual ha logrado generar resultados prometedores en términos de exactitud
y consistencia a nivel pixel. Sentinel ha demostrado ser una fuente de datos adecuada para esta tarea,
ya que proporciona de manera efectiva caracteristicas costeras al modelo gracias tanto a su resolucién
espectral como espacial.

Ademss, el uso de la red neuronal ha permitido capturar de manera automatica y eficiente los
patrones y caracteristicas distintivas de la linea de costa, eliminando asi la necesidad de un proceso
manual de delineacién. Esto no solo ahorra tiempo y recursos, sino que también garantiza una mayor
objetividad en los resultados. Sin embargo, existe mucho margen atin de mejora.

Aunque el modelo ha demostrado en general un rendimiento sélido, existen algunos aspectos que
pueden tenerse en cuenta para mejorar su precisién y aumentar ain més su capacidad de generaliza-
cién y actuacion en nuevas imagenes. En primer lugar, la base de datos usada para el entrenamiento,
SWED, parte de unas verdades terreno que carecen de una precision éptima. Si el modelo fuese entre-
nado con méscaras de alta precisién, como las del CGAT, los resultados mejorarian cuantitativamente.
Ademas, podrian incorporarse al conjunto de entrenamiento imagenes donde existan diferentes condi-
ciones atmosféricas, como la vista en la figura 4.6 (imagen 2), para conseguir que el modelo fuera capaz
de aprender las estructuras y patrones de textura necesarios para realizar una segmentacién precisa
aun en esas situaciones.

De la misma manera, se pueden realizar pares de imédgenes de Sentinel-1 y Sentinel-2 con el fin
de nutrir al modelo con imégenes multiespectrales y sus correspondientes imagenes radar para poder
disponer de informacién auxiliar, como la topografia del terreno, que enriquezca la segmentacién y
proporcione una visién mas completa de la zona de estudio.

También, al igual que se realiz6 para la evaluacién del modelo con el conjunto de datos del CGAT,
se pueden generar mdscaras de bordes (mdscaras donde los pixeles con valor 1 correspondieran solo a
la linea de costa) con el fin de calcular unas pérdidas mds precisas en lo que a contornos se refiere,
consiguiendo que el modelo preste una mayor atencién a estas zonas sensibles.

Estos son solo algunos ejemplos de como podrian mejorarse los resultados obtenidos, con miras
a explorar técnicas subpixel para extraer una linea de costa vectorial y compararla con una linea de
referencia terrestre de alta precision. El campo del aprendizaje profundo avanza rapidamente, y existe
también la posibilidad de que surjan nuevos algoritmos con capacidades superiores en periodos cortos
de tiempo. Por lo tanto, es de vital importancia mantener actualizadas las metodologias de deteccién
y segmentacién mediante el uso de la Teledeteccion para ser lo mas rigurosos y precisos posible.
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Capitulo 1

Presupuesto

1.1. Objetivo

En este apartado se pretende dar a conocer los costes, directos e indirectos, que han sido necesarios
para la elaboracién del proyecto, asi como el tiempo dedicado por cada uno de los componentes del

grupo.

1.2. Costes directos

Para el calculo de los costes directos se tendrd en cuenta el sueldo de los empleados implicados
en la elaboracién del proyecto y el material, tanto componentes fisicos (hardware) como programas
informéticos (software). Asi, en la elaboracién de este Trabajo Fin de Grado han participado:

e Luis Correas Naranjo. Estudiante en practicas del grado en Ingenieria en Geomatica y Topografia
y autor del proyecto.

® Jests Manuel Palomar Vazquez. Profesor titular de universidad e investigador del Grupo de
Cartografia Geoambiental y Teledeteccién y tutor de este trabajo.

® Francisco Pastor Naranjo. Ingeniero en Tecnologias y Servicios de Telecomunicaciones e investi-
gador en el CVBLab y cotutor de este trabajo.

Con respecto al material, tanto los softwares como las librerias y médulos usados a lo largo del
proyecto son de uso libre, por lo que no han requerido ningin otro coste més alld del hardware necesario
para hacerlo funcionar.

En este caso, el ordenador que se ha usado tanto para la programacion como para la redaccion del
documento es un HP ProBook 640.

1.3. Costes indirectos
Como coste indirecto se ha considerado el servidor donde se conectan los investigadores del Com-

puter Vision and Behaviour Analysis Lab, asi como las Graphics processing unit (GPU) a la que estd
conectado.
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1.4. Costes totales

Asi, el coste total del proyecto sumando los costes directos e indirectos desglosados en la Tabla 1.1, ha sido de

3.768,24€.

Aplicando el IVA del 21 % a los materiales usados (HP ProBook G1 Core i7 4600M 2.9 GHz 16GB — 128 SSD,

Tarjeta grafica NVIDIA Titan V y NAS Synology DS918) el presupuesto final asciende a 3.829,82€.

Descripcion Uds. | Cantidad | Precio I?erl(?flo de Periodo de Coste
amortizacién (meses) | uso (meses)
Doctor €/h 30h 25 - - 750,00
Graduado €/h 50h 9,5 - - 475,00
Estudiante €/h 300h 7,5 - - 2.250,00
HP ProBook G1 Core i7 4600M 2.9 GHz
16GB — 128 SSD € 1 493,06 24 4 82,18
Tarjeta grafica NVIDIA Titan V € 1 3300,00 48 3 206,25
NAS Synology DS918 € 1 77,00 48 3 4,81
TOTAL Q€ - - - - 3.768,24

Tabla 1.1: Presupuesto total del proyecto
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Objetivos de Desarrollo Sostenibles Alto | Medio | Bajo | No Procede

ODS 1. Fin de la pobreza X
ODS 2. Hambre cero. X
ODS 3. Salud y bienestar X

ODS 4. Educacién de calidad X
ODS 5. Igualdad de género X
ODS 6. Agua limpia y saneamiento X
ODS 7. Energia asequible y no contaminante X
ODS 8. Trabajo decente y crecimiento econémico X

ODS 9. Industria, innovacién e infraestructuras X

ODS 10. Reduccion de las desigualdades X
ODS 11. Ciudades y comunidades sostenibles X

ODS 12. Produccién y consumo responsables X
ODS 13. Accién por el clima X

ODS 14. Vida submarina X

ODS 15. Vida de ecosistemas terrestres X

ODS 16. Paz, justicia e instituciones sdélidas X
ODS 17. Alianzas para lograr objetivos X

Tal y como se puede apreciar en la tabla anterior, los Objetivos de Desarrollo Sostenible que més importancia

han tenido a lo largo de este proyecto han sido:

e ODS 13. Como se mencioné anteriormente, el cambio climético estd causando un aumento del nivel del
mar, provocando cambios réapidos e imprevistos en la linea costera. El modelo creado actia contra este efecto
monitorizando de forma instantanea las fluctuaciones que puedan ocurrir.

e ODS 14. Al igual que ocurre con el ODS 15, una mejor deteccién de la linea de costa puede ayudar a reducir
peligros contra especies acostumbradas a vivir cerca de la costa.

e ODS 15. En esta memoria se ha explicado la importancia de la deteccion de la linea de costa para el desarrollo
de las zonas mas préximas a la costa. Con este proyecto se puede mejorar la vigilancia y proteccién de las

areas mas vulnerables.

e ODS 17. Para llevar a cabo este trabajo, se establecié una colaboracién profesional entre el CVBLab (labo-
ratorio especializado en Inteligencia Artificial) y el laboratorio CGAT (especializado en Teledeteccién).
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