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Resumen

Una criptomoneda es un medio digital de intercambio que utiliza criptografia fuerte para
asegurar las transacciones, controlar la creacion de unidades adicionales y verificar la
transferencia de activos usando tecnologias de registro distribuido. Las criptomonedas tienen
control descentralizado, es decir, el control de cada moneda funciona a través de una base de
datos descentralizada, usualmente una cadena de bloques “blockchain” que sirve como una base
de datos de transacciones financieras publica. La prediccion es una tarea comuin en los modelos
de ciencia de datos que ayuda a las grandes corporaciones y gobiernos a planear, establecer
objetivos y prevenir errores. En muchos modelos de prediccion es casi mas importante la
deteccién del margen de error en las predicciones, asi como la interpretacion de los datos que
nos ofrecen estos modelos. Con este trabajo tratamos de crear una herramienta para la inversion
a corto plazo en criptomonedas a partir de datos financieros histéricos del médulo yfinance de

Yahoo.

Palabras clave: Criptomoneda, BlockChain, Python, Prophet, yfinance.
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1. Introduccion

Una criptomoneda es un activo digital negociable o una forma digital de dinero, construida sobre

la tecnologia de cadena de bloques que solo existe en linea. Las criptomonedas utilizan el cifrado

para autenticar y proteger las transacciones, de ahi su nombre. Actualmente hay méas de mil

criptomonedas diferentes en el mundo.

Python es un lenguaje open source de propdsito general, pero gracias al desarrollo de potentes
librerias analiticas, procesamiento de datos y modelizacion predictiva se ha convertido en el

principal lenguaje de programacion utilizado para proyectos de Data Science, junto con R.

Utilizando el médulo yfinance podemos obtener datos financieros de Yahoo Finance utilizando
Python. De esta manera, podemos recuperar informacion financiera de la empresa (por ejemplo,
indices financieros), asi como datos histéricos del mercado.

La biblioteca Prophet es un mddulo de codigo abierto disefiado para hacer pronésticos para
conjuntos de datos de series temporales. Es facil de usar y estd disefiado para encontrar
automaéticamente un buen conjunto de hiperparametros para el modelo en un esfuerzo por hacer

pronosticos habiles para datos con tendencias y estructura estacional.

En este trabajo utilizamos estas bibliotecas con Python para la obtencion de gréaficas de prediccion
de valores de las criptomonedas. Asi, utilizando estos graficos a corto plazo tenemos una
herramienta para facilitaria la inversion de criptomonedas. En particular, establecemos los

siguientes objetivos en este trabajo.
La memoria esta estructurada como se indica a continuacion.

En el Capitulo 2, introducimos brevemente las criptomonedas, haciendo referencia a la tecnologia
blockchain, explicando cémo la tecnologia blockchain respalda a aquellas que se gestionan de
manera distribuida. Ademas, revisamos algunos trabajos recientes sobre la prediccion del
comportamiento de la cotizacion de las criptomonedas. En el Capitulo 3, se introducen las
herramientas que utilizaremos basadas en Python que vamos a utilizar: los médulos Prophet de
Meta y yFinance de Yahoo. En el Capitulo 4 presentamos los resultados de los analisis del
comportamiento de algunas criptomonedas y su aplicacion a otras sefiales bursétiles. En el
Capitulo 5, se analiza el uso del exponente de Hurst a la hora de interpretar los resultados. Por

ultimo, en el Capitulo 6, se establecen las conclusiones.
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2. Criptomonedas
Una criptomoneda se define como cualquier forma de moneda que solo existe digitalmente, que
por lo general no tiene una autoridad emisora o reguladora central, sino que utiliza un sistema

descentralizado para registrar transacciones y gestionar la emision de nuevas unidades, se basa en

la criptografia para evitar la falsificacion y las transacciones fraudulentas (Catalini, Gans; 2018)

Las criptomonedas han ganado recientemente mucho interés por parte de inversores, bancos
centrales y gobiernos de todo el mundo. La falta de cualquier forma de regulacion politica y su
mercado lejos de ser “eficiente”, requieren nuevas formas de regulacion en un futuro cercano.
Desde un punto de vista econométrico, se ha encontrado que el proceso subyacente a la evolucién
de la volatilidad de las criptomonedas exhibe al mismo tiempo diferencias y similitudes con otras
series temporales financieras, como las cotizaciones bursatiles o de intercambio de divisas

(Catania, Grassi, Ravazzolo; 2018).

Los registros individuales de propiedad de criptomonedas se almacenan en un libro digital, que
es una base de datos que utiliza criptografia fuerte para proteger los registros de transacciones,
controlar la creacion de monedas adicionales y verificar la transferencia de la propiedad de las
monedas. A pesar de su nombre, las criptomonedas no se consideran necesariamente monedas en
el sentido tradicional y, aunque se les ha aplicado diversos tratamientos categéricos, incluida la
clasificacién como productos basicos, valores y/o monedas, las criptomonedas son generalmente

vistas en la practica como una clase de activo distinto (Chuen et al; 2017).

Algunos esquemas criptograficos usan validadores para mantener la criptomoneda. En un modelo
de prueba de participacion, los propietarios ponen sus tokens como garantia. A cambio, obtienen

autoridad sobre el token en proporcion a la cantidad que apuestan. (Barreiro-Gomez, Tembine;

2017). En general, estos jugadores de token obtienen propiedad adicional en el token con el
tiempo a través de tarifas de red, tokens recién acufiados u otros mecanismos de recompensa
similares. Las criptomonedas no existen en forma fisica (como el papel moneda) y no las emite
ninguna autoridad central. Las criptomonedas suelen utilizar un control descentralizado en lugar
de una moneda digital de un banco central. Cuando una criptomoneda se acufia la emite un solo
emisor, y en ese caso se considera centralizada. En cambio, cuando se implementa con control
descentralizado, cada criptomoneda funciona a través de tecnologia de registro distribuido,
generalmente mediante una cadena de bloques, blockchain, que sirve como una base de datos de

transacciones financieras publicas (Tapsscott, Tapsscott; 2017).

Una cadena de bloques es una lista creciente de registros, llamados bloques, que se vinculan
mediante criptografia. Cada bloque contiene un hash criptografico del bloque anterior, una marca
de tiempo y datos de transaccion (generalmente representados como un “hash tree””). La marca de

tiempo prueba que los datos de la transaccion existian cuando se publicé el bloque para ingresar
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a su hash. Como cada bloque contiene informacion sobre el bloque anterior, forman una cadena,

y cada bloque adicional refuerza a los anteriores. Por lo tanto, las cadenas de bloques son
resistentes a la modificacidn de sus datos porque, una vez registrados, los datos de un bloque
determinado no pueden modificarse retroactivamente sin alterar todos los bloques posteriores

(Mukhopadhyay et al 2017),

Bitcoin, lanzado por primera vez como software de codigo abierto en 2009, es la primera
criptomoneda descentralizada (Nakamoto; 2018). Desde el lanzamiento de bitcoin, se han creado

muchas otras criptomonedas. En 2014 los cajeros automaticos de bitcoin comenzaron a surgir en
todo el mundo, lo que permite a las personas cambiar efectivo por la criptomoneda, un pago digital

seguro fuera de las instituciones financieras convencionales.
Segun Jan Lansky (2018), una criptomoneda es un sistema que cumple seis condiciones:

e El sistema no requiere una autoridad central, su estado se mantiene a través del consenso
distribuido.

e EIl sistema mantiene una descripcion general de las unidades de criptomonedas y su
propiedad.

e Elsistema define si se pueden crear nuevas unidades de criptomonedas. Si esto es posible,
el sistema define las circunstancias de su origen y cdmo determinar la propiedad de estas
nuevas unidades.

e La propiedad de las unidades de criptomonedas se puede probar exclusivamente
criptogréaficamente.

e El sistema permite realizar transacciones en las que se cambia la propiedad de las
unidades criptograficas. Una declaracion de transaccién solo puede ser emitida por una
entidad que demuestre la propiedad actual de estas unidades.

e Si se introducen simultdneamente dos instrucciones distintas de cambio de titularidad de

las mismas unidades criptogréaficas, el sistema realiza como maximo una de ellas.

2.1 Métodos utilizados para prediccion de senales financieras

En la investigacion financiera, los modelos de aprendizaje automatico (machine learning) y de
aprendizaje profundo (deep learning) se han convertido en herramientas importantes para el
analisis de datos y la prediccion de precios de criptomonedas. Los modelos tradicionales como
los modelos de promedio mavil integrado autorregresivo (ARIMA) son utilizados por muchos
analistas financieros y siguen siendo una opcion popular para predecir precios a corto plazo. Sin
embargo, los modelos de deep learning, como las redes neuronales recurrentes (RNN) y en

particular las Long Short Term Memory (LSTM) (Hocreicter, Schmidhuber; 1997) y la Gate

Recurrent Units (GRU) (Cho et al, 2014) han demostrado ser mas efectivas para predecir y

analizar los factores que afectan los precios de las criptomonedas a largo plazo.
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Una de las principales ventajas de los modelos de deep learning es que son capaces de analizar
grandes cantidades de datos de diferentes fuentes. Esto es especialmente util en el analisis de
criptomonedas, donde el volumen de datos es enorme y la informacidn se encuentra en diferentes
plataformas. Ademas, las redes neuronales son capaces de integrar diferentes fuentes de

informacidn y procesarlas para hacer predicciones sobre los precios futuros.

Estos modelos son mucho mas adecuados que los modelos deterministas, dado que estos Gltimos
asumen que los precios futuros dependen Unicamente de los precios pasados y de las variables de
entrada. Si bien es cierto que estos modelos se comportan bien a largo plazo, no suelen ser
aplicables para la prediccion de precios en tiempo real debido a la naturaleza estocéstica de los
mercados financieros. Las redes neuronales pueden solventar esta limitacion mediante la

introduccidn de pesos de manera estocastica o en los resultados de las funciones de transferencia

Ademas, mediante el procesamiento de lenguaje natural se pueden desarrollar técnicas
automaticas para analizar el sentimiento en la informacién de las redes sociales y utilizarla para

la inversion en mercados bursatiles (Zhang, Skiena; 2010). Ademas, la creciente base de usuarios

de las redes sociales y el alto volumen de publicaciones también brindan informacién valiosa
sobre el sentimiento para predecir la fluctuacion del precio de criptomonedas por lo que algunos

estudios utilizan redes neuronales de memoria a corto plazo (LSTM) (Huang et al; 2021).

2.2 Estado del arte sobre el problema de prediccion de criptomonedas

A continuacion, revisamos algunos trabajos destacados sobre la prediccion de cotizaciones de

criptomonedas. En (Rebane et al, 2018), se compara el rendimiento del modelo de ARIMA con

el de una red neuronal multicapa profunda recurrente construida a partir de Seq2Seq que utiliza
una seleccion variada de tipos de entradas para predecir las cotizaciones de Bitcoin. El estudio
encuentra que ambos modelos son efectivos para predecir los precios de las criptomonedas a
medio y largo plazo, pero que las redes neuronales construidas superan ampliamente a los
modelos ARIMA en términos de precision. Como cabe esperar, al aumentar el nimero de capas
ocultas y de neuronas generalmente mejora el rendimiento de los modelos. Ademas, el estudio
encuentra que el rendimiento de ambos modelos se puede mejorar al incluir mas datos histéricos
y al usar otras variables, como el volumen de trading. Sin embargo, los investigadores sefialan
que la precisién de prediccion de ambos modelos esta limitada por la volatilidad inherente y la
imprevisibilidad de los mercados de criptomonedas y que en los periodos de mayor volatilidad,

la precision de las predicciones bajan.

Catania et al (2018a) probaron diferentes modelos estadisticos multivariantes autorregresivos
vectoriales, a diferentes escalas temporales. Utilizaron modelos de regresion lineal sencillos, asi
como combinaciones de otros modelos. AR1 (Con un retardo), KS (Kolmogorov-Smirnov),

DMA (desviacion media absoluta) y DMS (diferencia minima significativa). Los resultados de
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este trabajo muestran grandes mejoras estadisticas significativas en el pronéstico puntual de
Bitcoin y Ethereum cuando se utilizan combinaciones de modelos univariados y prondésticos de
densidad para todas las criptomonedas cuando se basan en la seleccion de modelos

multivariantes variables en el tiempo.

Siguiendo en la linea de modelos estadisticos, Catania et al (2018b) estudiaron la volatilidad
condicional de las cuatro criptomonedas méas negociadas en el momento: Bitcoin, Ethereum,
Litecoin y Ripple. Se investiga el efecto de tener en cuenta la memoria larga en el proceso de
volatilidad, asi como su reaccion asimétrica a valores pasados de la serie para predecir niveles de
volatilidad. El conjunto de modelos que se consideran incluye el modelo GARCH de Bollerslev
(1986) (M), el modelo Score Driven model with conditional Generalized Hyperbolic Skew
Student’s t (GHSKT) (M2) junto con tres extensiones con: i) apalancamiento (Ms), ii) asimetria
variable en el tiempo (M.), v iii) integracién fraccional en el proceso de volatilidad (Ms). Los
resultados indican que M, es generalmente superado por el modelo més refinado Score Driven-
GHSKT, M. Las ganancias aumentan cuando el horizonte de prondéstico crece. Encontramos que,
para Bitcoin, M, reporta mejores resultados que sus extensiones Ms, M4 y Ms Los hallazgos
indicaron que los modelos de volatilidad mas sofisticados que incluyen apalancamiento y sesgo
variable en el tiempo pueden mejorar las predicciones de volatilidad en diferentes horizontes de
prondstico del 1% al 6% en comparacién con alternativas mas estandar. Las aplicaciones en
optimizaciones de cartera, coberturay fijacion de precios de valores derivados, donde el modelado

de volatilidad es de importancia primordial, pueden beneficiarse de estos hallazgos.

Derbentsev et al (2019) adaptaron los modelos estandar de arboles de regresion (Binary Auto
Regressive Tree) y combindndolos con algoritmos de clasificacion y modelos autorregresivos
ARIMA para la prediccion de cotizaciones a corto plazo de la cotizacién de las criptomonedas
Bitcoin, Ethereum y Ripple. Para construir este modelo se utilizan 2 ramas, es decir, cada nodo
tiene dos nodos hijos. El arbol final se elige a partir de estos nodos evaluando la informacion no
solo de los nodos predictores que dividen la serie temporal en subconjuntos, sino también de
aquellos gue separan un determinado grupo de subconjuntos del conjunto, es decir, separan unl
subéarbol del resto del arbol. La construccion de un arbol de regresion parte de un Gnico valor
(nodo raiz), que se define como la mediana de toda la serie temporal. El proceso de division se
repite y se van variando las divisiones. Si en cada paso la division seleccionada mejora el modelo
y es vélida con una ganancia de informacién en términos de entropia, entonces se realiza esta
division y se repite el procedimiento. Estos autores mostraron que este enfoque es méas preciso
que los modelos ARIMA-ARFIMA en el pronostico de series temporales de criptomonedas tanto
en los periodos de aumento lento como en los periodos de transicion entre diferentes dinamicas.
Las criptomonedas se negocian como acciones, brindan una alternativa factible al oro y se

aprecian durante tiempos inciertos por lo que se puede suponer que sus precios estan determinados
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en parte por los indices bursatiles mundiales. Mallaldi y Deeriyah (2021) prueban esta hip6tesis
realizando un analisis de series temporales de rendimientos y volatilidades de Bitcoin y Ripple
utilizando modelos autorregresivos. Mostraton que la caida de Bitcoin de 2018 podria haberse
explicado utilizando estos métodos de series temporales y que los rendimientos de los mercados
bursatiles mundiales y del oro no tienen un efecto causal en los rendimientos de Bitcoin, pero

encontramos si en el caso de los rendimientos de Ripple.

Dada la volatilidad de estas sefiales, en (Jay et al; 2020) se propone un enfoque diferente para

predecir el precio de las criptomonedas utilizando redes neuronales estocéasticas, argumentando
que la volatilidad de los precios de las criptomonedas se puede capturar con mayor precision
modelando los procesos estocasticos subyacentes en lugar de los modelos deterministas que se
usan comunmente en los modelos financieros tradicionales. EI modelo de red neuronal estocéstica
(SNN) propuesto utiliza una combinacién de redes neuronales recurrentes (RNN) y procesos
estocasticos para capturar los componentes deterministas y estocasticos de la dinamica de precios
de las criptomonedas. Se utilizan datos historicos de precios y volumen de trading de Bitcoin,
Ethereum y Litecoin para entrenar y validar su modelo SNN. Se consideraron arquitecturas de
perceptron multicapa y de LSTM. El modelo propuesto estd basado en caminos aleatorios
(random walks) induce aleatoriedad por capas en las activaciones de caracteristicas observadas
de las redes neuronales para simular la volatilidad del mercado y también se incluye una técnica
para aprender el patron de reaccién del mercado. Los resultados de los experimentos muestran
gue el modelo SNN supera a varios otros modelos de Ultima generacion en términos de precision

y rentabilidad de la negociacion.

En (Charandabi, Kamyar; 2021), los autores proporcionan una descripcién general del uso de

redes neuronales para la prediccién de precios de criptomonedas y de los estudios recientes que
han hecho uso de las mismas para predecir sus cotizaciones, revisando diferentes configuraciones,
datos de entrada y algoritmos. También se analizan los desafios asociados con la prediccion de
los precios de las criptomonedas, como la falta de datos y el hecho de que el mercado estad muy
influenciado por factores externos, como noticias, regulaciones gubernamentales, guerras, etc. Se
analizaron las ventajas y desventajas de cada uno de los métodos presentados en términos de
tiempo transcurrido, precision de la prediccion, error medio en porcentaje (MAPE) y R?, véase

también los métodos analizados (Jaquart et al; 2021) presentando resultados en la misma linea.

En general, se concluye que las ANN son una herramienta prometedora para predecir los precios
de las criptomonedas, pero que se necesita mas investigacion para mejorar su precision y
confiabilidad, asi como profundizar en ver qué otras fuentes de datos se pueden incorporar para

mejorar estas predicciones.

10
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Patel et al (2021) han utilizado métodos basados en deep learning para predecir los valores de
precios de las criptomonedas Litecoin y Monero, con el fin de ayudar a las instituciones
financieras a tomar mejores decisiones relacionadas con las inversiones en criptomonedas, dado
que la alta volatilidad de los precios de criptomonedas provoca que los métodos tradicionales de
analisis financieros no siempre son efectivos para predecir estos precios. En este trabajo proponen
un pipeline de tres etapas: preprocesamiento de datos, extraccion de caracteristicas y prediccion
de precios. En la etapa de procesamiento previo de datos, recopilan los datos de cotizacién de las
criptomonedas en bruto y posteriormente los procesan para eliminar el ruido y los valores atipicos.
A continuacion extraen algunas de los datos procesados mediante diversas técnicas, como
transformadas wavelets y analisis de componentes principales (PCA). Por ultimo, en la etapa de
prediccion de precios, combinan redes neuronales convolucionales (CNN) con unidades LSTM
para predecir los precios futuros de las criptomonedas en funcién de las caracteristicas extraidas.
Los resultados muestran que el esquema propuesto predice los precios de estos valores con alta
precision, lo que revela que el esquema puede ser aplicable en varias predicciones de precios de
criptomonedas, permitiendo tomar decisiones de inversion informadas y aumentar potencialmente

las ganancias.

Como hemos comentado anteriormente, Huang et al (2021) combinaron datos de cotizacién de
las criptomonedas y de redes sociales, con el fin de mejorar las predicciones. Utilizaron
informacién de la red social Sina-Weibo y aplicaron algoritmos de analisis de sentimiento para
identificar y extraer informacién subjetiva de las publicaciones. La arquitectura combina redes
convolucionales con unidades LSTM. Una arquitectura mixta ha resultado muy eficiente en otros

contextos, prediciendo la evolucion de fendmenos de difusién anémala (Garibo-i-Orts et al; 2021)

0 de casos de COVID-19 (Lozano et al, 2021). Una vez preprocesados, los datos de las redes

sociales relacionados con criptomonedas fueron convertidos en embeddings para alimentar las
LSTMs. Compararon el rendimiento de su modelo LSTM con otros modelos tradicionales de
aprendizaje automatico, como maquinas de vector soporte (SVM) (Tang,; 2013) o Random

Forests (Breinman; 2001) y descubrieron que el nuevo modelo superé a ambos modelos en

términos de precision y puntuacion. Ademas, se desarrollaron las herramientas para capturar
publicaciones de Sina Weibo y para describir la creacion del diccionario de sentimientos
criptoespecificos. Los experimentos realizados demostraron que el enfoque propuesto supera al
modelo basado en autorregresion de Gltima generacion en un 18,5 % en precision y un 15,4 % en
recuperacion, mostrando la conveniencia de afiadir fuentes de informacion adicionales a los datos

de cotizacion de las criptomonedas.

11
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3. Métodos de Python

3.1 Python

Python es un lenguaje de programacion multiparadigma, potente y fécil de aprender. Tiene
estructuras de datos de alto nivel eficientes y un enfoque simple pero efectivo para la
programacion orientada a objetos. La sintaxis es elegante y la tipificacion dindmica de Python,
junto con su naturaleza interpretada, lo convierten en un lenguaje ideal para secuencias de

comandos y desarrollo rapido de aplicaciones en muchas areas en la mayoria de las plataformas.

En lugar de incorporar toda su funcionalidad en su nucleo, Python fue disefiado para ser altamente
extensible a través de moédulos. Esta modularidad compacta lo ha hecho particularmente popular
como medio para agregar interfaces programables a las aplicaciones existentes. La vision de Van
Rossum (1991) de un lenguaje central pequefio con una gran biblioteca estandar y un intérprete
facilmente extensible surgié de sus frustraciones con el lenguaje de programacion ABC, que

defendia el enfoque opuesto.

El intérprete de Python y la extensa biblioteca estandar estan disponibles gratuitamente en forma
de codigo fuente o binario para todas las plataformas principales desde el sitio web de (Python) y
pueden distribuirse gratuitamente. EI mismo sitio también contiene distribuciones y punteros a
muchos modulos, programas y herramientas gratuitos de Python de terceros, ademas de
documentacion adicional. El intérprete de Python se amplia facilmente con nuevas funciones y
tipos de datos implementados en C o C++ (u otros lenguajes a los que se puede llamar desde C).

Python también es adecuado como lenguaje de extensién para aplicaciones personalizables.

La programacion orientada a objetos y la programacién estructurada son totalmente compatibles,
y muchas de sus caracteristicas admiten la programacion funcional y la programacion orientada
a eventos (incluso mediante metaprogramacion y metaobjetos (“magic methods”)). Muchos otros
paradigmas son compatibles a través de extensiones, incluido el disefio por contrato (considerar
los elementos de disefio como participantes de una relacion similar al contrato de negocios) y la

programacion logica.

Python usa escritura dindmica y una combinacion de conteo de referencias y un garbage collector
de deteccion de ciclos para la administracion de memoria. Ademaés, utiliza resolucion dindmica
de nombres, late binding, que vincula métodos y nombres de variables durante la ejecucion del
programa. Su disefio ofrece cierto soporte para la programacion funcional como en el lenguaje de
programacion Lisp. Tiene funciones filter, map y reduce; listas de comprensiones, diccionarios,
conjuntos y generadores de expresiones. La biblioteca estandar tiene dos mddulos itertools y

functools que implementan herramientas funcionales prestadas de Haskell y Standard ML.
Su filosofia central se resume en el documento (Peters, 2004) que incluye aforismos como:
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e Bonito es mejor que feo.
e Explicito es mejor que implicito.
e Simple es mejor que Complejo.
e Complejo es mejor que complicado.

e La legibilidad cuenta.

Python se esfuerza por lograr una sintaxis y una gramatica mas simples y menos desordenadas, al
mismo tiempo que brinda a los desarrolladores una opcion en su metodologia de codificacion. En
contraste con el lema de Perl "hay mas de una forma de hacerlo”, Python adopta la filosofia de
"deberia haber una, y preferiblemente solo una, forma obvia de hacerlo”. Martelli (2007),
miembro de la Python Software Foundation y autor del libro Python, escribi6: "Describir algo

como 'inteligente’ no se considera un cumplido en la cultura Python".

Los desarrolladores de Python se esfuerzan por evitar la optimizacién prematura y rechazan
parches en partes no criticas de la implementacion de referencia de CPython que ofreceria
aumentos marginales en la velocidad a costa de la claridad. Cuando la velocidad es importante,
un programador de Python puede mover funciones de tiempo critico a modulos de extensién
escritos en lenguajes como C usando PyPy (intérprete y compilador JIT para el lenguaje Python,
que se enfoca en la velocidad y eficiencia, y es 100% compatible con el intérprete original
CPython). CPython traduce una secuencia de comandos de Python a C y realiza llamadas API de
nivel C directas al intérprete de Python.

Los desarrolladores de Python buscan que sea divertido de usar. Esto se refleja en su nombre, un
tributo al grupo de comedia britdnico Monty Python, y en ocasiones en enfoques ludicos de
tutoriales y materiales de referencia, como ejemplos que se refieren a SPAM y huevos (una
referencia a un sketch de Monty Python) en su lugar del estandar foobar (variables metasintacticas

utilizadas en informaética para nombrar variables, funciones y comandos).

Un neologismo comun en la comunidad de Python es pythonic, que tiene una amplia gama de
significados relacionados con el estilo del programa. El codigo "Pythonic" puede usar bien los
modismos de Python, ser natural o mostrar fluidez en el lenguaje, o ajustarse a la filosofia
minimalista de Python y al énfasis en la legibilidad. El codigo que es dificil de entender o se lee
como una transcripcion aproximada de otro lenguaje de programacion se denomina ‘“no

pythonic”.

3.2 Google Colaboratory

Este proyecto se ha desarrollado en el entorno de trabajo Colab, también conocido como
Colaboratory que permite programar y ejecutar Python en el navegador. Algunas de las ventajas

obtenidas con la utilizacion de este IDE son que no requiere configuracion, da acceso gratuito a
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GPUs y permite compartir contenido facilmente. Los cuadernos de Colab permiten combinar
codigo ejecutable y texto enriquecido en un mismo documento. El cuaderno utilizado en este
proyecto creado en Colab se almacena en la cuenta de Google Drive. Los cuadernos de Colab son
facilmente compartibles entre comparieros de trabajo o amigos, lo permite comentarlos o incluso
editarlos.. Los cuadernos de Colab son cuadernos de Jupyter alojados en Colab. Para obtener mas
informacidn sobre el proyecto Jupyter (2023). Con Colab, se puede aprovechar toda la potencia
de las bibliotecas mas populares de Python para analizar y visualizar datos, como las libreria
Pandas de andlisis de datos (2023), la libreria de célculo cientifico NumPy (2023) y o la de
visualizacion MatPlotLib_(2023) que se han utilizado en este proyecto. Se pueden importar
proyectos propios a los cuadernos de Colab desde la cuenta de Google Drive, incluidas las hojas

de célculo, y también desde GitHub.

Con Colab, se pueden importar un conjunto de datos de iméagenes, entrenar un clasificador de
imagenes con dicho conjunto de datos y evaluar el modelo con tan solo usar unas pocas lineas de
codigo como se demuestra en el data frame importado desde Yahoo de los datos histéricos de las

criptomonedas (2023a) y (2023b). Los cuadernos de Colab ejecutan codigo en los servidores en

la nube de Google, lo que te permite aprovechar la potencia del hardware de Google, incluidas
las GPU y TPU, independientemente de la potencia de tu equipo. Los principales proveedores de
computacion en la nube han adoptado Google's Colaboratory o herramientas derivadas como una
interfaz frontal para los usuarios de la nube. Los ejemplos incluyen los cuadernos de Amazon

SageMaker, Jupyter Notebook y el cuaderno de Azure de Microsoft.

3.3. Mddulo yfinance Yahoo

Yfinance (2023b) es una herramienta de codigo abierto que utiliza las API disponibles
publicamente de Yahoo y tiene fines educativos y de investigacion.

yahoo! [ Q| A =

FinanceHome ~ Watchlists  MyPortfolio  Cryptocurrencies  Screeners  Markets  News  PersonalFinance  Videos  YahooU

Bocuso  Blen 4081075 47132 117 18228 iy
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@ usoruso 10004  +00002  +0.0171% 801558 Wt
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@ usocuso oo 0999900 -0.000100  -0.011100" [P
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Waoavso S 0849400 +0.037100 +4.566500% 286248 N
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Figura 1. Captura del médulo Yfinance.
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No esta afiliada, respaldada ni examinada por Yahoo, Inc. Ofrece una forma sencilla con
subprocesos para descargar datos de mercado de finanzas de Yahoo! utilizando Python. Tiene una
API es de codigo abierto (2023a) y de uso gratuito, es facil de usar, devuelve datos como para ser

convertidos en data frames con una granularidad de datos en minutos.

3.4. Modulo Prophet Facebook

Prophet es un software de codigo abierto lanzado por el equipo Core Data Science de Meta (antes
Facebook). Prophet (2023) es una biblioteca Python'/R para pronosticar datos de series
temporales basado en un modelo aditivo en el que las tendencias no lineales se ajustan a la
estacionalidad anual, semanal y diaria, ademas de los efectos de los dias festivos. Funciona mejor
con series temporales que tienen fuertes efectos estacionales y varias temporadas de datos
historicos. Prophet es resistente a la falta de datos y los cambios en la tendencia y por lo general
maneja bien los valores atipicos. Prophet se usa en muchas aplicaciones en Meta para producir
prondsticos fiables para la planificacion y el establecimiento de objetivos. Esta basado en Stan
(2023) que es una plataforma de Gltima generacion para el modelado y el calculo estadisticos de
alto rendimiento. Prophet permite obtener prondsticos razonable sobre datos desordenados sin
esfuerzo manual de preprocesado. Ademas, es resistente a valores atipicos, falta de datos y
cambios dréasticos en su serie temporal. El procedimiento Prophet incluye muchas posibilidades
para que los usuarios modifiquen y ajusten las predicciones. Se pueden usar parametros
interpretables por personas para mejorar su pronostico agregando su conocimiento del dominio,
compartiendo en este caso codigo con Stan. Para crear un gran nimero de prondsticos se requerira
de medios eficientes y automatizados para evaluar y comparar entre ellos, asi como detectar

cuando es probable que tengan un desempefio deficiente.

Modeling
R.-
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. (- G0
Visually .(\‘&-"'ob
st c}'\-".&& Forecast
P q}i_.-'\o Evaluation
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Problems

thttps://github.com/facebook/prophet/tree/main/python y https://github.com/facebook/prophet
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Figura 2: Vista esquemaética del enfoque del analista para la prevision a escala.

El proceso comienza modelando la serie temporal utilizando una especificacion flexible que tiene
una interpretaciéon humana directa para cada uno de los parametros. Luego se producen
prondsticos para este modelo y un conjunto de lineas de base razonables a través de una variedad
de simulaciones historicas que pronostiquen las fechas y evallen el desempefio del prondstico.
Cuando hay un bajo rendimiento u otros aspectos de los pronosticos se justifica la intervencion
humana y estos problemas potenciales son sefialados para un analista humano en un orden de
prioridad. El analista puede entonces inspeccionar el prondstico y potencialmente ajustar el
modelo basado en esta retroalimentacion manualmente. Este es un modelo de pronéstico de series
de tiempo disefiado para manejar las caracteristicas comunes de series de tiempo de negocios. Es
importante destacar que también esta disefiado para tener pardmetros ajustables sin conocer los
detalles del modelo subyacente. Esto es necesario para que el analista ajuste efectivamente el
modelo como se describe en la Figura 2.

Para la implementacion de Prophet se utiliza un modelo de serie temporal modular (Harvey,
Peters; 1990) con tres componentes del modelo: tendencia, estacionalidad y dias festivos. Se

combinan en la siguiente ecuacion:

y(O=g®+s(O)+h(t)+ &

donde g(t) es la funcion de tendencia que modela cambios no periddicos en el valor de la serie
temporal, s(t) representa cambios periddicos (por ejemplo, estacionalidad semanal y anual) y h(t)
representa los efectos de los dias festivos que ocurren en horarios potencialmente irregulares
durante uno o mas dias. El término de error € representa cualquier cambio que no sea acomodado

por el modelo asumiendo que es normalmente distribuido (término de ruido). Este planteamiento

es similar a un modelo aditivo generalizado (GAM) (Hastie, Tibshirani; 1987). Estos modelos de
regresion incorporan varios términos de regresion asi como términos no lineales. Permiten
ademas modelar la estacionalidad mediante un componente aditivo como con el suavizado
exponencial (Gardner; 1985). La estacionalidad multiplicativa, donde el efecto estacional es un
factor que multiplica g(t), se puede lograr a través de una transformacion logaritmica. La
formulacion GAM tiene la ventaja de que permite acomodar nuevos componentes segln sea
necesario, por ejemplo, cuando se identifica una nueva fuente de estacionalidad. Los GAM

también se ajustan muy rapidamente, ya sea usando un algoritmo de backfitting (Byrd et al; 1995).

A la hora de predecir se puede considerar el problema como el de un ajuste de curvas de manera
automatica, mas all4 de considerar la estructura propia del proceso que conduce a la aplicacion
de la estructura temporal del fenémeno o a diferencia de los modelos como ARIMA, que buscan
explicar los valores a partir de valores pasados propios para pronosticar valores futuros. Las

formulaciones mediante ajustes de curvas proporcionan una serie de ventajas practicas:

16



PREDICCION DEL COMPORTAMIENTO DE CRIPTOMONEDAS A PARTIR DE METODOS DE INTELIGENCIA ARTIFICIAL
_________________________________________________________________________________________________________________________________________|

e Son modelos flexibles, puesto que podemos acomodar facilmente la estacionalidad a
multiples periodos y dejar que el analista haga diferentes suposiciones acerca de las
tendencias.

e A diferencia de los modelos ARIMA, las medidas no necesitan estar espaciadas
regularmente y tampoco se necesita interpolar los valores faltantes ni eliminar los valores
atipicos.

e El ajuste es muy rapido, lo que permite al analista explorar de forma interactiva muchas
especificaciones del modelo, como podria ser mediante aplicaciones basadas en Shiny
(Chang et al. 2015).

e EIl modelo de prondstico tiene parametros facilmente interpretables que pueden ser

cambiados por el analista para imponer suposiciones sobre la prediccion. Ademas, los
analistas suelen tener experiencia con la regresion y pueden ampliar facilmente el modelo

para incluir nuevas componentes.

La prediccion automatica tiene una larga historia, con muchos métodos adaptados a tipos

especificos de series temporales (Tashman, Leach; 1991) y (De Gooijer, Hyndman; 2006).

Prophet fue impulsado tanto por la naturaleza de las series temporales que se predicen en
Facebook (tendencias por partes, estacionalidad multiple, festivos a discrecion del empleado),

como por los desafios que implica la prevision en escala.

En resumen, Prophet utiliza un modelo de regresion modular que a menudo funciona bien con
parametros por defecto y que permite a los analistas seleccionar los componentes que son
relevantes para su problema de prevision y hacer facilmente los ajustes necesarios. Ademas,
permite medir y rastrear la precision de la prediccion y prondésticos que deberian verificarse
manualmente para ayudar a los analistas a realizar mejoras incrementales. Este es un componente
critico que permite a los analistas identificar cuando es necesario realizar ajustes en el modelo o
cuando deberia de ser necesario un modelo completamente diferente. Modelos simples y
ajustables combinados con la monitorizacion de rendimiento a diferentes escalas permiten que

una gran cantidad de analistas pronosticar un gran nimero y una variedad de series de tiempo.

La implementacion basica del modelo se puede consultar en el Anexo 1 . Para ello, es necesario
instalar en primer lugar el mddulo yfinance para la obtencion de datos financieros de Yahoo. A
continuacion, necesitaremos importar las librerias necesarias para la ejecucion del cédigo, entre

ellas yfinance y Prophet y establecer las graficas a la hora de presentar los resultados.
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4. Analisis financiero

En este capitulo analizaremos algunos de los resultados obtenidos en la prediccion de

comportamiento de las criptomoedas.

4.1 Anadlisis financiero de las graficas obtenidas

En la Figura 3, representamos las predicciones a partir de febrero de 2023 de la criptomoneda
DOGE. Dogecoin codigo DOGE, simbolo B es una criptomoneda creada por los ingenieros de
software Billy Markus y Jackson Palmer, quienes decidieron crear un sistema de pago como una
"broma", burlandose de la salvaje especulacion en criptomonedas en ese momento. Los valores
reales se muestran con puntos negros, las tendencias de prediccién se muestran en color azul y
los intervalos de confianza en azul claro. Los resultados coinciden con la tendencia real mostrada,
siendo la cotizacion de esta Gltima de 0.063 dolares el dia 1 de julio de 2023, no habiendo

recomendado su compra, al haber examinado la tendencia de bajada.

Prediccion de los valores en ddlares de la Criptomoneda DOGE
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Figura 3: Gréfica de prediccion de valor de la criptomoneda DOGE.
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Figura 4: Gréfica de prediccion de valor de la criptomoneda ETH.
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En la Figura 4, mostramos las predicciones de la criptomoneda Ether, nativa de la plataforma
Ethereum, una cadena de bloques descentralizada de cédigo abierto con funcionalidad de contrato
inteligente. Entre las criptomonedas, Ether ocupa el segundo lugar después de Bitcoin en
capitalizacion de mercado. Las predicciones auguraban la desaparicion de Ether dadas las fuertes
bajadas de la criptomoneda a finales de 2022. No se recomendaba su inversion, a pesar de que su

cotizacidn se recupero y estd emn 1763 dolares el 1 de julio de 2023.

Prediccion de los valores en dolares de la Criptomoneda ANKR
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Figura 5: Gréfica de prediccion de valor de la criptomoneda ANKR.

Ankr (ANKR) es una criptomoneda basada en Ethereum lanzada por Ankr, una empresa
proveedora de infraestructura web3 en 2019. Su objetivo es permitir que los proveedores de
recursos y los usuarios finales se conecten facilmente a las tecnologias blockchain y las
aplicaciones DeFi. En la Figura 5, observamos la volatilidad de precios de esta moneda, aunque
la tendencia es a la baja, puede ser utilizada en inversiones a corto plazo, comprando cuando el
valor se encuentre en el pico de bajada y vendiendo antes de que el pico de subida indique
descenso. No obstante, se muestra un comportamiento relativamente estable. Su cotizacién fue de

0.023dolares el 1 de julio de 2023, siendo proxima a las predicciones realizadas.

Prediccion de los valores en ddlares de la Criptomoneda OGN
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Figura 6: Gréfica de prediccion de valor de la criptomoneda OGN.
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Origin Protocol (OGN) es un token de Ethereum que impulsa la plataforma Origin, cuyo objetivo
es impulsar los mercados descentralizados y de igual a igual. OGN se puede usar para replantear,
gobernar y publicitar en la plataforma Origin. En la_Figura 6, analizamos las predicciones de las
cotizaciones de esta criptomoneda detectamos picos de subida con tendencia a la baja, podria
emplearse en una compra a corto plazo con inmediata venta en el pico de subida, pasado este
periodo los picos de subida no obtienen mucho beneficio en venta a corto plazo ni a largo plazo.

La cotizacion fue de 0.0734 dolares el 1 de julio de 2023, continuando la bajada mostrada desde

inicio de afio.

4.2 Analisis de cambios debido a variables externas

Pasamos a analizar los cambios en las predicciones, viendo las predicciones .

DOGE Prediccion de los valores en dolares de la Criptomoneda DOGE

'
H
:

s 219 ] o zz o 18 219 2020

Figuras 7: Comparacion de los cambios en la prediccion de valor de la criptomoneda DOGE, a
partir de datos hasta febreo de 2022 (izquierda) y febrero de 2023 (derecha).

En la Figura 7, se observa que DOGE no ha sufrido cambios muy acentuados en su prediccion ya

gue en este caso la grafica nos muestra que la tendencia de esta criptomoneda era a la baja.

ETH

Prediccion de los valores en ddlares de la Criptomoneda ETH

Figuras 8: Comparacion de los cambios en la prediccién de valor de la criptomoneda ETH, a partir
de datos hasta febreo de 2022 (izquierda) y febrero de 2023 (derecha).
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En la Figura 8, observamos que ETH ha sufrido un cambio especialmente notable en su
prediccidn, este grafico nos muestra una tendencia de subida en el tiempo, pudiendo haber sido

utilizada como inversién a largo plazo, pero la crisis de mayo de 2022 hizo que empezara a caer.

ANKR Prediccion de los valores en ddlares de la Criptomoneda ANKR
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Figura 9: Comparacion de los cambios en la prediccion de valor de la criptomoneda ANKR, a

partir de datos hasta febrero de 2022 (izquierda) y febrero de 2023 (derecha).

En la Figura 9, observamos que las tendencias de prediccion de ANKR de 2022 mostraban
tendencias de subida y bajada variables en el tiempo, no obstante a partir de la crisis de primavera
de 2022 las prediccion se volvieron bajistas aunque conduciendo a una cierta estabilidad.

OGN
Prediccion de los valores en dolares de la Criptomoneda OGN
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Figura 10: Comparacion de los cambios en la prediccion de valor de la criptomoneda OGN, a

partir de datos hasta febrero de 2022 (izquierda) y febrero de 2023 (derecha).

En la Figura 10, los gréaficos nos indican que la criptomoneda OGN mostraba una ligera tendencia
de bajada, con la prediccién actual mas acentuada en esta tendencia negativa, deberia de ser

utilizada en compra y venta a corto plazo al subir el valor de la misma.

4.3. Predicciones de cotizaciones de acciones en mercados bursatiles

Del mismo modo que utilizamos la prediccion de valor de criptomonedas en base a sus precios
historicos, se pueden predecir precios de compra para las acciones bursatiles del mercado de
valores. Con estas gréficas los inversores pueden decidir comprar al alza y vender a corto o largo

plazo segun las tendencias de prediccion. Mostramos algunos de estos ejemplos, junto con las
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predicciones obtenidas en las Figuras 11y 12. Se destaca la parte mas relevante del cddigo en el
Anexo 2.

Prediccion de los valores en euros de la empresa Greenyard
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Figura 11: Gréfica de prediccion de valor de acciones de la compafiia Greenyard.

Prediccion de los valores en euros de la empresa SAP
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Figura 12: Gréfica de prediccion de valor de acciones de la comparfiia SAP.

Antes de la pandemia, los criptoactivos como Bitcoin y Ether mostraban poca correlacion con los
principales indices bursatiles. Se pensaba gque ayudaban a diversificar el riesgo y actuaban como

cobertura frente a las oscilaciones de otras clases de activos.

Esto cambi6 después de las extraordinarias respuestas a la crisis del Banco Central Europeo y de
la Reserva federal de USA a principios de 2020. Los precios de las criptomonedas y las acciones
de Estados Unidos aumentaron por las faciles condiciones financieras globales y un mayor interés
por parte de los inversores. Con el paso del tiempo, los mercados financieros tradicionales y los
criptomercados muestran una creciente interconexion entre las dos clases de activos que permite
la transmision de “Economic Shocks”, caidas del mercado de valores o rapida devaluacion de una

moneda que pueden desestabilizar los mercados financieros, como el sucedido en mayo de 2022.
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La invasion rusa de Ucrania esta ejerciendo presion sobre las acciones mundiales, elevando los

precios del petréleo, avivando la inflacion y desbaratando los planes de la Reserva Federal de

USA para aumentar las tasas de interés. A medida que continGa la guerra, la volatilidad en los
mercados financieros mundiales, incluidas las criptomonedas, experimentan grandes cambios. En

el pasado los expertos financieros han defendido las criptomonedas como un activo no
correlacionado con los mercados financieros tradicionales, habiendo observado recientemente

gue no es asi, y que los efectos en unos se muestran en los otros.

4.4. Valoracion de estrategias de inversion
A la hora de valora diferentes estrategias de inversion, podemos combinar las predicciones

realizadas con estrategias como la de establecer patrones de una sola vela (Orquin-Serrano, 2020).

A la hora de validarlo, estableceremos la premisa que si la estrategia no tiene poder predictor,
entonces el promedio de las ganancias obtenidas sera 0 (Hip6tesis nula) y mayor que 0 en otro
caso. Por tanto, el estadistico a validar es el retorno medio de las inversiones. Asi como por el
Teorema Central del Limite se espera una distribucion normal de dichos promedios, la varianza
de esta distribucion depende, entre otras cosas, del nimero de distribuciones muestrales aleatorias
que contribuyen con a dichos promedios. No obstante, pueden emplearse otras métricas de la
estrategia, como el retorno absoluto de la estrategia o el cociente de retorno medio y desviacion
de retornos que ofrece una idea sobre el riesgo asumido para conseguir determinado nivel de
beneficios. En la Figura 13, mostramos las cotizaciones de Bitcoin. A partir de aqui establecemos
predicciones con Prophet.

BTC

202009 2021-01 202105 2021-09 202201 2022-05 2022-09 2023-01 202305 2023-09

Figura 13. Cotizaciones de bitcoin desde octubre de 2010 a junio de 2023. El valor de referencia

al inicio se referencia a 100 unidades.

En la Figura 14, mostramos el resultado de una estrategia de inversion a corto plazo (diario)
basada en operaciones realizadas tomando como referencia las predicciones obtenidas mediante

Prophet para el dia siguiente. Se puede observar como esta estrategia hubiera permitido mantener
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el valor de la inversion inicial hasta julio de 2023, a pesar de las bajadas sufridas en la cotizacion.

Ademas, se observa que los retornos por las predicciones siempre se mantienen por encima de las
cotizaciones reales.

BTC
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2020-11 202105 2021-11 202205 202211 202305 202311 202405

Figura 14: Cotizaciones de bitcoin desde octubre de 2010 a junio de 2023 (azul y negro), junto
con el resultado de una estrategia de inversion predicciones a diario calculadas con Prophet
(naranja) y los intervalos de confianza de las predicciones a partir de julio de 2023 (azul claro),

junto con la region de incertidumbre (azul claro).

Por ultimo, a partir de las predicciones diarias, se puede establecer una estrategia de inversién a
corto plazo (valor de cotizacion al final del dia siguiente). La validez de esta o de cualquier otra
estrategia puede ser estimada a partir del calculo de Kolmogorov-Smirnov, viendo si dicha
estrategia tiene un efecto positivo o no. En la Figura 15, el célculo de este estadistico muestra
que si que hay diferencias significativas. Se puede ver el cddigo en el ANEXO 3.

NS VAR

Figura 15. Célculo del estadistico de Kolmogorov Smirnov para las series temporales real (azul)

y de los beneficios esperados (naranja).
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5. Exponente de Hurst

Al analizar series financieras, se tiene de alguna manera presente el comportamiento histérico.

Es interesante considerar si la serie temporal sigue un proceso aleatorio tipo random walk, si se
dard un “mean-reverting” (término financiero para la suposicion de que el precio de un activo

tenderd a converger al precio promedio a lo largo del tiempo) o si habra una cierta tendencia (al
alza o a la baja). En el mundo de las finanzas, muchos “traders” elaboran estrategias basadas en

el momento vy la reversion de la media.

El exponente de Hurst (Hurst, 1951) es una medida de memoria a largo plazo (memoria
inactiva) de una serie temporal donde medimos la cantidad por la cual una serie dada se desvia
de un camino aleatorio. El valor escalar muestra la tendencia relativa de una serie temporal a
agruparse en una direccion particular (patron de tendencia tanto en forma positiva como
negativa) o retroceder fuertemente a la media (patrén de reversion a la media) y resulta de

utilidad en el analisis de sefiales financieras, como se puede ver en (Carbone et al, 2004).

Los distintos valores del exponente de Hurst oscilan siempre entre 0y 1.

e H<0.5-Reversion a la media. Un valor mas cercano a 0 significa que hay un patrén
fuerte del proceso de reversion a la media. En situaciones practicas, significa que un
valor alto sera seguido por un valor bajo y viceversa.

e H =0.5- Camino aleatorio. Esto significa que puede ir en cualquier direccion y no hay
una deduccién clara posible de los parametros dados.

e H > 0.5- Serie de tendencia. Un valor més cercano a 1 significa que el patrén de
tendencia es fuerte y la tendencia continuara. Generalmente, significa que un valor alto

sera seguido por un valor mas alto.

En la Figura 15, vemos algunos ejemplos de series temporales de los casos de reversion a la

media (mean reverting), camino aleatorio (random walk) y serie de tendencia (trending)

Ejemplos de series con diferentes exponentes de Hurst
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Figura 16: Ejemplos de series temporales generada con diferentes exponentes de Hurst
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En la Tabla 1, mostramos los exponentes de Hurst calculados para las series del ejemplo de la

Figura 16, con diferentes intervalos de tiempo. Aungue con diferencias, los resultados de los

exponentes coinciden con el exponente de Hurst calculado.

Lag 5 Lag 10 Lag 20 Lag 100
Ej. Mean reverting -0.0104 0.0014 0.0030 -0.0024
Ej. Random Walk 0.4979 0.4828 0.4546 0.4549
Ej. Trending 0.7255 0.7643 0.7803 0.8169

Tabla 1. Célculo de exponentes de Hurst para diferentes series temporales.

Como aplicacién, vamos a calcular el exponente de Hurst de la serie de cotizaciones de Bitcoin
desde Octubre de 2010, véase la Figura 17. Para ellos es necesario calcular la desviacion
estandar de las diferencias entre la serie y sus versiones rezagadas. Para establecer posible
rango, estimaremos el exponente de Hurst como una pendiente de la grafica logaritmica del

ndmero de retrasos de las variables versus las desviaciones estandar mencionadas.

100

92

e\ T L . L L R L LR | B\
P U S U D L L
Date

Figura 17: Gréfica de historial de valor de la criptomoneda Bitcoin.

Los resultados que obtenemos para los diferentes intervalos son 0.4368 (lag=5), 0.4585 (lag=10) y
0.51608 (lag=20). Se observa que a medida que aumenta el espaciado, el comportamiento se aproxima
a una camino aleatorio, aunque hay una cierta tendencia de reversion a la media. La reversion a la
media asume que propiedades como el rendimiento de las acciones y la volatilidad volveran a su
promedio a largo plazo con el tiempo. Matematicamente, tal serie temporal se denomina proceso

de Ornstein-Uhlenbeck. En tales estrategias, los inversores intentan ganar dinero asumiendo que
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después de algunos eventos extremos (ya sean positivos 0 negativos), el precio de las acciones
volverd al patrén a largo plazo.

BTC
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Figura 18: Gréfica de cambios de prediccion de valor de la criptomoneda BTC.

Observando los resultados de prediccidn de Prophet para Bitcoin de la Figura 18, se observan que
las predicciones se mantienen estables a la baja, por lo que aplicar considerar que el
comportamiento es mean reverting no es mala estrategia, asumiendo que puede haber en algin
momento cambios bruscos de precio en los valores de bitcoin.

27



PREDICCION DEL COMPORTAMIENTO DE CRIPTOMONEDAS A PARTIR DE METODOS DE INTELIGENCIA ARTIFICIAL

|
6. Conclusiones

En este Gltimo capitulo definiremos las conclusiones extraidas tras el desarrollo de cada uno de
los apartados de este proyecto, derivadas de las investigaciones y analisis realizados en los

mismos.

Hemos propuesto un modelo para la generacion de predicciones de valor de criptomonedas con
ayuda de las librerias yfinance de Yahoo y Prophet de Facebook. Para el desarrollo de este
programa se ha creado un DataFrame con los datos histéricos de las criptomonedas seleccionadas
extraidos del mercado de finanzas de Yahoo. La libreria Prophet se ha utilizado para pronosticar
las cotizaciones de las criptomonedas mediante un modelo aditivo en el que las tendencias no
lineales se ajustan a la estacionalidad. Con la implementacion de este programa se ha demostrado
la viabilidad del proyecto utilizando diferentes tecnologias para el disefio de esta app de negocios.

Esta herramienta puede ser utilizada tanto por profesionales de inversion en mercados financieros
COMO por usuarios con menos experiencia en activos bursatiles ya que las conclusiones graficas
gue se extraen son muy intuitivas. El analista financiero usuario de este programa podra
personalizar de manera intuitiva los parametros de suavizado para la estacionalidad y asi ajustar
las predicciones a los ciclos histéricos, realizando las predicciones durante varias épocas del afio
y comparando varios tipos de criptomonedas, puede llegarse a mejores conclusiones para la

inversion en las mismas.

Finalmente, la funcionalidad principal de este programa es la de predecir de manera fiable las
fluctuaciones de precios que afectan a las criptomonedas, teniendo siempre en cuenta mediante
analisis financiero que los factores externos, que afectan también a otro tipo de valores burséatiles
y activos, pueden afectar de manera cuantitativa a la desviacion del valor en comparacion a la

prediccién realizada.
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ANEXO 1: Implementacion en Prophet de la prediccion de la cotizacion de

criptomonedas
>>> from fbprophet import Profeta

>>> m = Profeta ()

>>> m . fit (df ) # df es un pandas.DataFrame con las columnas'y'y 'ds'
>>> future = m. make_future_dataframe ( periodos = 365 )

>>> m . predecir ( futuro)

pip install yfinance

import pandas as pd

import yfinance as yf

import numpy as np

import matplotlib.pyplot as plt
from prophet import Prophet
from prophet.plot import plot

plt.style.use('seaborn-whitegrid")

def make forecast (ticker, days, historical='max'):
# extrae datos de yahoo finanzas
stock data = yf.Ticker (ticker)

historical data = stock data.history(historical, auto adjust=True)

# crea un nuevo dataframe para las fechas (ds) y los precios (y)
df = pd.DataFrame ()

df['ds'] = historical data.index.values
df['y'] = historical data['Close'].values
df.tail()

# crea un modelo Prophet con los datos

m = Prophet(daily seasonality=False)

m.fit (df)

future = m.make future dataframe (days, freg='D")
forecast = m.predict (future)

m.plot (forecast)

return forecast

assets_ = []
assets = []
for i in range (10):
assets = pd.read html('https://en.wikipedia.org/wiki/List of cryptocurrencies') [

i]

assets.extend((assets .Symbol).tolist())
print (assets)
['BTC,[2] XBT, B', 'LTC, £', 'NMC', 'PPC', 'DOGE, XDG, D', 'GRC', 'XPM', 'XRP', 'NXT', 'AUR', 'DASH', 'NEO', 'MZC', 'XMR’, 'TIT', 'XVG',
'XLM', 'VTC', 'ETH, Z', 'ETC', 'Nano', 'USDT', 'FIRO', 'ZEC', 'BCH[59]', 'EOS', 'ADA, &', 'TRX, nan, 'ALGO', 'AVAX', 'SHIB', 'DESO",
'SAFEMOON', 'ICP']

# coins =['DOGE', 'ETH', 'ANKR', 'OGN', 'BTC', 'LTC', 'NMC', 'PPC', 'GRC', 'XPM',
XRP', 'NXT', 'AUR', 'DASH', 'NEO', 'XMR', 'XVG', 'XLM', 'VTC', 'ETC', 'USDT', 'FIRO
', 'ZEC', 'BCH', 'EOS', 'ADA', 'TRX', 'ALGO', 'AVAX', 'DESO', 'SAFEMOON', 'ICP']

coins =['DOGE', 'ETH', 'ANKR', 'OGN']
for coin in coins:
cryptocoin = coin+"-USD"
make forecast (cryptocoin, 365)
plt.title('Prediccidén de los valores en dblares de la Criptomoneda '+coin)
plt.ylabel ('USD")
plt.xlabel ('Time Line'")
plt.ylim(ymin=0)
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ANEXO 2: Modificaciones para la prediccion de la cotizacion de cotizaciones

bursatiles
assets = []
assets = []
for i in range(10):
assets = pd.read html('https://en.wikipedia.org/wiki/List of S%26P 500 companies
') [0]

assets.extend((assets .Symbol) .tolist())
print (assets)

['MMM', 'AOS', 'ABT', 'ABBV', 'ABMD', 'ACN', 'ATVI', 'ADM', 'ADBE', 'ADP', 'AAP', 'AES', 'AFL', 'A’, 'AIG', 'APD', 'AKAM', 'ALK', 'ALB', 'ARE’
plt.title('Prediccidén de los valores en euros de la empresa Greenyard')

plt.ylabel ("EUR")
plt.xlabel ('Time Line')

make forecast ('SAP', 365, '4y")

plt.title('Prediccidén de los valores en euros de la empresa SAP')
plt.ylabel ('"EUR")

plt.xlabel ('Time Line'")

ANEXO 3. Valoracion de estrategias de inversion

#Descarga del dataset.

assets = pd.read html ('https://en.wikipedia.org/wiki/List of S%26P 500 companies')
[0]

# assets = (assets .Symbol).tolist()

# indice = np.random.randint (0, len (assets))

# instrument = assets[indice]

instrument = 'BTC'

data = yf.download(instrument, start='2008-01-01', as panel=False)

# empresa = assets .loc[indice, 'Security']

# print (f'Hemos descargado los datos histdéricos de la empresa {empresa}.')
print (f'Hemos descargado los datos histdéricos de la Criptomoneda {instrument}.')
Hemos descargado los datos histdéricos de la Criptomoneda BTC.

# Seguimiento gréfico de los datos histdéricos de la Criptomoneda BTC.
plt.plot (data['Adj Close'])
plt.title (instrument)

# KA AR KA AR AR AR A A KRR A A A KR A A A A A KA A A A A KA AR KR KR AKA AR KA A AR A I AR A AR R AA AR KA AR A K

# Calculo de los parametros definitorios de la estrategia de trading modificando
los periodos
periods = [1, 5, 10]
# LR R i i i I i i i I i i I I i i 2 i b b b b b b i e b S b b b b b b b b I 2 2 I b b b b b i
periodos = [f'EMA{p}' for p in range(len(periods)) ]
for instr in [instrument]:
for p in range (len(periods)):
data[f'EMA {instr} {periodos([p]}'] = ta.trend.ema indicator(data['Adj Close
'], periods[p], fillna = False)
data.dropna (inplace=True)
base = len(periods)
for instr in [instrument]:
all EMAs = data[[f'EMA {instr} EMA{e}' for e in range(len(periods))]]
for e in range(len(periods)):
all EMAs[f'{instr} EMA{e}'] = None
for 1 in tgdm.tgdm(range (len(all EMAs))):
for e in range(len(periods)):
all EMAs.at[all EMAs.index[i],f'{instr} EMA{e}'] = sorted(range (len (per
iods)), key=lambda k: all EMAs.iloc[i] [k]) [e]
data = pd.concat ([data, all EMAs], axis = 1)
for e in range(len(periods)):
if e==0:
data[f'Fase num base 3 {instr}'] = data[f'{instr} EMAO']
else:
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data[f'Fase num base 3 {instr}'] = datal[f'Fase num base 3 {instr}'] + (
datal[f'{instr} EMA{e}'])* (base**e)
data[f'Fase num base 3 {instr}'] = data[f'Fase num base 3 {instr}'].astype('float')
data[f'Fase num base 3 {instr}'] = np.round(data[f'Fase_num_base_3_{instr}']/np.max
(data[f'Fase num base 3 {instr}'].unique()),6)
data['Ordinal'] = np.arange(l,data.shape[0]+1)
valor inicial=data['Adj Close'][0]
data['Dif Adj Close'] = np.round(data['Adj Close'].diff(1),15)

data.dropna (inplace=True)

retorno medio diario base = np.round(np.mean(data.Dif Adj Close),15)
data['Dif Adj Close Norm'] = np.round(data['Dif Adj Close'] - retorno medio diario
base, 15)

plt.plot (data.Dif Adj Close.cumsum()+valor inicial)
plt.plot (data.Dif Adj Close Norm.cumsum()+valor inicial)

#Calculo del backtest de la estrategia

posibles fases = data[f'Fase num base 3 {instr}'].unique ()

direccion = 'long'

# KA AR KA A A AR AR A AR KA A A KK A AR A A A A A A IAAAA KR KA AA R KA AAA A IAA A A KK AR AR KA AR KK

fase clave long entry = posibles fases[3]#np.max(data[f'Fase num base 3 {instr}'].u
nique()) # fase bajista, B3

fase clave long exit = posibles fases[3]#np.max(data[f'Fase num base 3 {instr}'].un
ique())

# KA AR KA A A AR AR A AR KA A A A KK A AR A A IAA A A IAAA KNI AAA R A AAA A I AR A AR AR AR KA AR KK

if direccion == 'long':
if data.iloc[0] [f'Fase num base 3 {instr}']==fase clave long entry: # si comenz
amos en una zona en que deberia haber una compra abierta, saltar a la siguiente, po
rque esta primera no hemos entrado y no cuenta completa
data = data.iloc[datal[data[f'Fase num base 3 {instr}']==fase clave long ent
ryl.iloc[0].0rdinal-1:]
if data.iloc[-
1] [f'Fase num base 3 {instr}']==fase clave long exit: # si la data acaba en una ope
racién abierta, restringir la data hasta que no haya operaciones abiertas
data = data.iloc[:int(data[np.logical not(data[f'Fase num base 3 {instr}']=
=fase clave long entry)].iloc[-1].0rdinal-1)]

data['Entry signal long'] = np.where(np.logical and(data[f'Fase num base 3 {ins
tr}']==fase clave long entry,np.logical not(data[f'Fase num base 3 {instr}'].shift(
1)==fase clave long entry)),1,0)

data['Entries'] = data.Entry signal long

data['Exit signal long'] = np.where(np.logical and(data[f'Fase num base 3 {inst
r}']l.shift(l)==fase clave long exit,np.logical not (data[f'Fase num base 3 {instr}']
==fase clave long exit)),-1,0)

data['Exits'] = data.Exit signal long

ops_long = np.count nonzero(data.Entry signal long)
if np.logical not(len(data[data.Exit signal long==-

1])==ops_long): # si no se cierran todas las ops que se abren
data.at[data.index[-1], 'Exit signal long'] = -1
assert len(datal[data.Entry signal long==1].index) == len(data[data.Exit signal
long==-1].1index)
OPS LONG = pd.DataFrame(columns = ['Apertura op', 'Cierre op', 'Return', 'Equit
v'l])
OPS _LONG['Apertura op'] = data[data.Entry signal long==1].index
OPS LONG['Cierre op'] = data[data.Exit signal long==-1].index
for op in tgdm.tgdm(range (ops_long)) :
OPS LONG.at[op, 'Duracién'] = OPS LONG.loc[op, 'Cierre op']- OPS LONG.loc[o
p, 'Apertura op']
OPS LONG.at[op, 'Duracion str'] = str(OPS LONG.at[op, 'Duracién'])
OPS_LONG.at[op, 'Duracién dias'] = int(re.findall('\d{1,3}', OPS LONG.at[op
, 'Duracion str']) [0])
OPS LONG.at[op, 'Return'] = data.loc[OPS_LONG.loc[op, 'Apertura op']:0PS_LO
NG.loc[op, 'Cierre op']][1:]['Dif Adj Close Norm'].sum()
OPS LONG['Equity'] = OPS LONG.Return.cumsum()

retorno medio estrategia = np.mean (OPS LONG.Return)
plt.plot (OPS LONG.Equity, 'o-")

# L R I e I e I e i I I I e I I e b b I b I b I I b I b b I b b 2 b i b S 2 i 3
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Célculo de MonteCarlo para la obtencién de las distribuciones muestrales aleatorias
OPS LONG.dropna (inplace=True)

# Ak hkhkhkhkhhkhhhkhhkhkhhhhhkhkhhhhhhhhhkhhhkhhkkhhhhhkhkhhkrrkhkhhkhkhkhkhhkrkhrkhkkhkhkhxxkx*k

Nsim = 1000

# Ak hkhkkhkhkhkhhhhhhkhkkhhhhhkhkhhhhkhhhhhkhhhkhhkkhkkhhhhkhkhhkrrkhkhhhkhkhhhkhrkhrkhkhkhkhhxxkx*k

data mix = copy.copy (data)

sims = pd.DataFrame (index = range(Nsim), columns = ['Final return', 'Mean return', '
Std return', 'Sharpe Ratio'])
numeros = data['Dif Adj Close Norm'].tolist()

for n in tgdm.tgdm(range (Nsim)) :
random.shuffle (numeros)

data mix['Dif Adj Close Norm'] = numeros
for op in range (ops_long) :
OPS LONG.at[op, f'Return {n}'] = data mix.loc[OPS LONG.loc[op, 'Apertura op']:0

PS LONG.loc[op, 'Cierre op']][l:]['Dif Adj Close Norm'].sum()

sims.at[n, 'Final return'] = OPS LONG[f'Return {n}'].cumsum().iloc[-1]

sims.at[n, '"Mean return'] = np.mean(OPS LONG[f'Return {n}'])

sims.at[n, 'Std return'] = np.std(OPS LONG[f'Return {n}'])

sims.at[n, 'Sharpe Ratio'] = sims.at[n, 'Mean return'] / sims.at[n,'Std return']

plt.hist (OPS_LONG[f'Return 0'], bins=100, alpha=0.5)
plt.hist (OPS_LONG[f'Return 1'], bins=100, alpha=0.5)

# Se utiliza el modelo de prediccidédn Prophet y se compara con la prediccidn del
Teorema Central del limite

make_forecast(instrument, 365)

plt.plot (data.Dif Adj Close.cumsum()+valor inicial)

plt.plot (data.Dif Adj Close Norm.cumsum()+valor inicial)

plt.title(instrument)

from scipy import stats
np.random.seed (12345678)

rvsl = OPS LONG['Return 0']
rvs2 = OPS LONG['Return 20']
stats.ks 2samp (rvsl, rvs2)

KstestResult (statistic=0.053125, pvalue=0.7580724560481628)

for i in range (Nsim) :
plt.plot (OPS _LONG[f'Return {i}'].cumsum() .values.astype('float'))

rvs = sims.Final return.values.astype('float')
stats.kstest (stats.norm.rvs, 'norm', N=Nsim)
KstestResult (statistic=0.02225365386872158, pvalue=0.6963534811493965)

# Kolmogorov-

Smirnov ks 2samp con las posibles parejas resultado > 0.5 son iguales y aplicable t
eorema central del limite

return num arrayl = []

return num array2 = []

ksarray = []

ksarraynorm = []

for index, row in OPS LONG.iterrows() :
return numl = 'Return '+ str(index)

return num arrayl.insert (index, row[return numl])
for i, row in OPS LONG.iterrows () :
if i1 < index:
continue
return num2 = 'Return '+ str (i)
return num array2.insert (i, row[return num2])
ksvalue = stats.ks_Z2samp (return_num arrayl, return_num_array?2)
ksarray.insert (index, ksvalue[1l])
ksnormvalue = stats.kstest (return num arrayl, stats.norm.cdf)
ksarraynorm.insert (index, ksnormvalue[1])
steps = np.linspace(0,1,100)
plt.plot (ksarray)
plt.plot (ksarraynorm)
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ANEXO 4: Calculo del exponente de Hurst
import yfinance as yf

import numpy as np

import pandas as pd

spy df = yf.download ("BTC",
start="2010-01-01",
end="2022-10-31",
progress=False)

spy df["Adj Close"].plot (title="BTC");
sample size = 1000
scalar = 100

np.random.seed (114)
df = pd.DataFrame (data={"Mean-
reverting": np.log(np.random.randn (sample size) + scalar),
"Camino aleatorio": np.log(np.cumsum(np.random.randn (sample
_size)) + scalar),

"Trending": np.log(np.cumsum(np.random.randn (sample size) +
1) + scalar)})

df .plot(title="Serie temporal generada");
def get hurst exponent (time series, max lag=20):
"""Devuelve al exponente Hurst de una serie temporal"""

lags = range (2, max lag)

# varianzas de las diferencias rezagadas
tau = [np.std(np.subtract(time series[lag:], time series[:-
lag])) for lag in lags]

# calcula la pendiente de la grafica logaritmica
reg = np.polyfit(np.log(lags), np.log(tau), 1)

return regl[0]
for lag in [5, 10, 20, 100, 300, 5007]:
print (f"Hurst exponents with {lag} lags ----")
for column in df.columns:
print (f"{column}: {get hurst exponent (df[column].values, lag):.4f}")

make forecast ('BTC', 365, '4y")
plt.title('BTC")
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