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Resum

La genomica és la disciplina que estudia el genoma huma. Un dels principals
reptes és la detecci6 de variables genetiques rellevants que determinin un genotip
o una malaltia. En aquest ambit d’estudi ens trobem amb una peculiaritat en les
dades: la quantitat de mostres és limitada a causa dels costos i la variabilitat de
cada observaci6 és molt elevada a causa de la naturalesa del genoma huma.

Per abordar aquesta problematica i trobar les variables genomiques rellevants
per a una malaltia, utilitzarem un algorisme ensemble. Aqui, la selecci6 de va-
riables es regeix pel consens de mdltiples execucions de models d’aprenentatge
aplicats a diverses particions de les dades. Sobre cadascuna de les particions,
un inductor realitzara una seleccié de caracteristiques basant-se en una variable
objectiu, que en el cas que ens ocupa seria detectar si es tracta d"un cas o un con-
trol. Cadascuna d’aquestes seleccions es consensua mitjan¢ant un esquema de
vots, on s’espera que la rellevancia d’una variable es vegi reflectida en el nombre
de vots obtinguts mitjancant la suma de les vegades que una variable ha estat
seleccionada.

Aquest algorisme esta basat en 1'is de models heterogenis, per tant, el ren-
diment dependra de la capacitat de I'algorisme d’aprenentatge automatic per
adaptar-se a la distribucié condicional real dels gens implicats respecte a la pre-
séncia o absencia de la malaltia estudiada. Com que la distribuci6 és a priori
desconeguda en aquest tipus de problemes i amb l'objectiu que 1’aproximacié
proposada sigui agnostica a la distribuci6, es proposa la implementaci6 de dife-
rents combinacions de models en 1’execucié de I'ensemble. El seu potencial radi-
ca en que les votacions dependran de diferents models amb les seves respectives
maneres d’interpretar 'espai. S’espera que els inductors basats en la combinaci6
de models ofereixin millors seleccions de variables rellevants per a la malaltia,
independentment de quina sigui la distribucié condicional dels gens rellevants
respecte a la presencia o absencia de la malaltia.

Paraules clau: Ciéncia de dades, variables genetiques, ensemble, selecci6 de ca-
racteristiques, dades de microarrays, espais d’alta dimensionalitat.

Resumen

La gendmica es la disciplina que estudia el genoma humano. Uno de los prin-
cipales desafios es: la deteccion de variables genéticas relevantes que determinen
un genotipo o enfermedad. En este &mbito de estudio nos encontramos con una
peculiaridad en los datos: la cantidad de muestras es limitada debido a los costos
y la variabilidad de cada observacion es muy elevada debido a la naturaleza del
genoma humano.

Para abordar esta problematica, encontrar las variables genémicas relevantes
para una enfermedad, utilizaremos un algoritmo ensemble. Aqui, la seleccién de
variables se rige por el consenso de multiples ejecuciones de modelos de apren-
dizaje aplicados a diversas particiones de los datos. Sobre cada una de las par-
ticiones un inductor realizard una seleccién de caracteristicas basdndose en una
variable objetivo, que en el caso que nos ocupa serfa detectar si se trata de un caso
o un control. Cada una de estas selecciones se consenstia en base a un esquema



de votos donde se espera que la relevancia de una variable se vea reflejada en el
numero de votos obtenidos a través de la suma de las veces que una variable ha
sido seleccionada.

Este algoritmo esta basado en el uso de modelos heterogéneos, por tanto el
rendimiento dependerd de la capacidad del algoritmo de machine learning pa-
ra adaptarse a la distribucién condicional real de los genes implicados respecto
a la presencia o no de la enfermedad estudiada. Puesto que la distribucién es a
priori desconocido en este tipo de problemas y con el objetivo de que la aproxima-
cién propuesta sea agnodstica a la distribucién, se propone la implementaciéon de
distintas combinaciones de modelos en la ejecucién del ensemble. Su potencial
radica en que la votaciones dependeran de distintos modelos con sus respecti-
vas maneras de interpretar el espacio. Cabe esperar que los inductores basados
en combinacién de modelos ofrezcan mejores selecciones de variables relevantes
para la enfermedad con independencia de cual sea la distribucién condicional de
los genes relevantes respecto a la presencia o ausencia de la enfermedad.

Palabras clave: Salud, ciencia de datos, variables genéticas, ensemble, seleccién
de caracteristicas, datos de microarrays, espacios de alta dimensionalidad.

Abstract

Genomics is the discipline that studies the human genome. One of the main
challenges is the detection of relevant genetic variables that determine a geno-
type or disease. In this field of study, we encounter a peculiarity in the data: the
quantity of samples is limited due to costs, and the variability of each observation
is very high due to the nature of the human genome.

To address this issue and find the relevant genomic variables for a disease, we
will use an ensemble algorithm. Here, the selection of variables is guided by the
consensus of multiple runs of learning models applied to various data partitions.
On each of these partitions, an inducer will perform a feature selection based on
a target variable, which in the case at hand would be to detect whether it is a case
or a control. Each of these selections is consensually decided through a voting
scheme, where it is expected that the relevance of a variable is reflected in the
number of votes obtained by summing the times a variable has been selected.

This algorithm is based on the use of heterogeneous models; therefore, per-
formance will depend on the machine learning algorithm’s ability to adapt to the
actual conditional distribution of the genes involved regarding the presence or
absence of the studied disease. Since the distribution is a priori unknown in this
type of problem, and with the aim of making the proposed approach distribution-
agnostic, we suggest implementing different combinations of models in the en-
semble execution. Its potential lies in the fact that the votes will depend on dif-
ferent models with their respective ways of interpreting the space. It is expected
that inductors based on model combinations will offer better selections of rele-
vant variables for the disease, regardless of the conditional distribution of the
relevant genes concerning the presence or absence of the disease.

Key words: Health, data science, genetic variables, ensemble, Feature selection,
Microarray data, High dimensionality spaces
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CAPITULO 1

Introduccién

A nivel mundial, se dedican grandes esfuerzos en el tratamiento de los da-
tos para poder mejorarlos y extraer conclusiones valiosas de ellos. Entre algunas
disciplinas desarrolladas con ese propodsito, podemos encontrar el Machine Lear-
ning, la Inteligencia Artificial y la Ciencia de Datos, para lograr este propdsito.

Estas herramientas se utilizan para mejorar la eficiencia de multiples &mbitos,
algunos de los mas significativos serian la biologia y la medicina. El enfoque de
este trabajo se centrard en la gendmica, que segiin el National Human Genome
Research Institute: “La genémica es un campo de la biologia que se centra en el
estudio de todo el ADN de un organismo, es decir, su genoma. Esa tarea incluye
identificar y caracterizar todos los genes y elementos funcionales del genoma de
un organismo, asi como la forma en que interacttan. ”[3]

La identificaciéon de genes en genémica consiste en detectar que variables ge-
néticas son las que determinan o propician ciertas enfermedades. En Data Mining
se clasificaria como un problema de seleccién de caracteristicas.

El objetivo primordial del presente trabajo es la identificacion de variables
genéticas que desempefian un papel en el desarrollo de enfermedades, concreta-
mente de la diabetes tipo 2.

El genoma presenta un desafio debido a su alta dimensionalidad, tienen una
gran nimero de variables que se pueden medir como expresiones genéticas, mu-
taciones o cadenas de proteinas. El desafio aumenta con el hecho de que en biolo-
gia es complicado obtener grandes conjuntos de muestras. Por tanto, nos enfren-
tamos a condiciones muy particulares: alta dimensionalidad con un nimero limi-
tado de muestras. En estas circunstancias, donde el ntimero de variables es muy
superior al de muestras es comtn que los modelos de aprendizaje encuentren re-
laciones falsas entre variables [2]. Para abordar estas problematicas, se proponen
enfoques de computacién basada en combinatoria y computacion paralela.

El ITI (Instituto Tecnoldégico de Informatica) desarroll6 en 2022 un algoritmo
Ensemble llamado SEQENS [1] para poder paliar los problemas de alta dimen-
sionalidad y se utilizard como base para este trabajo.
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1.1 Motivacién

Hoy en dia, nos enfrentamos a la realidad de que la obtencién de muestras es
un proceso dificil y costoso, normalmente los dataset con los que se trabajan son
reducidos. Sin embargo, esta situaciéon podria cambiar con el transcursos de los
anos.

Existen varios factores que podrian facilitar la obtencién de muestras de cali-
dad, como la disminucién de los costes asociados o el crecimiento en la confianza
y la consolidacién de técnicas de procesamiento de datos. Sin embargo, hay dos
circunstancias que no cambiaran: en primer lugar, la naturaleza del genoma hu-
mano conlleva una cantidad significativamente alta de variables, que puede osci-
lar entre miles o decenas de miles; en segundo lugar, en el caso de enfermedades
raras, la disponibilidad de muestras siempre sera limitada

En definitiva, aunque con el transcurso de los afios pueda haber un aumen-
to en la cantidad de muestras de calidad disponibles, la variabilidad inherente a
estas muestras seguird siendo significativamente mayor que la cantidad de mues-
tras disponibles.

La motivacién principal de este trabajo es mejorar la seleccién de caracteris-
ticas cuando la muestras presenta una dimensionalidad muy por encima de la
cantidad de observaciones. En el caso de este trabajo, mejorar la seleccién de va-
riables genéticas que estén asociadas a una enfermedad, concretamente trabajan-
do sobre la diabetes mellitus tipo 2.

"La diabetes es una enfermedad metabdlica crénica caracterizada por niveles
elevados de glucosa en sangre (o aztcar en sangre), que con el tiempo condu-
ce a dafios graves en el corazén, los vasos sanguineos, los 0jos, los rifiones y los
nervios"[4]. En 2022 se estimaba que la diabetes afectaba al 9,3 % de la poblacién
mundial y segtn los registros histdricos, este porcentaje aumenta anualmente [5].
Segun NIDDK, los factores de riesgo para la diabetes tipo 2 son tanto ambientas,
genéticos y conductuales [6]. Entre ellos encontramos: sobrepeso, ser mayor de 35
afios, tener antecedentes familiares, no mantenerse activo fisicamente, tener pre-
diabetes, pertenecer a ciertas razas y tener antecedentes de diabetes gestacional.

La mayoria de avances a nivel de computaciéon y mejora de los datos suelen
suponer una mejora de la sociedad y un aumento de la eficiencia en los &mbitos
de aplicacién. Con este trabajo se pretende aportar un grano de arena al progreso
de la Ciencia de Datos en la biologia.

Mejorar la deteccién de variables genéticas que influyen en enfermedades tie-
ne un gran potencial. Estos avances pueden tener repercusiones en dreas como la
prevencion de enfermedades, un tratamiento preventivo més efectivo y la agiliza-
cién de procesos al poder determinar con mayor precisiéon qué partes del genoma
de un individuo son relevantes para diagnosticar una enfermedad.

El algoritmo en el que se basa este trabajo, SEQENS [1], es sensible a la dis-
tribucién de los datos y a la correlacion entre variables y casos. Ademds dicha
distribucién es siempre desconocida, por lo tanto, es crucial investigar cémo lo-
grar mayor estabilidad independientemente de forma agnéstica a la distribucién
de los datos.
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Aunque esta problematica inicialmente se aborda en el contexto del estudio
del genoma, hay multiples disciplinas que también se enfrentas a la maldicion
de la dimensionalidad. Estas disciplinas, como el procesamiento de imégenes, el
analisis de texto, la quimica, a nivel industrial, la astronomia y otros problemas
de biologia, podrian beneficiarse de los enfoques y avances desarrollados en este
trabajo.

1.2 Objetivos

El propésito central de este trabajo es mejorar la seleccién de caracteristicas, en
situaciones de alta dimensionalidad, maximizando su niimero y posicionandolas
segln su relevancia, para ello se va a hacer uso del algoritmo SEQENS [1]. La
imparcialidad de este algoritmo se ve afectada por la distribucién seguida en
el espacio de caracteristicas en relacion a la variable dependiente. En esencia,
el trabajo propuesto aqui busca reducir la incertidumbre que surge debido a la
distribucién real de las enfermedades en el espacio.

El funcionamiento de este algoritmo se basa en las votaciones de mdltiples
ejecuciones en particiones diferentes de los datos en estudio. El descubrimien-
to de las variables relevantes se basa en el uso de diferentes modelos inductores
que relacionan la variable objetivo con las variables explicativas en un esquema
forward-backward. Estos modelos inductores aplicados muestran distintos ren-
dimientos dependiendo de la distribucién de los datos en el problema. En gene-
ral, la distribucion real de los daatos es desconocida, lo que impide seleccionar de
antemano el modelo que logrard los resultados mds 6ptimos.

Es por ello que la eleccion del inductor aplicado influird significativamente
sobre la calidad de la lista final de variables influyentes. Es este contexto, la cali-
dad implica identificar las variables influyentes y su posicién correcta en cuanto
a su relevancia a la hora de explicar una determinada enfermedad.

Con el objetivo de reducir la dependencia del rendimiento de la distribucién
de los datos, se plantea la idea de crear inductores que combinen mltiples mode-
los en lugar de un tnico modelo, intentando asi crear un algoritmo de seleccién
de caracterfsticos cuyo rendimiento sea lo mas agnéstico posible a la distribucion
rea.

Se espera que al considerar diferentes enfoques de interpretacion del espacio
en las votaciones de cada subconjunto de datos, a través de diferentes inductores
que ven el espacio de forma diferente, los resultados sean méas robustos y cohe-
rentes, y que la distribucién condicional de los datos respecto a la enfermedad
estudiada impacte menos sobre el rendimiento maximo posible para el problema
estudiado en cada caso.

Buscando lograr el objetivo final, se plantean varios objetivos secundarios a
abordar:

m Creacién de observaciones.
m Creacién de enfermedades sintéticas.

= Creacién de inductores basados en multiples modelos.
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= Evaluacién de distintas ejecuciones de SEQENS utilizando como inductores
los modelos individuales y los creados con multiples modelos como pro-
puestas para mejora del rendimiento. Sobre conjuntos de datos ficticios.

= Experimentacion en conjunto de datos reales.

1.3 Estructura memoria

En esta seccion, se proporciona una descripcién detallada de como esté estruc-
turada la memoria, con el propésito de facilitar la comprensién y el seguimiento
por parte del lector.

Capitulo 2: Estado del Arte

Se presentan los avances més relevantes que hay en el drea de estudio de la
deteccién de variables. Se abordan los trabajos previos que han influido en el
campo, asi como las técnicas ya existentes para la seleccién de caracteristicas en
situaciones de alta dimensionalidad

Capitulo 3: Metodologia

Este capitulo detalla que métodos y enfoques que se han empleado para llevar
a cabo la investigacion. Se proporciona una explicacién detallada sobre el funcio-
namiento del algoritmo de seleccién de caracteristicas SEQENS, que constituye
una parte fundamental de este trabajo. Ademds, se introduce la métrica utilizada
para evaluar la calidad de las listas de variables seleccionadas, Cliff. Se detallan
los modelos utilizados para llevar a cabo la investigacién, se explican los proce-
sos de generacion de datos sintéticos y se describe cémo se combinan diferentes
modelos para formar las propuestas de solucion.

Capitulo 4: Resultados

En el cuarto capitulo, se presentan y analizan los resultados obtenidos por los
diferentes experimentos realizados. Se abordan dos experimentos fundamenta-
les. El primero, evaltia del rendimiento de los modelos propuestos en compara-
cién con los modelos bésicos, utilizando un conjunto de datos sintéticos con una
tnica distribucion. El segundo, sigue una estructura similar, pero se ejecuta sobre
un conjunto de datos reales y distintas distribuciones del objetivo respecto de las
caracteristicas estudiadas.

Capitulo 5: Discusién

Se dedica a un andlisis profundo de los resultados presentados en el capitulo
anterior. Los hallazgos obtenidos en los experimentos se discuten en relacién con
el estado del arte y las expectativas planteadas al inicio del estudio.

Capitulo 6 y 7: Conclusiones y Trabajos Futuros

Los tltimos dos capitulos, “Conclusiones ”y “Trabajos Futuros ”, ofrecen cie-
rres y proyecciones respectivamente. En “Conclusiones ”, se presentan las conclu-
siones finales del estudio, resumiendo los logros alcanzados, los desafios enfren-
tados y las contribuciones realizadas. Por otro lado, “Trabajos Futuros “explora
las posibles extensiones y continuaciones de la investigacion, sefialando 4reas de



1.3 Estructura memoria

interés para futuros estudios y como se podria ampliar esta misma investigacién
para mejorar la propuesta.

Esta estructura pretende ayudar al lector a adentrarse desde la comprensién
del problema hasta la solucién propuesta y los resultados obtenidos con ella.






CAPITULO 2
Estado del arte

En el contexto de andlisis de datos de alta dimensionalidad, como los micro-
arrays, se han desarrollado una seria de métodos y enfoques para abordar la se-
leccion de caracteristicas relevantes. En esta seccion se revisa y sintetiza informa-
cién de diversas fuentes para establecer el estado del arte en este campo, con un
especial enfoque en el algoritmo SEQENS y su optimizacion.

Un microarray es una tecnologia que permite analizar la expresién génica en
células. En su niicleo, el ADN contiene genes que codifican proteinas, y estas pro-
teinas realizan funciones esenciales en el organismo. Los mircroarrays permiten
medir muchos genes al mismo tiempo. Se utiliza para obtener informacién va-
liosa sobre expresiones genéticas y desarrollo de enfermedades. En la Fig.2.1 se
puedo observar el proceso de obtencién de un DNA microarray Dataset.[”]

Introduccién al problema

Los microarrays presentan una gran complejidad debido a estar compuestos
por datos con muchas variables (genes), pero un ntimero limitado de muestras. La
maldicion de la dimensionalidad [2] se convierte en un desafio critico al analizar estos
datos, ya que aumenta la probabilidad de sobreajuste y dificulta la significacién
estadistica.

Enfoques y soluciones

DNA chip

DMA microarray
dataset

DNA microarray
image

Figura 2.1: Proceso de obtencién de un set de datos de microarrays. (Fuente:[7])
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Este problema se enfoca de dos maneras: con métodos de seleccion de carac-
teristica y con métodos de extraccion.

Los métodos de seleccién de un subconjunto de caracteristicas eliminan las
caracteristicas irrelevantes o redundantes. El objetivo principal es identificar y
conservar un subconjunto de caracteristicas del conjunto de datos original. Es-
tos métodos de selecciéon se dividen en filtros, wrappers y técnicas integradas.
Por otro lado, los métodos de extraccidon de caracteristicas buscan transformar las
caracteristicas originales en un nuevo conjunto de caracteristicas. Estas transfor-
maciones pueden ser lineales o no lineales y se aplican con el propdsito de crear
nuevas representaciones de los datos que conserven la informacién més relevan-
te.

Segun [8], tras analizar las principales implementacién de estos enfoques ob-
tiene las tabla 2.1 donde expresa las ventajas y desventajas de cada enfoque.

En este apartado, nos centraremos en los métodos de selecciéon de caracteris-
ticas, puesto que SEQENS pertenece a este enfoque, siendo el algoritmo que se
propone mejorar.

Tabla 2.1: Ventajas y Desventajas de la Selecciéon y Extraccion de Caracteristicas en el
Anadlisis de Datos de Microarrays de Cancer. (Fuente: [5])

Método Ventajas Desventajas

Seleccion | Preservacion de las caracteris- | Limitado por las caracteristicas
ticas de los datos para inter- | existentes. Puede omitir infor-
pretacion. Poder discriminativo. | macién relevante
Tiempos de entrenamiento mas
cortos. Reduccion del sobreajus-
te

Extraccién | Mayor poder discriminatorio. | Pérdida de la interpretabilidad
Control del sobreajuste cuando | de los datos. La transformacién
es no supervisado puede ser computacionalmente

costosa

Los primeros enfoques de selecciéon de caracteristicas se basaban en métodos
univariados como t-tests, ANOVA vy pruebas estadisticas similares. Estos méto-
dos son eficientes pero no consideran las interacciones entre caracteristicas. A
medida que los datos aumentaron la complejidad, surgieron problemas con la
dependencia entre caracteristicas y la necesidad de abordar datos de mdltiples
clases. Para ello, se exploraron técnicas de Analisis de Varianza (ANOVA) y mé-
todos mas complejos ([9], [7]).

En el contexto de los microarrays, la seleccion de caracteristicas se ha dividido
en enfoques de filtrado y envoltura. Los enfoques de filtrado, como la prueba
t y ANOVA, son rdpidos pero no consideran el clasificador. Por otro lado, los
enfoques de envoltura, como el Sequential Forward Selection (SES) y el método
SEQENS, consideran el clasificador pero son computacionalmente costosos ([£],

[71, 1.

El método SEQENS es un algoritmo de ensemble que utiliza multiples instan-
cias de SFS para mejorar la seleccion de caracteristicas. Al combinar los resultados
de diferentes instancias de SFS, SEQENS busca mejorar la estabilidad y el rendi-



miento general de la seleccién de caracteristicas. Al emplear multiples instancias
de SFS generadas a partir de diferentes divisiones de datos o inductores, SEQENS
introduce diversidad en las selecciones de caracteristicas, mejorando asi la robus-
tez del método [1].

Comparacién de Métodos de Seleccién de Caracteristicas

A medida que aumenta el nimero de métodos de seleccién de caracteristicas
de calidad, la tarea de seleccionar el método méds adecuado se vuelve atin mas
compleja. Las tnicas guias disponibles son las experiencias anteriores y los es-
tudios comparativos de la literatura [10]. Se puede observar que los resultados
obtenidos en varios estudios como [/] son altamente dependientes del clasifica-
dor, el método de selecciéon de caracteristicas y, en particular, del conjunto de
datos. Los autores recomiendan el estudio cuidadoso de las particularidades de
cada problema.

En el estudio [10] se comparan diez algoritmos de seleccién de caracteristi-
cas populares, incluyendo enfoques univariados (t-test, distancia Bhattacharyya,
ANOVA y entropy), tree ensembles least absolute shrinkage and selection operator (LAS-
SO), maximum relevance and minimum redundancy (MID y MIQ), iterative Relief al-
gorithm (iRelief) y linear support vector machine (SVM). La conclusion es que las
técnicas basadas en entropia lograron los valores de estabilidad maés altos para la
mayoria de las bases de datos investigadas, seguidas de otras técnicas univaria-
das (ANOVA FS, Bhattacharyya distance-based feature selection 'y t-test FS).

El estudio [7] evalu6 los métodos de seleccién de caracteristicas CFS, FCBFE,
INTERACT, Information Gain, ReliefF, mRMR y SVM-RFE. Aunque no se anali-
zaron en detalle los resultados, parece que los mejores resultados (en general) se
obtuvieron con el clasificador SVM, combinado con un filtro de subconjunto que
busca identificar un subconjunto 6ptimo de caracteristicas relevantes del conjun-
to completo, y el método de validacién DOB-SCV.

En relacién al algoritmo que trata este trabajo, el propio articulo en el que se
presenta [1] compara su rendimiento con otros nueve métodos de seleccién de
caracteristicas: ANOVA, Pearson, Welch, mRMR, MultiSURF, Lasso, SVM-RFE,
Random Forest y Gradient Boost.

Los algoritmos se evaltian en tres escenarios distintos que representan enfer-
medades distribuidas. En la Figura 2.2, se puede observar la comparacién entre
SEQENS y los otros métodos de seleccién de caracteristicas.

Figura 2.2: SEQENS vs métodos de seleccion de caracteristicas. (Fuente: [1])

Ninguno de los métodos presentados supera a los deméds en todos los esce-
narios. Sin embargo, en promedio, SEQENS ha obtenido el mejor rendimiento al
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identificar variables relevantes en las tres enfermedades ficticias propuestas, es-
pecialmente cuando el nimero de muestras es bajo. En otras palabras, SEQENS
generaliza mejor en diferentes escenarios que los otros métodos con los que se
compara. También muestra una mayor estabilidad. Dado que en la realidad es
dificil conocer el tipo de distribucién de las variables relevantes, este hecho pro-
porciona un sélido argumento a favor del uso de SEQENS en la identificaciéon de
genes.

Optimizacion del Algoritmo SEQENS

Aunque en promedio, a lo largo de tres enfermedades, SEQENS logra los
mejores resultados [1], se observa que en diversos escenarios y configuraciones,
Lasso, GBoost y Random Forest estdn mejor posicionados. El mismo documento
sugiere pautas para mejorar el rendimiento de SEQENS, entre las cuales se en-
cuentra la posibilidad de combinar diferentes inductores. El algoritmo SEQENS
utilizado en el articulo se basa en un tinico inductor, k-nearest neighbours. Es esta
linea de investigacion la que este trabajo propone explorar y ampliar.

Conclusion

La selecciéon de caracteristicas en datos de alta dimensionalidad, como los mi-
croarrays, sigue siendo un desafio en la investigacién biomédica y otros campos.
La optimizacién de algoritmos como SEQENS es una via de investigaciéon prome-
tedora para mejorar la estabilidad, el rendimiento y la confiabilidad en la identifi-
cacion de caracteristicas. El uso de enfoques de ensemble, como el implementado
en SEQENS, muestra una mayor robustez en comparaciéon con métodos indivi-
duales y puede ser util para abordar la maldicién de la dimensionalidad en el anélisis
de datos complejos.



CAPITULO 3
Metodologia

En este capitulo, se describe la metodologia utilizada en el presente estudio
para llevar a cabo la investigaciéon y obtener resultados significativos. Se detallan
las diferentes técnicas y herramientas empleadas para cumplir con los objetivos
planteados.

3.1 Modelos inductores utilizados

Para el proceso de machine learning se han elegido 3 modelos. De entre to-
das las posibilidad, han sido seleccionado por eficiencia y tiempo de cémputo. A
continuacién se perfilan los modelos seleccionados.

K-Neighbors Regressor: Esta clasificado como un modelo de aprendizaje su-
pervisado no paramétrico. El algoritmo de este modelo evaltia cada nueva obser-
vacion segun las votaciones de un determinado ntimero de observaciones que se
encuentras mas proximas a ellas. El niimero de observaciones que influirdn en la
decision serd el valor K [11] . Para los experimentos realizados, se ha utilizado el
modelo con los valores por defectos definidos por scikit-learn.[12]

Es la figura 3.1 se puede observar el funcionamiento de KNN en un escenario
de tres clases y cinco vecinos. Cuando una nueva observacién es analizada, se
consulta la etiqueta de los cinco vecinos més cercanos. En el caso de un problema
de regresion, se asigna un valor continuo determinado por las clases cercanas.

Support Vector Regression: El modelo Support Vector Regression (SVR) es un
tipo de algoritmo supervisado que busca optimizar un hiperplano con un mar-
gen de error (épsilon) que delimite la distribucién de una clase, de manera que

X, :

A %

o A gala

CENGINY Predict

o oAL | CH

o oA @*AJ
+ +

o +
+

o .+

Figura 3.1: Ejemplo visual de KNN. Problema de 3 clases y K = 5. (Fuente:[11])
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Figura 3.2: Ejemplo visual SVR (Fuente: [14])

se aproxime a la relacién entre las variables de entrada y una variable objetivo
continua. Al mismo tiempo, se minimiza el error de prediccién [13].

Como se observa en la figura 3.2, SVR tratar de optimizar la funcién f(x) y sus
margenes de error para ajustarse a la distribucién de las observaciones pertene-
cientes a una clase.

Los kernels son funciones matematicas que determinan cémo se transforman
los datos en el espacio de caracteristicas, y la eleccion de un kernel puede in-
fluir en cémo se adapta el hiperplano a los datos. [15] Para la ejecucion de los
experimentos se ha decido utilizar los instancias de SVR con dos modelos dis-
tintos: Polinomial y Radial Basis Function (Funcién de Base Radial). Al medir el
rendimiento de dos kernels distintos, estamos replicando la incertidumbre de los
problemas reales, donde no conocemos la distribucién exacta de los datos. Esta
estrategia nos permite evaluar cémo se comporta el modelo SVR en diferentes
escenarios y como afecta la eleccién del kernel a la precisién y fiabilidad de las
predicciones.

Decision Tree Regressor: Para explicar este modelo, utilizaremos el ejemplo
de la figura 3.3. Este algoritmo crea un arbol donde, en funcién del valor de una
variable, se dirige el flujo hacia niveles inferiores o hacia hojas. Cuando llega a
una hoja, se le asigna una clase. En la imagen, se puede observar cémo, depen-
diendo del valor de variables como la edad o el ntimero de imagenes, se dirige el
flujo hasta llegar a hojas que clasifican en diferentes categorias como “unknown
”,“tech”, 0 “bus ”.

Para la ejecucion de estos modelos se ha seleccionado el criterio de error fried-
man_mse y una profundidad méaxima de tres.

Gini Split Criteria

=) average_<4.7 [

"

num_imgs < 0.5 num_imgs >=5.5

I

no |

/)

(unknown) ~ num_imgs>=45  (unknown) (world)
A \
~
n_unique >=0.53 num_Keyw < 6.5

Cunknown)  (fech) (bus) (ech)

Figura 3.3: Ejemplo visual DT (Fuente: [16])
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3.2 SEQENS

SEQENS es un algoritmo de ensemble disefiado por el ITI (Instituto Tecnolo-
gico de Informaética) [1] de Valencia que pretende paliar el problema inherente a
los dataset con una alta dimensionalidad conocido como curse of dimensionality
[2]. En estas circunstancias, es comtn que debido al alto ntimero de variables, se
encuentren relaciones falsas entre ellas debido a problemas como la cuasicolinea-
lidad o la colinearidad entre las variables.

El funcionamiento de SEQENS se basa en una técnica llamada “Sequential
Feature Search ”(Buisqueda Secuencial de Caracteristicas). Esta técnica técnica
busca seleccionar las variables mas relevantes para predecir un objetivo en un
modelo predictivo. En lugar de comprobar todas las combinaciones, SEQENS tie-
ne un enfoque distinto. Para explicar su funcionamiento, se ilustrara el proceso
utilizando la Figura 3.4.

El proceso comienza con el dataset completo a analizar (A). SEQENS divide
el conjunto de datos en multiples particiones (B),cada una con su propio subcon-
junto de datos de entrenamiento y prueba. En cada particion, se aplica la técnica
de Biisqueda Secuencial de Caracteristicas (C), que afiaden caracteristicas de ma-
nera secuencial al subconjunto de caracteristicas seleccionadas. En cada paso, se
evalta el rendimiento del modelo con el subconjunto actual de caracteristicas y
se selecciona la caracteristica que mas mejora dicho rendimiento.

Este proceso contintia iterativamente hasta que cumple con un criterio de de-
tencién: un nimero predefinido de caracteristicas o cuando agregar maés carac-
teristicas no mejora el rendimiento del modelo. Una vez finalizado el proceso,
se descartan las selecciones de variables que tengan baja calidad (D). Luego, se
agregan las veces que cada caracteristica aparece en los mejores subconjuntos (E)
y se crea un ranking basado en la frecuencia de aparicion (F). Esta dltima parte
del proceso se puede interpretar como una votacién, en la que cada subparticién
de los datos vota por las variables que considera mas relevantes.
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La Buisqueda Secuencial de Caracteristicas (Sequential Feature Search o SES)
es el nuacleo del algoritmo SEQENS, y su funcionamiento se basa en dos pasos
principales: un paso hacia adelante (Forward) y un paso hacia atrds (Backward).
A continuacioén, se describen estos dos pasos en detalle: (este proceso pertenece a
paso C del esquema 3.4.)

1. Paso hacia adelante (Fordward): Este paso comienza con un conjunto de va-
riables vacio. En cada iteracion, SEQENS evaluia todas las variables que atin
no estdn en el conjunto actual y selecciona la variable que proporciona la
mejora mas significativa en la métrica de evaluacién utilizada, R? en nues-
tro caso. Esta variable seleccionada se agrega al conjunto actual de variables.
Llegados a este punto se pasa a un segundo nivel en el que se evaluardn to-
dos los modelos con dos variables que incluyen a la primera ganadora en la
primera etapa. Este proceso se repite iterativamente hasta que se alcance un
cierto niimero de pasos (en la configuraciéon predeterminada de SEQENS,
este namero es 10). Una vez llegado a ese nivel se evaltian todos los mode-
los entrenados en el recorrido del camino elegido y se elige aquella opcién
con mejor score obteniéndose asi las mejores caracteristicas que se incluye-
ron en ese momento.

2. Paso hacia atrds (Backward): n cada iteracién de este paso hacia atras, SE-
QENS evalta todas las variables en el conjunto actual y elimina la variable
que tiene el menor impacto en la métrica de evaluacién utilizada. Este pro-
ceso también se realiza iterativamente, y el nimero de pasos hacia atrds es
igual al nimero de pasos hacia adelante que se realizaron.

El resultado final de este proceso es un conjunto de variables que se conside-
ran las mds predictivas segtin la métrica de evaluacién utilizada. Es importante
destacar que el SFS se aplica de manera independiente a cada divisién del conjun-
to de datos (denominada “secuencial “en SEQENS). Durante cada ejecucion del
algoritmo, se utilizan los datos de entrenamiento para ajustar el modelo inductor
y los datos de prueba para evaluar su capacidad predictiva.

El papel del inductor es fundamental, ya que se ejecuta en cada nodo para
cada combinacién guiada de un namero diferente de variables sobre cada uno
de los secuenciales. La funcién objetivo se utiliza para guiar al algoritmo hacia la
seleccion del mejor subconjunto de variables predictivas. En tltima instancia, el
conjunto final de variables seleccionadas dependera de cuantas variables se agre-
garon durante los pasos hacia adelante y cuantas de ellas se eliminaron durante
los pasos hacia atras. El objetivo principal es encontrar un subconjunto 6ptimo de
variables que sea altamente predictivo, todo ello segtin la métrica de evaluacién
utilizada en funcién de los datos y el problema en cuestion.

La Fig.3.5 ejemplifica el funcionamiento de un secuencial. Como se puede ob-
servar, en la primera capa se evaltian todas las variables y se elige la que tiene
mayor poder explicativo. Posteriormente, en capas inferiores se arrastra la va-
riable de cada capa que ha formado un conjunto con mejor puntaje. Al final, el
secuencial selecciona como lista final aquella que ha presentado el mayor valor.
Sobre cada nodo del secuencial se aplica el inductor seleccionado.
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Figura 3.5: Funcionamiento de un secuencial. Elaboracién propia

El algoritmo SEQENS destaca por su capacidad para abordar la falta de esta-
bilidad en las selecciones de caracteristicas en entornos de alta dimensionalidad,
como es el andlisis genémico, donde el nimero de variables es significativamente
mayor que el nimero de observaciones. Su enfoque se basa en dividir los datos
en multiples secuenciales y aplicar la técnica de seleccién de caracteristicas de
manera independiente en cada una de estas divisiones. Esto permite obtener se-
lecciones de caracteristicas mds s6lidas y coherentes, afrontando asi los desafios
asociados con la maldicién de la dimensionalidad.

3.3 Cliff

La métrica Cliff, presentada en [!], se utiliza para evaluar la calidad de una
lista de caracteristicas en una clasificaciéon, especialmente cuando se conoce un
conjunto de variables relevantes de antemano. Esta métrica proporciona una pun-
tuacién que oscila entre 0 y 1. Un valor de 1 se alcanza cuando todas las variables
relevantes estan en las primeras posiciones de la lista, y disminuye a medida que
estas variables relevantes se encuentran mas abajo en la clasificacion.

La férmula para calcular la puntuacién de Cliff se basa en las posiciones de las
variables relevantes en la lista de caracteristicas. En otras palabras, no solo tiene
en cuenta si las caracteristicas relevantes estan presentes en la lista, sino también
donde estan posicionadas dentro de la lista. La puntuacién de Cliff se calcula
utilizando la siguiente férmula:

i_a4p _R-1 sip <R
s(Ryp)) = (KPR s

s(R,R)(p—R+1)"F sip>R 6D

Las variables en la ecuacién son fundamentales para comprender cémo afectan
al comportamiento de la puntuacién, como se ilustra en la Figura 3.6:

= R: En la ecuacion, R es un valor fijo que representa el nimero de variables
relevantes para una enfermedad especifica. En la ejecucién mostrada en la
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Figura 3.6: Comportamiento de Cliff. (Fuente: [1])

Figura 3.6, se ha fijado en 10. Se puede observar que a partir de la posicién
10 en el eje X, la forma de la funcién cambia significativamente.

= p: En la ecuacién, p es una variable que representa la posiciéon de una ca-
racteristica especifica en el ranking. Dependiendo de si p es menor que R o
mayor o igual a R, se aplicard una de las dos férmulas para calcular s(R,p).
Se evaluard de manera diferente si la variable se encuentra entre las posi-
ciones R (es decir, si puede ser una variable relevante) o no.

= oy [3: Estos son pardmetros ajustables en la ecuacién que afectan cémo se
calcula s(R,p). o influye en la puntuacién cuando p es menor que R, mien-
tras que [ afecta la puntuaciéon cuando p es mayor o igual a R. Dependiendo
de los valores de a y 3, veras diferentes patrones en como cambian las pun-
tuaciones a medida que te mueves a lo largo del ranking. Se puede observar
en la Fig.3.6 como influye a la puntuacién distintos valores de estos para-
metros.

3.4 Simulacién datos

La generacion de datos sintéticos desempefia un papel fundamental en la rea-
lizacién de nuestros experimentos. Con ello, se aborda la dificultad de obtener
conjuntos de datos completos y tener un control preciso sobre qué variables se
consideran relevantes y cudles no. Estos datos sintéticos representan una groun-
truth conocida, lo que nos facilita llevar a cabo evaluaciones precisas. Ademas,
esta capacidad de generar datos nos permite proponer distintas distribuciones,
lo que, nos brinda la flexibilidad necesaria para evaluar el algoritmo en diversos
escenarios.

Puesto que vamos a trabajar en un espacio multidimensional de caracteristicas
formadas por SNPs, es crucial entenderlos [17]. Los polimorfismos de nucleétido
Unico son variaciones genéticas debidas a diferencias en un solo nucleétido en la
secuencia de SNP. Cada uno representa un cambio especifico en una ubicacién
particular del ADN. En la préctica, se generardn arrays para representar numéri-
camente la informacién genética. Cada posicion en el array corresponderia a un
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SNP especifico, y el valor en esa posicién indicaria la variante genética para ese
SNP en ese individuo. Los posibles valores son 0, 1y 2:

= 0: No se observan mutaciones en esta posicion.
= 1: En esta posicién hay una solo mutacién presente en una de los alelos.

= 2: En esta posicién se observan mutaciones en ambos alelos.

Los alelos son las dos copias de un gen que se heredan de los padres. En el
caso de los SNPs, los dos alelos pueden ser iguales o diferentes. Si los alelos son
iguales, el SNP se denomina homocigoto. Si los alelos son diferentes, el SNP se
denomina heterocigoto.

Una vez generadas un determinado nimero de observaciones SNP con un
determinado nimero de variables, se seleccionardn las variables relevantes pa-
ra generar una enfermedad sintética con una determinada distribucién. De esta
manera, se conoce el groundtruth, es decir, qué variables son relevantes para la
enfermedad sintética. De esta manera, podremos medir el rendimiento del algo-
ritmo utilizado para seleccionar las variables relevantes. Las variables elegidas
serdn consideradas informativas, mientras que el resto se considerara ruido.

Tenemos la capacidad de generar enfermedades sintéticas con tres tipos de
distribuciones en el espacio: hiperplano, hiperesfera y k-clusters.

= Escenario hiperplano: Los casos y los controles se separan en el espacio con
un hiperplano en el subespacio definido por las variables elegidas como
relevantes. Se observa en la Fig.3.7(Izq.) como se distribuye en el espacio
los casos y los controles.

= Escenario de la hiperesfera: En este contexto, los controles se concentran
alrededor de un punto central de origen, mientras que los casos se sittian
mads alld de un radio. Como resultado, la frontera que separa los casos de los
controles toma la forma de una hiperesfera. Puedes observar la distribucién
de esta frontera en el espacio en la figura 3.7 (Cen.).

» Escenario k-clusters: En el escenario de k-clusters, se analiza la distribucion
de los datos en un espacio multidimensional. En este proceso, las obser-
vaciones se organizan en grupos diferentes segtn las similitudes entre las
variables. La figura 3.7 (Der.) ilustra la disposicién de estos grupos en el
espacio.

3.5 Inductores basados en la combinacién de mo-
delos

Se propone la combinacién de modelos como solucién para mejorar el rendi-
miento de SEQENS, con el objetivo de obtener puntuaciones medias superiores y
aumentar la estabilidad del algoritmo en diversos escenarios.
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Figura 3.7: Escenario hiperplano (Izq.), escenario hiperesfera (Cen.) y escenario k-clusters
(Der.). (Fuente:[1])

En un trabajo reciente de realizado por ITI [1], se compar6é SEQENS con otros
métodos de seleccién de caracteristicas. Los resultados demostraron que la po-
sicion de SEQENS en el ranking de rendimiento variaba segtn la distribucion
especifica de la enfermedad en los datos analizados. La capacidad de SEQENS
para independizar su rendimiento de la distribucién real y desconocida de los
datos podria constituir una ventaja significativa, lo que mejoraria su rendimiento

global.

Para lograr este objetivo, se propone hacer uso de una combinacién de mo-
delos, creando un modelo inductor tinico que tenga en cuenta el rendimiento de
varios modelos. Este inductor considerard diversas perspectivas sobre la realidad
y las posibles distribuciones de las enfermedades.

Con este fin, se han disefiado modelos para evaluar diferentes modos de com-
binacién. La combinacién de modelos se centra en la forma en que se manejan los
puntajes obtenidos por cada uno de los modelos para calcular un puntaje global.
Este puntaje global serd fundamental para la seleccion de caracteristicas en cada
particion de datos (secuencial). Cada secuencial, a través de una serie de pasos
Backward-Fordward, buscara optimizar este puntaje global.

Este enfoque busca que el algoritmo se adapte de manera 6ptima a la distri-
bucién real de los datos. Al tratar de optimizar un puntaje que tiene en cuenta el
rendimiento de varios modelos, se espera que el algoritmo ajuste su comporta-
miento en funcién de los resultados que cada uno de estos modelos presenta.

Cada uno de los modelos propuestos se origina a partir de una interpretacién
y combinacién tnica de los puntajes generados por los modelos que lo confor-
man. La eficiencia de cada modelo se refleja en el valor de R? que produce, y
este valor varia segtin cémo se haya gestionado el R?> de cada modelo para obte-
ner el puntaje del inductor. Se han desarrollado e implementado tres inductores
distintos en funcién de diferentes combinaciones:

= Inductor Maximo: En este enfoque, se calcula la puntuacién final seleccio-
nando la puntuacién mads alta entre las métricas de cada modelo. Esto resal-
ta la métrica en la que un modelo se destaca més y la utiliza como medida
unificada de rendimiento. (Rn), representa a los R? obtenido por cada mo-
delos que compone el inductor. Este modelo se denomina MIX-MAX.
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Rpinal = max(Rq, Ry, ..., Ry)

= Inductor Media Aritmética Ponderada: Aqui, las predicciones (Yp;) ponde-
radas por su rendimiento se suman y luego se dividen por la suma total de
ponderaciones. Esto permite tener en cuenta la contribucién relativa de ca-
da métrica en el resultado final. (Ri), representa a los R? obtenido por cada
modelos que compone el inductor. Este modelo se denomina MIX-MAP.

n .
i=1Ypi " Ti
n
i=17i

Yres = (3.2)

El valor R? final se obtiene comparando Yres) con los datos reales utilizando
la funcién r2_score. Este valor representa la calidad de ajuste del conjunto
de modelos combinados a los datos observados.

= Media aritmética geométrica: Las puntuaciones ponderadas se combinan
utilizando la media geométrica ponderada. Esta formula permite dar més
peso a las métricas que son mds importantes, al tiempo que considera la
contribucién relativa de cada métrica en el resultado final. (Ri), representa
a los R? obtenido por cada modelos que compone el inductor. Este modelo
se denomina MIX-MGP.

it log(ypi)) (3.3)

Yres = €XPp ( z

i=1"i
El valor R? final se obtiene comparando y_res con los datos reales utilizando
la funcién r2_score. Este valor representa la calidad de ajuste del conjunto
de modelos combinados a los datos observados.






CAPITULO 4
Resultados

4.1 Experimento uno: Seleccién de caracteristicas
basado en datos sintéticos

El propoésito de este experimento es analizar el rendimiento de SEQENS al
implementar distintos inductores para la seleccién de caracteristicas. Se pretende
comparar como afecta al rendimiento el uso de inductores simples frente al uso de
los inductores propuestos, que estdn formados por la combinacién de distintos
modelos inductores. El experimento se centra en la evaluacién comparativa del
rendimiento, medido a través del indicador Cliff (Seccién 3), del algoritmo SE-
QENS implementado con siete inductores distintos. Tres de los inductores serdn
los propuestos basados en la combinacién de modelos, y los otros cuatro seran
modelos inductores simples.

Los diferentes inductores serdn evaluados en términos de su capacidad para
identificar las variables genéticas influyentes en una enfermedad sintética. Esta
enfermedad sintética se genera para controlar las variables que seleccionamos
como significativas, asi como la distribucién de la enfermedad con respecto a
las variables elegidas. Esto permitird evaluar los resultados del algoritmo en di-
ferentes situaciones, comparando diferentes modelos inductores con diferentes
técnicas de combinacion.

Disefio del experimento

El disefio del experimento implica la utilizacion de tres enfoques combinato-
rios de modelos. Cada uno de estos enfoques se basa en la combinacién de cuatro
modelos: Decision Tree Regressor, KNN y Support Vector Regressor con Kernel
polinomial y con kernel rbf. En cada uno de los tres enfoques, la determinacién
del score final del inductor se realiza mediante la agregacion de los puntajes ob-
tenidos de los modelos que los conforman (Seccién 3). Esta determinacién se ha
realizado de tres formas diferentes: mediante la seleccion del valor méaximo, la
media aritmética ponderada o la aplicaciéon de la media geométrica ponderada.

Los modelos inductores que serdn objeto de comparacién son los siguientes:

21
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1. Modelos basado en combinatoria de modelos mediante la media ponderada
de sus scores. (MIX-MAP)

2. Modelos basado en combinatoria de modelos mediante la media geométrica
de sus scores. (MIX-MGP)

3. Modelos basado en combinatoria de modelos mediante el score méximo.
(MIX-MAX)

4. kNN con un valor de K igual a 5. (KNN)
5. SVR con Kernel Polinomial de Grado 2. (SVR-POLY)
6. SVR con Kernel RBE. (SVR-RBF)

7. Decision Tree con una profundidad méxima de 3 y el criterio friedman_mse.
(DT)

El funcionamiento de los modelos MIX esta explicado en la seccién 3. Los mo-
delos 1, 2 y 3 estdn fundamentados en los modelos 4, 5, 6 y 7, utilizando los mis-
mos parametros y configuraciones, para posibilitar la comparaciéon de su rendi-
miento. SEQENS [1], se basa en un esquema de votos que se realiza sobre la selec-
cién de caracteristicas mediante un proceso SBFS (Sequential Backward Floating
Selection) en un conjunto de particiones de datos. Estas particiones se denominan
“secuenciales ”, y para este experimento en particular, se han utilizado un total
de 100 secuenciales.

Datos

Los datos empleados en este estudio han sido generados de forma sintética
(ver Capitulo 3). Se ha procedido a generar un total de mil doscientas observa-
ciones SNP (polimorfismos de nucleétido tinico), cada una con 854 variables co-
rrespondientes. A partir de esta informacion, se ha modelado de manera sintética
una enfermedad que presenta una distribuciéon en forma de hiperesfera.

Los intervalos de tamafios de muestra seleccionados para evaluar el rendi-
miento son: 300, 600, 900 y 1200.

Con el propésito de simular enfermedades, se ha definido previamente un
conjunto de 20 variables de significativas. El conocimiento del groundtruth permi-
te calcular el KPI Cliff y evaluar la performance de la aproximacién estudiada lo
que nos va a facilitar comparaciones de rendimiento entre aproximaciones.

Resultados y anilisis

A continuacion, se presentan y analizan los resultados del experimento uno,
que se ha realizado para evaluar el rendimiento de diversas implementaciones de
SEQENS, especificamente en funcién del modelo utilizado como inductor

En la figura 4.1 se puede observar el rendimiento de distintas implementacio-
nes de SEQENS segtin el modelo que se ha utilizado como inductor.
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Rendimiento de los Modelos con 854 Variables. 1
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Figura 4.1: Resultado experimento uno. Elaboracién propia

Podemos destacar el desempefio que muestran las ejecuciones de SEQENS
con los inductores mix propuestos para mejorar el rendimiento. Estos destacan
sobre el uso de inductores simples.

En concreto, el modelo MIX-MAX exhibe la mejor puntuacién de Cliff con 300
muestras. Para 600 muestras, dos modelos liderar las puntuaciones, MIX-MAX
y MIX-MGP. Para 1200 muestras, MIX-MAX y MIX-MGP destacan por encima
de los demds inductores. Por dltimo, cabe destacar que el inductor MIX-MGP
alcanza un valor de Cliff superior a 0.95 en todos los rangos de muestras por
encima de 600.

Como conclusion, los modelos inductores basados en la combinacién de mo-
delos han obtenido mayoritariamente mejores resultado los modelos individual-
mente. Especificamente, MIX-MAP se distingue por obtener el mejor rendimiento
tanto en la situacién de maximo como de minimo ntimero de muestras.

En la figura 4.2 detalla los tiempos de ejecuciéon de cada modelo en distintos
numeros de muestras. Cabe mencionar que las ejecuciones han sido en paralelo,
considerando la alta carga computacional. No obstante, los tiempos se presentan
como si se hubiesen ejecutado de forma secuencial.

La Figura 4.2 muestra claramente que el avance en rendimiento va acompa-
flado de un incremento en el consumo de recursos. Dado que los modelos mixtos
son una combinacién de modelos individuales, el tiempo de ejecucioén de los mi-
xes se extiende en proporcién al tiempo de cada modelo individual.
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Tiempo de Ejecucién vs Nimero de Muestras para 854 Variables
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60000

Tiempo de Ejecucién (SEG)
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T T T T T
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Figura 4.2: Tiempos de ejecucion segiin la cantidad de muestras. Elaboraciéon propia.

Discusion

Los resultados obtenidos hasta el momento parecen alentadores. Sin embargo,
es crucial tener en cuenta el contexto y la metodologia empleada, esto resalta
algunas circunstancias que requieren ser consideradas.

El experimento se ha realizado con datos sintéticos, la utilizacién de los datos
reales podria alterar el rendimiento observada. Ademas, es importante destacar
que se ha utilizado tnicamente el escenario de la hiperesfera. El objetivo princi-
pal es que los modelos propuestos tengan un impacto positivo en la estabilidad
general, independientemente del contexto especifico. A pesar de haber observa-
do un mejor rendimiento en este escenario particular, que fue elegido de manera
arbitraria, es fundamental replicar estos experimentos en diferentes escenarios
con distribuciones de enfermedades diferentes. Esto permitird evaluar el rendi-
miento de la aproximacién de inductores combinados en comparacién con la de
un inductor tnico de manera mds generalizada.

Ademads, conviene recordar que los resultados mostrados provienen de una
sola ejecucién. Aunque se observe que generalmente los modelos propuestos me-
joran el rendimiento, se requieren multiples experimentos para asegurar la ro-
bustez de estos resultados. Por ejemplo, el excelente resultado del MIX-MAX con
pocas muestras podria ser el resultado de un caso excepcional en el que tanto los
modelos como las muestras tuvieron un desempefio excepcional.

En el préximo experimento, se buscard abordar los desafios anteriormente
mencionados.

Conclusion

Al comparar el rendimiento del algoritmo SEQENS con distintos modelos co-
mo inductores observamos que los modelos combinados propuestos para mejo-
rar el rendimiento han mostrado que de forma general mejoran el rendimiento o
igualan al mejor de los modelos (Fig. 4.1). Las mejoras en términos del indicador
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Cliff son evidentes, si bien es importante sefialar que estas mejoras se obtienen a
costa de un gasto adicional de recursos. (Fig. 4.2).

Ademas, cabe destacar que los modelos mix han considerado las predicciones
del modelo SVR con Kernel polinomial, el cual tenia las predicciones de menor
calidad. Sin embargo, dichos modelos asignan mayor importancia a las predic-
ciones que han demostrado un mejor desempefio y un mal desempefio no dis-
minuye notablemente su rendimiento. Este hallazgo nos sugiere que los modelos
mix podrian ser capaces de lograr resultados consistentes y favorables, indepen-
dientemente de la distribucién real de los datos en el espacio multivariante. Esto
implica un grado de agnosticismo con respecto al rendimiento final en relacién
con la distribucién real de la enfermedad. Esto se debe a que estos modelos se be-
neficiaran de las predicciones del modelo que interprete de manera més efectiva
la relacién entre las variables y los casos.
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4.2 Experimento dos: Seleccién de caracteristicas
basado en datos reales

Este experimento pretende ampliar la 6ptica y estresar los resultados del pri-
mero. Para ello, se utilizardn datos reales y se realizardn varias ejecuciones del
mismo experimento para comprobar la estabilidad de los resultados. Posterior-
mente, se afladirdn experimentos complementarios con el fin de explorar la soli-
dez de los mismo.

Disefio del experimento

Para este experimento se han utilizado los mismos modelos que se han pre-
sentado en el experimento comentado en 4.1. Por tanto, serdn siete los inductores
puestos a prueba. Cuatro seran modelos simples y tres serdn modelos creados a
base de la combinacién de los cuatro modelos simples.

La idea del experimento es observar como se comporta la combinacién de
modelo en distintos escenarios y cual seria el rendimiento medio de los tres esce-
narios propuestos: Hiperesfera, Hiperplano y k-cluster (Seccion 3).

Para este experimento se han realizado cinco ejecuciones SEQENS con cada
uno de los siete modelos inductores sobre cada uno de los tres escenario para
obtener la media y sus respectivas desviaciones.

Datos

Para la realizacién de este experimento se han contado con datos reales pro-
porcionados por la empresa ITI. Los datos de los que se dispone y que se han
hecho uso son los siguientes:

= Un conjunto de datos sensibles de 488 muestras del genoma de 488 indi-
viduos con 15581 variables. Para cumplir con la RGPD, el acceso ha sido
restringido y anonimizando los datos a nivel de individuo y variable.

» Lista de variables relevantes para el desarrollo de Diabetes mellitus tipo 2.

= Tres tipos de targets: k-cluster, hiperplano, hiperesfera.

Cabe destacar que, a pesar de que los datos son reales, los targets se han ge-
nerado sintéticamente para disponer de un groundtruth con el que evaluar el ren-
dimiento de las distintas ejecuciones.

En este experimento, respecto al anterior, tenemos una limitacién en el nime-
ro de muestras puesto que son 488. De manera sintética creamos hasta 1200. Esto,
confirma la problematica a resolver, en este caso real, vemos que la cantidad de
variables de las que se dispone es 31,92 veces mayor que el niimero de muestras
y en casos reales este ratio puede llegar a ser mucho mds grande.
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Resultados y anilisis

Se han ejecutado las variantes de SEQENS sobre tres tipos de escenario: Hiper-
esfera, Hiperplano y k-cluster (ver Capitulo 3). Durante los graficos se encuentran
dos tipos de bandas. En los gréficos que muestran todos los modelos, la banda re-
presentada se ajusta a 1,96 x (¢/+/n), siendo n el ntimero de muestras obtenidas.
Esta banda muestra el comportamiento de la media con un nivel de confianza del
95 %. Por otro lado, las bandas que se presentan en los graficos que muestran un
tinico modelo se ajustan a dos veces la desviacién tipica en ambos sentidos. Esta
banda representa la dispersiéon de los puntajes obtenidos.

Escenario Hiperesfera

En la Fig. 4.3, se proporcionan los resultados obtenidos con las bandas que
muestran el comportamiento de la media con un nivel de confianza del 95 %.
Por otra parte, se presentan los resultados de cada modelo de manera individual,
con las bandas que muestran la variabilidad de los puntajes en las Figuras 4.4 y
4.5. Estas figuras muestran las ejecuciones de SEQENS con los modelos simples
y los modelos mix respectivamente. Ademas, la figura 4.6 muestra los boxplots
para los diferentes inductores con diferentes niimero de muestras en el escenario
hiperesfera.

Cliff de los modelos con 1000 variables. Hiperesfera, 5 pruebas.
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Figura 4.3: Resultado en el escenario Hiperesfera. Elaboraciéon propia.

Se puede confirmar que en la mayoria de circunstancias, los modelos propues-
tos, han obtenido mejores y resultados mas estables que la ejecucién con modelos
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simples (Fig. 4.3). En particular, los tres enfoques propuestos superan a las alter-
nativas cuando se trata de conjuntos pequefios de muestras, y esta tendencia se
mantiene al aumentar el nimero de muestras. Si observamos la Figura 4.6, se
hace evidente que, para cada grupo de diagramas de caja asociados a diferentes
numeros de muestras, los resultados de los modelos mix se sitlan consistente-
mente en la parte superior del grupo, y la variabilidad generalmente parece ser
menor que la media del grupo.

Un aspecto destacado en la Figura 4.5 es la notable estabilidad que el modelo
MIX-MAP mantiene a lo largo de todas sus iteraciones. Esta coherencia a lo largo
del tiempo es un indicativo positivo de la robustez del modelo.

KNN - 1000 variables, Esfera SVR-POLY - 1000 variables, Esfera
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Figura 4.4: Rendimiento modelos simples en el escenario Hiperesfera. Elaboraciéon pro-
pia.
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Figura 4.5: Rendimiento modelos mix en el escenario Hiperesfera. Elaboracién propia.

Se puede concluir que en este escenario, los modelos mix propuestos han de-
mostrado una relacién positiva entre el ntiimero de muestras y el rendimiento,
asi como una notable estabilidad. Son hallazgos positivos que sugieren que los
modelos propuestos podrian ser una solucién 6ptima para abordar el problema
planteado. Es importante resaltar que los hallazgos de este experimento refuer-
zan y amplian las conclusiones obtenidas en el experimento anterior, lo que apor-
ta robustez a los resultados.
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Comparacién de Rendimiento por Modelo y Ntimero de Muestras, Hiperesfera
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Figura 4.6: Diagrama de cajas, Hiperesfera. Elaboracién propia.

Escenario Hiperplano

En la Figura 4.7 se presenta un resumen de los resultados obtenidos en este
escenario. Se muestra el rendimiento y la variabilidad de cada modelo de manera
individual en las Figuras 4.8 y 4.9. Ademas, se incluye un diagrama de barras en
la Figura 4.10 que podria ayudar a la comparacion integral de los resultados.

Al analizar la Fig.4.7 vemos que las diferencias entre los modelos serdn me-
nos marcadas. Podemos observar en la grafica que los modelos que tienen un
rendimiento inferior son DT, SVR y SVR POLY. Por otro lado, los demés modelos
siguen una tendencia similar. Es notable el destacado desempefio de MIXMAP,
que logra el mejor resultado con 88 muestras.

lOCIiff de los modelos con 1000 variables. Hiperplano, 5 pruebas.

0.9
0.8
0.7
0.6
o
k= i
= 05
0.4
—— SVR-POLY
0.37 SVR-RBF
024 2T
—— MIX-MAP
014 — MIX-MAX
MIX-MGP
O-O T T T T T
88 188 288 388 488

Numero de Muestras

Figura 4.7: Resultado en el escenario Hiperplano. Elaboracién propia.

En la Fig.4.8 y 4.9 vemos que la variabilidad de los inductores es bastante
similar entre todos los modelos.
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Figura 4.8: Rendimiento modelos simples en el escenario Hiperplano. Elaboracién pro-
pia.

» MIX-MAP - 1000 variables, Hiperplano . MIX-MAX - 1000 variables, Hiperplano » MIXMGP - 1000 variables, Hiperplano
- e ey
o 0s
as o8
o o7 .
06 /’/ 06
§os Sos
as 0s
03 ‘ 03 03
02 02
J -
o e e e =
""""""" 40 Musstras. Nimero de Muestras. Nimero de Muestras

Figura 4.9: Rendimiento modelos mix en el escenario Hiperplano. Elaboracién propia.

Al profundizar en el andlisis de la Figura 4.10, se puede apreciar que, en gene-
ral, los modelos mix estan ubicados en la parte superior del grupo en casi todas
las situaciones, y presentan variabilidades més restringidas.

Comparacion de Rendimiento por Modelo y Numero de Muestras, Hiperplano
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Figura 4.10: Diagrama de cajas, Hiperplano. Elaboracién propia

Aunque las disparidades con respecto a los demdas modelos no sean tan mar-
cadas como en el escenario de la esfera, podemos afirmar que los modelos mix
muestran una tendencia a ser més estables y a presentar mejores resultados en
este escenario.
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Escenario K-Cluster

Los resultados se presentan de manera similar a los escenarios anteriores. En
la Figura 4.11, se muestran los resultados completos, mientras que para facilitar
la visualizacién de los modelos simples, se presenta la Figura 4.12, y para los mo-
delos mix se muestra la Figura 4.13. Finalmente, en la Figura 4.14, se presentan
los diagramas de caja del experimento.

En la Figura 4.11, se observa un comportamiento relativamente similar entre
los modelos, con algunas excepciones. SVR-POLY es el inductor con peor rendi-
miento, seguido de SVR-RBF y DT. Estos dos inductores muestran un rendimien-
to inferior al grupo entre las 88 y 288 muestras. A excepcién de SVR-POLY, el resto
de inductores presenta un comportamiento similar a partir de 288 muestras.

Cliff de los modelos con 1000 variables. k-Cluster, 5 pruebas.
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Figura 4.11: Resultado en el escenario K-Cluster. Elaboracién propia.

Destacamos que para niveles de muestras bajos, los mejores modelos son los
mix, siendo el mejor MIX-MGP para 88 muestras. Para 188 muestras, los tres mix
y KNN muestran un rendimiento muy similar. En 288 muestras, los tres mix y
KNN muestran un rendimiento equivalente.

Al comparar la estabilidad de los modelos simples (Figura 4.12) con los mode-
los mix (Figura 4.13), se observa que los modelos mix presentan una estabilidad a
lo largo de todo el rango, algo que los modelos simples no logran, a excepcion de
KNN que muestra la mejor estabilidad.

Para concluir, en los diagramas de caja (Figura 4.14), los modelos mix vuelven
a ubicarse en la esquina superior derecha de cada grupo de cajas. La diferencia es
menos notable a medida que aumenta el ntiimero de muestras.
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Figura 4.12: Rendimiento modelos simples en el escenario K-Cluster. Elaboracién propia.
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Figura 4.13: Rendimiento modelos mix en el escenario K-Cluster. Elaboracién propia.
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Figura 4.14: Diagrama de cajas, K-Cluster. Elaboracién propia.
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Resultados combinados

En esta seccion se presentan los resultados de los tres escenarios juntos. Estos
son los mismos resultados que se han presentado anteriormente, pero al agregar-
los por media, podemos obtener una visién integral del funcionamiento de los
modelos en situaciones reales. Como se mencioné previamente, la distribucion
real de los datos es desconocida, por lo que la combinacién de resultados pue-
de ayudar a obtener una idea de su comportamiento en situaciones del mundo
real y eliminar el impacto de la distribucién respecto del rendimiento final del
algoritmo al realizar la identificacion de variables.

En la Fig.4.15, podemos observar que los modelos forman dos grupos por
similitud de rendimiento. Los que han obtenido generalmente un rendimiento
mas bajo son DT y SVR-POLY. Dentro del grupo que ha obtenido un mejor rendi-
miento, se destacan ligeramente las lineas marrén (MIX-MAX) y azul (MIX-MAP)
cuando la cantidad de muestras esta entre 88 y 288.

Cliff de los modelos con 1000 variables. Total, 15 pruebas.
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Figura 4.15: Resultado en el total de escenarios. Elaboracién propia.

Observando la Figura 4.15 y 4.16, podemos obtener conclusiones més sé6lidas
respecto a los grupos de muestras:

= Con 88 muestras, en general, los modelos mix han obtenido los mejores
resultados y presentan la menor variabilidad. Es importante destacar que
MIX-MAP alcanza los mejores resultados. El modelo que mads se asemeja es
KNN, aunque no logra puntuaciones tan elevadas.
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= Con 188 muestras, seguimos observando el mismo patrén que con 88 mues-
tras. Los modelos mix se ubican en la parte superior del grupo, siendo MIX-
MAX y MIX-MAP los que obtienen los resultados més altos. El rendimiento
de los modelos mix no solapa con KNN que es el modelo simple con mejor
rendimiento.

= Con 288 muestras, sigue existiendo una ligera superioridad de los modelos
mix. Sus rendimiento no solapan con ningtn otro modelo.

= Con 488 muestras, las diferencias se acortan y aunque los modelos mix con-
tintian obteniendo los mejores resultados, KNN muestra un rendimiento
muy similar.

Comparacién de Rendimiento por Modelo y Nimero de Muestras, total
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Figura 4.16: Diagrama de cajas, Total. Elaboracién propia.

En lo que respecta a la estabilidad de los modelos, que se puede comparar
en las Figuras 4.17 y 4.18, no podemos observar ningtin modelo que destaque
especialmente.

KNN - 1000 variables, Final SVR-POLY - 1000 variables, Final
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Figura 4.17: Rendimiento modelos simples en el total de escenarios. Elaboraciéon propia.

En conclusién, podemos afirmar que los modelos mix obtienen en general re-
sultados superiores a los modelos simples. No obstante, a medida que aumenta
el nimero de muestras, las diferencias se reducen.
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Figura 4.18: Rendimiento modelos mix en el total de escenarios. Elaboracién propia

Discusién y conclusién

Este experimento ha ampliado el alcance del primero (4.1), las diferencias son:
se han aumentado el nimero de experimentos para poder obtener un rango de
rendimiento teniendo en cuenta distintas ejecuciones, se han utilizado ratos reales
(488 muestra de genomas la respectiva separacién entre casos y control) , se han
testeado tres escenarios distintos y se han agrupado los datos.

A través de la comparacién de los modelos simples y mix en escenarios de Hi-
peresfera, Hiperplano y K-Cluster, se pueden extraer conclusiones significativas
que arrojan luz sobre la efectividad y la robustez de los enfoques propuestos.

En el escenario de Hiperesfera, es donde hemos encontrado las mayores dife-
rencias entre los modelos simples y los mix a favor de los mix. Es especialmente
evidente en los conjuntos de muestras mas pequefios. Ademas, el modelo MIX-
MAP, destaca por su estabilidad constante en todas las iteraciones. Estos hallaz-
gos respaldan la hipétesis de que la combinacién de modelos puede resultar en
un mejor rendimiento y confirma las limitadas conclusiones que se obtuvieron en
el experimento 1.

En el escenario de Hiperplano, los modelos mix nuevamente se posicionan co-
mo los més efectivos. Las diferencias entre los modelos no son tan pronunciadas
como en el escenario de la Hiperesfera; sin embargo, se mantiene la tendencia de
los modelos mix en obtener mejores resultados y una mayor estabilidad.

El el escenario de K-Cluster, se reafirma la superioridad de los modelos mix
en términos de rendimiento y estabilidad. A pesar de obtener un rendimiento
medio no tan distinto entre modelos, los mix presentan una variabilidad inferior
a lo largo del rango de muestras.

En el anélisis conjunto de los tres escenarios y teniendo en cuenta las conclu-
siones obtenidos por los resultados individuales, podemos concluir que los mo-
delos mix superan a los modelos simples en términos de rendimiento y estabilidad
en distintos escenarios. A medida que el nimero de muestras aumenta, tiende a
reducirse las diferencias entre modelos mix y simples. Los resultados sugieren
que la combinacién de los modelos resulta ser siempre beneficiosa especialmente
en conjuntos de datos mds pequefios.

Entre los modelos mix, se aprecia un comportamiento similar. No obstante,
MIX-MAP parece tener una estabilidad mejor y destacar en algunas ocasiones,
especialmente en rangos de muestras bajos.
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4.3 Experimento complementario 1: Distribuciéon del
ruido e informacion.

Cuando un secuencial realiza una seleccion de caracteristicas en SEQENS (ver
Seccién 3), devuelve un puntaje asociado a dicha lista. El punjate devuelto pue-
de servir para establecer dos distribuciones una que modele la distribucién de la
informacién donde las etiquetas son las originales y otras que modele la distribu-
ciéon del ruido habiéndose barajado previamente las etiquetas. Este experimento
permite observar como se distribuye el ruido y la informacién dependiendo del
inductor.

Una manera de mejorar SEQENS seria encontrar un umbral mds certero que
elimine los secuenciales de baja calidad. Esto permitiria incrementar la calidad
del voto, ya que descartaria aquellos secuenciales cuya opinién bien podria pro-
ceder del ruido, pues no alcanzan un umbral minimo de calidad.

Ademas, al descartar secuenciales de baja calidad, la calidad de los votos cre-
cerd pues tan s6lo contaran en la decisién aquellos secuenciales que han produ-
cido un valor de score minimo que estd dentro de la calidad minima estipulada.
Para ello se observaran la distribucién de los scores obtenidos suponiendo que el
target es el original (informacién) y la misma distribucién cuando se ha produci-
do un barajado previo de la etiqueta (ruido). La distribucién del ruido permitira
establecer un valor minimo de calidad a exigir a la selecciéon con el target original
basado en un percentil alto del ruido donde se observe poco o nulo solapamientro
entre ambas distribuciones.

Disefio del experimento y datos

Para este experimento se han utilizado los modelos expuestos en el Experi-
mento 1y 2. Cuatro modelos simples y tres modelos mix. Por tanto, serdn siete los
inductores puestos a prueba para la obtencién de ruido e informacién

Para poder obtener la distribucién de los puntajes de la informacién y el ruido
se han realizado dos ejecuciones de cada inductor por nimero de muestra. Una
ejecucion tiene el target establecido de manera correcta y la otra tiene el target
barajado. De esta manera, se obtienen claramente los puntajes de los secuenciales
que corresponden a la informacién y al ruido respectivamente.

Los datos que se han utilizado para el experimento son los mismos que en el
Experimento 2 en el escenario de k-cluster. Un conjunto de datos reales de 488
individuos anonimizados y un target generado a partir de ellos con distribucién
de k-cluster (ver Seccion 3).

El experimento, al ser complementario, se ha realizado en un solo escenario,
con una sola iteraciéon y con un niimero concreto de muestras. Estas variables se
han elegido arbitrariamente.
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Resultados y anilisis

Tras la ejecucion del experimento se obtienen los resultados mostrados en la
Figura 4.19. Se puede observar en ella la distribucién de los puntajes de los se-
cuenciales de la ejecucién con el target correcto (informacién) y con el target ba-
rajado (ruido).

Distribucion de scores para cada modelo con 488 muestras. Cluster
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= Ruido
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Figura 4.19: Distribucién de ruido e informacién segiin modelos. Elaboracién propia.

Se observar que los modelos mix muestran unas distribuciones de ruido e in-
formacién maés distanciadas y por lo tanto con un menor grado de solapamiento..
Ademads se puede observar que la distribucién de la informacién es mds compacta
en los modelos mix que en el resto de modelos.

Discusién y conclusién

El experimento muestra limitaciones claras, solo se ha ejecutado una vez, en
un escenario concreto y con un nimero de muestras determinados. Aunque las
conclusiones no puedan ser rotundas, se pueden extraer algunas ideas para rea-
lizar trabajos futuros.

Es este experimento concreto se podria proponer un umbral de calidad de
0.7. Esto, en los modelos mix descartaria todos los secuenciales que pertenecen
al ruido y aprovecharia la mayoria de secuenciales de informacién. Sin embargo,
en otros modelos, aunque eliminaria todos los secuenciales de ruido, también
eliminarfa una gran parte de los que pertenecen a la informacién. En estos casos,
el calculo del puntaje se habria realizado en vano, ya que no alcanzaria el umbral
de calidad minimo.

También podemos extraer otra conclusién valiosa, los mixs, al presentar un
una distribucién de los puntajes mds alta y compacta podemos asumir que la
prediccién serd generalmente mejor y mas fiable, puesto que la capacidad que
tiene cada secuencial de realizar una selecciéon de variables adecuada es en media
superior que la mayor parte de los inductores.
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En conclusion, se observa que la separacion entre ruido e informacién en los
modelos propuestos mix, es significativamente superior que en el resto de mode-
los. Esto sugiere que la calidad de la prediccion serd més confiable y que mediante
la optimizacién del umbral de calidad de los secuenciales se podria obtener bue-
nos resultados y optimizar el calculo, ya que se descartarian los secuenciales que
presentan ruido. A pesar de ser un experimento con limitaciones, abre las puertas
a nuevas investigaciones futuras y supone otro argumento a favor del uso de los
inductores combinados propuestos para mejorar el rendimiento.
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4.4 Experimento complementario 2: Influencia del
namero de secuenciales.

SEQENS es un algoritmo de seleccién de caracteristicas que se basa en la idea
de realizar multiples particiones del conjunto de datos original. Esto permite en-
trenar modelos de distintas maneras, obteniendo distintas opiniones y votos. De
esta forma, el algoritmo pretende paliar el efecto de la maldicién de la dimensiona-
lidad, que dificulta la seleccién de caracteristicas més relevantes [2]. Esto se con-
sigue obteniendo la opinién de multiples inductores, cada uno entrenado en una
particién diferente del conjunto de datos.

En teoria, podria pensarse que un mayor ntimero de particiones llevaria a
un mejor rendimiento, ya que se contarian con mds inductores que darian su
opinién sobre las variables relevantes. En este experimento se pretende poner
a prueba cémo afecta el nimero de secuenciales al rendimiento del algoritmo,
implementado con distintos modelos y para diferentes tamafios de muestras.

Disefo del experimento y datos

Para llevar a cabo este experimento, se realizaron multiples ejecuciones del
algoritmo SEQENS. Se utilizaron dos tamarfios de muestra: 188 y 488.

Se eligieron dos inductores para este experimento: el mix MIXMAP, represen-
tante de los modelos mix, y el inductor simple KNN. Estos modelos fueron selec-
cionados debido a que, segtin los resultados de los Experimentos 1y 2, MIXMAP
parecia ser el mas estable de los mix, y KNN presentaba un rendimiento mas cer-
cano al de los modelos mix en comparacién con otros modelos simples.

Los datos utilizados para los experimentos son los mismos que se emplearon
en el Experimento 2, en el escenario de k-cluster. Un conjunto de datos de 488
individuos anonimizados y un target generado a partir de ellos con distribucién
de hiperesfera (ver Seccion 3). Se han seleccionado dos escenarios de tamafio de
muestra: 188 y 488, con el fin de obtener conclusiones en dos rangos de muestras.

Se ha explorado un rango de secuenciales desde 100 hasta 600, con incremen-
tos de 50 secuenciales.

Resultados y anilisis

Tras la ejecucion del experimento, se obtienen los resultados mostrados en la
Figura 4.20. En el eje X se representa el niimero de secuenciales, mientras que en

el eje Y se presenta el valor de Cliff (ver Seccién 3) obtenido en cada ejecucién de
SEQENS.

Tras el andlisis de los resultados, se obtuvieron resultados interesantes. El ren-
dimiento de MIXMAP es generalmente superior al de KNN en cualquier circuns-
tancia del experimento.

Se observo una relacién directamente proporcional entre el nimero de secuen-
ciales y el rendimiento, con la excepcién de KNN con 188 muestras.Este resultado
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Cliff Score por Modelo y NUmero de Muestras segun secuenciales
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Figura 4.20: Variacién de rendimiento segtin ntimero de secuenciales. Elaboracién propia.

sugiere que KNN puede no ser tan robusto como MIXMAP ante la escasez de da-
tos.

Se identificaron dos niveles de rendimiento: uno entre 50 secuenciales y 400
secuenciales, y otro a partir de 450 secuenciales, mostrandose un cambio signifi-
cativo en el rendimiento con 450 secuenciales en todos los escenarios.

Discusién y conclusién

A pesar de las limitaciones del experimento, que se ejecuté solo una vez en un
escenario especifico, se pueden extraer conclusiones valiosas.

El inductor mix propuesto, MIXMAP, mostré consistentemente un rendimien-
to superior al modelo KNN, lo cual respalda el uso de los modelos mix propues-
tos. En los experimentos anteriores, solo se habian ejecutado con 100 secuenciales.

La relacién entre el nimero de secuenciales y la mejora del rendimiento es
constante en los modelos mix. Se puede observar que en KNN el rendimiento es
errdtico con 188 muestras; a partir de 150 secuenciales, parece que el rendimiento
se vuelve inversamente proporcional al ntimero de secuenciales. Esto proporcio-
na cierta seguridad en el hecho de que con los modelos mix podria mantenerse
siempre esta relacion positiva entre mds recursos y mejor rendimiento ante cual-
quier nimero de muestras cicunstancia que parece no observarse en el caso de
bajo ndmero de muestras con el modelo tinico KNN probado en este experimen-
to.

En el momento que KNN se aproxima mads al inductor mix es a partir de 450
secuenciales y 488 muestras, en ese punto el salto que rendimiento es mayor en
KNN. Esto sugiere que para que KNN muestre un rendimiento similar necesita
del uso de maés recursos. Ademads este comportamiento sélo se observa en el caso
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de la muestra grande (488) pues en el caso de muestra pequefia (188) KNN no
sigue este patrén, mientras que mix si que lo hace en todo momento.

En conclusién, este experimento es un argumento sélido para el uso de los in-
ductores mixs y abre nuevas oportunidades de investigacién para mejorar el ren-
dimiento. El modelo MIXMAP presenta apréximadamente un comportamiento
mondtono creciente del rendimiento ante el incremento del nimero de secuen-
ciales mientras que KNN no. Se debe estudiar cudl puede ser un niimero 6ptimo
de secuenciales en cada circunstancia, pero en el caso que nos ocupa el experi-
mento indica un rango de indiferencia entre los 100 y 400 secuenciales y un salto
significativo con 450 secuenciales.






CAPITULO 5

Discusion

Este trabajo se ha planteado con la intencién de abordar el desafio que repre-
senta la seleccidon de caracteristicas en entornos de alta dimensionalidad, enfocan-
dose de manera especifica en la identificacion de variables genéticas relevantes
para enfermedades. Para afrontar la problematica inherente a la alta dimensiona-
lidad, se ha empleado el algoritmo SEQENS. Su optimizacién ha sido propuesta
como objetivo central de este estudio.

Al analizar los resultados de los experimentos 1y 2, se puede concluir que
los resultados obtenidos son alentadores. En ambos casos, se evidencia que el
rendimiento de los inductores basados en la combinacién de modelos supera a la
utilizacién de modelos individuales.

Es relevante considerar diversos aspectos. Tanto para la seleccién de la com-
binacién como para la comparacién de los modelos, la eleccién ha sido realizada
de forma arbitraria, tomando en cuenta aspectos como el tiempo de ejecucién
debido a las limitaciones temporales y al gran volumen de célculos requeridos.
Se espera que, con una seleccion més exhaustiva de los modelos, el rendimiento
pueda ser mejorado atin mas. Los resultados de estos experimentos indican que
la combinacién de modelos supera la efectividad de los modelos individuales.

No se ha realizado una optimizacién de los hiperparametros de los modelos;
se han empleado configuraciones preestablecidas y, en algunos casos, se han re-
ducido los pardmetros en el &mbito de los arboles de decisién para reducir el
tiempo de ejecucion. Una optimizacién de dichos hiperpardmetros podria con-
ducir a resultados mds satisfactorios.

Si bien los resultados han sido prometedores, no se puede pasar por alto el au-
mento considerable en la carga computacional. SEQENS ya implicaba una carga
sustancial, y al ejecutar los modelos mix, esta carga se incrementa atin més. Seria
necesario estudiar si este incremento en la carga computacional est4 justificado
por la mejora en los resultados obtenidos. Aunque cabe decir que el aumento de
tiempo de ejecucion no deberia ser una limitacién, pues la tarea de identificacién
de genes debe realizarse solo una vez y es de gran utilidad para la investigacién
médica. En este trabajo, se han realizado experimentos con datos reales, a pesar
del alto costo computacional, demostrando que es posible llevar a cabo incluso
con las restricciones temporales propias de un Trabajo de Fin de Grado y gra-
cias también a que dicho algoritmo de seleccién de caracteristicas es altamente
paralelizable.
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Al comparar los resultados con el articulo que presenta el algoritmo SEQENS,
llegamos a una conclusién prometedora. En dicho articulo, SEQENS se compara
con otros nueve algoritmos, y demuestra ser el mds estable entre todos ellos. El
propio articulo reconoce que no se han explorado las versiones mds 6ptimas de
los algoritmos comparativos, y que podrian existir implementaciones que ofrez-
can un rendimiento atin mejor. Sin embargo, es importante sefialar que SEQENS
tampoco ha sido optimizado al méximo y su investigacion es incipiente, lo que
sugiere que aun existen diversas dreas de mejora por explorar.

El articulo presenta SEQENS con la implementacién de un solo inductor, el
KNN. En este trabajo, se ha seguido esta configuracién y se ha superado el rendi-
miento de SEQENS con KNN al emplear modelos mixtos, particularmente cuan-
do se trata de conjuntos de datos de muestras inferiores. Si SEQENS con KNN ya
habia demostrado su eficacia en ese contexto, se puede inferir que los modelos
mixtos propuestos han logrado mejorar su rendimiento atin méas. En consecuen-
cia, se podria argumentar que si se repitiera la misma comparacién que en el ar-
ticulo, la diferencia en rendimiento seria més pronunciada y favoreceria mucho
mas a SEQENS.

En resumen, a través de la experimentacion realizada en este trabajo, se ha
logrado demostrar la viabilidad de la idea de combinar modelos con el fin de
optimizar el rendimiento de SEQENS y mejorar su adaptabilidad ante diversas
distribuciones de datos. Este enfoque representa una contribucién significativa
en el estado del arte. SEQENS habia demostrado ser una opcién valida para la
seleccion de caracteristicas en entornos de alta dimensionalidad, y los descubri-
mientos presentados aqui presentan la posibilidad de potenciar su rendimiento y
plantean nuevos caminos para futuras investigaciones en esta drea.



CAPITULO 6
Trabajos futuros

A través de la experimentacion, se ha logrado demostrar la validez de la es-
trategia de combinar modelos para potenciar el rendimiento de SEQENS, obte-
niendo resultados consistentes en muestras reales. A lo largo de este trabajo, han
surgido dudas y oportunidades para continuar avanzando tanto en la mejora de
la implementacion de la combinacién de modelos como en la optimizacion del
propio algoritmo. Estas ideas abren caminos para futuras investigaciones en esta
area, con el potencial de contribuir al avance de la seleccién de caracteristicas en
entornos de alta dimensionalidad y su aplicacién en campos como la investiga-
cién biomédica y otros como quimica o industria. A continuacién, se presentan
algunas lineas de investigacién que podrian explorarse:

= Optimizacién de parametros de SEQENS: Los parametros como training_size,
max_interactions y n_sequential en SEQENS ofrecen oportunidades de op-
timizacién. Seria valioso determinar el punto éptimo de secuencias que en-
cuentre un punto 6éptimo entre rendimiento y tiempo de ejecucién. El ex-
perimento complementario 2 muestra resultados de como las secuenciales
tienen influencia directa en el rendimiento del algoritmo.

= Seleccién de modelos para la combinacién: En los experimentos presenta-
dos, la eleccién de modelos para la combinacién ha sido en gran parte ar-
bitraria. Una selecciéon mds fundamentada podria llevarnos a mejorar atin
mas los resultados. Por ejemplo, se podria investigar qué modelos son ade-
cuados para diferentes distribuciones de datos y utilizarlos para la combi-
nacion.

= Optimizacién de modelos individuales: Existe margen en la mejora de la
optimizacién de los modelos seleccionados para la combinatoria. Diferentes
configuraciones de sus hiperpardmetros internos podrian llevar a mejoras
en el rendimiento global.

= Investigar otras opciones de combinacién: Ademds de las estrategias de
combinacion interna utilizadas, como el maximo, la media ponderada y la
media geométrica, seria interesante investigar otras formas de combinar los
resultados de los modelos. La exploracién de enfoques alternativos podria
revelar combinaciones mas efectivas.

s Combinaciéon externa de resultados: Si bien la combinacién de modelos
se ha abordado internamente en este trabajo, es decir, cada inductor es un
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modelo compuesto por una combinacién de modelos individuales, otra po-
sibilidad seria realizar ejecuciones de los modelos individuales y analizar
diferentes formas de combinar los resultados obtenidos por separado.

= Introduccién de umbrales como filtro de calidad de los secuenciales: El ex-
perimento complementario 1 muestra como se distribuyen los puntajes de
los secuenciales en términos de proporcionar ruido o informacién. La intro-
duccién de umbrales de calidad podria ayudar a eliminar los secuenciales
que no son relevantes, lo que podria mejorar la precision de las prediccio-
nes, aumentar la fiabilidad y mejorar la eficiencia de cdlculo.

Estas areas de investigacion podrian mejorar el rendimiento de SEQENS y
ampliar el conocimiento para la mejora de la selecciéon de caracteristicas.



CAPITULO 7

Conclusiones

Este trabajo se ha dedicado a abordar una problemaética de gran relevancia:
la seleccién de caracteristicas en entornos de alta dimensionalidad, como los que
se encuentran en el campo de la genémica. Los microarrays, son estructuras de
datos utilizadas para analizar la genémica del ADN, presentan un gran desafio
debido a la gran cantidad de variables y la limitada posibilidad de obtener mues-
tras en contextos médicos. Esta disparidad entre variables y muestras da lugar
al problema conocido como la maldicién de la dimensionalidad, donde el elevado
numero de variables aumenta la complejidad de identificar las méas relevantes, el
riesgo de sobreajuste y la deteccion de falsas relaciones.

Para abordar esta problematica, se ha utilizado SEQENS, un algoritmo que ha
demostrado tener un papel relevante en la seleccién de caracteristicas relevantes
en contextos de alta dimensionalidad, en comparacién con otras opciones en el
estado del arte. SEQENS aplica Sequential Feature Selection utilizando un mo-
delo de machine learning como inductor, operando en diversas particiones de
los datos y combinando los resultados mediante un proceso de votacién. El ob-
jetivo es que las variables relevantes sean seleccionadas con mayor frecuencia en
las diferentes ejecuciones de SFS, buscando mejorar la estabilidad y lidiar con la
complejidad de la dimensionalidad.

A pesar de los resultados previos favorables obtenidos con SEQENS, se ha
observado que el algoritmo, al basarse en un tinico modelo como inductor, se
ve influido en gran medida por la distribucién de los casos y la capacidad in-
terpretativa de dicho modelo. Dado que en situaciones reales no se dispone del
conocimiento de la distribucién real de las enfermedades, surge la posibilidad de
mejorar el rendimiento de SEQENS a través de la combinaciéon de modelos.

Asi pues con el fin de mejorar el rendimiento del algoritmo, se ha propuesto
la implementacién de un inductor para la seleccién de caracteristicas compuesto
por una combinacién de distintos modelos. Esta estrategia busca hacer a SEQENS
maés agnostico ante la incertidumbre de la distribucién de los datos, evitando de-
pender de una tinica interpretacién del espacio al usar un tnico modelo y consi-
derando la visién de modelos con sus respectivas formas de interpretar el espacio
de caracteristicas. La expectativa es que los inductores combinados se adapte me-
jor a la distribucién de los datos.

La implementacion préctica involucré la creacién de tres modelos mix, cada
uno formado por cuatro modelos: KNN, SVR con kernel POLY, SVR con kernel

47



48 Conclusiones

KFB y Decision Tree. Cada uno de estos modelos mix combina los resultados de
formas distintas, asignando puntuaciones a las predicciones de cada secuencial
mediante diversas combinaciones: el puntaje maximo, la media geométrica pon-
derada y la media artimética ponderada.

En la fase experimental (Exp. 1 y Exp. 2), se ha comparado SEQENS imple-
mentado con cada uno de los modelos mix, en contraposiciéon a SEQENS imple-
mentado con cada uno de los modelos individuales que conforman los modelos
mix. Se han realizado pruebas utilizando datos sintéticos, datos reales y distintas
distribuciones de los datos.

Los resultados obtenidos han sido evaluados sobe tres escenarios distintos
(hiperesfera, hiperplano y k-clusters) y en general sugieren que los modelos mix,
en general, alcanzan mejores resultados y mayor estabilidad que las alternativas
de modelo tnico. Asimismo, al considerar estos tres escenarios conjuntamente,
los modelos mix también muestran un mejor desempefio y mayor estabilidad.

A pesar de los logros obtenidos, es importante sefialar que esta mejora en el
rendimiento ha conllevado un aumento sustancial en los recursos computacio-
nales necesarios para la ejecucién. Sin embargo, se argumenta que esta carga
adicional podria estar justificada por la mejora de las prestaciones y la elevada
capacidad de paralelizacién del algoritmo. La tarea de deteccion de variables ge-
néticas relevantes solo se realiza una vez y es gran utilidad para la investigacion
biolégica y clinica.

Ademés, esta investigacion ofrece posibles direcciones para futuros trabajos
con el fin de mejorar tanto el algoritmo SEQENS como la estrategia de combina-
cién de modelos. Entre las oportunidades a explorar se encuentra la optimizacién
de la seleccion de modelos y sus respectivos pardmetros, asi como la investigacion
sobre la cantidad 6ptima de secuenciales para lograr un equilibrio entre tiempo
de computacién y rendimiento.

En resumen, este trabajo ha demostrado que la estrategia de combinar mode-
los para construir un inductor en la implementacion de SEQENS es una téctica
vélida y efectiva para mejorar el rendimiento del algoritmo. Los resultados ob-
tenidos han sido consistentes en muestras reales y han revelado posibles nuevos
caminos de mejora del rendimiento.
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APENDICE A
Entorno de trabajo

El entorno de trabajo es una parte fundamental de la estructura de proyecto.
Organizado de manera efectiva permite trabajar adecuada y organizadamente.
Hay varias condiciones especificas del trabajo que dan sentido a la estructura
que se presenta en esta seccion.

= Colaboracién con ITI: Al trabajar conjuntamente con ITI requiere una co-
municacién constante a nivel personal y de trabajo. Es necesario compartir
constantemente archivos y documentos. La estructura del entorno permite
hacerlo de manera bidireccional.

= Realizacién del computo remotamente: ITI pone a mi disposicién capaci-
dad de computo. El trabajo requiere de realizar célculos con datos de gran
volumen.

» TFG de desarrollo: la propia naturaleza de un trabajo de desarrollo necesita
una estructura donde programar, organizar archivos y tener respaldos de
seguridad.

Veamos como esta organizado el entorno de trabajo. En la figura 1. podemos ver
una organizacién general del entorno de trabajo.

Como se ha aclarado, hay 2 usuarios principales que han hecho posible la
realizacién del trabajo. Se comentard que relacion tienen con cada elemento.

A.1 Maquina local

Es el corazén del entorno de trabajo, desde el cual se acceden a las diferentes
herramientas.

Al iniciar practicamente cualquier sesién de trabajo se realiza una conexién
SSH a la maquina remota proporcionada por ITI.

A.2 Maquina remota

ITT pone a mi disposicién una maquina para trabajar remotamente y ejecutar
el coédigo de los experimentos.
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Figura A.1: Representacion visual del entorno de trabajo

Se accede a la mdquina virtual mediante una conexién SSH.

SSH es una tipo de conexién donde el cliente establece una sesién remota en
un servidor a través de la red. Ademads, es un protocolo de red seguro q que
proporciona un mecanismo de autenticacion y encriptacion.

Una vez conectado a la maquina se ejecuta el entorno de desarrollo Jupyter
Lab y es asignado a un puerto para poder acceder desde el navegador local.

A.3 Navegador local

El Navegador permite acceder a distintas herramientas: Jypyter Lab, Gitlab,
Latex y Teams.

A.4 Jupyter Lab

Jupyter Lab es un entorno interactivo para desarrollar y ejecutar cédigo en
diferentes lenguajes de programacién, como Python.

Esta herramienta es excelente para trabajar de manera organizada, ya que per-
mite la ejecucién de Jupyter notebooks. Estos notebooks funcionan mediante cel-
das, que se pueden crear con formato Markdown para explicar lo que se esta
realizando, asi como celdas de cédigo para ejecutarlo.
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Una vez que Jupyter Lab se esta ejecutando en la maquina y se le ha asignado
un puerto, podemos acceder a él desde nuestro navegador local con una URL con
la siguiente estructura: “http:/ /localhost:puerto/?token ”

A.5 GitLab

GitLab una plataforma web basada en Git que proporciona herramientas para
gestionar proyectos y llevar un control de versiones.

A esta herramienta tenemos acceso las 2 entidades del proyecto. GitLab tra-
baja por repositorios, por tanto, hay alguno donde ambos tenemos acceso y otros
que son privados. Estas son las utilidades que nos proporciona:

= Control de versiones y back up: con forme se avanza en el desarrollo se
realiza un control de versiones y se suben a modo de copia de seguridad

= Comunicacién y coordinacién: Aqui se encuentra nuestro centro de opera-
ciones, donde llevamos un seguimiento de las reuniones, tareas por realizar,
ideas para las proximas sesiones...

También esta el acceso a Overleaf.

= Compartir documentos: para poder realizar este trabajo ha sido necesaria
la transmisién de conocimientos por parte de ITI. Para ello hemos utilizado
esta herramienta donde se ha compartido documentacioén de las librerias a
utilizar, tutoriales, instrucciones para configurar el entorno de trabajo, ar-
chivos con datos...

A.6 Latex

Latex es un sistema que permite construir documentos de calidad centrdndo-
se principalmente en la estructura y el formato. Proporciona herramientas como:
la gestion de referencias y bibliografias, portabilidad, personalizacién, alta cali-
dad tipogréfica y soporte para férmulas matemadticas. Estas caracteristicas hacen
que sea una herramienta por encima de la competencia a la hora de desarrollar
documentos relevantes o de aspecto académico.

Nosotros usamos Overleaf, una herramienta web implementa Latex y permite
el trabajo en equipo. Tanto yo como ITI tiene acceso.

A.7 Teams

Teams en una herramienta de Microsoft disefiada para realizar y organizar
reuniones. Mediante ella realizamos sesiones de seguimiento cada cierto tiempo.






APENDICE B

Implementacién de los inductores

mix

En esta seccién se presenta la implementacién de los inductores basados en
la combinacién de modelos propuestos como mejora para SEQENS. El concepto
implementado se explica en la seccién 3. Se han propuesto tres modelos basados
en diferentes combinatorias: valor maximo, media aritmética ponderada y media
geométrica ponderada. Estos modelos se han denominado MIX-MAX, MIX-MAP
y MIX-MGP, respectivamente.

La implementacion del regresor es comun a los tres modelos. El c6digo de la
implementacion es el siguiente:

class CustomRegressor (BaseEstimator, RegressorMixin):

def

def

def

__init__(self):

# iniciacion Modelos de regresion

self . knn_regressor = KNeighborsRegressor (n_neighbors=5)

self .svr_regressor = SVR(C=1.0, kernel="poly’, gamma="scale’,
degree=2)

self.dt_regressor = DecisionTreeRegressor(criterion="
friedman_mse’, max_depth=3, random_state=42)

self .svr2_regressor = SVR(C=1.0, kernel="rbf’, gamma="scale’)

fit(self, X, y):

# Entrenamiento de los modelos
self . knn_regressor. fit (X, y)
self .svr_regressor. fit (X, y)
self .dt_regressor. fit (X, y)
self .svr2_regressor. fit (X, y)
return self

predict(self , X):

# Predicciones de los modelos

knn_pred = self.knn_regressor.predict(X)

svr_pred = self.svr_regressor.predict(X)

dt_pred = self.dt_regressor.predict(X)

srv2_pred = self.svr2_regressor.predict(X)

yr = np.column_stack ((knn_pred, svr_pred, dt_pred, srv2_pred))

return yr

Listing B.1: Implementacién de regresor comun a los inductores combinados.
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Implementacion de los inductores mix

La funcién de score es diferente para cada modelo, a continuacién se presen-

tan:

def myScoreMAX(y_true, y_pred):
y_pl = y_pred[:,0]
y_p2 = y_pred[:,1]
y_p3 = y_pred[:,2]

y_p4 = y_pred[:,3]

r21 = r2_score(y_true, y_pl)

r22 = r2_score(y_true, y_p2)
r23 = r2_score(y_true, y_p3)
r24 = r2_score(y_true, y_p4)

return max(r21,r22,r23,r24)

Listing B.2: Implementacion funcién score del inductor MIX-MAX.

def myScoreMAP(y_true, y_pred): #media aritmetica ponderada.

y_pl = y_pred[:,0]
y_p2 = y_pred[:,1]
y_p3 = y_pred|[:,2]
y_p4 = y_pred[:,3]

r21
r22
r23
r24

r2_score(y_true, y_pl)
r2_score(y_true, y_p2)
r2_score(y_true, y_p3)
r2_score(y_true, y_p4)

if (r21 <
if (r22 <
if (r23 <
if (r24 <

r21 =
r22 =
r23
r24

o O OO
—_ — — —
O O OO

r2t = r21 + r22 + r23 + r24

if r2t == 0:
r2t = 0.0001

y_res = (y_pl *= r21 / r2t) + (y_p2 = r22 / r2t) + (y_p3 =* r23 / r2t
) + (y_p4 = r24 / r2t)

score_result = r2_score(y_true, y_res)

return score_result

Listing B.3: Implementacién funcién score del inductor MIX-MAP.
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2| def myScoreMGP(y_true, y_pred): #media geometrica ponderada.

y_pl = y_pred[:,0]

y_p2 = y_pred[:,1]
y_p3 = y_pred|[:,2]
y_p4 = y_pred[:,3]
y_p5 = y_pred[:, 4]

r21 = r2_score(y_true, y_pl)
r22 = r2_score(y_true, y_p2)
r23 = r2_score(y_true, y_p3)
r24 = r2_score(y_true, y_p4)

r21 = max(r21, 0.0001)
r22 = max(r22, 0.0001)
r23 = max(r23, 0.0001)
r24 = max(r24, 0.0001)

y_pl = np.maximum(y_pl, 0.0001)
y_p2 = np.maximum(y_p2, 0.0001)
y_p3 = np.maximum(y_p3, 0.0001)
y_p4 = np.maximum(y_p4, 0.0001)
r2t = r21 + r22 + r23 + r24

if r2t == 0:
r2t = 0.0001

y_res = np.exp((r21 * np.log(y_pl + 0.0001) + r22 * np.log(y_p2 +
0.0001) + r23 = np.log(y_p3 + 0.0001) + r24 = np.log(y_p4 +
0.0001) / r2t)

score_result = r2_score(y_true, y_res)

return score_result

Listing B.4: Implementacién funcién score del inductor MIX-MGP.
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ANEXO

OBJETIVOS DE DESARROLLO SOSTENIBLE

Grado de relacion del trabajo con los Objetivos de Desarrollo Sostenible (ODS).
Objetivos de Desarrollo Sostenibles Alto Medio Bajo No

Procede
ODS 1. Finde la pobreza. X
ODS2. Hambre cero. X
ODS 3. Saludy bienestar. X
ODS4. Educacion de calidad. X
ODS 5. lgualdad de género. X
ODS 6. Agua limpia y saneamiento. X
ODS 7. Energia asequible y no contaminante. X
ODS 8. Trabajo decente y crecimiento econémico. X
ODS 9. Industria, innovacion e infraestructuras. X
ODS 10. Reduccién de las desigualdades.
ODS 11. Ciudades y comunidades sostenibles. X
ODS 12. Produccién y consumo responsables. X
ODS 13. Accion por el clima. X
ODS 14. Vida submarina. X
ODS 15. Vida de ecosistemas terrestres. X
ODS 16. Paz, justicia e instituciones sdlidas. X
ODS 17. Alianzas para lograr objetivos. X
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Reflexidn sobre la relacién del TFG/TFM con los ODS y con el/los ODS mas relacionados.

Mi Trabajo de Fin de Grado (TFG) esta intimamente relacionado con dos Objetivos de
Desarrollo Sostenible (ODS) de las Naciones Unidas: el ODS 3, que se enfoca en Salud y
Bienestar, y el ODS 9, que se centra en Industria, Innovacién e Infraestructuras. Mi
investigacion se adentra en el emocionante campo de la gendmica para mejorar
significativamente la forma en que manejamos y analizamos los datos gendmicos
humanos, con el objetivo de identificar las variables responsables de enfermedades.
Esta investigacion tiene un potencial impacto transformador en el bienestar y la salud
de la sociedad en su conjunto.

En el mundo actual, la deteccién y comprensidon de las variables que desencadenan
enfermedades son fundamentales para el sistema de atencidn médica. Al mejorar
nuestra capacidad para identificar estas variables, podemos fortalecer la prevencién y
el tratamiento de una amplia gama de enfermedades. Este enfoque es especialmente
relevante para enfermedades raras y poblaciones con un nimero limitado de pacientes,
donde la atencién y el tratamiento personalizado son criticos.

Para lograr estos objetivos, he trabajado en la optimizacion de un algoritmo de
vanguardia disenado para la seleccion de caracteristicas en conjuntos de datos
gendmicos. Este enfoque se alinea directamente con el concepto de innovacidn, ya que
estamos utilizando el aprendizaje automatico (machine learning) y la bioinformatica
para desarrollar soluciones de vanguardia en el campo de la salud.

A pesar de que la implementacion de los ODS puede parecer compleja y abstracta en
ocasiones, es fundamental comprender que estos objetivos encierran valores esenciales
gue pueden guiar nuestras acciones en la sociedad. Para los estudiantes universitarios,
el conocimiento y la adopcién de los ODS pueden servir como brujula moral a medida
gue avanzan hacia sus carreras profesionales.

Seguir los ODS no solo es una practica ética, sino que también abre un mundo de
oportunidades de emprendimiento. Los desafios que abordan los ODS ofrecen un
terreno fértil para la innovacion y el desarrollo de soluciones sostenibles. Esto presenta
oportunidades para emprendedores y profesionales comprometidos con el bienestar de
la sociedad y el planeta.

Ademas de contribuir a los ODS 3 y 9, mi trabajo también aborda indirectamente otros
Objetivos de Desarrollo Sostenible, como el ODS 4 (Educacién de Calidad) y el ODS 17
(Alianzas para Lograr los Objetivos). A medida que avanzamos hacia un futuro impulsado
por la ciencia y la tecnologia, la educaciéon desempefia un papel crucial. Mi investigacion
no solo avanza en la comprension de la genédmica, sino que también contribuye al
desarrollo de habilidades técnicas y cientificas necesarias para abordar los desafios
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globales. Ademads, colaborar con otros investigadores y profesionales en este campo
demuestra la importancia de las alianzas interdisciplinarias para lograr avances
significativos en la medicina y la salud.

En resumen, mi TFG representa un esfuerzo apasionado por contribuir al ODS 3 y al ODS
9 al mejorar la capacidad de identificar las variables responsables de enfermedades a
través de avanzadas técnicas de analisis de datos gendmicos. Este enfoque no solo es
un acto de innovacion cientifica, sino también un compromiso con la salud y el bienestar
de las personas, asi como con el desarrollo sostenible.
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